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Préface à la deuxième édition 

Apprendre. 

Apprendre par l'exemple, par l'environnement, par la lecture, par le professeur, par cœur . . .  

L'apprentissage est multiforme et c'est une caractéristique de l'intelligence. On comprend la 
remarque, très opportunément mise en exergue par les auteurs, d 'Alan Turing, un des pionniers de 
l'intelligence artificielle. Prétendre doter une machine de cette faculté propre à l'être humain, ou 
à tout le moins à l'animal supérieur, pouvait paraître une gageure à l'époque où cette remarque a 
été énoncée. Ce n'est plus le cas aujourd'hui et le vaste champ de l'apprentissage par une machine 
est un domaine de recherche en pleine expansion et dans lequel il y a encore beaucoup à faire! 

L'apprentissage occupe une place privilégiée au sein de l'intelligence artificielle, et plus généra
lement de l'informatique. Cette place ne cessera de croître. Les succès des programmes incluant 
un certain niveau d'apprentissage automatique ou semi-automatique sont déjà nombreux. Il suffit 
de songer à la reconnaissance de la parole, la vision par ordinateur, le rejet de pourriels, la détec
tion de transactions frauduleuses, le diagnostic, les jeux, la prédiction et la prévision, la fouille 
de données, etc. Les progrès spectaculaires enregistrés sont dûs pour une bonne part aux efforts 
des chercheurs qui sont parvenus à une meilleure compréhension des processus d'apprentissage, 
qu'ils soient implantés sur une machine ou qu'ils existent dans le cortex d'un animal. 

Le moment est donc opportun de faire le point sur les connaissances acquises et les appli
cations. La décision de proposer une profonde révision de la première édition de l'ouvrage de 
A .  Cornuéjols et L. Miclet arrive ainsi à point nommé. Ces deux auteurs, aux compétences com
plémentaires, sont particulièrement bien indiqués pour couvrir le vaste champ pluridisciplinaire 
de l'apprentissage. La première édition, de très grande qualité, a connu un succès considérable et 
justifié, auprès d'un public varié : étudiants, enseignants-chercheurs, ingénieurs. Elle est devenue 
un ouvrage de référence pour la communauté francophone proposant la somme la plus complète 
d'idées, de concepts, d'algorithmes et d'applications sur le sujet. 

Le même fil directeur original a été conservé pour cette seconde édition. L'accroissement des 
connaissances se traduit directement dans le nombre de pages et l'on ne peut que se féliciter qu'il 
existe encore en France des éditeurs acceptant de faire paraître un ouvrage scientifique original 
de plus de 800 pages . . .  

Je ne doute pas du succès de cette édition dont je recommande chaudement la lecture à toute 
personne désirant faire le point sur l'apprentissage, un des plus grands défis lancé à la recherche 
en intelligence artificielle . 

Jean-Paul Haton 
Nancy, 28 mars 2010 
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The idea of a learning machine rnay appear paradoxical to some readers. 

à Isabelle, Claire, Aurélie, Sébastien, Fanny 
et à M aura, Fabien, Marion 

Présentation de la deuxième édition 

A. M. Turing, 1950. 

La première édition de cet ouvrage, parue en septembre 2002, a reçu un très bon accueil, mon
trant l'intérêt d'un livre couvrant largement les aspects de l 'apprentissage artificiel. Par ailleurs 
son organisation raisonnée autour de trois grandes parties : l'apprentissage par exploration, par 
optimisation, et par approximation et interpola.tion, l'uniformité des notations et un fil directeur 
tenu de bout en bout ont visiblement séduit à côté de l'offre des ouvrages existant en langue 
anglaise. 

Au fil des années, nous avons reçu de nombreux courriels témoignant à la fois de la variété du 
public intéressé : étudiants, enseignant-chercheurs du domaine, spécialistes de domaines connexes, 
et grand public, et de l'étendue géographique des publics touchés : la zone francophone bien sûr, 
y compris le Canada et les pays du Maghreb, mais aussi des pays d'Europe centrale. 

Plus rapidement qu'attendu, les presque 2000 exemplaires de la première édition ont été épui
sés. La question s'est alors posée du choix entre une simple ré-impression ou bien une mise à jour 
conduisant à une deuxième édition. L'expérience de la première édition aurait du nous rendre 
prudents, mais la mémoire huma.ine étant volatile et étant donnée la vitalité du domaine de 
l'apprentissage artificiel, il nous a paru pertinent de choisir la deuxième voie. Petit à petit cepen
dant, nous avons réalisé que non seulement les techniques et les résultats avaient progressé, mais 
que, plus largement, de nouvelles questions et de nouvelles approches étaient apparues depuis 
2002. Il devenait difficile de se contenter de simplement adapter la première édition, de nou
veaux chapitres étaient nécessaires. Par ailleurs, une ré-organisation de certaines parties était 
également souhaitable pour tenir compte de nouvelles perspectives ou de l'accent porté à des ap
proches classiques mais remises au goût du jour, comme les méthodes linéaires. D'un ravalement 
de façade, nous sommes insensiblement passés à un chantier comprenant une ré-organisation des 
espaces et des cloisons et à l'élaboration d'extensions significatives. Comme pour tout chantier, 
les délais prévus ont été largement dépassés, puis dépassés encore, et à certains moments, notre 
éditeur pourtant conciliant, et nos familles pourtant très compréhensives, ont pu croire que la 
fiction de Dino Buzzati, « Le désert des tartares », se réalisait. Ce n'est donc finalement qu'en 
2010 qu'apparaît cette deuxième édition. 

Le fil directeur allant de l'exposition des fondements conceptuels et méthodologiques, puis pro
gressant depuis des apprentissages très guidés par l'existence d'une relation de généralité dans 
l'espace des hypothèses à des apprentissages s'appuyant sur des espaces de plus en plus démunis 

iii 
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de structure a été maintenu. Nous avons cependant ajouté une partie inédite sur de nouvelles 
questions et de nouveaux types d'apprentissage qui dépassent les cadres classiques des appren
tissages supervisés, non supervisés et par renforcement. Ainsi, par exemple, les apprentissages 
cl 'ordonnancement, les apprentissages semi-supervisés, actifs, à partir de flux de données et en 
ligne, font l'objet de sections ou de chapitres nouveaux. 

Par ailleurs, le développement considérable des méthodes à base de fonctions noyau nous a 
conduit à dédier tout un chapitre aux méthodes linéaires classiques, et un grand chapitre aux 
méthodes à noyaux. De même, les méthodes d'ensemble, boosting, bagging, etc. font maintenant 
l'objet d'un chapitre à part entière. 

Finalement, tous les chapitres ont été mis à jour pour tenir compte des progrès réalisés. De 
nombreuses figures ont été refaites pour les rendre plus lisibles, et beaucoup d'autres ont été 
ajoutées. La typographie a évolué afin de mieux mettre en évidence les définitions, les théorèmes 
et les formules principales. L'index a été entièrement revu et largement augmenté afin de faciliter 
l'accès direct aux concepts. Au bout du compte, et malgré notre souci de rester concis, le nombre 
de pages est passé en huit ans de 630 à 830. Cela reflète la vitalité du domaine et l'accroissement 
des idées, concepts et méthodes utiles à connaître. 

Nous espérons que cette deuxième édition séduira un public aussi large que pour la première 
édition. Bienvenue cla.ns le nouvel édifice. Nous vous souhaitons une visite agréable, une ins
tallation heureuse et l'envie d'apporter de nouvelles idées, d'ouvrir de nouvelles fenêtres, et de 
dessiner de nouveaux horizons. 

Antoine CORNUÉJOLS et Laurent MICLET 

Paris, Lannion, France 
Le 27 Mars 2010 

Nous tenons à remercier particulièrement les personnes suivantes pour leur aide, leurs com
mentaires, leurs encouragements, et en général pour leurs contributions à la réalisation de cet 
ouvrage. Notre gratitude va aussi aux lecteurs critiques des versions préliminaires, ce qui inclut 
notablement une certaine proportion de nos étudiants. Merci à vous et aussi à ceux que nous 
avons pu oublier ici mais qui sont importants pour nous. 

Abclel Belaïd, Sami Bengio, Younes Bennani, Christophe Bernard, Marc Bernard, Olivier Boëf
fard, Cédric Buche, Michel Cartier, Christophe Choisy, Delphine Cosandier, François Coste, 
François Denis, Gérard Douaire, Pierre Dupont, Béatrice Duval, Lou Fedon, Daniel Fredouille, 
Mirta Gordon, Colin de la Higuera, Ghazal Jaber, Yves Kodratoff, Israël-César Lerman, Gaëlle 
Loosli, Christine Martin, Tristan Mary-huard, Stan Matwin, Maurice Milgram, Engelbert Me
phu Nguifo, Tom Mitchell, Jacques Nicolas, La.urent Orsea.u, Yann Prudent, Arpa.cl Rimmel, 
Céline Rouveirol, Michèle Sebag, Dominique Snyers, Franck Thollard, Fabien Torre, Stéphane 
Vandenmersch et Jean-Daniel Zucker. 

Merci aussi à notre éditrice, Muriel Sha.n-Sei-Fan, et à Sophie Hincelin pour une relecture 
complète du manuscrit. Heureusement qu'il existe encore des éditeurs de cette qualité. 
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Préface 

L'apprentissage artificiel s'intéresse à l'écriture de programmes d'ordinateur capables de s'amé
liorer automatiquement au fil du temps, soit sur la base de leur propre expérience, soit à partir de 
données antérieures fournies par d'autres programmes. Dans le domaine scientifique relativement 
jeune de l'informa.tique, l'apprentissage artificiel joue un rôle de plus en plus essentiel. Au début 
de son existence, dans les années 1950, l'informatique se résumait principalement à program
mer des machines en leur spécifiant ligne après ligne la séquence d'instructions que l'ordinateur 
aurait à suivre. Autour des années 1990, les logiciels étaient devenus si complexes qu'une alter
native s'imposait naturellement : développer des techniques pour que les programmes puissent 
s'entraîner sur des exemples. Le résultat est qu'il existe aujourd'hui de nombreux doma.ines d'ap
plication de l'informa.tique dans lesquels les méthodes de l 'apprentissage artificiel sont employées 
pour entraîner les logiciels. Mieux, le code résultant dépasse de beaucoup en performance les 
réalisations les plus abouties de programmation manuelle « ligne après ligne ». C'est ainsi que 
tous les meilleurs logiciels commercialisés de reconnaissance de la parole sont fondés sur l'entraî
nement de leurs programmes à la reconnaissance des différents sons et mots. La plupart d'entre 
eux permettent même à l'utilisateur d'accoutumer le système aux caractéristiques de sa voix. 
D 'autres exemples existent dans des domaines tels que la vision par ordinateur, le traitement 
automatique du texte et la commande de robot. 

L'apprentissage artificiel peut clone déjà revendiquer des succès dans un grand nombre de do
maines d'application. Il en est ainsi de logiciels de fouille de données utilisés à grande échelle pour 
découvrir la prescription la plus efficace pour un patient, à partir de l'analyse de fichiers médicaux 
antérieurs. D'autres applications vont de la prédiction de la demande en énergie, étant connu 
l'historique des consommations antérieures, à l'apprentissage de la reconnaissance de transactions 
frauduleuses par carte de crédit, par examen des transactions passées avérées frauduleuses. Alors 
que nous passons des cinquante premières années de l'informatique aux cinquante prochaines 
années, il semble évident que le rôle de l'apprentissage artificiel ne cessera de croître au centre 
de cette science. 

Pourquoi cette progression? La réponse fondamentale est que nous possédons désormais la 
compréhension de plusieurs principes calculatoires qui guident tout processus cl 'apprentissage, 
qu'il soit implémenté sur une machine ou sur un humain. La discipline de l'apprentissage ar
tificiel possède désormais de riches fondements théoriques : on commence à savoir répondre à 
des questions comme : « Combien au mimimum d'exemples d'entraînement faut-il fournir à 
un programme d'apprentissage pour être certain qu'il apprenne avec une efficacité donnée ? » 
et « Quelles méthodes d'apprentissage sont les plus efficaces pour tel ou tel t.ype de problème? » 
Ces fondements proviennent de la théorie statistique de l'estimation, de la t.héorie de l'ident.ifi
cation et de la commande optimale, de travaux pionniers sur la complexité de l'apprentissage de 
grammaires ou plus récents sur l'inférence bayésienne algorithmique . 

Cet ouvrage fournit au lecteur francophone l'introduction la plus complète à ce jour à l'ap
prentissage artificiel. Il traite de la. théorie et des a.pplica.tions de cette discipline sous un grand 
nombre d'aspects, en couvrant des sujets comme les méthodes d'apprentissage bayésien, l'infé
rence grammaticale ou l'apprentissage par renforcement. C 'est avec plaisir que je recommande au 
lecteur de découvrir ce livre, et à travers lui les idées et les méthodes de l'apprentissage artificiel. 

Tom M .  NI1TCHELL 

Pittsburgh, Pennsylvania, USA 
Le 29 Mai 2002 
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Avant-propos 

C
E LIVRE présente les théories, les algorithmes et les applications de l'apprentissage 
artificiel. Son ambition est d'une part d'unifier le cadre méthodologique, et d'autre 
part de décrire un ensemble d'algorithmes utiles, de manière cohérente avec ce cadre, 
et de présenter ses applications existantes et potentielles. 

À quoi sert l'apprentissage artificie l?  La plupart des pro gram mes d'intelligence artificielle 
possèdent aujourcl 'hui un module d'apprentissage et tous les programmes de reconnaissance des 
formes sont fondés sur des algorithmes d'apprentissage. Et que font ces programmes? Ils sont 
capables de reconnaître la parole humaine et de l'interpréter. Ils réalisent une analyse automatique 
de photos satellites pour détecter certaines ressources sur la Terre. Ils assistent les experts pour 
prendre des décisions dans des environnements complexes et évolutifs, par exemple le marché 
financier ou le diagnostic médical. Ils fouillent d'immenses bases de données hétérogènes comme 
les millions de pages Web accessibles à tous. Ils analysent les données clientèle des entreprises 
pour les aider à mieux cibler leurs campagnes de publicité. Ils participent aussi à des tournois : 
le 1 1  mai 1997, le tenant du titre de champion du monde du jeu d'échecs, Gary Kasparov, a été 
battu en match par un programme. 

On sait donc programmer les ordinateurs pour leur faire exécuter des tâ.ches considérées comme 
intelligentes, de multiples façons et de manière de plus en plus efficace. Cet ouvra.ge s'intéresse à 
un aspect particulier de cette intelligence artificielle : la faculté cl 'apprentissage. 

L'apprentissage artificiel est une discipline dont les outils et les champs d'applications sont 
assez disparates. Cependant, les connaissances de base nécessaires à sa compréhension sont es
sentiellement une culture généraliste que l'on trouve par exemple dans les ouvrages de mathéma
tiques pour l'informatique : notions d'algèbre linéaire, de probabilités, de combinatoire, d'analyse 
élémentaire, d'algorithmique, de théorie des langages, de logique. Dans la mesure du possible, 
ces notions de base sont brièvement rappellées selon la nécessité des chapitres de ce livre. 

À qui s'adresse cet ouvrage ? 

On peut tirer profit de cet ouvrage en autodidacte, comme le fera. par exemple un ingénieur 
qui cherche à connaître ce qui se cache derrière les mots ou à acquérir une initiation à des 
techniques qu'il ignore encore. On pourra aussi s'en servir comme d'un appui pour compléter un 
enseignement : ce sera le cas pour un étudiant au niveau maîtrise, DEA ou eéole d'ingénieurs, 
ou comme d'un ouvrage de référence pour faire un cours sur le domaine. 
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XIV 

Quelques applications de l'apprentissage artificiel 

Voyons maintenant comment rendre un programme plus efficace en le dotant d'une possibi
lité d'apprentissage. Reprenons pour cela les applications de l'intelligence artificielle et de la 
reconnaissance des formes citées ci-dessus. 

• Les performances d'un programme d'application augmentent au fur et à mesure de son 
utilisation par la même personne : c'est une expérience qu'il est aujourd'hui facile de mener 
en pratique en utilisant un logiciel personnel de dictée vocale. 

• Un programme de détection des ressources terrestres apprend à reconnaître une zone de 
pollution au milieu de la mer, à partir d'une base de données d'exemples d'images de zones 
connues comme propres ou comme polluées : cette base de données lui sert d'expérience 
pour déterminer sa décision sur une zone inconnue. 

• Un programme de diagnostic sur un ensemble d'informations évolutives prises sur un patient 
doit avoir été pourvu de connaissances, à partir de diagnostics de praticiens et d'experts sur 
des situations types. :Mais il doit aussi avoir été doté d'un module de généralisation, de façon 
à réagir correctement à des situations auxquelles il n'a jamais été confronté exactement. 

• Les moteurs de recherche sur le 'i\Teb pourraient être munis d'un module d'adaptation au 
style de navigation de l'usager : c'est une faculté souhaitable pour augmenter l'ergonomie 
de leur utilisation. Les programmes ne sont pas encore réellement agrémentés de cette pro
priété, mais il est clair que c'est une condition nécessaire pour franchir certains obstacles de 
communication si évidents actuellement. 

• L'exploitation des fichiers client d'une entreprise est souvent réalisée par un expert ou un pro
gramme expert qui utilise des règles explicites pour cibler un segment de clientèle susceptible 
d'être intéressé par un nouveau produit. :Mais ces règles peuvent être acquises automatique
ment, par un apprentissage dont le but est de fournir de nouvelles connaissances expertes, 
à la fois efficaces et intelligibles pour l'expert. 

• Un programme de jeu d'échecs possède en général une très bonne efficacité a priori ; mais 
il est naturel d'essayer de le doter d'un module où il puisse analyser ses défaites et ses 
victoires, pour améliorer ses performances moyennes dans ses parties futures. Ce module 
d'apprentissage existe dans un certain nombre de programmes de jeux. 

Quelques définitions de base 

Apprentissage (sous-entendu : artificiel, automatique) (Machine Learning) 
Cette notion englobe toute méthode permettant de construire un modèle de la réalité à 
partir de données, soit en améliorant un modèle partiel ou moins général, soit en créant 
complètement le modèle. Il existe deux tendances principales en apprentissage, celle issue de 
l'intelligence artificielle et qualifiée de symbolique, et celle issue des statistiques et qualifiée 
de numérique. 

Fouille de données (Data Mining) ou Extraction de connaissances à partir des données 
(I<nowledge Discovery in Data) 
La fouille de données prend en charge le processus complet d'extraction de connaissances : 
stockage dans une base de données, sélection des données à étudier, si nécessaire : nettoyage 
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des données, puis utilisation des apprentissages numériques et symboliques afin de proposer 
des modèles à l'utilisateur, et enfin validation des modèles proposés. Si ces modèles sont 
invalidés par l'utilisateur, le processus complet est répété. 

Précision vs. généralisation . 

Le grand dilemme de l'apprentissage. La précision est définie par un écart entre une va
leur mesurée ou prédite et une valeur réelle. Apprendre avec trop de précision conduit à 
un « sur-apprentissage », comme l'apprentissage par cœur, pour lequel des détails insigni
fiants (ou dûs au bruit) sont appris. Apprendre avec trop peu de précision conduit à une 
« sur-généralisation » telle que le modèle s'applique même quand l'utilisateur ne le désire 
pas. Les deux types d'apprentissage, numérique et symbolique, ont défini des mesures de 
généralisation et c'est à l'utilisateur de fixer le seuil de généralisation qu'il juge optimal. 

Intelligibilité (devrait être Comprehensibility mais tend à devenir Understandability). 
Depuis quelques années, principalement sous la poussée des industriels, les chercheurs se 
sont mis à essayer de contrôler aussi l'intelligibilité du modèle obtenu par la fouille de 
données. Jusqu'à présent les méthodes de mesure de l'intelligibilité se réduisent à vérifier 
que les résultats sont exprimés dans le langage de l'utilisateur et que la taille des modèles 
n'est pas excessive. Des méthodes spécifiques de visualisation sont aussi utilisées. 

Classification, classement et régression. La classification, telle qu'elle est définie en analyse 
de données, consiste à regrouper des ensembles d'exemples non supervisés en classes. Ces 
classes sont souvent organisées en une structure (clustering). Si cette structure est un 
arbre, alors on parle de taxonomie ou de taxinomie (taxonomy) . Sous l'influence du mot 
anglais classification, on a tendance à confondre classification et classement. Ce dernier 
mot désigne le processus de reconnaissance en intension (par leur propriétés) de classes 
décrites en extension (par les valeurs de leurs descripteurs). Lorsque les valeurs à prédire 
sont des classes en petit nombre, on parle de classification. Il s'agit par exemple de prévoir 
l'appartenance d'un oiseau observé à la. classe « canard » ou « oie ». La régression traite 
des cas où les valeurs à prédire sont numériques, par exemple : nombre d 'exemplaires de 
cet ouvrage qui seront vendus = 3900. 

Deux champs industriels de l'apprentissage artificiels 

naissance des formes et la fouille de données 

la recon-

En quarante ans et plus d'existence, l'apprentissage artificiel a fourni un grand nombre d'outils 
aux industriels et aux entrepreneurs. Nous les regroupons selon deux grands axes : la reconnais
sance des formes et la fouille de données ou pour être plus précis, l'extraction de connaissances 
des données. 

Le second domaine est le moins bien connu des deux bien qu'il soit porteur de réelles possibilités 
économiques. 

Quant au premier, rappellons seulement que les méthodes de l'apprentissage artificiel sont à la 
base de la reconnaissance des images (écriture manuscrite, signatures, détection de ressources par 
satellite, pilotage automatique, etc . ) , de la reconnaissance de la parole, du traitement avancé des 
signaux bio-médicaux, etc. Pour mesurer l'extraordinaire vitalité des applications et des poten
tialités de la reconnaissance des formes, il suffit par exemple de suivre la parution incessante des 
livres dans ce domaine. Pour ne citer que lui, l'éditeur V•/orld Scientific propose une cinquantaine 

XV 
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de titres à son catalogue sous la rubrique « Applications de la reconnaissance des formes » et les 
renouvelle à ra.ison de près d'une dizaine par an. 

Revenons maintenant à la fouille de données. Les problèmes pratiques que peut résoudre en ce 
domaine l'apprentissa.ge artificiel se posent constamment dans la vie industrielle : distinguer un 
bon client cl 'un mauvais, et reconnaître un mauvais procédé de fabrication et l'améliorer sont deux 
exemples frappants parmi d'autres. On constate pourtant que l'ancrage de ce type d'application 
dans la vie industrielle ne date que des années 1990, avec la naissance d'une discipline nouvelle, 
créée sous le nom de « fouille de données » (data mining ) ou ECD : « extraction de connaissances 
à partir des données » (I<nowledge Discovery in Databases, KDD).  Nous présentons rapidement 
le domaine avant d'en donner l'état de l'art industriel dans le dernier paragraphe de cet avant
propos. 

L'ECD est née de la constatation que les trois approches qui permettaient de construire des 
modèles, à savoir les statistiques exploratoires, l'analyse des données et l'apprentissage symbo
lique automatique (ASA), souffraient de deux défauts communs : exiger des données présentées 
sous une forme très rigide et faire peu de cas de l'intelligibilité des résultats. De  plus, cha.cune 
présentait un défaut particulier gênant leur emploi : les statistiques exploratoires et l'analyse des 
données s'adressaient à des données essentiellement numériques et !'ASA se limitait aux données 
symboliques ou discrétisées en intervalles de valeurs. 

Depuis, ces domaines ont évolué et les critiques à leur adresser ont changé, mais tel était l'état 
de l'art dans les années 1990. L'ECD est donc née d'un quadruple effort : 

• permettre aux utilisateurs de fournir des données dans l'état où elles sont : ceci a donné 
naissance aux techniques de nettoyage des données (ce point sera développé au chapitre 3) ; 

• utiliser les données enregistrées sous forme de bases de données (en général relationnelles) : 
ceci a provoqué un large courant de recherche au sein de la communauté des BD intéressée 
par la création de modèles ; 

• fournir aux utilisateurs des outils capables de travailler sur des données mixtes, numériques 
et symboliques ; 

• construire des outils produisant une connaissance intelligible aux utilisateurs. 

C'est ainsi que l'ECD a pu trouver la large reconnaissance industrielle dont elle jouit actuellement. 
Elle a commencé à résoudre les deux problèmes industriels principaux de l'analyse des données, 
ceux qui coütent le plus cher : le fait que le client est souvent imprécis clans la définition du 
problème qu'il se pose et le fait que les données dont il dispose sont souvent de qualité discutable. 

L'étude des applications indus tri elles de l 'ECD montre qu'il existe une assez forte demande 
en outils de création de modèles, autrement dit en apprentissage artificiel. Ceci se traduit par 
le fait qu'environ cent cinquante compagnies se sont spécialisées dans ce domaine. Certaines de 
ces entreprises existent depuis plusieurs années et d'autres se sont vendues fort cher. L'ensemble 
revèle bien un secteur en progression raisonnable sur plusieurs années. 

Notre estirna.tion est que le ma.rché de l'ECD est occupé par 60 % d'outils d'apprentissage 
statistiques et 40 % d'outils d'apprentissage symbolique. Ces dernières techniques étant moins 
enseignées que les premières dans les universités, on constate un hiatus entre l'enseignement et 
l'industrie. En tous cas, le présent livre cherche à aller dans le sens d'un meilleur enseignement 
des méthodes de l'apprentissage artificiel, symboliques comme statistiques. 
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Les caractéristiques de l'apprentissage artificiel 

Certaines des facultés que l'on peut lier naturellement à l'apprentissage ont été citées dans 
les exemples ci-dessus : entraînement, reconnaissance, généralisation, adaptation, amélioration, 
intelligibilité. 

Rappelions la définition classique de l'apprentissage en sciences cognitives : « capacité à amé
liorer les performances au fur et à mesure de l'exercice d'une activité ».  Cette définition s'applique 
en particulier au comportement d'un joueur d'échecs au fil des parties, où l'assimilation de l'expé
rience et la puissance de raisonnement se combinent dans sa progression. Elle est aussi pertinente 
pour des tâches perceptives : on s'habitue à un accent, à une écriture. On accumule des bonnes et 
des mauvaises expériences. À partir d'elles, on sait, consciemment ou non, en abstraire ou fa.ire 
évoluer des règles pour mieux effectuer la tâche. 

Nous avons mentionné une autre facette de l'apprentissage, souvent entremêlée à la précédente : 
la faculté à généraliser rationnellement. Si une expérience accumulée sur un certain nombre 
d'exemples a permis de tirer des règles de comportement, ces règles doivent s'appliquer aussi à 
des situations non encore rencontrées. Prenons quelqu'un qui apprend à conduire sur une berline 
de petite puissance. Dès qu'il a. mérité le permis, la. loi l'autorise à conduire une camionnette 
utilitaire ou une voiture de sport. C 'est que les règles qu'il a apprises et les réflexes qu'il a acquis 
s'appliquent aussi (plus ou moins directement) à ces véhicules. 

Qu'en est-il des machines?  Dès les débuts de l'intelligence artificielle, c'est-à-dire en vérité 
dès l'apparition des ordinateurs, les chercheurs et les ingénieurs se sont posés le problème de 
l'apprentissage 1 . L'apprentissage artificiel dans sa situation actuelle est donc le produit d'une 
histoire de cinquante ans de recherches et de réalisations. Comme on l'a vu, un grand nombre de 
tâches d'intelligence artificielle et de reconnaissance des formes s'appuient ou sont fondées sur 
des modules d'apprentissage. 

On verra dans cet ouvrage comment des programmes peuvent mettre en œuvre un apprentis
sage par amélioration du comportement, en général grâce à des techniques d'optimisation. On 
verra aussi qu'il est possible d'écrire des programmes qui réalisent un apprentissage par géné
ralisation : quand on leur donne suffisamment d'exemples et le type du concept à apprendre, 
ils choisissent un concept qui n'est pas seulement valide sur les exemples qu'ils ont vus, mais 
qui sera également valable pour d'autres. C 'est ainsi qu'un programme de reconnaissance de la 
parole ne peut pas « entendre » tous les sons avant d'élaborer une règle de décision. Il est écrit 
pour extraire une méthode de classification de ceux qu'on lui a présentés et traiter ensuite du 
mieux possible tous les sons qu'il aura à décoder. 

En réalité, d'un point de vue informatique, la problématique n'est pas fondamentalement 
différente dans les deux cas. Il s'agit dans le premier de faire évoluer des règles de comportement 
au fil des exemples et dans le second d'extraire des règles à partir d'un ensemble d'exemples 
donné a priori. De même que dans l'apprentissage naturel, un panachage de ces deux modes de 
fonctionnement est facile à concevoir dans l'apprentissage artificiel. 

Il y a une autre facette de l'apprentissage que l'intelligence artificielle explore. Quand un 
expert extrait des connaissances d'un ensemble de données, il apprend une certaine façon de les 
résumer. M ais le résultat de cet apprentissage ne sera opératoire que si la connaissance extraite 
est intelligible, transmissible de l'expert aux utilisateurs, interprétable « en clair ». Il en est de 

1 Alan Turing. dans son article Computing Machine and Intelligence, de la revue M ind en Octobre 
1950 (Vol LJX, No 236) avait intitulé un para.graphe Learning Machines. On peut consulter un 
fac-similé du manuscrit. sur le site http : //data.archives. e c s .  sot on. ac.  uk/turing/ et le t.ext.e à : 

http : //www.abelard. org/turpap/turpap .htm 

xvii 
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même pour un agent artificiel : certaines tâches d'apprentissage ne se mesurent pas seulement 
par leur qualité de prédiction, mais aussi par la manière dont les résultats sont expliqués. Cet 
aspect est relié opérationnellement à l'intelligence artificielle symbolique, aux systèmes experts 
en particulier : mieux vaut souvent un petit nombre de règles compréhensibles qu'un fouillis de 
règles sophistiquées, même avec une performance objective supérieure. 

Avant de décrire plus en détail les motivations et l'organisation de cet ouvrage, précisons à 
travers trois exemples comment s'organise l'apprentissage dans des situations concrètes. Cela 
nous permettra de donner une typologie des méthodes et de présenter le plan de cet ouvrage. 

Trois exemples d'apprentissage 

Un exemple ornithologique 

Imaginons un étang sur lequel nagent des oies et des cygnes (nous admettons qu'il n'y a. pas 
d'autres oiseaux dans cette région). Le brouillard est tombé, quand arrivent deux avimateurs 
dont l'un est expert et l'autre débutant. Ils n'aperçoivent en arrivant qu'une partie des animaux, 
de manière peu distincte. Pour l'expert, l'identification est cependant facile (il n'est pas expert 
pour rien). Quant au débutant, il doit se contenter de mesurer ce qui lui paraît caractéristique : 
le niveau de gris du plumage et la taille de la bête. Pour représenter le problème, il va donc 
prendre ces deux mesures sur chaque animal qu'il voit et établir un graphique : il se place ainsi 
dans un certain espace de représentation (figure - 1 . 1 ,  à gauche). 
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FIG. -1.l :  Le premier graphiqiie de l'avimateur débutant représente les oiseaiix observés placés 
dans son espace de représentation. Le second graphique représente les mêmes oiseaux, 
mais il est étiqueté par l'expert. La lettre 0 signifie que l'oiseau est une oie, C qu 'il 
est un cygne. 

Maintenant, comment lancer une phase d'apprentissage ? Il faut que le débutant se place en 
situation d'apprenant vis-à-vis de l'expert, en lui demandant quelle est la décision correcte pour 
chaque oiseau. Une fois que l'expert a agi comme un professeur en donnant toutes les réponses, 
notre apprenant possède un graphique enrichi (figure -1.1, à droite) qui va lui permettre de 
démarrer l'apprentissage proprement dit. 

Le problème d'apprentissage est maintenant bien posé. Il peut s'énoncer ainsi : comment 
trouver une règle qui décide, dans l'espace de représentation choisi, avec le moins d'erreurs 
possibles, quel oiseau est une oie et quel oiseau est un cygne ? La règle trouvée doit posséder 



\f) 
Q) 

e >w 
0 .-1 
0 N 
@ 
.µ .c 
0) 
·;:: 
>-0.. 
0 
u 

Avant-propos 

de bonnes propriétés de généralisation, c'est-à-dire fonctionner au mieux non seulement sur ces 
exemples expertisés, mais par la suite sur des oiseaux non encore observés. 

Que sera une telle règle ? L'apprenant peut imaginer de tracer clans Je plan de représentation 
une ligne (courbe ou droite) qui sépare les cygnes des oies. À partir des exemples connus, il aura 
alors induit une loi générale : tout oiseau observé dont la représentation est située « sous » cette 
ligne sera un cygne. Ce sera une oie dans le cas contraire. Mais on peut tracer une infinité de 
telles lignes. C'est ici que l'apprenant doit préciser le type des connaissances à acquérir, le type 
du concept à apprendre, en l'espèce quelle est la forme générale de la ligne. 

Si l'apprenant impose que la ligne soit droite, le but de l'apprentissage sera de trouver la 
meilleure ligne droite, en optimisant un critère dont il est maître. On remarque d'ailleurs qu'au
cune droite ne sépare parfaitement les exemples, mais c'est le prix à payer pour un concept aussi 
simple. La figure -1 .2  de gauche représente la règle de décision que notre débutant en ornithologie 
peut raisonnablement produire. S'il n'impose pas de restriction aussi stricte sur la. forme de la. 
ligne, il pourra obtenir une décision comme celle de la figure -1 .2  à droite. 
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FIG. -1.2: Une règle de décision simple et ime règle de décision complexe pour séparer les oies 
des cygnes. 

Quand le brouillard se lève, d'autres oiseaux deviennent visibles. L'apprenant peut alors vérifier 
la qualité de la règle qu'il a apprise, toujours avec l'aide de son professeur. Dans l'exemple donné 
sur la figure -1.3, il est facile de constater que la droite qu'il a choisie mène à une erreur environ 
une fois sur cinq2. Pas trop mal, pour un débutant ! Il est assez facile de transposer cet exemple à 
l'écriture d'un programme d'apprentissage. Remarquons bien qu'un tel programme n'apprend pas 
tout court mais apprend quelque chose, en l'occurence une règle de décision sous la forme d'une 
équation de droite dans le plan. Cet exemple est caractéristique de ce que font les programmes 
de reconnaissance des formes. Ce type cl 'apprentissage par généralisation est cl 'une immense 
importance méthodologique et pratique. 

Un exemple linguistique 

Abordons un autre exemple. Supposons que nous disposions d'un ensemble de phrases d'une 
certaine langue. Est-il possible d'écrire un programme pour en apprendre automatiquement la 
grammaire ? Pour une langue naturelle, le problème est certainement complexe, ne serait-ce que 
parce qu'un très grand nombre d'exemples est nécessaire. J\1Iais on peut essayer de le résoudre 
dans le cas d'un langage artificiel comme ceux qui servent à interroger les bases de données ou 

2 La ligne courbe donnerait une erreur encore plus grande ; nous reviendrons sur ce phénomène aux chapitres 2 
eL :3. 

xix 
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FIG. -1.3: Le test de la règle simple S'ur d'autres oiseaiix. 

pour un sous-ensemble bien délimité de langage naturel. Le langage des échanges entre un client 
et un employé d'agence de voyage en est un exemple. 

Dans de tels cas, il est effectivement possible d'apprendre une grammaire. Il faut cependant 
imposer au programme des restrictions sur le type de la syntaxe que l'on cherche. L'espace de 
représentation est ici l'ensemble de toutes les séquences de mots possibles, dont on ne connaît 
que certaines, linguistiquement correctes. Mais comment définir la grammaire à apprendre ? On 
verra. au chapitre 7 que si on oblige cette grammaire à être un automate fini, on peut démontrer 
que tous les automates finis qui sont compatibles avec les exemples forment un ensemble limité et 
structuré par une relation d'ordre. Le programme cl 'apprentissage a alors pour tâche de chercher 
le meilleur automate dans cet ensemble structuré, encore une fois au sens d'un critère à lui 
préciser. Remarquons encore que le programme n'apprend pas tout court, mais apprend quelque 
chose : en l'espèce, une grammaire représentée par un automate fini. 

Un exemple d'extraction de connaissances 

Une compagnie d'assurances cherche à lancer un nouveau produit, destiné à couvrir le risque 
de vol d'objets de valeur à domicile. Elle veut faire une campagne de publicité ciblée auprès 
d'une partie de ses clients. Cette compagnie ne dispose que de peu de produits du même type et 
par conséquent sa. base de données ne comporte qu'une petite proportion d'enregistrements où 
un client est déjà associé à une assurance contre le vol à domicile. De plus, comme ces clients 
possèdent déjà un produit analogue, ce n'est pas vers eux qu'il faut principalement cibler la 
campagne. M ais comment savoir si un client qui n'a pas encore d'assurance de ce type sera 
intéressé par le nouveau produit ? 

Une solution est de chercher un profil commun aux clients qui se sont déjà montrés intéressés 
par un produit de ce type pour cibler parmi tous les clients ceux qui ont un profil analogue. Que 
sera un tel profil?  Dans la base de données, chaque client est décrit par un certain nombre de 
champs, que l'on peut supposer binaires. Par exemples : « âge inférieur à trente ans », « possède 
une maison », « a un ou plusieurs enfants », « vit dans une zone à risque de vol », etc. Certains 
champs peuvent être non remplis : les clients qui ont seulement une assurance automobile n'ont 
pas été interrogés à la constitution de leur dossier sur l'existence d'un système d'alarme dans 
leur appartement. 

Une façon de constituer un profil consiste à découvrir des associations dans les données, c'est
à-dire des implications logiques approximatives. Disons par exemple que la plupart des clients 
qui possèdent déjà une assurance contre le vol d'objets de valeur à domicile sont plutôt âgés et 
n'ont en général qu'une voiture, mais haut de gamme. Il semble raisonnable de démarcher parmi 
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tous les clients ceux qui répondent au même profil. L'hypothèse est donc que posséder une seule 
voiture (mais de luxe) et être d'âge mûr est un profil qui implique sans doute la. possession à 
domicile d'objets de valeur. 

Ce type d'apprentissage relève de l'extraction de connaissances et de l'apprentissage non super
visé. Ce dernier terme signifie que le programme d'apprentissage se débrouille sans professeur : 
l'expertise est présente dans les données, mais de manière implicite, c'est au programme de la 
découvrir et de l'utiliser. La combinatoire sous-jacente à ce type d'apprentissage est évidemment 
très importante. 

Organisation et plan de l'ouvrage 

L'organisation de cet ouvrage reflète en partie des caractéristiques importantes des exemples 
précédents. Nous disons que, pour le premier, l'espace de recherche est peu structuré. Pourquoi 
cela? Parce qu'on ne peut pas dire si telle droite est meilleure que telle autre sans les tester 
toutes les deux explicitement sur les données. Il s'agit de ce qu'on appelle en général un problème 
d'optimisation. En revanche, dans le second exemple, nous avons mentionné une relation d'ordre 
entre deux solutions, intimement liée à leur qualité relative. Dans ce cas, une exploration partielle 
de l'ensemble des solutions est possible ; elle sera guidée à la fois par sa structure algébrique et 
par les données, exemples et contre-exemples, alors que seules les données pouvaient conduire le 
programme dans le premier cas. Pour le troisième exemple, il n'y a même pas de guidage dans 
l'espace de recherche par des exemples et des contre-exemples. 

Ces remarques sont cruciales pour la conception des algorithmes. C'est la raison pour laquelle 
nous avons choisi d'organiser le présent ouvrage selon le critère suivant : nous traitons les mé
thodes d'apprentissage en commençant par celles pour lesquelles l'espace de représentation des 
concepts à apprendre est fortement structuré, puis celles pour lesquelles cette hypothèse doit 
être affaiblie et enfin celles pour lesquelles l'information a priori sur la. nature des concepts à 
apprendre est très faible ou nulle. 

Partie 1 : Les fondements de l'apprentissage 

Une partie de fondements méthodologiques est d'abord nécessaire. Nous y faisons une présen
tation générale de la problématique de l'apprentissage et nous donnons les définitions de base 
(Chapitre 1 : De l'apprentissage naturel à l'apprentissage artificiel). Le chapitre suivant 
propose une introduction aux théories de l'apprentissage par généralisation (Chapitre 2 : Pre
mière approche théorique de l'induction). Un approfondissement de ce thème sera. mené 
au chapitre 21. Le troisième chapitre traite de la représentation des données et des connaissances 
et des types d'algorithmes qui sont mis en jeu par la suite (Chapitre 3 : L'environnement 
méthodologique de l'apprentissage). 

Partie 2 : Apprentissage par exploration 

Nous analysons dans la deuxième partie les méthodes d'apprentissage quand les représentations 
des concepts forment des ensembles fortement structurés. Nous l'a.vons appelée l'apprentissage 
par exploration. On y trouve d'abord une méthode très générale (Chapitre 4 : Induction 
et relation d'ordre : l'espace des versions), puis un chapitre sur l'apprentissage dans la 
logique des prédicats (Chapitre 5 : La programmation logique inductive). Le chapitre 
suivant complète ce point de vue en montrant comment modifier des concepts dans des espaces 

xxi 
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structurés ; il aborde aussi l'apprentissage par analogie (Chapitre 6 : Transfert de connais
sances et apprentissage par analogie). Le septième chapitre (Chapitre 7 : L'inférence 
grammaticale) traite de l'apprentissage des automates et des grammaires. Enfin les méthodes 
d'apprentissage par évolution simulée, fondées sur l'exploration par algorithmes génétiques, sont 
exposées (Chapitre 8 : Apprentissage par évolution simulée). 

Partie 3 : Apprentissage par optimisation et interpolation 

Dans la troisième partie, les connaissances sur la structure des espaces sont plus faibles. En fait, 
il n'existe plus qu'une mesure de qualité des hypothèses induites par le critère inductif et une dis
tance dans l'espace des hypothèse permettant de mettre en œuvre des techniques cl 'optimisation 
par gradient. Il s'agit de l 'apprentissage par optimisation. On y trouve le problème de l'a.ppren
tissage de droites, soit pour la régression, soit pour la classification, mentionné ci-dessus, et leur 
généralisation à des hyperplans (Chapitre 9 : L 'apprentissage de modèles linéaires). Une 
extension désormais classique mène aux réseaux connexionnistes multicouche (Chapitre 10 : 
L 'apprentissage de réseaux connexionnistes). Le fonctionnement et l'apprentissage des ré
seaux de probabilités conditionnelles est ensuite abordé (Chapitre 11 : L'apprentissage de 
réseaux bayésiens). Le chapitre suivant tra.ite comme le chapitre 7 de l'apprentissage de cer
taines machines à produire des séquences, mais sous un aspect probabiliste (Chapitre 12 : 
L'apprentissage de modèles de Markov cachés). 

Pour finir cette partie , nous abordons dans le chapitre suivant l'apprentissage des arbres de 
décision (Chapitre 13 : Apprentissage par inférence d'arbres). 

Partie 4 : Apprentissage par approximation 

La partie suivante, intitulée l'apprentissage par approximation et interpolation, traite des mé
thodes les moins informées, celles où l'espace des concepts cherchés possède le moins de propriétés. 

Elle commence par un chapitre qui expose un ensemble de méthodes récentes qui permettent de 
prendre des décisions non linéaires tout en s'appuyant sur des méthodes linéaires (Chapitre 14 : 

Méthodes à noyaux).  
Nous décrivons ensuite les techniques cl 'apprentissage de règles de classification par des mé

thodes statistiques qui cherchent à approcher la règle de décision bayésienne. Ce chapitre in
clut aussi certains aspects de l'apprentissage par analogie, en particulier la méthodes des plus 
proches voisins (Chapitre 15 : L'apprentissage bayésien et son approximation ) . Le cha
pitre suivant s'intéresse à un apprentissage numérique de type « punition » ou « récompense », 
typiquement applicable à l'apprentissage de son comportement par un robot (Chapitre 16 : 
L'apprentissage de réflexes par renforcement). 

Partie 5 : Au-delà de l'apprentissage supervisé. 

La partie suivante, intitulée aii-delà de l 'apprentissage siipervisé a pour ambition de regrouper 
un ensemble de techniques autour ou au-dessus de l 'apprentissage supervisé. Le Chapitre 1 7  : 
Apprentissage de combinaison d'experts s'intéresse à la combinaison de plusieurs méthodes 
de classification pour qu'elles s'entraident sur un problème donné. La. méthode du boosting y est 
en particulier traitée. Dans le cha.pitre suivant, on s'intéresse aux données non étiquetées par un 
expert : il s'agit de les organiser et d'y découvrir des régularités et des associations ( Chapitre 
1 8  : La classification non supervisée et la fouille de données). Ensuite, nous développons 
le cas où seulement une partie des exemples est supervisée : il s'agit de tirer parti des exemples 
non supervisés pour aider la classification (Chapitre 19 : L 'apprentissage semi-supervisé). 
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Le chapitre suivant dresse un panorama non exhaustif mais évocateur de nouvelles directions 
de recherche visant à dépasser les idées classiques de l'apprentissage artificiel (Chapitre 20 : 

Vers de nouvelles tâches et de nouvelles questions) . Pour terminer, le chapitre suivant 
revient sur les aspects th6riques de l'apprentissage abordés au Chapitre 2 et explore la notion 
d'induction sous ses aspects mathématiques, avant d'évoquer d'autres cadres possibles d'appren
tissage (Chapitre 2 1  : A nalyse de l'induction : approfondissements et ouvertures) . 

Ce livre se termine par des annexes, qui détaillent des points techniques ; celles qui traitent de 
l'algorithme estimation-maximisation et de l'optimisation par gradient sont sans doute 
les plus référencées dans les chapitres précédents. 

Finalement, une bibliographie fournit les ouvrages fondamentaux et les articles plus pointus 
cités dans le texte. 

Guide de lecture 

Après plus de quarante ans de recherches et de réalisations en apprentissage artificiel, il est 
difficile pour un non initié de savoir comment aborder ce domaine et comment s'y orienter. Nos 
collaborations avec des utilisateurs des techniques d'apprentissage et avec des chercheurs d'autres 
disciplines, comme notre activité d'enseignement et d'encadrement avec nos étudiants nous ont 
amplement montré l 'intérêt d'un ouvrage d'introduction cohérent, articulé autour de grandes 
lignes directrices. 

Il existe déjà des livres d'enseignement et de recherche sur pratiquement chaque sujet abordé 
dans les chapitres de ce livre et nous ne manquons pas d'y faire référence. Mais si la somme 
des connaissances qui s'y trouvent est au total bien supérieure à celle contenue dans notre livre, 
leur lecture conduit à des contradictions dans les notations, à des approfondissements théoriques 
de niveau très variable, à des analyses différentes du même problème et à des présentations 
redondantes voire contradictoires des mêmes sujets. 

Il nous a donc paru que la discipline de l'apprentissage artificiel pouvait être présentée de 
manière unifiée, dans un but d'abord didactique. Ce souci commande le fond comme la forme de 
cet ouvrage. 

Compte tenu de la variété technique des sujets abordés et de l'intérêt personnel de chaque 
lecteur (autodidacte, enseignant ou étudiant), des parcours de lecture différents peuvent être 
suivis. 

Nous proposons en particulier les itinéraires suivants, mais ce n'est pas exclusif : 

l .  Pour une vue d'ensemble sur l'apprentissage artificiel, un rapide aperçu des méthodes et 
un point de vue sur leurs applications : chapitres 1 ,  2 (paragraphes 2.1 et 2.2) ,  3 et 4 .  

2. Pour un point de vue approfondi sur les principes méthodologiques, en particulier 
statistiques de l'apprentissage : chapitres 1 ,  2, 3, 8, 9, 13, 14, 15,  17, 18, 19, 20 et 21 .  

3. Pour comprendre l'apprentissage de phénomènes essentiellement numériques et pour les 
applications à la reconnaissance des formes : chapitres 1 ,  2 (paragraphes 2.1 et 2.2), 3, 

9, 10, 12, 13,  15 ,  16, 1 7  et 18. 
4. Pour acquérir un point de vue sur l'apprentissage dans les systèmes experts et le trai

tement des données symboliques : chapitres 1 ,  3, 4, 5, 6, 7, 8, 1 1 ,  1 5  et éventuellement 
16. 

5. Pour qui veut réaliser l'apprentissage de concepts à partir de données séquentielles 
(signaux, textes, etc.) : chapitres 1 ,  3, 5, 7 et 1 2 . 

XX Ill 
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6. Pour qui s'intéresse plus à la robotique, l'apprentissage de comportement : chapitres 1 ,  
3, 7, 1 1 ,  12 ,  15 et 16. 

7. Pour qui s'intéresse à la fouille de données, à l'extraction de connaissances : chapitres 
9, 10, 17, 1 1 ,  15 et 18. 9, 10, 1 1 ,  13, 15 et 18. 
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Glossaire français-anglais 3 

Apprenant 
Apprentissage actif 
Apprentissage en ligne 
Apprentissage hors ligne 
Apprentissage par examen de preuve (EBL) 
Apprentissage quand :F =/= 1-t 
Apprentissage de tri 
Astuce de représentation unique 
Attribut 
Biais de représentation 
CMégorisation 
Classes déséquilibrées 
Connaissance a priori 

Échantillon d'apprentissage 
Échantillon de test 
Échantillon de validation 
Exemple critique 
Fonction de colit 
Fonction cible 
Fonction de performance 
Hypothèse correcte (par rapport à des données) 
t11Iéchodes à noyaux 
Optimisation de performa.nce 
Perceptron multi-couches (PMC ) 
Point aberrant 
Principe de longueur minimale de description 
P rogrammation logique inductive (PLI) 
Ra.iscrnnement à partir de cas 
R.econnaissa.nce des formes 
Réseaux bayésiens 
Réseaux connexionnistes 
Risque empirique 
Risque réel 
Séparateurs à vaste marge 
Suradaptation ou surapprentissage 
Système de classification 

Learner 

Active learning 

On-line learning 

Batch leaming 

Explanation-based learn'ing 

Agnostic learning 

Learning to rank 

Single representation trick 

Fecil'ure 

Représenlalion bfos 

Clustering 

lmbalanced data sets 

Domain theory (somctimes hints) 

Learn'ing set 

Test sel 

Validation set 

S'upport vector or near-miss 

Loss function 

Target .function 

Fitness f'unclion 

Consistent hypothesis 

K ernel rnethods 

Speed-up learning 

A-fulti-layer perceptron (MLP) 

Outlier 

Minim'um description lenglh pr'inciple 

Inductive logic programing {ILP) 

Case-bcised reasoning 

Pattern recognition 

Ba y es nets or graphical models 

Neural networks 

Empirical risk 

Expected risk or lrue risk 

S'upport vector machines 

Over-fitting 

Classifier 

3 Les termes irnportMltS sont traduits en anglais au fil du texte. 
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x T = (xi, . . .  , xd) 
x = (x1 , . . .  , xd)T 
(xy) = X  T y 
I l X I l 

� (x, y) 

é) ax f(x, y) 

Notations générales 

Nombre de . . .  

Une proba.bilité 
Une densité de probabilités 
L'espérance de la variable x 

L'ensemble des entiers naturels 
L'espace euclidien de dimension d 

L'espa.ce booléen de dimension d 

Notations 

L'ordre de grandeur maximal de complexité d'un algorithme 

Un vecteur 

Un vecteur transposé 
Un vecteur 
Le produit scalaire des vecteurs x et y 
La norme du vecteur x 

La matrice inverse d'une matrice carrée 1'1 
La matrice transposée d'une matrice M 
La matrice pseudo-inverse d'une matrice NI. 

Pa.r définition , M+ = MT (MMT )- 1 

La distance euclidienne entre deux vecteurs x et y de IR d 

La dérivée partielle par rapport à x 
de la fonction f des deux variables x et y 

Le vecteur dérivé par rapport au vecteur A 
de la fonctionnelle J des deux vecteurs A et B 
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Les éléments en jeu dans l'apprentissage 

L'espa.ce de représenta.tion des objets (des formes) 
L'espace de sortie 
Espace de redescription ou « Feature space » 

L'échantillon d'apprentissage (un ensemble ou une suite d'exemples) 
Les exemples positifs 
Les exemples négatifs 
L'échantillon d'apprentissage quand on divise S en A, T et V 
L'échantillon de test 
L'échantillon de validation 
La taille d'un échantillon d'apprentissage (le nombre d'exemples) 
Un exemple (élément d'un échantillon d'apprentissage) 
La description cl 'un objet dans un espace de représentation 
La valeur de la coordonnée j de la description de l'objet Xi da.ns IR d 

Les principes de l'apprentissage inductif 

La supervision, ou sortie désirée, d'un exemple 
La fonction cible (celle que l'on cherche à apprendre) 

L'espace des hypothèses d'apprentissage 
Une hypothèse produite par un apprenant (un algorithme d'apprentissage) 
La prédiction faite par l'hypothèse h sur la description x d'un exemple 
La perte (ou distance) entre la fonction cible et une hypothèse 
Le risque réel associé à l'hypothèse h 

Le risque empirique associé à l'hypothèse h 

Le risque (optimal) de la règle de décision de Bayes 

L'hypothèse de 1i qui minimise le risque réel 
L 'hypothèse de 1i qui minimise le risque empirique sur S 
L'hypothèse trouvée par l'algorithme d'apprentissa.ge ayant S en entrée 

et cherchant hs dans 1i 

L'apprentissage d'une règle de classification 

L'ensemble des classes 
Le nombre de classes 
Une classe de C 

La logique 

a ET b, quand a et b sont des valeurs binaires 
a OU b 

NON a 

a implique b 
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Première partie 

Les fondements de l 'apprentissage 
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1. L'apprentissage artificiel 

PARTIE 1 Les fondements de l'apprentissage 

Même les machines ont besoin d'apprendre. 

Depuis plus d'un demi-siècle, les chercheurs en intelligence artificielle travaillent à programmer 
des machines capables d'effectuer des tâches qui requièrent l'exercice de l'intelligence. Nous cite
rons l 'aide à la décision, par exemple l'aide au diagnostic médical ; la reconnaissance de formes, 
par exemple la reconnaissance de la parole ou la vision artificielle ; le contrôle de processus, par 
exemple la conduite de procédés industriels; la prédiction, par exemple la prédiction de consom
mation électrique ou la prédiction de cours boursiers; la conduite de robots, y compris d'équipes 
de robots comme dans la RoboCup1 ; l'exploration de grandes bases de données (on dit aussi la 
foitille de données), tant il est vrai que si nous croulons sous les informations, il nous manque 
souvent la connaissance. Chacune de ces tâches et bien d'autres ont stimulé l'inventivité des 
chercheurs et donné lieu à de nombreuses réalisations impressionnantes. Cependant, program
mer des machines capables de s'adapter à toutes les situations et éventuellement d'évoluer en 
fonction de nouvelles contraintes est difficile. L'enjeu est de contourner cette difficulté en dotant 
la machine de capacités d'apprentissage lui permettant de tirer parti de son expérience. C'est 
pourquoi, parallèlement aux recherches sur le raisonnement automatique, se sont développées 
des recherches sur l'apprentissage par les machines. Avant d'aborder ce type d'apprentissage, 
examinons rapidement certaines activités d'apprentissage par des organismes naturels. 

L'apprentissage naturel 

Dès sa naissance, un enfant apprend à reconnaître l'odeur de sa. mère, puis sa voix et plus 
largement l'ambiance du lieu où il vit. Ensuite, il apprend à coordonner ses perceptions, comme sa 
vue ou son toucher, avec ses mouvements. Par des essais gratifiants ou pénalisants, il apprend plus 
tard à marcher, manifestant une grande capacité à intégrer des signaux différents : la vue, le sens 
de l'équilibre, la proprioception, la coordination motrice. Il apprend pendant le même temps à 
segmenter et catégoriser des sons et à les associer à des significations. II apprend aussi la structure 
de sa langue maternelle et acquiert simultanément un répertoire organisé de connaissances sur 
le monde qui l'environne. 

Il va aussi apprendre à lire. Il sait déjà faire la distinction entre texte et non texte, parce qu'il 
a souvent manipulé des livres illustrés où il a observé l'association des images et des symboles de 
l'écriture. II apprend d'abord par cœur des mots associés à des sons et à leur signification. Plus 
tard, il extrait des règles permettant de distinguer des groupements syllabiques à l'intérieur des 
mots et de les prononcer. Cet apprentissage est long et progressif, et demande des répétitions et 
des séquences d'exercices bien choisies. Il est en partie supervisé par des adultes qui préparent 
les tâches d'apprentissage, accompagnent son cheminement et sanctionnent, par récompense ou 
punition, les résultats observés. 

Au cours des années qui suivent, l'enfant apprend par étapes à maîtriser des concepts et des 
opérations de plus en plus abstraits. Finalement, cette fois sans professeur pour l'escorter, il 
découvrira et énoncera des points de vue personnels, des théories sur les phénomènes sociaux, 
sportifs, économiques, naturels et autres. 

Les modalités de l'apprentissage naturel sont donc multiples : apprentissage par cœur, par ins
truction, par généralisation, par découverte, apprentissage impliquant des catégorisations voire 

1 La RoboCup est une compétition annuelle organisée depuis 1997 entre équipes de robots footballeurs. Il existe 
plusieurs types de compétitions mettant en jeu soit des a.gents simulés, soit des robots réels de tailles diverses. 
Pour plus d'information, voir par exemple http: //www.robocup. org/ . 
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Chapitre 1 De l'apprentissage naturel à l'apprentissage artificiel 

la formation de théories, apprentissage plus ou moins supervisé ou autonome, etc. Ces diverses 
formes d'apprentissage a.uront-elles une contrepartie lorsqu'il s'agira d'apprentissage par des ma
chines ? Et comment envisagera-t-on l'apprentissage naturel après cette étude?  

Apprentissage « artificiel » ou apprentissage « automatique » ? 

Au fait, comment appeler cette discipline ? Un terme courant est apprentissage automatiqtie. 
Cependant, bien que consacré par l'habitude, il ne nous semble pas complètement satisfaisant. 
Il sous-entend en particulier une sorte d'activité inconsciente de bas niveau, qui s'exécute « en 
tâche de fond » comme disent les informaticiens pour parler d'un processus se déroulant au second 
plan sans perturber la tâche principale courante. Si  certains types d'apprentissages, comme l'ha
bituation, voire même certaines formes d'associations (comme chez le fameux chien de Pavlov) , 
peuvent correspondre à ce schéma, celui-ci est cependant beaucoup trop restrictif. 

On peut aussi penser à utiliser les expressions apprentissage machine pour traduire directement 
l'expression américaine machine learning ou à apprentissage algorithmique pour insister sur les 
aspects opérationnels. 

Il nous semble que la notion d'apprentissage artificiel apporte quelque chose de plus profond 
que la simple idée d '«  automatique ». Il est vrai que le mot arti.ficiel évoque aussi quelque chose 
de factice, voire de frelaté et que nous savons combien le terme d'intelligence artificielle a souffert 
de ces connotations ;  mais nous nous plaçons ici sous le patronage de Herbert Simon (1916-2001), 

prix Nobel d'économie et l'un des fondateurs de l'intelligence artificielle, qui a bien su montrer 
la marque et l'intérêt de la notion de sciences de l'artificiel [Sim81J . 

Sciences naturelles et sciences de l'artificiel 

Le projet des sciences naturelles est de comprendre les phénomènes en formulant des lois sous
jacentes, de préférence simples. L'ambition fondamentale des sciences de l'artificiel n'est pas 
différente mais, par le but poursuivi et les moyens utilisés, elles s'en écartent cependant suffi
samment pour se définir à part entière. Ainsi, le but des sciences de l'artificiel, en particulier de 
l'apprentissage artificiel, est bien de comprendre les phénomènes de la nature. Mais cette compré
hension doit passer par la construction de modèles qui (naturellement pour des informaticiens) 
doivent être capables de réaliser des sinwlations. 

Selon le point de vue des sciences de l'artificiel, comprendre implique la capacité de fabriquer 
pour reproduire. Connaître, clans cette optique, c'est concevoir un modèle opératoire du monde 
pour le soumettre à des manipulations réglées. Connaître, c'est donc prendre de la distance par 
rapport à l'objet et se donner les moyens de l'approcher dans son comportement, d'en faire varier 
des paramètres et d'énoncer des conditions de réalisabilité. 

Les sciences de l'artificiel présentent deux aspects qui les distinguent des sciences naturelles. 
• D'une part, elles conçoivent la connaissance et la compréhension comme une capacité de si

mulation, ce qui implique la possibilité d'explorer effectivement les conséquences de postulats 
initiaux . 

• D'autre part, ce sont des sciences qui cherchent des normes permettant de définir ce qu'est 
un raisonnement valide, un apprentissage correct et les conditions nécessaires pour qu'il 
puisse avoir lieu. En ceci, les sciences de l'artificiel sont aussi des sciences normatives, par 
opposition à l'aspect principalement descriptif des sciences naturelles. 

C'est clans ce double sens que nous désirons présenter l'apprentissage artificiel clans cet ouvrage. 
Certes, il sera bien question d'apprentissage automatisable, donc d'apprentissage automatique 
et d'un apprentissage réalisable sur des machines, donc d'apprentissage machine, mais l'un des 
soucis sous-jacents sera de rechercher les conditions de réalisabilité des modèles de l'apprentissage, 

5 
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6 PARTIE 1 Les fondements de l'apprentissage 

c'est-à-dire les lois profondes qui règlent la possibilité d'apprendre. Ainsi, l'apprentissage artificiel 
est la science qui cherche et établit des liens entre les principes généraux d' apprenabilité et les 
méthodes et outils permettant de réaliser un apprentissage dans un contexte particulier. La. 
première partie de l'ouvrage est davantage tournée vers l'exposé des principes tandis que le reste 
présente des techniques justifiées en particulier à la lumière des principes fondamentaux. Le 
théoricien et l'ingénieur établissent ainsi un dialogue. Nous avons cherché à conserver cet esprit 
dans l'organisation de l'ouvrage. 

2.  Deux exemples apprendre à jouer, apprendre à lire 

Avant de fixer un cadre méthodologique et de présenter les concepts de base sur lesquels 
s'organise cet ouvrage, examinons brièvement deux tâches d'apprentissage, simples en apparence, 
pour faire émerger les multiples questions sous-jacentes. 

2 .1  Apprendre à jouer 

Prenons d'abord le cas d'un jeu à deux adversaires sans hasard et sans information cachée. Le 
jeu d'échecs, le jeu de go ou le morpion en sont les exemples les plus immédiats. Supposons que 
l'on veuille faire apprendre à une machine à jouer à l'un de ces jeux. Comment s'y prendre ? 

Il fa.ut d'abord définir exactement le but poursuivi. S'agit-il de faire apprendre les règles du 
jeu à la. machine à partir d'observations de parties jouées ? S'agit-il de lui fa.ire apprendre à 
bien jouer? S'agit-il de lui faire découvrir les variables pertinentes pour prédire comment jouera 
l'adversaire (son niveau, son style de jeu) ? S'agit-il de prédire le gagnant, ou bien le nombre de 
coups restant à jouer ? La liste est dejà variée, elle n'est pas exhaustive. 

Prenons maintenant la situation du jeu d'échecs schématisée dans la figure 1 . 1 .  Imaginons que 
ce soit à la. machine (pièces blanches) de choisir son prochain coup. En supposant qu'elle connaisse 
les règles du jeu, elle a le choix entre plusieurs dizaines de coups légaux. Lequel est le meilleur ? 
Pour simplifier, choisissons comme critère de succès une grandeur liée simplement au gain de la 
partie, en ignorant la durée de jeu, le nombre de coups restant, etc. Comment déterminer le coup 
à jouer ? L'approche classique en intelligence artificielle utilise l'algorithme l\IIinMax [RN 10] fondé 
sur la notion de fonction d'évaluation. En pratique, dans cet algorithme, la machine effectue une 
recherche en avant dans l'arbre des coups possibles, aussi loin que le temps et les ressources de 
calcul le lui permettent (aux échecs, une dizaine de demi-coups environ) .  Ensuite, elle évalue 
chaque position atteinte en fonction de certains critères (par exemple : l'occupation du centre, 
l'avantage matériel, etc.), et finalement joue le coup lui permettant de maximiser le gain que 
l'adversaire est obligé de lui concéder. Dans ce cadre, l'apprentissage consiste naturellement à 
apprendre cette fonction d'évaluation, car c'est elle qui détermine la qualité des décisions. 

Mais d'autres possibilités sont envisageables. Par exemple, la machine pourrait simplement 
apprendre par cœur une table d'association entre une position et le coup à jouer, une look-up 
table géante. Évidemment, dans le cas des jeux intéressants, ceux qui comportent un très grand 
espace de situations possibles, cela semble absurde. Nous verrons cependant au chapitre 16, dédié 
à l'apprentissage par renforcement, comment rendre cette idée possible. D'autre part, il est clair 
que les joueurs humains prennent des décisions motivées par des considérations de stratégie et de 
tactique : ils opèrent rarement par une exploration exhaustive avec mise en œuvre d'une fonction 
d'évaluation « simple ». Une simulation plus fidèle de l'apprentissage naturel pourrait chercher 
à identifier tactiques et stratégies, et à les apprendre directement. 
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Chapitre 1 De l'apprentissage naturel à l'apprentissage artificiel 

FIG. 1.1: Une position dans une partie d 'échecs. 

Un problème qui n'a pas encore été abordé est celui du choix des données d'apprentissage : 
quelles sont les informations dont le système apprenant va bénéficier pour apprendre ? Dans le 
cas du jeu d'échecs, il peut s'agir d'observations de parties. Doit-on lui proposer des parties 
jouées par des champions, ou des parties médiocres feraient-elles aussi bien l'affaire, ou peut
être des parties jouées par l'apprenant contre lui-même?  Des exemples de coups faibles sont-ils 
favorables, voire indispensables, à l'apprentissage ? On peut aussi penser profiter de corpus de 
parties commentées par un professeur, comme dans la littérature échiquéenne. Dans le cas de 
l'apprentissage des règles du jeu, des exemples de coups illégaux seraient-ils favorables, voire 
indispensables, à l'apprentissage ? 

Il se pose aussi la question du séq·uencernent des leçons : y a t-il un ordre de présentation 
plus favorable qu'un autre ? Doit-on tenir compte d'une vitesse d'assimilation, comme chez les 
apprenants humains, liée aux capacités de calcul et de mémoire de l'apprenant ? 

Autant de questions qui ressortent tant d'une analyse théorique sur les conditions de possibilité 
de l'apprentissage que d'une étude expérimentale. 

Finalement on n'évitera pas le problème de la validation de l'apprentissage réalisé. Comment 
mesurer la performa.nce de l'apprenant après l'apprentissage ? En comptant la proportion de 
parties gagnées contre un échantillon représentatif de joueurs ? En incluant le temps de réflexion ? 
En demandant des explications des décisions prises ? Et dans ce cas, qui jugera de leur validité? 

Même dans le contexte familier et apparemment simple de l'apprentissage d'un jeu, on voit 
donc que l'ensemble des questions ouvertes est vaste. 

2.2 Apprendre à reconnaître des caractères manuscrits 

Maintenant, supposons que nous voulions entraîner une machine à reconnaître des caractères 
manuscrits tels qu'ils apparaîssent clans l'adresse .figurant sur une enveloppe, c'est-à-dire en géné
ral assez bien tracés et séparés les uns des autres. La figure 1.2 donne un exemple de caractères 
tels qu'ils peuvent se présenter dans la réalité. Comment une machine peut-elle apprendre à 
identifier ces formes ? 

7 
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Le codage 

PARTIE 1 Les fondements de l'apprentissage 

La difficulté de base est que la variété des formes rencontrées est infinie. Il ne peut donc être 
question d'apprentissage par cœur. Il faut par conséquent, à partir d'un échantillon d'exemples 
« bien choisis » (comment ?) être capable de généraliser. De manière informelle, nous définissons 
un exemple comme l'association d'une forme et d'une étiquette. C 'est ainsi que la. forme de la. 
figure 1 .2  est associée à l'étiquette 'a' (lettre de la catégorie 'a') . Nous avons alors affaire à ce 
qu'on appelle de l'apprentissage supervisé 2 . 

Ici se pose la. première question : comment coder les formes? Par une matrice bina.ire transcri
vant l'éclairement des pixels de la rétine de la caméra ? Dans cette hypothèse, chaque caractère 
serait défini par une matrice, disons de taille 16 x 32 3 . Avant de s'intéresser à l'exploitation de 
telles représentations, il faut résoudre un problème d'homogénéité. Les caractères seront-ils cen
trés sur la rétine ? Seront-ils tous à la même échelle ? Auront-ils une orientation imposée ? On voit 
que même dans le cas d'un codage très primitif des formes, un prétraiternent est indispensable. 

Système 
de 

décision Sortie 

Frc. 1.2: Une tâche de reconnaissance de caractères mamiscrits. 

Pourquoi ne pas d'emblée coder les formes de manière plus pertinente, en extrayant des carac
téristiques essentielles ou invariantes?  Par exemple la présence de boucles, ou bien la hauteur ou 
la largeur ou le nombre de points de retour. Il est probable que l'apprentissage subséquent s'en 
trouverait facilité. ivlais . . .  qui a appris ce codage ? Et comment ? 

Alors que la description des formes comme des projections sur la rétine de la caméra est 
immédiate, une redescription adaptée à l'apprentissage implique des opérations non triviales et 
surtout des connaissances a priori sur le mécanisme de cet apprentissage. Il s'agit d'éliminer les 
descripteurs non pertinents, par exemple la couleur de l'encre ou celle du fond de l'image, de 
recoder pour tenir compte des invariances par translation ou par changement d'échelle, voire 
d'introduire de nouveaux descripteurs. Certains de ces nouveaux descripteurs, non présents dans 
la description brute des données, n'impliquent pas néssairement des attributs complexes. Ainsi, 
pour distinguer un 'a' d'un 'b', il suffit en général de considérer le rapport de leur hauteur à leur 
largeur. Mais, le plus souvent, il faudra être capable d'inventer des descripteurs sophistiqués. Une 
autre technique consiste à calculer une grande collection de descripteurs à partir des descripteurs 
primitifs dont l'apprentissage essaiera. de tirer le meilleur parti. 

2 Par contraste avec l'apprentissage non supervisé dans lequel les étiquettes ne sont pas fournies. 
3 Notons qu'a.près ce codage le nombre de formes possible n'est plus stricto sensu infini. Si chaque pixel est noir 

ou blanc, le nombre de formes différent.es est. cependant de 216 x 32 � 1030. 
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Chapitre 1 De l'apprentissage naturel à l'apprentissage artificiel 

La mesure de performance 

Retournons maintenant au problème de la définition du critère de performance. S'agit-il sim
plement du nombre d'erreurs de classification après apprentissage, que l'on peut ramener à une 
probabilité de mauvaise classification? S'agit-il d'une mesure de risque plus élaborée, prenant en 
compte le fait qu'il vaut mieux se tromper sur une lettre que sur un chiffre (le code postal est plus 
difficile à reconstruire que le nom de la commune) ? Ici encore, les possibilités sont nombreuses 
et c'est l'application qui commande le choix à faire. 

Dans tous les cas, l'évaluation de l'apprentissage devra être conduite avec soin. En général, on 
mesure la performance après le déroulement de l'apprentissage sur un certain nombre de don
nées que l'on appelle échantillon d'apprentissage. Si l'on fait varier la taille de cet échantillon, 
on obtient une CO'urbe d 'apprentissage comme celle donnée sur la figure 1.3. Cependant, il faut 
s'assurer que la mesure de performance s'effectue sur un échantillon de test différent de l'échan
tillon d'apprentissage. Autrement, ce ne serait pas la capacité de généralisation qui serait testée, 
mais une capacité à l'apprentissage par cœur, qui n'est pas pertinente clans ce contexte (mais qui 
pourrait éventuellement l'être dans le cas de caractères d'imprimerie) . 

FIG. 

Mesure de performance 

\ Performance en gé11éralisatio11 

(sur un échantillon test) 

Pe1formance en reco1111aissa11ce 

(sur l'échanLillon d'apprenlissage) - · - · - · - · ----
Exploitation de l'échantillo11 d'apprentissage 

1.3: Courbes de performance. On suppose ici q'ue l 'apprentissage est supervisé : la machine 
pe1Lt exploiter les informations contenues dans un échantillon d 'apprentissage en viLe 
d'établir des prédictions sur des observations nouvelles. En abscisse fig11re l'exploitation 
de l'échantillon d'apprentissage, par exemple mesurée en nombre de fois où l'échantillon 
est 1dilisé par le système d'apprentissage. En ordonnée est portée une mesiire de per
formance, par exemple le ta-ux d'erreur du système en prédiction sur des exemples vus 
en apprentissage (erreur de reconnaissance), soit sur des exemples non vus (erreur en 
généro,lisation). Normalement, la performance s 'améliore au fur et à mesure que l 'algo
rithme exploite davantage l 'information (le taux d'erreur diminue). Elle est générale
ment meilleure en reconnaissance qu'en généralisation. On observe aussi fréquemment 
une baisse des performances en généralisation lorsqtie l 'apprenant exploite « trop » les 
données. Ce phénomène, appelé surapprentissage (Ott pa-rjois suradaptation), q'ui pe'ut 
sembler varadoxal tro11,vera son explication dans la suite de l'oiwrage. 

9 
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La modélisation 

PARTIE 1 Les fondements de l'apprentissage 

Finalement, il faudra décider de la forme d'apprentissage à réaliser, c'est-à-dire de ce qui est 
appris en interne par le système apprenant. Pour donner un exemple, on peut se figurer les ca
ractères comme étant décrits dans un espace de descripteurs à plusieurs dimensions. Certains 
des points de cet espace correspondent à la lettre 'a', d'autres à la lettre 'b ' , etc. Le problème 
est alors d'apprendre à associer à chaque point la lettre correspondante. Ceci peut être effectué 
de plusieurs manières. Le but de cet ouvrage est de les présenter et d'offrir un cadre conceptuel 
pour orienter les choix à opérer. Pour donner déjà quelques exemples, on peut imaginer une 
approche géométrique : apprendre des frontières entre les régions correspondant aux différentes 
classes. Une nouvelle forme inconnue sera alors étiquetée en fonction de sa. place par rapport 
aux frontières trouvées. On peut aussi adopter un point de vue probabiliste et apprendre des 
probabilités conditionnelles d'appartenance des points aux classes, ou réciproquement des pro
babilités conditionnelles des classes connaissant la description des points. On pourrait également 
envisager d'utiliser un critère de décision par les plus proches voisins dont on connaît l'étiquette. 
Il faudra alors disposer d'un nombre suffisant de points étiquetés et d'une relation de voisinage 
définie proprement. Et il existe encore bien d'autres possibilités . . .  

3. Deux approches la cybernétique et les sciences cognitives 

Commencer à réfléchir à l'apprentissage, c'est naturellement évoquer d'autres notions. D'abord, 
celles d'évolution, de transformation, de modifi.cation. Il n'y a pas d'apprentissage sans évolution. 
Mais cette notion d'évolution n'est pas suffisante. Le vin aussi évolue, on ne dira pourtant pas 
qu'il apprend. Il faut donc y ajouter la notion de progrès. L'apprentissage vise à rendre plus 
performant, meilleur, qu'elle qu'en soit la mesure. i\llais le vin qui se bonifie apprend-il ? Non. 
C 'est que l'apprentissage implique aussi une notion d'adaptation à un environnement, à une tâche. 
Il faut qu'il y ait une sorte de rétroaction de l'environnement sur le système pour que l'on puisse 
qualifier d'apprentissage le processus de transformation qui en découle éventuellement. Si le vin 
réagit à son environnement, c'est de manière minimale, totalement passive, comme tout objet 
ou matière. Finalement, l'apprentissage évoque aussi souvent la notion de transfert à d'autres 
situations, voire de généralisation. Quelqu'un qui apprend par cœur n'est qu'un perroquet ou 
un « savant idiot ». On attend davantage d'un authentique apprentissage, à savoir qu'il y ait 
capacité à savoir tirer profit d'une expérience particulière pour faire face à une nouvelle situation 
suffisamment « proche » pour que le transfert de l'une à l'autre puisse être pertinent. 

Transformation, progrès, adaptation, transfert et généralisation : chacune de ces notions renvoie 
à son tour à des questions que toute étude de l'apprentissage devra aborder. 

• Qu'est-ce qui est transformé lors de l'apprentissage ? En particulier, dans une machine 
apprenante, comment représente-t-on ce qui détermine le comportement du système et qui 
subira éventuellement une modification ? Le neurobiologiste évoquera immédiatement le 
support biologique : les neurones, leurs connexions, les neurotransmetteurs ; le psychologue 
raisonnera en termes de croyances, de connaissances ; l'informaticien envisagera des réseaux 
de neurones artificiels, des assertions Pro log d'un système expert, etc. 

• Comment peut s'effectuer le processus de transformation ? 

• En réponse à quel type de sollicitation ? Qu'est-ce qui informe le système apprenant qu'il 
doit se transformer? Comment mesurer son progrès ou son degré d'adaptation ? 
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Chapitre 1 De l'apprentissage naturel à l'apprentissage artificiel 

• Comment un observateur extérieur peut-il mesurer le progrès et attribuer à un système 
une capacité d 'a.pprentissa.ge et une a.mélioration de performance ? 

• Comment caractériser le transfert entre deux situations? Comment mesurer leurs diffé
rences et ce que l'expérience de l'une apporte à l'expérience de l'autre ? 

Nous n'épuisons pas ici l'ensemble des questions qui peuvent se poser à propos de l'apprentis
sage. Nous voulons seulement signaler les plus évidentes, les plus immédia.tes. Nous l'avons fait 
dans des termes volontairement généraux et relativement vagues pour ne pas cl 'emblée embrasser 
un point de vue, un type de questionnement. Dans cette section, sans vouloir, ni pouvoir na
turellement être exhaustif, nous voulons brosser à grands traits deux modes d'approche qui ont 
constitué deux moments de l'étude de la cognition au xxe siècle, et qui ont façonné le point de 
vue de l 'apprentissage artificiel durant ces dernières décennies. 

3.1 La cybernétique 

Dans les années quarante et cinquante, certains scientifiques se donnent pour ambition cl 'édifier 
une science générale du fonctionnement de l'esprit. Sous l'influence du mathéma.ticien Norbert 
Wiener (1894-1964), ils identifient ce programme par le terme de cybernétique. Leurs travaux, 
leurs discussions et débats donnèrent lieu à dix conférences tenues à New-York sous le nom de 
conférences M acy du nom de la fondation philanthropique les finançant. Une partie des articles 
fondateurs de ce mouvement sont reproduits dans IPT95I, tandis que [Dup94J retrace l'historique 
et les clivages conceptuels de la cybernétique et des sciences cognitives orthodoxes. 

L'un des postulats des cybernéticiens de la première heure, c'est qu'il est vain de vouloir 
appréhender directement les notions d'intelligence, de conscience, de mémoire, d'anticipation, 
d 'intentionalité. Pour étudier l 'esprit, il faut le nat11ra.liser ou le matérialiser et pour cela, cl 'une 
part o.ssimiler l'esprit à l'activité d11. cervea1J. et d'autre part, po.ser que celui-ci est une machine. 
Il en découle une triple focalisation, cl 'une part sur l'agent cognitif considéré individuellement 
(plutôt que par exemple sur le fonctionnement global de la culture, de la société ou de l'envi
ronnement) , d'autre part sur les mécanismes matériels, par exemple neurobiologiques, agissant 
à l'intérieur de la machine, et enfin sur les règles logiques qui sous-tendent le comportement 
mesuré. 

Un agent cognitif devient ainsi un module opérant sur des entrée.s pour les transformer en 
sorties. La notion de sujet disparait pour faire place aux concepts de programme, syntaxe et 
information telles qu'elles figurent dans la définition de la machine de Turing (1912-1954), des 
systèmes asservis et autorégulés de ·wiener, et de la théorie de l'information de Shannon (1916-
2001). On cherche donc à préciser les entrées dont dispose un système, en essayant d'évaluer la. 
quantité d'informations disponibles et corollairement l'effet d'une quantité plus ou moins grande 
d'informations sur la performance de l'agent. Les cybernéticiens se concentrent également sur 
les modules fonctionnels qui permettent de réaliser une fonction supérieure donnée, telle que 
la capacité à s'orienter dans l'espace ou à prendre une décision. De même, on cherche de quels 
comportements génériques est capable une structure donnée de modules fonctionnels. Plus tard, 
lors de la « deuxième cybernétique », on étendra cette quête à l'étude des totalités engendrées 
par une collection de relations et aux systèmes auto-organisés. 

Dans ce cadre, les questions concernant l 'apprentissage deviennent relatives à l'effet d'une 
quantité croissante d'informations sur la performance du système : comment celui-ci s'a.da.pte-t
il à de nouvelles stimulations ou à un nouvel environnement, comment retrouve-t-il un nouvel 
équilibre? On cherche également ce qu'une modification de structure peut entraîner comme chan
gement de performance. Avec la deuxième cybernétique, l'apprentissage devient complètement lié 
à la capacité du système à s'autoadapter ou à continuer à « exister » dans une nouvelle situation. 

1 1  
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12 PARTIE 1 Les fondements de l'apprentissage 

Le cybernéticien se préoccupe de définir une structure d'unités en interaction et d'étudier, par 
simulation, ses capacités d'adaptation spontanée à toutes sortes de milieux. 

Ce qui est intéressant, c'est que la dimension dynamique de l'apprentissage et sa. fonction 
cl 'adaptation à un milieu sont prises en compte. En revanche, la mise en valeur trop exclusive de 
simulations expérimentales et de reproductions de comportements, par exemple éthologiques, a 
jusqu'à présent nuit à une construction théorique de l'apprentissage. Il y a pléthore d 'expériences 
singulières, parfois spectaculaires, et pénurie de cadres théoriques. 

Le cognitivisme, qui est en partie héritier de la cybernétique, offre curieusement une image 
presque inversée, nous allons le voir, avec une myopie sur l'aspect dynamique de l'apprentissage 
et son rôle adaptatif, mais avec une forte construction théorique. 

3.2 Le pari du cognitivisme 

Le cognitivisme reprend à son compte l' avproche fonctionnaliste de l'esvrit selon laquelle celui
ci peut, d'une part, être abordé par ses manifestations sans avoir à présupposer de quelconques 
facultés mentalistes, et, d'autre part, être considéré comme ttne fonction calcttlable, c'est-à-dire 
réalisable par une machine de Turing. Cette dernière idée permet en outre d 'envisager la sépa
ration de l'aspect matériel (le hardware) de la machine de son aspect logiciel. De cette manière, 
c'est entièrement sur le logiciel, les programmes, que se trouve reportée la charge de toutes les 
éventuelles propriétés cognitives du système. 

Mais le cognitivisme va plus loin. Si pour lui, comme pour la cybernétique, penser c 'est calculer 
comme un ordinateur, il ne s'agit pas en revanche de manipuler des symboles dénués de sens, 
mais de manipulation réglée de symboles ayant le statttt de représentation d 'état dtt monde. Pour 
le dire autrement, les symboles envisagés par le cognitivisme ont à la fois une réalité matérielle 
et une valeur sémantique. Ils représentent certains aspects du monde, et, de ce fait, les calculs 
opérés par la machine deviennent une simulation qui préserve la. structure de la réalité. À toute 
opération « mentale » correspond ainsi une transformation possible du monde. Le cognitivisme 
pose de la sorte des contraintes beaucoup plus fortes sur le système de symboles manipulés que la 
cybernétique. Pour donner un exemple, les nombres manipulés dans les réseaux connexionnistes 
n'ont pas le statut de symboles pour le cognitivisme, et si un cognitiviste étudie un tel réseau, il 
le fera en l'abordant à un autre nivea.u, dans lequel il pourra lui attribuer des connaissances et 
des règles de raisonnement. 

Il s'agit alors d'énoncer comment est constituée une représentation et ce qui peut rendre sa. 
manipulation sémantiquement correcte. Pour cela, le cognitivisme s'est naturellement trouvé in
fluencé par le mouvement de pensée le plus caractéristique et le plus influent du xxe siècle, 
à savoir celui selon lequel la réalité est organisée comme un langage. À l'instar d'autres disci
plines comme la biologie, maintenant entièrement conçue comme élucidation du code génétique, 
l'ethnologie de Claude Levi-Strauss ( 1908-2009) inscrite clans le mouvement structuraliste, la 
psychanalyse cherchant le code de l'inconscient, et même la physique4, les sciences cognitives ont 
été chercher du côté de la philosophie analytique - essentiellement une philosophie du langage -
une solution à leur problème. Selon cette approche, la pensée procède à partir de propositions 
portant sur le monde, dotées d'une syntaxe, et manipulées suivant des règles d 'inférence strictes 
d'un langage formel, parmi lesquelles figurent au premier plan la déduction, l'abduction, la gé
néralisation, etc., c'est-à-dire des règles d'inférence liées à la logique. 

4 Dont une grande partie de l'activité est tournée vers l'exploration des conséquences de manipulations du langage 
mathématique (par exemple la théorie des groupes qui permet de prédire, et avec quel succès, l'existence de 
part,icules). Si la physique s'enivre d'une telle puissance, elle ne peut que s'interroger sur « le pouvnir prédictif 
déraisonable des mathématiques » [WigM]. 
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Chapitre 1 De l'apprentissage naturel à l'apprentissage artificiel 

On ne s'attardera pas ici sur les difficultés de nature philosophique rencontrées par cette ap
proche, touchant entre autres a.u problème de la référence et de l'intentionalité (voir par exemple 
l'excellent livre de Joëlle Proust [Pro97]). En revanche, il est important de souligner les consé
quences de ce point de vue pour l'étude de l'apprentissage. 

À partir du moment où la cognition est considérée comme la. manipula.tion, suivant un ensemble 
de règles strictes, de propositions sur le monde, il devient naturel d'envisager l'ensemble de toutes 
les propositions possibles sur le monde et de toutes les théories correspondantes. Cet ensemble 
de « mondes possibles » sera assimilé à un espace d'hypothèses potentielles pouvant expliquer les 
manifestations observées du monde. Selon cette perspective, l'apprentissage devient la recherche 
cl 'une, ou plusieurs, hypothèse(s), s'accordant aux données recueillies jusque-là. Et l'étude de 
l'apprentissage selon ce point de vue amène alors naturellement à considérer un certain nombre 
de questions. 

Nous invitons ici le lecteur à faire une pause et à s'interroger sur le programme de recherche 
qu'il envisagerait à ce point. Il s'agit là en effet de tester à quel point un parti pris philosophique 
sur un sujet détermine ensuite de manière très profonde la nature du questionnement qui va. 
façonner toute la discipline. 

Voici, par exemple, un ensemble de questions fondamentales qui façonnent le point de vue 
cognitiviste : 

• Comment évolue l'espace d'hypothèses en fonction des données disponibles sur le monde ? 
Peut-on montrer qu'il se réduit ? Si oui, à quelle vitesse ? Peut-il y avoir espoir de converger 
vers une hypothèse unique ? Et si, après le recueil d'un certain nombre d'informations, il 
reste plusieurs hypothèses, peut-il y avoir espoir qu'elles aient une parenté ou une proximité 
pour pouvoir, sans trop de risque, en choisir une plutôt qu'une autre ? 

• Comment peut-on rendre efficace l'exploration de l'espace des hypothèses en cours d 'ap
prentissage ? 

• Quelles sont les règles d'inférence appropriées pour rendre compte de l'apprentissage ? En 
particulier, par quels opérateurs peut-on modéliser les règles d'inférence telles que l'induc
tion, l'analogie, l'abduction, qui correspondent à des formes de raisonnement permettant 
cl 'élaborer une représentation plus opératoire que la simple mémorisation des entrées ? 

À ce stade, ces questions sont encore vagues. Nous verrons comment elles peuvent être précisées 
dans les modèles et les algorithmes de l 'apprentissage, comme dans le cadre des théories de 
l'apprenabilité. Il ne faudra pour autant pas oublier le formidable réductionnisme dont elles sont 
issues, en particulier la projection opérée ainsi de la cognition sur le plan des représentations et 
des règles de la logique formelle. Par ailleurs, à trop se mettre au niveau de la proposition et de la 
règle d'inférence, la scène globale, le fonctionnement des théories et de la connaissance en général 
finissent par être occultés. C'est sans doute le prix à payer pour faire les premiers pas. Il ne faut 
cependant pas en devenir dupe et négliger l'objectif qui est la compréhension de l 'apprentissage, 
en particulier dans sa dimension liée à la construction de connaissances, telle que l'envisage par 
exemple la didactique . 

Nous pensons que le reste de l'ouvrage montrera que l'apprentissage artificiel tel qu'il est 
abordé actuellement est placé à la résultante des influences de la cybernétique et du cogniti
visme. Du second, il a pris les concepts d'espace d'hypothèses, de langage de représentation, de 
règles d'inférence, de recherche dans un espa.ce de possibilités. Cela a rendu possible les pre
mières simulations, les premiers programmes. Mais il a fallu aussi l'apport du premier courant 
pour que, en relâchant les contraintes sur les symboles manipulés, on ose se servir de toute une 
panoplie d'outils mathématiques permettant de caractériser l'apprentissage comme un proces
sus de convergence vers une fonction cible. Il reste sans doute maintenant à dépasser ces deux 
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14 PARTIE 1 Les fondements de l'apprentissage 

perspectives, mais pour cela il est utile de les connaître et d'en peser l'influence. 
La suite de ce chapitre vise à fournir les concepts et notations de base nécessaires à la com

préhension du reste de l'ouvrage. 

4. Les concepts de base de l'apprentissage 

Afin de présenter les principaux concepts permettant d'étudier l'apprentissage, nous allons 
nous référer dans ce chapitre introductif à un scénario certes limité, mais servant de cadre idéal à 
la majorité des recherches actuelles sur l'apprentissage artificiel : celui de l'induction supervisée. 
Nous envisagerons d'autres apprentissages plus tard. 

Qu'est-ce que l'induction? C'est le processus par lequel on tire des lois de portée générale en 
partant de l'observation de cas particuliers. C'est ainsi que l'avimateur novice évoqué dans la 
préface cherche une loi générale lui permettant de distinguer les oies des cygnes. Pour ce faire, il 
dispose de quelques exemples de volatiles, sur lesquels il effectue des mesures comme la couleur 
ou la taille. De plus, il est assisté d'un expert qui lui dit à quelle espèce appartient chacun d'eux. 
Dans ce cas, dans lequel un « oracle » fournit la bonne réponse, on parle d'induction supervisée. 
Nous définissons ceci plus formellement ci-dessous. 

4 . 1  Un scénario de base pour l'induction 

Dans ce scénario, nous supposons qu'un système apprenant reçoit des données de l'univers 
dans lequel il est placé. Nous ne nous interrogerons pas ici sur ce qui permet de définir et de 
segmenter ces « données ». Dans le cas de l'apprentissage supervisé, chacune de ces données 
prend la forme d'un couple dans lequel on distingue d'une part la description d'une situation ou 
encore observation (par exemple une situation de jeu, ou bien une matrice de niveaux de gris), 
et d'autre part une réponse, que l'on appelle aussi fréquemment sortie désirée, (par exemple 
sitiiation de mat en trois coiips ou bien lettre 'a ', ou encore volatile = cygne) qui est supposée 
être fournie par un oracle. Une donnée zi est ainsi définie par un couple (observation, sortie 
désirée) que nous noterons (xi, ui)5 . (Voir la figure 1 .5 ) .  

4.2 Quelques notions clés 

4.2.1 Le critère de succès 

Dans le scénario de l'apprentissage supervisé, la tâche de l'apprenant est d'essayer d'approximer 
au mieux la sortie désirée Ui pour chaque entrée observée xi. Dans le cas idéal, l'apprenant devient 
capable, après un certain temps d'apprentissage, de prédire exactement, pour chaque entrée Xi, la 
sortie désirée ui. En général cependant, il faudra se contenter d'une approximation de la réponse 
de l'oracle. Nous formaliserons plus loin cette notion d'approximation grâce à une Jonction de 
risque, encore appelée critère de succès, qui dépendra à la fois du domaine étudié et de l'objectif 
de l'apprentissage. 

G Nous utilisons la lettre u en accord avec les notations de l'automatique et. de la théorie du contrôle, pour la 
distinguer de la « vraie » réponse de l'environnement., not,êe y;, pour une forme d'entrée x ;  . .  Par ailleurs, la 
sortie (désirée, u, ou vraie, y) est rarement un vecteur et c'est pourquoi nous n'utilisons pas de caractère gras 
pour la dénoter. Il ne faut cependant pas en déduire que la sortie ne peut pa.s être un vecteur. La plupart 
des résultats décrits dans cet. ouvrage pourraient être étend us, souvent. au prix d'une plus grande corn plexité 
calculatoire, au cas d'une sortie vectorielle, voire d'un tri. 
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Chapitre 1 De l'apprentissage naturel à l'apprentissage artificiel 

Le critère de succès est ce qui est mesuré dans l'évaluation de la performance. Il s'agit clone cl 'un 
critère relatif à un observateur externe. Par exemple, la performance sera mesurée en fonction 
du nombre d'erreurs commises par l 'apprenant en cours d'a.pprentissage, ou en fonction de son 
taux d'erreur après apprentissage. Dans une tâche qui prend une importance grandissante avec 
le réseau Internet, celle qui consiste à chercher des documents relatifs à une requête particulière, 
la performance sera fonction à la fois du nombre de documents pertinents trouvés par le système 
rapporté au nombre réel de documents pertinents et du nombre de documents pertinents non 
trouvés. Plus généralement, la mesure de performance peut inclure des facteurs indépendants de 
l'adéquation aux données d'apprentissage et de natures très diverses. Par exemple, la simplicité 
du résultat d'apprentissage produit par l'apprenant, sa compréhensibilité, son intelligibilité par 
un expert, la facilité de son intégration dans une théorie courante, le faible coût computationnel 
nécessaire à son obtention, etc. 

Il faut ici faire une remarque importante. Le critère de succès, mesuré par un observateur 
externe, n'est pas nécessairement identique à la fonction de coût ou de perte qui est interne 
à l'apprenant et le guide pour faire converger les paramètres de son modèle d'apprentissage. 
Par exemple, un algorithme d'apprentissage de réseau connexionniste cherche généralement à 
minimiser un écart quadratique entre ce qu'il prédit sur chaque exemple d'apprentissage et la 
sortie désirée. Cette mesure est interne au système, elle lui permet de mesurer la qualité de 
l'approximation de son modèle courant avec les données d'apprentissage, mais elle n'est pas 
généralement celle qui intéresse l'observateur externe qui examine par exemple le taux d'erreur 
ou prend éventuellement en compte d'autres critères comme ceux évoqués plus haut. 

4.2.2 Notion de protocole d'apprentissage 

L'apprentissage et son éva.luation dépendent du protocole qui règle les interactions entre l'a.p
prenant et son environnement, incluant l'oracle. Il faut ainsi distinguer l'apprentissage hors ligne 
(batch learning), clans lequel toutes les données d'apprentissage sont fournies d'un seul coup à 
l'apprenant, de l 'apprentissage séquentiel, incrémental ou apprentissage en ligne ( on-line lear
ning) clans lequel les données arrivent en séquences et où l'apprenant doit délibérer et fournir 
une réponse a.près chaque entrée ou groupe d'entrées. 

Le protocole stipule également le type d'entrées fournies à l'apprenant et le type de sorties 
attendues. Par exemple, un scénario peut spécifier qu'à chaque instant l'apprenant reçoit une 
observation xi, qu'il doit alors fournir une réponse Yi , et que seulement alors l'oracle produit 
la réponse correcte Ui (voir figure 1.4, partie droite). Une illustration d'un tel protocole est 
fournie par le cas d'un système essayant de prédire le cours du lendemain cl 'un titre en bourse 
à partir d'informations sur le contexte économique courant. À chaque fois la réponse correcte 
est disponible le lendemain seulement. On parle alors naturellement de tâche de prédiction. Plus 
fondamentalement, les tâches dites de prédiction s'intéressent à prévoir correctement une réponse 
en un point précis : quel sera le cours du soja demain à midi, la consommation électrique dans 
trois mois, quelle est la pathologie de ce patient particulier, etc . 

Les tâches de prédiction sont à contraster avec les tâches d 'identification dans lesquelles le but 
est de trouver une explication globale parmi toutes celles possibles, qui une fois connue permettra 
l'établissement de prédictions quelle que soit la question. Un système d'analyse boursière pour
rait ainsi chercher à identifier la fonction suivie par le cours du soja. De même, un fournisseur 
d'électricité pourrait vouloir connaître l'ensemble de la courbe de la. consommation sur une année. 
Dans le cas de la médecine, une tâche d'identification consisterait à trouver des lois permettant 
de fournir un diagnostic pour n'importe quel malade et non pour un patient particulier. 

Le scénario sera alors différent. Par exemple, il pourra prévoir que le système apprenant doit 
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PARTIE 1 Les fondements de l'apprentissage 

produire après chaque nouvelle entrée (xi ,  ui) une hypothèse sur la « fonction cachée » de l'oracle 
par laquelle celui-ci détermine Ui en fonction de xi . On conçoit que le critère de succès ne soit 
pas le même dans le cas d'une tâche de prédiction que dans celui d'une tâche d'identification. 
Dans ce dernier cas, en effet, on demande beaucoup plus à l'apprenant puisqu'on attend de lui 
une hypothèse explicite, donc une sorte d'explication de ses prédictions (voir figure 1.4, partie 
gauche). 

Par ailleurs, l'apprenant peut être plus ou moins actif. Dans les protocoles décrits jusqu'ici, 
l'apprenant reçoit passivement les données sans avoir d'influence sur leur sélection. Il est possible 
d'envisager des scénarios dans lesquels l'apprenant a. une certaine initiative dans la recherche d'in
formations. Dans certains cas, cette initiative est limitée, par exemple lorsque l'apprenant, sans 
avoir la totale maîtrise du choix de l'échantillon d'apprentissage, est simplement capable d'orien
ter sa distribution de probabilité. Les méthodes de boosting, décrites dans le chapitre 17, en sont 
une illustration. Dans d'autres cas, l'apprenant peut poser des questions sur la classe d'apparte
nance d'une observation , on parle alors d'apprentissage par requête d 'appartenance ( membership 
queries), ou même organiser des expériences sur le monde, et on parle alors d'apprentissage actif. 
Le jeu de MasterMind, qui consiste à deviner une configuration de pions de couleurs cachés en 
posant des questions suivant certaines règles, est un exemple simple d'apprentissage actif dans 
lequel l'apprenant possède l'initiative des questions. 

FIG. 

Nature 1 Apprenant 

(� J 1 ë Es1,ace des exemplt::s 1 
x1.urx1) 1 I' " 

I� h ,  

·<:: 1 h 
� 

Apprentissage ou identification 

Nature 1 Apprenant 

( � J r  é) Espüc� tl(/s exemples J 
x, I> 

< j h,(x,J "o��·' ou 111M>u1 1: 
<I "oui" QU "non" J >-

x, I> 
·< 

"oui" uu "non· 

h/:< ,J 

Prédiction 

1 .4 :  Différence entre un protocole d'identification (à gauche) et un protocole de prédiction 
(à droite). Dans le protocole d 'identification, l'objectif de l'apprenant est de trouver une 
hypothè.se h qui rende bien compte de.s données d'apprentissage. Dans le protocole de 
prédiction, l'apprenant doit « seulement » chercher à trouver la bonne réponse à une 
qiœstion particulière. Ici, on suppose qti'après chaque prédiction, l'apprenant reçoit une 
confirmation ou ttne infirmation de sa prédiction, ce qui correspond à un apprentissage 
en-ligne, par contraste avec un apprentissage « batch » .  

4.2.3 Notion de tâche d'apprentissage 

Il est possible d'aborder l'objectif du processus d'apprentissage suivant plusieurs points de vue. 
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Chapitre 1 De l'apprentissage naturel à l'apprentissage artificiel 

Par rapport à la connaissance 

Le but de l'apprentissage peut être de modi.fier le contenu de la connaissance6 . On parle alors 
d'acquisition de connaissances, de révision, et, pourquoi pas, d'oubli. En parlant de manière 
informelle, l 'apprenant sait désormais plus ou moins de choses. I\IIais cela ne préjuge pas de sa 
capacité à utiliser ses connaissances. 

Le but de l'apprentissage peut aussi être, sans nécessairement modifier le « contenu » de 
la connaissance, de le rendre pfo.s efficace par rapport à un certain but, par réorganisation, 
optimisation ou compilation par exemple. Ce pourrait être le cas d'un joueur d'échecs ou d'un 
calculateur mental qui apprend à a.lier de plus en plus vite sans pour autant connaître de nouvelles 
règles de jeu ou de calcul. On parle dans ce cas d'optimisation de performance (speed-up learning). 

Par rapport à l'environnement 

La tâche de l'apprentissage peut aussi être définie par rapport à ce que l'agent apprenant doit 
réaliser pour « survivre » dans son environnement. Cela peut inclure : 

• Apprendre à reconnaître des formes (par exemple : des caractères manuscrits, des oiseaux, 
des prédateurs, une tendance haussière à la bourse, une appendicite, etc.). Lorsque l'ap
prentissage s'opère avec un professeur, ou oracle, qui fournit les réponses désirées, on parle 
d'apprentis.sage supervisé. Sinon, on parle d'apprentissage non s·upervisé. Dans ce cas, la 
tâche d'apprentissage consiste à la fois à découvrir des catégories et à trouver des règles de 
catégorisation. 

• Apprendre à prédire. Il y a alors une notion de dépendance temporelle ou de causalité. 

• Apprendre à être plus efficace. C 'est le cas notamment des situations de résolution de pro
blème, ou de recherche de plans d'action dans le monde. 

Par rapport à des classes abstraites de problèmes 

Indépendamment même d'un algorithme d'apprentissage, il est possible de caractériser l'ap
prentissa.ge par une classe générale et abstraite de problèmes et de processus de résolution qui 
leur sont liés. C'est ainsi qu'un certain nombre de disciplines, en particulier issues des mathé
matiques ou de la théorie de l'information, se sont découvertes un intérêt pour les problèmes 
d'apprentissage. 

• Les théories de compression d'information. En un certain sens, l'apprentissage peut être 
abordé comme un problème d'extraction et de compression d'information. Il s'agit d'extraire 
l'information essentielle ou le message initial d'un émetteur idéal, clébarassé de toutes ses 
redondances. Ainsi, les sciences d'observation, telles l 'astronomie ou l'ornithologie, procèdent 
par élimination des détails superflus ou redondants et par la mise en évidence de régularités 
cachées. 

• La cryptographie. Dans une perspective analogue, proche des préoccupations de la théorie 
de l'information, l'apprentissage peut être considéré comme une tâche de décodage ou même 
de décryptage d'un message codé par l'émetteur idéal et intercepté en tout ou partie par 
l'agent. Après tout, c'est parfois ainsi qu'est vu le scientifique étudiant la nature. Il est alors 
logique de se demander sous quelles conditions un message peut être « cassé », c 'est-à-dire 
sous quelles conditions un apprentissage est possible. 

6 Qui peut-être mesuré par exemple par sa clôture déductive, c'est-à-dire, dans une représentation logique, tout 
ce qui peut être déduit correctement à p<trtir de la base de conoaissa.nces couranLe. 
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18 PARTIE 1 Les fondements de l'apprentissage 

• L 'analyse. L'apprentissage peut également être examiné comme un problème d 'approxima
tion. C'est particulièrement clair lorsque l'on adopte le point de vue de la figure 1 .5. La. 
tâche de l'apprenant est bien alors de trouver une approximation aussi bonne que possible 
d'une fonction cachée connue uniquement par l'intermédiaire d'un échantillon de données. 
Le problème de l'apprentissage devient alors sou vent celui de l'étude des conditions d 'ap
proximation et de convergence. Nous aurons largement l'occasion de développer ce point de 
vue, actuellement dominant, dans les chapitres 2 et 21 .  

• L 'induction. Dans les années soixante-dix et  au début des années quatre-vingts, sous l'in
fluence du point de vue cognitiviste, une large communauté de chercheurs, particulièrement 
active en France, s'est penchée sur l'apprentissage en tant que problème de généralisation. 
Cette approche part de deux présupposés essentiels. D'une part, l'agent cognitif apprenant 
doit apprendre quelque chose qu'un autre agent cognitif équivalent connaît. II est donc nor
malement capable d'atteindre parfaitement la connaissance cible. D'autre part, les connais
sances et les données peuvent être décrites par un langage. On cherche alors les opérateurs 
dans ce langage qui peuvent correspondre à des opérations de généralisation ou de spé
cialisation utiles pour l'induction, et on construit des algorithmes les utilisant, permettant 
de résumer les données tout en évitant de les surgénéraliser et d'en tirer des conséquences 
illégitimes. 

• Les rnathérnatiques appliq'uées. Finalement, l 'ingénieur peut être tenté de voir dans l'ap
prentissage un cas particulier de résolution de problème inverse. Dans le cas cl 'un problème 
direct, on se donne une « structure » et on en cherche les conséquences. Par exemple, tel 
avion est capable de supporter telle charge clans telles conditions. Dans le cas d'un problème 
inverse, on se donne des spécifications sur les capacités souhaitées et on cherche à concevoir 
un objet qui les vérifie. C'est évidemment typiquement le problème auquel sont confrontés 
les ingénieurs. Prenons trois exemples : 

On peut dire que la théorie des probabilités est une théorie s'attachant à un problème 
direct (étant donné un modèle paramétré, quelles sont les probabilités associées à tel 
événement?), tandis que la théorie des statistiques s'attaque à un problème inverse (étant 
donné un échantillon de données, quel modèle permet de l'expliquer, c'est-à-dire peut 
l'avoir produit ?). 
Étant donnés deux nombres, il est facile d'en trouver le produit (problème direct), il est 
en revanche généralement impossible de trouver à partir d'un nombre ceux dont il est le 
produit (problème inverse). 
Étant donné un échantillon d'apprentissage S = ((x1,  ul ) ,  (x2 , u2) , . . .  , (xm , um )}7,  iden
tifier la fonction qui permet de calculer l'étiquette u de n'importe quelle forme d'entrée 
x .  Il s'agit encore une fois d'un problème inverse. 

Les problèmes inverses sont ainsi souvent des problèmes que l'on dits rnal posés, c'est-à-dire 
n'ayant pas de solution unique. Selon cette perspective, l'étude de l'apprentissage peut être 
vue comme celle des conditions permettant de résoudre un problème mal posé, c'est-à-dire 
des contraintes qu'il faudra ajouter pour que la procédure de résolution puisse trouver une 
solution particulière8 . 

7 Nous utilisons la notation ( . . .  } pour l'échantillon d'apprentissage qui peut être un multi-ensemble (voir la 
section 5 et le chapitre 2 pour plus de détails). 

8 Déjà. en 1.902, Hadamard (1865-1963) affirmait qu'un problème bien posé devrait avoir la propriété qu'il existe 
'Une $ol'Ulion unique, qui, en plus, de1Jr-a.il déperulre des données de rna.nière continue. 
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Chapitre 1 De l'apprentissage naturel à l'apprentissage artificiel 

Par rapport aux structures de données ou types d'hypothèses visées 

Il arrive fréquemment que l'on impose le type de structure de données (ou de langage d 'expres
sion d 'hypothèses) qui doit être recherché par le système apprenant. Cela permet de guider à la 
fois la détermination de l'algorithme d'apprentissage à utiliser, mais aussi les données qui seront 
nécessaires pour que l'apprentissage soit possible9 . Sans chercher à être exhaustif, le chapitre 3 
y reviendra plus longuement, les représentations les plus étudiées incluent : 

• Les expressions booléennes, qui sont souvent appropriées pour apprendre des concepts définis 
sur un la.ngage attribut-valeurs (par exemple des règles de système expert). 

• Les grammaires et les processus markoviens, utilisés pour représenter des séquences cl 'évé
nements. 

• Les fonctions de décision, linéaires ou non linéaires, permettant soit de discriminer des 
formes appartenant à un sous-espace ou à son complémentaire (tâches de classification), soit 
d'identifier un processus sous-jacent (tâches de régression). 

• Les arbres de décision qui autorisent l'expression de classifications par des hiérarchies de 
questions. Les arbres de décisions ont l'avantage d'être souvent à la fois concis et interpré
tables. 

• Les programmes Logiques auxquels il faut songer lorsque l'on cherche à apprendre des concepts 
relationnels. 

• Les résea'!tX bayésiens permettant à la fois de représenter des univers structurés par des 
relations de causalité et de prendre en compte et d'exprimer des mesures de certitude ou de 
confiance. 

Parfois l'apprentissage peut consister à changer de structure de données pour en trouver une 
équivalente mais plus efficace du point de vue calculatoire. C'est encore une fois, sous un autre 
angle, le problème de l'optimisation de performance. 

4.3 L'induction considérée comme estimation de fonction 

Après avoir brièvement passé en revue les facteurs et les points de vue en jeu dans l'appren
tissage artificiel, nous esquissons dans cette section la manière dont est actuellement envisagé le 
processus d'apprentissage. Nous allons considérer la tâche de l'apprenant, ainsi que l'approche 
suivie pour la mener à bien. Il s'agit ici d'un premier exposé qui sera précisé, de manière plus for
melle dans le chapitre 2 et dans son complément, le chapitre 21 ,  et qui permettra de comprendre 
le fonctionnement des algorithmes d'apprentissage décrits dans les chapitres suivants. 

Revenons sur le scénario esquissé dans la section 4.1 et dans la figure 1.5. Nous supposons que 
l'environnement, qu'il soit mesuré par les senseurs d'un robot ou qu'il s'exprime sous la forme 
d'une base de données, fournit une collection de formes x.; définies sur l'espace des entrées X 
et tirées aléatoirement chacune suivant une distribution de probabilités notée P ,y (on parle de 
tirage indépendant et identiquement distribué ou tirage i.i.d.). On peut ainsi imaginer qu'une 
webcam prenne des images à intervalles réguliers d'un carrefour à New-York, et que les formes 
xi mesurées correspondent aux véhicules observés. On pourra supposer que ces véhicules sont 
indépendants les uns des autres (sauf dans le cas de cortèges officiels ou mortuaires), mais que 
leur distribution dépendra de la ville, New-York se révélant sans doute différent de Londres ou 
Nouakchott10 sous cet aspect. 

9 Cette manière d'organiser les méthodes d'apprentissage artificiel a été utilisée par Pat Langley (195:3-. .  ) dans 
son livre ILa.n96J de 1996. 1° Capibtle de la République isla.mique de M<�urita.nie. 
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20 PARTIE 1 Les fondements de l'apprentissage 

• X 1 ,  X2, . . .  , Xm, 
Environnement X : -------. 

U1 ' 'U2 ' . . . ' Um 

h( . )  Apprenant 
X1 , X2 ,  . . .  , Xm '-------------' YI '  Y2 ' · · · ' Ym 

F 1G. 1.5: Le scénario classiqiie de l 'apprentissage par induction. L 'environnement fournit des 
données x.; tirées aléatoirement suivant 1me distribittion Px S'ur l 'espace d 'entrée X .  
Ces données sont étiquetées par mi oracle qui 1.ttilise pour cela 1me .fonction f E F. 

L 'apprenant reçoit un échantillon d 'eumvles 071, couples (xi, u.;) = (xi, /(xi)), et à 

partir de cet échantillon, doit chercher à deviner f ,  ou au moins à en trouver une 
approximation h. 

Dans le cadre de l'apprentissage supervisé, nous supposons également qu'un oracle étiquette 
les formes xi grâce à une fonction inconnue de l'apprenant, que nous appellerons fonction cible, 
notée f. L'apprenant reçoit donc un ensemble d'exemples (voir figure 1.5). 

On supposera que l'oracle choisit la fonction cible f dans une famille de fonctions notée F, 

également inconnue. On supposera également ici, qu'une fois sélectionnée par l'oracle, la fonction 
f reste constante, de même que la distribution Px des formes Xi. Nous étudierons plus tard le 
cas d'une fonction cible bruitée ou présentant une dérive au cours du temps, ainsi que le cas 
d'une distribution variable des exemples. 

Cette description de l'apprentissage, plus précisément de l'induction, conduit naturellement à 
voir l'apprentissage comme une tâche d'estimation de fonction à partir d'un échantillon de son 
comportement. Il s'agit là effectivement du point de vue dominant actuellement. 

Notons que le cadre de l'estimation de fonction cible est très général puisqu'il couvre de 
nombreuses tâches d'apprentissage classiques. Par exemple : 

• Un vroblème de régression peut être considéré comme un problème d'estimation dans lequel 
il s'agit de trouver une fonction h telle que : 

Vx E X, h(x) � f(x) = y  

• L'apvrentissage d 'une classification d'objets (par exemple apprendre à classer des images 
de pièces de mobilier en types de meubles, des volatiles caractérisés par un certain nombre 
d'attributs en types d'oiseaux, etc. ) peut-être vu comme l'estimation d'une fonction à valeur 
discrète, où à chaque entrée correspond une valeur associée à une classe. L'apprentissage de 
la reconnaissance des lettres de l'alphabet peut ainsi être abordé comme l'estimation d'une 
fonction définie sur un espace d'entrée (par exemple une matrice de pixels) vers un espace 
de sortie à 26 valeurs. 

• L'apprentissage de concept, dans lequel il s'agit d'apprendre à reconnaître une classe d'objets 
parmi tous les autres objets, peut être considéré comme l'estimation cl 'une fonction binaire 
(on dit aussi fonction indicatrice) , prenant la valeur 1 quand la forme d'entrée est de la 
classe cible et 0 autrement. 
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Chapitre 1 De l'apprentissage naturel à l'apprentissage artificiel 

• Un problème d'optimisation multicritères dans lequel on cherche à optimiser à la fois plusieurs 
critères objectifs peut être perçu comme l'estimation d'une fonction multi-valuée. 

Toujours pour simplifier, nous supposerons que l'apprenant cherche une approximation de la. 
fonction cible à l'intérieur d'une famille 1i de fonctions hypothèses h. C'est le cas par exemple 
cl 'un apprenant utilisant un réseau de neurones dont l'architecture contraint le type de fonctions 
réalisables à un certain ensemble de fonctions. De même, le désormais fameux avirnateur novice 
ne cherche que des séparations linéaires dans l'espace des descriptions des oies et des cygnes. 

Pour définir le problème cl 'apprentissage, il faut maintenant se donner un critère de perfor
mance. On évaluera la qualité de l'estimation h relativement à une espérance de performance 
dans un environnement donné. C'est pourquoi on spécifie généralement le critère de performance 
d'une fonction hypothèse h sous la forme cl 'une expression exprimant ce que coûtera le choix de 
la fonction hypothèse h si la vraie fonction inconnue est f. Par exemple, la performance d'un 
système d'apprentissage de diagnostic médical sera mesurée par l'espéra.nce de coût de la décision 
h(x) lorsque la vraie pathologie est f(x). C'est ce que dénote l'équation suivante : 

R(h )  = J l(h(x), .f(x)) Px dx 
xEX 

( 1 . 1) 

dans laquelle R(h) dénote une fonction de risque, tandis que l désigne une fonction de perte 
définie pour chaque exemple. L'intégrale est prise sur l'ensemble des formes x E X possibles 
suivant la distribution donnée Px .  

Par exemple, si l'apprenant se trouve à New-York, la distribution des voitures de couleur 
jaune est différente de celle observée à Londres. En supposant que le problème soit d'apprendre à 
reconnaître des taxis, il faut prendre en compte la distribution des véhicules dans l'environnement 
d'apprentissage. On suppose naturellement que cette distribution Px des formes est aussi celle qui 
sera rencontrée après l'apprentissage. C 'est pourquoi cette distribution apparaît clans l'expression 
du risque. (Apprendre à reconnaître des taxis dans New-York peut se révéler d'une utilité limitée 
si l'on doit ensuite se débrouiller à Londres, ou, plus encore, en i\!Iauritanie) .  La tâche d'induction 
sera bien plus compliquée si c'est un écha.ntillon de données non représentatif de l'environnement 
qui sera rencontré ensuite par l'apprenant qui lui est fourni en apprentissage. Il faudra en effet 
lui demander d'en tirer une information qui le rende performant dans un nouvel environnement 
inconnu pour lui. 

La fonction de risque ( 1 . 1 )  mesure donc l'espérance de perte dans un environnement donné, 
spécifié par la distribution Px des événements mesurables par l'apprenant. 

Formellement, l'apprenant cherche donc à trouver l'hypothèse h* E 1i minimisant l'espérance 
de coüt, c'est-à-dire : 

h*  = ArgMin R(h) = ArgMin l l(h(x), .f(x)) Px dx 
hE'H hE'H xEX 

(1.2) 

Cependant, comme la fonction cible f et la distribution des formes Px sont inconnues, l'ap
prenant ne peut directement chercher h* et doit s'appuyer sur l'information à sa disposition, à 
savoir une connaissance a priori sous la forme d'un espace d'hypothèses 1i à considérer, et un 
échantillon S = ((xi, ui ) } i::;i::;m de données supposées représentatives du monde, pour trouver 
une bonne hypothèse h à défaut de h".  

L'hypothèse h optimise un critère ind,uctif, c'est-à-dire un critère défini sur l'échantillon d'ap
prentissage S et tenant lieu de la fonction objectif ou risque (voir équation 1 . 1 )  inconnu. Ce 
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22 PARTIE 1 Les fondements de l'apprentissage 

critère inductif, défini de 1-{ x S --> lR permet d'évaluer chaque hypothèse h E 1-{. Par exemple, il 
peut prendre la. forme d'un risque empirique : 

1 
m 

Rsmv(h) = - L l (h(xd , Yi) )  
m 

(1.3) 
·i= l  

Nous reviendrons plus formellement sur le problème de l'induction dans les chapitre 2 et 21. 
Pour le moment, ce cadre simplifié suffit à introduire les concepts et questions fondamentaux. 

Nous avons ainsi défini la tâche d'apprentissage comme celui d'un problème d'estimation de 
fonction à partir de l'observation d'un échantillon de données. Nous nous tournons maintenant 
vers les principes permettant de réaliser cette estimation. 

5.  L'induction comme un jeu entre espaces 

Dans le but de simplifier toute la. discussion qui suit et de permettre une visualisation aisée des 
problèmes, nous nous focalisons dans cette section sur l'apprentissage supervisé de concept, c'est
à-dire sur l'apprentissage de fonctions indicatrices ou encore à valeur dans {O, l } .  Les notions 
abordées seront cependant d'une portée beaucoup plus générale et valables pour l'essentiel dans 
toutes les situations d'apprentissage. 

L'apprentissage siipervisé de concept consiste à chercher une fonction f :  X --> {O, l } ,  c'est-à
dire un étiquetage de chaque forme x E X par 0 (x n'appartient pas au concept visé) ou 1 (x 
appartient au concept)11 . Cette fonction est apprise à partir d'un échantillon de points étiquetés 
que l'on appelle échantillon d'apprentissage. Nous noterons12 

un échantillon d'apprentissage de m points non nécessairement tous distincts (lorsqu'il sera im
porta.nt de préciser la taille de l'échantillon d'apprentissage, nous le noterons Sm ) .  Pour des 
raisons évidentes, on appelle souvent exemples ou exemples positifs les points étiquetés par 1 ou 
par '+ ' , et contre-exemples ou exemples négatifs les points étiquetés par 0 ou par '- '. Il arrivera 
cependant dans la suite de l'ouvrage que nous parlions d'exemples pour dénoter les points étique
tés, qu'ils le soient positivement (exemples au sens propre) ou négativement (contre-exemples). 
La figure 1.6 schématise la tâche d'apprentissage de concepts. 

Nous supposons maintenant, d'une part que l'échantillon d'apprentissage n'est pas bruité, 
c'est-à-dire que les exemples sont correctement décrits et étiquetés, d'autre part qu'il n'est pas 
incohérent, au sens où la même forme n'est pas à la fois exemple et contre-exemple. 

Dans ce cadre, l'échantillon d'apprentissage S = ((x1 , u1 ) , (x2 , u2) ,  . . .  , (xm,um)) fournit une 
information cohérente ou encore consistante (un anglicisme qui s'est introduit dans le jargon de 
l'apprentissage artificiel mais que, pour notre part, nous éviterons) à l'apprenant dans la mesure 
où la partie de X qu'il cherche doit couvrir tous les exemples positifs de l'échantillon (ce que 

1 1  Ces deux classes sont aussi notées { + ,  -} . 
12 Il arrivera également que nous notions S = { (x1, u1 ), (x2 , u2), .. ., (x,,. , u,,. )}  l'échantillon d'apprentissage quand 

la répétition des exemples n'est pas prise en compte par l'algorithme (ce qui est le cas par exemple de l'algo
rit,hme de l'espace des versions (chapitre 4)). Nous verrons également des cas dans lesquels les exemples sont, 
associés à un poids non entier (cas du boosting par exemple, au chapitre 17). 
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Chapitre 1 De l'apprentissage naturel à l'apprentissage artificiel 

? 

X 

FIG. 1.6: À partir d'un échantillon de points étiqtietés, ici figurés par des points '+ ' et des points 
'- ', l'apprenant cherche une partition de X permettant de discriminer les formes x 
appartenant au concept de celles n'y appartenant pas. 

l'on appelle la. propriété de complétude) et ne couvrir aucun des exemples négatifs (ce que l'on 
appelle la propriété de correction) . 

Dans ce cadre restreint, on peut maintenant poser deux questions : 
• Quelle information est fournie par chaque exemple ? 

• Comment, sur la base de l'échantillon d'apprentissage, choisir une hypothèse, c'est-à-dire, 
dans le cas de l'estimation d'une fonction indicatrice, une partition de X ?  

5 .1  L'apprentissage est impossible . . .  

Dans le cadre de l'induction de concept, donc d'une fonction indicatrice définie sur l'espace 
X des entrées, l 'apprentissage revient à chercher une partition de l'espace X. En effet, il s'agit 
d'identifier les régions de X, donc les formes x, correspondant au concept visé (voir figure 1.6). 

Que peut nous apprendre un échantillon d'exemples S sur cette partition ? 
Supposons que l'apprenant soit prêt à considérer toutes les partitions possibles de X, donc que 

n'importe quel étiquetage des formes x E X soit possible a priori. Cela signifie que si le cardinal 
de X, noté IX 1 , est fini, il existe 2IXI partitions possibles de X .  

Supposons alors que nous cherchions à déterminer la classe d'un point x E X inconnu connais
sant la classe de tous les points d'apprentissage Xi E X. Comment procéder? 

Puisque nous manipulons des partitions de X, nous pourrions considérer toutes les partitions 
cohérentes avec l'échantillon d'apprentissage, puis décider alors de la classe de x en fonction de 
ces partitions. Si toutes les partitions cohérentes avec l'échantillon S prescrivent que x appartient 
au concept, ou au contraire n'y appartient pas, cela déterminera notre décision pour la classe 
de x. Supposons même que toutes ces partitions ne soient pas d'accord sur la classe de x, nous 
pourrions encore décider que la classe de x est la classe majoritaire parmi les prédictions de 
toutes les partitions cohérentes avec l'échantillon d'apprentissage. 

Malheureusement, aucun de ces deux cas de figure ne se présente. Il se trouve que si l'on prend 
toutes les partitions cohérentes avec n'importe quel ensemble de points d'apprentissage S (c'est
à-dire prédisant correctement l'étiquette de chacun de ces points), et si l'on prend n'importe quel 
point x €/. S, alors il existe autant de partitions prédisant l'étiquette 1 pour x que de partitions 
prédisant l'étiquette O. L'échantillon d'apprentissage à lui tout seul ne fournit donc pas une base 
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24 PARTIE 1 Les fondements de l'apprentissage 

suffisante pour décider de la classe d'un point nouveau. L'induction , c'est-à-dire l 'extrapolation 
du connu à l'inconnu est impossible. Seul un apprentissage par cœur est réalisable. 

Les deux questions soulignées dans la section précédente ont donc reçu une réponse qui jette 
pour le moins une ombre sur la possibilité de l'induction. Chaque exemple ne fournit aucune infor
mation sur une forme inconnue. Toutes les partitions de l'espace X cohérentes avec l'échantillon 
sont également probables et leurs prédictions s'annulent en chaque point inconnu. L'aventure de 
l'apprentissage artificiel tournerait-elle court ? 

-- EXEMPLE Apprentissage de fonction boolénne (1) ----------------

Soit; un ensemble X de points décrits par n aUribuLs binaires. Chaque partition de X corres-
pond à un étiquetage particulier des 2" points de X. Il existe donc 22h partitions différentes 
de X ou encore 220 fonctions indicatrices définies de ,y sur {0,1 } .  
Supposons que l'éch:�ntillon d'apprentissage comporte m exemples distincts. Le nombre de 
partitions de X compatibles avec ces m exemples est : 22tt 

-m puisque m points sur les 2" 
sont fixés. 
Prenons le cas de n = 1 0  attributs binaires et de m = 512  exemples d'apprentissage. Le 
cardinal de X est IX I  - 210 , soit 102-! points différents, ce qui n'est pas un espa.ce très 
grand. Il exist.e 21024 manières différentes de les étiqueter par l ou O. Après l'observation de 
la moitié de ces 1024 points, il reste 21024-5 12  partitions possibles, soit 2512. On voit que ces 
512 exemples laissent un ensemble considérable de partitions possibles. 

1 X 1 1 Xz 1 X3 Il f ( x) 1 
0 0 0 + 
0 0 1 -

0 1 0 + 
0 1 1 ? 

1 0 0 + 
1 0 1 ? 

1 1 0 ? 
l 1 1 -

FIG. 1.7: Soit f itne fonction binaire définie sur itn espace d 'entrée à trois attribitts. La table 
fournit un échantillon de 5 exemples de cette fonction. 

Étudions un problème plus simple dans lequel les exemples sont décrits par trois attributs 
binaires. Cela fait 23 = 8 formes possibles. Supposons que cinq exemples parmi ces huit 
aient été ét.iquetés par l'oracle, comme le montre la t,able 1.7. Pour fixer complètement une 
fonction, il faut déterminer la valeur des trois dernières formes. Il faut donc faire un choix 
ent.re 23 = 8 fonctions. S upposons que nous voulions déterminer la valeur associée à l'entrée 
(0 1 1). li y a quatre fonctions parmi les huit qui sont associées à la sortie + et quatre 
associées à la sortie -. li est donc impossible d'avoir même seulement une préférence pour 
une prédiction plutôt qu'une autre concernant l'étiquette de ce point . 

Nous nous sommes placés dans le cas où l'apprenant cherche directement une partition de 
l'espace d'entrée X, c'est-à-dire qu'il cherche à déterminer l'étiquette de chaque forme x E 
X. C 'est évidemment impossible, sauf dans le cas d'espa.ces X très restreints pour lesquels un 
apprentissage par cœur est envisageable. En d'autres termes, il est généralement impossible 
d'apprendre une partition de X en extension, c'est-à-dire en énumérant toutes les formes et leur 
étiquette associée. 
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Chapitre 1 De l'apprentissage naturel à l'apprentissage artificiel 

5.2  . . . sans limiter l'espace des hypothèses 

C'est pourquoi on utilise généralement pour décrire des partitions de X un langage de descrip
tion des hypothèses, que nous noterons C1-1.. Celui-ci permet de définir un espace d'expressions ou 
d'hypothèses 1-i, par exemple l'espace des hypothèses décrites par une conjonction de conditions 
sur les descripteurs13 . 

Ainsi, dans l'exemple précédent, on pourrait décrire des fonctions binaires du type (x1 = 
0) /\ (x2 = 1) /\ (x3 = 1). En revanche, ce langage interdit de considérer une fonction telle que 
(:i;1 = Ü /\ X2 = 1 /\ X3 = 1) V (x1 = Ü V X2 = Ü /\ X3 = 0). 

La figure 1 .8 donne des exemples de la restriction de l'espace des hypothèses par un langage 
de description. 

? 
. 

X Ji. 

FIG. 1.8: Introduction d 'un e.space d'hypothè.ses 1-i.  Chaque point de 1-i, ou encore hypothè.se, 
correspond à une partition de l'espace de.s entrées X .  

Lorsqu'un espace d'hypothèses 1-i est disponible, la recherche d'une partition d e  X s'effectue 
par l'intermédiaire de 1-i. Il s'agit de chercher dans 1-i, une hypothèse h correspondant à une 
partition de X appropriée. 

Les avantages de l'utilisation explicite d'un espace d'hypothèses sont multiples : 
1. D'abord, grâce au langage C1-1., l'apprenant manipule des partitions de X en intension et 

non plus en extension. Il travaille sur des expressions du langage C1-1. et non pas sur des 
ensembles définis par l'énumération de leurs éléments. 

2.  Ensuite, et c'est un point capital d'après la discussion de la section précédente, il devient 
possible d'effectuer une induction à partir d'un échantillon limité d'exemples. Il suffit pour 
cela. que DH ne permette pas de décrire toutes les partitions de X. 
Voyons pourquoi. 

Nous allons d'abord le montrer en reprenant l'exemple précédent. 

-- EXEMPLE Apprentissage de fonction boolénne (2) --------------

Supposons que pour une raison quelconque, Papprenant qui reçoit des entrées décrites 
sur les trois descripteurs binaires x 1 ,  x2, x3 ne puisse prendre en compte en fait que le 
premier et le troisième descripteurs, c'est-à-dire �c1 et �c 3 ,  pour décider de l'étiquette 
de la forme reçue. Cela revient à dire que le nombre de fonctions que l'apprenant peut 
considérer est de 4 (22} au lieu des 8 (23) possibles lorsque l'on prend en compte les 
trois descripteurs. 

Cela signifie en particulier que si l'échantillon d'apprentissage contient les exemples 
(000) -> - et (010) --+ +, l'apprenant ne pourra pas construire une hypothèse, c'est-à
dire une fonction, qui permette d'en rendre compte. 

13 Nous verrons au chapitre 3 qu'il s'agit. du langage CNF (Conjunct.ive Normal Forrn). 
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PARTIE 1 Les fondements de l'apprentissage 

En revanche, cette fois-ci l'échantillon d'apprentissage fourni dans la table donnée pré
cédemment lui permet de faire une prédiction pour le point (O 1 1). Ceci parce que la 
seule fonction à valeur sur x 1 ,  x3 et cohérente avec les exemples cl 'apprentissage est la 
fonction dont le tableau est le suivant : 

1 X 1  1 X3 1 .f ( x) Il 
0 0 + 
0 1 -
1 0 + 
1 1 -

Et selon cette fonction, Fétiquette de la forme (0 1 1 )  est ' - '. 

Nous voyons donc qu'une limitation de l'espace d'hypothèses rend possible l'induction. 
Naturellement, ce pouvoir a un prix. Si les « œillères » dont on a muni l'apprenant ne cor
respondent pas avec la fonction cible de la nature ou de l'oracle, on ne peut pas l'apprendre 
correctement. 
La figure 1.9 est également une illustration de cette même idée. 

Clat.<>� ? 

+ + + 

+ 

FIG.  1.9: Supposons que le langage de représentation des hypothèses Cn corresponde à une res
triction aux parties de X qui sont des rectangles. Dans ce cas, la donnée du point '+ ' 
indiqué par la flèche implique que tous les points inscrits dans le rectangle dont il déli
mite un angle sont de classe '+ '. On voit que dès lors, il devient possible d 'inditire la 

3 .  

classe de points jamais observés dans l 'échantillon d'apprentissage. Par exemple, selon 
ce biais, le point dénoté par un rond noir est prédit appartenir à la classe '+ '. 

Pour qualifier ces « œillères » qui limitent l'espace des fonctions hypothèses que peut 
considérer l 'apprenant, on parle d'un biais de représentation. Évidemment, tout biais de 
représentation correspond à un « acte de foi » sur le type d'hypothèses adéquat pour décrire 
le monde. Cet acte de foi peut être erroné auquel cas l'apprentissage peut donner de très 
mauvais résultats (voir figure 1.10). II faudra parvenir à détecter cette situation . 
Nous verrons plus loin que la notion de biais en apprentissage se définit comme toute 
restriction de l'ensemble des hypothèses potentielles, y compris des restrictions qui vont 
plus loin que les restrictions portant sur le langage d'expression des hypothèses. 

Finalement, l'espace 7-{ des hypothèses peut offrir des structures permettant son exploration 
de manière plus ou moins systématique et plus ou moins efficace. En particulier, une relation 
d'ordre sur 7-{ corrélée avec la généralité de l'induction effectuée est très utile (voir le 
chapitre 4). 
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Chapitre 1 De l'apprentissage naturel à l'apprentissage artificiel 

? 

X 

FIG. 1 .10 :  Supposons que le langage de représentation des hypothèses Lrt corresponde à une res
triction aux parties de X qui .sont de.s rectangle.s et que la partition « vraie » de 
la nature, corre.spondant aux exemple.s positif.s, soit repré.sentée par les deux « pata
toïde.s ». Dan.s ce ca.s, il e.st impo.s.sible d'approximer correctement le concept cible à 

l 'aide d 'ime hypothèse de Ji. 

5.3 L'exploration de l'espace des hypothèses 

Soient un espace d'hypothèses Ji , un espace d'entrée X et un échantillon d'apprentissage 
S = ((x1, u1 ) , (x2 ,u2) ,  .. . , (xm,Um )) . La tâche de l'apprenant est de trouver une hypothèse h 
approximant au mieux, au sens de la mesure de performance objectif - souvent le risque réel -, 
une fonction cible f sur la base de l'échantillon S dans lequel on suppose que chaque étiquette 
Yi a été calculée grâce à la fonction f appliquée à la forme Xi. 

Comment trouver une telle hypothèse h E Ji ? Deux préalables sont nécessaires : 

l .  savoir évaluer la qualité d 'une hypothèse, et ainsi pouvoir déterminer qu'une hypothèse 
satisfaisante (voire optimale) a été trouvée ; 

2 .  savoir organiser la recherche dans Ji. 

Quel que soit le processus guidant l'exploration de Ji, il est nécessaire que l'apprenant puisse 
évaluer les hypothèses h qu'il considère à un instant t de sa recherche. Pour cela, il utilise un 
critère inductif, tel que nous l'avons esquissé en section 4.3, par exemple un risque empirique. 
Cela permet à l'apprenant de mesurer sa performance sur l'échantillon d'apprentissage et de 
décider s'il doit poursuivre sa. recherche dans Ji ou s'il peut s'arrêter. 

Par exemple, dans le cas de l'apprentissage supervisé de concept, en supposant des descriptions 
non bruitées des entrées, l'apprenant cherche une hypothèse exprimable dans le langage Crt 
couvrant tous les exemples positifs de l'échantillon d'apprentissage et ne couvrant aucun des 
exemples négatifs. Dans ce cas, le risque empirique sera en effet nul. 

La figure l .  l l  schématise la recherche d'une hypothèse dans le cas d'un apprentissage hors 
ligne (quand tout l'échantillon d'apprentissage est supposé d'emblée disponible). La figure 1 .12  
est relative à un apprentissage en ligne, dans lequel les exemples sont fournis séquentiellement. 
Dans ce dernier cas, on suppose ici que l'hypothèse courante ht est comparée à l'entrée courante 
Zt+l = (xt+1 , Ut+d et modifiée s'il y a lieu. Mais on peut également considérer une séquence 
d'hypothèses (h1) dans le cas où l'apprenant calcule itérativement son hypothèse sur la base de 
l'échantillon d'apprentissage S. 

En supposant qu'à l'instant t, l'apprenant juge insatisfaisante son hypothèse courante ht, 
comment peut-il en changer ? C'est là que se décide l'efficacité de l'apprentissage et que joue la 
structure exploitable sur l'espace Ji. Plus celle-ci sera accordée à l'apprentissage, et plus il sera 
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28 PARTIE 1 Les fondements de l'apprentissage 

FIG. 1 . 1 1 :  Si l 'hypothèse courante h1 est insatisfaisante - ici elle n'exclue pas tous les exemples 
négatifs connus -, alors il .fa1J,t que l 'apprenant cherche mie no1J,velle hypothèse dans 
7-l.  La question est : où doit-il chercher '? 

X 

FIG. 1 .12 :  Si l 'hypothèse courante ht est insatisfaisante - ici elle ne couvre pas le noiwel exemple 
Zt+i = (xt+1 ,  Ut+ d -, alors il faut que l 'apprenant cherche une nouvelle hypothèse dans 
7-l.  Encore une fois, la qv.e.stion est : où doit-il chercher '? 

envisageable d'organiser efficacement l'exploration de 7-l. Ainsi, on peut distinguer quatre grandes 
classes de possibilités correspondant à des connaissances a priori croissantes sur le monde. 

l .  Il n'y a pas d'espace d'hypothèse. Cela signifie que l'apprentissage ne met en jeu que 
l'espace d'entrée X et que le résultat de l'apprentissage ne peut être qu'une règle de décision 
ne s'appuyant que sur les exemples d'apprentissage. C'est le cas de la méthode des plus 
proches voisins (voir chapitre 15). 

2 .  L'espace 7-l des hypothèses ne présente aucune structure. Dans ce cas, seule une explo
ration aléatoire est possible. Rien ne permet de guider la recherche, ni même de tirer parti 
des informations déjà glanées sur 7-l. C'est le cas où l'on ne connaîtrait rien a priori sur 7-l. 

3.  Une notion de voisinage est définissable sur 7-l. Il est alors possible d'opérer une 
exploration par des techniques cl 'optimisation comme le gradient1 4 . L'a.vantage de ces tech
niques, et ce qui les rend si populaire, c'est qu'elles sont d'un usage très général puisqu'il est 
sou vent possible de définir une notion de voisinage sur un espace. Un problème fondamental 
est celui de la pertinence de cette notion de voisinage. Une mauvaise relation de voisinage 
peut en effet éloigner l'apprenant des régions prometteuses de l'espace ! Par ailleurs, c'est 
encore une structure faible qui, sauf dans des cas particuliers (différentiabilité, convexité, 
etc. de l'espace des hypothèses) ne permet pas une exploration rapide. 

1 4 Ce terme inclut ici des méthodes plus ou moins sophistiquées y compris les approches de type évolution simulée 
(algorithmes génétiques) et celles des réseaux connexionnistes. 
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Chapitre 1 De l'apprentissage naturel à l'apprentissage artificiel 

4. Il est parfois possible de disposer d'une structure plus forte permettant d'organiser l'explo
ration de Ji. C'est le cas en particulier des structures d'ordre partiel induites par 
des relations de généralité entre hypothèses. Dans ce cas, par exemple, il devient 
possible de modifier une hypothèse erronée en la spécialisant juste assez pour qu'elle ne 
couvre plus le nouvel exemple négatif, ou au contraire en la généralisant juste assez pour 
qu'elle couvre le nouvel exemple positif fourni. Ce type d'exploration, possible en parti
culier quand l'espace des hypothèses est structuré par un langage (voir chapitre 4) ,  est 
généralement mieux guidé et plus efficace qu'une exploration aveugle. 

De ce qui précède, il est évident que plus la structuration de l'espace des hypothèses est 
forte et adaptée au problème d'apprentissage, et plus les connaissances a priori, s'exprimant en 
particulier dans les biais et dans le critère de performance, sont importantes, plus l'apprentissage 
sera facilité. En contrepartie, bien sûr, cela nécessitera un travail de réflexion préalable d'autant 
plus important. 

6. Retour sur l'organisation de l'ouvrage 

Toute étude de l'apprentissage artificiel peut se situer par rapport à trois pôles : 
• Une approche théorique de l'apprentissage s'attachant à identifier ce qu'il est possible d'ap

prendre ou, plus précisément, ce qui est nécessaire pour qu'un apprentissage soit possible en 
principe. 

• Une approche d'ingénieur concerné par la réalisation de méthodes d'apprentissage sous 
formes d'algorithmes et de programmes informatiques. 

• Une approche d'utilisateur intéressé par les réalisations des programmes d'apprentissage et 
les problèmes qu'ils permettent de résoudre. 

Nous avons essayé de rendre compte de ces trois points de vue tout au long de l'ouvrage, même 
si la progression logique impose de partir de prémices plutôt conceptuelles et théoriques pour 
aller vers la conception de systèmes d'apprentissage et, de là, vers les applications. 

Tout ouvrage général sur l'apprentissage artificiel doit affronter la difficulté d'avoir à pré
senter une collection de méthodes et d'algorithmes parfois issus de communautés scientifiques 
différentes, pour des motivations diverses (métaphores biologiques, modèles de la physique, ar
chitecture cognitive ... ) et souvent décrits dans les articles scientifiques à l'aide de notations non 
homogènes. Chaque auteur doit alors faire un choix pour organiser, le moins arbitrairement 
possible, l'exposition de toutes ces techniques. Parmi nos illustres prédécesseurs, Tom Mitchell 
[Mit97] a choisi d'équilibrer tout au long de l'ouvrage théorie et pratique, à l'image de son cours 
à l'université de Carnegie-Mellon (CMU), sans suivre de principe directeur particulier et en as
sumant les différences de notations entre les écoles de pensée. Pat Langley [Lan96] a fait le pari 
audacieux de structurer tout son ouvrage sur les langages de représentation des hypothèses mani
pulés par les systèmes apprenants, en imposant une notation uniforme et des exemples de tâches 
d'apprentissage illustrant l'ensemble des méthodes. Plus récemment, Christopher Bishop, dans 
un excellent ouvrage [Bis06], propose une lecture complètement ba.yésienne de l'apprentissage en 
mettant l'accent sur des espaces d'hypothèses considérés comme des distributions de probabilités 
et sur des principes inductifs spécifiques à ce point de vue : maximum de vraisemblance, etc. 
Pour leur part, Hastie, Tibshirani et Frieman [HTF09], sans nécessairement adopter strictement 
le point de vue bayésien, présentent l'apprentissage selon une perspective totalement statistique. 
Ils insistent ainsi particulièrement sur les tests en validation et généralement sur la manipulation 
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30 PARTIE 1 Les fondements de l'apprentissage 

de densités de probabilité. Enfin, un autre livre digne d'attention est celui de Simon Haykin 
[Hay08]. Cet ouvrage remarquable est un livre <l'ingénieur, influencé par le point de vue de la. 
théorie du contrôle et orienté vers les réseaux de neurones. 

Comme nous l'avons déjà dit clans l'avant-propos, nous avons choisi de suivre un autre principe 
structurant. Nous présentons clans une première partie les concepts et principes fondamentaux 
qui permettent de comprendre et de justifier la plupart des méthodes d'apprentissage. En par
ticulier nous nous sommes attachés à l'étude des conditions sous lesquelles un apprentissage est 
possible, ou impossible, et ceci indépendamment cl 'un algorithme particulier. Ceci nous permet 
de cerner les conditions nécessaires à un apprentissage, ainsi que de motiver l'utilisation de cer
tains principes inductifs que l'on retrouve à la base de toutes les méthodes cl 'apprentissage. Le 
reste de l'ouvrage est dédié aux méthodes et algorithmes cl 'apprentissage ainsi qu'aux réalisa
tions associées. Afin d'en organiser l'exposition, nous avons choisi de centrer notre attention sur 
le problème de la recherche d'une ou plusieurs hypothèse(s) clans l'espace d'hypothèses 1i. Dans 
la section précédente, nous avons évoqué l'influence des connaissances préalables sur le processus 
de recherche et son efficacité. Plus l'espace 1i se trouve doté cl 'une structure forte, et plus son 
exploration peut être guidée, conduisant en général à une plus grande efficacité. L'ouvrage adopte 
cette ligne directrice en présentant les méthodes cl 'apprentissage en fonction de la structuration 
de Ji, partant des espaces les mieux structurés, pour aller gra.cluellement vers l'apprentissage dans 
des espaces « minimaux » pour lesquels il n'existe même plus <l'espace d'hypothèses à propre
ment parler, mais seulement une notion de voisinage clans l'espace X des entrées et une mesure 
de performance. Les trois grandes parties présentant ces méthodes regroupent ainsi cl 'abord les 
méthodes d'apprentissage par exploration suivant les directions de recherche fournies par l'espace 
d'hypothèses, ensuite les méthodes cl' apprentissage par optimisation lorsque 1i ne dispose plus 
que d'une notion de voisinage et d'une mesure de performance, et que sont clone utilisables essen
tiellement des techniques de gradient, finalement les méthodes cl' apprentissage par interpolation 
qui sont les seules utilisables quand on ne connaît plus cl 'espace cl 'hypothèses a priori. 

Plus la connaissance préalable est faible, et plus l'apprentissage requiert de données pour 
aboutir. On ne peut pas gagner sur tous les tableaux. En contrepartie, les méthodes développées 
pour les tâches clans lesquelles on dispose de peu cl 'informations préalables sont aussi celles 
qui sont <l'usage le plus général, s'adaptant à tous les contextes. C'est pourquoi ces méthodes 
(par exemple les réseaux connexionnistes ou les algorithmes génétiques) sont les plus populaires, 
prêtes à être essayées sans grands efforts de réflexion a priori. Nous avons voulu souligner que 
ce ca.Icul est parfois mauvais, et qu'il est souvent rentable de chercher à tirer parti de toutes 
les connaissances disponibles. Par ailleurs, il nous semble aussi que les tâches cl 'apprentissage 
essentiellement numériques qui ont fait florès ces dernières années vont probablement un jour 
céder le pas à des tâches cl 'apprentissage - comme la recherche de documents sur le réseau, 
leur analyse automatique, etc. - requiérant des espaces cl 'hypothèses beaucoup plus structurés 
et prenant en compte une énorme quantité de connaissances. C 'est pourquoi nous avons réservé 
une place importante à ces méthodes, malgré leur usage encore modéré clans les applications 
actuelles. 

Notes pour aller plus loin 

L'apprentissage artificiel est une discipline jeune, à l 'instar de l'intelligence artificielle et de 
l'informatique, mais elle a déjà une histoire. Nous la brossons ici à grands traits, croyant qu'il 
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Chapitre 1 De l'apprentissage naturel à l'apprentissage artificiel 

est toujours intéressant de connaître le passé d'une discipline, et que cela peut révéler, par les 
tensions mises à jour, les problèmes profonds, les gra.ndes options, les éca.rts nécessaires. 

Il serait bien sûr intéressant d'examiner l'étude de l'apprentissage artificiel dans une pers
pective plus large, tant historiquement, en remontant l'histoire de la pensée, que par la prise 
en compte des parrainages exercés par cl 'autres disciplines : philosophie, psychologie, biologie, 
logique, mathématique, etc. Cette étude qui reste à mener dépasse cependant de beaucoup le 
cadre de notre ouvrage et nous nous limiterons à quelques jalons. 

Des principes préliminaires théoriques de l'apprentissage sont posés dès les premiers travaux 
en statistiques, dans les années 1920 et 1930, cherchant à déterminer comment inférer un modèle 
à partir de données, mais surtout comment valider une hypothèse par rapport à un jeu de 
données. Fisher en particulier étudie les propriétés des modèles linéaires et comment ils peuvent 
être inférés à partir d'un échantillon de données. À la même période, l'informatique naît avec les 
travaux de Gode!, Church puis surtout Turing en 1.936, et les premières simulations informatiques 
deviennent possibles après la. seconde guerre mondiale. À côté des réflexions théoriques et des 
débats conceptuels sur la cybernétique et le cognitivisme, dont nous avons parlé dans ce chapitre, 
des pionniers essaient de programmer des machines pour réaliser des tâches intelligentes, intégrant 
souvent de l'apprentissage. C'est particulièrement le cas des premières simulations de tortues ou 
souris cybernétiques que l'on place dans des labyrinthes en espérant les voir apprendre à s'en 
sortir de plus en plus vite. De son côté, Samuel chez IBM, dans les années 1959-1962, développe 
un programme pour jouer au jeu de dames américain qui apprend une fonction d'évaluation des 
positions lui permettant de devenir rapidement un très bon joueur. 

20s 1936 

Expériences : 
tortues cybemétiques 

SOs 

Perceptron 

!·�· 
M » • • -

' 

.... ....._ ..... , . 
. 

Reconnaissance des Formes : 

Théorie de la décision bayésienne 

60s 

FIG. 1.13 :  La première période de l'apprentissage artificiel . 

Dans les années 1960, l'apprentissage est marqué par deux courants. D'une part, un premier 
connexionnisme, qui sous la houlette de Rosenblatt père du perceptron, voit se développer des 
petits réseaux de neurones artificiels testés sur des tâches d'apprentissage supervisé de classes 
d'objets. D'autre part, des outils conceptuels sur la reconnaissance des formes se développent. 

À la fin des années 1960, la publica.tion du livre de Minsky et Papert [MP69J qui énonce les 
limites des perceptrons a pour effet d 'a.rrêter pour une quinzaine d'années presque toutes les 
recherches dans ce domaine. De manière concomittante, l'accent mis en intelligence artificielle, 
dans les années 1970, sur les connaissances, leur représentation et l'utilisation de règles d'inférence 
sophistiquées (période des systèmes experts) encourage les travaux sur l'apprentissage dans des 
systèmes basés sur des représentations des connaissances structurées mettant en jeu des règles 
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32 PARTIE 1 Les fondements de l'apprentissage 

d'inférence complexes comme la généralisation, l'analogie, etc. C 'est alors le triomphe de systèmes 
impressionnants réalisant des tâches d'apprentissage spécifiques en simulant plus ou moins des 
stratégies mises en jeu dans l'apprentissage humain. On retiendra en particulier le système AR.CH 
de Winston en 1970 (voir chapitre 2) qui apprend à reconnaître des arches dans un monde de blocs 
à partir d'exemples et de contre-exemples ; le système AM de Lenat en 1976, qui découvre des 
conjectures dans le domaine de l'arithmétique par l'utilisation d'un jeu d'heuristiques elles-mêmes 
apprises dans le système EUR.ISI<O du même auteur en 1982, ou bien encore le système META
DENDR.A L de Mitchell qui apprend des règles dans un système expert dédié à l'identification de 
molécules chimiques. 

C'est aussi une période durant laquelle le dialogue est facile et fécond entre les psychologues et 
les praticiens de l'apprentissage artificiel, les hypothèses portant dans les deux communautés sur 
des concepts comme les mémoires à court terme et à long terme, le type procédural ou déclaratif 
des connaissances, etc. D'où aussi des systèmes comme ACT de Anderson testant des hypothèses 
générales sur l'apprentissage de concepts mathématiques dans l'éducation. 

Apprentissage artificiel : 

une explosion ""'"- .:.. �-

�) Systèmes dédiés à une tâche : 
inspiration psychologique 

Induction supervisée 

Arbres de décision 

Algorithmes génétiques 

Explanation-Based Learning 

s?"' Raisonnement par cas 

�<:> -Q"<I "'?-� $' � 
2ème connexionnisme 

1 1 
1976 1978 

70s 80s 

1 -

tkT�\ f �-� =� . 
...... . ...... 

FIG. 1.14: La deuxième période de l'apprentissage artificiel. 

Cependant, aussi spectaculaires soient-ils, ces systèmes présentent des faiblesses qui viennent de 
leur complexité. La première, la moins déterminante mais néarnmoins influente, est qu'ils sont à la 
limite de ce qui est réalisable dans le cadre d'un travail de thèse, c'est-à-dire le qtiantum d'action 
dans l'institution scientifique. La deuxième est que leur réalisation implique nécessairement un 
grand nombre de choix, petits et grands, souvent irnplicites, et qui de ce fait ne permettent 
pas une réplication aisée des expériences, et surtout jettent le doute sur la portée générale et 
générique des principes mis en avant. C 'est pourquoi les années 1980 ont vu progressivement se 
tarir les travaux portant sur de telles simulations à quelques brillantes exceptions près comme 
les systèmes ACT ou SOAR. 

De plus, ces années ont vu une réémergence très puissante du connexionnisme en 1985, avec en 
pa.rticulier la découverte d'un nouvel algorithme cl 'apprentissage par descente de gradient pour les 
perceptrons multicouche (voir chapitre 10). Cela a profondément modifié l'étude de l'apprentis
sage artificiel en ouvrant grand la porte à tous les concepts et techniques mathématiques portant 
sur l'optimisation et sur les propriétés de convergence. Parallèlement à l'intrusion des mathéma
tiques continues, d'autres mathématiciens se sont engouffrés (derrière Valiant en 1984 [Val841) 
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Chapitre 1 De l'apprentissage naturel à l'apprentissage artificiel 

dans la brèche ouverte par la notion d'espace des versions due à Mitchell (voir chapitre 4) et 
qui en gros permet d'envisager l'apprentissage comme la recherche, dans un espace d'hypothèses 
défini a priori, d'une hypothèse cohérente avec les données. D'un seul coup l'apprentissage était 
vu non plus comme la recherche d'algorithmes simulant une tâche d'apprentissage, mais comme 
un processus d'élimination d'hypothèses ne satisfaisant pas, ou mal, un critère d'optimisation. Il 
s'agissait alors dans ce cadre de chercher comment un échantillon de données tiré aléatoirement 
pouvait permettre d'identifier une bonne hypothèse dans un espace d'hypothèses donné. C 'était 
extrêment déroutant, et comme le langage utilisé dans ces recherches était assez éloigné de celui 
des praticiens de l'apprentissage artificiel, ceux-ci continuèrent à développer des algorithmes plus 
simples mais plus généraux que ceux de la décennie précédente : arbres de décision (chapitre 13) ,  
algorithmes génétiques (chapitre 8) , induction de programmes logiques (chapitre 5) ,  etc. 

Ce n'est que clans les années 1990, et surtout après 1995 et la parution d'un petit livre de 
Va.pnik [Vap95j, que la théorie statistique de l'apprentissage (chapitres 2 et 2 1 )  a véritablement 
influencé l'apprentissage artificiel en donnant un cadre théorique solide à des interrogations et à 
des constatations empiriques effectuées clans la pratique de l'apprentissage artificiel. 

Apprentissage artificiel : 

une théorisation 

et une mise à l'épreuve 

• 
1995 

Nouvelles méthodes : 

- SVMs 

- Boosti11g 

90s 

Data mining 
Text mining 

OOs 

FIG. 1 . 15 :  La troisième période de l 'apprentissage artificiel. 

Le développement actuel de la discipline est dominé à la fois par un effort théorique vigoureux 
dans les directions ou vertes par Vapnik et les théoriciens de l'approche statistique, et par un 
redéploiement vers la mise à l'épreuve des techniques développées sur de grandes applications 
à finalité économique, comme la fouille de données, ou à finalité socio-économiques, comme la 
génomique. 

Par ailleurs, à côté des tâches classiques d'induction, telles la classification ou la régression, 
de nouvelles applications sollicitent de nouvelles formes d'apprentissage. Ainsi, par exemple, 
les systèmes de recommandation qui se développent sur Internet bénéficieraient, et bénéficient, 
d'algorithmes capables d'apprendre à trier à partir cl 'exemples particuliers de préférences. C 'est ce 
que l'on appelle le problème du « ranking » (voir chapitres 2 et 20). De même, la disponibilité de 
très grandes bases d'exemples, dont la plupart non étiquetés, par exemple les pages indexées sur 
Internet, a motivé une approche de l'apprentissage pouvant tirer parti des informations fournies 
par un tel échantillon. Il s'agit de l'apprentissage semi-supervisé (voir chapitre 19 ) .  Les données 
proviennent de plus en plus de mesures s'échelonnant sur le temps, ce que l 'on appelle des flots 
de données. Là encore , de nouveaux algorithmes, de data streaming et d'apprentissage en ligne, 
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34 PARTIE 1 Les fondements de l'apprentissage 

doivent être mis au point. Nous citerons aussi des apprentissages à partir d'exemples composites, 
comme des molécules, qui ne peuvent pas être décrits par des vecteurs. L'apprentissage multi
instance (voir chapitre 2 1 )  est l'une des réponses à ce problème. 

II est indéniable que pour le moment l'apprentissage est ressenti comme nécessaire dans de très 
nombreux champs et que nous vivons un âge d'or pour cette discipline. Cela ne doit cependant 
pas faire oublier les immenses territoires laissés en friche (voir chapitre 20), ni la nécessité de 
renouer le dialogue avec les psychologues, les didacticiens, et plus généralement tous ceux qui 
travaillent sur l'apprentissage sous une forme ou une autre. 

Les lecteurs intéressés par des articles généraux sur l'apprentissage peuvent se reporter à 
des articles parus dans des magazines scientifiques, dont : plusieurs numéros hors série de la 
revue Science & Vie : Le cerveau et l'intelligence déc. 1991 ,  À quoi sert le cerveau ? juin 1996, 
Le cerveau et la mémoire mars 1998, Les performances de la mémoire humaine sept. 2000, Le 
siècle des robots juin 2009 ; des numéros hors série de la revue La Recherche : L 'intelligence 
artificielle oct. 1985, La mémoire juil. 1994, L 'intelligence déc. 1998, La mémoire et l'oubli juil. 
2001, Cerveau sans mémoire 2003, La mémoire 2006, L 'intelligence mars 2009, Spécial Mémoire. 
Nouveaux regards sur le cerveau juillet-août 2009 ; un numéro hors série de la revue Pour la 

Science : La mémoire : le .fardin de la pensée avril 2001. 
Une large littérature existe sur les fondements philosophiques de l'intelligence artificielle ou 

sur son histoire, dont une part non négligeable provient de travaux français. Nous citons ici 
des ouvrages faciles à se procurer, mais nous encourageons le lecteur à faire des recherches plus 
amples (voir [And92, BKLOO, Cre97, Dup94, Eng96, Pin97j) . 

Voici une liste non exhaustive de revues spécialisées sur l'apprentissage artificiel : 
• Journal of A rtificial Intelligence Research ( J AIR) accessible gratuitement sur Internet (http: 

/ /www. j air . org/) 

• Journal of Machine Learning Research (disponible gratuitement sur 

http : //jmlr . csail . mit . edu/) 

• Machine Learning journal (nécessite un abonnement : 

http: //www . springer . c om/computer/ai/j ournal/10994) 

• Data 1\!lining and I<nowledge Discovery journal 
• Tran.sactions on Knowledge and Data Engineering 
• IEEE PAMI 

Voici aussi une liste de conférences complètement dédiées à l'apprentissage artificiel. Beaucoup 
d'autres dans le domaine de l'intelligence artificielle, de la. reconnaissance des formes et de la. 
fouille de données sont aussi pertinentes : 

• Conférence francophone d'Apprentis.sage (CAP) : conférence annuelle francophone qui a pris 
la suite des Journées Françaises d'Apprentissage (JFA) depuis 1999. 

• European Conference on Machine Learning and on Principles of Knowledge Discovery in 
Databases (ECML-PKDD) : conférence annuelle européenne (mais internationale). 

• International Conference on Machine Learning (ICML) : conférence annuelle internationale 
(mais dominée par les Américains). 

• Neural Information Proce.ssing Systems (NIPS) : conférence annuelle internationale dédiée 
à l'approche numérique et statistique de l'apprentissage et à la modélisation du système 
nerveux. 

• International conference on Knowledge Discovery in Databases (KDD) : conférence annuelle 
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internationale dédiée aux applications de l'apprentissage artificiel et de la fouille de données. 

• Pacific-Asia Conference on Knowledge Discovery and Data Mining (PAKDD) : conférence 
annuelle internationale dédiée aux applications de l 'apprentissage artificiel et de la fouille 
de données. 

• Uncertainty in Artificial Intelligence (UAI) : conférence annuelle internationale dédiée prin
cipalement à l'approche statistique de l'intelligence artificielle et de l'apprentissage. 

Une liste plus complète de ressources et d'appels à communication se trouve sur notre site : 
http : //www . lr i . f r/-antoine/Research/intro-cfp.html 

Résumé 

Il existe plusieurs types ou problèmes d'apprentissage qui sont définis par un certain 
nombre de caractéristiques dont l'espace des données, l'espace des hypothèses et 
le protocole régissant les interractions de l'apprenant avec son environnement. On 
distingue particulièrement l'apprentissage supervisé pour lequel un oracle fournit les 
réponses désirées, l'apprentissage non supervisé et l'apprentissage par renforcement. 

L'étude de l'apprentissage tourne en particulier autour de deux questions : 
• L'apprentissage est-il possible pour un problème et des données d'apprentissage 

particuliers ? 

• L'apprentissage est-il réalisable efficacement ? 

Les réponses à ces deux questions dépendent en grande partie de l'espace des hypo
thèses : 
• Pour que l'apprentissage soit possible, il est nécessaire qu'il existe un biais d'ap

prentissage. 

• L'efficacité de l'apprentissage dépend de la force de ce biais et de la structuration 
de l'espace des hypothèses. 
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C hap itre 2 

Première approche théorique de 

l ' induction 

Regardons passer iin vol de cygnes en file indienne. Pouvons-nous prédire quel sera 
le prochain oiseau à passer ? Encore un cygne ? Une oie ? Le vol va-t-il s 'arrêter ? 
Dans combien de temps passera un autre vol ? Que ce soit à l'aide d 'expériences de 
pensée impliquant des volatiles ou plus classiquement des émeraudes (vertes jusqu 'ici, 
mais bleues peut-être à partir de demain 1 ), les philosophes ont cherché à comprendre 
l'induction, ce qui rend possible le passage de l'observation d'événements passés à la 
prédiction. 
À ses débuts, l 'apprentissage artificiel a effectué de l'induction comme M. Jourdain de 
la prose, sans s 'arrêter à tous les problèmes profonds liés à l'induction comme forme 
de raisonnement. Après la réalisation de quelques systèmes pionniers et de quelques 
techniques impressionnantes, mais difficiles à maîtriser, l'étude de l'induction est 
devenue petit à petit plus rigoureuse. 
En apprentissage artificiel, l'induction met en jeu d 'abord un problème, donc des règles 
di ijeii et iine mesure de performance, ensuite un principe inductif qiti spécifie ce qii 'est 
l'hypothèse idéale étant donné un problème, et finalement itn algorithme qiti réalise 
au mieux le principe inductif, c 'est-à-dire qui cherche effectivement l 'optimum défini 
par le principe inductif. Ce chapitre est concerné par les deux premiers points. Une 
fois le problème d 'apprentissage posé, plusieurs principes inductifs sont imaginables : 
choisir l'hypothèse qui s 'accorde le mieux avec les données observées jusque-là, ou bien 
choisir l'hypothèse permettant la description la plus économique de ces données, ou 
d 'autres encore. L 'étude théoriqtte, relativement récente, des conditions de validité de 
ces grands principes a conduit à la définition de principes inductifs plus sophistiqués 
qui sont à la base de nouvelles méthodes d 'apprentissage. 

1 Il s'agît d'une métaphore classique, înîtîa.lement introduite par le philosophe Goodman, pour discuter de 
l'induction. Voir le chapitre de J.G Ga.na.scia dans [DKBMOO]. 
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Chapitre 2 Première approche théorique de l'induction 

T
OUT LE MONDE sait distinguer un corbeau d'un canard. La couleur, le cri, la vitesse du 
vol, la silhouette, beaucoup d'attributs les séparent. Toute personne qui observe l'un 
de ces deux oiseaux peut lui donner son nom pratiquement sans erreur. Pourtant, cet 
observateur n'a certainement pas déjà vu tous les corbeaux ni toits les canards. J\1Iais 

à partir d'observations en nombre limité, il a appris à les distinguer, c'est-à-dire à trouver des 
régularités permettant leur identification. Cette forme d'apprentissage, tirant des lois générales 
à partir d'observations particulières, s'appelle ind1;,ction ou généralisation. 

Il y a dans le paragraphe ci-dessus un autre exemple d'induction : il est écrit « tout le monde 
sait . . .  », ce qui est une généralisation (exagérée). Il faudrait d'abord fixer le cadre où cette loi 
est opératoire, la tempérer par des contraintes géographiques ( « En France, tout le monde . . .  » ) ,  
zoologiques (il y a en France beaucoup d'espèces de  canards et  plusieurs de  corbeaux), etc. Mais 
même dans un cadre plus précis, cette affirmation ne fait que généraliser des observations. Elle 
signifie en réalité « presque tous les gens que j'ai observés dans cet exercice sont capables sous 
certaines conditions de distinguer un corbeœu d 'im canard ». D'où la formulation raccourcie, qui 
énonce une loi extraite d'observations. 

Induire : expliquer, prédire, faire simple 

Si l'on se place d'un point de vue philosophique, l'induction est liée à plusieurs notions : 
• La généralisation, c'est-à-dire le passage d'observations particulières à des classes d'événe

ments ou à des lois s'appuie souvent sur une recherche d'explications. En effet, classiquement, 
une explication scientifique est définie comme une assignation causale. On parvient à ex
pliquer un phénomène si on l'a. relié de façon univoque à des antécédents à travers une ou 
plusieurs loi(s) de la nature. Ainsi un corbeau est différent d'un canard parce que la. théorie 
de l'évolution des espèces selon un certain schéma idéalement déductif dicte que, clans nos 
régions tempérées, en cette période de l'évolution, peuvent coexister un certain nombre d'es
pèces présentant certaines caractéristiques spécifiques. Cela détermine des classes cl 'animaux 
possibles, dont celles que l'on nomme corbeaux et canards. Si tout va bien, cette théorie va 
expliquer pourquoi les volatiles peuvent exister dans certaines classes de poids, présenter 
certaines couleurs, etc. À partir de là, il devient possible de savoir comment distinguer des 
classes d'oiseaux. 

• Une explication, qui consiste à remonter d'un phénomène connu à ses causes inconnues, 
est valide qua.nd elle peut être retournée en un outil de prédiction permettant d'aller de 
causes connues à des phénomènes encore inconnus. L'induction est donc également liée à 
la capacité de prédiction. Cette prédiction n'est peut-être pas vraie à 100%, mais elle est 
fondée et généralement valide. Il est rare de rencontrer en France des canards noirs comme 
des corbeaux, et cela pourrait s'expliquer par la théorie de l'évolution. 

• Finalement, à côté de leur pouvoir prédictif, les descriptions et les explications sont aussi ju
gées à l'aune de leur simplicité, de leur élégance et de leur fécondité par rapport à l'ensemble 
des connaissances. La théorie de l'évolution est-elle bien insérée dans les connaissances gé
nérales ? Est-elle performante dans cl 'autres contextes? Plus prosaïquement, cette théorie 
permet-elle de prédire que l'on peut distinguer les canards des corbeaux à partir de leur 
couleur seulement (en France) ? Est-il besoin pour distinguer un canard d'un corbeau de 
mesurer la longueur des plumes de leurs ailes, alors que des critères simples suffisent. 

L'induction est donc intrinsèquement liée aux concepts cl' e�cplication, de prédiction et d'économie 
de description. Nous trouverons la trace de ces liens tout au long de l'ouvrage. 
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40 

L'induction artificielle 

PARTIE 1 Les fondements de l'apprentissage 

Le point de vue décrit ci-dessus présuppose chez l'agent cognitif l'existence de tout un en
semble de connaissances sophistiquées. Ce genre de connaissances complexes (comme la théorie 
de l'évolution) ne se trouve pas encore chez les agents cognitifs artificiels. Du point de vue de 
l'ingénieur, le problème est d'inférer par des moyens automatiques une bonne règle de décision à 
partir d'un échantillon restreint de données sur le phénomène étudié. Cette règle de décision peut 
avoir deux buts, non contradictoires : soit permettre uniquement la prédiction sur une nouvelle 
observation (l'oiseau que je vois maintenant, est-ce un canard ou un corbeau ?), soit correspondre 
à la découverte d'une théorie générale du phénomène qui à la fois l'explique et permet de prédire 
ce qui se passera dans chaque cas particulier possible (il suffit de considérer la couleur pour sa.voir 
à quel type d'oiseau on a. a.ffa.ire : corbeau ou canard). 

D'où les questions fondamentales suivantes : 
• Qu'est-ce qui autorise à généraliser à partir d'un échantillon limité de données ? 
• Comment réaliser cette extrapolation? Suivant quel principe ? Est-ce qu'une bonne explica

tion des données disponibles est la promesse d'une bonne capacité de prédiction ? 
• Quelles garanties peut-on avoir sur les performances d'une extrapolation ? 

Ce chapitre a pour objectif de présenter les outils conceptuels et théoriques qui ont été développés 
pour répondre à ces questions. 

1. Poser un problème d'apprentissage 

Supposons que l'on ait un objectif du type : 
• Réaliser un système capable d'apprendre quels sont les traitements les plus efficaces à partir 

de l'examen de bases de données médicales. 
• Concevoir un centre de contrôle domotique optimisant les dépenses énergétiques d'une mai

son à partir de l'observation des habitudes de ses occupants. 
• Concevoir un système de surveillance à domicile de personnes victimes de la maladie d 'Alz

heimer capable d'adapter ses missions et ses seuils d'alarme à l'évolution de la maladie . 
• 

Comment s'y prendre ? 
La première étape consiste à préciser les objectifs de l'apprentissage et le scénario d'interaction 

entre le système apprenant et son environnement. 

1 . 1  Définition du scénario d'apprentissage 

Le scénario d'apprentissage spécifie : 
• la forme des entrées (e.g. vecteurs d'attribut-valeur, ensembles de valeurs, séquences, des

criptions semi-structurées (par exemple, une description XML), descriptions structurées) ; 
• la forme des sorties (e.g. décision binaire (0/ 1 ) ,  classification : une classe parmi un ensemble 

de classes, décision associée à un degré de certitude, sortie structurée (par exemple, un réseau 
sémantique)) ; 

• le protocole, c'est-à-dire ce qui règle les interactions entre l'apprenant et l'environnement 
(voir section 4.2.2). 

Afin de préciser la forme que doit prendre un scénario d'apprentissage, nous allons envisager 
plusieurs cas. 
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Chapitre 2 Première approche théorique de l 'induct ion 

1 . 1 . 1  Cas de l'apprentissage supervisé pour la classification 

Dans l'a.pprentissage supervisé, l'apprenant reçoit des entrées constituées de couples ( entrée, 
étiquette ) ,  notés (xi, ui) et appelés exemples cl 'apprentissage. Les entrées, ou formes cl 'appren
tissage x.i sont prises dans un espace cl 'entrées X ,  et les étiquettes 'U·i clans un espace de sortie 
Y .  Dans le cas où l'espace de sortie est restreint à deux valeurs : { 0 ,  1}, {vrai , faux} par 
exemple, on parle cl' apprentissage supervisé de concept (concept learning) .  Si l'espace de sortie 
est constitué d'un ensemble fini d'étiquettes {wk h::;k::;K,  on parle de cla.ssifi,cation. 

La plupart des études existantes supposent que l'incertitude à propos des exemples rencontrés 
est modélisée par un processus aléatoire correspondant à une distribution de probabilité jointe 
p xy sur l'espace produit X x Y 2 . 

Deux mécanismes à deux étapes peuvent être envisagés pour rendre compte de cette distribu
tion sur les exemples. 

l .  Dans le premier (voir figure 2 . 1 ) ,  on suppose une première étape dans laquelle les formes x 
sont engendrées selon une distribution Px définie sur X. On suppose que dans une deuxième 
étape chaque forme x engendre une sortie y (ou u si il s'agit d'un exemple cl 'apprentissage) 
selon une distribution conditionnelle à chaque forme Pyix. 

X 
Px >-------·· p YlrY �----' ·1 J < x, y > 

FIG. 2.1 :  Premier scénario de génération d'exemples. 

2 .  Le second scénario est dual du précédent. On y suppose que c'est d'abord la classe y d'un 
exemple qui est engendrée selon une distribution a priori Py , puis que la forme associée x 
est engendrée selon une distribution conditionnelle P,YIY (voir figure 2.2). 

Py 1------·· p XIY • 
·'----� y ·1 1 < x, y > 

FIG. 2.2: Second scénario de génération d 'exemples. 

La loi jointe sur les exemples peut ainsi être décomposée comme : Pxy = PyP�ïY = Px Py1x · 
Dans ce cadre, lorsque l'a.pprena.nt agit comme un classifieur, il doit résoudre le problème 

suivant : étant donnée une réalisation d'un exemple x, décider à quelle classe a.ppartient x. Une 
règle de classification ou de décision est donc une fonction h : X � Y, qui détermine la classe, ou 
l'étiquette, h(x) à laquelle devrait être assignée la forme d'entrée x. En apprentissage artificiel, 
cette fonction, qui est effectivement réalisée grâce à un algorithme, est appelée hypothèse, d'où 
la notation h 3 .  

1.1.2 Cas de la régression 

Dans le cas de la régression, la supervision est numérique. L'apprenant reçoit de l'expert des 
couples (entrée, sortie), notés (xi, v,i), où v,i est un scalaire de IR (dans le cas général, un vecteur 
de IR'i) .  

2 Afin d'alléger les notations, nous utiliserons px y pour dénoter p ,y y (x, y),  et  de même pour px au lieu de px (x) 

et Py au lieu de Py (y), sauf si le contexte nécessite de préciser. 
3 En st>.itistique, la tradition est. de nommer cet:te notion modèle. 
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42 PARTIE 1 Les fondements de l'apprentissage 

1.1 .3 Cas de l'apprentissage de fonction de tri ( ranking) 

Le problème d'apprendre à trier des « objets » ou à les ordonner a stimulé un intérêt croissant 
ces dernières années. Ce problème apparaît en effet naturellement dans des tâches de recherche 
d'information (information retrieval) sur Internet par exemple, de recommandation (collaborative 
filtering) ou, en général, chaque fois que l'on veut ordonner les réponses possibles, comme c'est 
le cas aussi dans la prise de décision. 

La formalisation de ce problème est loin d'être stabilisée tant les variations rencontrées dans 
les applications peuvent être importantes concernant la. forme des exemples d'apprentissage, celle 
des sorties désirées, les mesures de performance à considérer, etc. 

Le scénario le plus générique semble cependant être celui rencontré en recherche d'information. 
Le système de tri prend en entrée une liste de documents D = { d1 , d2, . . .  , dm } , d'une part, et une 
requête q, d'autre part. Le système produit en sortie la liste ordonnée, soit de tous les documents, 
soit des n meilleurs d'entre eux (voir figure 2.3). 

Requête 

q 

Documents 

D = {d1, d2, . . .  , dm } 

Système de tri 

Ordre sur les 
documents 

d(1) ) j 
d(2) 

d(�i) 
FIG. 2.3: Tâche de tri de documents. 

Pour réaliser ce tri, le système met en œuvre une fonction qui peut soit attribuer une valeur 
h(q, d)  à chaque document d en fonction de la requête q, ce qui permet de classer les documents, 
soit plus directement établir une relation de préférence, notée >- ,  sur les documents telle que 
di >- di si le document di est préféré au document d.i .  

L'apprentissage s'effectue à l'aide d'un échantillon de requêtes q1, . . .  , Qm et des réponses as
sociées, c'est-à-dire de listes ordonnées de documents. Dans le cas de la figure 2.4, on a supposé 
que l'apprentissage produit une fonction h( q, d) permettant de calculer la valeur d'un document 
d pour une requête q. Une autre possibilité pourrait être que la fonction h calcule directement 
le rang du document d pour la requête q. 

Ici encore, on suppose généralement que l'échantillon d'apprentissage est tiré aléatoirement 
suivant une distribution inconnue sur les requêtes et sur les documents. 

Les scénarios exposés ci-dessus pour des problèmes d'apprentissage fréquents sont loin d'être 
exhaustifs. Ainsi, par exemple, le chapitre 16 décrit le scénario correspondant à l'apprentissage 
par renforcement pour des apprentissages s'étendant dans le temps. Des scénarios types, peu 
nombreux, ont été définis en apprentissage artificiel, et, à force d'être repris, ils ont fini par 
s'imposer comme des évidences. Il ne faut pourtant pas hésiter à les aborder avec un esprit 
critique et être prêt à définir un nouveau scénario si la tâche l'impose4. 

" Nous ne pouvons ici résister à rapporter une anecdote. En 1994, l'un d'entre nous discutait avec un éminent 
théoricien et défendait le besoin d'aborder des scénarios pouvant rendre compte des effets de séquence en 
apprentissage, c'est,-à-dire du fait, que l'ordre de présent,ation des exemples peut jouer un rôle. Ce chercheur 
balaya cette idée à ses yeux totalement iconoclaste. Puisque le scénario standard de données i.i.d. (indépen-
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Chapitre 2 Première approche théorique de l'induction 

Echantillon 
d'apprentissage 

ql qm 

f' ' l (" ' l 1 d2,3 di. 7 

: d.,:22 d1.4 
1 

Requête - - - - - - - - -1 
q 

Apprentissage � 

/ 
.... ��S_y_s_t-èm�e-d_e_t-ri� ( 

Hypothèse h(q,d) 

d1,h(q,d1) ) 
d2, h(q, d2) 

dn, h(q, dn) 

FIG. 2.4: Scénario pour l'apprentissage de tri. 

Après avoir spécifié le scénario d'apprentissage, il faut définir l'objectif de l'apprentissage. 

1 .2  Formalisation des objectifs de Papprentissage 

À chaque problème d'apprentissage peut être associé un problème d'optimisation, c'est-à-dire 
un ou plusieurs critères mesurant les aspects que l'on cherche à améliorer. 

Lorsque l'objectif principal est d'établir des prédictions et de prendre des décisions, l'accent est 
naturellement mis sur une mesure d'erreur sur les prédictions. Lorsque l'objectif est davantage de 
comprendre un phénomène dont on a observé un échantillon limité, la mesure de performance peut 
inclure des critères d'interprétabilité de la fonction de décision produite, à côté de sa performance 
en prédiction. 

Nous allons examiner comment l'objectif de l'apprentissage a été formalisé dans le cadre de 
plusieurs tâches. 

1 . 2 . 1  Cas de l'apprentissage supervisé pour la classification et la régression 

Lorsque l'apprentissage a pour but la prédiction d'étiquettes à partir de la description de 
formes d'entrée, l'idéal serait naturellement que la fonction de décision apprise h coïncide avec la 
fonction cible f qui serait utilisée par la nature. À défaut de pouvoir atteindre un tel objectif, une 
mesure de performance raisonnable est la probabilité d 'errettr de la fonction de décision apprise : 

RRéel (h) = P ,vy {h(x) =/:- y} (2.1) 

c'est-à-dire la mesure, selon la distribution de probabilité Pxy, de l'erreur commise par l'hypo
thèse apprise h. 

da.mment et identiquement distribuêes) s'appuyait sur des thêorèmes de type l\ilinMax, c'est-à-dire fa.ce au 
pire cas, il n'êtait nul besoin de faire appel à des formalisations plus fines. Quelques annêes plus ta.rd, ce même 
théoricien devenait un ardent défenseur de nouveaux critères ada.ptés à l'apprentissage en ligne et clamait qu'il 
ét<�it évident qu'a.ucun jeu de données n'étaiL réellement i.i.d. et que donc le scénario standard ét.ait limité, 
voire dêfectueux ! 
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44 PARTIE 1 Les fondements de l'apprentissage 

-- EXEMPLE 

Supposons que l'espace d'entrée ,y corresponde à une mesure de taille (X = JR), et que 
l'espace de sortie soit à deux valeurs : Y =  {Femme, Homme}.  Le monde est caractérisé par une 
certaine distribution de probabilité sur X et Y : Pxy · Par exemple, Px pour x = l .80m est 
assez forte alors qu'elle est faible pour x :::; l .40m (peu d'hommes ou de femmes de plus de 
18 ans mesurent moins de 1.-lOm). Supposons aussi que p(y = Femmelx = l.80m) << p(y = 
Homme lx = l.80m ). Dans les zones de forte densité de probabilité de X ,  il faut que la fonction 
de décision h soit précise (i.e. qu'elle prédise souvent y = Homme pour x proche de l.80m), 
car ces zones participent beaucoup à la  mesure de performance (2.1) .  1 1  est moins important 
que cette fonction de décision se trompe dans les régions de X de faible densité, par exemple 
en-dessous de l.40rn. 

Plus généralement, si des coüts différents sont associés à des types d'erreurs différents, cela est 
traduit par une fonction de perte ( loss function) e, définie comme suit 

.e(h) : X x Y --> JR+ 
(x, y) 1-4 e(h(x),  y) (2.2) 

-- EXEMPLE (Fonction de perte asymétrique) --------------------

La fonction de perte peut être asymétrique. Par exemple, en médecine, il peut être moins 
coûteux de diagnostiquer à tort une pathologie et de la traiter (pour rien) ,  que de passer à 
côté de cette pathologie et de ne rien faire. 

-- EXEMPLE (Fonction de perte 0/1) ------------------------

Dans l'apprentissage de concept, c'est-à-dire lorsque la sortie peut prendre seulement deux 
valeurs {vrai, faux} interprétées comme appartenant au concept ou n'appartenant pas au 
concept, une fonction de perte très utilisée compte pour 1 chaque erreur de prédiction. 

l(h(x), y) = { � si h(x) = y 

si h(x) # y 
(2.3) 

-- EXEMPLE (Fonction de perte quadratique) --------------------

Pour les tâches de régression partic:ulièrement la fonction d'erreur quadratique est généra.
lement utilisée. Elle est en effet adaptée au cas où un bruit additif gaussien corrompt les 
données (voir chapitre 9). 

L(h(x), y) = (h(x) - y)2 (2.4) 

-- EXEMPLE; (Fonctions de perte distances) ---------------------

Plus généralement, les fonctions de distance peuvent être utilisées : 

l(h(x), y) = lh(x) - Ylr (2.5) 

où p > 0 est un nombre fixé. Les valeurs JJ = 1 et p = 2 sont les plus usitées. 
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Chapitre 2 Première approche théorique de l'induction 

Définition 2.1 (Risque réel) 

La performance attendue de la fonction de décision h apprise est définie comme l 'espérance du 
coût encourue si l'on utilise h dans le monde associé à la distribution de probabilité Pxy · On 
appelle cette performance, le risque réel, {la notation L(h) est souvent également utilisée). 

Raée1(h) = IE[.e(h(x), y)] = j .e(h(x), y )  Pxy dxdy 
xEX ,yEY 

Définition 2.2 (Fonction de décision optimale) 

(2.6) 

En supposant que la fonction de décision h soit prise à l'intérieur d'un ensemble de fonctions 
1-i, l'hypothèse optimale, notée h*, pour un environnement spécifié par Pxy et par la fonction de 
perte .e est : 

h* = ArgMin RRée1(h) 
hE?-1 

(2.7) 

Si l'on veut spécifier la meilleure décision y pour une entrée x, on obtient la règle de décision 
de Bayes(l 702-1761). 

Définition 2.3 (Règle de décision optimale de Bayes) 
La sortie optimale y* pour une entrée x est : 

y* = ArgMin J .e(y' , y) Pyix (Y lx) dy 
y' EY yEY 

(2.8) 

Il s'agit donc d'une sorte de centre de gravité de toutes les décisions y E Y possibles minimisant 
la perte étant donnée l'entrée x. Il faut bien noter que cette règle de décision optimale n'appartient 
pas nécessairement à 1-i. On notera son risque réel associé R".  

1.2 .2 Cas de l'apprentissage de fonction de tri ( ranking) 

Soit {x, y}  une paire de variables aléatoires prise dans X x IR., où X est un espace énumérable 
de formes d'entrées (e.g. des documents) .  Et soit {x', y'} une autre paire de variables aléatoire 
suivant la même distribution que { x ,  y } ,  et indépendante. Notons Z = y�y' . 

Dans le problème de tri, on observe x et x', mais généralement pas leur étiquette (qui peut 
être par exemple une évaluation de leur pertinence) . On dira que x est meilleur que x' si y >  y', 
c'est-à-dire si Z > O. 

Le but est d'ordonner x et x' de telle manière que la probabilité que la meilleure d'entre 
ces formes soit affectée d'une étiquette plus petite que l'autre soit aussi faible que possible. 
Formellement, une règle de tri est une fonction r : X x X -? {-1 ,  1} .  Si r(x , x') = 1 ,  cela signifie 
que la règle met x avant x'. La performance de la règle de tri est mesuré par le risque de tri : 

L(r) = P{Z · r(x,x') < O} (2.9) 

c'est-à-dire par la probabilité que r trie deux formes d'entrée de manière erronée. 
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46 PARTIE 1 Les fondements de l'apprentissage 

Selon ce point de vue, le problème de tri devient équivalent à un problème de classification 
binaire dans lequel le signe de la variable aléatoire Z doit être estimé à partir de la paire { x, x'}. 
La. règle de tri de risque minimal r* peut alors être caractérisée de la manière suivante : 

Soient : 
P+ (x,x') = P{ Z > O l x, x'} , p_(x,x') = P{Z < 0 1 x, x'} 

Alors, la règle de risque minimal r* est définie (en utilisant la fonction Ilx qui prend la valeur 1 
quand x > 0 et 0 autrement) par : 

r* = 2 IllP+ (x,x')2::P- (x,x' ) I - 1 

Notons L" = L(r*) = IE{min(p+ (x,x'),p_ (x,x'))}. Alors pour toute règle de tri r, on a :  
L* ::; L (r) .  

Le problème d'apprentissage consiste à trouver une règle de tri de faible risque à partir de 
données d'apprentissage Sm = { (x1 , y1 ) ,  . . .  , (xm ,  Ym ) } .  Pour chaque règle candidate r, on peut 
évaluer son risque L(r) = P{Z · r(x,x') < O}. L 'une des estimations les plus utilisées est la 
U-statistique : 

où 
Yi - YJ 

zi,i = --� 2 

Les U-sta.tistiques ont été étudiées en profondeur. Une des inégalités classiques les concernant 
est celle d'Hoeffding selon laquelle pour tout t > 0, si a2 = Var(Il1z .. ; -t'(x,x')<OI) = L(r) ( l  - L(r)) ,  
alors : ( L(n/2)Jt2 ) 

P{ILm(r) - L(r) I }  > t} ::; 2 exp - 2 
/' 2a + 2t 3 

où le symbole LxJ dénote l'entier immédiatement inférieur à x. 

(2.10) 

Un cadre plus général que le précédent considère le tri non plus de deux observations x 
et x' seulement, mais celui de m observations d'un seul coup. Dans ce cas, une règle de tri 
r(x1,x2, . . .  , xm ) fournit un classement sous la forme d 'une permutation 7r de { l ,  . . .  ,m} .  Le 
but est alors que 7r coïncide ou soit aussi proche que possible de la permutation 1i' pour laquelle 
Y7r(l) 2: . . .  2: Yw(m).  Étant donnée une fonction de perte l qui retourne un nombre compris dans 
[O, l] pour une paire de permutations en entrée, le risque de tri est défini comme : 

On a alors généralement recours à une U-statistique d'ordre m .  

2.  Approches bayésiennes et approche directe pour décider 

Nous a.vons décrit le problème de l'apprentissage comme celui de la. recherche d'une hypothèse 
ou fonction de décision performante en terme d'espérance de perte sur les événements à venir. 
Plusieurs approches permettent d'aborder ce problème. 

2 .1  Approches bayésiennes 

Les approches bayésiennes décomposent le processus en deux étapes. D 'abord, une étape 
d'inférence de modèles statistiques des données de type Pyix(x), puis une étape de décision 
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Chapitre 2 Première approche théorique de l'induction 

s'appuyant sur ces probabilités a posteriori pour calculer la décision y* optimale, selon l'équa
tion (2.8). Il faut donc déterminer Pyix (ylx). 

Il existe deux manières d'aborder ce problème. (Rappelons que nous étudions ici un problème 
de classification, c'est-à-dire que l'espace de sortie Y est fini, chaque élément uk E Y étant 
interprété comme l'étiquette d'une classe de formes) . 

l .  La première consiste à utiliser la formule de Bayes : 

( 
1 

) _ Px1y (xly) Py(Y) 
Py1x y X - ( ) P,y X 

(2 .11) 

Cela implique de calculer la distribution de probabilité conditionnelle Pxiy(xluk) pour 
chaque classe ·uk E Y, et d'inférer les probabilités a priori des classes Py ( uk) . Le dénomi
nateur peut se calculer comme : 

P,y (x) "L Px1y Py(uk ) (2.12) 
tikEY 

Cette approche est qualifiée de générative car la connaissance de la distribution sur les 
entrées p ,y et des distributions conditionnelles Py1,y permet de générer des exemples syn
thétiques (xi ,  tti) selon la même distribution réelle Pxy si les distributions estimées sont 
correctes. 

2. La deuxième méthode consiste à estimer directement les probabilités a posteriori Pyix ( uk lx), 
et retenir la meilleure classe grâce à l'équation (2.8). Cela ne permet plus de générer des 
exemples synthétiques, mais des informations sur la forme des classes Yk restent nécessaires. 
Bishop IBis06 I qualifie cette approche de discriminante. 

f/) f/) Q) Q) f/) f/) en f/) <1l 
p(xlw2) 

<1l 0 0 

Frontière de décision 

en f/) Q) Q) u u 
� ·g 
:ë ·� <1l ûi .0 
e 0 a. a. <1l Q) u � f/) 
'$ :ë 
ïii <1l .0 c 0 Q) a. u 

X X 

FIG. 2.5: Exemple d'une tâche de classi.fication à, deux classes. À gauche, selon l 'ap1Jroche généra
tive, on a estimé les probabilités conditionnelles Pxiy(xluk)· À droite, selon l'approche 
discriminative, seules les probabilités a posteriori sont estimées. La connaissance des 
détails des distribtitions Pxiy(xluk) n'a pas d 'effet sur la détermination du seuil de 
décision. 

La première approche, l'approche générative, est la plus exigeante en terme d'information 
à acquérir. Elle demande en particulier que soient estimées les distributions jointes sur X et 
sur chaque classe uk. Lorsque la dimension de l'espace d'entrée X est élevée, cela requiert un 
très grand échantillon d'apprentissage. L'intérêt de connaître la distribution P,y est de pouvoir 
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PARTIE 1 Les fondements de l'apprentissage 

détecter plus facilement les exemples étranges ( outlier.s) .  En revanche, ce détour semble inutile 
quand l'objectif est de faire de la classification, qui peut utiliser directement les probabilités 
a po.steriori Pyix (uilx). La. figure 2.5 illustre l'inutilité de connaître en détail la. structure des 
classes pour une tâche de classification. 

Ce débat sur l'information nécessaire pour résoudre la tâche courante a été mené plus loin par 
Vapnik (-·vl935 ou .-vl938, -), en particulier dans [Vap95j page 28. Pourquoi, en effet, chercher 
à estimer des distributions de probabilité qui requièrent l'estimation précise de nombreux pa
ramètres quand ce que l'on cherche est une fonction de décision, c'est-à-dire une frontière dans 
l'espace d'entrée X, qui, en général, implique beaucoup moins de paramètres?  

2.2  Approche directe par calcul de fonction de décision 

Dans l'approche directe pour la classification, il est pris acte que la seule chose nécessaire pour 
décider de la classe d'appartenance (ou plus généralement de l'étiquette) d'un exemple est une 
fonction h(x) définie sur X et qui retourne la classe (ou l'étiquette) y de l'exemple x fourni . 

L'avantage est que, a priori ou en fonction des caractéristiques du problème d'apprentissage, on 
peut décider quelle classe 1i de fonctions hypothèses doit être considérée. On pourra ainsi régler 
le nombre de paramètres que l'on est prêt à estimer en fonction de la richesse des informations 
fournies à l'apprenant. De plus, cette approche est généralement plus robuste que l'approche 
bayésienne, dans la mesure où une erreur de modélisation ou d'estimation de paramètres peut 
facilement conduire à une décision erronée, alors que la détermination directe d'une fonction de 
décision est moins sensible aux hypothèses formulées a priori sur le monde. Ainsi, par exemple, 
s'il a été supposé que les données sont générées par une distribution gaussienne, alors qu'elles le 
sont en réalité par une distribution à queue plus épaisse, la frontière de décision optimale peut 
se trouver nettement différente de celle obtenue en forçant l'adaptation d'une gaussienne aux 
données (voir figure 2.6). 

FIG. 

IJ) Q) IJ) IJ) Cil ë3 
IJ) Q) " 
� 
15 Cil .0 
e a. 
Q) " 
IJ) 

� ëii c Q) " 
X 

2.6: La frontière de décision estimée sur la base d'tme distribution gaussienne de la classe 
w1 (en tirets) peut nettement différer de la frontière de décision optimale avec la vraie 
distribution des données (trait continu). 

La notion de probabilité ne joue plus aucun rôle dans cette approche, sauf, éventuellement, a 
posteriori, pour évaluer la significativité des hypothèses produites. Il n'est plus possible de générer 
des exemples synthétiques. D'un certain côté, on ne cherche plus à « comprendre » les données, 
mais le seul but est de prédire correctement. D'un autre côté, la connaissance des frontières de 
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Chapitre 2 Première approche théorique de l'induction 

décision dans X ,  et de leur expression dans 'H ,  peut conduire à un autre type de description et 
donc de compréhension. 

3. Le critère inductif 

L'objectif de l'apprentissage est défini en terme de performance future attendue ou espérée. 
Dans ce cadre, on cherche une fonction de décision qui optimise cette performance. Mais il n'est 
évidemment pas possible d'optimiser directement le ou les critère(s) traduisant cette performance 
puisque celle-ci est définie sur des événements n'ayant pas encore eu lieu. Il faut donc avoir 
recours à un objectif de substitution, défini sur le passé, et dont on espère qu'en l'optimisant, on 
optimisera également le vrai objectif de l'apprentissage. Cet objectif de substitution est appelé 
critère indiictij. 

Mais avant d'examiner les critères inductifs usuels, qui définissent autant de problèmes d'opti
misation, il est bon de prendre de la hauteur et d'examiner trois points de vue, d'ordre presque 
philosophique, sur la nature de l'induction. On parle alors de principes inductifs. 

3.1 Trois grands principes inductifs 

On peut identifier trois grandes classes de critères inductifs fondés sur des présupposés diffé
rents sur la nature de l'induction. Leur analyse montre cependant que, bien heureusement, ces 
critères entretiennent des relations étroites. 

3 . 1 . 1  Principe de minimisation du risque empirique (MRE) 

Dans le cas de l'apprentissage d'une règle de décision h, l'objectif est de trouver une règle h* 
optimisant l'espérance de perte dont nous rappelons l'équation : 

RRée1(h) = L(h) = JE[e(h(x) , y ) ] = J e(h(x), y) Pxy dxdy 
xEX,yEY 

Si la distribution de probabilité Pxy était connue, l'optimisation de cette quantité serait du 
ressort de méthodes d'intégration numérique (voir par exemple [RLPB08]) et de minimisation 
multi-dimensionnelle, voire de méthodes d'évolution simulée. Naturellement, elle ne l'est pas, 
sinon il n'y aurait pas de problème d'apprentissage. 

Il faut donc soit l'estimer par la méthode générative, soit court-circuiter en partie cette es
timation et estimer directement les densités de probabilité a posteriori Pyix , selon la méthode 
discriminative, soit la remplacer par une quantité empirique, on parle de risque empiriqiie, tirée 
de l'échantillon d'apprentissage. Cette dernière approche est celle du Principe de Minimisation 
du Risque Empirique (1\!JRE) (Empirical Risk Minimization ou ERM). 

Formellement, cela consiste à remplacer la distribution jointe p xy par : 

m 

PEmp = � L Ôx; (x) Ôu, (y) m (2.13) 
i=l 

définie grâce à l'échantillon d'apprentissage Sm = ((x1 , u1 ) , (x2 , u2 ) ,  . . .  , (xm , Um))  E zm . 5 La 
fonction Ôx (x') est égale à 1 si x = x

' et à 0 sinon. On se ramène donc à une densité de probabilité 
dont les seules « régions » non nulles coïncident avec les points d'apprentissage. 

G Par souci de simplicité, S,,. sera souvent noté S, sauf lorsque l'on voudra mettre l'accent sur sa taille. 
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50 PARTIE 1 Les fondements de l'apprentissage 

Définition 2.4 (Risque empirique) 

La performance mesurée sur l'échantillon d 'apprentissage Sm = ( (x1, u1 ) ,  (x2, u2), . . .  , (xm, Um ) )  E 
zm , est définie par le risque empirique : 

m 

� 2: e(h(xi, ui)) 
rn 

(2.14) 
·i= l  

Définition 2.5 (Principe de Minimisation du Risque empirique (MRE)) 

Le principe de minimisation du risque empirique stipule de choisir l'hypothèse h qui minimise le 
risque empirique : 

hs = ArgMin REmp (h ) 
hE'H 

(2.15) 

Par rapport aux autres approches essayant d'estimer des densités de probabilité, l'avantage de 
cette méthode est qu'elle conduit à l'optimisation d'une quantité facile à calculer. Par ailleurs, 
il peut sembler raisonnable de remplacer une intégrale par une somme sur des éléments tirés 
selon la même loi. Cependant, nous verrons (section 4) que, sans précaution, rien ne garantit 
qu'une hypothèse h$ minimisant le risque empirique REmp ait également un bon comportement 
par rapport au risque réel RRéet, c'est-à-dire permette d'obtenir une bonne règle de décision. 

3.1 .2 Apprentissage bayésien 

Fondamentalement, l'approche bayésienne se distingue de l'apprentissage direct d'une règle de 
décision par le fait qu'elle part d'une densité de probabilité supposée connue a priori P?-t sur 
l'espace des hypothèses fi (aussi appelée prior) et qu'elle retourne une densité de probabilité a 

posteriori sur fi,  P?-tlZ"' , après observation de l'échantillon d'apprentissage. Typiquement, il est 
attendu que la distribution de probabilité sur fi présente des pics plus marqués après observation 
de l'échantillon d'apprentissage. 

Soit Sm l'échantillon d'apprentissage de taille rn, dans lequel on adoptera par souci de simpli
fication la notation : x

m = { x1 ,  . . .  , Xm } et u m = { u1 , . . .  , Um } . On a ainsi, d'après la formule de 
Bayes : 

'\/h E 7t : P?-tlZ"'=S,,, (h) P zm 11-l=h (Sm )  PH ( h) 

IE'H (pz"' l'H=h (S.m) ] 

vra.isem bla.nce de h prior sur h 
,. ;--"'--.. 
Py"'IX"'=x"','H=h ( u m )  P?-t (h )  

IE'H (pY"'IX"'=x"','H=h (um )] 

vraisemblance du modèle 1-l 

(2.16) 

où on a utilisé le fait que PZ"' l'H=h(Sm ) = PY"' IXm =xm ,'H=h (u111 ) Pxm (x
m ) puisque les hypothèses 

h influencent la génération des étiquettes u.m E y
m mais pas les formes x

m E ,.ym . 

L'équation dans son ensemble quantifie la probabilité a posteriori d'une hypothèse h après 
observation de l'échantillon de données Sm E zm . La collection des formes présentes dans cet 
échantillon est notée xm E xm et la collection des étiquettes associées est notée um E ym . 
Notons que, dans le cas de la classification, on peut assimiler les hypothèses aux différentes 
classes possibles ·ui ,  d'où les formules analogues de la section 2.1 . 
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Chapitre 2 Première approche théorique de l'induction 

Conformément au théorème de Bayes, cette probabilité a posteriori de h est proportionnelle à 
la probabilité a priori de h multipliée par la. vraisemblance des données connaissant l'hypothèse 
h (première égalité ci-dessus). 

Nous allons examiner tour à tour les trois termes intervenant dans cette expression. Leur sens 
est beaucoup plus simple que ce que peut suggérer leurs expressions formelles. 

Vraisemblance de h 

La vraisemblance de h exprime combien il est probable d'observer la séquence d'étiquettes 
um connaissant la séquence de formes xm et la dépendance supposée h. Plus formellement, la 
vraisemblance de h est définie comme suit. 

Définition 2.6 (Vraisemblance L(h, x)) 

Étant donnée un ensemble de densités de probabilité PylX=x,rt=h définies sur l'espace Y et une 
observation z = (x,y) E Z, on appelle vraisemblance de h la fonction L :  1i x Z � JR+ définie 
par : 

def 
L(h, z) = Py1x=x,1t=h(Y) 

c 'est-à-dire la probabilité d 'observer l 'étiquette y sous la densité de probabilité Pyix=x,?t=h 

(2.17) 

Par extension, on définit la vraisemblance d'une hypothèse étant donnée une séquence L(h, zm) = 

Pym IX=x"' ,rt=h · 

En tenant compte de l'indépendance supposée des exemples, cette vraisemblance s'exprime 
par : 

m 
L(h, z"') = Pym IX=x"' ,rt=h = II Py1,Y=x;,rt=h (ui) (2.18) 

i=l 

En passant par le logarithme6 de cette expression, on obtient la log-vraisemblance qui est une 
somme. m 

L log(pyl,Y=x; ,?t=h(ui))  (2.19) 
i=l 

Le prior ou probabilité a priori de h 

La forme de la distribution P?t est ce qui permet d'exprimer la connaissance a priori dans l'ap
prentissage bayésien. On prend souvent une distribution uniforme sur X pour exprimer l'igno
rance complète avant observation de données7. 

Vraisemblance du modèle 1i 

Le dénominateur de l'équation (2.16) exprime la probabilité de la. séquence d'étiquettes um 
étant données une séquence de formes xm et toutes les hypothèses h E 1i pondérées par leur 
probabilité a priori P?t (li). 

lE?t [PY"'IX"'=x"',rt=h (um )) = J Py"' IX"'=x"',rt=h(u"' ) Pn (h) dh 
hE'H 

(2.20) 

Cette grandeur peut aussi être considérée comme une mesure de probabilité caractérisa.nt 
l'espace des hypothèses 1i pour l'échantillon d'apprentissage Sm . Cela signifie que pour chaque 
classe d'hypothèses Ji, certaines séquences d'étiquettes y"' (pour la séquence de formes x"') 
sont probables et d'autres moins. La classe d'hypothèses choisie a priori favorise donc certaines 

6 Qui est une fonction croissante monotone, et clone ne change pas l'argument donnant le maximum de la 
fonction. 

7 Qui est un cas particulier du principe d'entropie maximale défendu par Edwin Jaynes (1922-1998), voir l-Jay03]. 
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52 PARTIE 1 Les fondements de l'apprentissage 

classifications par rapport à d'autres. Cela conduit à considérer le problème de sélection de la 
classe d'hypothèses adéquate pour un certain problème. On parle aussi de sélection de modèle. 

Un autre calcul de type bayésien, pour lequel nous reportons le lecteur à ([Her02], pp .78-79), 
montre que le meilleur modèle, ou classe d'hypothèses, est celui dont la vraisemblance est la plus 
grande après observation des données. Nous aurons l'occasion de revenir à plusieurs reprises sur 
ce problème fondamental pour l'apprentissage. 

3.1 .3  Principe de compression maximale d'information 

À côté du principe de minimisation du risque empirique et de l'approche bayésienne sur 
l'apprentissage, un troisième point de vue considère que la meilleure description des données , 

conduisant à la plus petite erreur possible en généra.Iisa.tion, est celle qui minimise leur coût de 
description (souvent mesuré en bits) . Une traduction de ce principe inductif est le principe de 
compression maximale de l'information ou encore de longueur minimale de description. 

Définition 2.7 (Principe de longueur minimale de description, MDLP) 

La meilleure théorie, ou hypothèse, ou le meilleur modèle, rendant compte d 'un échantillon d 'ap
prentissage minimise la somme de deux quantités : 

1. la longueur, mesurée en bits, de la description de la théorie ; 

2. la longueur, mesurée en bits, de la description des données lorsqu 'elles sont décrites à l'aide 
de la théorie. 

Formellement, cela signifie qite, selon ce principe, l 'hypothèse optimale h * vérifie : 

h* ArgMin{K(h) + K(Sm lh) } (2.21) 
hE')-{ 

où K (h) me.sure la longueur de description de h, et K (Smlh) me.sure la longueur de description 
des données Sm en utilisant l'hypothèse h (la théorie) pour les coder. 

La parenté avec le principe bayésien est patente. En effet, cette dernière s'écrit (equation 2.16) : 

Pz"' IH=h (Sm ) PH (h) 

!EH [PZ"' IH=h(Sm )] 

Soit en prenant l'opposé du logarithme de cette expression : 

Comme le dernier terme à droite ne joue pas sur le choix de h, on a : 

h* ArgMin{ - log p'H (h) - log pzm l'H=h(Sm) } 
hE')-{ 

Cette équation est formellement similaire à l'équation 21.20. Ce n'est pas une coïncidence. 
Nous renvoyons le lecteur au chapitre 21 et à l'annexe 11  pour une description plus détaillée de 
ce principe de compression maximale d'information et pour découvrir le lien profond qui le relie 
au point de vue bayésien. 
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Chapitre 2 Première approche théorique de l'induction 

3.2 Les inférences bayésiennes 

Comme il a été exposé, l'essence de l'approche bayésienne est de traiter la distribution sur 
l'espace fi des hypothèses comme une variable aléatoire. Pour que cela ne soit pas un abus de 
langage, on suppose que l'espace des hypothèses peut être décrit par une famille paramétrée (par 
exemple par le vecteur B) de distributions de probabilité. Le problème de l'inférence devient alors 
celui du calcul de la distribution a posteriori sur fi à la lumière de l'information apportée par 
des données. 

L'espoir est que les données permettent de concentrer la distribution de probabilité p(B) autour 
d'une valeur alors que cette distribution était plus « étalée » avant la prise en compte des données, 
reflétant notre ignorance préalable sur l'état de la nature (voir figure 2.7). 

� 
:0 CO .c 
e a. Q) "O 
� ëii c: Q) Cl 

p(B) 

p(fJIS) 

' e 

F JG. 2. 7: Révision de la distribution de probabilité sur les hypothèses par inférence bayésienne à 

partir d'un échantillon de données. Généralement, on observe une concentration de la 
distribution autour d 'une valeur de B, ce que l'on peut traduire par l'émergence d 'un 
sous-ensemble d'hypothèses devenues beaucoup plus probables. 

Avant prise en compte des données, l 'incertitude sur l'état du monde est traduite par la distribu
tion a priori p( B).  Par exemple, toutes les hypothèses ont même probabilité a priori p( B) = cte. 
Les données fournissent une information en modifiant la distribution sur B grâ.ce à la formule de 
révision des probabilités due au révérend Thomas Bayes (1702-1761). 

Théorème 2.1 {Règle de B ayes) 

p(BIS) 
p(SIB) p(B) 

p(S) 
p(SIB) p(B) 

(2.22) f p(S l'l,b)  p('l,b)  d'lj; 

Pour un jeu de données S fixé, le dénominateur de l'équation 2.22 est constant (on y fait varier 
'l,b, un vecteur de paramètres, sur toutes les valeurs possibles), d'où la formule de proportionnalité 
souvent utilisée : 

p(BIS) ex: p(SIB) p(B) (2.23) 

La distribution a posteriori de B étant donné l'échantillon S est donc proportionnelle au produit 
de la distribution a priori p(B) et de la vraisemblance p(SIB) .  

Lorsque la connaissance a priori sur l'état de la nature est faible, on considérera donc une 
distribution « étalée » p( B) (par exemple, une loi normale à grande variance). Plus l'échantillon 
de données sera important, plus son influence dominera dans la mise à jour de la distribution a 

posteriori, et moins sera influente la distribution a priori. 
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54 PARTIE 1 Les fondements de l'apprentissage 

Il est notable, par ailleurs, que les équations 2.22 et 2.23 permettent une mise à jour séquentielle 
de la distribution sur fJ. Ainsi, si la distribution a été mise à jour après la prise en compte de S1, 
elle peut-être à nouveau modifiée en tenant compte de S2 : 

(2.24) 

De plus, cette mise à jour séquentielle, pratique lorsque les données sont en grand nombre ou 
bien arrivent séquentiellement, fournit un résultat indépendant de l'ordre de prise en compte des 
sous-échantillons (en supposant ceux-ci indépendants conditionnellement étant donné le modèle 
sous-jacent p) .  

Notons pour terminer que le dénominateur de l'équation 2.22, ou distribution prédictive de S, 
p(S) = J p(Sl1/I) p('l/J) d'lj! représente notre prédiction à propos de S. Cette prédiction incorpore 
notre incertitude sur 1/1 grâce au prior p(1/I), et notre incertitude sur S quand 'lj! est connue, par 
p(Sl1/J). Cette distribution prédictive peut changer avec l'observation de nouvelles données. Si  
les données observées ont une faible probabilité selon la distribution prédictive, alors cela peut 
être le signe que la distribution p a été mal choisie. 

Remarque (sur le choix de la distribution a priori) 

La distribution et priori exµrirne à la fois notre incertitude sur le monde, plus la disLribuLion esL étalée, 
plus celle-ci est grande, et le type de modèle du monde que nous sommes prêts à considérer. Comme tel, 
ce choix est important. 11 peut orienter le résultat obtenu et même conduire à des conclusions parfois 
gravement erronées si le type de modèle considéré ne permet pas d'exprimer le vrai modèle du monde. 

Par ailleurs, les calculs de p(i:JIS) sont souvent difficiles et coûteux. Il est donc souhaitable de considérer 
des distributions de probabilité permetLant des calculs simplifiés. C'est le cas notamment des distrib'ulions 

conjuguées. Celle-ci ont en effet la propriété que les distributions a priori et a posteriori appartiennent à la 
même famille de distributions. Les distributions exponentielles, beta ou normales, par exemple, ont cette 
propriété. Cela permet alors des mises à jour par adaptation des paramètres au lieu d'avoir à caractériser 
toute une distribution de manière complexe. 

Jusqu'à récemment, le point de vue purement bayésien avait surtout une importance philoso
phique, mais était de peu de portée pratique. Cela est en train de changer rapidement avec l 'arri
vée de nouvelles techniques d'estimation stochastique fondées sur des échantillonnages aléatoires 
qui permettent d'estimer et d'étudier les distributions des paramètres à prédire. Ces méthodes 
incluent les Markov Chain Monte- Carlo (MCî-.1IC) . 

3.2.1 L'inférence bayésienne pure 

L'inférence bayésienne pure consiste à spécifier la règle de décision optimale après observation 
des données. Elle ne vise pas, en revanche, à déterminer la meilleure hypothèse (ou la valeur opti
male du paramètre fJ). Dans ce cadre, la règle de décision prend en compte toute la connaissance 
sur l'incertitude liée à (}, c'est-à-dire toute la distribution a posteriori sur (} . 

Par exemple, supposons que la tâche cl 'apprentissage consiste à prendre la décision x,  qui peut 
être de prédire la consomrna.tion électrique dans une heure, x, à partir de S, la connaissance de 
consommations électriques dans le passé. Au lieu de chercher d'abord le modèle h du monde le 
plus probable (ou le paramètre B* correspondant), l'inférence bayésienne pure consiste à calculer 
l'espérance de prédiction an prenant en compte toutes les prédictions possibles p(xlB) pondérées 
par leur probabilité a posteriori p( BIS) : 



Vl Q) 
0 L.. 
>w 
0 ,..-! 
0 N 
@ 
� ..c 
Ol 
ï:::: 
>a. 
0 
u 

Chapitre 2 Première approche théorique de l'induction 

Définition 2.8 (Règle d'inférence bayésienne) 

La meilleure prédiction x est celle qui maximise la probabilité : 

p(xlS) = j p(x, BIS) dB 

= j p (x lél) p(éllS) dB 
(2.25) 

la deuxième égalité provenant du fait que x est, par définition, conditionnellement indépendant 
des données s connaissant B. 

Cette formule, nécessitant le calcul effectif d'une intégrale, est en général très coûteuse à 
évaluer. C 'est pourquoi les estimations ponctuelles (pointwise estimation) ,  telles que la règle du 
maximum de vraisemblance, sont beaucoup plus employées. Cependant, l'approche bayésienne 
pure devient de plus en plus accessible alors que la puissance calcul disponible s'accroît. 

3.2.2 La règle du maximum a posteriori (MAP) 

La règle du maximitm a posteriori (MAP) prend pour base la distribution a posteriori p(BIS) 
calculée par la règle de Bayes (équation 2.22) .  Mais, contrairement à l'inférence bayésienne, elle 
cherche d'abord une estimation du paramètre e afin de prendre une décision. 

Définition 2.9 (Principe du maximum a posteriori) 

La valeur du paramètre 8 maximisant la probabilité a posteriori est choisie comme estimateur : 

êMAP = ArgMax p(él lS) 
() 

(2.26) 

L'une des difficultés de cette méthode est qu'elle requiert la connaissance de la distribution 
a priori p(O) .  Plusieurs raisons militent pour ignorer ce terme. En particulier, on peut être 
tenté d'exprimer l'ignorance totale a priori sur le monde en posant que p(O) est uniforme (mais 
pourquoi uniforme selon l'échelle de e et pas de e2 par exemple ?). 

Si l'on décide d'ignorer effectivement ce terme, alors on obtient le principe du maximum de 
vraisemblance ci-dessous. 

3.2.3 La règle du maximum de vraisemblance 

Étant donné un échantillon S = { z1 ,  z2, . . .  , Zm } de données (chaque zi pouvant être une paire 
(xi, ui) dans le cas de l'apprentissage supervisé) , indépendamment tirées selon une distribution 
paramétrée dont on suppose connue la forme p(xlél). Le problème d'inférence consiste à utiliser 
l'information associée à s pour trouver une bonne estimation du paramètre inconnu B. 

La fonction de vraisemblance L:(BIS) est la probabilité que les données S aient été produites par 
la distribution associée à la valeur e : p(· IB), c'est-à-dire p(SIB). Ici, contrairement à l'approche 
bayésienne pure, ce sont donc les données qui sont supposées variables tandis que l'état du monde, 
représenté par e, est supposé fixe. 
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56 PARTIE 1 Les fondements de l'apprentissage 

Si les données sont supposées indépendantes et identiquement distribuées (i.i.d.) , alors : 

m (2.27) 

i=l 

La notion de vraisemblance des données est centrale pour de nombreuses techniques d'inférence 
statistique. Il faut noter que l'hypothèse de tirage i.i.d. n'est pas nécessaire pour définir une 
vraisemblance. Par exemple, si les données présentent une dépendance de Markov d'ordre 1 

(telle que zi dépend de z.;_ 1 ) ,  alors on pourrait définir la vraisemblance à l'aide de produits du 
type p( zi lzi- 1 , B). 

Définition 2.10 (Principe du maximum de vraisemblance) 
La valeur du paramètre 0 pour laquelle la vraisemblance des données est maximale e.st appelée 
estimation du maximum de vraisemblance. 

ÔMLE = ArgMax .C.(OIS) 
(J 

En anglais, c 'est le M aximum Likelihood Estimator (1\!JLE) 

(2.28) 

Intuitivement, cette estimation correspond à la valeur du paramètre e qui, en un sens, s'accorde 
le plus aux données observées. 

En pratique, c'est la log-vraisemblance qui est généralement utilisée, en lieu et place de la 
vraisemblance, pour résoudre ce problème d'estimation car elle permet de remplacer une multi
plication qui peut être délicate (avec des termes de valeurs éventuellement très proches de 0) par 
une addition. 

LL(BIS) = L Iog(p(zi lél)) (2.29) 
i= 1 

et ÔMLE = ArgMax0 .C.L:(BIS) 
Pour des problèmes simples, le calcul différentiel peut être utilisé pour résoudre cette équation. 

Pour des problèmes plus complexes, on cherche une solution à l'équation : 

ô.C.(BIS) 
= 0 

ae 
ou, de manière équivalente à : ac��IS) = O 

(2.30) 

Lorsque les distributions manipulées ne sont pas simples (i.e. essentiellement la loi normale), il 
faut avoir recours à des techniques d'optimisation itératives, ou bien à des techniques d 'expectation
maximisation (EM) pour certaines formes paramétriques de la fonction de vraisemblance (voir 
chapitre 1 5 ) .  

3.2.4 Discussion 

Le point de vue ba.yésien consiste à expliciter l'incertitude sous la forme à la. fois de l'incertitude 
sur le modèle, la famille de distribution Pe choisie, et de l'incertitude sur la. valeur des paramètres 
estimés e (il s'agit souvent d'un vecteur et non d'un seul paramètre) .  

Dans l'approche du maximum de vraisemblance, une estimation ponctuelle du paramètre e 
est souvent considérée comme l'objectif principal. Une analyse bayésienne complète (ou pure) 
s'attache, au contraire, à calculer toute la distribution a posteriori p(OIS) (et, éventuellement 
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Chapitre 2 Première approche théorique de l'induction 

aussi sur la famille de distribution Pe elle-même). La décision bayésienne consiste alors à calculer 
une moyenne pondérée par la. probabilité de toutes les valeurs possibles du (ou des) pa.ra.mètre(s) 
(voire des modèles envisagés) .  En principe, cette moyenne pondérée produit des prédictions plus 
précises que les estimations ponctuelles, telles que celle réalisée par le maximum de vraisem
blance. En pratique, malheureusement, l'estimation de toute la distribution de probabilité est 
un problème difficile, particulièrement lorsque les données sont décrites en grande dimension. De 
plus, une prédiction utilisant une moyenne pondérée est moins susceptible d'être interprétable 
que lorsqu'une hypothèse unique est produite, comme c'est le cas pour les estimations ponctuelles 
retournant une valeur du paramètre e. 

Il est utile de noter que le principe du maximum de vraisemblance et l'apprentissage bayésien 
ne se prêtent pas aux mêmes méthodes de calcul. Le premier se traite comme un problème 
d'optimisation : il faut chercher le minimum d'une fonction d'erreur. En revanche, dans le second, 
l'essentiel du calcul implique une intégration sur des espaces de grandes dimensions. Dans ce 
dernier cas, les méthodes classiques d'intégration ne conviennent pas, et il faut se tourner vers 
des méthodes approchées, par exemple les méthodes de Monte-Carlo (voir le chapitre 3). 

3.3 Minimisation du risque empirique : exemples de traductions 

3.3.1  Cas de l'apprentissage pour classer 

Dans le cas d'un problème d'apprentissage de concept, ou encore de classification binaire, la 
fonction de perte la. plus simple est : 

si Ui = h(xi) 

si ·ui =/. h(xi) 

Le risque RRéet(h) mesure alors la probabilité de mauvaise classification. 
Notons me,.,. (h) le nombre d'exemples de l'ensemble d'apprentissage S qui sont mal classés par 

une certaine hypothèse h choisie dans H.  Le risque empirique (ou taux d'erreur apparent) de h 
se mesure alors simplement par : 

( ) 
'lile,., .(h) 

REmp h = --rn 
Dans le cas d'une classification à C classes avec C =/. 2, on a souvent recours à la matrice 
de confusion. 

Définition 2 . 1  (Matrice de confusion) 

La matrice de confusion empirique Memp (i,j) d 'une règle de classification h est une matrice 
C x C dont l'élément génériqiie donne le nombre d'exemples de l'ensemble d 'apprentissage S de 
la classe i qiti ont été classés dans la classe j.  

La somme des termes non diagonaux divisée par la taille rn de l'ensemble d'apprentissage n'est 
autre que le risque empirique (ou erreur apparente) de la règle de classification. 

-- EXEMPLE Matrice de confusion â deux classes -----------------

Soit une tâche de classification à deux classes, alors la matrice de confusion peut être écrite 
comme : 

+ 

1 + Il VP FP 

FN VN 
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58 PARTIE 1 Les fondements de l'apprentissage 

où les éléments de la matrice peuvent être : 
• Soit des po·urcentciges : VP correspond alors au taux de Vrais positifs, c'est-à-dire à la 

proportion d'exemples positifs qui sont classés comme positifs par la règle de classification. 
De même, VN correspond au taux de Vrais Négatifs,  FP aux Faux Positifs et FN 
aux Faux Négatifs.  
On a VP + FN - 100 % (des exemples positifs) et FP + VN = 100 % (des négatifs). 
La règle de classification est parfaite sur les exemples si VP = VN = 100%. 

• Soit des nombres : VP correspond alors au nombre de Vrais positifs, c'est-à-dire 
cl 'exemples positifs qui sont classés comme positifs par la règle de classification. De même, 
VN correspond au nombre Vrais Négatifs, FP aux Faux Positifs et FN aux Faux 

Négatifs.  
On a VP + F N  - m+ (nombre des exemples positifs) et FP + VN - m- .  
L'erreur est alors : FP+FN .  

m 

La matrice de confusion se généralise directement au cas de plus de deux classes. 

3.3.2 Cas de la régression 

La régression consiste à estimer une fonction f à valeurs réelles, connaissant un échantillon 
fini de couples (x, u = f (x)) ou (x, u = f(x + br-uit)). 

La fonction f à estimer peut donc être considérée comme la somme d'une fonction déterministe 
et d'un signal d'erreur aléatoire de moyenne nulle (et le plus souvent considéré comme une 
gaussienne). 

u = f (x) + € (2.3 1 )  

On  peut aussi décrire ce phénomène en considérant que la fonction déterministe est l a  moyenne 
de la probabilité conditionnelle sur l'espace de sortie U. 

J (x) = J u p(ulx) du (2.32) 

L'espace des fonctions hypothèse 1t de l'apprenant peut ou non inclure l'espace des fonctions 
cible :F. Une fonction de perte usuelle pour la régression est la fonction erreur quadratique (L2) : 

L(ui, h(xi) )  = (ui - h(xi ))2 (2.33) 

L'apprentissage consiste alors à trouver la fonction h E H. minimisant la fonctionnelle de risque : 

! 2 
Rnéet (h) = 

. Z=XxU 
(u - h(x)) dF(x, u) (2.34) 

sur la seule base de l'échantillon d'apprentissage. Cette fonctionnelle, le risque réel, mesure la 
précision des prédictions de l'apprenant. 

Remarque 

Sous l'hypothèse que le signal d'erreur est une gaussienne <:entrée en 0, <:e risque peut aussi être é<:rit en 
fon<:tion de la capacité de l'apprenant à a.pproximer la. fonction cible f (x) (et non la. sortie u), comme le 
montre le calcul suivant : 

RRte1(h) = j (u - f (x) + f (x) - h(x))2 p(x, tt) dxdu 

= J (u - f(x))2 dxdu + J (h(x) - f(x))2 v(x) dx 

+ 2 J (tt - f (x))(f (x) - h(x)) v(x, u) dxdu. 

(2.35) 
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Chapitre 2 Première approche théorique de l'induction 

Sous l'hypothèse que le bruit est de moyenne nulle, le dernier terme dans la somme ci-dessus s'écrit : 

./ (u - j'(x))(f(x) - h(x)) p(x,u) dxdu = ./ (E(f(x) - h(x)) p(ulx) p(x) dxdu 

./ (f(x) - h(x)) [./ ép(ulx)du] p(x) dx (2.36) 

Le risque peut donc êLre récrit comme : 

= ./ (f(x) - h(x))E - e:(e:lx) p(x) dx 0 

RRéet.(h) = ./ (u - f(x))2 p(x, u) dxdu + ./ (h(x) - .f(x))2 p(x) dx (2.37) 

Le premier terme ne dépend pas de la fonction d;approximation h et peut être écrit en terme de la 
variance sur le bruit : 

./ (u - f(x))2p(x, u) dxdu = ./ é2p(ulx) p(x) dxdu 

Et substituant (22.9) dans (22.8), on obtient : 

= ./ [./ t2p(ulx)du] p(x) dx 

= ./ E,(e2lx) p(x) dx 

Tinéet.(h) = ./ E,(e:2 lx) p(x) dx + ./ (h(x) - f(x))2 p(x) dx 

(2.38) 

(2.39) 

Le risque pour le problème de régression (sous l'hypothèse de fonction de perte L2 et de bruit de moyenne 
nulle) µrésente donc une contribution exprimant la variance du bruit; et une contribution exprimant la 
précision de la fonction d'approximation. Comme la variance du bruit est indépendante de la fonction 
d'approximation, la minimisation du second terme de (22.10) est équivalente à la minimisation du risque 
(22.5). Ainsi, chercher à obtenir le risque de prédiction optimal est équivalent à chercher l'approximation 
la plus précise de la. fonction cible inconnue .f. 

3.3.3 Cas de l'estimation de densité 

Un autre problème inductif important consiste à estimer une densité de probabilité dans l'es
pace d'entrée X à partir d'un échantillon de données {xi} 1�i�m · Dans ce cas, il n'y a pas nécessité 
de considérer un espace de sortie, et la sortie h(x) de l'apprenant représente une densité sur X. 

La fonction de perte usuelle clans ce cas est la fonction : 

l(h(x)) = - ln h(x) (2.40) 

donnant la fonctionnelle de risque : 

Rnéet(h) = J - ln h(x) p(x)dx (2.4 1 )  

Il est établi [DHSOl ] que la densité optimale h *  minimise cette fonctionnelle de risque. Par 
ailleurs, si la densité cible f !/. 1t, alors on peut montrer que la solution h minimisant l'espérance 
de risque ou risque réel est caractérisable : c'est celle dont la divergence de J<itllback-Leibler avec 
la vraie densité f est la plus faible (voir la définition de la divergence de Kullback-Leibler dans 
les chapitres 3, 20 et 21) .  
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60 PARTIE 1 Les fondements de l'apprentissage 

3.3.4 Cas de l'apprentissage de fonction de tri ( ranking) 

Plusieurs mesures de performances ont été proposées, spécialement pour la. tâche de recherche 
cl 'information ( « information retrieval » ) . 

• Le Pair- Wise Error Count représente le nombre de paires cl 'éléments qui sont mal classées 
par la règle de tri par rapport au nombre total de paires. 

• Le Mean Reciprocal Rank (MRR) s'applique à la tâche de retourner des éléments « per
tinents » et « non pertinents » pour chaque requête (e.g. des documents). Soit 7\ le rang 
de l'élément jugé le plus pertinent pour une requête i ,  alors la mesure du rang réciproque 
pour cette requête est l/ri · Le MRR est le rang réciproque moyen pour toutes les requêtes 
effectuées. 

• Le Winner Takes All (WTA). S'applique au même type de tâche. Si l'élément jugé le plus 
pertinent par la règle de tri est effectivement pertinente, le compte WTA pour cette requête 
vaut 0 ;  sinon il prend pour valeur 1 .  Le WTA général est ici aussi la moyenne des WTA sur 
l'ensemble des requêtes effectuées. 

• Le Normalized Discounted Cumulative Gain measure (NDCG) est une mesure cumulative de 
qualité de tri (et clone le coût correspondant vaut 1 - N DCG).  Pour une requête donnée i ,  
le NDCG vaut : Ni = Ni L�=l (2'·(j) - 1)/ log( l  + j) où r(j) est le rang donné par la fonction 
de tri à l'élément mis au rang j, et où une constante de normalisation Ni est choisie de telle 
manière qu'un ordre parfait donnerait Ni = 1 .  L est le niveau de tri auquel le NCDG est 
calculé. Le score général est à nouveau obtenu par la moyenne sur l'ensemble des requêtes. 

3.3.5 Cas de la prédiction en ligne 

Lors de la prédiction en ligne, la tâche de l'apprenant est de fa.ire une prédiction h(xt+i) (avec 
i ;::::: 1) à chaque pas de temps t à partir d'une mémoire des données passées et, éventuellement, des 
erreurs commises. On peut également être plus exigeant et lui demander cl 'expliciter l'hypothèse 
courante ht qu'il utilise pour réaliser sa prédiction. 

Une différence avec l'apprentissage hors ligne à partir d'un échantillon d'apprentissage est que 
la fonction cible peut changer avec le temps : on parle de dérive de concept. Dans ce cas, une 
approche intéressante est de pondérer les exemples passés pour donner un poids plus impor
tant aux exemples récents, sensés mieux représenter la fonction cible courante, et « oublier » 
progressivement les exemples antérieurs. 

Le critère inductif peut alors prendre la forme : 

avec 0 :::; >.(t) < 1 et Lt<T >.(t) < oo .  

(2.42) 

Nous renvoyons à [Cor09j pour une étude plus détaillée des multiples critères inductifs envisa
geables . 

4. Analyse du principe de minimisation du risque empirique 

L'objectif de cette section est <l'étudier les propriétés d'un apprentissage guidé par le principe 
de minimisation du risque empirique. Nous nous limiterons dans ce chapitre introductif à certains 
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cas simples qui suffiront à illustrer quelques principes essentiels régissant l'apprentissage super
visé. D'autres classes de situations et d'autres outils d'analyse seront étudiés au fur et à mesure 
de la présentation de méthodes d'apprentissage, et dans le chapitre 21 d'approfondissement. 

Ré-examinons d'abord les composantes d'un problème d'apprentissage. 

l .  La première définit simplement un algorithme d'apprentissage comme un système de calcul 
d'une sortie à partir de la donnée de certaines entrées. 

Définition 2.11 (Algorithme d'apprentissage supervisé) 

Un algorithme d'apprentissage A est un algorithme qui, prenant en entrée : un espace de des
cription X ,  un espace de sortie Y et un espace de fonctions hypothèses 1i définies de X sur Y, 
ainsi qu 'un échantillon d'apprentissage Sm = ((xi, ui))i5i5m, retourne une hypothèse h E 1i : 

OO 

A : LJ (X X Y)m --> Ji 
·m.=l 

Notons que cette définition ne dit encore rien d'un quelconque critère de performance à pour
suivre. Par ailleurs, il n'est pas non plus précisé si l'algorithme retourne toujours, de manière 
déterministe, la même hypothèse pour un échantillon ou une séquence d'apprentissage donné. 
Nous rencontrerons les deux types d'apprentissage, déterministe ou non, dans la suite de cet 
ouvrage. En revanche, en apprentissage artificiel, on considère généralement des hypothèses h 
déterministes. 

Il faut ici rappeler la différence avec la règle de Bayes. Celle-ci (voir équation 2.8) ne fait pas 
référence à un espace d'hypothèses 1i donné. 

2. La deuxième composante concerne le critère de performance visé par l'apprentissage. Nous 
a.vons vu qu'un objectif raisonnable est de chercher une hypothèse h minimisant l'espérance de 
perte, c'est-à-dire le risque réel : 

h* = ArgMin RR.éel (h) 
hE1t 

ArgMin f f(h(x), y) Pxy dxdy 
hE1t · xEX ,yEY 

(2.43) 

Ce critère de performance, qui est défini comme une espérance faisant intervenir une distri
bution d'événements inconnue Pxy , ne peut être directement visé. L'algorithme d'apprentissage 
répond à un échantillon Sm = ((xi, ui)hsi5m de données supposé représentatif de P,yy· Il est 
donc raisonnable d'attendre d'un bon algorithme d'apprentissage qu'il retourne une hypothèse 
h$ E 1i qui s'approche d'autant plus d'une hypothèse optimale h* E Ji ,  au sens du risque réel, 
que la taille de l'échantillon s'accroît. Cette demande devant a priori être vérifiée pour toute 
distribution Pxy, on parle de consistance tmiverselle de l'apprentissage. 

Définition 2.12 (Consistance universelle) 

Un algorithme d'apprentissage A a la propriété de consistance universelle si : 

\;;/ Pxy : (2.44) 

L'existence d'apprentissages universellement consistants, démontrée par Stone [Sto77j en 1977, 
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3 
est un g� �ccomplissement de la théorie de l'apprentissage8. Cela garantit en effet que, étant 
donné un élhantillon d'apprentissage assez grand, le classifieur appris, dans le cas de la classifi
cation, sera presque aussi performant que le classifieur optimal de Bayes. Malheureusement, il ne 
s'agit que d'un résultat asymptotique. La convergence vers la règle optimale peut être arbitraire
ment lente, en fonction de la distribution des exemples, et, pour tout échantillon d'apprentissage 
de taille finie, la différence de performance entre le classifieur optimal et celle du classifieur ap
pris peut être proche du maximum possible (e.g. de 1/2 dans le cas de la classification binaire) . 
Concevoir de bons systèmes d'apprentissage n'est donc pas une chose triviale . 

Nous souhaiterions être capables d'estimer le risque réel associé au choix de l'hypothèse h$ 
et de le comparer au risque optimal R* associé à la. règle de décision optimale de Ba.yes (voir 
équation (2 .8)) .  Cependant, RRéet(h$) est une variable aléatoire, puisqu'il dépend de l'échantillon 
d'apprentissage, et il ne peut pas être calculé à partir des données puisqu'il dépend de la distri
bution des données P,yy qui est inconnue. C'est pourquoi les estimations de RRéei(h$) prennent 
généralement la forme de bornes en probabilité. C 'est-à-dire que l'on cherchera à montrer que, 
très probablement, sauf si l'on a tiré un échantillon peu représentatif de p x y ,  l'algorithme retour
nera une hypothèse dont la performance est proche de la performance de la meilleure hypothèse 
possible h* E fi. On parle souvent d'apprentissage Probablement Approximativement Correct 
(apprentissage PAC) (en anglais, Probably Approximatively Correct, ou PAC-Learning) . 

Définition 2.13 (Apprentissage PAC (Probablement Approximativement Correct)) 

Soit fi une classe de fonctions de X --> { 0, 1} .  Un algorithme d'apprentissage au sens PAC pour 
fi est une fonction : 

OO 

A 
m = l  

qui associe une hypothèse h E fi à tout échantillon d'apprentissage Srn avec les propriétés sui
vantes : 

'r:/e E [O, l ] ,  'r:fo E [O, l ] ,  3 une taille d 'échantillon minimale m0(c, 8), telle que si m � m0(c, 8), 
alors, pour toute distribittion px x y ,  si Srn est un échantillon d 'apprentissage tiré i. i. d. (indépen
damment et identiqtternent distribué) sttivant P�y, on a : 

On dit que fi est apprenable au sens PAC s 'il existe un algorithme d 'apprenti.ssage pour fi.  

En d'autres termes, on demande que l'algorithme d'apprentissage réussisse à retourner une hy
pothèse h$ pas beaucoup plus mauvaise que h*, l'hypothèse optimale, pour tout choix d'erreur 
d'approximation € (soit encore : RRéet (h$) - RRéet (h*) :S c) et pour tout paramètre de confiance 
8. Ce dernier est nécessaire car on ne peut pas exclure a priori un « mauvais tirage » de l'échan
tillon d'apprentissage. Il faut donc admettre une probabilité, que l'on veut contrôler, qu'il puisse 
arriver que l'échantillon soit mauvais. Il est à attendre que plus on est exigeant sur l'erreur d'ap
proximation c et sur le paramètre de confiance 8, et plus l'apprentissage va requérir une taille 
croissante de l'échantillon d'apprentissage, lui permettant d'obtenir davantage d'information sur 
la fonction cible et de diminuer la probabilité d'un mauvais tirage. 

Il est important de noter que l'apprentissage PAC ne fait aucune hypothèse sur la distribution 
Pxy des exemples, du moment qu'elle est fixe. Il doit fonctionner quelle que soit cette probabilité 
sous-jacente inconnue. On dit qu'il s'agit d'un cadre contre toute distribution. 

8 Stone a. montré par une preuve élégante qu'un système d'apprentissage pa.rticulier, la. classification par les 
k-plus-proches-voisins, est universellement consistant. 
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Chapitre 2 Première approche théorique de l'induction 

3. Jusqu'ici, nous n'avons pas encore précisé le critère inductif utilisé par l'algorithme pour sélec
tionner une hypothèse sur la base de l'échantillon d'apprentissage disponible. C'est la troisième 
composante de l'apprentissage. Dans cette section, nous analysons le critère de minimisation 
du risque empirique (rvIRE) qui, rappelons-le, prescrit de choisir une hypothèse minimisant le 
coüt sur les exemples d'apprentissage. 

Parce que l'on ne connaît pas le risque réel associé à chaque hypothèse, on a recours à un 
critère inductif qui remplace le critère objectif par un problème d'optimisation de substitution 
s'appuyant sur l'échantillon d'apprentissage disponible. Dans le cas du principe de minimisation 
du risque empirique (MRE), on cherche une hypothèse minimisant le risque empirique : 

h5 ArgMin REmp(h) 
hE'H 

1 
m (2.45) 

ArgMin l: e ( h (X.; , u.;) ) 
hE'H m 

i=l 

Ce principe inductif ne sera pertinent que si le risque empmque est corrélé avec le risque 
réel. Son analyse doit donc s'attacher à étudier la corrélation entre les deux risques et plus 
particulièrement la corrélation entre le risque réel encouru avec l'hypothèse sélectionnée à l'aide 
du principe MRE : RRée1(h$) et le risque réel optimal : RRéeJ(h*). 

Le principe inductif de minimisation du risque empirique est fondé sur une loi des grands 
nombres qui établit que, pour une fonction h fixée, on a : 

(2.46) 

si l'échantillon d'apprentissage Sm résulte de m, tirages indépendants et identiquement distribués 
selon la. distribution sous-jacente Pxy· 

4.1 La loi des grands nombres 

La loi des grands nombres est l'une des lois les plus importantes en statistiques. Dans sa forme 
la plus simple, elle énonce que : 

Théorème 2.2 {Loi des grands nombres) 

Sous des condition.s faibles, la moyenne de variables aléatoires (i tirées de manière indépendante 
d'une loi sous-jacente de probabilité p converge vers la moyenne de la distribution lorsque la taille 
de l'échantillon tend vers l'infini. 

1 m - l: �i --> JE(�) m, 
pour m -->  oo (2.47) 

i=l 

En supposant qiie � est distribuée selon p .  

Il est possible d'appliquer ce théorème au cas du risque empirique et du risque réel. En effet, le 
risque empirique est défini comme la moyenne des pertes sur les points de l'échantillon d 'appren
tissage, lui-même supposé tiré de manière i.i.d. (indépendamment et identiquement distribuée) 
selon p x y ,  tandis que le risque réel est la moyenne de cette perte sur l'ensemble de la distribution. 
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64 PARTIE 1 Les fondements de l'apprentissage 

D'après la loi des grands nombres, nous pouvons conclure que, pour une hypothèse h .fixée, 
le risque empirique converge vers le risque réel lorsque la taille de l'échantillon d'apprentissage 
tend vers l'infini. 

1 m 
L f(h(xi), ui ) � JE(f(x, y) 

m 
pour m � oo (2.48) 

i=l 

Ici, la perte f(x, y) joue le rôle de variable aléatoire. Cela signifie donc que l'on peut approcher 
le risque réel par la mesure du risque empirique9. 

Une inégalité due à Chernoff, et généralisée pa.r Hoeffding, précise la qualité de cette approxi
mation. 

Théorème 2.3 (Inégalité de Hoeffding) 

Si les Çi sont des variables aléatoires, tirées indépendamment et selon iine même distribution et 
prenant leur valeur dans l'intervalle [a, b], alors : 

(2.49) 

Ce théorème énonce que la probabilité que la moyenne empirique dévie de plus de c de l'es
? 2 

péra.nce est bornée pa.r une très petite quantité, 2 exp( - (b':: :)2 ) ,  qui, d e  surcroît, décroît très 
rapidement avec m .  

Appliquée au risque empirique et au risque réel, cette inégalité nous donne : 

(2.50) 

si la. fonction de perte e est définie sur l'intervalle [a., b]. 

On serait donc tenté de supposer qu'il suffit de sélectionner une hypothèse optimale au sens 
du risque empirique pour obtenir, ip.so facto une hypothèse optima.le a.u sens du risque réel, ce 
qui est notre objectif. Ce n'est malheureusement pa.s vrai. La. loi des grands nombres évoquée, et 
qui s'applique pour une hypothèse donnée, ne tient plus lorsque le choix de l'hypothèse se fait a 
posteriori sur la base du résultat du risque empirique. 

Un petit exemple peut aider à percevoir intuitivement la base du problème. 

-- EXEMPLE Une classe trop nombreuse et trop diversifiée -------------

Supposons que la tâche d'un recruteur soit d'évaluer des étudiants pour le compte d\rn 
employeur. Pour cela, il utilise un test à choix multiple contenant m questions et, très natu
rellement, il décide de recommander l'étudiant qui aura obtenu le meilleur score . 

Si le test est bien conçu, et en supposant qu'il soit représentatif de la future tâche, alors, 
effectivement, la note d'un étudiant donné devrait tendre, avec le nombre de questions, vers 
sa vraie performance future, chez l'employeur . 

9 Plus généralement, ce qui nous intéressera est la convergence en probabilité (selon le tirage de l'échantillon 
cl 'apprentissage) cl 'une suite de variables aléatoires (le risque empirique dépendant de S). C'est l'objet du 
théorème central limite et de ses variantes. Essentiellement, ce théorème affirme que toute somme de variables 
aléatoires indépendantes et identiquement distribuées (les coûts associés à chaque exemple d'apprentissage) 
tend vers une variable aléatoire gaussienne. 
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Chapitre 2 Première approche théorique de l'induction 

Si le recruteur teste simultanément 10 étudiants, il est fort probable que l'étudiant obten;:rnt 
la meilleure note au test se révèle égalemenL le meilleur employé à l'avenir. Mais suppo
sons maintenant que le recruLeur ait la possibiliLé de tester 10 millions de personnes, parmi 
lesquelles, sans qu'il le sache, se sont glissés quelques millions de singes qui tapent aléatoire
ment leurs réponses sur l'ordinateur. Est-il encore possible d'assurer que l'« étudiant » ayant 
obtenu le meilleur score sera effectivement le meilleur employé possible ? 
On sent bien que, dans ce cas où un très grand nombre de personnes ont passé le test, la 
performance du meilleur étudiant, a posteriori, n 'a plus forcément un rapport étroit avec la 
performance future. 

Cet exemple, dans lequel les étudiants jouent le rôle d'hypothèses testées sur un échantillon 
de m questions, montre que, si l'on ne contraint pas, d'une manière ou d'une autre, la richesse 
de l'espace des hypothèses, il ne peut plus y avoir de garantie que l'hypothèse qui semble la 
meilleure soit effectivement celle qui aura la performance optimale à l'avenir. Plus encore, le 
lien entre la performance mesurée empiriquement et la vraie performance à venir se relâche 
considérablement (un singe peut parfaitement réussir le test, par chance, et, probablement, ne 
pas être très performant à l'avenir). 

-- EXEMPLE Le test multiple---------------------------

Le test cl 'hypothèse classiq·ue consiste à estimer la probabilité qu'une hypothèse donnée ( e.g. 
cette pièce est truquée, ce gêne est lié à telle activité biologique) soit vraie en partant de 
l'observation d'un ensemble d'expériences. Une manière standard d 'opérer est de recourir à 
une hypothèse nulle exprimant la probabilité des événements possibles (e.g. la proportion de 
piles sur rn tirages est x%) si l'hypothèse aJternative est vraie (e.g. pièce non truquée, gêne 
indépendant). 
Par exemple, en supposant une pièce non truquée, l'espérance du nombre moyen de « pile » 

est : lE[#piles] = m·P(pile) = m/2 pour m lancés de pièces, et la variance est : Var( #piles) = 
/P(pile) · (1 - P(pile)) · m = v;. Ainsi, pour m = 100, la probabilité pour qu'une pièce 
tombe plus de 60 fois sur pile ou moins de 40 fois est inférieure à 53 (en approchant la loi 
binomiale par une loi normale). 
Plus précisément, la probabilité que la pièce tombe du côté pile P fois sur m tirages est 
donnée par la loi binomiale : 

prob(P) = m.! 
· p P . (1 - P)m-P 

P! (m. - P)! 

Dans le cas où m · P · (1 - P) > 5, la loi binomiale peut être estimée par la loi normale de 
moyenne µ =  JE[P] et de variance a =  a[P] 

Le problème de test multiple se pose lorsque l'on teste simultanément plusieurs hypothèses 
(e.g. on teste 100 pièces en les lançant chacune m fois, on teste 30 000 gênes pour détecter 
ceux qui sont liés à Fobésité). Dans ce cas, on cherche à détecter les hypothèses vraies (e.g. 
telle pièce est truquée) et à limiter le risque de fœux positif (signaler une pièce comme étant 
truquée alors qu'elle ne l'est pas). 
Il s'agit d'un problème méritant analyse car cette fois-ci la sélection des hypothèses « vraies » 

s'effectue ci posteriori, après les expériences. 
Par exemple, si j'ai 10 000 pièces non truquées que je lance chacune 100 fois en l'air, je 
trouverai en moyenne 500 pièces LombanL plus de 60 fois sur pile ou moins de 40 fois, même 
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66 PARTIE 1 Les fondements de l'apprentissage 

si toutes les pièces sont non truquées. De fait, la probabilité qu'aucune pièce ne paraisse 
truquée est quasi nulle, à savoir (0.95)10000. 

À nouveau, le comportement d'une pièce sélectionnée comme truquée, n'est pas nécessaire
ment représentatif de sa vraie nature, et il faut modifier les critères de sélection pour limiter 
le risque de faux positif (voir par exemple la notion de p-valeur et le test de Bonferroni, l'un 
des plus simples au sein d 'une littérature devenant très abondante sur le sujet). 

Erreur 
d'estimation 

Erreur 
d'approximation 

Risque 

{ ·- · - · ' I 

{ \ I 

.____.__ _ __.____ __ 

h* h* s 

FIG. 2.8: L 'axe horizontal correspond à l'espace des Jonctions considérées par l'apprenant. Les 
deux courbes représentent le risque réel, d'une part, et le risque empirique, d 'autre 
part. Le risque réel est fixe, alors que la courbe du risque empirique varie en fonction 
de l'échantillon d 'apprentissage. L 'hypothèse la meilleure selon le risque empiriqtie h5 
petit être très différente de l'hypothèse optimale h*. On a également figtiré l'erreur d 'ap
proximation, due au choix de 'H. , et l'errettr d'estimation, correspondant à l'écart entre 
la vraie performance de h$ et celle de h* .  

Vapnik [Vap95] définit la pertinence10 , souhaitable, du principe de minimisation du risque 
empirique comme étant une double convergence. 

Définition 2.14 (Pertinence du principe MRE) 

On dit qtie le principe MRE est pertinent si le risque réel inconnu Rnée1(h5) et le risqtie empirique 
REmv(h5) convergent vers la même limite optimale Rnéet(h*) lorsque la taille 'lit de l'échantillon 
tend vers oo {voir la .figure 2.9). 

(2.51) 

Notons bien que nous avons affaire ici à une sttite de fonctions h5,,, dépendante de la taille m 

'0 « Consistance » est le terme généralement employé, repris directement de l'anglais. Dans le cas présent, ce 
terme n'évoque rien en français et fait un double emploi malheureux avec le terme d'apprenant « consistant » 
employé pa.rfois pour décrire un apprenant qui cherche une hypothèse dont les prédictions sur tous les exemples 
de l'échantillon d'apprentissage sont en accord avec les réponses fournies par l'oracle. Le terme d'apprenant 
consistant est aussi employé pour décrire un apprenant dont l'erreur réelle tend vers l'erreur optimale de Bayes 
!orque la. taille de l'échantillon m tend vers l'infini (voir [DEV96J). Nous préférons introduire un nouveau terme, 
celui de pertinence qui traduit bien ce que l'on cherche : la validité du principe inductif ER!vl. 
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Chapitre 2 Première approche théorique de l'induction 

Erreur 
d'approximation 

Risque 

RRéel (h*) R (h* ) { ·- · - · - ·- · - ·- · - ·- · - ·- · - · - ·- · - ·- · - ·- · - · - · - · -Emp S 

m 

FIG. 2.9: Pertinence du principe MRE. À cause du biais ou erreur d 'approximation, le risque 
réel optimal atteint pour l'hypothèse h* n'est généralement pas égal à zéro. Au fur et à 

mesure que la taille m de l'échantillon croît, le ri.sque réel associé à l'hypothèse courante 
sélectionnée Îism diminue et tend vers le ri.sque optimal. Le risque empirique e.st infé
rieur au risque réel puisqiie hs"' est sélectionnée poiir minimiser le premier et non le 
second. Souvent, il arrive que pottr de petits échantillons de données, on trouve une hy
pothèse dans 7-{ dont le risque empirique est nul. Cela devient généralement impossible 
lor.sque la taille m, de l'échantillon croît. 

de l'échantillon d'apprentissage Sm · 
Dans le cas de cette double convergence, en effet, il est justifié d'utiliser le principe inductif 

1\ll RE pour choisir une hypothèse à partir de l'observation d'un échantillon de données. 

4.2 Le compromis biais-variance 

Un algorithme d'induction sélectionne donc une hypothèse h$ minimisa.nt le critère inductif 
sur la base d'un échantillon d'apprentissage S. On peut décomposer l'erreur commise par rapport 
au risque R* de la décision optimale de Bayes (section 1.2.1) de la manière suivante : 

(2.52) 
'----�----

Erreur d'estimation Erreur d 'approxirn ation 

Le second terme, appelé erreur d 'approximation, correspond au biais introduit par le choix 
de l'espace d'hypothèses 7-{ .  Ce choix étant fait, on ne peut faire mieux que de trouver h* la 
(ou une) meilleure hypothèse dans 7-{, au sens du risque réel. Le premier terme, appelé erreur 
d 'estimation, est une quantité aléatoire qui dépend de l'échantillon d'apprentissage, et mesure la 
proximité entre l'hypothèse retenue par l'algorithme sur la. base de l'échantillon h$ et la. meilleure 
hypothèse possible dans 7-{ : h* (voir figure 2.8 et 2.10). Dans le cadre d'une analyse statistique, 
les erreurs d'approximation et d'estimation sont respectivement appelées biais et variance1 1 . 

L'objectif étant de diminuer l'écart entre le risque réel de l'hypothèse sélectionnée h$ et le 
risque optimal R*,  il semble naturel de chercher à minimiser à la fois les erreurs d'approximation 
et d'estimation. Malheureusement, ces deux erreurs varient généralement en sens inverse l'une de 
l'autre. En effet, afin de diminuer l'erreur d'approximation, il faudrait être mieux informé sur le 
bon choix de l'espace d'hypothèses 7-{. À défaut d'une telle connaissance a priori, on peut diminuer 
1 1  Plus précisément, le biais et la variance en statistique ont été définis à l'origine dans le cadre de la régres

sion et pour la. fonction de perte quadratique. Mais ces termes sont maintenant utilisés plus la.rgement, et 
correspondent. respectivement à. l'erreur d'approximation et à l'erreur d'estimation. 
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68 PARTIE 1 Les fondements de l'apprentissage 

FIG. 2.10:  Les sources d'erreur. L 'erreur commise en sélectionnant l'hypothèse h$ au lieu de 
la fonction optimale f (associée ait risque R*) pe1d se décomposer en 1füe erre1tr 
d'approximation due au choix d 'un espace d 'hypothèses 1t, et une erreur d 'estimation, 
due au caractère aléatoire de l'échantillon d 'apprentissage S. Ainsi, si l'échantillon 
avait été S' au lieu de S, l'hypothèse sélectionnée œurait été h 5 , .  

l'erreur d'approximation en  choisissant un espace d'hypothèses plus large. Cependant, cela a le 
plus souvent pour contrepartie d'augmenter l'erreur d'estimation, c 'est-à-dire la. variabilité de 
l'hypothèse h$ en fonction de l'échantillon S. C'est le fameux compromis biais-variance des 
statisticiens. 

L'estimation de l'erreur d'approximation, cruciale, est malheureusement difficile à réaliser car 
elle requiert une connaissance des régularités cibles, qui sont justement essentiellement inconnues. 
Il est établi que, pour des algorithmes consistants et capables d'ajuster l'espace d'hypothèses 1t 
avec l'échantillon d'apprentissa.ge12 la convergence vers 0 de l'erreur d'approximation peut être 
arbitrairement lente en l'absence de présupposés sur les régularités cibles. En revanche, les vitesses 
de convergence de l'erreur d'estimation peuvent être calculées même sans ces présupposés. Nous 
nous concentrons donc dans la suite sur l'erreur d'estimation. 

4.3 La consistance du MRE dans le cas de 'H fini 

Maintenant, supposons que l'on puisse borner la différence IRR.ée1(h) - REmp(h)I poitr toutes 
les hypothèses de 1t simultanément : 

soit encore : 

:le > 0, '<:/h E 1t : 

sup IRRêet(h) - REmp(h)I :=:; € 
hE'H 

(2.53) 

(2.54) 

où sup désigne le supremum (les lecteurs non familiers avec cette notion peuvent penser au 
maximum) (précisément J I · J l00 indique la norme supremum. (J lxJ J00 := supsE[O,l] x(s))) .  

1 2  Co1n1ne c'est le  cas d'algorithmes réalisant la.  n1 inin1isation du risque structurel ou utilisa.nt des tern1es de 
régula.risa.t.ion (voir plus loin et. If! chapitre 21). 
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Chapitre 2 Première approche théorique de l'induction 

2€ ' ' 

h� 
Risque empirique 

h* 
F 1 c. 2 .11 :  Si chaque hypothèse h E Ji a un risq'lte empirique proche de son risque réel (à moins 

de e), alors minimiser le risque empirique (en application du principe inductif MRE) 
minimisera également approximativement le risque réel (à au pl'lts 2e). 

Alors, il est facile d'établir que RR.éel(h*) - RRée1(h$) < 2 ê  (voir figure 2.11) .  En effet : 

RRée1(hs) - RErnp(h$) + RErnp(h$) - RRée1(hk) 

< Rrue1(h$) - REmp(h$) + REmp (h*) - RR.éeJ(h*) 

(Puisque par hypothèse REmp(hs) < REmp(h* ) )  

:5 2 ê 

Il s'agit là d'une condition suffisante, et elle est considérable puisqu'elle requiert la convergence 
du risque empirique sur le risque réel pour toutes les hypothèses simultanément (en fait pour 
un même échantillon S), c'est-à-dire une convergence 'lmiforme, et ce indépendamment de la 
distribution de probabilité sous-jacente P,yy · 

On ne peut évidemment assurer l'inégalité 2.53 qu'en probabilité, puisqu'elle dépend du tirage 
de l 'échantillon d'apprentissage . On cherche en fait les conditions permettant d'obtenir : 

'v' O  :5 e,'v'ô :5 1 : 

Ou encore les conditions de convergence uniforme sur l'espace des hypothèses Ji 

Pm (sup IRRée1(h$) - RRée1 (h*)I  2:: e) � 0 quand m � oo 
hE?t 

(2.55) 

(2.56) 

Pour cela, on borne la probabilité de l'événement correspondant à un tirage de S qui est tel 
que la différence entre la performance apparente REmp(hi) d 'une hypothèse hi au moins et sa 
vraie performance RR.êei(hi) soit plus grande que ê. 

Soit l'ensemble des « mauvais » échantillons S, ceux pour lesquels on se trompe en croyant 
que la performance empirique de la fonction h'i E Ji est à moins de ê de sa performance vraie : 

(2.57) 

D'après l'inégalité de Hoeffding, et pour une taille d'échantillon m a.ssez grande, on a : 

(2.58) 
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70 PARTIE 1 Les fondements de l'apprentissage 

En considérant maintenant l'ensemble, supposé fini, des fonctions de 7-l, on a, d'après la borne 
sur l'union d'événements : 

lrtl 

pm[C1 U . . .  U C1rtil $ L pm[Ci] (2.59) 
·i=l 

C'est-à-dire que l'on est capable de borner la probabilité qu'il existe au moins une fonction hi 

pour laquelle la. performance empirique est trompeuse. Ainsi : 

l7il 

p'n [3h E H :  RRéel (h) - RErnp(h) > ê] < L pm[RRéel (hi) - REmp(h
i) > ê] 

i= 1 

< 1 H l exp(- 2 m e2) = ô 

en supposant ici que la fonction de perte f. prend ses valeurs dans l'intervalle [O , l] .  
D' , l '  . f .1 / 1og l7il+ log r , , d ' ou on t1re ac1 ement que : € = V 2 m  , c est-a- 1re que : 

Vh E 7-l, Vô $ 1 : m [ / log IHI + log t ]  P RR.ée1(h) $ REmp(h) + \ 2 m  
> 1 - ô 

(2.60 ) 

(2.61) 

On notera que la différence essentielle avec la borne de Hoeffding, valable pour une hypothèse 
fixée, réside clans le terme supplémentaire IHI à droite. C'est ce qui traduit que nous voulons que 
la borne tienne pour toutes les fonctions de H simultanément. 

Par ailleurs, log IH 1 est aussi le nombre de bits nécessaires pour spécifier une fonction h parti
culière dans 7-l. On retrouve là un lien intéressant, et non fortuit, avec la théorie de l'information 
et du codage (voir par exemple [vLBS04j). 

Terminons en soulignant qu'un des résultats les plus extraordinaires de l'analyse de Vapnik 
et Chervonenkis est que la convergence uniforme clans H du risque empirique sur le risque réel 
est non seulement une condition suffisante, mais est aussi une condition nécessaire ! (Voir par 
exemple [VC71, DGL96, Men03]) . 

4.4 Le cas où H contient la fonction cible 

Supposons maintenant que l'espace des hypothèses H est suffisamment bien informé pour 
contenir la fonction cible f. Cela signifie que l'erreur d'approximation est nulle. Il est alors 
possible de recourir à un autre calcul que celui de la borne de Hoeffding pour calculer la dépen
dance de l'écart entre risque empirique et risque réel en fonction de la taille m de l'échantillon 
cl 'apprentissage . 

À tout instant, il existe au moins une hypothèse de risque empirique nul (ne serait-ce que la 
fonction cible !) .  Quelle est la probabilité qu'une hypothèse de risque réel > € paraisse bonne, 
c'est-à-dire soit de risque empirique nul ? 

Nous supposerons ici que la fonction de perte l compte le nombre d'erreurs de classification 13 
(voir l'annexe 1 )  : 

l(h(xi ) y;) = { O 
' 

1 

si y.; = h (xi) 
si Yi f. h(xi) 

(2.62) 

13 Attention ! ! Même si ce que nous allons dire clans cette section peut se généraliser à d'autres fonctions de perte, 
le détail de la démonstration dépend de cette hypothèse, et ne peut donc se tra.nsposer sans précautions à 
d'autres fonctions de perte. 
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Chapitre 2 Première approche théorique de l'induction 

X 
Zone 

d'erreur 

FIG. 2 . 12 :  La zone d'erreur dans le cas de l'apprentissage d 'un concept ou fonction binaire définie 
stir X. 

Dans ce cas, le risque réel est égal à la. probabilité qu'un exemple tombe dans la. zone d'erreur 
entre la fonction cible f et la fonction hypothèse erronée herr : herr!:!..f (le symbole !:!.. dénote la. 
différence symétrique entre deux ensembles, voir figure 2.12). 

(2.63) 

La probabilité qu'après l'observation d'un exemple on ne s'aperçoive pas que hen est erronée 
est de 1 - E. Après l'observation d'un échantillon i.i.d. suivant la distribution D x de m exemples, 
la pro habilité de « survie » de her" vaut donc ( 1 - ê) m . 

En considérant maintenant l'ensemble 1i des hypothèses possibles, la probabilité que l'une 
d'entre elles « survive » après l'observation de S est bornée par : IHl(l  - E)"' (on effectue ici 
une sommation car on a affaire à une union d'événements disjoints). On sait, par développement 
limité, que IHl (l  - ê)m < 11ile-rn1. En reprenant l'inéquation 2.55, il suffit donc d'avoir un 
échantillon de taille rn telle que : 

1 IH I  
m > - ln -- ê 0 (2.64) 

pour que l'erreur commise en choisissant l'hypothèse h$ minimisant le risque empirique soit 
bornée par ê avec une probabilité > 1 - o. 

Ici, l'écart ê entre le risque réel et le risque empirique d'une hypothèse h varie en E 
log l'HI + log � d' , 

m , OU : 

m [ log IH 1 + log t ] 
'efh E Ji, 'efo � 1 : P RRée1(h) � REmp(h) + 

m 
> 1 - o 

On note la différence avec l'équation (2.61) pour le cas général où 1i =j:. F : 

(2.65) 

Lorsque 1i = F, la convergence est beaucoup plus rapide puisqu'elle se fait en 0(1/m) 
au lieu de 0( Vl/m). 

De fait, Vapnik [Vap82](théorème 6.8) a montré que l'exposant sur m varie continûment entre 
- 1  et -1/2 de manière croissante en fonction de l'erreur minimale possible infhe'H RRéet(h). Cela 
peut s'expliquer de manière qualitative. Dans le cas où la fonction cible appartient à l'espace des 
hypothèses, cela signifie que la distribution des exemples dans X x Y peut être « représentée » par 
une fonction de 1i .  De ce fait, la variance sur les hypothèses h$ qui minimisent le risque empirique 
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72 PARTIE 1 Les fondements de l'apprentissage 

en fonction de l'échantillon d'apprentissage S est réduite. Or moins de données sont nécessaires 
pour a.pprocher une variable aléatoire dont la. variance est moindre. Il est donc ava.nta.geux de 
choisir un espace d'hypothèses 1i de faible erreur d'a.pproximation . 

Plus généralement, la vitesse de convergence est lente dans les cas où la région autour de la 
règle de décision optimale de Bayes est grande. Il faut en effet plus de temps, et d'informations, 
pour déterminer alors cette région. 

4.5 Quelques leçons partielles 

On retiendra des démonstrations précédentes trois idées : 

l .  D'abord que la cardinalitê de 1i, clone en un certain sens sa richesse, a un effet direct sur la 
borne d'erreur. Il est déjà apparent que le choix d'un ensemble 1i trop riche peut conduire 
à de mauvaises inductions. 

2 .  Ensuite, le raisonnement utilisé dans la démonstration implique l' ensemble des fonctions 
hypothèse de 1i. Nous verrons qu'une généralisation de ce raisonnement fait appel de même 
à un argument de convergence 1.miforme. Cette observation est très importante car elle 
indique que l'analyse est de facto une analyse dans le pire cas, s 'appliquant en particulier 
à l'hypothèse pour laquelle la convergence est la plus mauvaise. 

3. Finalement, l'idée directrice de la démonstration consiste à borner la probabilité qu'une 
zone d'erreur de poids > € ne soit pas atteinte par un exemple de l'échantillon d 'appren
tissage14. 

Sans avoir rendu compte de l'analyse beaucoup plus complète de Vapnik (décrite dans le 
chapitre 21.), nous pouvons retenir à ce stade que le principe inductif de minimisation du risque 
empirique ne peut être appliqué sans précaution. Pour que la mesure du risque empirique soit 
corrélée avec le risque réel, il faut que l'espace d'hypothèses H dans lequel on choisit h$ ait de 
bonnes propriétés. De manière informelle , il faut que cet espace ne soit pas trop « riche » ou trop 
« souple »,  c'est-à-dire qu'on ne puisse pas y trouver des hypothèses s'accordant à n'importe 
quel jeu de données. On retrouve naturellement une idée déjà rencontrée avec le compromis 
biais-variance. Cela signifie que le principe MRE doit être modifié pour que la richesse de 1i soit 
également prise en compte lorsque l'on recherche la meilleure hypothèse. Toutes les techniques 
de contrôle de l'espace d'hypothèses visent à régler ce compromis. 

Remarque (Comparaison avec l'analyse statistique classique) 

L'analyse statistique classique des années 1960 et 1970 insistait sur la convergence des mesures de pro
babilité pour étudier les propriétés de l'apprentissage. De fait, il s'agissait d'étudier la distance dans 
un espace de modèles :F (famille de distributions de probabilité avec un certain nombre de paramètres 
associés) entre la distribution apprise A(S) et la vraie distribution f E :F. C 'est ce que l'on peut appeler 
le cadre de l'identification. 

Malheureusement, cette analyse bute sur la ma-lédiction de la dimensionnalité. Une bonne approxima
tion de la densité de probabilité nécessite un échantillon d'apprentissage dont la taille dépend exponen
tiellement de la dimension de l'espace des modèles. Elle suppose de plus que la famille de distributions 
de probabilité considérée a priori est correcte. 

En revanche, l'analyse de convergence de risque, RRéei (hs) vers RRéei(h•), que l'on pourrait appeler 
cadre de l'imitation, initiée par Vapnik et par les pionniers du cadre PAC, donne des bornes indépendantes 
de la dimension de l'espace X et de l'espace des hypothèses 11. (le nombre d'exemples peut ainsi même 
être inférieur au nombre de dimensions) et ne fait a.ucune hypothèse sur l'adéquation du choix initial de 
modèle comme nous allons Je voir dans la suite. 

1 4 Une généralisation de cette idée a été utî1isée dans Je cas d'espaces de fonctions indicatrices de ca.rdinalité 
infinie avec la notion de e-réseau (e-net) [Ha.u!J2]. 
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Chapitre 2 Première approche théorique de l'induction 

4.6 Vers un principe MRE contrôlé 

L'analyse du principe de minimisation du risque empirique (lvIRE) montre qu'il ne peut pas être 
appliqué aveuglément, et qu'il faut contrôler l'espace des hypothèses considérées par l'algorithme 
d'apprentissage. 

Cela nécessite : 

1 .  de savoir mesurer la richesse ou encore la capacité de cet espace d'hypothèses ; 
2 .  de savoir modifier le critère M RE pour prendre en compte cette richesse. 

Plusieurs mesures de richesse ont été proposées, incluant des mesures : 
• fondées sur le nombre de paramètres en jeu pour la définition des hypothèses (e.g. critères 

AIC ou BIC) ; 
• résumant en un nombre la capacité à pouvoir trouver des hypothèses dans Ji rendant compte 

de n'importe quel échantillon d'apprentissage ( e.g. dimension de Vapnik-Chervonenkis, com
plexité de Rademacher) ; 

• caractérisant la diversité des fonctions de Ji (e.g. nombre de couverture) ;  
• estimant la complexité algorithmique de description d'une hypothèse. 

Les approches pour modifier le MRE sont elles-mêmes diverses : 

• approche de sélection aittomatiqiœ d 'espace d 'hypothèses ou sélection automatique de mo
dèles (e.g. Le SRM de Vapnik) ; 

• approche de la régularisation qui ajoute un terme de pénalisation de l'hypothèse considérée 
dans le critère MRE ; 

• approche dite de la félicité ( luckiness framework) dans laquelle on tient compte de l'adéqua
tion entre les hypothèses considérées et la distribution des exemples telle qu'elle est trahie 
par l'échantillon disponible (e.g. méthodes de maximisation de la. marge) ; 

• approches prenant en compte l'algorithme d 'apprentissage et en particulier le sous-espace 
qu'il explore effectivement dans Ji (e.g. méthode par compression, par stabilité du risque 
empirique, par prise en compte de l'imperfection de l'optimisation, etc.) ; 

• approches par minimisation de la longueur de description des données (e.g. MDLP ) ;  
• approches bayésiennes qui tendent à ajuster automatiquement la complexité des hypothèses 

sélectionnées. 

Le problème du contrôle du principe MRE est encore l'objet de recherches actives. Afin de 
ne pas alourdir le présent chapitre qui vise d'abord à présenter les concepts de base et à faire 
comprendre les grands problèmes en jeu, nous décrivons de manière plus détaillée ces 
approches et méthodes, après la présentation de nombreuses méthodes d'apprentissage, dans 
le chapitre 21. 

5. Le lien entre le passé et le futur et le no-free-lunch theorem 

Nous avons présenté plusieurs principes inductifs et leurs variations nées de l'étude des condi
tions de leur validité. Ainsi, ont été passés en revue le principe M RE favorisant les hypothèses 
qui s'accordent le mieux aux données d'apprentissage, le principe bayésien stipulant (dans sa 
version maximum de vraisemblance) de choisir l'hypothèse dont il est le plus probable qu'elle 
soit à l'origine des données, le principe de compression d'information prescrivant de choisir le 
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74 PARTIE 1 Les fondements de l'apprentissage 

modèle du monde conduisant à sa description la plus compacte. Nous avons également vu que 
l'étude théorique de ces principes avait conduit à des principes inductifs plus sophistiqués dans 
lesquels la richesse de l'espace d'hypothèses est prise en compte. Les recherches récentes, portant 
en particulier sur les séparateurs à vastes marges (SVM) raffinent ces principes en prescrivant 
de prendre en compte aussi la distribution des exemples. Une question naturelle est alors de se 
demander lequel de ces principes inductifs est le meilleur ; lequel nous devrions choisir. 

5 .1  Le no-free-lunch theorem : toutes les méthodes se valent ! 

Le chapitre 1 a déjà apporté des éléments de réponse à cette question en insistant sur la 
nécessité d'un biais d'apprentissage pour permettre l'induction, c'est-à-dire d'hypothèses a priori 

sur le monde. Un théorème formalise et généralise cette idée : le no-free-lunch theorern dü à 
Wolpert ( 1992) [Wol92al. Selon ce théorème, tous les principes inductifs, et tous les algorithmes 
d 'a.pprentissa.ge se valent. En l'absence de toute information sur le problème d 'apprentissa.ge 
autre que l'échantillon de données, aucune méthode n'est meilleure qu'une autre, y compris celle 
qui consiste à tirer une hypothèse au hasard. Exprimé d'une autre manière, ce théorème affirme 
qu'il n'y a a priori aucune corrélation entre l'échantillon de données S observé et les événements 
non encore observés. De ce fait, toute hypothèse sélectionnée sur la base de S n'a aucune raison 
d'être performante à l'avenir en dehors de S. De manière plus abrupte, en dehors d'information 
supplémentaire sur le problème d'apprentissage, c'est-à-dire sur l'espace des fonctions cible, il 
n'est pas possible de réaliser autre chose que de l'apprentissage par cœur ! Aucune induction 
n'est possible, ou, du moins, plus légitime qu'une autre, par exemple de tirer les étiquettes des 
exemples non vus au hasard. 

Avant d'examiner une expression plus formelle de ce théorème, essayons d'en saisir l'intuition. 
Soit l'espace :F des fonctions cible. Soit X l'espace des entrées, et soit U l 'espace des sorties. 
On suppose qu'un échantillon de formes x1 ,  x2 , . . .  , Xm est tiré aléatoirement suivant une dis
tribution dx inconnue sur X. Chacune de ces formes est étiquetée pour former l'échantillon 
S = ((x1 , ui) , (x2 , u2) ,  . .  . , (xm , tLm)} . On suppose ici que cet échantillon n'est pas bruité. Les 
étiquettes Ui ont donc été calculées grâce à l 'application d'une fonction f E :F. Le problème de 
l'induction est d'estimer laquelle sur la base de l'échantillon S. 

En l'absence cl 'informations supplémentaires sur :F, toutes les fonctions f E :F sont également 
possibles. Une fois fixé l'échantillon d'apprentissage, un certain nombre de ces fonctions sont 
éliminées car ne s'accordant pas aux données, mais toutes les autres fonctions restent candidates, 
et aucune prédiction n'est possible. C'est ce que nous avons vu dans le cas de fonctions binaires 
dans le chapitre l .  C'est également ce que montre la figure 21 . l. 

Si donc l'unique information dont nous disposons pour une tâche inductive est un échantillon 
d'apprentissage, alors seul un apprentissage par cœur de cet échantillon est possible, et aucune 
induction ne peut être effectuée avec quelque garantie que ce soit. En d'autres termes, et exprimé 
de manière peut-être plus brutale, il n'existe aucune corrélation a priori entre un échantillon 
d'apprentissage et les événements non vus. Plus formellement, notons p(hlS) la distribution des 
hypothèses dans H après la prise en compte de l'échantillon S ,  c'est-à-dire après apprentissage. 
Si l'algorithme d'apprentissage est déterministe, fournissant une seule hypothèse, et toujours la 
même, pour un échantillon S donné, alors la. distribution prend la forme d'un Dirac centré sur 
l'hypothèse choisie h. Si au contraire il s'agit d'un algorithme non déterministe, p (h lS) peut avoir 
une certaine extension. De la même manière, nous notons p(f IS) la distribution de probabilité 
des fonctions f de la nature étant donné l'échantillon cl 'apprentissage. L'expression de l'espérance 
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Chapitre 2 Première approche théorique de l'induction 

de l '«  écart » entre le résultat de l'apprentissage et la nature est alors : 

E[RRéedSJ = 1 1 p(x) [l - o(f (x), h(x)J p(hlS) p(J IS) 
h,f xitS 

(2.66) 

où le symbole de Kronecker o dénote la fonction nulle partout sauf là où ses arguments sont égaux, 
où elle vaut 1. Nous noterons ici que la somme ne fait intervenir que les formes x non vues en 
apprentissage, ce qui est différent de l'espérance de risque i.i.d. dans laquelle le tirage aléatoire 
des formes peut permettre le tirage de la même forme en apprentissage et en reconnaissance. 
Les deux expressions sont équivalentes dans le cas où l'échantillon S est de mesure nulle sur 
l 'espace des entrées possibles X. L'équation 2.66 exprime que l'espérance de risque réel étant 
donné un échantillon d'apprentissage S est liée à la somme de toutes les entrées possibles x 
pondérées par leur probabilité p(x), et à un « alignement » entre l'algorithme d'apprentissage 
caractérisé par p(hlS) et la. vraie probabilité a posteriori de la nature p(JIS). De ce fait, en 
l 'absence d'information a priori sur la distribution p(JIS), il est impossible de dire quoi que ce 
soit sur la performance en généralisation de l'algorithme d'apprentissage. 

Si l'affirmation précédente n'a pas suffi à plonger le lecteur dans la consternation, le corollaire15 

suivant devrait achever de le faire. Nous noterons : 

Ek[RRée1lf, ni] = 1 p(x) [l - o(f (x) , h(x)] Pk(h(x)IS) 
xçtS 

l'espérance de risque associée à l'algorithme d'apprentissage Ak étant donné l'échantillon d'ap
prentissage S, et la vraie fonction de la nature f. 

Théorème 2.1 (No-free-lunch theorem (Wolpert, 1992)) 

Pour tout couple d'algorithmes d 'apprentissage A1 et A2, caractérisés par leur distribution de 
probabilité a posteriori p1 (hlS) et p2(hlS), et pour toute distribution dx des formes d'entrées x 
et tout nombre m d'exemples d'apprentissage, les propositions suivantes sont vraies : 

1. En moyenne uniforme sur toutes les fonctions cible f dans :F : 
lEi [Raéedf, m] - IE2[RRéedf, m] = O. 

2. Pour tout échantillon d 'apprentissage S donné, en moyenne uniforme sur toutes les fonc
tions cible f dans :F : IEi [RRéedf, S] - IE2 [RR.éedf, S] = O.  

3 .  En moyenne uniforme siir toutes les distribidions possibles P (!) 
IEi [RRéeilm] - lE2 [RRée1 lm] = O.  

4 .  Pour tout échantillon d'apprentissage S donné, en moyenne uniforme sur toutes les distri
butions possibles p(J) : E1 [RRéeilS] - E2[RRéetlS] = O.  

Pour une preuve de ce théorème, nous renvoyons le lecteur à [Wol92a]. De manière qualitative, 
le premier point de ce théorème exprime que quel que soit notre choix d'un « bon » algorithme 
d'apprentissage et d'un « mauvais » algorithme (par exemple un algorithme prédisant au hasard, 
ou bien une fonction constante sur X),  si toutes les fonctions cible f sont également probables, 
alors le « bon » algorithme aura la même performance en moyenne que le « mauvais ». Cela 
signifie aussi qu'il existe au moins une fonction cible pour laquelle la prédiction au hasard est 
meilleure que n'importe quelle autre stratégie de prédiction. 

Le deuxième point du théorème affirme la même absence de supériorité d'un algorithme d'a.p
prentissage sur tout autre algorithme, même quand l'échantillon d'apprentissage est connu. En 

•G Du latin corollarimn : « petite couronne donnée comme gratification ». 
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76 PARTIE 1 Les fondements de l'apprentissage 

d'autres termes, celui-ci n 'apporte pas plus d'informations à un algorithme plutôt qu'à un autre, 
fût-il à nouveau l'algorithme de prédiction au hasard. Les points trois et quatre ne font que 
renforcer ces résultats en affirmant l'égalité de tous les algorithmes, si l'on prend en compte des 
distributions non uniformes de fonctions cible, mais que l'on moyenne sur toutes ces distribu
tions. Bien sür, pour une distribution donnée, un algorithme va être meilleur que les autres, à 
savoir celui qui a la même distribution que P(!IS). Mais comment le deviner a priori? 

Avant de discuter des leçons à tirer du no-free-lunch theorem, il est utile d'en illustrer la force 
à nouveau sur un exemple. Nous avons là en effet une sorte de loi de conservation (comme le 
dit Cullen Schaffer [SA94]). De même que pour chaque classe de problèmes pour laquelle un 
algorithme d'apprentissage est meilleur qu'un algorithme de prédiction au hasard, il existe une 
classe de problèmes pour laquelle cet algorithme est moins bon (voir figure 2.13). De même, pour 
chaque algorithme d'apprentissage, il existe des problèmes pour lesquels la courbe de performance 
en généralisation est ascendante et des problèmes pour lesquels cette courbe est descendante , 
c'est-à-dire pour lesquels plus l'algorithme apprend et plus il est mauvais en généralisa.tion ! 

Systèmes 

d'apprentissage 

possibles 

Systèmes 

d'apprentissage 

impossibles 

r;;"'I 
l.;:::;;.jl � '-' 

r; ;-, � 
0 0 0 ® 0 0 0 

0 0 �
0 

o 0 @J o 

0 
� 0 

rÎ 0 �b 0 0 
FIG. 2.13:  Le no-free-lunch-theorem prouve que pour chaque région de l'espace des problèmes 

po1ir laquelle 1.m algorithme d'apprentissage a une performance supérieu.re a1.L hasard 
(indiq1.té ici par un smiley « heureux » ), il existe une région pour laquelle la. ver
formance est moins bonne que le hasard (indiqué ici par im smiley « triste » ) . Un 
« 0 » indique ici la performance d 'tm algorithme au hasard, donc la performance 
moyenne. Les trois fig·ures du dessus correspondent à des situations possibles pour un 
algorithme d 'apprentissage, tandis gite les trois figitres du dessotts correspondent à des 
situations inivossibles : celles d'un algorithme qui serait intrinsèquement supérieur à 

un algorithme au hasard quand on le considère sur l'ensemble des problèmes possibles 
(d'après /SA 94/). 

-- EXEMPLE Algorithme d'apprentissage de plus en plus mauvais ----------

Considérons l'algorithme de classification binaire majoritaire qui attribue à un nouveau point 
l'étiquette de la classe la plus représentée dans les exemples d'apprentissage de S. Intuiti

vement, cet algorithme s'attend à ce que la classe la mieux représentée sur l'échantillon 
d'apprentissage soit de fait majoritaire. Cet algorithme simple peut-il n'être qu'équivalent 
à un algorithme tirant ses prédictions au hasard ? Sans en donner une preuve formelle, il 
est possible de s'en convaincre intuitivement. En effet, dans les problèmes pour lesquels une 
classe est nettement majoritaire, on peut s'attendre à ce que dans la plupart dei:; cas l'algo-
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rithme majoritaire détecte correctement cette majorité dans l'échantillon d'apprentissage et 
soit de ce fait meilleur qu'une prédiction au hasard (de peformance 1/2) sur les formes x non 
vues. qu'en est-il alors pour les autres problèmes, ceux pour lesquels il n'existe pas de majo
rité nette, et qui d'après la loi binomiale sont de très loin les plus nombreux ? L'algorithme 
majoritaire n'est-il pas sur ceux-là équivalent à un algorithme au hasard, contredisant ainsi 
le no-free-lunch theorem ? Même si les deux classes sont également représentées sur X, les 
variations d'échantillonnage feront que souvent l'une d'entre elles sera prévalente dans S, en
traînant une prédiction dans ce sens par l'algorithme majoritaire alors que, sur les exemples 
non vus, ce sera naturellement l'autre classe qui sera (un peu) mieux représentée. L'algo
rithme, sur ces problèmes, fera donc (un peu) moins bien que l'algorithme de prédiction au 
hasard. En prenant en compte tous les cas possibles, la performance globale de cet algorithme 
ne sera pas meilleure que celle de l'algorithme au hasard. Un raisonnement similaire montre 
que la courbe de généralisation de l'algorithme majoritaire peut être décroissante. Encore une 
fois, dans les cas où une classe est clairement majoritaire, Falgorithme majoritaire va avoir 
de plus en plus de chance de détecter correctement cette majorité avec des tailles d'échan
tillon croissantes (voir figure 2.14 (gauche)). Si en revanche les deux classes sont également 
représentées sur X ,  alors la courbe va être décroissante (voir figure 2.1.t (droite)). En effet, 
pour les petites tailles d'échantillon, la performance sera seulement légèrement inférieure à 
1/2, puisque lorsque l'algorithme détectera une majorité dans son échantillon, ce sera l'autre 
classe qui sera de fait mieux représentée sur les exemples restants, mais de très peu. En 
revanche, plus l'échantillon d'apprentissage est important, plus le choix, forcément mauvais, 
de l'algorithme entraînera un mauvais taux de prédiction sur les exemples restants. À la 
limite, quand tous les exemples sauf un auront été vus pa.r l'algorithme d'apprentissage, la 
prédiction sur le dernier sera forcément mauvaise (la classe prévalente sur S étant la classe 
opposée à celle de ce dernier), et la performance tombera à O. 

Performance en 
généralisation 

Taille de. l'échantillon 
d'apprentissage 

Performance en 
généralisation 

Taille de l'échantillon 
d'apprentissage 

FIG. 2.14: Le no-free-lunch theorem prouve que pour chaque région de l'espace des problèmes 
pour laquelle un algorithme d'apprentissage a une courbe en généralisation croissante 
(gauche), il existe une région pour laquelle il existe une courbe en généralisation dé
croissante, c 'est-à-dire indiquant qiie plus l 'algorithme apprend, moins il est perfor
mant sur les formes non vues {droite) {d'après /SA94/.) 

5.2  Leçons à tirer du no-free-lunch theorem 

Quelles leçons tirer de ce théorème? Faut-il jeter ce livre par terre et se maudire d'avoir consa
cré déjà tant de temps à étudier une science sans avenir? Le no-free-lunch theorem n'empêche 
pas de travailler sur les problèmes inductifs, il avertit simplement que la prudence est de rigueur. 
Plus précisément : 

1 .  Un algorithme d'apprentissage est forcément biaisé vers une certaine classe de 
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78 PARTIE 1 Les fondements de l'apprentissage 

problèmes. C'est toujours en fonction de certains a priori sur les problèmes à résoudre qu'il 
fa.ut concevoir et utiliser un algorithme d'apprentissage. 

2. Il n'est pas admissible de parler de la performance d'un algorithme sans préciser 
sur quelle classe de problèmes il a été testé et pour quelle classe de problèmes il a été 
conçu. 

3. L 'induction ne crée pas d'information. Elle ne fait que transformer une information 
a priori, inscrite dans les biais de l'algorithme d'apprentissage, et qui est révélée par l'in
termédiaire d'un échantillon d'apprentissage. Si l'information a priori est inadaptée à la 
situation rencontrée, le résultat sera également mauvais. 

D'un certain côté, le no-free-lunch theorem est une nouvelle occasion de ne pas croire aux 
miracles. Il existe d'ailleurs d'autres versions de ce théorème pour des problèmes importants 
pour l'apprentissage : 

l .  Le théorème du vilain petit canard [Wat85] dit qu'il n'existe pas a priori de meilleur en
semble de descripteurs pour décrire des formes, et qu'en l'absence d'autres informations, il 
n'existe pas de meilleure notion de similarité entre formes. Toute similarité est dépendante 
de biais qui peuvent, ou non, être corrects pour l'application étudiée. 

2. Le no-free-ltinch theorern pour les algorithmes d 'optimisation [Wol97] énonce qu'en moyenne 
sur tous les problèmes de recherche d'un extremum d'une fonction de coût, il n'existe pas 
d'algorithme de recherche qui soit intrinsèquement meilleur que tout autre algorithme de 
recherche. Cela signifie en particulier que les algorithmes de recherche par gradient, ou par 
recuit simulé ou par évolution simulée, tout aussi sophistiqués soient-ils, sont susceptibles 
d'être pires qu'une recherche au hasard sur certaines classes de problèmes. 

6.  Notes historiques et bibliographiques 

Dire que l'apprentissage inductif est un problème d'optimisation qui conjugue un principe ou 
critère inductif à satisfaire au mieux et une méthode de recherche dans un espace d'hypothèse 
est presque devenu un dogme. Faire ressortir qu'il existe essentiellement trois types de principes 
inductifs : la minimisation du risqtœ empirique (MRE), la théorie bayésienne de la décision qui 
se traduit souvent par un principe de maximum de vraisemblance, et le principe de compression 
maximal de l'information, ne suscite pas non plus de surprise. Pourtant, il a fallu beaucoup de 
temps pour que cette vision de l'apprentissage s'impose. Beaucoup aussi pour qu'il soit admis que 
ces principes, et en particulier le principe largement employé de minimisation du risque empirique, 
devaient être examinés pour voir s'ils conduisaient bien à la meilleure induction possible. 

La théorie bayésienne de l'apprentissage s'est développée presque naturellement durant le XXe 

siècle et en particulier depuis les années 1960. Elle conduit à la notion d'erreur bayésienne opti
male, mais elle requiert une connaissance du modèle statistique sous-jacent. Nous recommandons 
à ce sujet la lecture des ouvrages de référence [Bis95, DHSOl, Rip96, Web99]. 

De son côté, la théorie statistique de l'induction, dont la question centrale concerne les condi
tions de la convergence du risque empirique sur le risque réel, a. été plus longue à émerger. Cette 
question ne semblait en effet pas centrale quand l'apprentissage cherchait d'abord à imiter des 
apprentissages naturels, dans le cadre de la biologie ou des sciences cognitives. Ce sont donc des 
mathématiciens essentiellement qui ont d'abord développé parallèlement et presque indépendam
ment les cadres PA C (Probablement Approximativement Correct) et VC (Vapnik-Chervonenkis). 
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Le cadre PAC a été introduit par l'article très influent de Valiant en 1984 1Val84J dans lequel il 
étudiait ce qui se révèlerait un cas particulier de la convergence du risque empirique où l'espace 
d'hypothèses est celui de formules logiques et est supposé contenir le concept cible. Cela simplifiait 
considérablement les choses car, d'une part, le nombre d'hypothèses restait fini même s'il pouvait 
croître exponentiellement avec le nombre d'attributs et, d'autre part, on pouvait n'examiner 
que les hypothèses de risque empirique nul. Ce cadre incluait aussi un critère de complexité 
calculatoire sur l'apprentissage, imposant que la complexité reste polynomiale en un certain 
nombre de paramètres. Cependant, cet aspect du modèle PA C qui a. permis de démontrer de 
nombreux théorèmes de non apprenabilité (en les ramenant à des problèmes de cryptographie) 
est pratiquement tombé en désuétude. Par ailleurs, afin de s'affranchir de la contrainte que le 
concept cible doive appartenir à l'espace d'hypothèses, un cadre généralisé a été proposé, appelé 
apprentissage agnostique. On n'en parle plus car il a été généralisé par l'approche de Vapnik. 

En effet, pendant ce temps, en URSS (dans cette lointaine période d'avant la Russie), Vapnik 
et Chervonenkis, sous l'influence de Kolmogorov, étudia.ient depuis les a.nuées 1960 le problème 
général de la convergence des moyennes empiriques vers leur espérance. Ils prouvèrent ainsi que 
la convergence des espérances de risque est équivalente à la convergence uniforme des fréquences 
vers des probabilités sur un domaine fini d'événements. C'est ce qui est appelé le théorème clé 
de la théorie statistique de l'apprentissage. Les premières bornes sur le risque réel en fonction 
du risque empirique furent prouvées pour la première fois par Vapnik et Chervonenkis en 1974. 
L'analyse montra que la convergence du risque empirique vers le risque réel fait intervenir une 
fonction de croissance de l'espace d'hypothèses. Comme cette fonction est très difficile à calculer, 
il est pratique de la caractériser par un nombre : la dimension de Vapnik-Chervonenkis. Les 
premiers travaux introduisant cette mesure sont ceux de Vapnik et Chervonenkis en 1971, et, 
indépendamment, de Sauer (1972) et de Shela (1972). L'introduction de la théorie de Vapnik 
et Chervonenkis s'est effectuée grâce à un article exceptionnel du « four germans gang » 16 

[BEHW89J qui a eu un grand impact dans la communauté de la théorie de l'apprentissage (COLT : 
Computational Learning Theory). 

L'analyse de Vapnik, largement popularisée par son livre de 1995 [Vap95J, a fait prendre 
conscience à la communauté de l'apprentissage artificiel de l'importance cruciale de la définition 
et de la caractérisation de l'espace d'hypothèses. Depuis longtemps les praticiens savaient en 
effet qu'il leur fallait contrôler la complexité de leur modèle d'apprentissage pour ne pas être 
victime de surapprentissage, c'est-à-dire cl 'apprentissage par cœur sans généralisation. Depuis 
1982, ils avaient admis, sous l'influence du papier de Mitchell [Mit82j, qu'il fallait que l'espace 
d'hypothèses soit contraint par un biais. Cependant, c'est vraiment l'analyse de Vapnik qui 
a fourni un cadre conceptuel complet permettant de comprendre au moins heuristiquernent le 
compromis entre risque empirique et capacité de l'espace d'hypothèses. Il faut cependant noter 
l'influence des papiers sur le compromis biais-variance [GBD92j. 

Pour toutes ces questions, nous reportons le lecteur aux ouvrages [Ci\1198, Hay99, Vap95, KV94j . 
D 'autres travaux sont plus techniques mais sont essentiels pour ceux qui veulent aller plus loin 
dans cette étude : [AB92, AB96, DGL96, Vid97J. Un ouvrage très intéressant sur des points de 
vue multiples de la théorie de l'apprentissage est [Wol95j. 

Le no-free-l7.mch theorem a des antécédents dans le « théorème du vilain petit canard » 1Wat85j 
énoncé en 1963 à propos de la. non-universalité de toute mesure de distance. Sa description et 
sa preuve sont dues à Wolpert [Wol92aJ et [Wol95], de même que sa. version pour les méthodes 
d'optimisation [Wol97J. Ce théorème a fait couler beaucoup d'encre clans les années 1990, mais 
il semble maintenant accepté par la communauté. 

16 Selon l\;xpression de !Vfanfred VhHmuth, l'un des qua.tre ;uiteurs, et un théoricien éminent. et inventif. 
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Résumé 

PARTIE 1 Les fondements de l'apprentissage 

Ce chapitre a montré que l'induction peut être formalisée par un jeu entre une nature 
produisant des exemples étiquetés selon une fonction cible, et un apprenant cherchant 
à approcher cette fonction cible par une fonction hypothèse de manière à minimiser 
l'espérance de risque appelée risque réel. Pour ce faire, l'apprenant utilise un prin
cipe inductif lui dictant quelle hypothèse il doit choisir étant donnés les exemples 
d'apprentissage, et un algorithme de recherche effectif dans l'espace d'hypothèses. 
Ce chapitre s'est penché sur l'analyse des principes inductifs. 

Il existe trois grands principes inductifs de base : le principe de minimisation du 
risque empirique qui dicte de choisir l'hypothèse qui minimise le risque sur l'échan
tillon d'apprentissage ; le principe bayésien qui stipule de choisir l'hypothèse mini
misant l'espérance de risque, ce qui revient souvent à prendre l'hypothèse dont la 
vraisemblance est maximale étant donnés les exemples ; finalement le principe de 
compression d 'information qui prescrit de choisir l'hypothèse permettant de trans
mettre 1 'information contenue dans les exemples d'apprentissage de la manière la 
plus économique. Les deux premiers ont été décrits et analysés plus en détail dans 
ce chapitre. En particulier, le principe M RE se prête naturellement à une analyse 
dans le pire cas, tandis que le principe bayésien, prenant en compte la distribution 
a priori des fonctions cible, conduit à une analyse en moyenne. 
L'une des conséquences les plus remarquables de ces analyses est qu'elles soulignent 
l'importance cruciale de l'espace d'hypothèses considéré dans la confiance que l'on 
peut accorder aux inductions réalisées. Il faut un espace d'hypothèses suffisamment 
riche pour pouvoir approcher la fonction cible d'assez près, mais il ne faut pas qu'il le 
soit trop sous peine de conduire à des hypothèses apparemment bonnes sur les don
nées d'apprentissage, mais mauvaises en réalité. La mise en évidence de ce compromis 
a amené à reconsidérer les principes inductifs pour en faire des principes inductifs 
avec contrôle et ajustement automatique de l'espace d'hypothèses. 

Finalement, le no-free-fonch theorem rappelle qu'aucune méthode d'apprentissage 
n'est uniformément supérieure (ou inférieure) aux autres. Il faut à chaque fois spéci
fier l'espace de problèmes pour lequel une méthode est adaptée (ou non) . 
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C hapitre 3 

L'environnement méthodologique de 

l 'apprentissage 

Ce chapitre a un double objectif. D 'une part, il est centré sur l'utilisateur et décrit 
les différents points sur lesquels celui-ci peut jouer pour contrôler et ajuster l'appren
tissage. D 'autre part, il décrit les rouages généraux que l'on retrouve dans toutes les 
méthodes d 'apprentissage. 
D 'un point de vue conceptuel, l 'apprentissage se joue entre un espace de description 
des objets d 'entrée et un espace d 'hypothèses. Le choix d 'itn principe indiictif permet 
d 'évaltter, à partir des exemples, la qualité des hypothèses et de prescrire l 'hypothèse 
théorique optimale. Pour qu 'une méthode d 'apprentissage soit effective, il faut spécifier 
un algorithme de recherche dans l'espace des hypothèses qui tentera d 'identifier une 
hypothèse optimale ou du moins de s 'en approcher. 
Ce chapitre aborde les principaux ingrédients à la base d'une méthode d'apprentissage 
en partant dii problème dii choix de la représentation des entrées et de celle des hypo
thèses, puis en dressant un panorama des techniques de recherche et d'optimisation 
utilisables dans le contexte de l 'apprentissage, enfin en examinant les méthodes d 'éva
luation et de validation des résultats obtenus à l'issue de l'apprentissage. Le problème 
du test et de la comparaison empirique des algorithmes est également discuté. 
Ce chapitre se clôt en dressant une typologie des méthodes adaptées à chaque classe 
de problèmes. 



\/') Q) 

e 
>w 
0 ...-! 
0 N 
@ 
.µ .c. 
0) ·;:: >-0.. 0 
u 

82 

Sommaire 
1 

2 

3 

4 

PARTIE 1 Les fondements de l'apprentissage 

L'espace des données d'apprentissage . . . . .  

1 .1  La représentation des objets de l'apprentissage 

1 .2 

1.3 

1 .1 .1  La nature des attributs . . . . . . . . . 
1 .1 .2 Représentations homogènes et représentations mixtes 
Le prétraiternent des données . . . . . . . . . .  
Réduction de 11:t dimension de l'espace d'entrée 
1.3.1 Les gra.ndes directions . . . . . . . . .  
1 .3.2 La recherche des variables pertinentes 
1 .3.3 Techniques de sélection d'attributs . .  
1.3.4 Filtres, méthodes symbiose et méthodes intégrées 
1.3.5 Sélection vs. pondération . . . . . . . . . . . . . .  

1.3.6 
1.3.7 
1.3.8 
1 .3.9 
1 .3 .10 
1 .3 .11 

Détermination du  nombre d'attributs pertinenLs . 
Pondération des attributs et apprentissage de tri ou ranking 
Références . . . . . . . . . . . . . . . . 
L 'extra.ction cl 'attributs . . . . . . . .  . 
Le traitement du bruit dans les données 
La discrétisation de données continues . 

1.3.12 La description des données imprécises . .  
L'espace des hypothèses d'apprentissage . . . . .  

2.1 Le problème général de la représentation des connaissances 
2.2 

2.3 

2.4 

2.5 

2.6 

2.7 

2.8 

La classification . . . . . . 
2.2.l  

2.2.2 
2.2.3 

Définition . . . . . . . . . . . . . . . . . 
Classe, concept . . . . . . . . . . . . . . 
Les fonctions séparatrices entre classes . 

La régression . . . . . . . . . . . 
Les distributions de probabilités 
Les arbres de décision . . . . .  . 
Les hiérarchies de concepts . .  . 
Les réseaux bayésiens et les modèles graphiques . 
Les chaînes de Markov et les modèles de Markov cachés 

2.9 Les grammaires . . . . .  . 
2 .10 Les formalismes logiques . . . 
2.11 Les règles d'association 

Les protocoles d'apprentissage 
3.1 
3.2 
3.3 

Introduction 
Batch vs. en ligne 
Passif vs. actif . . 

L'évaluation d e  l'apprentissage 

..i..1 L'évaluation a priori : critères théoriques 
4.2 L'évaluation empirique a posteriori : généralités . 
4.3 L'estimation du risque réel d'une hypothèse . 

4 .3.l  L'utilisation d'un échantillon de test . .  
4.3.2 L'estimation par validation croisée . . .  
-1.3.3 L'e1;timation par la méthode du leave-one-out . 
4.3.4 Quelques vtuiantes de la méthode de validation croisée : boots

trap, jackknife . . . . . . . . . . . . . . . . . . · · · . . · · · · 

85 
85 
86 
88 
88 
89 
90 
90 
92 
93 
94 
97 
98 
99 
99 

100 
100 
100 

101 

101 
102 
102 
103 
103 
104 
105 
105 
106 
107 
107 
108 
109 
110 
112  

112 
112 
112 

113 

1 1 3  
114 
114 
115 
116 
118 

118 



\/') Q) 

e 
>w 
0 ..-1 
0 N 
@ 
.µ .c. 
0) 
·;:: 
>-0.. 
0 
u 

Chapitre 3 L'environnement méthodologique de l'apprentissage 

5 

4.4 Divers indices composites de performances . . . . .  
4.5 Le réglage des algorithmes par un ensemble de test 

4.5.l Estimation de risque : la courbe ROC 
4.6 D'autres critères d'appréciation . . . . . . . . . .  . 

La comparaison des méthodes d'apprentissage . .  

5.1 La comparaison de deux algorithmes à partir d'un même jeu de données 
5.1.l  La comparaison de deux algorithmes sur un même ensemble de 

test . . . . . . . . . . . . . . . . . . . . .  . 
5.1.2 Validation croisée à N plis avec t tests couplés . . . . . . . .  . 
5.1.3 Les 5 x 2 cv l tests couplés . . . . . . . . . . . . . . . . . . . . 

119 
120 
121 
12-l-

124 

125 

125 
125 
126 

5.2 La comparaison de deux algorithmes à partir de jeux de données différents126 
5.2.1 Le test de rangs signés de Wilcoxon 127 

6 

5.3 

5.4 

La comparaison de mult.iples algorithmes 
5.3.l L 'analyse de la variance : ANOVA 
5.3.2 Le test de Friedman 
Discussion . . . . . . . .  . 

Autres problèmes pratiques 

6.1 Classes très déséquilibrées 
6.2 
6.3 
6.4 
6.5 
6.6 
6.7 
6.8 

Matrice de coüts non symétrique . . . .  . 
Données bruitées . . . . . . . . . . . . . . 
Espace d'entrée de très grande dimension 
Très gros volumes de données en grande dimension 
Exemples non indépendants (non i.i.d.) 
Apprentissage m ulti-ob jectif . 
Apprentissage multi-étiquette . . . . .  . 

127 
128 
128 
129 

129 

129 
131  
131 
131 
132 
132 
133 
133 

EST-IL FACILE de définir un cygne ou une oie ? On pourrait penser que oui. Les natu
ralistes ont accumulé des connaissances sur cette question et les ont largement vulga

risées. Essayons donc avec notre dictionnaire usuel. Voici par exemple ce qui se trouve dans le 
Petit Larousse, édition 2000. 

Cygne : oiseau palmipède ansériforme au long cou souple, migrateur. 

Oie : oiseau palmipède massif au long cou et au bec large. 

Ansériforme : oiseau, généralement palmipède, à l'allure de canard, mais dont certaines espèces 
sont des échassiers à bec crochu, tel que le kamichi et les anatidés. Les ansériformes forment 
un ordre . 

Anatidé : oiseau palmipède au corps massif et au bec aplati, tel que le canard, l'oie, le cygne. 
Les anatidés forment une famille de l'ordre des ansériformes. 

Canard : oiseau palmipède de la famille des anatidés, bon voilier et migrateur à l'état sauvage. 
Le canard cancane. 

Kamichi : oiseau échassier des marais et des prairies humides de Patagonie, aux ailes années 
de deux éperons. Longueur : 90 cm, genre Chauna, ordre des ansériformes, fa.mille des 
anhimidés. 
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84 PARTIE 1 Les fondements de l'apprentissage 

Anhimidé . . .  (n'est pas une entrée dans ce dictionnaire. )  

Bon . . .  à moins que l'on soit dans un marais de Patagonie face à un échassier aux ailes armées, 
tout cela n'est pas très utile pour identifier un oiseau. Ces définitions circulaires masquent les 
données et les concepts sous des niveaux d'abstraction tellement différents qu'en pratique elles 
sont inopérantes. De plus, la variété des contextes (des biais d'apprentissage) est également 
importante : il faut au lecteur de grandes connaissances a priori, et très bien organisées. Par 
exemple la notion de migrateur est importante dans ces définitions et elle est supposée connue, 
alors que ce n'est pas une évidence à l'observation d'un oiseau . . .  et à quoi peut bien servir de 
connaître le mot désignant le cri du canard pour caractériser cet animal ? 

Alors, comment écrire un programme qui saurait apprendre à distinguer un cygne d'une oie? 
La réponse est qu'il faudra être plus modeste, c'est-à-dire soigneusement délimiter un cadre 
opérationnel par la définition de biais d'apprentissage. Rappelons l'exemple de l'avant-propos : 
l 'univers est réduit à un lac sur lequel on impose que seulement deux espèces d'oiseaux puissent 
nager. Les observations aussi sont limitées à la taille et à la couleur. On ne cherche pas à définir 
la nature du cygne ou de l'oie de manière universelle : on n'a pour ambition que d'apprendre à 
les distinguer sous des conditions fixées de manière stricte. 

Prenons maintenant sur un oiseau l'ensemble des attributs suivants : 

• la taille ; 
• le fait qu'il vole ou non ; 
• son chant ; 
• la couleur de son bec ; 
• son genre. 1 

Ainsi la liste ( 152 cm, vol e ,  < couac > ,  bec j aune, genre A natidae) nous indiquera., l'hi
ver dans nos régions, un cygne chanteur ( Cygnus Cygnus L.) et la liste ( 1 1 0  cm, ne vole pas, 

< krrr > ,  bec noir , genre Aptedonytes) se rapporte plutôt à un manchot, mais n'est pas 
assez complète pour que l'on sache de quelle espèce il s'agit. 

Une autre question : est-il facile de définir une carte à jouer ? r-.1Iais oui. Il suffit de noter sa cou
leur et son rang, qui peu vent prendre respectivement leur valeurs dans les domaines { •, \/,  <),  .ft} 
et {A, R, D, V, 10, 9, 8 ,  7, 6 ,  5 ,  4, 3,  2} .  Cette définition est parfaite, puisque les cartes à jouer sont 
des objets dont le sens est par nature complètement décrit par ces deux caractéristiques. En 
revanche, aucun oiseau ne porte le nom de son espèce sur son plumage. 

C 'est que les noms donnés aux formes de la nature sont symboliques : ils sont une abstraction 
qui regroupe des individus selon des contrastes avec d'autres individus. Ces concepts ont été 
extraits d'une multitude de descripteurs souvent numériques, comme la taille, ou un peu plus 
abstraits comme la couleur, ou très élaborés, comme le fait d'être 'migrateur ou non. Autrement 
dit, les connaissances sur les individus doivent être symbolisées si l'on veut en tirer profit pour 
en extraire une définition opératoire . 

Cette introduction n'a pour but que de rappeller que l'apprentissage artificiel doit évidemment 
se poser le problème de la symbolisation ou de la représentation des connaissances, qui est comme 
on le sait une des questions centrales de 1 'intelligence artificielle. Cette question est plus aisée 
à résoudre pour des données « artificielles » comme les cartes à jouer que pour des données 
naturelles, évidemment plus intéressantes. 

' Da,ns la. hiérarchie de Linné, cette va.ria.ble est au-dessus de l'espèce et au-dessous de la. famille, elle-même 
au-dessous de l'ordre. 
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Chapitre 3 L'environnement méthodologique de l'apprentissage 

1. L'espace des données d'apprentissage 

L'apprentissage s'appuie sur des données (des objets) qu'il faut représenter. Suivant le type de 
ces données, certaines représentations sont plus ou moins adaptées. Par ailleurs, toute description 
des données suppose déjà un prétraitement, ne serait-ce que dans le choix des attributs de 
description ou la manière de faire face à des données imparfaites. 

1 .1  La représentation des objets de l'apprentissage 

Les connaissances sur les données elles-mêmes sont symbolisées grâce à un espace de représen
tation des données noté X. C 'est dans cet espace que s'effectue la description des objets. Dans 
l'exemple d'introduction de ce livre, les oies et les cygnes sont représentés par deux nombres : 
leur taille et leur niveau de gris. Par conséquent chaque objet (chaque oiseau) est représenté 
par deux valeurs numériques, ou par un point du plan, ou encore par un vecteur de IR2 . Dans 
l'exemple en tête de ce chapitre, un oiseau est représenté différemment : par cinq attributs de 
natures diverses. 

Le premier exemple est très fréquent : la description d'un objet par d valeurs numériques, 
donc l'utilisation de X = IRd comme espace de représentation, permet en effet d'utiliser des 
outils analytiques, géométriques, probabilistes, etc. 

Il existe un autre cas courant : celui où les données sont représentées par un vecteur binaire. 
Ceci correspond au cas où l'on décrit les objets à l'aide d'une série de tests et où chaque objet 
est VRAI ou FA UX vis-à-vis de chaque test. Si l'on veut traiter des problèmes complexes, il faut 
naturellement un grand nombre de descripteurs binaires , parfois des centaines ou des milliers. Les 
propriétés de cet espace sont formalisées par la logique booléenne ou logique des propositions. 
La structure algébrique de ces espace est forte, mais les notions de continuité et de densité de 
probabilité sont non définies. 

Définition 3 . 1  (Espace de représentation) 
L 'espace de représentation est noté X et ses éléments sont appelés données, instances ou objets. 
Un exemple zi = (xi,  ui) est un objet associé à sa supervision. 

Les éléments de X petivent souvent être détaillés comme tin ensemble de d attributs Ott des
cripteurs (features en anglais) : x =  {x1 , . . .  , x.i, - - - , xd} -

Notons que le terme « données » est vague, mais fait le lien avec l'apprentissage pour la fouille 
de données. Le terme « instance » est un anglicisme imprécis (souvent un objet, parfois un 
exemple). De même, en reconnaissance des formes, le terme « paramètre » est parfois employé, 
comme mauvaise traduction de feature. 

Nous emploierons aussi la notion de distance sur l'ensemble des valeurs que peut prendre un 
attribut. Rappelons la. définition de ce terme : 

Définition 3.2 (Distance) 

Une distance � sur un espace E x E est une application de E x E dans JR+ si et seulement si 
elle vérifie les propriétés : 

• �(x,y)  = 0 <==? :i; = y  
• Vx,y E E, �(x , y )  = �(y,x) (symétrie} 
• Vx, y, z E E, �(x,y) :::; �(x , z )  + �(z,y)  (inégalité triangulaire) 
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86 PARTIE 1 Les fondements de l'apprentissage 

L'inégalité triangulaire n'est pas toujours facile à définir dans les applications pratiques. Une 
application de E x E dans �+ qui vérifie au plus les deux premiers axiomes est parfois appelée 
dissemblance. Par abus de langage, le mot distance est souvent employé indifféremment pour 
ces deux concepts, en particulier en apprentissage. Nous serons par la suite aussi rigoureux que 
possible dans l'utilisation de ces deux termes. 

Nous allons maintenant passer en revue les types d'attributs auxquels nous aurons affaire par 
la suite, les cas binaires et numériques étant les plus naturels et les plus simples. 

1 . 1 . 1  La nature des attributs 

Nous nous intéressons dans la suite de cet ouvrage aux attributs des types suivants : 

Binaire 

L'objet x est décrit par d attributs xi dont chacun vaut 1 ou 0, autrement dit vrai ou 
faux. 

Dans le cas où les d attributs de X sont tous binaires, les données peuvent être représentées 
par une matrice binaire ( m x d) .  Cette représentation a des interprétations mathématiques 
diverses : logique, algébrique (construction d'un treillis de Galois : chapitre 4, paragraphe 4), 
topologique (notion de distance), informa.tique (bases de données, voir chapitre 18) ,  etc. 

-- EXEMPLE 

Pour quelques espèces d'animaux : 

oie 
ornithorynque 
rhinolophe 
cygne 

Nominal (ou catégoriel) 

Vole A des plumes Pond des œufs 
1 1 1 
0 0 1 
1 0 0 
l. 1 1 

Par définition, un attribut de ce type appartient à un ensemble fini et non ordonné 2. Par 
exemple la « couleur » { •, c:/, (), 4} d'une carte à jouer est un attribut nominal dans la 
plupart des cas : d'une part elle ne peut prendre que quatre valeurs et d'autre part il n'y 
a pas d'ordre sur les couleurs. De même, une pièce au jeu d'échecs peut être de six formes 
différentes, mais, grosso modo, chacune peut s'emparer de chaque autre elles n'ont pas 
d'ordre naturel de ce point de vue . 
Dans certains cas, une distance ou une dissemblance peut se définir sur l'ensemble des 
valeurs que peut prendre un attribut nominal. Par exemple, l'ensemble des sons (ou pho
nèmes) de la langue française est un ensemble nominal : il n'est pas ordonné, mais on sait 
par exemple que le son /a/ est plus proche du son /in/ que du son /k/. Dans cet exemple, 
la propriété de l 'inégalité triangulaire n'est pas vérifiée. 

2 Un attribut est vr·dinal quand il appartient à. un ensemble ordonné, mais sur lequel on ne peut pas définir 
une dista.nce, comme couleur-médaille E {or, argent, bronze} .  La con fusion entre les termes « nom ina.l » et 
« ordina.1 » esl; fréquente. 
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Chapitre 3 L'environnement méthodologique de l'apprentissage 

Nominal arborescent 

Il existe parfois une hiérarchie naturelle, mais pas un ordre total, sur les valeurs que peuvent 
prendre un attribut nominal. Par exemple, les groupes sanguins et facteurs rhésus sont au 
nombre de huit : 

{O+, O- , A+ , A- , B+ , B- , A B+ , AB- } 

Du point de vue de la compatibilité pour la transfusion, O+ est « supérieur » à A+, B+ 
et AB+, puisque du sang O+ peut être tranfusé aux trois autres groupes et pas l'inverse. 
En revanche, du point de vue de cette relation d'ordre, on ne peut rien dire sur le couple 
(A+, B+) ni sur le couple (A+, A-) .  
Un autre exemple est celui de la couleur, donné en  figure 3 . 1 .  Il sera utilisé a.u chapitre 4. 

Couleur chaude Couleur froide 

FIG. 3.1 :  Une description arborescente possible po11,r L 'attribut Couleur. 

Nominal totalement ordonné 

Il est en réa.lité souvent possible de trouver une relation d'ordre sur un attribut nominal. 
La question est de savoir si elle est utile au problème ou non. Par exemple, si on s'intéresse 
à l 'attribut couleur dans un catalogue de voitures, une relation d'ordre semble difficile à 
définir (le ble11 sprint est-il supérieur ou inférieur à l' orange calypso?) . En revanche, en as
trophysique, la couleur est caractérisée par une longueur d'oncle dans un certain intervalle : 
c'est un attribut numérique totalement ordonné, donc un intervalle de IR. 
De même, dans certains jeux de cartes, les couleurs sont rangées dans un ordre décroissant : 
le • l'emporte sur le \/ qui l'emporte sur le 0 qui l'emporte enfin sur le "9. 
Un attribut nominal totalement ordonné est assimilable à un intervalle de IR ou de N et 
peut donc être muni d'une distance. 

Séquenciel nominal 

Un texte français est une séquence composée à partir d'un ensemble (un alphabet) d'une 
centaine de caractères : les cinquante-deux lettres minuscules et majuscules, l'intervalle 
(l'espace) , quelques lettres accentuées, les signes de ponctuation, parfois des abréviations 
comme : -) ou €, etc. Évidemment, l'ordre de ces éléments nominaux est essentiel : la 
séquence < Le commandant Cousteau > et la séquence < Tout commença dans l ' eau > 
sont différentes, bien que composées exactement des mêmes lettres3 . 
On sait munir l'ensemble des valeurs que peut prendre un tel attribut d'une distance, 
en particulier quand l'ensemble des éléments qui composent la séquence (l'alphabet) est 
lui-même muni d'une distance. 

3 Dans ce cas précis, les espaces ne sont pas comptés, les accents ou cédilles non plus et les caractères minuscules 
eL majuscules ne sont. pas distingués. 
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88 PARTIE 1 Les fondements de l'apprentissage 

Séquenciel numérique 

La cote boursière de tel ou tel titre est un exemple d'attribut séquenciel numérique 
à chaque instant de temps significatif, une valeur numérique est donnée. On peut ainsi 
produire des séquences de plusieurs centaines de chiffres représentant l 'évolution cl 'un cours 
sur une année. 
Le cas de vecteurs d'attributs arrivant en séquence est typique des problèmes de traitement 
du signal, comme la. parole : chaque centième de seconde est caractérisé après analyse 
spectrale par un élément de JR.d, d valant typiquement entre 10 et 20. 

1 .1 .2 Représentations homogènes et représentations mixtes 

L 'espace de représentation X est souvent composé de d attributs de la même nature, générale
ment dans ce cas binaires ou numériques. Il existe aussi des espaces de représentation composés 
de plusieurs attributs séquenciels nominaux : par exemple dans les problèmes d'apprentissage de 
traducteurs, où l'on doit disposer de couples de phrases. 

Dans les cas précédents, X est homogène : ses d attributs sont tous de même nature. Beaucoup 
de méthodes d'apprentissage ne peuvent s'appliquer que sur des données décrites dans un espace 
de représentation homogène. 

Mais le cas le plus général est celui où l'espace de représentation X = {x1 , . . .  , xi, . . .  , xd} est 
mixte, autrement dit composé d'attributs de natures différentes. C 'est le cas de la description d'un 
oiseau donnée ci-dessus pour un cygne chanteur : (152 cm, vol e , < couac > ,  bec j aune , 
genre A natidae) . Le premier attribut est numérique, le second est binaire, le troisième séquenciel 
et le dernier hiérarchique. 

De même le diagnostic sur un patient entrant dans un hôpital porte sur une représentation 
non homogène de son état. Il pourra être décrit par exem pie par les attributs suivants : 

• vacciné contre la diphtérie, et si oui, depuis combien de temps ? 
• température ; 
• groupe sanguin ; 
• description du type d'affection cutanée ; 
• région et type de douleur ; 
• 
Peu de méthodes d'apprentissage sont capables d'apprendre un concept défini sur des attri

buts de natures diverses. La plupart du temps, on a recours à une description sous forme de 
combina.ison booléenne de propriétés binaires extraites des attributs. 

1 . 2  Le prétraitement des données 

On effectue souvent un prétraitement des données avant de les utiliser dans l'algorithme d'ap
prentissage. Les différents problèmes à considérer incluent : 

• Le choix des attributs de description. Nous avons vu lors du chapitre 1 à propos de la 
reconnaissance de caractères comment différents choix sont possibles et peuvent avoir une 
influence considérable sur la difficulté d'apprendre. 

• Le traitement du bruit. Les données disponibles sont rarement décrites parfaitement. Souvent 
les défauts des instruments de mesure artificiels ou humains provoquent des erreurs. Plus 
grave, il arrive aussi dans le cas de l'apprentissage supervisé que les réponses de l'oracle 
elles-mêmes soient erronées. On qualifie ces types d'erreurs de bntit de description et de 
brnit de classification. Finalement, il est fréquent que les données ne soient pas décrites 
complètement, et qu'il y ait des valeurs manq'uantes à certains attributs. C 'est le cas général 
pour les données médicales : seuls un certain nombre d'examens cliniques sont pratiqués sur 
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Chapitre 3 L'environnement méthodologique de l'apprentissage 

chaque patient en fonction de sa pathologie, des contraintes de circonstance, etc. Ces valeurs 
manquantes posent souvent des problèmes difficiles à résoudre (voir par exemple le cas de 
l'apprentissage d'arbres de décision au chapitre 13). 

• Les données imprécises. Les données peuvent faire l'objet de descriptions vagues : par 
exemple : « cet oiseau est gris ». Il faut néanmoins savoir représenter de tels attributs 
car ils apportent une certaine information. Il faut ensuite savoir les utiliser, en particulier 
pour les mettre en rapport avec les connaissances sur le monde et les hypothèses. 

Examinons tour à tour plus précisément ces problèmes. 

1.3 Réduction de la dimension de l'espace d'entrée 

Plus l'apprentissage artificiel s'est attaqué à des problèmes réels, et plus l'importance des 
prétraitements s'est trouvée soulignée. Fournir des données qui soient aussi peu bruitées que 
possible, dans lesquelles les données aberrantes ( outliers) sont retirées, éventuellement avec une 
distribution de probabilité rectifiée, est un préalable qui facilite l 'apprentissage, et peut dans 
certains cas le rendre quasi trivial. Pa.r ailleurs, un ensemble de descripteurs réduit peut également 
conduire à l'obtention de résultats d'apprentissage plus simples et plus aisés à interpréter. 

Redécrire les données fait parfois partie du prétraitement. Cela peut aussi être constitutif de 
l'apprentissage. Parmi les codages possibles, l'un des plus simples consiste à sélectionner un sous
ensemble de descripteurs au sein des descripteurs d'origine. C'est ce que l'on appelle souvent la 
sélection d 'attributs4. 

Le premier rôle de la réduction de dimension de l'espace de description des données est de 
rendre l'induction possible alors même que la faible taille de l'échantillon d'apprentissage 
ou la présence cl 'attributs non informatifs la rendent problématique. En effet, généralement, la 
capa.cité de l'espace d'hypothèses est fonction du nombre de dimensions de l 'espace d'entrée. Et, 
comme nous l'avons vu a.u chapitre 2, plus cette capa.cité ou richesse est grande, et plus grand 
doit être le nombre d'exemples pour garantir en probabilité un lien entre risque empirique et 
risque réel. Par ailleurs, l'estimation des paramètres dans les méthodes paramétriques se dégrade 
exponentiellement avec le nombre cl 'attributs (la malédiction 01.L le fléau de la dimensionnalité, ou 
« cnrse of dimensionality » en anglais). Il est donc crucial de réduire au maximum la dimension de 
l'espace d'entrée, en conservant au maximum bien entendu l'information utile liée à l'échantillon 
d'apprentissage. 

Lorsque les données disponibles sont en nombre suffisant par ra.pport au nombre de descrip
teurs, c'est-à-dire suffisant pour éviter le sur-apprentissage, la sélection d'attributs vise essen
tiellement à faciliter l'apprentissage en diminuant la complexité des calculs et/ ou la taille des 
données à stocker. Mais, la sélection d'attributs peut également devenir l'objectif et non plus un 
outil ou une étape auxiliaire lorsque le problème consiste à découvrir les facteurs clés liés à 
un phénomène, comme c'est la cas par exemple dans l'analyse des facteurs de risque en médecine 
ou dans l'identification des gènes activés dans certaines conditions biologiques. 

Un cas extrême est celui dans lequel les descripteurs sont bien plus nombreux que les exemples . 
Des applications aussi importantes que l'analyse du génome ou l'indexation de textes sur l'Inter
net ou des banques d'images ont brisé un tabou et stimulé de nouvelles recherches sur ! 'évaluation 
des attributs dans des contextes que les statisticiens s'interdisaient. 

Il faut aussi noter que la dimensionna.lité importante d'un espace de description est à l'origine 
de phénomènes qui tendent à nuire à la recherche de régularités dans les données. Comme Bell
man l'avait souligné avec l'expression malédiction de la dimensionna.lité, l'espace tend à devenir 
« vide » exponentiellement rapidement lorsque le nombre de dimensions de l'espace s'accroît. 

•1 Dans h1. suite de (:et ouvrage, nous utiliserons indifféremment les termes cl'« attribut » ou de « descripteur ». 
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90 PARTIE 1 Les fondements de l'apprentissage 

Mais, outre la difficulté que cela entraîne pour l'estimation de densité qui est à la base de nom
breuses techniques statistiques, cela a également des implications géométriques ennuyeuses. Ainsi, 
par exemple, en supposant que la densité des points soit uniforme dans l'espace, le volume d'un 
hypercube ou d'une hypersphère tend à se concentrer dans la « peau » de ce volume, c'est-à-dire à 
égale distance du centre. Cela se traduit par une concentration des normes et des distances. Ainsi, 
la norme de variables i.i.d. (identiquement et indépendamment distribuées) croît proportionnel
lement à J D quand D est la dimension de l'espace, ce qui est normal, mais la variance reste 
approximativement constante. Donc, les vecteurs dont les composantes sont tirées aléatoirement 
tendent à avoir la même longueur. Cela signifie également que la distance entre deux vecteurs 
aléatoires tend vers une constante. La recherche de régularités par des méthodes géométriques, 
et généralement les approches par plus proches voisins, sont donc sérieusement menacées (voir 
aussi la section 2.8 du chapitre 18). 

Il est clair que la réduction de dimension est un aspect important de l'analyse de données et 
de l'apprentissage. 

1 .3.1 Les grandes directions 

La réduction de dimension cherche à découvrir : 
• les variables non pertinentes ; 
• les corrélations ou dépendances entre les variables (pertinentes). 

La pertinence des variables est souvent fonction de la tâ.che à réaliser. Assez naturellement, c'est 
donc la performance sur cette tâche qui permet d'identifier les variables pertinentes, c'est-à-dire 
porteuses d'une information utile. L'essentiel de cette section porte sur ces techniques. 

La recherche des dépendances entre variables ressort davantage de techniques non supervisées 
(voir chapitre 18). Il s'agit essentiellement de trouver une transformation des variables de base en 
une autre base de manière à conserver autant d'information que possible sur le signal d'origine, 
tout en diminuant la dimension de l'espace de description des données. 

L'objectif général peut se décliner en deux sous-objectifs : 
• Identifier les variables latentes qui « expliquent » la distribution de probabilité des données. 

Il s'agit d'une approche générative. On suppose que les variables observées résultent du 
mélange inconnu, linéaire ou non, de variables latentes. 

• Estimer la dimension intrinsèque du nuage de points dans l'espace X. Ainsi, les données 
peuvent en fait appartenir à un sous-espace de dimension très inférieure à D la dimension 
de X ,  par exemple appartenir à un tore. On cherche alors le nombre minimal de degrés de 
liberté ou de paramètres indépendants permettant de reconstruire les données. 
Historiquement, l'une des premières méthodes proposées dans ce cadre est l'analyse en com
posantes principales (A CP) (voir la section 7. l) . 

1.3.2 La recherche des variables pertinentes 

Généralement le choix des attributs vise à diminuer le nombre des descripteurs afin de faciliter 
l 'apprentissage sans nuire à la qualité du résultat5 . On distingue deux grandes approches : 

• La sélection d 'attributs consiste à éliminer les attributs les moins pertinents pour l'appren
tissage. Le but est de diminuer la dimensionnalité du problème qui est à la fois une source 

5 Notons cependant que l'on peut imaginer au contraire de construire de nouveaux attributs qui viendront 
s'a.jouter aux attributs initiaux. C'est ce qui est mis en jeu dans les techniques à. base de fonctions noyaux, 
et en particulier dans la technique des séptimteurs à vastes marges (SVM). Nous renvoyons le lec:t.eur <�u 
chapitre 14 pour plus de détails. 
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FIG. 3.2: À gauche, la sélection d 'attributs retient les d attributs les pfos pertinents parmi les 
D attributs de l 'espace d'entrées. À droite, la redescription transforme les attrib1tts de 
l'espace d 'entrée, ici par une fonction </> de combinaison des attribids initiaux, pmtr en 
constnâre d n01wea1tx. 

d'imprécision et un handicap calculatoire. Si  on possède une description des données par un 
ensemble de D attributs, le problème est de chercher un sous-ensemble de d attributs qui 
préserve au mieux les informations nécessaires à l'algorithme d'apprentissage. 

• La redescription réduit la dimensionnalité de l'espace d'entrée en appliquant des transfor
mations, linéaires ou non, aux attributs initiaux. 

Ces deux approches (voir la figure 3.2) sont fondées sur l'optimisation d'un certain critère 
J qui vise à estimer l'information portée par un sous-ensemble d'attributs. Dans le cas de la 
sélection d'attributs, ce critère s'applique à tout sous-ensemble d'attributs parmi l'ensemble 
des D attributs initia.ux, et l'on cherche le sous-ensemble Xd de dimension d :::; D optimisant J : 

J(Xd) = Max J(X) XEX,i 
Dans le cas de la redescription, le critère traduit la qualité des transformations possibles des 

D attributs initiaux, et l'on cherche la transformation </>* maximisant ce critère : 

J(<f>*)  = Max J(<fJ(X)) ef>E iJJ 

où 1> est l'ensemble des transformations potentielles. 

" 
0 + 

L_ ' -Y:: ---
0 0 CJ + 

+- - 1 
CJ "" .0 T 0 + 

0 + 

+ + 

l_ --.,... ' 
T 

FIG. 3 .3 :  Treillis des sous-ensembles d'un ensemble à quatre éléments. 

La recherche du sous-ensemble optimal de descripteurs est un problème NP-difficile. S'il y a 
D attributs, il faut envisager de tester les 2D sous-ensembles de descripteurs pour identifier le 
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92 PARTIE 1 Les fondements de l'apprentissage 

meilleur. Ces ensembles peuvent cependant être partiellement ordonnés dans un treillis grâce à 
la relation d'inclusion (voir la figure 3.3) . De ce fait, différentes stratégies ont été proposées : 
parcours de l'ensemble vide vers l'ensemble total (forward selection, en anglais) , ou parcours 
dans l'autre sens ( bltckward elimination), ou un parcours aléatoire. iVIalheureusement, il n'est pas 
évident de disposer d'une mesure heuristique de qualité présentant des propriétés de monotonicité 
permettant un parcours bien guidé, comme le montre l'exemple suivant. 

-- EXEMPLE Non-monotonicité d'un critère de sélection ---------------

Considérons le problème d 'apprentissage de règle de classification sur un ensemble de cinq 
points en dimension D = 3 donné à la. figure 3.4. Il est facile de voir que les deux classes 
(représentées par les symboles • et 0) sont bien séparées, au moins sur cet ensemble d'ap
prentissage. Définissons un critère J, indépendant de tout algorithme, pour caractériser cette 
propriété. Admettons que si deux points de classes différentes sont très proches, une petite 
région autour d'eux va être « neutralisée », c'est-à-dire que tous les points d'apprentissage 
qui y sont situés seront ignorés. Le nombre de points restants est alors la valeur de J. 
Puisque la séparation est parfaite en dimension 3, le critère vaut donc J = 5 au départ . 

• 

FIG.  3.4: A trois dimensions, le critère vaut 5 .  

Si  on choisit d = 2 ,  les ligures 3.5 montrent les projections des données dans les trois sous
espaces possibles et la valeur correspondante de ce critère (les points « neutralisés » sont 
entourés d'un cercle hachuré). On constate que le meilleur sous-espace est (y,z),  avec une 
valeur J = 5 pour le critère. Les sous-espaces (x, y) et (x, z) ont la valeur J = 3. 

FIG. 3.5: À de·ux dimensions, le meilleur so•us-espace est (y, z) ,  avec une valeur 5 po·ur le critère. 
(x, y) et (:i:, z) lui donnent la valeur 3.  

Pour d = 1 ,  les figures 3 .6 montrent que le meilleur axe est x et que les deux plus mauvais 
sont y et z. Par conséquent, l'algorithme glouton qui consiste à choisir la coordonnée la plus 
efficace seule, puis le couple le plus efficace comprenant cette coordonnée, serait en échec 
sur cet exemple, puisque le couple de coordonnées le plus efficace est constitué des deux 
coordonnées les moins efficaces. 

1 .3.3 Techniques de sélection d'attributs 

Les méthodes de sélection d'attributs ont pour but cl 'identifier les attributs qui sont utiles en 
vue d'une tâche de classification. Chaque exemple, ou forme d'entrée, est décrit par d attributs 
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FIG. 3.6: À tme dimension, le meilleur sous-espace est l'axe x ,  avec une valetir 2 potcr le critère. 
Les axes y et z ont la valeur 1 .  

(e.g. gènes) et appartient à une classe (e.g. tumeur ou non tumeur). L'échantillon d'apprentis
sage fournit des exemples avec leur classe (supposée correcte). Le problème est de découvrir les 
attributs les plus informa.tifs pour la détermination de la classe des exemples d'apprentissage, et 
aussi pour les exemples à venir, encore inconnus. De plus, on peut chercher à déterminer un en
semble d'attributs minimal permettant de classer les exemples ou, au contraire, vouloir connaître 
tous les attributs corrélés à la classe des entrées, même s'ils sont redondants. Ce dernier cas est 
représentatif, par exemple, des objectifs de l'analyse du transcriptorne. 

Il faut noter que les attributs peuvent être informatifs à propos de la classe des exemples 
indépendamment les uns des autres (on parle de corrélation linéaire) ou en combinaison (il s'agit 
de corrélations d 'ordre supérieur) (voir la figure 3.7). Tl est évident que les corrélations d'ordre 
supérieur sont plus difficiles à découvrir que les corrélations linéaires, et exigent généralement 
plus de données d'apprentissage. Pour cette raison, les méthodes de sélection d'attributs sont le 
plus sou vent orientées vers la découverte de corrélations linéaires entre les attributs ( e.g. l'activité 
des gènes) et les classes. 

FIG. 3.7: Corrélations dans la sélection d'attributs. En (a), l 'attribut h est clairement directe
ment corrélé avec la classe des objets. En (b), en revanche, a-ucun des attribtds n'ap
porte, indépendarmnent, d 'information sur la classe des objets. Il faut prendre en cornpte 
les deux attributs ensenible (à travers une combinaison de type XOR) pour gagner 1me 
information significative sur les classes. 

1.3.4 Filtres, méthodes symbiose et méthodes intégrées 

Il existe trois grandes classes de méthodes de sélection d'attributs : les méthodes intégrées 
(embedded, en anglais) ,  les méthodes symbiose (wrapper) et les méthodes de filtre (filter) [BL97, 
GE03, KJ97j. 

l .  Les rnéthodes intégrées consistent à utiliser directement le système d'apprentissage dans 
l'espoir qu'il découvrira automatiquement les descripteurs utiles pour la classification. Ainsi 
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94 PARTIE 1 Les fondements de l'apprentissage 

par exemple, un système d'induction d'arbre de décision (voir le chapitre 13) effectue 
une sélection automatique des descripteurs en choisissant ceux qui sont suffisa.nts pour la. 
construction de l'arbre. to.1J a.lheureusement, ce type d'approche est condamné à produire des 
résultats peu fiables lorsque les données sont très rares par rapport au nombre cl 'attributs. 

2. Les méthodes de type symbiose (comme un parasite et son hôte) évaluent les sous-ensembles 
d'attributs en fonction des performances des méthodes de classification qui les utilisent. 
Ainsi, étant donnée une méthode de classification (e.g. un perceptron multi-couche) et un 
ensemble d'attributs :F (pour features, en anglais), la méthode symbiose explore l'espace 
des sous-ensembles de :F, utilisant la validation croisée pour comparer les performances des 
classifieurs entraînés sur chaque sous-ensemble. Intuitivement, les méthodes symbiose pré
sentent l'avantage de sélectionner les sous-ensembles d'attributs pertinents qui permettent 
les meilleures performances en généralisation, ce qui est souvent le but final. Cependant, 
tandis qu'il a été souligné récemment que cette approche pouvait être biaisée et trop opti
miste sur le vrai contenu informatif des attributs sélectionnés !XJKOlj ,  le principal incon
vénient de ces méthodes est leur coût calculatoire attaché à l'exploration de l'espace des 
sous-ensembles de :F. 

3. C'est pourquoi les méthodes de filtre conservent leur attrait. Elles sont utilisées dans une 
phase de prétraitement, indépendamment du choix de la méthode de classification. La plu
part d'entre elles éva.lue cha.que attribut indépendamment en mesurant la corrélation (selon 
une métrique à définir) de leurs valeurs sur les exemples avec la classe de ces exemples. 
En d'autres termes, ces méthodes évaluent l'information apportée par la connaissance de 
chaque attribut sur la classe des exemples. Sous certaines hypothèses d'indépendance et 
d'orthogonalité, les attributs ainsi estimés comme informatifs peuvent être optimaux par 
rapport à certains systèmes de classification. Un avantage important de cette approche est 
son faible coût calculatoire, puisqu'elle ne requière qu'un nombre d'évaluations linéaire en 
fonction du nombre d d'attributs, plus une opération de tri. Un inconvénient est lié au 
fait qu'il n'existe pas d'ensemble optimal de descripteurs indépendamment de l'algorithme 
d'apprentissage et de la taille de l'échantillon d'apprentissage. Ainsi, certains algorithmes 
sont très sensibles à la redondance dans les attributs (c'est-à-dire à leur corrélation) tandis 
que d'autres seront sensibles à la présence d'attributs non informa.tifs et bénéficieront au 
contraire de l'information redondante. De plus, les méthodes de filtre impliquent généra
lement cl 'utiliser un seuil permettant de séparer les attributs pertinents de ceux qui ne 
le sont pas. Or il n'est pas facile de déterminer ce seuil de manière non arbitraire (voir 
section 1.3.6). 

1.3.5 Sélection vs. pondération 

Il existe cieux grandes approches pour la réduction de dimension. La première consiste à direc
tement chercher à déterminer le sous-ensemble optimal de descripteurs. Cette approche, dite de 
sélection, ( subset search algorithms, en anglais) est sou vent associée aux méthodes intégrées ou 
aux méthodes symbiose. Cependant, comme il a déjà été noté, elle se heurte à la complexité de 
la recherche d'un bon sous-ensemble dans un ensemble d'éléments. La seconde approche, dite de 
pondération (feature weighting), consiste à évaluer le mérite de chaque descripteur indépendam
ment des autres, puis, dans un second temps, à déterminer les attributs à conserver, par exemple 
en fixant un seuil de pertinence. Elle est généralement associée aux méthodes de filtre. 

1.3.5.1 Sélection. Parmi les méthodes de sélection, l'une des premières proposée a été l'al
gorithme Focus IAD9l l  qui utilise une recherche exhaustive en largeur d'abord pour identifier 
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le sous-ensemble d'attributs de plus petit cardinal (nombre d'éléments) permettant une bonne 
classification des exemples d 'apprentissage. Cet algorithme, de type symbiose, est évidemment 
inefficace en présence de nombreux attributs. 

Technique de la couverture de Markov. Une autre technique, celle de la couvcrtv,re de 
Markov (Nforko'IJ bla:nket, en anglais) ,  a fait l'objet de nombreux travaux récemment. Elle s'appuie 
sur une approche probabiliste. 

Soit F le vecteur des attributs de description (correspondant à l'ensemble des attributs :F) 
prenant la valeur f pour un exemple donné. Et soit C la variable aléatoire associée à la classe, et 
qui prend la valeur w pour l'exemple mentionné. Alors, P(C = wlF = f) est la probabilité que 
la classe soit w alors que la description de l'objet est donnée par le vecteur f.  

Soit un sous-ensemble Ç E :F de descripteurs, dont le vecteur associé prend la valeur fc 

(projection de f sur G ) .  Nous cherchons un sous-ensemble Ç tel que : P ( C = w IF = fc) soit 
aussi proche que possible de P ( C = w 1 F = f) . 

La. notion de proximité entre deux distributions de probabilité µ et <7 définies sur une espace 
probabilisé X peut être évaluée par l'entropie croisée ou encore la divergence de Kullback-Leibler :  

µ(x ) 
D(µ, Œ) = L µ(x) log -

(
' ) <7 X xEX 

(3.1 ) 

Intuitivement, il s'agit de la. « distancé » entre la vraie distribution de probabilité µ et la. 
distribution estimée <7 .  

Nous voulons donc trouver un sous-ensemble Ç tel que : 

J(Ç) = L P (F = f) D ( P (CIF = f), P(CIFG = fG ))  (3.2) 
f 

soit proche de O. 
Ce calcul requiert l'estimation des distributions conditionnelles P(CIF et P(CIFG),  or nous 

ne disposons souvent que d'échantillons d'apprentissage trop limités pour obtenir une estimation 
correcte. Il est donc nécessaire de trouver une alternative. C'est là que peut intervenir la notion 
de com;erfore de Markov. 

Brièvement, un réseau bayésien est un graphe orienté acyclique dans lequel les nœuds repré
sentent des variables et les arcs des dépendances conditionnelles entre ces variables. Si un arc 
part d'un nœud X vers un nœud Y,  cela correspond à une dépendance directe de la variable Y 
par rapport à la variable X et X est appelé parent de Y (Y étant un descendant de X)  (voir le 
chapitre 11 pour plus de détails). La couverttire de Markov d'un nœud A est l'ensemble M B(A) 
des nœuds qui rendent A conditionnellement indépendants de tous les autres nœuds du graphe. 
Plus formellement, soient deux nœuds distincts A et B : 

P(A IM B(A) ,  B) = P(A IM B(A))  (3.3) 

On peut montrer que la couverture de fviarkov d'un nœud est égal à l'ensemble de ses nœuds 
parent, de ses fils et des parents de ses fils (voir figure 3.8) .  

La couverture de Markov d'une variable correspond donc à l'ensemble des variables dont la 
connaissance suffit à déterminer sa valeur. En particulier, si A correspond à la variable classe, 
sa couverture de Markov fournit un sous-ensemble d'attributs suffisants pour en déterminer la 
valeur. Un algorithme de sélection d'attributs repose sur le principe suivant : 

6 En t.oute rigueur, il ne s\•git pas d'une dista.nce car D (·, ·) n'est pas sym(�trique. 
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FIG. 3.8: Cotiverture de Markov d'ttne variable A dans un réseati bayésien. 

1 .  Si on peut identifier une couverture de Markov pour l'attribut fi,  retirer fi des attributs à 
considérer. 

2. Recommencer jusqu'à ce que la couverture soit égale à l'ensemble des attributs restants. 

Un théorème important de IKS96l assure que cette procédure est monotone et peut être ap
pliquée dans n'importe quel ordre des variables. Plusieurs algorithmes ont été proposés selon ce 
principe. Cependant, cette approche est coûteuse en termes de calculs et nécessite des échantillons 
cl 'apprentissage importants. 

Algorithme Winnow. L'algorithme Winnow, clans sa version d'origine [Lit88], s'applique à des 
concepts booléens linéairement séparables 7, par exemple des disjonctions. 

Winnow, comme l'algorithme du perceptron (voir section 3.3 dans le chapitre 9) ,  apprend 
un vecteur de poids sur les attributs de description des exemples. La. différence réside dans 
la formule de mise à jour de ces poids, qui est multiplicative au lieu d'être additive. Cette 
méthode de gradient exponentiel qui est à la base du boosting et de méthodes d'ensemble (voir 
chapitre 17) ,  donne à W innow la propriété cl 'éliminer très rapidement les attributs non pertinents, 
en particulier quand ceux-ci sont nombreux. 

1.3.5.2 Pondération. Les algorithmes de pondération calculent un poids pour chaque attri
but indépendamment et les trient en fonction de ce poids. Plusieurs concepts de poids ont été 
proposés dont le point commun est de tenter d'estimer l'information apportée par la connaissance 
d'un attribut sur la classe de l'exemple étudié. 

On notera en particulier les mesures suivantes proposées pour estimer l'apport d'information 
de chaque attribut. 

• Mesures d'information. Ces mesures incluent la mesure d'entropie de variable, d 'entropie 
conditionnelle et de gain d'information. ([YL04a, YL04b, JJOOI) ; 

• Mesures de distance. ([RSK03, PN98]) ; 
• Mesures de dépendance. ( [HalOO, lVIod93]) ; 
• Mesures de cohérence ( consistency ). L'idée est de déterminer le nombre minimal d'attributs 

permettant de séparer les classes aussi bien que lorsque tous les attributs sont utilisés. Une 
incohérence est dite exister lorsque deux exemples ont la même valeur pour un attribut mais 
sont de classes différentes. ( IAD94, DL031) ; 

7 C'est.-à-dire une fonction f :  {O, 1}" - {O, 1 }  telle qu'il existe un hyperplan de IR," séparant les deux cb�sses. 
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• Mesures de précision ( acc11.racy). On utilise ici la précision de la méthode de classification 

en ava.I comme mesure de la qualité d'un jeu d 'a.ttributs. ([DLOO, KJ97]) ; 
• Mesures de pertinence (relevance). On dit qu'un a.ttribut fi est fortement pertinent si 

P(Clh, F\{fi}) =J P(CIF\ {h}). L'attribut fi est faiblement pertinent si P(Cl!i, F\ {fi}) = 
P(CIF \ {fi } )  et 3Si c F \ {li} tel que P(ClkSi) =J P(CISi)· (Voir [JKP94]). 

Voici deux exemples de systèmes par pondération des attributs. 

-- EXEMPLE Analyse de la variance (ANOVA) -------------------

La méthode statistique de l'analyse de la variance peut être utilisée pour évaluer la corréla-
tion de chaque attribut avec la classe. Le principe de la méthode repose sur la comparaison 
de la variance des valeurs prises par chaque attribut lorsque la classe des exemples est prise 
en compte et lorsqu'elle ne l'est pas. Si ces variances sont significativement différentes, cela 
indique que l'attribut apporte une information sur la classe. ANOVA est une méthode para
métrique, en ce qu'elle suppose que les valeurs des attributs suivent une distribution normale. 
Le F-test est employé pour évaluer la pertinence, c'est-à-dire le poids, de chaque attribut 
selon un test d 'hypothèse qui examine les deux hypothèses : 
• H1 : les valeurs de l'attribut étudié diffèrent significativement selon la classe des exemples. 
• Ho : les valeurs des attributs ne diffèrent pas significativement. 

-- EXEMPLE La méthode RELIEF --------------------------

La méthode RELIEF [KR92, RSK03] évalue les attributs en fonction de leur apparente corré-
lation avec la classe. Le score de chaque attribut est fonction des variations de ses valeurs à 
l'intérieur de chaque classe par rapport à ses variations inter-classes. Cependant, par contraste 
avec les méthodes paramétriques, la méthode ne fait aucune hypothèse sur la distribution 
des valeurs des attributs. Par ailleurs, même si le score est calculé pour chaque attribut, 
son calcul repose sur une mesure de distance dans l'espace de Lous les attributs qui cend à. 
favoriser les attributs corrélés entre eux. 
Cette méthode est facile à mettre en œuvre, ne repose pas sur des hypothèses statistiques 
hasardeuses et permet, dans une certaine mesure, d'identifier des corrélations non linéaires 
entre les attributs et la dasse (voir figure 3.7 (b)) . De plus, sa complexité calculatoire est 
remarquablement fa.ible : en O(kmD) pour un échantillon de m exemples décrits par D 
attributs et k étant le nombre de voisins pris en compte dans l'algorithme. En revanche, cette 
méthode, comme Loutes les méthodes de Iiltre linéaire en général, ne permet pas d'éliminer 
les attributs redondants. C'est une bonne chose quand le but est d'identifier tous les facteurs 
impliqués dans un processus (comme par exemple en génomique) , une moins bonne chose 
quand le but est d'obtenir un bon classifieur. 

1.3.6 Détermination du nombre d'attributs pertinents 

Dans les méthodes de pondération particulièrement, se pose la question de déterminer un seuil 
de pertinence au-delà duquel on décide que les attributs ne valent pas la peine d'être conservés. 
Sauf à être arbitraire, il est difficile de fixer ce seuil directement. Plusieurs méthodes ont été 
proposées, parmi lesquelles : 

• Introdiiction d 'attributs aléatoires. L'idée est de mesurer le poids d'attributs artificiels pour 
lesquels on sait que les valeurs sont indépendantes de la classe. On ne retient alors que les 
attributs dont le poids est significativement supérieur à celui de ses attributs artificiels. 

• Comparaison au cas de classes aléatoires. Le principe est de permuter aléatoirement les 
étiquettes des exemples, et de mesurer le poids des attributs dans cette condition aléatoire. 
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On peut alors choisir de ne retenir que les attributs qui ont un poids supérieur au poids du 
meilleur attribut sous la condition aléatoire puisque la. probabilité que ceux-ci soient bien 
évalués par hasard est faible. Ce critère est cependant en général trop restrictif, et on retient 
plutôt les attributs pour lesquels le rapport entre leur score avec les vraies étiquettes et sous 
la condition aléatoire est le plus grand. 

• Croisement de méthodes d 'évaluation. Une autre approche proposée récemment est d'utiliser 
plusieurs méthodes d'évaluation différentes (e.g. RELIEF et ANOVA) et d'utiliser l'inter
section entre les meilleurs classés par les différentes approches pour décider du seuil (voir 
[CFM05]) .  

Remarque (Vers une théorie de l'apprentissage de classement des attributs ?) 

Il esL rernarq uable que, d'une certaine manière, apprendre à trier à partir d 'exem pies devrait être beaucoup 
plus simple que d'apprendre la fonction cible sous-jacente. 

En effet, prenons le cas simple d'exemples dans X décrits par d attributs booléens et prenant leur 
étiquette dans Y = { 0, 1}. Le nombre de fonctions possibles de X dans Y est de 22• , soit par exemple 
21024 dans le cas de d = 10 attributs. 

En revanche, le nombre d'ordres possibles sur les d attributs est seulement de d!, soit 10! = 3 628 800 
pour 10 attributs (voir la figure 3.9 pour un exemple avec d = 3). 

al :12 
0 0 
0 0 
0 1 
0 1 
1 0 
1 0 
1 l 
1 1 

a:l 
0 
1 
0 
1 
0 
l 
0 
1 

XO R 
-

+ 
+ 
-
-

+ 
+ 
-

fonctions possibles 

Mais seulement : 
10 tiis possibles 

sur les attributs 

(e.g. (a l ,a2,a3)) 

FIG. 3.9: Nombre de fonctions et de classements des attributs pour 3 attributs. À gauche, une 
table décrivant des exemples d 'une fonction cible, qui, ici, est la fonction X 0 R. 

Pourtant, il n'existe pas pour le moment de théorie de l'apprentissage de classement des attributs. Une 
des difficultés provient de ce qu'il n'y a plus de notion de risque empirique mesurable ici. Il est évident 
qu'il y a là un domaine de recherche intéressant . 

1.3.7 Pondération des attributs et apprentissage de tri ou ranking 

Les méthodes de pondération des descripteurs permettent de trier ceux-ci par ordre croissant 
ou décroissant de pertinence (feature relevcmce, en anglais) .  Ces méthodes sont donc intéressantes 
à connaître dans le contexte plus général de !' apvrentissage de classement ou de tri ( learning to 
rnnk ou ranking). 

L'apprentissage de classement est mis en œuvre lorsqu'il s'agit de produire en sortie un classe
ment de réponses ordonnées par une fonction cl 'utilité. L'exemple le plus notable de cette tâ.che, 
et qui est à l'origine des travaux récents sur ce sujet, est celui de la présentation ordonnée des 
réponses à une requête cl 'un utilisateur sur la Toile. Dans ce problème, les données consistent en 
des exemples de requêtes et, pour chacune d'entre elles, un ensemble trié de réponses. 
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Chapitre 3 L'environnement méthodologique de l'apprentissage 

Les recherches sur ce problème sont extrêmement actives et il n'est donc pas question d'en 
faire un état de l'art exhaustif et à jour ici (voir [ACH05] pour un ensemble d'articles). Deux 
approches rassemblent cependant une grande partie des travaux. 

• La première pose le problème en terme d'un apprentissage de « régression ordonnée », 

c'est-à-dire pour lequel il s'agit d'apprendre à associer à une requête et une donnée (e.g. 
un document), un numéro dans un classement, ce qui peut aussi se faire en associant un 
intervalle dans IR. (voir IHGOOO]). 

• La seconde pose le problème en termes d'un apprentissage associant à une requête et une 
paire de données (e.g. documents), un ordre sur cette paire. Il est possible d'apprendre de la 
sorte n'importe quel classement, y compris des classements incohérents (e.g. A >- B, B >- C 
et C >- A). (Voir [BSR+o5, CS02, FLSS04]). 

1.3.8 Références 

Sur la réduction de dimension, des références générales incluent [BL97, GE03, KJ97, Ng98, 
XJKOl, YL03, LV07J. Des travaux s'adressent plus particulièrement à la sélection des gènes 
pertinents dans l'analyse du transcriptome, par exemple [KMCOO]. 

1.3.9 L'extraction d'attributs 

L'extraction d'attributs transforme l'espace d'entrée en remplaçant les attributs d'entrée par un 
ensemble plus petit correspondant si possible aux régularités sous-jacentes. On distingue souvent 
les approches par transformations linéaires de l'espace d'entrée de celles par transformations non 
linéaires. Parmi les premières, les plus usuelles sont : 

• L'analyse en composantes principales, dont le but est d'identifier un petit ensemble de va
riables décrivant les données en minimisant la perte cl 'information. Cette dernière est mesurée 
par la variation dans l'échantillon de données, à travers une matrice de covariance ou de cor
rélation. Cette méthode ne prend pas en compte la classe des exemples : c'est une technique 
non supervisée. 

• La méthode d'analyse en composantes principales communes prend au contraire en compte 
la classe des exemples et s'appuie sur une mesure du maximum de vraisemblance ou de 
l'écart aux moindres carrés. 

Les méthodes d'extraction d'attributs par transformations non linéaires sont moins employées. 
Parmi elles figurent : 

• La méthode des cartes auto-organisatrices de Kohonen, qui utilise une sorte de réseau 
connexionniste dans une approche non supervisée. 

• Des méthodes issues des recherches sur les séparateurs à vastes marges (SVM). Nous ren
voyons le lecteur intéressé à [SBE99], au chapitre 148 . 

• L'analyse en composantes indépendantes (Independent Component Analysis, ICA), qui est 
une technique récente connaissant un grand développement. Elle s'applique dans le cas où 
l'on suppose que les données proviennent de plusieurs sources indépendantes, combinées par 
une matrice de mélange. Tandis que l'analyse en composantes principales impose seulement 
une indépendance des données jusqu'à l'ordre deux (mais une orthogonalité des variables), 
l'analyse en composantes indépendantes suppose une indépendance statistique des sources, 
sans contrainte d'orthogonalité (voir la section 7.2 du chapitre 18, ou bien [HKOOlaj, ou 
encore le chapitre 10 de 1Hay99I pour une introduction). 

Le chapitre 6 de lCM98J est intéressant à consulter à ce sujet, de même que les chapitres 8 et 10 
de [Hay99J. 

8 L'>�na.lyse en composante principale par foncl;ions noy<�ux. 
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100 PARTIE 1 Les fondements de l'apprentissage 

1.3.10 Le traitement du bruit dans les données 

Les bases de données dans lesquelles on essaie de découvrir des régularités sous-jacentes à l'aide 
de techniques d'apprentissage artificiel sont rarement parfaites, c'est-à-dire complètement et par
faitement décrites. Non seulement les données peuvent comporter des erreurs de description ou 
cl 'étiquetage, être imprécises, mais elles sont souvent inhomogènes, résultant de plusieurs sources 
rassemblées dans des contextes différents. Le plus souvent aussi, elles n'ont pas été constituées 
dans le but d'être analysées par une machine9 . Il arrive aussi que des valeurs ne fournissent que 
des informations sur des contingences externes au problème étudié. Une banque a ainsi eu la 
surprise de découvrir récemment que plus de 75 3 de ses clients éta.ient nés le 1 1 novembre 191 1 .  
I l  était en effet plus rapide (et sans importance apparente) pour les opérateurs remplissant les 
fiches de saisir « 1 1 1 1 1 1  ». Il faut également tenir compte de conventions implicites, telles que 
signaler une date manquante par « 9999 » , ou un poids manquant par la valeur « - 1  kg » .  Sans 
précautions, il est facile d'obtenir des résultats erronés et, ce qui est pire, sans que personne ne 
s'en aperçoive. 

Le traitement du bruit dans les données n'est pas un problème facile à résoudre, simplement 
parce qu'il n'est pas facile de distinguer ce qui est le résultat d'une erreur ou d'une variation 
non significative d'une observation authentique. Les méthodes usuelles reposent sur des tests 
statistiques du niveau de pertinence. Des outils de visua.lisation des données peuvent être précieux 
dans la détection d'anomalies. Cependant rien ne remplace l'avis éclairé d'un expert et la maîtrise 
des phénomènes à la source des données. 

Il faut aussi noter que le bruit n'est pas toujours une mauvaise chose pour l'apprentissage. Au 
contraire, il peut arriver que l'on introduise volontairement du bruit dans les données afin de 
faciliter l'apprentissage de vraies généralisations a.u lieu d'apprendre par cœur les données sans 
en induire les régularités. L'introduction de bruit agit alors comme un facteur de régularisation 
(voir le chapitre 21  section 2.2). 

1 .3 .11 La discrétisation de données continues 

Certains algorithmes d'apprentissage, particulièrement les algorithmes symboliques, sont inca
pables de traiter directement des attributs à valeur continue. Il est nécessaire de les transformer 
en attributs à valeur discrète. Une autre raison pour discrétiser un attribut à valeur continue 
provient de ce que la distribution des valeurs peut ne pas être uniforme ou gaussienne, alors que la 
plupart des algorithmes en font la supposition (parfois implicite et méconnue de l'utilisateur) . Il 
faut alors discrétiser en intervalles de distributions correspondants à des distributions uniformes 
ou gaussiennes. 

Les méthodes de discrétisation sont nombreuses (par segmentation, par mesures d'entropie, 
etc.) et souvent dédiées à un contexte d'utilisation particulier. Nous renvoyons le lecteur aux 
publications sur le sujet, particulièrement dans le domaine de la fouille de données (Data Mining) : 
[HKOl ,  WF99] . 

1.3.12 La description des données imprécises 

L'une des méthodes les plus utilisées pour décrire des données imprécises est la logique floue. 
Nous renvoyons à [BM94] pour plus de détails. 

9 Il arrive parfois que les valeurs manquantes soient de fait plus informatives que les autres dans la mesure où 
elles révèlent l'interpréta.tion du praticien (par exemple en médecine les champs manquants suffisent souvent 
â dt� t<�rrnin<�r le di<�gnostic). 
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Chapitre 3 L'environnement méthodologique de l'apprentissage 

2.  L'espace des hypothèses d'apprentissage 

Le chapitre 1 a souligné l'utilité de définir un espace d'hypothèses afin de ne pas avoir à 
représenter les concepts décrivant les données par des descriptions en extension, c'est-à-dire par 
des listes d'exemples. L'espace fi des hypothèses, défini par le langage des hypothèses L1-f., permet 
le recours à une description en in tension, compacte et permettant d'établir naturellement des 
liens avec les autres connaissances disponibles. Le premier problème est de savoir représenter les 
connaissances, donc de trouver un langage approprié au contexte et à la tâche. Le second est 
de savoir comment mettre en relation des hypothèses et des données. C'est ce que l'on appelle 
souvent le problème de l'appariement (matching) . 

2.1  Le problème général de la représentation des connaissances 

Les représentations des connaissances en intelligence artificielle ne se font pas en langage 
naturel, pour des raisons évidentes. On cherche plutôt des représentations à la. fois expressives 
et concises, permettant d'exprimer tout ce que l'on désire de manière succincte, non ambiguë, 
indépendante du contexte et efficace, c'est-à-dire se prêtant naturellement aux raisonnements 
désirés. Plusieurs types de représentations ont été développés pour répondre à ces exigences. Il 
est intéressant de les comparer du point de vue de l'apprentissage. 

l .  Quels types de régularités ou de connaissances veut-on représenter ? 
• Des catégories ou classes ou concepts. 
• Des probabilités d'appartenance à une catégorie. 
• Des ontologies, c'est-à-dire des classes organisées hiérarchiquement. 
• Des règles d'association, des réflexes. 
• Des dépendances causales. 
• Des descriptions relationnelles. 
• Des évolutions temporelles . 
• 

2 .  Quelles sont les caractéristiques des entrées disponibles ? 

3.  

• Entrées perceptives brutes ou déjà prétraitées. 
• Entrées discrètes ou continues. 
• Entrées bruitées ou non. 
• Entrées correspondant à des phénomènes déterministes ou non. 
• Entrées affectées d'incertitude. 
• Entrées affectées d'imprécision. 
• Entrées « plates »,  telles que des vecteurs d'attributs, ou structurées par des relations et 

une organisation, comme des graphes. 

Quel degré de transparence ou d'interprétabilité souhaite-t-on dans les hypothèses produites 
par le système ? 
Ce dernier aspect est très important. Si l'on cherche seulement un système performant sur 
une tâche donnée, sans qu'il y ait nécessité d'interaction avec un « expert » ,  une repré
sentation opaque est acceptable. C 'est par exemple le cas d'un système de reconnaissance 
de caractères ou d'identification de locuteurs sur la base d'un signal sonore. En revanche 
certaines applications exigent que l'utilisateur puisse examiner la connaissance produite 
par le système. C 'est le cas d'un système de diagnostic médical et plus encore d'un système 
chargé de formuler des recommandations thérapeutiques. Mais cela peut aussi être utile 
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102 PARTIE 1 Les fondements de l'apprentissage 

lorsque l'expert peut aider le système à apprendre en lui transmettant des connaissances a 

priori. Encore faut-il qu'il soit alors possible de les traduire pour la machine. C 'est géné
ralement impossible avec une représentation « opaque » telle que la représentation utilisée 
dans les réseaux connexionnistes qui consiste en une matrice de nombres correspondant aux 
poids des connexions du réseau. C 'est en revanche plus facile si la représentation utilise un 
formalisme logique. 

Nous présentons maintenant les différents espaces cl 'hypothèses 1-i que nous allons rencontrer 
par la suite. Ces espaces de représentation seront décrits avec plus de précision au fur et à mesure 
des cha.pitres à venir. Pour le moment, il est seulement question de faire un tour d'horizon des 
représentations utilisées en apprentissage artificiel. Il est d'ailleurs intéressant de noter que toutes 
les techniques de représentation des connaissances utilisées en intelligence artificielle ne sont pas 
citées ici : certaines d'entre elles ne se prêtent pas (encore ?) à l'apprentissage. 

La table suivante présente d'abord les qualités des différentes représentations des hypothèses 
en fonction des critères cités ci-dessus. 

Concept 
Classes multiples 
Ontologies 
Régression 
Évolutions temporelles 
Apprentissage non supervisé 
Données continues 
Connaissances relationnelles 
Degré de certitude 
Degré d'imprécision 
Transparence, intelligibilité 

2.2  La classification 

2.2.1 Définition 

J 
J 

J 
J 

J 
J 

J 
J 
J 
J 

J 
J 

J J 
J 
J 
J 

J 
J 

J 
J 
J 
J 

L'apprentissage d'une règle de classification est l'un des thèmes de l'apprentissage artificiel le 
plus traité. Il y a plusieurs raisons à cela : d'abord, on sait l 'aborder du point de vue des théories 
de l'apprentissage, la plupart du temps dans le cas de deux classes (mais on peut assez facilement 
généraliser à un nombre quelconque) .  Ensuite, un grand nombre de méthodes et d'algorithmes 
existent, en particulier clans le cas où l'espace de représentation est numérique. On est alors dans 
le domaine classique de la reconnaissance statistique des formes (statistical pattern recognition). 
Enfin, apprendre à classer est un problème central de l'intelligence, naturelle comme artificielle. 
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Chapitre 3 L'environnement méthodologique de l'apprentissage 

Intuitivement, une règle de classification est un acte cognitif ou une procédure permettant 
d'affecter à un objet la. famille à laquelle il appartient, autrement dit de le reconnaître. C'est 
ainsi qu'un enfant apprend à classer les animaux domestiques en « chiens » ou « chats », les plats 
en « salé » ou « sucré », etc. Par analogie, les ordinateurs de bureau qui reconnaissent l'écriture 
manuscrite ont appris (grâce à un programme d'apprentissage automatique) des règles pour dis
tinguer les signes tracés ; d'autres programmes savent classer des sons, des signaux biomédicaux, 
etc. Toutes les procédures qui simulent des fonctions perceptives doivent évidemment posséder 
des capacités de généralisation, c'est-à-dire être munies de la faculté d'induction, sans quoi elles 
ne seraient capables de ne reconnaître que les exemples qui ont servi à les entraîner. 

2.2.2 Classe, concept 

Définition 3.1 (exemple) 

Un exemple est un cotiple (x, u ) ,  où x E X est la description oti la représentation de l'objet et 
·u E U représente la supervision de x. Dans un problème de classification, ·u s 'appelle la classe de 
x et appartient à un ensemble C = { w1 , . . .  , wc } .  C désigne le nombre de classes possibles pour 
un objet. 

C doit être fini et en pratique petit pour que l'on puisse réellement parler de classification. Des 
exemples de classes sont : les sons du langage, l'alphabet, les espèces des oiseaux, un diagnostic 
médical, la présence ou l'absence d'une propriété pour un objet (par exemple qu'une carte à 
jouer soit un « honneur » ) , etc. 

Dans le cas où C = 2, il est usuel de considérer que l'on fait l'apprentissage d'un concept, 
c'est-à-dire du partage de l'espace de représentation en deux parties, l'une où le concept est 
vérifié, l'autre où il est invalidé. Dans ce cas, on note10 en général C = {vrai, faux} et on appelle 
contre-exemples les données classées faux (on garde le mot d'exemples pour les autres). 

Il est à noter que le cas C = 1 est presque équivalent au précédent, puisqu'il s'agit d'apprendre 
aussi un concept, mais à partir seulement d'exemples ; en pratique, cependant, les algorithmes 
seront différents. 

Par exemple, un enfant apprend sa langue maternelle avec un « algorithme » de généralisation 
où le rôle des contre-exemples est faible. En revanche, il classe les matières d'enseignement en 
celles qu'il aime et celles qu'il n'aime pas à partir d'une base d'apprentissage composée d'exemples 
des deux cas. 

2.2.3 Les fonctions séparatrices entre classes 

103 

Au lieu d'essayer d'approcher directement la fonction de classification cible f : X -+ { w1,  . . .  , wc } 
par une règle de classification, il est souvent plus facile de transformer l'espace des classes en 
celui des fonctions séparatrices. 

Définition 3.2 (fonction séparatrice) 

Une fonction séparatrice, ou fonction de décision Y ij : 1t -+ IR entre la classe Wi et la classe 
Wj est telle que Y ij (x) ;.:::: 0 pour tous les objets x qtœ la fonction cible affecte à la classe w.i et 
Yij(x) :::; 0 pour tous les objets qu 'elle affecte à la classe w.i · Si Yij(x) = 0, l'affectation se fait 
arbitrairement. 

L'espace de l'apprentissage devient alors un ensemble d'hypothèses consitué de fonctions sépa
ratrices. Ces fonctions peuvent être de natures extrêmement variées : par exemple des hyperplans 

10 Parfois C = { + , - } , ou C = {1,0} ,  ou C = {+l, -1} .  
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104 PARTIE 1 Les fondements de l'apprentissage 

(voir le chapitre 9), ou calculées à partir de réseaux connexionnistes multicouches (voir le cha
pitre 10) ou de densités de probabilités (voir le chapitre 15), etc. 

Dans la. définition ci-dessus, on ne considère que le signe de la. fonction de décision pour décider 
de la région <l'appartenance de l'entrée x (voir figure 3.10 (a)). On parle souvent clans ce cas 
de fonctions séparatrices à seuil. Dans le cas où il y a plus de deux classes, on peut combiner 
plusieurs fonctions de décision permettant ainsi une division de X en plusieurs régions (voir 
figure 3.10 (b)) .  On y reviendra. au chapitre 9.  

+ 

(a) (b) 

FIG.  3 .10 :  Classification par fonctions séparatrices. En (a) la fonction séparatrice détermine deux 
classes suivant le signe de la sortie de la fonction. En (b), une classification pour plus 
de deux classes est obtemie par la combinaison de plusieurs fonctions séparatrices. 

Si en plus de son signe, on considère aussi la valeur de la sortie de la fonction de décision, il 
devient possible cl 'interpréter cette dernière comme une mesure de confiance clans la décision, 
selon l'idée naturelle que plus la forme <l'entrée est « éloignée » de la frontière, plus son appar
tenance à la classe désignée est peu susceptible d'être remise en cause. Nous verrons que cette 
observation de bon sens est à l'origine cl 'un renouveau très fort pour l'utilisation de ces fonctions 
de décisions (voir les séparateurs à vastes marges clans le chapitre 9). 

En dehors de leur simplicité conceptuelle et pratique évidente, les fonctions séparatrices per
mettent de mettre en œuvre naturellement un appariemment partiel entre entrée et hypothèse. 
En effet, les fonctions séparatrices peuvent se concevoir comme une sorte de produit scalaire 
défini sur X x Ji .  Ainsi, clans le cas du perceptron, déjà rencontré au cours du chapitre 2 ,  la 
fonction de décision est définie par : 

> 0 

< 0 
(3.4) 

en considérant le vecteur de description des observations augmenté xT = ( 1 ,  x1, x2, . . .  , xd) et le 
vecteur poids w augmenté du seuil wo : wT = (wo , w1 , w2 , .  . .  , wd)· 

Cette faculté d'appariemment partiel clans lequel c'est l' « alignement » entre l'entrée et l'hy
pothèse qui décide de la classe de l'entrée est une propriété très intéressante qui n'est pas aussi 
facile à mettre en œuvre clans les forma.lismes logiques par exemple. C 'est une des raisons de la. 
popularité des fonctions de décision. 

2.3 La régression 

La régression concerne le cas où Ji est un ensemble de fonctions h à valeurs réelles. Une 
généralisation, la régression multidimensionnelle, est l'apprentissage cl 'une hypothèse h : X --+ 
1Rn. On cherche donc à apprendre une fonction à partir d'un ensemble de points et des valeurs 
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Chapitre 3 L'environnement méthodologique de l'apprentissage 

que prend cette fonction sur ces points. Il n'y a pas de contre-exemples dans un tel problème 
cl 'apprentissa.ge11 . 

Il sera en particulier question de régression quand nous verrons l'apprentissage par renforce
ment, au chapitre 16. 

2.4 Les distributions de probabilités 

Au lieu de délimiter des frontières de décision sur l'espace X, on peut y définir des distributions 
de probabilités. Chacune de ces distributions est associée à une classe et détermine la probablité 
qu'un objet x E X appartienne à cette classe (voir figure 3.11 .) .  Pour qu'il soit aisé de manipuler 
ces distributions et que l'on puisse contrôler leur pouvoir de généralisation (cf. chapitre 2), 
elles sont généralement prises au sein de familles paramétrées de distributions, par exemple des 
fonctions gaussiennes. Nous y reviendrons au chapitre 15. 

FIG. 3.11 :  Un mélange de de11,x distrib1dions de probabilités correspondant à de1J,x classes d 'objets. 

2.5  Les arbres de décision 

Lorsque les exemples s'expriment comme des vecteurs d'attributs valeurs, et particulièrement 

quand ces attributs sont à valeurs discrètes, il est commode de décrire les concepts par des arbres 
de décision comme celui de la figure 3.12.  Un arbre de décision prend la description d'un exemple 
en entrée et lui associe une classe. Chaque nœud de l'arbre correspond à une question portant 
sur un attribut12 . 

De la sorte, en suivant une séquence de nœuds et de branches depuis la racine de l'arbre jusqu'à 
une feuille, on raffine progressivement la description des exemples concernés jusqu'à obtenir une 
description correspondant, si tout va bien, aux objets d'une classe. Chaque branche correspond 
à une conjonction de conditions sur les attributs décrivant les exemples . 

Par exemple, dans la figure 3.12, une interprétation est la suivante : < Temps = couvert & 
température < 10 degrés > � Je reste chez moi) 

L'ensemble des branches correspond ainsi à un ensemble de règles d'association décrivant les 
classes. Le langage défini par les arbres de décision est équivalent à la logique des propositions, 

1 1  On peut a.ussi voir la régression comme un problème de classification généralisé, clans lequel le nombre C de 
classes seni.it infîni. 

12 Ces attributs peuvent aussi être numériques, comme on le verra au cha.pitre 13. Dans ce cas, on les compare à 
un seuil et. chaque branche est: associée à une valeur ou à un intervalle de valeurs possibles pour cet attribut. 
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Je sors le  chien Je reste chez moi 

PARTIE 1 Les fondements de l'apprentissage 

Quel temps fait·il 

ensoleillé 

Est-ce que Je voisin 
est absent ? 

Je sors le chien 

Je reste chez moi 

Je reste che-z moi 

FIG. 3.12: Un eumple d'a,rbre de décision. Chaque nœud ovale correspond à mie question. Chaq�ie 
flèche correspond à une réponse possible. Chaque feuille (nœud rectangulaire) est as
sociée à une classe. 

chacun des tests étant une variable booléenne. Toute fonction booléenne peut être exprimée par 
un arbre de décision. 

En revanche, un arbre de décision ne peut pas exprimer un concept relationnel comme : 

3 x même-couleur (x,y) & envergure(x,el ) & envergure(y,e2) & plus-petit ( el , e2)  

dont la signification est : « les oiseaux x de même couleur qu'un oiseau donné y mais d'envergure 
inférieure » : ce type de concept appartient à la logique des prédicats (voir le chapitre 5). 

Par ailleurs, si certaines fonctions s'expriment de manière économique à l'aide d'arbres de 
décision, d'autres ne sont pas adaptées à cette représentation. Par exemple la fonction parité 
définie sur un vecteur booléen et qui retourne 1 si et seulement si un nombre pair d'attributs 
valent 1 s'exprime par un arbre très complexe. 

Nous approfondirons cette manière de représenter les concepts au chapitre 13.  

2 . 6  Les hiérarchies de concepts 

Les arbres de décision introduisent l'idée de hiérarchie sur les attributs, mais pas sur les 
concepts. Les attributs placés plus près de la racine sont en quelque sorte plus importants que 
les attributs plus éloignés. 

Il peut être souhaitable cl 'exprimer explicitement une hiérarchie dans le langage des concepts. 
C 'est le cas par exemple pour les taxonomies de la classification biologique : le concept de rapace 
est situé en dessous du concept oiseau et plus haut que faucon. Il peut également être intéressant 
de disposer de relations d'héritage entre un concept et ses sous-concepts. De nombreux types de 
représentations de concepts peuvent donner lieu à des organisations hiérarchiques, ou ontologies 
pour peu que l'on explicite les liens de hiérarchie. Cependant de telles organisations sont alors 
souvent artificielles. 

L'idéal est que l'apprenant lui-même construise la hiérarchie et soit prêt à la modifier si de 
nouvelles informations en indiquent l'utilité. Il existe peu de systèmes d'apprentissage aptes à de 
telles constructions. On les rencontre généralement en apprentissage non supervisé, quand c'est 
au système de découvrir des classes dans l'environnement. Le chapitre 18 fournit des précisions 
à ce sujet. 



Vl Q) 
0 L.. 
>w 
0 T"-f 
0 N 
@ 
� ..c 
Ol 
ï:::: 
>a. 0 
u 

Chapitre 3 L'environnement méthodologique de l'apprentissage 

2 .  7 Les réseaux bayésiens et les modèles graphiques 

De nombreux types de dépendances peuvent être représentés à l'aide de structures proba.bi
listes. Lorsque les dépendances et les indépendances entre les variables aléatoires sont explicitées 
clans un graphe, on utilise le terme de modèles graphiqiies (on trouve aussi les termes de « ré
seaux de croyance » ( belief networks), « réseaux causaux » (causal networks), « diagrammes 
d'influence » (influence diagrams). La base des calculs effectués dans ces structures est la for
mule de révision des probabilités de Bayes et pour cette raison ils sont également appelés réseaux 
bayésiens. 

La figure 3.13 montre un exemple d'un tel réseau. Les variables sont associées aux nœuds du 
réseau et les liens manquants entre les nœuds indiquent une certaine indépendance entre ces 
nœuds (les définitions précises seront données clans le chapitre 11 ) .  Les liens entre nœuds sont 
dirigés, pour indiquer des dépendances causales ou temporelles. Lorsque les liens sont symétriques 
ou non dirigés, on parle de champs de !vlarkov aléatoires (random Markov .fields). 

Ici les deux variables FN et ZO jouent le rôle de variables causales, CP pouvant découler de 
FN et/ou de ZO,  tandis que SA ne dépend, selon ce réseau, que de FN. Les variables FN et ZO 
sont affectées de leur probabilité a priori, tandis que les variables SA et CP sont associées à des 
matrices de probabilités conditionnelles indiquant leur dépendance sur les variables FN et ZO. 

SA 

p(FN) 
0.95 

p($A IFN) =0 95 
p(SA 1 --.FN)=O l 

p (ZO)=O 7 
zo 

p(C P IFN, ZO} =0.9 
p(C P IFN, --.ZO) =0.05 
p(C P 1--.FN, ZO) =0.0 
p(C P 1--.FN, --.ZO)=O.O 

Fic. 3.13: Exemple de réseau bayésien. 

L'apprentissage peut alors consister à trouver une structure de dépendances entre variables (le 
graphe) ou à estimer les probabilités conditionnelles définissant ces dépendances. Le chapitre 11 
traite en particulier de l'apprentissage de réseaux bayésiens. 

2.8 Les chaînes de Markov et les modèles de Markov cachés 

Les chaînes de Markov, quant à elles, ne sont qu'un cas particulier de modèles graphiques 
tels qu'ils viennent d'être décrits. Elles représentent en effet les dépendances temporelles dans 
une séquence de variables So, . . .  , St, . . .  Lorsque chaque variable ne dépend que de la variable 
précédente clans la séquence, on dit que l'on a une chaîne de Markov : 

Intuitivement, cela peut être interprété comme le fait que le futur ne dépend que de l'état 
présent, ou du moins que celui-ci possède suffisamment d'informations pour qu'il ne soit pas 
utile de considérer le passé. 

Le formalisme des chaînes de Markov est particulièrement adapté pour la représentation de sé
quences, qu'elles soient de nature temporelle, comme des cours boursiers ou un signal acoustique, 
de nature spatiale, comme une chaîne cl'ADN, ou d'autres types de dépendances linéaires. 
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108 PARTIE 1 Les fondements de l'apprentissage 

1/10 

1/10 9/10 

FIG. 3 .14 :  Une chaîne de Markov à états cachés. Les observations sont le côté de la pièce après 
lancer : P i L e  ou Face. Les états cachés correspondent à la vraie nature de la pièce : 
éq1dlibrée (E) 01i biaisée (B). La probabilité de rester dans le même état est de 9/10, et 
de 1/10 de changer d'état. Une pièce biaisée produit la face Pi L e  pour 3/4 des lancers. 

Une généralisation des chaînes de Markov s'appelle les modèles de Markov cachés (Hidden 
Markov Models ou HMM). Formellement , un modèle de Markov caché (d'ordre un) est un modèle 
génératif de séquences défini par un ensemble d 'états, un alphabet discret de symboles, une 
matrice de probabilités de transitions entre états et une matrice de probabilité d'émissions de 
chaque symbole de l'alphabet à partir de chaque état. Le système évolue aléatoirement d'un état 
à l'autre suivant les probabilités de transition en émettant des symboles de l'alphabet (voir par 
exemple la figure 3.14 pour l'« émission » de pile ou face par une pièce) . 

Seuls les symboles émis sont observables, et non les transitions entre états, qui sont internes au 
modèle. La séquence d'états est donc une séquence de variables cachées ou latentes expliquant 
les observations. 

Trois types de questions au moins peuvent se poser lorsque l'on représente une séquence par 
un modèle de Markov : quelle est la probabilité d'observation de telle séquence étant donné tel 
modèle (question relative à la vraisemblance) ?  Quelle est la séquence d'états la plus proba.ble 
dans Je modèle de Markov sachant que telle séquence de symboles a été observée (question relative 
au décodage) ? Finalement, en supposant que les paramètres de transition et d'émission ne soient 
pas parfaitement connus, comment leurs valeurs devraient être estimées ou révisées à la lumière 
des séquences de symboles observées (question relative à l'apprentissage) ? 

Le chapitre 1 2  est consacré aux méthodes cl 'apprentissage adaptées à ce formalisme des modèles 
de �1Iarkov cachés. 

2.9 Les grammaires 

Qua.nd on a. affaire à des séquences d'éléments d'un ensemble nominal, souvent appelé un 
alphabet dans ce cas, le concept à apprendre doit séparer l'espace de toutes les séquences possibles 
en deux. C 'est ce que fait une grammaire formelle : un compilateur de langage de programmation 
est un programme qui répond à la question : « est-ce que le programme que l'on vient de me 
soumettre est correct du point de vue de ma syntaxe ? ». Par exemple, un compilateur du langage 
C répond VRAI à la séquence : 

#include <stdio . h> #include <math . h> int N ; double x , res ; main ( )  

{N=O;while (N<21){fprintf(stdout, " %f %f\n " ,n) ; N  = N+1;}} 

J I  répond FA UX à celle-ci : 

Je sais programmer en C .  
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Chapitre 3 L'environnement méthodologique de l'apprentissage 

Naturellement, une grammaire du français répondrait exactement le contraire. 
Les modèles grammaticaux que l'on sait apprendre ne sont pas en réalité aussi complexes. On 

verra. au chapitre 7 comment on peut par inférence grammaticale généraliser des ensembles de 
séquences, en particulier sous la forme d'automates finis. 

2.10 Les formalismes logiques 

La logique des propositions 

La 

Si on dispose de l'ensemble des exemples et contre-exemples suivants, décrits par des at
tributs binaires : 

Vole 1 A des plumes 1 Pond des œ71,fs 1 Oiseau Il Classe 

VRAI VRAI VRAI VRAI oie 

FA UX FAUX VRAI FA UX ornithorynque 

VRAI FA UX FA UX FA UX rhinolophe 

VRAI VRAI VRAI VRAI cygne 

On peut par exemple induire le concept ci dessous : 

h = [( Vole = \IRAI) /\ (A des pfomes = VRAI) =? (Oiseau = \IRAI)] 

Ce concept est écrit dans le langage de la logique des propositions, ou logique booléenne 
ou encore logique d'ordre O. Il est VRAI pour tous les exemples. Mesurons sa valeur sur 
les objets suivants : 

Vole 
VRAI 
FA UX 

A des vfomes Pond des œ'!tfs Oisea'!t 
VRAI VRAI VRAI 
VRAI VRAI VRAI 

Classe valeur de h 
moineau VRAI 
autruche FA UX 

Le premier objet est représenté correctement par le concept, mais pas le second. À supposer 
que l'on veuille apprendre le concept « oiseau », la généralisation réalisée ne serait clone ici 
pas parfaite. 
Ce langage de représentation des hypothèses est comme on le voit particulièrement adapté 
aux exemples représentés par des vecteurs binaires, ou dont la représentation naturelle 
peut facilement être transformée en vecteurs binaires 13 .  Le chapitre 13 traitera en partie 
de l'apprentissage de ce type d'hypothèses, sous la forme particulière cl 'arbres de décision. 
Il en sera également question au chapitre sur l'espace des versions (chapitre 4) .  

représentation par attribut-valeur 
La. logique des propositions peut s'étendre en remplaçant les valeurs binaires des attributs 
par des valeurs nominales ou hiérarchiques. Les exemples se représentent alors de la manière 
suivante : 

Co'!ûeur Forme Nombre de pieds Il Classe 

rouge hexagonale 3 tabouret 

jaune carrée 4 tabouret 

vert ronde 4 table 

jaune ovale 6 table 

Le langage Attribut-valeur dans lequel on représente le concept appris est semblable à 
celui de la logique des propositions : on y utilise aussi des conjonctions et des disjonctions, 

13Par exemple, un al.tribuL continu peut être transformé en a.tLribul; binaire par compa.raison à un seuiL 
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110 PARTIE 1 Les fondements de l'apprentissage 

mais sur des couples (Attribut, valeur). Chaque attribut nominal ou hiérarchique (par 
exemple Couleur, voir la figure 3.1)  prend sa valeur dans un ensemble de définition fini, 
éventuellement partiellement ordonné, comme {rouge, vert , jau ne, bleu} ,  avec C oulem· -
chaude = {rouge,jaune}. Un concept tabouret appris clans le langage attribut-valeur 
pourrait être par exemple : 

[Couleur = Couleurchœude] /\ ( [Forme = carrée] V [Forme = hexagonale]) 

L'intérêt des langages par attribut-valeur est celui des langages typés par rapport aux 
langages non typés : ils permettent un contrôle plus facile des inférences. 

La logique des prédicats 
Supposons que nous disposions des données ci-dessous, dont la signification formelle sera 
donnée au chapitre 5 .  Pour le moment, nous pouvons en rester à l'interprétation suivante : le 
numéro l ou 2 représente un individu. La relation fille(l, 2) = 11 RAI s'interprète comme : 
l'individu 2 est une fille de l'individu l .  Les autres relations ont une signification naturelle. 

nom(l) = ève rnère(l) = niarie père(l) = max hornme(l) = FAU X 

nom(2) = max mère(2) = adèle père(2) = max homme(2) = V RAI 

fille(l , 2) = V RAI 

D'autre pa.rt, le programme d'apprentissage dispose de connaissances a priori, comme : 

VX homme(X) = V  RAI �::::} J emme(X) = FAU X 

VX homme( X) = FAU X {:=::::> femme( X )  = V RAI 

À partir de ces exemples et de cette théorie du domaine, un programme de généralisation 
en logique du premier ordre peut apprendre le concept : 

VX VY (père(Y) = X ) /\  (femme(X) = V  RAI) ::::} (Jille(X) = Y) 

La différence avec l'apprentissage en logique des propositions est importante : cette formule 
est gouvernée par des quantificateurs V (quel que soit) et 3 (il existe) qui sont hors du 
langage booléen. La généralisation réalisée est par conséquent beaucoup plus radicale et 
profonde (elle est aussi plus difficile à réaliser). L'apprentissage de tels concepts s'appelle 
la programmation logique inductive. Il sera développé au chapitre 5. 

Les logiques de description 
Les logiques de description forment une famille de formalismes de représentation des 
connaissances dédiée principalement à la gestion automatique de la définition de concepts 
(ensemble d'individus) et de raisonnement sur ces concepts. Les concepts sont partielle
ment ordonnés dans une base de connaissances organisée en taxonomie par ce que l'on 
appelle une relation de subsomption. Basés sur des calculs de subsomption, les principaux 
mécanismes d'inférence déductive sont la. classification de concept, qui consiste à insérer 
automatiquement un concept défini à la place la plus spécifique dans la taxonomie, et 
la « reconnaissance d'instances » qui consiste à trouver pour un individu donné tous les 
concepts dont il est instance (voir section 1 .3  dans le chapitre 5) .  De nombreux systèmes 
de représentation ont été définis dans ce cadre, citons ici le système CLASSIC IBPS94I. 

2 . 1 1  Les règles d'association 

Les règles d'association expriment des corrélations présentes dans les données. Un ensemble 
d'exemples étant fourni, chacun de ceux-ci étant décrit par des attributs (souvent appelés items 
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Chapitre 3 L'environnement méthodologique de l'apprentissage 

en fouille de données) , une règle d'association est une implication de la forme : X ==? Y ,  où X 
et Y sont des attributs ou items. 

On dit que cette règle a un support s si s%  des exemples incluent tous les items présents dans 
X et dans Y,  et une confiance c si c% des exemples qui contiennent les items de X contiennent 
aussi les items de Y.  La figure 3.15 illustre ces concepts. 

FIG. 3 . 15 :  Support et confiance d'une règle d'association X ==}  Y.  Le support correspond à la 
proportion d 'exemples contenant à la fois les items de X et ceux de Y dans l'ensemble 
de tous les exemples. La confiance correspond à la proportion des items de X qui 
contiennent aussi les items de Y.  

Nous ne détaillerons pas les algorithmes de  recherche de règles d'association ici. Mais, nous 
renvoyons au chapitre 18. 

Remarque 

Le but des algorithmes de découverte des règles d'association est de trouver toutes les règles d'association 
avec un support et une confiance supérieures à des seuils fixés par l'utilisateur. Des extensions permettant 
de prendre en compte des taxonomies, des associations quantitatives et des formes temporelles ont aussi 
été développées. 

Les algorithmes de recherche de règles d'association ont généralement deux phases. D'abord, ils cherchent 
tous les ensembles d'items de support supérieur au seuil fixé (les itemsets fréquents, voir section 6.5). En
suite, les règles peuvent être calculées directement à partir des itemsets fréquents. 

Comme les données peuvent être en très grand nombre et impliquer d'énormes quantités de sous
ensembles d'items potentiels parmi lesquels il faut identifier les itemsets fréquents (frequent item sets ou 
FIS, en anglais), la première phase peut être très coûteuse en calculs. C'est pourquoi les recherches sur 
l'amélioration de son efficacité sont nombreuses. On peut distinguer deux types d'approches : celles qui 
essaient de réduire le nombre d'itemsets candidats qui ont besoin d'être comptés, et celles qui cherchent 
à rendre le comptage des candidats plus efficace. 

Dans la première famille d'approches, l'identification de la propriété dite d'antimonotonicité selon 
laquelle tous les sous-ensembles des itemsets fréquents doivent aussi être fréquents permet un élagage 
très efficace. Des travaux ultérieurs se sont focalisés par exemple sur la recherche d'item sets longs. En 
effet, pour des itemsets à n items, le nombre de sous-ensembles est de 2"'. Il est cependant possible 
cl 'identifier efficacement ces item sets longs grâce à une technique de look-ahead : une fois qu'un item set 
a été identifié comme fréquent, aucun de ses sous-ensembles n'a besoin d'être compté. On cherche donc 
à maximiser la probabilité que les itemsets comptés par look-ahead soient effectivement fréquents. Pour 
ce faire, une bonne heuristique consiste à biaiser la génération des candidats vers des items de grande 
fréquence puisque ceux-ci ont plus de chance d'être présents dans les itemsets fréquents longs. 

Dans la seconde famille d'approches, des tables de hachage emboîtées peuvent être utilisées pour 
contrôler quels sont les itemsets candidats présents dans un exemple. Cette technique est efficace pour 
compter des itemsets courts, elle l'est moins pour les itemsets longs. Dans ce cas, on peut faire appel 
à des techniques de projection de bases de données qui permettent de réduire le nombre d'exemples à 
considérer. 

1 1 1  
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112 PARTIE 1 Les fondements de l'apprentissage 

3. Les protocoles d'apprentissage 

3.1  Introduction 

On appelle protocole d'apprentissage les règles du jeu selon lesquelles s'opèrent les interactions 
entre l'apprenant et son environnement, qui peut comprendre un professeur et même d'autres 
apprenants, voire des acteurs malveillants. Nous en avons déjà parlé dans la section 4.2.2 du 
chapitre l .  

L'une des tâches de l'utilisateur est de choisir le protocole le plus adapté à son problème. Par 
exemple, il peut n'être intéressé que par des prédictions ou décisions et non pas par la. fornrn
lation d'une hypothèse par l'apprenant. L'apprentissage est alors moins exigeant. Il peut être 
capable d'attendre que toutes les données soient disponibles avant de procéder à l'apprentissage 
(apprentissage batch) ou, au contraire, devoir fournir des réponses à n'importe quel moment (ap
prentissage en ligne ou anytime learning). Il se peut qu'un apprentissage actif soit envisageable, 
dans lequel l'apprenant a une certaine initiative sur les exemples à demander pour l'apprentissage. 

3.2 Batch vs. en ligne 

Le terme flot de données (data streams, en anglais) désigne des données arrivant au cours 
du temps, souvent de manière pratiquement continue. L'analyse de flots de données implique 
la plupart du temps le traitement à la volée des données sans qu'il soit possible de revenir 
sur ces données plus tard. C 'est le cas de l'analyse de logs sur Internet ou de l'analyse du 
fonctionnement de réseaux d'ordinateurs. Souvent, l'utilisateur n'est pas alors seulement intéressé 
dans les relations entre les attributs, mais il cherche aussi à caractériser les évolutions de ces 
relations au cours du temps. 

L'analyse de flots de données soulève d'intéressants problèmes, parmi lesquels le calcul d'agré
gats et de résumés statistiques, ainsi que celui de l' apprentissage incrémental ou de l'apprentissage 
en ligne. Un défi majeur est celui de l'analyse d'énormes volumes de données, éventuellement 
hétérogènes, dans des environnements non-stationnaires. Se pose en particulier de manière cru
ciale la question de l'analyse de données qui ne vérifient pas l'hypothèse i .i. d. (données tirées 
aléatoirement indépendantes et identiquement distribuées). 

Une extension de ce protocole concerne l '«  apprentissage au long cours » (long-life learning ou 
contimtous learning) dans lequel l'apprenant est supposé fonctionner sur une longue période de 
temps et donc faire face à des dérives de l'environnement, à la fois en termes de capteurs et d 'in
formations disponibles, qu'en terme de modification du concept cible. Il est même envisageable 
que l'apprenant doive changer de tâche. Dans ce cas, il peut être intéressant de tirer parti de 
points communs entre les domaines et à utiliser de l 'apprentissage par transfert. 

Le chapitre 21  contient davantage d'informations sur ces différents types d'apprentissage. 

3.3 Passif vs. actif 

Ce qui précède dans l'ouvrage, et en particulier les analyses du chapitre 2 ,  a semblé sanctionner 
l'idée que l'apprentissage était un processus passif devant les données, c'est-à-dire n'a.yant pas 
d'initiative dans le choix des données d'apprentissage. Il est d'ailleurs exact que l'essentiel de 
l'analyse théorique de l'apprentissage est bâti sur l'hypothèse que les données sont indépendam
ment et identiquement distribuées (tirage i.i .d.), tant au cours de l'apprentissage, qu'après, en 
reconnaissance et décision. 
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Chapitre 3 L'environnement méthodologique de l'apprentissage 

Pourtant, tous ceux qui ont joué au jeu de M astermind14 ou qui ont fait des expériences 
scientifiques, savent qu'il est généralement beaucoup moins coûteux, en termes d'expériences à 
réaliser, de sélectionner soigneusement les questions posées à la nature ou à l'adversaire. Il est 
donc tentant de doter les systèmes d'apprentissage d'une capacité à sélectionner ou à suggérer les 
expériences à réaliser. On parle alors d'apprentissage actif. L'espoir est évidemment alors de 
diminuer le coût du recueil de données (par exemple le coût d'expérimentation ou d'étiquetage 
par un expert) . Deux problèmes sont alors à surmonter. D'une part, .sur quel critère .sélectionner 
le.s données supposée.s les plus informative.s, d'autre part, comment fonder ces nouveaux appren
tissages potir lesqiiels l'hypothèse de tirage i. i. d. des données n'est phis respecté. 

Nous reportons le lecteur aux sections 4.2.2 du chapitre 1 et 1 du chapitre 21. 

4. L'évaluation de l'apprentissage 

Plutôt que de parler de l'apprentissage, nous devrions parler d'apprentissages au pluriel. Le 
problème de l'évaluation est donc également multiforme. Dans ce chapitre, nous nous concentre
rons sur l'apprentissage inductif supervisé à partir d'un échantillon d'apprentissage. 

La question est alors : étant donné un algorithme qui retourne des décisions ou bien une 
hypothèse permettant de calculer une décision pour n'importe quelle entrée de X, comment 
évaluer la performance de cette règle de décision au sens large ? 

Suffit-il par exemple de faire confiance au principe Ni RE et de se fonder sur la performance 
mesurée sur l'échantillon d'apprentissage ? Surtout pas, du moins sans précautions. En effet, non 
seulement la. performance en apprentissage, ce que nous avons appelé risque empirique dans le 
chapitre 2, est intrinsèquement optimiste, mais en outre son comportement n'est pas forcément 
un bon indicateur de la vraie performance (le risque réel) . Un phénomène classique, déjà présenté 
au chapitre 1 est schématisé sur la figure 3 .16 dans lequel le risque empirique diminue au fur et à 
mesure que le système prend en compte davantage d'informations (soit par un accroissement du 
nombre d'exemples présentés, soit par une répétition des exemples d'apprentissage) tandis que 
le risque réel, d'abord décroissant, se met à augmenter après un certain stade. Ce phénomène est 
appelée stirapprentissage ou stiradaptation ou encore stirajtistement ( over-fitting). 

Le risque empirique ne peut donc à lui seul servir de base à l'estimation de la performance de 
l'apprentissage réalisé. Comment doit-on alors procéder? 

4 . 1  L'évaluation a priori : critères théoriques 

Une solution consiste à appliquer les résultats théoriques décrits dans les chapitres 2 et 21 
qui fournissent des bornes en probabilité sur le risque réel en fonction du risque empirique. Ces 
bornes prennent la forme générale : 

où <I> est une fonction de la richesse de l'espace d'hypothèses 'H et m, est la taille de l'échantillon 
d'apprentissage S. 

Si on peut obtenir ainsi des bornes asymptotiquement serrées en théorie , elles sont détermi
nées sous des hypothèses de « pire cas », c'est-à-dire en étant prêt à affronter toute distribution 
des données et tout concept cible. En pratique, les bornes calculées de cette manière sont gé
néralement trop lâches et ne permettent pas d'estimer précisément la performance réelle. C'est 

14 .Jeu dans lequel il faut deviner la position et la couleur d'une séquence de pions cachés par un adversaire. 
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PARTIE 1 Les fondements de l'apprentissage 

Sur-apprentissage 

Prise en compte 
croissante d'information 

FIG. 3 .16 :  Phénomène de sur-apprentissage. Tandis que le risque empirique continue de diminuer 
au ftir et à mestire de la prise en compte d'informations, le risqtte réel qtti dimimiait 
également dans un premier temps, commence à réaugmenter après un certain stade. 
Il n'y a alors plus de corrélation entre le risque empirique et le risque réel. 

pourquoi, sauf cas particuliers favorables, l'estimation de la performance en apprentissage s'opère 
généralement par des mesures empiriques. 

4.2 L'évaluation empirique a posteriori : généralités 

Quel que soit le principe inductif utilisé pour apprendre une règle de décision, l'algorithme qui 
cherche cette règle doit pouvoir l'évaluer, en regard du principe inductif, au sein d'un ensemble 
de possibilités. Ainsi, un algorithme qui s'appuie sur le principe :tvIRE sélectionne une règle qui 
minimise le risque empirique. Tout algorithme utilise in fine une mesure de performance dont 
une composante est la fidélité aux données d'apprentissage. Cependant, tant la théorie, esquissée 
dans les chapitres 1 et 2 et développée dans le chapitre 21 ,  que la pratique, montrent qu'il ne 
faut pas utiliser la performance directement et uniquement mesurée sur l'échantillon de données 
ayant servi à l'apprentissage pour estimer la vraie performance, c'est-à-dire le risque réel pour 
ce qui concerne l'apprentissage supervisé. 

4.3 L'estimation du risque réel d'une hypothèse 

Comme nous l'avons vu, le risque réel est souvent considéré comme le critère de performance 
le plus important d'un système d'apprentissage. Il est donc essentiel de pouvoir l'estimer le 
plus précisément possible, ce qui, en général, requiert l'utilisation des exemples d'apprentissage 
disponibles puisqu'ils sont supposés être notre (unique) source d'information sur la distribution 
vraie des données. Le problème souvent rencontré est que l'échantillon d'apprentissage est de taille 
limitée, pour ne pas dire réduite. Cela limite la précision des estimations possibles, mais, surtout, 
nécessite d'opérer des arbitrages entre la part de l'échantillon utilisée pour l'apprentissage et celle 
qui sert à l'estimation. 

L'approche la plus simple consiste à utiliser toutes les données d'apprentissage, à la fois pour 
l'apprentissage et pour l'estimation de la performance. C 'est ce que l'on appelle la méthode de 
resub.stitution. Cette méthode est optimiste et conduit facilement à du sur-apprentissage. 

C'est pour éviter ce biais que l'on opère une distinction en général entre les données utilisées 
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Chapitre 3 L'environnement méthodologique de l'apprentissage 

pour l'apprentissage et les données utilisées pour le test. Il existe différentes méthodes pour 
opérer cette distinction, exposées da.ns la suite de cette section. 

4.3.1 L'utilisation d'un échantillon de test 

Présentation 
La méthode la plus simple pour estimer la qualité objective d'une hypothèse d'apprentissage 

h est de couper l 'ensemble des exemples en deux ensembles indépendants : le premier, noté L, 
est utilisé pour l'apprentissage de h et le second, noté T, sert à mesurer sa qualité. Ce second 
ensemble est appelé échantillon (ou ensemble d'exemples) de test. On a. S = L U T  et L n  T = 0 
Comme nous allons le voir, la mesure des erreurs commises pa.r h sur l'ensemble de test T est 
une estimation du risque réel d'erreur de h. Cette estimation se note : 

RRéeI (h) 

Examinons d'abord le cas particulier de l'apprentissage d'une règle de classification. 

Le cas de la classification 
Rappelons d'abord la définition d'une matrice de confusion (C est ici le nombre de cla.sses) 

Définition 3.3 (Matrice de confusion) 

La matrice de confusion M (i ,j) d'une règle de classification h est une matrice C x C dont 
l 'élément générique donne le nombre d'exemples de l 'ensemble de test T de la classe i qui ont été 
classés dans la classe j .  

Dans le ca.s d'une classification binaire, la matrice de confusion est donc de l a  forme : 

----- Classe réelle --
Classe estimée -------

+ 
-

+ (P) - (N) 

Vrais positifs (VP) Faux positifs (FP) 

Faux négat ifs (FN) Vrais négatifs (VN) 

Si toutes les erreurs sont considérées comme également graves, la somme des termes non 
diagonaux de M, divisée par la taille t de l'ensemble de test, est une estimation fi.Rée1(h) sur T 
du risque réel de h. 

R� .  (J ) - Eii'j M (i , j )  
Reel i - t 

En nota.nt ter,. le nombre d'objets de l'ensemble de test mal cla.ssés, on a donc : 

Le point de vue de la statistique 
En statistique, un problème centra.l est celui d'estimer si les mesures effectuées doivent s'expli

quer pa.r une hypothèse d'intérêt (notée conventionnellement H1), pa.r exemple tel antibiotique 
est efficace, ou si elles peuvent s'expliquer par une hypothèse nulle (Ho), par exemple ne mettant 
pas en jeu l'effet des antibiotiques. 

On obtient alors une matrice de confusion entre les hypothèses Ho et H1 . Un test d 'hypothèse 
revient alors à prendre une décision entre Ho et H 1 .  Deux types d'erreurs sont alors distingués : 
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116 PARTIE 1 Les fondements de l'apprentissage 

• L'erreur de première espèce qui consiste à rejeter H0 alors que Ho est vraie. On note la 
probabilité de cette erreur a. 

• L'erreur de seconde espèce qui consiste à accepter H 0 alors que H 1 est vra.ie. On note la 
probabilité de cette erreur {3. La probabilité complémentaire, 1 - {3, est appelée p1Lissance 
du test. 

L'intervalle de confiance de l'estimation 
Quelle confiance peut-on accorder à l'estimation RR.éel(h) ? Peut-on la traduire numériquement ? 
La réponse à ces deux questions est donnée de manière simple par des considérations statistiques 
classiques. Si les échantillons aléatoires d'apprentissage et de test sont indépendants alors la 
précision de l'estimation ne dépend que du nombre t d'exemples de l'ensemble de test et de la 
valeur de RRéel ( h).  

Il est démontré à l'annexe 2 qu'une approximation suffisante dans le cas où t est assez grand 
(au delà de la. centaine) donne l'intervalle de confiance de RRéet(h) à x 3 par la formule : 

r ter·r ± Ç(x) J l,;,.,. ( 1 - t,;,. ) l 
l t t J 

La fonction ((:r:) a en particulier les valeurs suivantes : 

X 50 3 68 3 80 3 90 3 95 3 98 3 99 3 
Ç(x) 0.67 1 .00 1.28 1.64 1.96 2.33 2.58 

-- EXEMPLE Calcul d'intervalle de confiance-------------------

Par exemple, pour t = 300 et terr = 15, on a Rn.éet(h) = 0.2 et l'intervalle de confiance à 
95 3 de RRêeJ(h) vaut : 

[ / 0.2(1 - 0.2) 
o.2 ± 1.96 V 300 

� [0.25, 0.15] 

ce qui signifie que la probabilité que fln.eei(h) soit dans cet intervalle est supérieure à 95 %. 
Si on avaiL obtenu la même proµorLion d'erreur sur un échantillon de test de taille 1000, cet 
intervalle aurait été réduit environ de moitié : [0.225,0.175]. 

L'estimation du taux d'erreur réel par une mesure sur un échantillon de test T indépendant de 
l'échantillon d 'apprentissage A, fournit une estirnation non biaisée de RRée1(h) avec un interva.lle 
de confiance contrôlable, ne dépendant que de la. taille t de l'échantillon de test. Plus celle-ci est 
grande, plus l'intervalle de confiance est réduit et pa.r conséquent plus le taux cl 'erreur empirique 
donne une indication du taux cl 'erreur réel. 

Notons qu'il est absolument indispensable d'accompagner les courbes d'apprentissage 
relatives à un algorithme et un problème d'apprentissage des intervalles de confiance cor
respondants. 

4.3.2 L'estimation par validation croisée 

Lorsque la taille de l'échantillon de données étiquetées est faible, il faut faire face à un dilemme. 
Si l'échantillon retenu pour l'apprentissage est trop petit, le système peut ne pas atteindre le 
niveau de performance qui aurait été possible avec toutes les données. Il faudrait donc garder 
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Chapitre 3 L'environnement méthodologique de l'apprentissage 

un maximum d'exemples pour l'apprentissage. D'un autre côté, si l 'échantillon de test est trop 
réduit, il devient impossible d'estimer précisément la performance du système. Il existe un moyen 
de sortir de ce dilemme. 

L'idée de la validation croisée à N plis (N-fold cross-validation) consiste à : 
l .  Diviser les données d'apprentissage S en N sous-échantillons de tailles égales. 

2. Retenir l'un de ces échantillons, disons de numéro i, pour le test et apprendre sur les N - 1 
autres. 

3. Mesurer le taux d'erreur empirique Rkéel (h) sur l'échantillon i. 

4. Recommencer N fois en faisant varier l'échantillon i de 1 à N .  
L'erreur estimée finale est donnée par la moyenne des erreurs mesurées : 

N 
1 � �

. 

N � RR.ée1(h) 
i=l 

-. �1 Rnéel (h1 ) 
.:.a -. �2 Rnéel(h2) 

-. 

1 1 ] -. 
1 1 -. Rkéez (hi) 

-. 
1 -. 

-. �N RRéet(/LN) 
N 

RR.ie1 (h) i L:: �. 
= N RR.éc1(h) 

i=l 

FIG. 3.17: Validation croisée. 

On peut montrer que cette procédure (voir figure 3.17) fournit une estimation non biaisée 
du taux d'erreur réel. Il est courant de prendre pour N des valeurs comprises entre 5 et 10. 
De  cette manière, on peut utiliser une grande partie des exemples pour l'apprentissage tout en 
obtenant une mesure précise du taux d'erreur réel. En contrepartie, il faut réaliser la procédure 
d'apprentissage N fois. 

La question se pose cependant de savoir quelle hypothèse apprise on doit finalement 
utiliser. Il est en effet probable que chaque hypothèse apprise dépende de l 'échantillon i utilisé 
pour l'apprentissage et que l'on obtienne donc N hypothèses différentes . 

Deux approches sont alors souvent utilisées. L'idée générale est que la procédure de validation 
croisée sert seulement à estimer la performance que l'on peut atteindre en utilisant l'espace 
d'hypothèse '}-{. dans lequel on été prises les différentes hypothèses. 

l .  La première consiste à réapprendre une hypothèse finale en utilisant cette fois la totalité 
de l'échantillon d'apprentissage. On suppose que l'on obtient ainsi l'hypothèse la meilleure 
possible étant données toutes les informations disponibles, tout en ayant une estimation de 
la performance à en attendre. 

2 .  La deuxième approche consiste à utiliser les N hypothèses hi apprises et à les faire voter. 
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118 PARTIE 1 Les fondements de l'apprentissage 

Notons d'emblée que si les hypothèses apprises sont très différentes les unes des autres (en 
supposant que l'on puisse mesurer cette différence), c'est qu'il fa.ut peut-être y voir une indication 
de l'ina.déquation de l'espa.ce des hypothèses 1i .  Cela semble en effet montrer une grande variance 
(en général associée à une grande dimension de Vapnik-Chervonenkis), et clone le risque d'un 
apprentissage sans valeur (voir la section 4.2 clans le chapitre 2) .  

4.3.3 L 'estimation par la méthode du leave-one-out 

Lorsque les données disponibles sont très peu nombreuses, il est possible de pousser à l'extrême 
la méthode de validation croisée en prenant pour N le nombre total d'exemples disponibles. Dans 
ce cas, on ne retient à chaque fois qu'un seul exemple pour le test, et on répète l'apprentissage 
N fois pour tous les autres exemples d'apprentissage (voir figure 3 .18) .  

L'estimation par la méthode du leave-one-o·ut est (presque) non biaisée. Si  elle conduit aussi 
généralement à une moindre variance sur les hypothèses produites que la validation croisée (lais
sant de côté plus qu'un seul exemple pour le test), en revanche, la variance sur l'estimation de 
l'erreur, ou du risque réel, est plus élevée. De plus, elle tend à sous-estimer l'erreur si les don
nées ne sont pas vraiment identiquement et indépendamment distribuées. Par ailleurs, si elle est 
simple à mettre en œuvre, elle est coûteuse en calculs [GE03j. 

T . 
. 

+ H-� . 
1 îtf.t't:±:._._.... ••• • i t ..... -t·+tir t 1 ,;lift! .. " ··r ru : üf Il���· , . ... � . 

+ ............ • • 1 ' 1 + • 
. 

. 

RRéel (h) 
N 1 """"' "" . 

N L... Rkéel (h) 
i=l 

FIG. 3.1.8: Estimation de la performance par méthode du leave-one-out. 

4.3.4 Quelques variantes de la méthode de validation croisée : bootstrap, jackknife 

Ces techniques diffèrent des précédentes en ce qu'elles utilises des tirages avec remise dans 
1 'ensemble des exemples. Le procédé est le suivant : on tire aléatoirement un exemple, pour le 
placer dans un ensemble appelé boostrap15 .  Le procédé est répété n fois et l'apprentissage est 
alors effectué sur l'ensemble bootstrap. Un test est mené sur les exemples non présents dans cet 
ensemble, donnant une première valeur P1 des erreurs du classificateur. Un autre test est réalisé 
sur l'ensemble complet des exemples, donnant la valeur P2. L'ensemble de l'opération est répété 
K fois. Une certaine combina.ison linéaire de la moyenne P1 des valeurs P1 et de la moyenne P2 

1 5 On sa.it que le Ba.ron de Muncha.usen sa.va.it s'élever dans les a.irs en tira.nt sur ses bottes. La. méthode du même 
nom donne des résult:3t.s tout: aussi étonnants (quoique ici justifiés théoriquement et, pratiquement). 
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Chapitre 3 L'environnement méthodologique de l'apprentissage 

des valeurs P2 obtenues donne la valeur RR.ée1 (h) .  La théorie IHTFOl] propose la formule : 

RRéeJ(h) = 0.636 X Pi + 0.368 X P2 

en se basant sur le fait que l'espérance de la proportion des éléments non répétés dans l'ensemble 
de test est égale à 0.368. Pour de petits échantillons, la méthode bootstrap fournit une estimation 
remarquablement précise de RR.éel (h) .  En contrepartie, elle demande une grande valeur de K 
(plusieurs centaines), c'est-à-dire un nombre élevé d'apprentissages de la règle de classification. 

Il existe enfin une autre méthode proche mais plus complexe d'estimation appelée jackknife16 
qui vise à réduire le biais du taux d'erreur en resubstitution, lorsque des données sont utilisées à 
la fois pour l'apprentissage et pour le test. Nous renvoyons le lecteur intéressé à IRip96J pp.72-
73 ou à [Web99]. Ce sont également de bonnes références pour le problème de l'estimation de 
performance en général. 

4.4 Divers indices composites de performances 

La seule mesure du taux d'erreur peut ne pas être pertinente pour une tâche d'apprentissage 
donnée. 

-- EXEMPLE 
Supposons que nous considérions une tâche de discrimination enLre deux classes, et qu'après 
apprentissage, on observe sur un ensemble de test constitué de 105 exemples positifs et 60 
exemples négatifs, les performances suivantes : 

I�::;---�� Il + 1 1 
SVM : �===============�====!:::==� 

1 + Il �; 1 �� 1 

1=--- Réel Il 
Es t i m é - ---...__ 

Apparemment, le système SV M (voir chapitre 14) est plus performant sur cette tâche, puisque 
son taux d'erreur est de : 1�t;1 = 0.29 au lieu de 2�!t3 = 0.375 pour le classifieur bayésien 
naïf (voir chapitre 2). Pourtant, ce critère d'erreur n'est peut-être pas celui qui nous intérel:!se 
en priorité. 
Par exemple, on peut observer que la classification obtenue ici avec le SV Ivl est biaisée vers 
la classe majoritaire puisque 94 + 37 = 131  exemples sont classés +,  au lieu de seulement 
72 + 29 = l 01 pour le cla.ssifieur na.ïf, qui respecte donc beaucoup mieux les proportions des 
deux classes. De plus, il se peut que ce qui nous intérel:!se soit en fait, pour cette tâche, le taux 

de « vrais négatifs ». Dans ce cas, il faut c:hoisir la dassification retournée par le classifieur 
bayésien naïf avec 31 « vrais négat;ifs » au lieu de 23 seulement avec le SVM. 

Afin d'aider à mesurer la performance pertinente en fonction des grandes tâches d'apprentis
sage, plusieurs indices composites calculés à partir de la matrice de confusion (répétée ci-dessous) 
ont été utilisés. Ils incluent : 

• Le ta?.L:r: de bonne prédiction (acc·uracy) : précision = v�!�N 
• Le taiix de vrais positifs : taux_ VP = v: (aussi appelé sensibilité ( sensitivity) en recherche 

médicale par exemple). 
• Le taux de vrais négatifs : taux_ VN = v�v (aussi appelé spécificité ( speci.ficity) en recherche 

médicale par exemple). 
16 Ou « couLea.u suisse » : un outil multifonction bien pra.tique. 
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120 PARTIE 1 Les fondements de l'apprentissage 

• Le rappel ( recall) : v: 
• Le précision ( precision) 11 �r:F P 
• La F mesure (F-mesure) qui est une moyenne harmonique du rappel et de la précision 

(/3 > 0) : 
( 1  + /32) · rappel · précision 

[32 . rappel + précision 
• On confond souvent la F mesure avec la F 1 mesure : 

------ Classe réelle 
Classe estim�-------

+ 

-

2 · rappel · précision 
rappel + précision 

+ (P) 

Vrais positifs (VP) 
Faux négatifs (FN) 

- (N) 

Faux posit ifs (FP)  
Vrais négatifs ( VN) 

Le rappel et la précision sont deux mesures populaires en recherche d'information (information 
retrieval) car elles correspondent à deux souhaits importants. On cherche en effet à extraire le 
maximum des documents effectivement pertinents (rappel) tout en maximisant la proportion de 
documents pertinents dans les documents classés positivement (précision). Souvent, ces deux 
souhaits sont contradictoires. 

4.5 Le réglage des algorithmes par un ensemble de test 

Lorsque l'on cherche à résoudre un problème d'apprentissage, on cherche à se décider pour la 
meilleure méthode, ce qui implique : 

• le choix du principe indttctif ; 
• le choix d'une mesttre de performance, ce qui implique souvent celui d'une fonction de coût ; 
• le choix d'un algorithrne d 'apprentissage ; 
• le choix de l'espace d 'hypothèses, qui dépend en partie du choix de l'algorithme ; 
• le réglage de tous les paramètres contrôlant le fonctionnement de l'algorithme. 

Généralement l'opérateur essaie plusieurs méthodes sur le problème d'apprentissage afin de 
déterminer celle qui semble la plus appropriée à la classe de problèmes concernée. Comment 
doit-il procéder ? 

Il faut se méfier d'une approche qui semble naturelle. On pourrait en effet croire qu'il suffit de 
mesurer pour chaque méthode la performance empirique à l'aide de l'une des techniques décrites 
plus haut, dans la section 4.3, faisant appel d'une manière ou d'une autre à un échantillon de 
test. Cela serait cependant commettre la faute de faire dépendre le réglage de la méthode d 'ap
prentissage (ou de ses méta-paramètres) d'un ensemble d'exemples, ici l'ensemble de validation, 
qui devient à la fois source de réglages et juge de paix pour l'estimation de performance. En 
procédant de la sorte, on risque cl 'adapter étroitement la méthode d'apprentissage à cet échan
tillon de validation. Cela est dangereux car il se peut que, comme dans le cas du phénomène de 
sur-apprentissage, à tant poursuivre ce but, on s'éloigne d'une diminution du risque réel. C'est 
pourquoi on prévoit, à côté de l'échantillon d'apprentissage et de l'échantillon de validation, un 
troisième échantillon indépendant des deux autres, l 'échantillon de test17 ,  qui ne servira que pour 
l'estimation finale de la règle de décision finalement obtenue (voir figure 3.19).  

17 La terminologie est ici mal fixée dans la communauté : certains auteurs définissent « échantillon de test » 
et « écha.ntillon de valida.tion » à l'inverse. Il faut donc se méfier et vérifier que l'on utilise b.ien la même 
convention que son interlocuteur. 



Vl Q) 
0 .... 
>w 
0 ....... 
0 N 
@ 
.µ ..c 
Ol 
·;:: 
>a. 
0 
u 

Chapitre 3 L'environnement méthodologique de l'apprentissage 

Ensemble 

d'apprentissage 
Ensemble 

de validation 
Ensemble 

de test 

FIG. 3.19: Échantillons 'utilisés pour l 'apprentissage et son évaluation. 

Malheureusement, dans de nombreuses applications, le nombre d'exemples, c'est-à-dire d'ob
servations pour lesquelles un expert a fourni une étiquette, est limité. Le plus souvent chaque 
nouvel exemple est coüteux à obtenir et il ne peut donc être question d'augmenter à volonté 
l'échantillon d'apprentissage, l'échantillon de validation et l'échantillon de test. Il arrive ainsi 
que l'on utilise une procédure plus complexe de double validation croisée imbriquée, dans la
quelle les exemples sont tirés indépendamment pour constituer les trois ensembles. 

4.5.1 Estimation de risque : la courbe ROC 

Jusqu'ici nous avons essentiellement décrit des méthodes d'évaluation des performances ne 
prenant en compte qu'un nombre : l'estimation du risque réel. Cependant, dans un contexte de 
prise de décision, il peut être utile cl 'être plus fin clans l'évaluation des performances et de prendre 
en compte non seulement un taux d'erreur, mais aussi les taux de « faux positifs » et de « faux 
négatifs » (disponibles à partir de la matrice de confusion, voir au paragraphe 4.4). Souvent, 
en effet, le coût de mauvaise classification n'est pas symétrique et l'on peut préférer avoir un 
taux d'erreur un peu moins bon si cela permet de réduire le type d'erreur le plus coûteux (par 
exemple, il vaut mieux retirer à tort l'appendice (faux positif), plutôt que de ne pas détecter 
une appendicite (faux négatif)). La courbe ROC (de l'anglais Receiver Operating Characteristic) 
permet de régler ce comprornis18 . 

Supposons que la fonction de décision s'appuie sur une fonction h à valeur réelle définie sur 
l'espace des entrées X. On peut alors établir un graphique pour chaque classe donnant la pro
babilité d 'a.ppartenir à cette classe en fonction de la valeur de sortie de la fonction h que l'on 
appelle ici critère de décision (voir la figure 3.20). 

Classe '-' 

Critère de décision 

FIG. 3.20: Courbes de probabilité correspondant aux classes '+ ' et '- ' 

Comme on le voit sur la figure 3.21, pour chaque seuil de décision, on peut calculer la pro
portion de « vrais positifs » (fraction des exemples de la classe + étiquetés comme + à partir du 

1� Ces courbes ont été utilisées pour la première fois lors de la deuxième guerre mondiale quand, clans l'usage des 
radars, on a voulu quantifier leur capacité à distinguer des interférences de nature aléa,toire du signal indiquant 
réellement la présence d 'aôronefs. 
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seuil de décision) et de « faux positifs ».  

'Q,i QJ :: � ·- <Il 
� <; Oasse '+' ;::: <Il o .. ., g., 'O 

Faux 
négafifç 

( lOo/c) 

Vrais 
négatifs 

PARTIE 1 Les fondements de l'apprentissage 

Vrais 
positifs 
( 90%) 

Critère de décision 

Faux 
positifs 

Critère de décision 

FIG. 3.21: Seuil décidant pour chaque classe des « vrais positifs », « faux négatifs », « faux 
positifs » et « vrais négatifs ». 

On peut alors construire la courbe ROC : pour chaque seuil, on reporte la proportion de « vrais 
positifs » en fonction de celle des « faux positifs ». Il est clair qu'idéalement, si la fonction de 
décision permettait de séparer complètement les deux courbes de probabilité correspondant aux 
deux classes (apprentissage parfait), on pourrait obtenir 100 % de vrais positifs pour 100 % de 
faux positifs pour un seuil donné passant entre les deux courbes. En revanche, si les deux courbes 
de probabilité se superposent parfaitement (aucune discrimination), alors, pour chaque seuil de 
décision, il y a autant de « vrais positifs » que de « faux positifs ». La courbe ROC est alors 
la droite correspondant à la fonction identité. Le test a 50 3 de chances de conduire au bon 
diagnostic. Plus la courbe s'incurve vers le haut, plus le test est pertinent (le rapport des « vrais 
positifs » sur les « faux positifs » augmente). La pertinence est mesurée par l'aire sous la courbe ;  
elle augmente avec sa courbure (voir la figure 3.22). 

Lorsque l'on a trouvé un système de classification suffisamment bon, il reste à choisir le seuil 
pour un diagnostic 'classe + '  / 'classe -'. Le choix du seuil doit fournir une proportion de vrais 
positifs élevée sans entraîner une proportion inacceptable de faux positifs. Chaque point de la 
courbe représente un seuil particulier, allant du plus sévère : limitant le nombre de faux positifs au 
prix de nombreux exemples de la classe '+ ' non diagnostiqués (forte proportion de faux négatifs, 
c'est-à-dire faible proportion de vrais positifs), aux plus laxistes : augmentant le nombre de 
vrais positifs au prix de nombreux faux positifs (voir la figure 3.22). Le seuil optimal pour une 
application donnée dépend de facteurs tels que les coûts relatifs des faux positifs et faux négatifs, 
comme de celui de la prévalence de la classe '+' .  Par exemple, un opérateur (de téléphonie ou de 
chaîne cablée) cherche à détecter des problèmes de résiliation : quels sont les abonnés susceptibles 
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Chapitre 3 L'environnement méthodologique de l'apprentissage 

de le quitter ?19 .  Ces abonnés fuyants sont peu nombreux, mais très coûteux. On cherchera donc 
à essayer d'en détecter le maximum afin de tenter de les retenir, quitte à détecter aussi quelques 
faux. On utilisera alors un seuil « laxiste » .  

PROPORTION DE VRAIS NECATlfS PROPORTION DE VRAIS NRCATIFS 

ll,1 "' . , •• .., ... "' "� 11,'f li• "' '" "' .. .., ... "·' M ... 1,11 
I,& ... ... UI 

03 '·' 03 Seuil "laxiste " '·' 

il )t ..• "� ·m ·� 
� V> "' V> 

� ?l .. .:::. 1 ::. � 8 '" '" '<: t: '" .. 1 ••• ''·' 5 0 � .. "' .. I�- .., z z ,,, ..• >< ,,,, "" >< < .... ;;, � il,t. 
Seuil "sévère " :::. " � " 

..... : ...... 
- � ;; ;; 

E. il-' Cl.5 .., "' .,_.;: IG&: os .., " :::. " 
6 Ligne de hasard 

z � - - z 
g 1 0 � ... (per1i11e11a = 0.5) ... "" 0.4 1 '" � "' "' 0 0 ln- 0 ô s .. .. 

.. , OJ 0 .. , OJ 0 " " "' .'::. 1 "" "' ""' "'" "'" 1 "'" 
"' "' "' ··� 

'·' '" UJ i),I 

11.1 "' 03 .. t3 . .. "·' '" • . . IA 11.1 112 03 ... t3 "" lt7 '" • . . '" 
PROPORTION DE f'AUX POSITIFS PROPORTION DE fAUX POSITIFS 

FIG. 3.22: Une courbe ROC à gauche. Deux seuils sur cette co1.trbe à droite. 

On peut comparer plusieurs systèmes d'apprentissage en comparant leurs courbes ROC. Si, 
pour une tâche donnée, un système a une courbe uniformément supérieure à celle de l'autre 
système, alors on peut conclure qu'il a un meilleur pouvoir discriminant. En revanche, il peut 
arriver que les courbes ROC correspondant aux deux systèmes se chevauchent (courbe 3.23). 
Dans ce cas, chaque système est supérieur à l'autre pour un intervalle de valeur du critère de 
décision, et le choix doit s'opérer sur la base des coûts relatifs des « faux positifs » et des « faux 
négatifs ». 

ROCCurve 
l.00 - -

0.90 

O.JIO L -
_,_ 

0.70 

; ., 0.60 
.. j 0.50 

1 1-i'9 
� 0.40 

0.30 l 
0.20 u 0.10 

0.00 � ·- --
0.00 0.10 0.20 0.30 0.40 0.50 0.60 0.70 0.80 0.90 LOO 

FIG. 3.23: Courbes ROC correspondant à deux systèmes qui se croisent. 

190n les <J.ppelle les churner.s (de chu.rn : baratte) dans le jargon du méLier. O n  pa.rle aussi d\ittrition. 
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124 PARTIE 1 Les fondements de l'apprentissage 

4.6 D'autres critères d'appréciation 

En plus des critères numériques, il existe un certain nombre de qualités qui permettent de 
distinguer une hypothèse parmi d'autres. 

L'intel ligibilité des résultats d'apprentissage 

Dans le cas où l'hypothèse apprise est une grammaire ou un ensemble de règles logiques, 
par exemple, elle peut être munie d'une sémantique directement interprétable dans le lan
gage de l'ingénieur ou de l'expert. Il est important dans ce cas qu'elle soit compréhensible. 
Cette faculté d'intelligibilité a déjà été évoquée dans le premier chapitre de ce livre : nous 
y avons fait remarquer que la discipline de l'extraction de connaissances dans les données 
faisait grand cas de cette intelligibilité et que parfois l'apprentissage d'un petit nombre de 
règles compréhensibles valait mieux qu'un fouillis de règles sophistiquées, même avec une 
performance objective supérieure. 

La simplicité des hypothèses produites 

Ce critère est relié au précédent. Il relève d'un argument rhétorique classique, le rasoir 
d 'Occam, qui affirme qu'il ne sert à rien de multiplier les « entités » inutiles20 , autrement 
dit qu'une explication simple vaut mieux qu'une explication compliquée. Ce principe a été 
rationnalisé par certains chercheurs dans le domaine de la théorie de l'apprentissage [L\197]. 

5.  La comparaison des méthodes d'apprentissage 

On peut toujours utiliser différents algorithmes d'apprentissage sur une même tâche. Comment 
interpréter la différence de performance mesurée empiriquement entre deux algorithmes ? Plus 
concrètement, est-ce qu'un algorithme dont la performance en taux d'erreur de classification 
binaire vaut 0.17 est meilleur qu'un autre dont la. performance mesurée est de 0.20? 

La réponse n'est pas évidente, car la performance mesurée dépend à la fois des caractéristiques 
des tests empiriques effectués et des échantillons de tests utilisés. Départager deux systèmes 
sur une seule mesure est donc problématique. La même question se pose d'ailleurs pour deux 
hypothèses produites par le même algorithme à partir de conditions initiales différentes. 

Toute une littérature porte sur ce problème et nous n'en esquissons que les grandes lignes dans 
ce qui suit. On ne saurait être trop attentif à ces questions lorsque l'on teste effectivement des 
systèmes, sous peine d'affirmer à peu près n'importe quoi. 

Notons que le problème de décider si un algorithme ou une hypothèse est meilleure qu'une 
autre se place naturellement dans le cadre du test d'hypothèses en statistique, que nous avons 
déjà évoqué plus haut dans la section 4.3.l. Il n'est donc pas surprenant que la plupart des 
techniques de comparaison viennent du monde des statistiques . 

Le principe général est de caractériser la distribution de probabilité sur les différences possibles 
de performance sous l'hypothèse qu'il n'y a pas en fait de différence entre les méthodes (hypothèse 
nulle : Ho). On compare alors la différence observée par rapport à cette courbe, et on décide si 
la probabilité que cette différence ait été observée sous Ho est suffisamment petite pour que 

2° Fr·ustra fit per plura, quod fieri potest per pauciora, classiquement traduit par : It is vain to do with more 

what can be done with less. Ou Essentia non sunt multiplicanda praeter necessitatem. Entities should not be 
rnultiplied urmecessarily. Guillaume d'Occam ( 1288-1348). 
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Chapitre 3 L'environnement méthodologique de l'apprentissage 

l'on décide qu'il y a bien en fait une différence entre les algorithmes ou entre les hypothèses 
comparées. 

Lors de la comparaison entre deux algorithmes, ou de deux hypothèses produites par le même 
algorithme à partir de conditions initiales différentes, il faut distinguer le cas où l'on se base sur 
des échantillons de test identiques ou différents. Nous allons traiter rapidement les deux cas. 

5 . 1  La comparaison de deux algorithmes à partir d'un même jeu de données 

5 . 1 . 1  La comparaison de deux algorithmes sur un même ensemble de test 

Si les ensembles tests sur lesquels sont évalués les deux algorithmes sont les mêmes, alors les 
intervalles de confiance peuvent être beaucoup plus serrés que si on les évalue sur des ensembles de 
test différents dans la mesure où l'on élimine la variance due à la différence entre les échantillons 
de test. 

Soient donc deux hypothèses de classification h1 et h2· Notons : 

noo Nombre d'exemples de tests mal classés par h1 et h2 
no1 = Nombre d'exemples de tests mal classés par h1 , mais pas par h2 

n1o = Nombre d'exemples de tests mal cla.ssés par h2, mais pas par h1 
nu Nombre d'exemples de tests correctement classés par hi et h2. 

Posons comme hypothèse nulle que les deux classifieurs ont le même taux cl 'erreur en généra
lisation. Nous nous attendons alors à observer que n01 = n10 = noitnio. 

On peut alors avoir recours au test du x2 qui consiste à exami�er l'écart quadratique entre 
la valeur attendue d'une variable aléatoire et la moyenne observée et à diviser cet écart par la 
valeur attendue. 

(noi _ no1 �n10 )  2 (nto _ no1 ;n10 )  2 
������� + ������� n.01 +n10 no1+n10 2 2 

qui suit une loi du chi-2 à un degré de liberté. 

)2 (no1 + n10 
no1 + n10 

Le test de McNemar est un test du chi-2 corrigé à un degré de liberté : 

no1 + n10 
(3.5)  

Il accepte l'hypothèse nulle, pas de différence entre les performances des deux classifieurs, au 
niveau a si cette valeur est inférieure ou égale à x�,1 · x�_05,1 = 3.84. 

5.1 .2 Validation croisée à N plis avec t tests couplés 

L'idée de ce test est d'utiliser un mécanisme de validation croisée pour obtenir N couples 
d'ensembles d'apprentissage et de test : (Si, T;)i=I, ... ,N · Les fréquences d'erreur observées pour 
les deux classifieurs sur l'ensemble de test T.;, sont notées : p} et PI respectivement. 

Si les deux classifieurs ont des performances équivalentes, on s'attend à ce que les variables p} 
et PI aient mêmes moyennes, ou encore que la différence de leurs moyennes soient nulle. 

Soit Pi = pf - PI cette différence. Étant donné que l'on suppose que les variables p} et PI 
suivent approximativement des lois normales, leur différence Pi suit aussi, approximativement, 
une loi normale de moyenne µ,. 

On définira donc l'hypothèse nulle Ho, correspondant à l'absence de différence entre les deux 
classifieurs, comme : µ = O. 
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126 PARTIE 1 Les fondements de l'apprentissage 

Soient la moyenne et la moyenne des écarts quadratiques : 

Sous l'hypothèse nulle, nous avons une statistique suivant une distribution t à N - 1 degrés 
de liberté : 

vN(m - ü) 
s 

vN · m  
s (3.6) 

Le test accepte l'hypothèse nulle, pas de différence entre les performances des deux classifieurs, 
au niveau a: si cette valeur est dans l'intervalle [-t0;2,N_ 1 ,  t,,,;2,N_iJ .  On a par exemple to.025,9 = 
2.26 et to.02s,29 = 2.05. 

Notons que même si ce test fait l'hypothèse que les deux variables pf et pf suivent des lois 
normales, il est robuste aux écarts avec cette hypothèse. D'où l 'utilisation très courante de ce 
test. 

5.1.3 Les 5 x 2 cv t tests couplés 

Dans son article de 1998, [Die98], Dietterich remarque que l'inconvénient de la validation 
croisée à N plis avec tests couplés quand N est grand est qu'il y a un fort recoupement des 
ensembles d'apprentissage ce qui peut conduire à une sous estimation de la variance. 

Le test qu'il propose utilise cinq réplications d'une validation croisée à deux plis. À chaque 
réplication, le jeu de données est divisé en deux parties égales. On note p�j) la différence entre 
les taux d'erreur des deux classifieurs pour le pli j E { 1 ,  2} et la réplication i E { 1 ,  . . . , 5} .  Pour 
chaque réplication i ,  la moyenne des taux d'erreur est Pi = (p?) + p�

2
) )/2, et la variance estimée 

est si = (p�1) - p,;)2 + (p�2) - Pi)2. 

Soit l 'hypothèse nulle Ho selon laquelle les deux algorithmes ont la même performance. La 
différence p�j) de deux variables identiquement distribuées, en ignorant ici qu'elles ne sont pas 
indépendantes, peut être considérée comme suivant une loi normale de moyenne 0 et de variance 
inconnue C12. Dans ce cas, le rapport si /Ci2 suit une distribution chi-2 (x2) à un degré de liberté, 
et leur somme suit une distribution du x2 à cinq degrés de liberté : 

M (3.7) •) Xs et t 
JM/5 

ce qui donne une t-statistique à 5 degrés de liberté. 
Le test 5 x 2 cv t tests couplés accepte l'hypothèse nulle, pas de différence entre les performances 

des deux classifieurs, au niveau o: si cette valeur est dans l'intervalle [-t0;2.5, ta;2.5] · to.o25,5 = 2.57 . 

On peut aussi utiliser ce test pour décider si un algorithme est supérieur à un autre, pour une 
tâche donnée, dans une version à un côté ( one-sided). Ainsi, on décidera que l'algorithme 1 est 
inférieur à l'algorithme 2 en comparant les hypothèses : Ho : µ, ::; 0 et H1 : µ > O . 

On calcule les mêmes statistiques que précédemment (équation 3.7) et l'hypothèse nulle est 
acceptée si la valeur calculée est inférieure à : ta,5 · t0,05,5 = 2.02. 

Alpaydin , [Alp99J, a. amélioré ce test pour le rendre plus robuste et plus performant. 

5.2  La comparaison de deux algorithmes à partir de jeux de données différents 

Il existe une différence fondamentale entre les tests effectués à partir d'un jeu de données 
unique et les tests portant sur plusieurs jeux de données. Les tests sur un seul jeu de données 
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Chapitre 3 L'environnement méthodologique de l'apprentissage 

impliquent généralement l'estimation de la performance moyenne et de sa variance sur des étapes 
répétées d'apprentissage et de test a.vec des tirages aléatoires à partir du jeu de données. Comme 
ces ensembles, cl 'apprentissage comme de test, ne sont pas indépendants, un grand soin doit être 
apporté afin cl 'éviter des estimations biaisées. 

Il est cependant fréquent que l'on veuille comparer des algorithmes sur des jeux de données 
différents. Dans ce cas, la. variance des résultats est en partie attribuable à la différence des jeux 
de données. Demsar clans une étude très intéressante, [Demü6], avertit que le t-test n'est plus 
une méthode appropriée, et recommande le test de rangs signés de 'i\Tilcoxon. 

5.2.1 Le test de rangs signés de Wilcoxon 

De nombreux tests statistiques s'appuient sur des a priori sur la forme de la distribution des 
mesures effectuées. Par exemple, le t-test étudié plus haut suppose que les mesures suivent une 
loi normale. Il peut cependant arriver que nous nous sentions inconfortables à l ' idée d'émettre 
de telles suppositions. Dans ce cas, il fa.ut a.voir recours aux tests non paramétriques. Les tests 
basés sur la comparaison des rangs font partie de ces tests. 

L'idée est ici de remplacer les valeurs numériques des taux d'erreur observés sur les classifieurs 
comparés et les jeux de test par les rangs des performances mesurées. Si les classifieurs sont de 
performance comparable, on devrait obtenir des rangs à peu près bien mélangés. En revanche, 
si un classifieur est significativement supérieur à un autre, alors les rangs correspondant aux 
taux d'erreur qu'il obtient sur les jeux de données devraient être biaisés vers les premiers rangs, 
c'est-à-dire les taux cl 'erreur les plus faibles. De même, si un classifieur a une variance de ses 
résultats supérieure à la variance de l'autre classifieur, il devrait obtenir à la fois plutôt des rangs 
élevés et des rangs bas. Il existe des tests statistiques spécifiques sur les rangs moyens ou sur 
la distribution des rangs permettant de calculer le degré auquel on peut croire, ou non, à la 
supériorité d'un algorithme sur l'autre. 

Les test de rangs signés ( signcd rank test.s) s'appuient sur un autre type de classement. Ici, on 
classe l'écart entre les performances des deux classifieurs testés sur les différents jeux de test, et 
pour chaque écart IREmp(A) - REmp(B)I (noté Ir A - r3 j sur la figure 3.24), on retient l'algorithme 
gagnant. Ainsi, si l'algorithme A est le gagnant pour le plus grand écart, alors il a gagné pour le 
rang 1, et ainsi de suite. 

S'il n'y a.vait pas de différence significative de performance entre les deux algorithmes, on 
devrait obtenir des rangs moyens à peu près égaux pour les deux algorithmes. Soit N le nombre 
de jeux de tests, GA (resp. G n ) la somme des rangs sur lesquels l'algorithme A (resp. B) a gagné, 
et T = rnin(GA , Gn) .  Pour N 2: 25, la statistique 

T - tN(N + l) 
z J 214 N(N + 1 ) (2N + 1) 

est distribuée à peu près selon une loi normale. Avec o: = 0.05, l'hypothèse nulle, les deux 
algorithmes ont des performances équivalentes, peut être rejetée si z < -1 .96 . 

5.3 La comparaison de multiples algorithmes 

Lorsque l'on compare entre eux davantage que deux algorithmes, on se retrouve dans la. si
tuation de tests multiples, ce qui demande un soin particulier, comme devraient le savoir les 
praticiens de l'apprentissage, conscients du problème du lien entre mesure du risque empirique 
sur l'apparente meilleure hypothèse et son risque réel. Pourtant, de nombreuses publications et 
études sont entachées d'erreurs méthodologiques. 
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128 PARTIE 1 Les fondements de l'apprentissage 

ITA - TB I ITA - TB I 

• 1 1  • 1 1  
• 1 0  • 1 0  

0 9 • 9 
0 8 0 8 

• 7 • 7 
0 6 • 6 

• 5 • 5 
0 4 0 4 

• 3 e 3 
• 2 • 2 

0 0 

A B A B 
gagne gagne gagne gagne 

FIG. 3.24: Po1tr 1 1  je1ix de données, on note {à gauche) q1ie l 'algorithme A a gagné s1ir les rangs 
2, 3, 5, 1, 10 et 11, et l 'algorithme B sur les rangs 1, 4, 6, 8 e t  9. On a donc GA = 37 
et GB = 29. A droite, on obtient GA = 53 et GB = 13. La vale11r critique pour 1 1  
jeux de test est 1 O. Donc, on  ne peut pas conclure à gauche : JG  A - G B J < 1 0  alors 
que l'on peut décider q1ie A est meilleur q1w B à droite (GA - Gs = 40). 

Le problème est d'éviter de commettre au moins une erreur de type 1 ,  consistant à rejeter 
l'hypothèse Ho (e.g. l'algorithme n'est pas meilleur que les autres) alors qu'elle est vraie (de fait, 
il n'y a pas de supériorité significative).  

Les statistiques offrent des procédures appropriées pour tester la signification de la différence 
entre moyennes multiples. Les deux plus connues sont le test ANOVA (ANalysis Of VAriance) 
et le test non paramétrique de Friedman. 

5.3.1 L'analyse de la variance : ANOVA 

L'analyse AN OVA divise la variabilité totale entre les résultats observés pour les différents 
algorithmes entre une variabilité entre les algorithmes, une variabilité entre les jeux de données, 
et une variabilité résiduelle (erreur). Si la variabilité entre algorithmes est estimée comme signi
ficativement plus grande que la variabilité résiduelle, alors l'hypothèse nulle peut être rejetée et 
on peut conclure qu'il y a une différence entre les algorithmes. Nous renvoyons le lecteur à tout 
ouvrage général sur les tests statistiques pour plus de détails . 

La limite principale du test AN OVA est qu'il suppose que les échantillons de données sont 
issus d'une distribution normale, ce qui n'a. aucune ra.ison d'être dans le cas de mesures de taux 
d'erreur. C 'est pourquoi on préfère le test de Friedman. 

5.3.2 Le test de Friedman 

Dans le test de Friedman, on classe les K algorithmes pour chaque jeu de test séparément. Le 
meilleur algorithme obtenant le rang 1, le deuxième le rang 2, etc. En cas d'égalité, le ra.ng moyen 
est assigné aux algorithmes égaux. Soit r{ le rang du j-ème algorithme sur le jeu de données j 
parmi N. Le test de Friedman compare les rangs moyens Rj = fr I:i rf des algorithmes. 

Sous l'hypothèse nulle selon laquelle tous les algorithmes sont équivalents, les rangs de chaque 
algorithme devraient obéir à la statistique de Friedman : 
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avec K - 1 degrés de liberté, quand N et K sont suffisamment grands (N > 10 et K > 5 ) .  
Iman et  Davenport, [ID80], ont montré que cette statistique était trop prudente et  ont calculé 

une statistique plus précise : 

) 2 (N1 Xp Fp = 

N (K - 1) - x;, 

distribuée selon la F-distribution avec K - 1 et (K - l)(N - 1 )  degrés de liberté. 

5.4 Discussion 

Les procédures de comparaison discutées ne prennent en compte que les taux d'erreurs. Il 
est clair que si deux classifieurs ont la même performance, mais que l'un est plus complexe que 
l'autre, il vaut mieux retenir le plus simple des deux. 

Par ailleurs, peu d'études prennent en compte des coûts de mauvaise classification dissymé
triques. Il y a là un champ de recherche qui reste à explorer. 

6.  Autres problèmes pratiques 

6.1  Classes très déséquilibrées 

Il existe de nombreuses applications pour lesquelles les classes d'objets sont déséquilibrées 
( irnbalanced data sets, en anglais). Par exemple, dans le cas de l'identification de pollutions 
maritimes à partir d'images satellites, la fraction d'images montrant un bateau en train de 
dégazer en mer est heureusement très faible par rapport à l'ensemble des images récoltées, de 
l'ordre de moins de une pour dix mille [KH1vl98j. De même, dans des applications de détection 
de bioactivité, au sein de toutes les molécules documentées dans les chimiothèques, très peu 
de molécules sont bioactives par rapport à une cible pharmacologique. En conséquence, si l'on 
entraînait sans précaution un système sur les données brutes, le système obtiendrait un score 
excellent en se contentant de prédire indistinctement la classe majoritaire. 

Cette prédiction serait correcte, et le déséquilibre des classes sans importance, si le système 
était ensuite appelé à travailler dans les mêmes conditions, par exemple si les images satellites sont 
parcourues aléatoirement pour une surveillance en continu. !vlais supposons qu'une information 
de pollution parvienne au centre de surveillance : les images satellites examinées seront celles 
des bateaux dans la zone concernée. Ce n'est plus un bateau sur dix mille qu'il faut identifier, 
mais un sur dix. L'apprentissage doit donc être fait à partir d'un ensemble d'images où il y a dix 
bateaux innocents pour un seul coupable. 

Prenons un autre exemple : la lecture automatique des numéros des plaques minéralogiques 
à partir des photos flash des bornes radars. Pour simplifier, intéressons-nous seulement à l'iden
tification du dernier chiffre, en supposant le véhicule français (5 pour un véhicule du Doubs, 3 

pour un de la Gironde, etc.). Admettons que, pour chaque chiffre, il y a autant de véhicules qui 
circulent en France (ce n'est sans doute pas vrai, mais si on avait les chiffres précis, on pour
rait en tenir compte). On a donc un problème de classification : à partir de l'image du dernier 
chiffre, lui attribuer une classe entre 0 et 9 .  L'ensemble d'apprentissage peut se constituer avec 
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un nombre identique d'images supervisées par la même classe, puisque ce que nous appellerons 
au chapitre 1 5  la probabilité a priori des classes vaut un dizième pour chaque classe. Les classes 
sont donc parfaitement équilibrées en phase d'apprentissage et de test. 

M ais quand le radar est installé à la sortie de Besançon, il prendra une proportion plus impor
tante de photos de plaques se terminant par 5, mais il n'en tiendra pas compte (à tort) dans sa 
décision et il aura tendance à verbaliser à tort trop de plaques ne se terminant pas par 5. C'est un 
problème du même type que le précédent : la décision est biaisée par rapport à l'apprentissage, 
car les probabilités a priori des classes ont changé entre les deux phases. 

Si on connaît les probabilités a priori des classes en exploitation, et qu'elles sont différentes 
de celles de l'ensemble cl 'apprentissage, il est donc nécessaire de rééquilibrer cet ensemble d 'a.p
prentissage. Pour ce faire, on dispose des approches suivantes (on suppose pour simplifier qu'il 
n'y a que deux classes) : 

• Ré-équilibrage des classes. Cela peut être effectué soit en retirant des exemples de la 
classe majoritaire (par exemple par un tirage aléatoire), soit en augmentant artificielle
ment la classe minoritaire. La première solution a l'inconvénient d'éliminer des données qui 
peuvent être porteuses d'une information utile, spécialement lorsque la taille de l 'échantillon 
d'apprentissage est petite par rapport à la dimension de l'espace des entrées. C'est pourquoi 
il est intéressant de considérer la seconde solution. Celle-ci se décline en plusieurs options : 
- Création d 'exemples virtuels. Une technique intéressante est de créer des exemples virtuels 

proches des exemples par un procédé de bruitage, par exemple par une génération de dis
tribution gaussienne autour des exemples. En contrôlant la. varia.nce de cette distribution, 
on provoque de fait une sorte de lissage ou de régularisation des hypothèses produites (qui 
ont ainsi tendance à moins épouser les exemples des classes minoritaires). 

- Atigmentation du poids des exemples. Lorsque l'algorithme d'apprentissage prend en comp
te le poids des exemples (dans certains cas de réseaux connexionnistes ou dans les ap
proches bayésiennes par exemple), il est envisageable d'augmenter le poids des exemples 
des classes minoritaires de manière à rééquilibrer le poids global des classes. 

• Modification de la fonction de performance. Sans modifier l'échantillon d'apprentis
sage, il est possible de modifier le critère de performance que le système cherche à optimiser. 
Deux approches en particulier sont utilisées : 
- lvlodification de la matrice de coûts. Une possibilité est de pénaliser beaucoup la mauvaise 

classification des exemples des classes minoritaires par rapport à la mauvaise classification 
des exemples des classes majoritaires (voir la section 6.2). 

- Modification du critère de performance. Dans un esprit proche de la solution précédente, 
il est possible de modifier la formule du taux d'erreur pour tenir compte des fréquences 
respectives des différentes classes. 

- Utilisation d'une technique de « déplacement co-varié » (covariate-shift) qui modifie le 
critère empirique pour biaiser l'apprentissage vers la région de X clans laquelle devraient 
se trouver la majorité des exemples à venir. (voir IQCSSL09]). 

Il faut remarquer que cette modification de la fonction de performance produit un résultat qui 
n'est pas facile à relier avec exactitude au changement de la. valeur des proba.bilités a priori des 
classes entre l'apprentissage et la décision. Aucune de ces techniques n'est de plus uniformément 
supérieure aux autres. Il faut donc en examiner les avantages et inconvénients pour chaque appli
cation, en testant l'hypothèse apprise en situation de fonctionnement, si possible. La littérature 
sur ce problème est abondante (voir par exemple IDom99, DHOO, ElkOl ,  JS02, KHM98, SLD02]). 
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6.2 Matrice de coûts non symétrique 

Un autre cas de dissymétrie entre les classes se produit quand une mauvaise classification 
n'a. pas les mêmes effets ou le même coüt. Un exemple simple est le dépistage primaire cl 'une 
maladie : il vaut mieux du point de vue de la santé publique réaliser un test « pessimiste », qui 
envoie vers des examens complémentaires une proportion importante de patients sains que de 
ne pas faire d'examen complémentaire sur des patients vraiment malades. En conséquence, le 
coût de mauvaise décision n'est pas le même pour les deux classes. Ce cas peut se traiter en se 
déplaçant sur la courbe ROC, comme expliqué au paragraphe 4.5 . 1 .  La théorie bayésienne de la 
décision (chapitre 15) peut intégrer explicitement des coûts de décision non symétriques. Il faut 
noter que dans la plupart des méthodes d'apprentissage de concept, le choix de coüts d'erreur 
égaux est implicitement fait. 

6.3 Données bruitées 

Les données peuvent être bruitées de plusieurs manières. Le bruit de mesure modifie la valeur 
réelle des attributs sans changer la classe. Il est souvent dû à des erreurs de saisie ou des impré
cisions pendant la capture des données. Il n'y a pas grand-chose à faire pour le réduire. Le bruit 
de classe est une erreur de l'expert, qui se trompe (soit par mégarde, soit par incompétence) 
dans l'attribution d'une étiquette. 

Il est parfois possible de détecter et d'éliminer les erreurs dues au bruit de classe quand une 
donnée de la classe w1 est loin (au sens d'une certaine distance) des autres données de la même 
classe et entourée de données de la classe w2. Les techniques d'édition que l'on verra avec les 
méthodes des plus proches voisins, au chapitre 15 sont conçues pour détecter ces données mal 
étiquetées et pour enlever ces points isolés (ou outliers) que l'on peut supposer victimes d'un bruit 
de classe. Mais le problème est très délicat à régler clans le cas général, puisque rien n'assure que 
deux classes doivent être bien séparées. Le véritable problème se situe dans les zones de confusion 
entre classes, où une méthode cl 'édition donne un résultat aléatoire. 

Dans certains cas, on peut émettre des hypothèses sur la probabilité P ij qu'une donnée de 
vraie classe wi soit étiquetée par la classe Wj et en tirer profit dans l'exploitation des données. 
Ces travaux restent pour le moment du domaine de la recherche (voir par exemple [1vlag07]). 

6.4 Espace d'entrée de très grande dimension 

Lorsque les données sont décrites à l'aide de très nombreux descripteurs, comme c'est par 
exemple le cas en analyse d'images, en génomique ou en recherche d'information sur le Web, 
plusieurs problèmes potentiels se posent : 

Le problème le plus important est que les algorithmes de recherche de régularités dans des 
espaces de grande dimension ne peuvent plus distinguer facilement les « vraies » régularités des 
coïncidences fortuites. Par exemple, dans le cas de la classification à l'aide de données issues de 
puces à ADN, il existe statistiquement presque toujours au moins un gène (parmi des milliers) 
dont la mesure de l'activité permet de classer parfaitement les quelques dizaines d'exemples 
d 'a.pprentissa.ge, sans que ce gène soit véritablement lié au phénomène biologique étudié. Cela est 
dü a.u fait que la. capacité d'un espace d'hypothèses prenant en compte de très nombreux attributs 
est três grande et qu'il est alors nécessaire de disposer soit d'un échantillon d'apprentissage 
de taille suffisante (c'est-à-dire énorme), soit de connaissances a priori permettant de limiter 
effectivement cette capacité. Une approche souvent utilisée dans ce cas est de réduire la dimension 
de l'espace d'entrée en recourant à des méthodes telles que celles décrites dans la section 1.3. 
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6.5 Très gros volumes de données en grande dimension 

Alors qu'un nombre limité de données décrites dans un espace de grande dimension pose le 
problème de la découverte fiable de structures dans ces données, disposer d'un nombre important 
de données en grande dimension pose de surcroît des problèmes calculatoires. 

Prenons le cas par exemple d'un site de e-commerce disposant d'un catalogue de d = 105 

articles, que nous nommerons items, et devant satisfaire une moyenne de N = 106 transactions 
par semaine. L 'analyse des données correspondantes pose des défis à la fois calculatoires et 
statistiques. Par exemple, le simple calcul d'une matrice de corrélation par paire requière O(N d2) 
opérations et une taille mémoire de l'ordre de O(d2) ,  soit 1 016 et 1010 respectivement. Des ordres 
de grandeur clairement trop importants pour être considérés à la légère. 

Heureusement, ce genre de données est fréquemment du type clairsemé ( sparse), c'est-à-dire 
que chaque transaction, par exemple, n'implique typiquement qu'une dizaine d'items. Cela signifie 
que seulement 10/50 000 ou encore 0, 02 % des éléments de la matrice de transactions N x d sont 
non nuls. 

Il est donc intéressant d 'essa.yer de tirer parti de cette propriété. C'est ce qui est fait couram
ment en fouille de données (data mining) avec la recherche des sous-ensembles 1 d'items (appelés 
itemsets en anglais, mais aussi, fréquemment, en français) présents dans la matrice de transac
tions. Les itemsets fréquents peuvent aussi être considérés comme des contraintes sur l'ensemble 
de tous les modèles probabilistes d'un certain ordre pour les données. 

Il existe plusieurs variantes d'algorithmes efficaces pour chercher les iternsets fréqitents, c'est
à-dire dont la. fréquence !1 est supérieure à un certain seuil, dans des ma.trices clairsemées. Nous 
renvoyons au chapitre 18. 

Remarque 

Le traitement des gigantesques bases de données ou quantités de données (au-dessus du tera-octets ou 
tera-bytes (tera pour 1012)) reste encore essentiellement du ressort de la recherche. Outre des progrès 
impératifs sur l'efficacité des algorithmes21 et sur la. réptntition de leur éxecution sur des grilles de calcul, 
la solution de ce problème passe par le développement de techniques d'échantillonnage sans biais, de 
calculs d'estimations statistiques à la volée, et d'algorithmes d'apprentissage incrémental. 

6.6 Exemples non indépendants (non i.i.d.) 

Parce que l'analyse théorique de l'apprentissage repose essentiellement sur des méthodes sta
tistiques et que le lampadaire de la statistique éclaire essentiellement le terrain dans lequel les 
événements ou données sont supposés indépendants et identiquement distribués, on a longtemps 
eu recours et abusé de l'hypothèse i.i.d. 

Cependant, il est courant que les données ne vérifient pas cette propriété. Les patients qui 
viennent voir un médecin ne sont pas nécessairement indépendants les uns des autres, ce qui 
revient à dire que la connaissance de patients déjà vus peut fournir des informations sur Je 
prochain patient. De même, supposons qu'une caméra soit disposée clans une rue de Paris pour 
fa.ire un apprentissage sur le type de véhicules présents. Si les prises de vue sont effectuées avec 
un écart suffisant, alors il est probable qu'elles seront i.i.d., en revanche, avec des prises de vues 
rapprochées, le système pourra être victime d'effets de séquences, par exemple lorsqu'un un 
cortège officiel passe. 

Les données non indépendantes posent des problèmes intéressants. D'une part, elles apportent 
moins d'information sur les régularités sous-jacentes Px xy puisqu'elles sont en partie redon-

2 1  Tl est de plus en plus souvent dit qu'un « bon » algorithn1e d'a.pprentissa.ge sur ni données doit être en 
c<>mplexité au plus éJ(m). 
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dan tes. D'autre part, les dépendances entre exemples peuvent indiquer des tendances temporelles 
intéressantes à détecter et à identifier. On peut également les exploiter comme dans le tracking 
qui consiste à apprendre une dépendance locale Px.xy sur un sous-espace Xt à chaque instant 
et à prédire à peu près Xt+ 1 .  Ainsi, il est possible d'apprendre des modèles plus simples, car lo
caux, et d'obtenir une performance générale aussi bonne, voire meilleure qu'un apprentissage sur 
l'ensemble des données, avec un apprentissage en ligne beaucoup moins coûteux (voir [SKS07J). 

Il existe plusieurs analyses théoriques pour rendre compte des performances à attendre dans 
ce type de situation. Pour le moment, ces analyses reposent sur l'idée de détecter une granularité 
suffisante dans les données pour que les « grumeaux » correspondants puissent être considérés 
indépendants. Les bornes sur l'erreur en généralisation deviennent alors nettement moins bonnes 
que sous l'hypothèse d'indépendance. Ces études peuvent certainement être améliorées. 

6. 7 Apprentissage multi-objectif 

L'apprentissage est fondamentalement une activité multi-objectifs. Par exemple, on veut à 
la fois identifier une bonne règle de décision, qui ne soit pas trop coûteuse à évaluer, qui soit 
éventuellement facile à interpréter, et qui s'articule aisément avec les connaissances antérieures. 
Pourtant, la plupart du temps, soit un seul objectif est explicitement retenu, comme la perfor
mance en généralisation, soit les différents objectifs sont agrégés dans un seul nombre. Cela est 
essentiellement dû au fait qu'une grande partie des algorithmes classiques ne peuvent optimiser 
qu'un critère de performance scalaire. 

Des expériences ont cependant été décrites dans lesquelles le fait de poursuivre simultanément 
plusieurs buts pouvait améliorer la performance sur certains des sous-buts, avec les mêmes don
nées d'apprentissage. Par exemple, un réseau de neurones, auquel était demandé de prédire la 
classe de formes en entrée, voyait ses performances augmentées pour cette tâche si on lui de
mandait simultanément de prédire aussi la couleur des formes (c'est-à-dire que la couleur était 
demandée en sortie au lieu d'être fournie en entrée pour le réseau à un seul objectif. De ce fait, le 
réseau ne bénéficiait pas de davantage d'information en cours d'apprentissage, mais on l'obligeait 
à établir des relations entre classe et couleur, ce qui, dans ce cas, avantageait l'apprentissage) . 
Ces phénomènes observés de manière empiriques restent à analyser en profondeur. 

Des progrès ont été réalisés récemment sur l'optimisation multi-critères grâce au concept de 
front de Pareto. Ces progrès sont liés en partie à l'utilisation de techniques évolutionnaires (voir 
chapitre 8) et de méthodes d'optimisation stochastiques (voir par exemple [YS08]). 

6.8 Apprentissage multi-étiquette 

On parle d'apprentissage multi-étiquette quand la tâche d'apprentissage est la prédiction 
d'une ou de plusieurs étiquette(s) pour chaque entrée, et où les données d'apprentissage sont 
souvent étiquetées avec plusieurs valeurs. L'ensemble d'apprentissage prend alors la forme : 
S = {(x1, Y1) ,  . . .  , (xm, Ym ) }  où les Yi sont des ensembles de valeurs prises dans l'espace de 
sortie : Yi E Y. 

Par exemple, dans le contexte du tri, on peut vouloir pour une entrée donnée que le système 
renvoie une liste d'entrées à classer avant et une liste d'entrée à classer après. Il peut aussi s'agir 
d'associer des étiquettes ou tag à des documents sur Internet, ou de catégoriser des phrases, des 
courriels ou des molécules dans des classes non mutuellement exclusives. 
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Ce genre de tâche, qui n'est étudiée que depuis peu de temps, requiert des métriques d 'éva
luation particulières, ainsi que des algorithmes dédiés (voir par exemple le tutoriel donné à 
ECML-PKDD-09, disponible sur : 

http : //www .ecmlpkdd2009 . net/wp - content/uploads/2009/08/learning- from- mult i - label- data . pdf ) .  
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Résumé 

PARTIE 1 Les fondements de l'apprentissage 

Ce chapitre a abordé la représentation des connaissances pour les objets et les 
concepts, les méthodes de base pour la recherche d'une hypothèse d'apprentissage et 
les techniques de la mesure de qualité d'une hypothèse. Les points suivants ont été 
traités : 
• Les objets d'apprentissage sont décrits par des attributs qui peuvent être numé

riques, symboliques, séquentielles, mixtes. 
• Avant toute phase d'apprentissage, on peut chercher à nettoyer les données, en 

particulier en éliminant les attributs inutiles. 
• Les hypothèses d'apprentissage doivent aussi être représentées . Un grand nombre 

de possibilités existent : classes, valeurs numériques, arbres, modèles bayésiens et 
markoviens, grammaires, formules logiques. Toutes ces représentations ne sont pas 
compatibles a.vec tous les types de données. 

• Une fois l'espace des hypothèses défini, il faut pouvoir l'explorer. Les méthodes de 
gradient, discret et numérique sont des techniques de base utilisées dans beaucoup 
d 'algorithmes d'apprentissage pour la recherche d'une bonne solution. 

• Il faut aussi savoir mesurer la qualité d'une hypothèse produite par un algorithme : 
les techniques par ensemble de test et ensemble de validation ainsi que les méthodes 
par validation croisée sont à la base de cette mesure. 

• Il est aussi essentiel de savoir comparer deux algorithmes d'apprentissage sur des 
jeux de données identiques ou non, pour savoir lequel est le plus efficace dans cette 
situation particulière. 

• L'utilisateur doit savoir définir le protocole d'apprentissage approprié à son pro
blème. 
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Deuxième partie 

Apprentissage par exploration 
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C hapitre 4 

Induction et relation d 'ordre : 

l 'espace des versions 

La première partie de ce livre a été dévolue aux concepts fondamentaux de l 'apprentis
sage art�fi.ciel. Ce chapitre est le premier de ceux destinés à présenter des techniques 
d 'apprentissage. Il présente une méthode générale d'induction supervisée de concepts 
à partir d'exemples et de contre-exemples. 
L 'apprentissage de concept a longtemps été envisagé uniquement comme une recherche 
empirique d 'une hypothèse cohérente avec l 'échantillon de données. La notion d 'es
pace des versions a profondément renouvelé cette manière de voir. De fait, l'espace 
des versions n'est rien d 'autre que l 'ensemble de toutes les hypothèses, prises dans un 
ensemble 'H donné a priori, qui sont cohérentes avec les données d 'apprentissage. Cet 
ensemble est en général trop grand pour être manipulé tel quel, mais il se trouve que 
si iine relation de généralité entre hypothèses peut être définie sur 'H, alors il devient 
possible de définir deux ensembles finis S et G qià ont la propriété de définir implici
tement tous les concepts cohérents, c 'est-à-dire l'espace des versions. L 'apprentissage 
revient alors à con.struire et à adapter ces deux ensembles frontière : c 'est ce que fait 
l'algorithme d 'élimination des candidats. 
Ce chapitre constitue un pivot entre les chapitres conceptuels et les chapitres plus 
appliqiiés. Il noiis permettra d 'examiner un exemple clair d 'articulation entre la notion 
d 'espace des hypothèses cohérentes diswtées dans le chapitre 2 et les principes des 
méthodes d 'exploration de l 'espace des hypothèses exposés dans le chapitre 3. 
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V 
orcr UN PETIT problème d'apprentissage. J'ai devant moi quatre oiseaux, deux ca

nards et deux manchots. Les attributs suivants sont suffisants pour les décrire : la 
Forme de leur bec, leur Taille, leur Envergure et la Cottleiir de leur cou. Le premier 
nous indique si le bec est Aplati ou non, les deux suivants se mesurent en centimètres 

et le dernier peut prendre les valeurs Roux, Orange, Gris ou Noir. Ces oiseaux sont étiquetés 
soit + (les canards), soit - (les manchots) et je veux apprendre un concept cohérent avec les 
exemples, une formule qui explique tous les canards et rejette tous les manchots. 

Je me donne un langage de représentation pour les concepts : je vais les écrire comme une 
conjonction de certaines propriétés sur les attributs. Par exemple, la formule logique suivante : 

[Aplati = V RA!J /\ Taille E [30, 50] /\ Envergure Ej - oo ,  + oo [/\ [Couleur = CouleurChaude] 

est un concept qui représente l'ensemble des oiseaux dont le bec est de la forme Aplati, dont la 
taille est comprise entre 30 cm et 50 cm, dont l'envergure est indifférente et dont la couleur du 
cou est soit Roux, soit Orange. Ce qui peut s'écrire, dans une syntaxe plus légère, comme : 

(V RAI, [30, 50] , ? , Cou.le1LrC haude) 

Je me trouve devant ces quatre oiseaux que je vais examiner les uns après les autres. Ils sont 
représentés par le tableau suivant : 

Aplati Taille Envergure Couleur Classe 
e1 = VRAI 30 49 Roux + (canard) 
e2 = FAUX 70 32 Gris - (manchot)  
e3 = VRAI 40 46 Orange + (canard) 
e2 = FAUX 60 33 Orange - (manchot)  
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Chapitre 4 Induction et relation d'ordre l'espace des versions 

Je commence par le premier exemple, un canard. Comment écrire, clans le langage des concepts, 
une hypothèse de généralisation compatible pour le moment avec lui seul? Pourquoi pas juste
ment : 

(VRAI, [30, 50], ? , CouleurChaude) 

Mais si je veux être prudent, je peux aussi produire le concept qui se contente de mémoriser ce 
premier exemple : 

(V RAI, [30, 30], [49, 49], Roux) 

Je dispose également cl 'une solution radicalement inverse, induire le concept universel : 

(VRAI V FAUX)/\] - oo, +oo[/\] - oo , +oo[/\Couleur = ( ?, ?, ?, ?) 

qui signifie que j'accepte à partir de cet exemple unique de considérer comme cohérents tous les 
oiseaux que peut décrire mon langage des hypothèses. 

Si je considère maintenant le second exemple, il est clair que cette dernière possibilité doit 
être éliminée puisqu'elle couvre désormais un contre-exemple. Je peux la « couper au ras » de 
ce contre-exemple1 selon l'un des attributs. Il y a six solutions, parmi lesquelles : 

'V] = ( ? , l - oo ,  49], ? ' ?) 

v� = ( ? ,  ? , ? , CouleiirChaude) 

Je peux aussi conserver ma politique prudente et produire : 

v2 = (VRAI, [30,30], [49,49], Roux) 

qui est toujours cohérent vis-à-vis de mes deux exemples. J'aurais aussi pu générer, entre autres : 

( ?  l 31] ? ?) V3 = . , - OO ,  , . , . 

'V4 (VRAI, [0,35], [46, +oo[, Roux) 

II est intuitif de vérifier que le concept v1 est plus généra.1 que v1 et v2, et que de même v4 est 
plus général que v2. En revanche, bien que v3 soit apparemment un concept très vaste, on ne 
peut pas dire qu'il soit plus général que V4 : il ne contient pas l'objet [V RAI, 33, 50, Roux] que 
'V4 contient. 

Cet exercice sera terminé plus loin ; la notion intuitive de concept « plus général » qu'un 
autre sera formalisée. Pour le moment, retenons quelques principes qui gouvernent cette façon 
de procéder : 

• Une formule du langage des concepts décrit un ensemble d'objets (ici, d'oiseaux). 

• Les concepts sont reliés entre eux par une relation de généralité, qui reflète l'inclusion des 
ensembles d'objets qu'ils représentent. 

• Le nombre de concepts cohérents avec les exemples est très grand (ou infini, si la taille des 
objets n'est pas mesurée en nombres entiers) . 

• Les exemples sont introduits les uns après les autres et à chaque fois l'ensemble courant 
d'hypothèses se modifie pour qu'elles restent cohérentes avec les exemples déjà examinés. 

' C'est-à-dire exclure ce contre-exemple et le minimum de ce que le langage des hypothèses impose d'exclure 
�tvec lui. 
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140 PARTIE 2 Apprentissage par exploration 

Ce chapitre a pour objet de formaliser ces notions, en particulier grâce à l'introduction d'une 
relation d'ordre dans l'espace des concepts. II va. aussi montrer qu'il est possible de calculer, en 
traitant séquentiellement les exemples, deux ensembles finis S et G de concepts à partir desquels 
on peut déduire tous ceux qui acceptent les exemples et refusent les contre-exemples. 

Ji 
Lx 
[,'}-{ 
couverture( h)  
-< 
>-
T 
J_ 
hps 
hpg 
V 
/\ 

� 
spe :::;. 

Notations utiles pour le chapitre 

L'ensemble de toutes les hypothèses, choisi par l'apprenant 
Le langage de description des exemples 
Le langage de description des hypothèses 
L'ensemble des exemples couverts par l'hypothèse h 
. . .  est plus spécifique que . . .  
. . .  est plus général que . . .  
L'élément maximal de Ji 
L'élément minimal de Ji 
L'hypothèse la plus spécifique cohérente avec un ensemble d'exemples 
L'hypothèse la plus générale cohérente avec un ensemble d'exemples 
La disjonction logique 
La conjonction logique 
Un opérateur de généralisation 
Un opérateur de spécialisation 

1 .  Les concepts de base 

1 .1  La description des attributs, la description des concepts 

Nous disposons d'un ensemble d'apprentissage de m exemples S = ((xi, ui) , i = 1, m), avec Ui 

valant soit V RAI ou + (exemple du concept à apprendre), soit FAU X ou - (contre-exemple). 
L'ensemble des exemples positifs est noté S+ , celui des exemples négatifs S_. Les valeurs x 
sont prises dans un espace de représentation2 X, qui est une combinaison d'attributs de nature 
diverse. Nous considérons ici que les attributs peuvent être : 

• Binaires : le bec d'un oiseau est Aplati ou non. 

• Ntimériques comme l' Envergiire. 

• Nominaux comme la Couleur. En général, un attribut nominal est simplement une énumé
ration de valeurs possibles comme Couleur = {Rouge, Orange, Gris, Noir}. Cet ensemble 
de valeurs possibles s'appelle un domaine. Mais une hiérarchie peut exister sur ces valeurs, 
comme dans notre exemple d'introduction : 
CouleurChœude = {Rouge, Orange}, 
CouleurFroide = {Gris, Noir} et 
Couleur = { CouleurC haude, Couleur Froide} .  
O n  sait dans ce cas que l'attribut est appelé arborescent (voir le chapitre 3 et la figure 4 . 1 ) .  

2 L'espace de représentation est noté LI (pour Language of Instances) dans la terminologie originale d e  l'espa.ce 
des versions. 
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Chapitre 4 Induction et relation d'ordre l'espace des versions 

Couleur chaude 

FIG. 4 . 1:  L 'attribut Couleur est arborescent. 

On cherche à apprendre des hypothèses, ou concepts, qui sont des éléments écrits dans .Crt , le 
langage des hypothèses3 (voir le chapitre 1 ) .  Le langage .Crt peut être défini de façons variées, 
mais nous pouvons déjà donner un exemple : le langage de la logique des propositions sur des 
sélecteurs, qui est apparu informellement dans l'exemple d'introduction. 

1 .2  Les sélecteurs 

Il est fréquent dans l'apprentissage par l'espace de versions que le langage .Crt choisi pour 
représenter les concepts soit, comme dans l'exemple liminaire, une partie de la logique des pro
positions. Plus précisément, il s'agit souvent d'une conjonction de propriétés binaires sur les 
attributs des exemples. On appelle sélecteurs ces propriétés, que l'on peut définir ainsi : 

Définition 4.1 

Un sélecteur est une application agissant sur un seul attribut de l'espace de représentation des 
données, à valeurs dans {VRAI, FA UX}. 

Selon la nature des attributs, un sélecteur prend des formes différentes : 
• Si l'attribut est binaire, le sélecteur s'écrit (attribut = V RAI) ou (attribut = FAU X) ; sa 

valeur V R AI ou FAU X se déduit directement de celle de l'attribut. 

• Si l'attribut est nominal de domaine D, le sélecteur s'écrit (attribut E D'), avec D' C D. Il 
est V RAI si l'attribut prend une valeur de D', FAU X sinon. 

• Si l 'attribut est arborescent, le sélecteur s'écrit (attribut = V) ,  où V est une valeur attachée 
à un nœud de l'arbre. II est V RAI si la valeur de l 'attribut est un nœud compris au sens 
large entre V et une feuille de l'arbre. 

• Si l'attribut est numérique, le sélecteur est défini par un intervalle de JR. Il est V RAI si la 
valeur est incluse dans cet intervalle , bornes comprises. 

-- EXEMPLE 
Pour revenir à notre exemple de départ, le concept : 

[Aplati = VRAI]/\ Hauteur E [30,50]/\ Largeur E ]-oo, +oo[/\[Couleur = CouleurChaude] 
qui s'écrit de manière simplifiée : 

(V RAI, [30, 50], ?, CouleurChaude) 
3 Dans le vocabulaire classique de l'espace des versions, le langa.ge des hypothèses est souvent noté LG (pour 

Language of Generaliwtion.s). 
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142 PARTIE 2 Apprentissage par exploration 

est composé d'une conjonction de quatre sélecteurs, un pour chaque attribut. L'attribut 
Aplati est binaire, Taille et Envergure sont numériques et Couleur est arborescent, comme 
Je montre la figure 4.1 .  Sur l'objet : 

Bec Aplati Taille Envergure Co,uleur du cou 
VRAI 60 46 noir 

Le premier sélecteur est V RAI , le second est FAU X ,  le troisième est V RAI et le quatrième 
est FAUX. 

1.3 La relation de généralité entre les hypothèses 

Nous avons vu dans la section 5, que l'induction supervisée pouvait être considérée comme 
un jeu entre l'espace des exemples et l'espace des hypothèses. Le processus d'apprentissage teste 
les hypothèses candidates de 1-i sur les exemples d'apprentissage dans X. Les informations ainsi 
glanées servent à déterminer d'autres hypothèses candidates, et ainsi de suite jusqu'au critère 
d'arrêt. 

Nous supposons ici que les exemples d'apprentissage sont considérés séquentiellement, donc 
qu'à l'étape t l'apprenant a fabriqué une hypothèse candidate ht cohérente avec l'échantillon 
d'apprentissage partiel St · Un nouvel exemple d'apprentissage Zt+l = (xt+1 , Ut+1 ) , avec Ut+l E 
{VRAI, FAU X }  devient alors disponible. Il y a deux possibilités : soit il est correctement classé 
par l'hypothèse courante hl, donc ht(Xt+i) = Ut+i, auquel cas il n'y a pas de raison de modifier 
ht et l'on a simplement hl+l = ht ,  soit Xt+i n'est pas correctement classé par hl · Deux cas sont 
alors possibles. 

• L'exemple est de classe négative, c'est un contre-exemple du concept cible, et il est incorrec
tement classé comme positif par ht+ l · Cela signifie que la partie de X « couverte » par ht+l 
est trop grande, au moins en ce qui concerne le point Xt+ 1 , (donc que le concept courant 
n'est plus correct). Il faut donc la réduire, c'est-à-dire chercher une sous-partie excluant Xt+l 
mais couvrant encore tous les exemples positifs de St· 

• Au contraire, Xt+l est de classe positive, et il est incorrectement classé comme négatif par 
ht+ l · Dans ce cas, cela signifie que la partie de X « couverte » par ht+l est trop petite, au 
moins en ce qui concerne le point Xt+l (donc que le concept courant n'est plus complet). Il 
faut donc l'augmenter, c'est-à-dire chercher une sur-partie incluant Xt+l mais ne couvrant 
aucun des exemples négatifs de St (voir la figure 4.2). 

Dans les deux cas, il est patent que l'hypothèse courante doit être modifiée en fonction des 
relations d'inclusion dans X. Il faut donc trouver une relation entre les hypothèses dans 1-i qui 
respecte la relation d'inclusion dans X. On parle de relation de généralité entre les hypothèses. 

Plus formellement, nous dirons qu'une hypothèse h1 est plus spécifique ou encore moins géné
rale qu'une hypothèse h2 si et seulement si l'ensemble des exemples couverts par h1 est inclus 
dans l'ensemble des exemples couverts par h2 . 

Définition 4.2 (Couverture d'une hypothèse) 

La couverture d'une hypothèse h E 1-i ,  notée couverture (h) , est l'ensemble des exemples de X 
que décrit h. On dit que h couvre les éléments de couverture (h) . 

Définition 4.3 (Relation de généralité dans 1-i) 
Une hypothèse h1 est plus spécifique (ou moins générale) qtt 'une hypothèse h2, ce qui se note 
h1 :::5 h2, si et seu lement si couverture(h i ) Ç couverture(h2) .  
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Chapitre 4 Induction et relation d'ordre l'espace des versions 

Nouvel exemple : OCm+b·) 

h,,. 

X 

(a) (b) 

X 

FIG. 4.2: Lorsqu'un nouvel exemple est mal classé par l 'hypothèse courante, il faut modifier celle
ci soit en la réduisant au sens de l 'inclusion {a) afin d'exclure le nouvel exemple s 'il est 
négatif, soit en l 'a:u,gmenfont (b) s 'il est vositif. 

Remarque : Cette relation est à prendre au sens large toute hypothèse est plus spécifique 
qu 'elle-même . 

Les relations :S et '.::::: sur 1t sont illustrées dans les figures 4.3 et 4.4. 

/ /o co�'-"'_e,.,_w�re_(h_,!_�� __,-------

0 / 
_ _ _ _  ,,.;_ 
+ 

c(1111•erture(h 1+J) 
X 

H 

Général 

Spécifique 

FIG. 4.3: La relation d 'incfosion dans X ind'uit la relation de généralisation dans 1t .  Ici, ht+l � 
ht . 

1.4 La relation entre un objet et un concept 

Nous nous situons clans ce chapitre dans le cadre du principe inductif M RE, qui a été décrit au 
chapitre 2. Cela signifie que chaque hypothèse sera évaluée en fonction de sa performance mesurée 
sur l'échantillon d'apprentissage, c'est-à-dire de son risqtte emvirique. La méthode de base de 
l'espace des versions traite de plus le cas du risque empirique nul, c'est-à-dire qu'elle recherche 
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144 PARTIE 2 Apprentissage par exploration 

-------.. -----.. 

�---� 
...... ----- -----------. -.... -........... ... , 

.. --... ------- --------

- - __ ' :)'"·' 1 

couvert11re(l11) 
X 

Général 

Spécifique 

FIG. 4.4: La relation d'incfosion dans X ind1Lit la relation de généralisation dan.s 7-i .  Ici, ht+1 >
ht ·  

les hypothèses cohérentes4, s'accordant parfaitement aux données, c'est-à-dire ne faisant aucune 
erreur sur les exemples d'apprentissage. 

Définition 4.4 (Hypothèse cohérente, correcte, complète) 

Lorsque le risque empirique associé à une hypothèse est nul, on dit que l'hypothèse est cohérente. 
Cela signifie : 

1. Que toits les exemples positifs de l'échantillon d'apprentissage sont correctement étiqtietés 
par l'hypothèse : on dit aussi q·ue l'hypothèse « co·uvre » tous les exemples positifs. L 'hypo
thèse est alors dite complète . 

2. Q·ue to·us les exemples négatifs sont correctement classés par l'hypothèse, c 'est-à-dire rejetés 
comme ne faisant pas partie du concept. On dit alors q1te l'hypothèse ne couvre pas les 
exemples négatifs : elle est dite correcte. 

La figure 4.5 illustre ces notions. Si l'on suppose que les exemples étiquetés sont issus d'un 
concept cible, un risque empirique nul signifie que, sur l'échantillon d'apprentissage au moins, le 
concept cible et l'hypothèse considérée coïncident. 

2 .  La structuration de l'espace des hypothèses 

2 .1  Préliminaires 

Dans sa version de base, la méthode de l'espace des versions a pour but de résoudre le problème 
suivant : 

Trotwer tous les éléments de 1i cohérents avec les exemples. 

4 Nous évitons ici l'anglicisme « consistant » qui est souvent employé. Tl se confond souvent avec la « consistance » 
de la méthode M RE, pour laquelle nous employons le mot « pertinence » (voir le chapitre 2). 
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Chapitre 4 Induction et relation d'ordre l'espace des versions 

0 

0 

0 
,--- ---------- -------, 

+ 

+ 

1 1 1 1 0 1 

+ 1 + 

..... : -- h2� : 
0 

: ----------�---�:-�-��J 
0 

X 

FIG. 4.5: La notion de couverture des exemples (figurés par des +) et des contre-exemples (figtt
rés par de.s 0) par les hypothèse.s. Le.s hypothè.ses .sont ici figurées par le sou.s-espace des 
exemples qu 'elle.s couvrent dans l'espace X .  Les hypothè.ses h1, h2 et h3 .sont respecti
vement complète mais incorrecte, correcte mais incomplète, et complète et correcte, 
c 'est-à-dire cohérente. 

Comme on le verra, la relation de généralité sur Ji permet d'éviter une énumeration complète 
de ses individus, tout en gardant la possibilité de vérifier pour tout concept s'il est cohérent ou 
non avec les données d'apprentissage. 

Il est à noter que cette méthode de base exclut le bruit dans les données d'apprentissage, 
c'est-à-dire qu'elle ne sait pas traiter le cas où deux objets identiques sont l'un étiqueté positif, 
l'autre étiqueté négatif. 

Il est commode de supposer que le langage de généralisation inclut le langage de représenta
tion des exemples : ainsi, chaque exemple peut être considéré comme une hypothèse ne couvrant 
que cet exemple, qui s'écrit comme l'exemple lui-même. C'est ce que l'on appelle l'astuce de la 
représentation unique (single representation trick). Ce n'est pas tout à fait le cas du problème 
d'apprentissage donné en introduction, puisque l'exemple : 

Bec Aplati 
VRAI 

Taille Envergure 
30 49 

Couleur Cla.sse 
roux + 

s'écrit dans le langage des concepts de manière un peu différente : 

(V RAI, [30, 30], [49, 49], roux) 

Mais la correspondance est assez directe pour que l'on puisse ignorer la fonction de transforma
tion. Il existe des cas où cette transformation est plus complexe5 . 

Pour simplifier, nous supposerons dans la suite sans réelle perte de généralité que 

(4. 1 )  

5 C'est le cas de l'inférence de grammaires régulières que nous verrons au chapitre 7 .  Dans ce problème, un 
exemple est représenté par une séquence de lettres et son apprentissage par cœur par un automate qui ne 
reconnaît que cette séquence. C'est encore plus net en programmation logique inductive (chapitre 5}, où la 
vérification qu'un concept couvre un exemple se fait par l'éxécution d'un programme Prolog, ce qui est loin 
d'être trivial . 
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146 PARTIE 2 Apprentissage par exploration 

.Cx est donc identifié à un sous-ensemble de .C?i , ce que l'on peut exprimer cl 'une autre façon 
un exemple est le concept qui généralise le moins l'exemple en question. 

2.2 Un ordre partiel sur l'espace des hypothèses 

La. relation d'inclusion définie sur X induit une relation de généralité sur 1-i qui est une relation 
d'ordre partiel. La figure 4.6 illustre cette notion. Cette relation est partielle et non pas totale, 
ce qui signifie que deux éléments quelconques dans l'espace considéré peuvent ne pas être liés 
par cette relation. 

.. .. _ .. 

......................
.. ........ 

•, 

-------�.,/./ "· .. 

couvert11re(h 1) •• •• , rco;;;;;rt;;;:e(h-;J ,..--
--- --····

·
-··

···· ----- ----····----- ----..... ··-...
. 

/\\ h 1 
1 ,- - - - t- - ... , 

.... ,_,_ 
1 1 1 1 1 1 hz / h3 
1 1 / l 1 1 1 __ ./ -1 - - ....... ---·· 

l _f<!_U�':.!.l'!..ef!.1.J)J .......... ·•
··

•
·· 

• 

X H 

Fic. 4.6: La relation d 'inclusion dans ,'\:' indtât la relation de généralisation dans 1-i .  Il s 'agit 
d 'une relation d 'ordre partielle : ici, les hypothèses h2 et h3 sont incomparables entre 
elles, mais elles sont toutes les deux plus spécifiqiies qiie h1 .  

Une relation d'ordre partiel induit une structure de treillis sur 1-i. Cela signifie que pour tout 
couple d'hypothèses h.i et hj, il existe au moins une hypothèse qui soit plus générale que chacune 
d'entre elles et qu'il n'est pas possible de la spécifier sans perdre cette propriété. L'ensemble de 
ces hypothèses est appelé le généralisé maximalement spécifique de hi et hj et noté gms(h.; ,  h1). 
De même, il existe un ensemble d'hypothèses plus spécifiques que hi et hi qu'il n'est pas possible 
de généraliser sans perdre cette propriété. On appelle cet ensemble le spécialisé maximalement 
général et on le note smg(hi, hj)· 

Par une extension facile au cas de plus de deux hypothèses, on peut définir de même un 
ensemble gms(hi, hj, hk, . . . ) et un ensemble smg(hi, hj, hk, . . .  ) .  

Finalement, nous supposons6 qu'il existe dans 1-i une hypothèse plus générale que toutes les 
autres (ou élément maximal) notée T et une hypothèse plus spécifique que toutes les autres (ou 
élément minimal) notée l. (voir la figure 4.7) . 

Les exemples ainsi que plusieurs figures du chapitre 1 et de ce chapitre montrent clairement que 
la relation d'inclusion est fondamentale pour le problème de l'induction. En effet, une hypothèse 
incorrecte (donc couvrant indûment des exemples négatifs) devra être spécialisée pour que sa 
couverture exclue ces exemples, alors qu'une hypothèse incomplète (ne couvrant pas tous les 
exemples positifs connus) devra être généralisée pour que ces exemples deviennent éléments 
de sa couverture. Il est donc naturel que le processus d'induction soit guidé par ces relations 
d'inclusion. 

6 C'est en génén�l le cas en pratique. 
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Chapitre 4 Induction et relation d'ordre l'espace des versions 
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FIG. 4.7: Une vision schématiqite et partielle dit treillis de généralisation sur Ji indttit par la 
relation d 'incl'usion dans X .  Chaque flèche indiq'ue la relation de généralité {notée ::5 
dans le texte). L 'élément le plus spécifique du treillis est 1- et le plus général est T.  

Nous avons également déjà souligné dans le cha.pitre 1 que l'induction nécessite une mise à jour 
des hypothèses directement dans Ji. Comme l'espace Ji des hypothèses est défini par son langage 
de description Lrt, cela signifie qu'il faut trouver comment associer à la relation d'inclusion 
dans X des opérations syntaxiques sur L1-f. correspondant à la relation de généralité. Trouver 
des équivalences aux relations d'inclusion dans X revient donc à trouver des opérateurs dans 
le langage L1-f. qui permettent de modifier une hypothèse hm en une nouvelle hypothèse hm+l 
inclue dans la première ou l'incluant7 , c'est-à-dire plus spécifique ou plus générale. 

2.3 Quelques opérateurs de spécialisation et de généralisation 

Le problème de la recherche d'opérateurs syntaxiques de généralisation ou de spécialisation 
sera également débattu dans le chapitre 5 portant sur la programmation logique inductive, en 
particulier parce que la solution n'est pas évidente lorsque l'on utilise des représentations en 
logique des prédicats dite aussi logique d'ordre l. Il est en revanche facile d'exhiber des exemples 
d'opérateurs satisfaisants dans le cas de représentations fondées sur la logique des propositions 
et la représentation attribut-valeur (voir le chapitre 13). A titre d'illustration, nous présentons 
quelques-uns de ces opérateurs de généralisation. 

L'opération de généralisation est notée �i. Une formule du type A A (B = vi) ----> C signifie 
qu'un objet couvert par le concept C est décrit par la conjonction d'un sélecteur sur les attri
buts A (ici avec A binaire) et B (ici avec B nominal ordonné), ce dernier valant v1 pour B .  On 
constatera que les généralisations proposées ne sont évidemment pas des opérations logiquement 
valides. 

7 On tire profit ici de la confusion assumée entre la notion de concept et celle de partie de X (voir l'équation 4.1) 
pour parler de concept inclus dans un autre, alors que la. relation d'inclusion n'a, à proprement pa.rler, de sens 
que pour les catégories qui sont dêfinies sur X. 
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148 PARTIE 2 Apprentissage par exploration 

Opérateur de clôture d'intervalle 

Par exemple : 

A /\ ( B = v 1 )  ---. C } 
A /\ ( B = V2) -+ c 

Bec Aplati /\ (Enverg11.re = 50) -+ canard } 
Bec Aplati /\ (Envergure = 55) -+ canard 

geri =} Bec Aplati /\ (Envergure E [50, 55J) -+ canard 

Opérateur de l'ascension dans l'arbre de hiérarchie 

Pour généraliser une description incluant un attribut arborescent, il suffit de le remplacer 
par l'un de ses ascendants dans l'arbre : 

A /\  (B = n1 ) -+ C } 
A /\ ( B = n2 ) ---. C 

gen 
=} A /\ (B = n) -+ C 

où n est le plus petit nœud ascendant commun aux nœuds n1 et n2 . Par exemple : 

Bec Aplati /\ ( Coulwr = roux) -+ canard } 
Bec Aplati /\ ( Coule1tr = orange) -+ canard 

gen ) =} Bec Aplati /\ ( Cottlettr = Cottlettr chaude -+ canard 

Opérateur d'abandon de conjonction 

A /\ B -+ C 9$ A -+ C 

Par exemple : Bec Aplati /\ ( Co·uleur = ro·ux) -+ canard 

Opérateur d'ajout d'a lternative 

Par exemple : 

gen =} Bec Aplati -+ canard 

Bec Aplati -+ canard g=*n Bec Aplati V (Couleur = orange) -+ canard 

Opérateur de changement de conjonction en disjonction 

A /\ B -+ C 9$ A V B ---. C 

Par exemple : 

Bec Aplati /\ ( Cottlettr = orange) -+ canard �· Bec Aplati V (Couleur = orange) -+ canard 

Chaque opérateur de généralisation permet de transformer l'expression d'une hypothèse en l'ex
pression d'une hypothèse plus générale, couvrant davantage d'éléments de l'espace des exemples 
X. Il est possible de renverser chaque opérateur de généralisation pour obtenir des opérateurs de 
spécialisation qui transforment une hypothèse en une hypothèse moins générale, ou plus spéci
fique, couvrant moins d'éléments de X. 
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Chapitre 4 Induction et relation d'ordre l'espace des versions 

Ainsi l'opérateur de généralisation par montée dans la hiérarchie des descripteurs peut fournir 
un opéra.teur de spécialisation par descente dans la hiéra.rchie : 

A /\ (B = n) - C � A /\ (B = ni ) - C 

où n est un nœud ascendant du descripteur n 1 .  

Bec Aplati /\ (Couleur = Couleur chaude) - canard 
spe . 
� Bec Aplati /\ (Couleur = roux) - canard 

Pour résumer, si un espace d'hypothèses 1t est défini par un langage L?-t qui admet des opé
rateurs de spécialisation et de généralisation, alors il est muni d'une structure d'ordre partiel 
associée à la relation d'inclusion sur l'espace des exemples X .  De ce fait, elle est particulière
ment pertinente pour la tâche d'induction. Ainsi, la recherche d'une hypothèse cohérente a.vec 
les exemples d'apprentissage peut être guidée par ces opérateurs et être par conséquent beau
coup plus efficace qu'une recherche par gradient (chapitre 3) .  En examinant quelques propriétés 
de l'espace 1t ainsi muni d'une relation d'ordre, nous allons voir que l'avantage peut être plus 
important encore. 

2.4 Quelques propriétés utiles d'un espace structuré par une relation d'ordre 
partiel 

Rappelons d'abord qu'il n'y a généralement pas bijection entre l'espace des hypothèses 1t et 
l'espace des exemples X : c'est ce qu'implique l'existence d'un biais de représentation, c'est-à-dire 
les limites de l'expressivité du langage L'H. 

De ce fait, il est important de s'assurer que certaines propriétés sont vérifiées. Il en est deux 
qui nous concernent spécialement. La première a trait à la convexité de 1t : est-on certain que 
l'application des opérateurs de spécialisation/généralisation sur des expressions de L?-t produit 
toujours des expressions valides qui ont une contrepartie dans X ?  En d'autres termes, ne risque
t-on pas, en jouant avec ces opérateurs, de produire des « hypothèses » qui n'auraient pas de 
sens? La deuxième propriété est duale de la précédente : peut-il y avoir des hypothèses dans 1t qui 
sont de fait plus générales ou plus spécifiques qu'une autre hypothèse de H, mais qu'on ne puisse 
pas obtenir à partir de celle-ci par une séquence d'opérateurs de spécialisa.tion/ généra.lisa.tion ? Si 
l'une ou l'autre de ces deux propriétés s'avérait non vérifiée (voir figure 4.8), alors l'exploration 
de 1t par l'application des opérateurs pourrait conduire à des résultats aberrants : soit des 
hypothèses sans signification dans X, soit au contraire la non production d'hypothèses pertinentes 
de 1t .  Heureusement, ces deux propriétés peuvent être obtenues. Plus formellement : 

Définition 4.5 (Ensemble convexe pour la généralisation) 

Un ensemble E dont les éléments sont représentables dans un langage L'H est convexe si et 
seiûement si : 

Propriété 4.1 (Théorème de convexité IHir90]) 

L 'en.semble des hypothè.ses 1t défini par un langage L?-t sur lequel sont définis des opérateurs de 
spécialisation/généralisation est convexe. 
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150 PARTIE 2 Apprentissage par exploration 

'}[ 
FIG. 4.8: Un exemple d 'ensemble non conve:z:e poitr la relation de généralité. 

Définition 4.6 (Ensemble borné pour la généralisation) 

Un ensemble C d 'hypothèses décrits par un langage CH est borné si et seulement si pour tout h 
dans C il existe ime hypothèse g maximalement générale dans C et une hypothèse s maximalement 
spécifique dans C telles qiie s :'5 h ::5 g .  

I l  n'est pas possible d e  garantir la propriété d'être borné pour tout ensemble décrit sur un 
langage .C1-1. muni d'opérateurs de spécialisation/généralisation. C'est donc une contrainte qu'il 
faut à chaque fois vérifier ou imposer si besoin. Cette contrainte est en général vérifiée sur les 
langages d'ordre 0 (logique des propositions), elle demande par contre des soins particuliers en 
logique d'ordre l (Iogiq ue des prédicats) . 

Si les cieux propriétés précédentes sont vraies, alors une troisième propriété, fondamentale pour 
la suite, en découle. 

Définition 4.7 (S : Les hypothèses cohérentes maximalement spécifiques) 

L 'ensenible des hypothèses de 1i coiwrant les exemples positifs et excluant les exemples négatifs, 
et telles qu 'il ne soit pas possible de les spécialiser sans perdre ces propriétés, est appelé le S-set. 
Nous le noterons S dans la suite. 

Définition 4.8 (G : Les hypothèses cohérentes maximalement générales) 

L 'ensemble des hypothèses de 1i cotwrant les exemples positifs et excl-uant les e:ceniples négatifs, 
et telles qu 'il ne soit pas possible de les généraliser sans perdre ces propriétés, est appelé le G-set . 
Nous le noterons G dans la suite. 

Théorème 4.1 (Représentation de l'espace des versions par S et G (Hir90]) 

Si 1i,n ensemble d 'hypothèses est convexe et borné, alors il peut être représenté par sa borne 
inférieure S et sa borne supérieure G. 

Définition 4.9 (Espace des versions) 

L 'ensemble de toutes les hypothèses cohérentes avec les exemples d'apprentissage est appelé l'espace 
des versions. 

Le théorème (4.1) prouve que l 'espace des versions peut être représenté de manière économique 
par ses bornes S et G. 
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Chapitre 4 Induction et relation d'ordre l'espace des versions 

Cette propriété a trois corollaires essentiels : 

1 .  A tout instant, l'ensemble des hypothèses cohérentes avec un ensemble d'exemples d 'ap
prentissage est représentable par une borne inférie1ire (un ensemble d'hypothèses S) et 
une borne supérieure (un ensemble d'hypothèses G) : toute hypothèse comprise entre un 
élément de S et un élément de G est cohérente. 

2 .  Un algorithme <l'apprentissage peut opérer en calculant ces deux bornes, et donc en calcu
lant l'ensemble des hypothèses cohérentes. Il s'agit là d'une idée novatrice par rapport aux 
algorithmes d'apprentissage recherchant 1me hypothèse cohérente par modification incré
mentale d'une hypothèse initiale. 

3 .  Il n 'existe donc pas de concept cohérent moins spécifique qu'un élément de G ou plus 
spécifique qu'un élément de S.  

En considérant un exemple comme une hypothèse, grâce à la relation .Cx C .Crt (équation 4.1) ,  
nous pouvons clone remarquer que S est un sous-ensemble du gms de l'ensemble des exemples 
positifs (on ne peut rien dire d'aussi simple sur G) .  Nous allons voir l 'application de cette idée 
dans l'algorithme d'élimination des candidats proposé par T. i\lfitchell [t..1Jit82J . 

FIG. 4.9: Cette figure schématise les différents cas possibles lors de la mise à jour des ensembles 
S et G par l'algorithme d 'élimination des candidats. Les cas (a), (b), (c) et (d) corres
pondent à la mise à jour de S pour tenir compte d '1.m exemple posit�f. On suppose ici 
qu 'un élément de S ne couvre pas ce nouvel exemple et doit être généralisé. Les flèches 
en pointillés illustrent le cas où qitatre directions cle généralisations seraient possibles . 
La direction (b) doit être éliminée car elle correspond à tme surgénéralisation : l'hypo
thèse produite est en effet plus générale qtt 'une hypothèse de G et doit donc couvrir des 
exemples négatifs. L 'hypothèse ( d )  doit également être écartée car elle est pfo.s généra.le 
qu 'tme autre hypothèse de S qui est cohérente avec les exemples. Il reste donc les hy-
pothèses (a) et (c) qui remplaceront l'ancienne hypothèse dans S. Les cas (a'), (b') et 
( d ') illttstrent des cas dtiaux dans le cas de la mise à jottr de l 'ensemble G pour tenir 
compte d'un no'uvel exernple négatif. 
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152 PARTIE 2 Apprentissage par exploration 

3. La construction de l'espace des versions 

Nous allons voir maintenant comment construire S et G à partir des exemples, et nous véri
fierons que tout élément de l'espace des versions est plus spécifique qu'un certain élément de G 
et moins spécifique qu'un certain élément de S. 

3.1 L'algorithme d'élimination des candidats 

L'apprentissage par l'espace des versions est associé à un algorithme de construction des solu
tions, appelé l'élimination des candidats (algorithme 1). 

Il procède de manière itérative, exemple par exemple, en mettant à jour S et G. Sa convergence 
est assurée par un théorème (non démontré ici) qui prouve qu'un seul examen de chaque exemple 
suffit et que l'ordre de présentation des exemples n'influe pas sur le résultat de l'algorithme. 

Algorithme 1 : Algorithme d'élimination des candidats. 
Résultat : Initialiser G comme l'hypothèse la plus générale de H 
Initialiser S comme l'hypothèse la moins générale de H 
pour chaque exemple x faire 

fin 

si x est un exemple positif alors 
Enlever de G toutes les hypothèses qui ne couvrent pas x 
pour chaque hypothèse s de S qui ne couvre pas x faire 

Enlever s de S 
Généraliser(s,x,S) 

c'est-à-dire : ajouter à S toutes les généralisations minimales h de s telles que : 
• h couvre x et 
• il existe dans G un élément plus général que h 

Enlever de S toute hypothèse plus générale qu'une autre hypothèse de S 
fin 

sinon 
/* x est un exemple négatif */ 

Enlever de S toutes les hypothèses qui couvrent x 
pour chaque hypothèse g de G qui couvre x faire 

Enlever g de G 
Spécialiser(g,x,G) 

c'est-à-dire : ajouter à G toutes les spécialisations maximales h de g telles que : 
• h ne couvre pas x et 
• il existe dans S un élément plus spécifique que h 

Enlever de G toute hypothèse plus spécifique qu'une autre hypothèse de G 
fin 

fin si 

Cet algorithme gère deux procédures Generaliser ( s , x , G )  et Specialiser ( g , x , S ) ,  qui se
ront utilisées pour remplacer dans G (respescivement S) un concept devenant trop spécifique 
(respectivement trop général) par un ou plusieurs autres concepts permettant de respecter les 
contraintes de consistance. Ces procédures se définissent grâce aux notions de spécialisation 
minimale et de généralisation minimale. La figure 4.9 illustre les différents cas qui peuvent se 
rencontrer lors de la mise à jour des bornes S et G par l'algorithme d'élimination des candidats. 
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Chapitre 4 Induction et relation d'ordre l'espace des versions 

Il est donc démontré que cet algorithme itératif remplit le but fixé : il permet de trouver S et 
G. À partir de là il autorise la. caractérisation de tous les concepts cohérents avec les exemples. 

-- EXEMPLE Les oiseaux -----------------------------

Généralisation et spécialisation minimale 

Dans l'exemple des canards et des manchots, les opérations de spécialisation et de générali
sation ont une définition naturelle. Soit le concept : 

v1 = (Bec Aplati = ? , Taille E [O, 60], Envergure E [33, +oo[, Couleur = Couleur chaude) 

et le contre-exemple (on ne répète pas les noms des attributs) : 

e4 = (FAUX,60, 38, orange) 

li y a quatre possibilités de spécialisation minimale de v1 vis-à-vis de e4 

( V  RAI 
( ? 
( ? 
( ? 

, [O, 60], [33, +oo[,  Couleur chaude) 
, [O, 59], [33, +oo[, Co1ûeur chaude) 
, [O, 60], [39, +oo[, Couleur chaude) 
, [O, 60], [33, +oo[, roux) 

Pour le concept : 
v4 = (V RAI ,  [O, 59], [46, +oo[, roux) 

et l'exemple : 
(FAU X, 60, 47, orange) 

on obtient la généralisation minimale : 

(?, [O, 60], [47, +oo[, Couleur chaude) 

Déroulement de l'algorithme 

Pour simplifier, nous allons éliminer Je troisième attribut, l' Envergure. Les données d 'appren
tissage sont donc les suivantes : 

DEBUT 

Initialisation 

G = (?, ?, ?) 
S = 0  

e1 = 
e2 = 
ea = 
e4 = 

Bec A plati 
VRAI 
FAUX 
V RA l 
FAUX 

Lecture de e1 = ((VRAI,30, roux), +) 

Taille 
30 
70 
40 
60 

On généralise rninimalernent S pour couvrir e l  
S = {(VRAI, [30,30],roux)} 
G est inchangé : G = (?, ?, ?) 

Lecture de e2 = ((FAUX, 70,gris) , - )  
S est inchangé : S = { ( V  RAI, [30, 30], roux)} 

Co·ule·ur Classe 
roux + 
gris -

orange + 
orange -
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154 PARTIE 2 Apprentissage par exploration 

Il y a quatre spécialisa-tion1:> minimales de G pour rejeter e2 : 

( V  RAI , ?, ?) 
( ? , [O, 69], '!) 
( ? ,  [71, +oo[, ?) 
( ? , ? , Couleur chaude) 

On ajoute à G les trois hypothèses pour lesquelles il existe dans S un élément plus 
spécifique. 

G { ( V RAI , ?, ?) ,  
( ? , [O, 69], ?)  
( ?, ?, Couleur chaude) } 

Lecture de e3 = ((V RAI,40, orange) , + )  
On géneralise minirnalement S pour couvrir e3 
S = {(V RAI, [30,40], Couleur cfwude)} 
G est inchangé. 

Lecture de e4 = ( (FAUX, 60, orange), -) 

F I N  

On essaie de spécialiser chaque élément de G par rapport à e4 •  
Le premier élément ne couvre pas e4. 

Les deux suivants donnent chacun -l concepts possibles : 

Spécialisa.tions minimales de ( ? ,  [0,69], ?) pour rejeter (FAUX, 60, orange) : 

( V  RAI , [0, 69], ?) 
( ? , [O, 59], ?) 
( ?  , [61, 69], ?) 
( ? , '?, Co,uleur froide) 

Spécialisa.tions minimales de ( ?, ? ,  Coule'ur cha-ude) pour rejeter (FAUX, 60, orange) : 

( V  RAI , ? ,  Coule'ur chœude) 
(? , [O, 59], Couleur chaude) 
(? , [61 , +oo[, Couleur chaude) 
(? , ?, roux) 

On ajoute à G les spécialisations pour lesquelles il existe dans S un élément plus 
spécifique. Finalement, en ne conservant que le concept le plus général quand il en 
existe deux en relation de généralité, G comporte les deux éléments suivants : 

G = { ( V  RAI , ? , ?), ( ? ,  [O, 59] , ? ) }  

S est inchangé : S = {(V RAI, [30,40], Co'uleur chaude)} 

Tout concept plus général que le seul élément de S et plus spécifique qu'un des deux 
éléments de G est solution. Voici trois concepts valides : 

(V RAI, [30 , 55], ?) 
(V RAI, [O, 59], Couleur chaude) 
(?, {O, 42], ?) 
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Chapitre 4 Induction et relation d'ordre l'espace des versions 

3.2 Un exemple d'application : le système LEX 

Le système LEX a été développé par Torn Mitchell en 1983 pour apprendre automatiquement 
les conditions d'utilisation des opérateurs mathématiques permettant de calculer la primitive 
d'expressions mathématiques. C 'est exactement ce à quoi les élèves des classes préparatoires aux 
grandes écoles passent beaucoup de temps. Au début, on leur donne un ensemble de « recettes » 
que l'on appelle ici des opérateurs OP. Par exemple (r et c sont ici de constantes) : 

Sortie des constantes de multiplication OP1 : .J r f (x) dx = r .J f(x) dx 
Règle d'intégration par parties OP2 : J u dv = UV - .} V du 
Règle de l'identité OP3 : 1 X f (x) = f (x) 
L'intégrale cl 'une somme est la somme OP4 : J [fi(x) + h(x)] dx = J fi(x) dx + J f2(x) dx 
des intégrales 
Primitive de la fonction sin(x) OP5 : J sin(x) dx = - cos(x ) + c 
Primitive de la fonction cos(x) OP6 : J cos(x) dx = sin (x)  + c 

Règle d'intégration des fonctions puis- OP1 : J x" dx = x•6+1 
n + l  + c 

sance 

Au début de leur apprentissage, les élèves connaissent ces règles mais ne savent pas exactement 
dans quel contexte il est judicieux d'appliquer chacune d'entre elles. De ce fait, ils mettent 
beaucoup de temps à résoudre les problèmes car ils se perdent dans de nombreuses impasses. Au 
fur et à mesure de leur entraînement, ils apprennent à appliquer ces règles juste au moment où 
elles font progresser vers la solution. C 'est ce type d'apprentissage qu'essaie de simuler le système 
LEX. 

expr 

(op expr expr) (f arg) (fi (f arg)) 

111 .�. , .. A, .. "' r: .. r;;;;, 
/ � tranÔ 1v dp 

... -1 .5 - 1  0 1 2.5 5 6 7 . � �  
trig explog monom (+ monom poly) 

� /""- � 
sin cos tan ln exp id r (Aid k) (• r id) (• r (Aid k)) 

FrG. 4.10: Une taxonomie des fonctions de base telle que celle employée par le système LEX. 

Au début de son apprentissage, le système connaît un ensemble d'opérateurs d'intégration sym
boliques tels que ceux donnés plus haut. Il est également doté d'une taxonomie sur les concepts 
de fonctions mathématiques (voir figure 4.10). Le système suit alors un cycle qui est schématisé 
sur la figure 4.11.  À chaque cycle, un module fournit un exercice à résoudre. Un système de 
résolution de problème tente alors de trouver une solution en enchaînant des opérateurs d'in
tégration. Cela fournit un arbre de résolution qui peut aboutir à une solution ou à un échec 
(par exemple si le système ne trouve pas de solution avec les ressources calcul allouées). Chaque 
utilisation des opérateurs selon une branche ayant mené à un succès fournit un exemple positif de 
l'emploi de cet opérateur (en fait, il faut aussi examiner si la solution est optimale). Inversement, 
chaque utilisation d'un opérateur le long d'une branche ayant mené à un échec correspond à une 
utilisation erronée de cet opérateur et fournit donc un exemple négatif de contexte d'utilisation. 
Ces exemples et contre-exemples sont alors fournis à un système d'apprentissage utilisant l'algo-
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156 PARTIE 2 Apprentissage par exploration 

Exercice 

Résolution 
de problèmes 

Trace détaillée de la 
tentative de résolution 

de l1cxcrcicc 

Génération 
de problèmes 

Heuristiques 
partiellelllent 

apprises 

Générallsatlon 

Exemple 
d'apprentissage 

FIG. 4 . 11 :  L 'architexture générale d·u système LEX avec le cycle d'utilisation. 

Calculer la primitive de : 

3x cos(x) d.r 

Résolution 

de problèmes 

3xcos(x)dx � a v e c : 
,-•

' ' U= 3 X ..,.---- ""- dv • cos(x) dx 
3x sin(x) - 3x sin(x) dx rm/ 

3x sin(.r) - 3 x sin(x) d.r 

------- ' � 
.... - " 

3.r sin(x) - 3x cos(.r) d.r + C 

Génération 

de problèmes 

Critique 

Espare des versions pour l'utilisation de 
l'opérateur 0 P2: 

S ={ 3.r cos(x) dx Appliquer 0 P2 
avec : 11 = 3x 

d" = cos(x) dx} 
G ={ fi (x) f2(x) dx Appliquer 0 P 2 

avec : u = fl(x) 
dv = f2(x) dx} 

Généralisation 

Un des exemples posirifs proposés : 

3x cos(x) dx 
Appliquer 0 P 2avec : 

u = 3x 
d,. = cos(x) dx 

FIG. 4 .12 :  Un exemple de cycle d 'apprentissage dans le système LEX. 

rithme d'élimination des candidats qui calcule ainsi les bornes S et G définissant les contextes 
dans lesquels il est approprié d'utiliser l'opérateur considéré (voir la figure 4.12  pour un exemple 
de cycle). 

4. La représentation des connaissances par un treillis de Galois 

4.1 La construction de la structure 

Nous nous plaçons maintenant dans une situation techniquement un peu différente de celle 
traitée par l'espace des versions, mais proche dans son esprit. Nous supposons que le langage de 
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Chapitre 4 Induction et relation d'ordre l'espace des versions 

représentation est purement binaire, c'est-à-dire que chaque exemple ou contre-exemple se décrit 
par un ensemble de réponses V RAI ou FAU X à des tests qu'on lui pose. Par exemple : 

:i:1 vole 
a:2 a des plumes 
X3 pond des amf s 
X4 mammifère 
X5 nage sous l 'eau 

Sur cette représentation, un ensemble d'objets S = { s1 , s2, s3, s ,1 }  peut être décrit par le 
tableau suivant : 

Il X1 1 X2 1 X3 1 X 4  1 X5 Il commentaire 

S1 1 1 1 0 0 oie 

82 0 0 1 1 1 ornithorynque 

83 1 0 0 1 0 rhinolophe 

84 1 1 1 0 0 cygne 

L'idée de la représentation par treillis de Galois est de ne pas garder les exemples sous forme 
de matrice de VRAI et FA UX, ou ici de 0 et de 1, mais de les transformer en une représentation 
ordonnée, comme sur la figure 4.13. 

FIG. 4.13: Un treillis de Galois. 

Que signifie un tel diagramme?  Le niveau supérieur de la figure, composée cl 'une seule case, 
correspond à l'absence d'attribut ; le niveau en dessous, composé de trois cases, exprime la relation 
des exemples avec un attribut parmi les quatre ; le niveau suivant exprime la relation des exemples 
avec deux attributs, etc. On devrait selon ce principe s'attendre à trouver dans le second niveau 
les cinq cases de la figure 4.14. 

Mais on ne représente que celles qui sont indispensables : comme l'ensemble { 81, 84} est stric
tement inclus dans l'ensemble { 81 , 83, 84 }, la variable :r:1  rend l'écriture de X2 inutile à ce niveau. 
De même, x5 est rendue inutile par x4 ou par ::1:3.  
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158 PARTIE 2 Apprentissage par exploration 

FIG.  4.14: La première ligne complète. 

Pour tracer un trait représentant la relation d'ordre entre les éléments de niveaux différents 
dans le treillis de Galois, il fa.ut que les deux composantes représentant les attributs et les 
exemples soient en double relation d'inclusion stricte, mais en sens inverse. Par exemple, la 
case 1 {xi} , { s1, s3, s4 } 1 est en relation avec la case 1 { X1 ,  x1} , { s3} 1 puisque {xi} C { x1 , X4} et 
{81 , 83 , 81} :::> {83 } .  

Cette structure résume pa.rfaitement les relations de  généralité des attributs vis-à-vis des ob
jets et, symétriquement, celles des objets vis-à-vis des attributs. Il est évidemment possible de 
reconstituer le tableau des données d 'apprentissage à partir de celle-ci. On peut aussi démontrer 
que le treillis de Galois construit sur une matrice binaire est unique. Divers algorithmes, soit 
prenant en compte tous les exemples à la fois, soit incrémentaux, ont été proposés pour réaliser 
cette construction. Il est important de remarquer que la taille du treillis peut être exponentielle 
en fonction du nombre d'attributs. 

4.2 L'utilisation pour l'apprentissage 

En quoi cette relation d'ordre particulière dans le langage des exemples peut-elle être utile 
à l'apprentissage ?  Par la structuration qu'elle dégage des données, qui permet de les explorer 
de manière organisée. Si les données sont partagées en exemples positifs et négatifs et que l'on 
cherche à élaborer un concept correct le plus général possible, une technique est de travailler de 
manière ascendante dans la structure du treillis. 

Sur notre exemple, supposons que les objets 82 et 83 soient les exemples et 81 et 84 les contre
exemples. La remontée dans le treillis se fait en suivant la relation d'ordre, successivement par 
les cases lx,01 l{x3,x4,x5}, {.s2} 1 l{.x4 } , { s2 , .s3} I · Il n'est pas possible d'aller plus loin 
car les objets s1 et 84 seraient couverts. Dans ce cas précis, le concept est compatible avec les 
données et il est facile de vérifier que l'attribut x4 mammifère forme à lui tout seul ce concept. 

Dans des cas plus complexes, le test d'un concept s'effectue de la même façon, en contrôlant 
sa cohérence au fur et à mesure de la progression dans le treillis. Il est possible que celle-ci soit 
mise en échec si les exemples sont bruités, par exemple si l'un est à la fois négatif et positif. Dans 
ce cas, la structure permet de trouver le concept correct le plus général, le concept complet le 
moins général, ou un compromis entre les deux8. 

La plupart du temps, le treillis n'est pas construit avant l'apprentissage, mais en parallèle 
avec la création du concept. On ne développe que la partie nécessaire au fur et à mesure. Cette 
technique permet d'éviter une explosion combinatoire, mais oblige à opérer des choix sur lesquels 
on ne pourra pas toujours revenir . 

Nous n'avons pas précisé quel espace d'hypothèses ni quelle méthode d'apprentissage utiliser, 
car tous les deux sont à la disposition de l'utilisateur : la structure en treillis de Galois induit une 
technique cohérente d'exploration des données quel que soit le type du concept cherché9 et quel 
que soit l'algorithme d'apprentissage proprement dit. Par exemple, les méthodes d'apprentissage 
par plus proches voisins (chapitre 15) sont utilisées dans ce cadre INN97I. 

� Rappelons qu'un concept est correct s'il ne couvre aucun exemple négatif, complet s'il couvre tous les exemples 
positifs, compatible o·ti cohérent s'il est correct et complet. 

9 Souvent. écriL sous h1 forme d'une formule en logique des propositions. 
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Chapitre 4 Induction et relation d'ordre l'espace des versions 

Notes historiques et sources bibliographiques 

La thèse de Tom ri.1litchell en 1978, Version spaces : an approach to concept learning, a mar
qué un tournant fondamental dans l'approche de l'apprentissage artificiel. Jusque-là en effet, 
mis à part les travaux portant sur la reconnaissance des formes, l'intelligence artificielle était 
essentiellement guidée par l'étude de la cognition naturelle, humaine en particulier. Dans cette 
optique, les systèmes d'apprentissage développés représentaient des tentatives de simuler la cog
nition humaine sur des tâches particulières. Ainsi, le système ARCH de Patrick Winston (1970) 
[Win70], simulait l'apprentissage d'un concept (celui d'arche) à partir d'exemples positifs et néga
tifs d'arches. Le système AM de Doug Lenat [Len78] simulait le raisonnement d'un mathématicien 
en train d'aborder la théorie des nombres et de produire des conjectures dans ce domaine. Dans 
tous les cas, il était supposé que le concept cible (ou la connaissance cible) était connaissable 
par un agent humain, et donc par le système apprenant censé le simuler. D'une part, cela allait 
de pair avec des approches théoriques de l'apprentissage portant sur l'identification exacte du 
concept cible et non sur une approximation. D'autre part, cela conduisait à considérer des algo
rithmes explorant l'espace des hypothèses possibles en adaptant et en modifiant progressivement 
une hypothèse unique, de même qu'apparemment un agent humain raisonne sur la. base de la. 
meilleure hypothèse courante et l'adapte si nécessaire. Les idées contenues dans la thèse de Tom 
:tvlitchell ont profondément bouleversé ce point de vue. 

D'abord, l'idée d'espace des versions, l'ensemble de toutes les hypothèses cohérentes avec les 
données d'apprentissage, met soudain à distance les systèmes artificiels et leurs contreparties 
naturelles. Cela autorise à étudier des algorithmes d'apprentissage nouveaux et sans nécessaire
ment de plausibilité psychologique. L'algorithme d'élimination des candidats en est un exemple. 
Ensuite, il devient naturel de s'interroger sur l'espace des hypothèses même et sur sa capacité 
à contenir le concept cible. Cela a conduit Mitchell à souligner l'inévitabilité d'un biais pour 
apprendre. Comme nous l'avons déjà amplement discuté dans les chapitres 1 et 2, la possibilité 
de l'induction est complètement dépendante de la richesse de l'espace des hypothèses. Avant 
la thèse de Mitchell, les chercheurs en intelligence artificielle examinaient en quoi la représen
tation des connaissances choisie était ou non favorable à des raisonnements pertinents pour le 
domaine considéré (c'est en particulier toute l'essence des recherches de Lena.t). En revanche il 
n'était pas question de s'interroger sur la possibilité, encore moins la nécessité, d'avoir un espace 
d'hypothèses limité. La réalisation progressive de ce dernier point s'accompagne de l'essor des 
travaux portant sur des théories de l'apprentissage comme techniques d'approximation et non 
plus comme identification d'un concept cible. Le développement concomittant du connexionnisme 
dans les années quatre-vingts joue alors un rôle de catalyseur en permettant l'intrusion des ma
thématiques du continu, et donc des outils de l'analyse mathématique, comme l'optimisation et 
la convergence, dans l'étude de l'apprentissage. 

Pour terminer par une note philosophique, il est remarquable que la vision de l'apprentissage 
comme sélection de bonnes hypothèses au sein d'un ensemble d'hypothèses possibles donné a 
priori s'accorde à la vision actuelle de la biologie. La théorie de l'évolution de Charles Darwin, 
celle de Pierre Changeux et de ses collègues (qui voient l'apprentissage comme élimination de 
connexions dans le cerveau) ,  et la théorie de Noam Chomsky sur l'apprentissage de la langue 
naturelle comme spécialisation d'une gra.mma.ire universelle définissant l'enveloppe des langues 
possibles, toutes ces démarches théoriques vont à l'unisson. L'approche actuelle de l'apprentissage 
artificiel, considérant l'apprentissage comme la sélection des hypothèses les plus performantes par 
rapport aux observations, s'est finalement jointe à ce mouvement. L'avenir nous dira la destinée 
de cet étonnant exemple multidisciplinaire de pensée unique. 
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160 PARTIE 2 Apprentissage par exploration 

Nous donnons dans ce qui suit quelques indications bibliographiques aux lecteurs intéressés 
par les recherches et les développements portant sur les espaces des versions. 

Les origines de l'apprentissage par généralisation et spécialisation remontent au moins à Wins
ton [Win75] ; la formalisation et la résolution du problème par l'espace des versions sont une des 
étapes majeures de la naissance de la discipline. L'appellation « espace des versions » provient 
du fait que Tom Mitchell étudiait toutes les versions des classifieurs cohérents avec les données, 
ces classifieurs étant, dans son cas, pris dans un espace d'expressions logiques. L'essentiel de 
la théorie et de l'algorithmique a été produit par Mitchell [Mit82]. La présentation qui en est 
donnée ici est en partie reprise du texte de Jacques Nicolas dans [Nic93]. Les concepts introduits 
et l'algorithme d'élimination des candidats peuvent être trouvés dans presque tous les livres 
d'intelligence artificielle. Nous recommandons particulièrement celui de Mitchell [Mit97j. 

L'algorithme d'élimination des candidats a fait l'objet de l'examen critique de David Haussier 
[Hau88] qui a souligné en particulier que la taille de la borne G de l'espace des versions pouvait 
croître exponentiellement avec le nombre d'exemples négatifs. Cette observation relativise évi
demment l'avantage apporté par la considération de ces bornes. Cependant, l'examen de la preuve 
de H aussler laisse supposer que le phénomène de croissance exponentielle ne peut se produire que 
pour des échantillons de données très particuliers, et présentés dans un ordre très défavorable. 
Des chercheurs comme Haym H irsh [Hir90j ou Benjamin Smith et Paul Rosenbloom [SR90j ont 
proposé des heuristiques pour améliorer l'ordre de présentation des exemples. Une limite plus 
sérieuse de l'approche de Mitchell concerne les données bruitées, c'est-à-dire mal décrites ou 
mal classées. L'insistance sur la stricte cohérence des hypothèses de l'espace des versions avec 
les exemples condamne généralement l'algorithme original à ne pas pouvoir trouver d'hypothèse 
s'accordant aux données. Des propositions ont donc été formulées visant à relâcher l'exigence de 
stricte cohérence. Hirsh [Hir90, Hir92] a ainsi présenté un algorithme d'apprentissage dans lequel 
on forme un espace des versions pour chaque exemple positif, puis on en établit l 'intersection. Il 
montre que cette idée permet de traiter des données bruitées. Michèle Sebag [Seb94a, Seb94bj a 
poussé cette idée plus loin avec l'approche de disjunctive version spaces qui marie une approche 
de généralisation en représentation attribut-valeur avec la technique de l'espace des versions. 

L'apprentissage grâce à la structure en treillis de Galois a été en particulier étudié par [Gan93, 
Wil92a], [LS98j. La théorie de ces espaces est développée dans [Bir67j. L'apprentissage par plus 
proche voisins en liaison avec la construction de cette structure est étudiée dans [NN97j. 

Résumé 

• La méthode de l'espace des versions vise à définir tous les concepts cohérents avec 
un ensemble d'exemples. 

• Comme le nombre de ces concepts peut être infini, on s'intéresse à une définition 
de leur ensemble en intension . 

• Celle-ci est définie par deux ensembles finis S et G et une relation d'ordre sur les 
concepts. 

• La recherche d'un concept particulier s'effectue, comme dans les treillis de Galois, 
en exploitant la structure algébrique des solutions potentielles. 

• La méthode de l'espace des versions est d'une grande importance historique et 
méthodologique. Son intérêt pratique a. été prouvé, par exemple en inférence gram
maticale. 
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C hapitre 5 

La programmation logique inductive 

La programmation logiqiœ indtictive (PLI) réalise l 'apprentissage de formules de la lo
gique des prédicats à partir d 'exemples et de contre-exemples. L 'enjeu est de construire 
des expressions logiques comportant des variables liées les ·unes aux autres. Par exemple, 
à partir de la description des liens de parenté dans quelques familles ( « Jean est le 
père de Pierre », « Paul est le père de Jean », « Paul est le grand-père de Pierre » . .  .), 
un programme de PLI doit être capable de trotwer tme formule dtt type « Pour toits 
les x et z tels que z est le grand-père de y, il existe x tel qtte x est le père de y et y 
est le père de z ». 
Ce type d 'apprentissage est difficile à réaliser. On se limite la plupart du temps à 
un sous-ensemble de la logique des prédicats qu'on appelle « programme logique », 
en référence aux langages de programmation du type Prolog qui travaillent directe
ment dans ce langage. La PLI a deux caractéristiques fortes : d 'abord, le langage 
de représentation des hypothèses est très bien connu mathématiquement et algorith
miquement. La notion de généralisation peut donc être introduite en cohérence avec 
les outils de la logique, comme la démonstration automatique. Ensuite, du fait de la 
richesse de ce langage, la combinatoire de l'apprentissage est très grande : il s 'agit 
d 'explorer un espace immense en faisant constamment des choix qu 'il sera difficile de 
remettre en question. C'est pourqtioi il est important en PLI de bien décrire les biais 
d 'apprentissage qtti limitent cette exploration. 
Comme le langage de description des concepts est riche, la PLI peut s 'appliquer à un 
grand nombre de situations. En pratique, les algorithmes permettent d 'apprendre des 
concepts opératoires dans des domaines aussi variés que le traitement de la langue 
naturelle, la chimie, le dessin industriel, la fouille de données, etc. 
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L' ORNITHOLOGIE s'apprend vite : le débutant que nous avons rencontré dans l'avant
propos de ce livre sait maintenant reconnaître nombre d'espèces : des rapaces, 
comme l'épervier et le faucon pèlerin ou des palmipèdes, comme la sarcelle et la 
bernache. Il rencontre à nouveau l'expert, qui se montre satisfait de ses progrès 

(mais conscient de ses limites) et qui lui propose un nouvel exercice : apprendre à reconnaître 
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Chapitre 5 La programmation logique inductive 

le sexe de l'animal (sans dissection) sur des espèces où seule la taille peut éventuellement aider. 
L'ensemble d'apprentissage proposé par l'expert donne pour mesure l'envergure en centimètres. 
Il est le suivant : 

espèce envergure sexe 
X1 épervier 60 mâle 
X2 épervier 80 femelle 
X3 pèlerin 90 mâle 
X4 pèlerin 110 femelle 
X5 sarcelle 70 mâle 
x6 sarcelle 70 femelle 

Le débutant s'aperçoit rapidement qu'il ne sait pas trouver un concept pour distinguer les 
mâles des femelles. C 'est très simple à voir : les exemples x5 et x6 sont décrits par les mêmes 
attributs et sont associés à des étiquettes contradictoires. Il fait part de cette réflexion à l'expert. 
« D'accord », lui répond ce dernier, « je sais que vous connaissez la méthode de l'espace des 
versions et que vous essayez de trouver un concept écrit dans un certain langage des hypothèses. 
Vous avez choisi pour ce langage la logique des propositions sur des sélecteurs portant sur des 
attributs. N'est-ce pas ? C'est en effet impossible d'apprendre quoi que ce soit dans ce langage 
sur ces données. Je vais vous initier à une autre façon de faire de l'apprentissage. » 

L'expert propose alors de reformuler les données sous la forme de prédicats, ce qui consiste 
par exemple à écrire l'a.ttribut « envergure » pour l'exemple x5 de la manière suivante : 

envergure(x5 , 70) = V  RAI 

Dans ce formalisme, le  premier exemple devient : 

(epe'rvier(x1) = VRAI) /\ (envergure(x1,60) = VRAI) /\ (rnale(xi ) = VRAI) 

ou plus simplement : 

epervier(x1) /\ envergure(x1, 60) /\ male(x1) 

L'ensemble des exemples est maintenant l'union (le OU ou V) d'expressions de ce type, c'est-à
dire une formule logique formée de la disjonction des exemples, chacun écrit comme une conjonc
tion ET (/\) de prédicats sur ses attributs et sa supervision. 

« Et alors ? Est-ce que la contradiction entre les exemples x5 et x6 a disparu pour autant '! » 
demande le débutant ? « Non », répond l'expert, « vous avez raison, ce n'est qu'une réécriture 
pour l'instant. Mais je vais vous donner un peu de matériel supplémentaire. » 

Il propose alors cl 'utiliser deux nouveaux prédicats env-sitp(x, y) et meme-esp(x , y) avec la 
signification suivante : env-sup(x, y)  est VRAI quand l'envergure de l'exemple noté x est stric
tement supérieure à celle de l'exemple noté y et meme-esp(x, y) est VRAI si l'exemple x est de 
la même espèce que l'exemple y. Les exemples deviennent alors, en notant pour raccourcir : 

epervier (x) par E(x) 
pelerin(x) par P(x) 
sarcelle(x) par S(x) 
envergure(x, 60) par e(x, 60), etc. 
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164 PARTIE 2 : Apprentissage par exploration 

E(x) P(x) S(x) B(x) e(x, 60) e(x, 70) 

X1 VRAI FA UX FA UX FA UX VRAI FA UX 
x2 VRAI FA UX FA UX FA UX FA UX FA UX 
X3 FA UX VRAI FA UX FA UX FA UX FA UX 
X4 FA UX VRAI FA UX FAUX FA UX FA UX 
X5 FA UX FA UX VRAI FA UX FA UX VRAI 
X6 FA UX FA UX VRAI FA UX FAUX VRAI 

e(x, 80) e(x, 90) e(x, 100) e(x, 1 10 )  rnale(x) fem(x) 

X1 FA UX FA UX FA UX FA UX VRAI FA UX 
X2 VRAI FA UX FA UX FA UX FA UX VRAI 
X3 FA UX VRAI FA UX FA UX VRAI FA UX 
X4 FA UX FA UX FA UX VRAI FA UX VRAI 
X5 FA UX FA UX FA UX FA UX VRAI FA UX 
X6 FA UX FAUX FA UX FA UX FA UX VRAI 

JI faut également écrire la table de vérité des prédicats relationnels env-sup et meme-esp. La 
seconde est évidente et la première débute ainsi : 

X1 X2 X3 X4 X5 X6 
X1 FA UX FA UX FA UX FA UX FA UX FA UX 
X2 VRAI FA UX FA UX FA UX VRAI VRAI 
X3 VRAI VRAI FA UX FA UX VRAI VRAI 
. . .  . . . . . . . . .  . . . . . . . . . 

Quoiqu'un peu impressionné par la quantité plus importante de données, le débutant tente 
l'apprentissage d'un concept dans le même langage. Il obtient par exemple : 

male male(x1) V male(x3) V male(x5) 

[E(x1) /\ e(x1,  60)/\] V [P(x3) /\ e(x3, 90)] V [S(x5) /\ e(x5, 70)] 

l\iiais cela ne le satisfait pas, car il n'y a aucune généralisation. Il essaie donc d'utiliser la connais
sance supplémentaire fournie par l'expert et obtient ceci, après avoir essayé un grand nombre de 
formules : 

env-sttp(x2 , x i )  /\ E(x1 ) /\ E(x2) /\ rnale(x1) /\ fem(x2) 

/\ env-sup(x4, x3) /\ P(x3) /\ P(x1) /\ rnale(x3) /\ f em(x1) 

/\ meme-esp(x1 , x2 )  /\ meme-esp(x3 , x4 )  

« Bon, dit l'expert, nous y sommes presque. Nous savons tous les deux que les éperviers et 
les faucons sont des rapaces, mais pas les sarcelles. Pouvez-vous utiliser cette information '? » 
« Voyons cela », répond le débutant : 

env-snp(x2,x1) /\ rapace(x1) /\ rapace(x2) /\ male(xi) /\ fem(x2) 

/\ env-s'up(x4, x3) /\ rapace(x3) /\ rapace(x4) /\ male(x3) /\ f em(x4) 

/\ merne-esp(x1,x2) /\ meme-esp(x3, x4 )  
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Chapitre 5 La programmation logique inductive 

« Cette fois, c'est presque bon. Je vous donne une dernière clé. Que dites-vous de la formule 
suivante ? » 

env-sup(X, Y) /\ rapace(X) /\ rapace(Y) /\ meme-esp(X, Y) /\ male(Y) /\ fem(X) 

« Elle signifie que, pour toutes les espèces de rapaces (et non pour les autres oiseaux) , la femelle 
d'une espèce est d'envergure supérieure au mâle » répond le débutant « mais je n'aurais pas su 
la trouver : je ne connaissais ni les prédicats relationnels ni les expressions avec des variables ». 

Notations utiles pour le chapitre 

f= Relation d'implication sémantique (théorie des modèles) 
f- Relation d'implication logique (théorie de la preuve) 
f=r Relation d'implication relative à la théorie T 
/\ ET : conjonction 
V OU : disjonction 
-, Négation 
h 1  >,::: h2 L'hypothèse h1 est plus générale que (ou subsume) h2 

1 .  La programmation logique inductive le cadre général 

1 . 1  Complexité de l 'induction et expressivité du langage d'hypothèses 

Le chapitre 4 a montré comment on peut formaliser le problème de l'induction de concept, 
c'est-à-dire de l'apprentissage d'une fonction indicatrice, à valeur dans {O, l}.  L'idée essentielle 
est de considérer l'ensemble de toutes les hypothèses cohérentes1 avec l'échantillon d'apprentis
sage S = {(x1 , u1 ) , (x2,u2),  . . .  (xrn , um ) } .  Cet espace est appelé l'espace des versions. Sa mise 
à jour s'effectue incrémentalement à chaque fois qu'un nouvel exemple d'apprentissage devient 
disponible. Elle passe par la détermination de la. plus petite généralisation (respectivement spé
cialisation) d'une hypothèse et du nouvel exemple lors de l'adaptation du S-set (respectivement 
du G-set) . Nous avons vu dans le chapitre 4 que les concepts de généralisation et de spécialisation 
se définissent par référence à la relation d'inclusion entre les extensions des concepts, c'est-à-dire 
l'ensemble des objets de X qu'ils couvrent. Un concept est dit plus spécifique qu'un autre si son 
extension est incluse dans l'extension de l'autre. On obtient ainsi une relation d'ordre partiel qui 
est exploitée dans l'algorithme d'élimination des candidats pour mettre à jour les deux bornes 
de l'espace des versions : le S-set et le G-set. 

Cette approche de l'apprentissage soulève deux problèmes. Le premier est que la notion de cou
verture d'un exemple par une hypothèse n'est pas toujours aussi simple que le chapitre 4 peut 
le laisser penser. Nous y revenons dans la. section suivante. Le deuxième problème est que les 
régularités observées sur les parties de X ne se transportent pas complètement dans l'espace des 
concepts H. défi.ni par le langage C1-1 d'expression des hypothèses. Ainsi, l'ensemble des parties de 

1 C'est-à.-dire, rappelons-le, couvrant tous les exemples positifs et excluant tous les exemples négatifs de cet 
écha.n t.illon. 
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166 PARTIE 2 Apprentissage par exploration 

X forme une algèbre, ce qui signifie qu'il existe des opérations bien définies pour calculer le plus 
petit ensemble d'exemples contenant deux ensembles d'exemples, de même que pour calculer le 
plus grand ensemble d'exemples contenus à la fois dans deux ensembles d'exemples. Ce sont les 
opérations classiques d'union et d'intersection. Malheureusement, les opérations correspondantes 
sur l'espace des concepts 'H : la plus petite généralisation ( least general generalization, lgg) et la 
spécialisation maximale ( 11iost general specialization, rngs) ne sont pas en général définies de ma
nière unique. Cela provient du fait que tout ensemble d'exemples ne correspond pas forcément à 
un concept, de même que toute expression dans le langage des hypothèses C'H. n'a pas nécessa.i

rement une contrepartie dans X. Nous avons en effet vu la nécessité de l'existence d'un biais de 
langage, limitant la richesse de 'H .  De ce fait, la complexité de l'apprentissage de concept dépend 
fortement de C'H. ,  le langage d'expression des hypothèses. 

En fonction du langage C'H., il peut être possible, ou impossible, de définir une relation >,::: 
sur L'H. x CH de généralité intensionnelle (dans 'H), appelée subsomption, qui coïncide avec la 
relation d'inclusion dans X. Si h1 >,::: h2 implique que h1 est aussi générale que h2, la relation de 
subsomption est dite saine (sound) ; si h1 est aussi générale que h2 implique que h1 >,::: h2,  alors 
la relation de subsomption est dite complète ( complete). Lorsque la relation de subsomption est 
saine, on peut démontrer que l'espace des versions correspondant à un ensemble d'exemples est 
convexe par rapport à la relation >,::: . Grâce à cela, on peut alors représenter l'espace des versions 
par une borne inférieure, le S-set, et par une borne supérieure, le G-set (voir le chapitre 4) .  

La complexité de l'induction supervisée dépend donc du langage d'expression des hypothèses 'H. 
Dans le chapitre 4, nous avons essentiellement fait référence à des langages cl 'hypothèses en 
attributs-valeurs. Ceux-ci sont souvent insuffisants pour décrire des domaines dans lesquels il est 
nécessaire de pouvoir décrire des relations (comme dans le domaine des arches décrits dans le 
chapitre 2 ou dans l'exemple introductif avec les relations de comparaison d'envergure). C'est 
pourquoi on est tenté d'utiliser la logique des prédicats ou logique du premier ordre qui permet 
d'exprimer des concepts relationnels. Mais est-il alors raisonnable de vouloir pratiquer de l'in
duction avec un tel langage d'expression des hypothèses? Nous examinons le prix à payer dans 
la suite. 

1 .2  La relation de couverture en logique du premier ordre 

L'objectif de la programmation logique inductive (PLI) est de construire des programmes 
logiques à partir cl 'exemples supervisés. Schématiquement, un programme logique est un ensemble 
de règles de la forme prémisses � conclnsion. Selon que l'on autorise l'usage de la négation pour 
formuler les prémisses ou non, on parle de programmes normaux ou de programmes définis. 
Étant donné leur avantage en terme de pouvoir expressif, nous étudierons dans ce chapitre 
l'apprentissage des programmes normaux. Par ailleurs, deux grandes familles d'approches sont 
considérées en programmation logique inductive : 

l .  L'apprentissage empirique clans lequel on dispose de nombreux exemples et contre-exemples 
pour apprendre un nouveau concept (i.e. un programme) . On cherche alors à apprendre 
une définition qui permette d'expliquer (couvrir) tous les exemples positifs connus mais 
aucun contre-exemple. 

2 .  L'apprentissage interactif, dans lequel on cherche à. adapter une description (ou théorie) 
du domaine en fonction de quelques nouveaux exemples et contre-exemples. On parle aussi 
dans ce cas de révision de connaissances. 

Le deuxième type d'apprentissage implique en général des raisonnements et des mécanismes 
de généralisation beaucoup plus complexes, et malheureusement moins maîtrisés que dans le 
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Chapitre 5 La programmation logique inductive 

premier. Pour des raisons de place, nous nous limitons donc dans ce chapitre à l'étude de l'ap
prentissage empirique. 

Dans le langage de description des hypothèses par attributs-valeurs, une expression peut 
prendre la forme : 

(Taille = gr·ande) 1\ ( Couleur = rouge) 1\ (Forme = carré) 

dénotant le concept « grands carrés rouges ». La même expression sert à la fois à dénoter un 
exemple (un certain « grand carré rouge » ) et un ensemble d'exemples (tous les grands car
rés rouges) . La logique par attributs-valeurs n'est pas capable de faire la distinction entre les 
exemples et les hypothèses. Cela révèle un manque de pouvoir expressif, mais permet l'astuce de 
la représentation unique (.single re1Jre.sentation trick), ce qui signifie en pratique que le test de 
couverture d'un exemple par une hypothèse est le même que le test de subsomption entre deux 
hypothèses. Ce test est aisé clans le cas de la logique des attributs-valeurs et de la logique des 
propositions en général. 

Prenons le cas d'expressions conjonctives en logique attributs-valeurs. Le test de subsomption 
entre deux expressions revient à contrôler que chaque paire attribut-valeur qui apparaît dans 
l'expression la plus générale apparaît aussi dans l'autre. Le processus de généralisation cl 'une 
expression consiste à monter dans la hiérarchie définie par la relation de subsomption. La. géné
ralisation revient donc à abandonner un ou plusieurs termes de la conjonction. Par exemple, si 
le concept : 

(Taille = ·moyenne) /\ (Couleur = rouge) /\ (Forme = cercle) 

doit être généralisé pour couvrir l'exemple : 

(Taille = petite) 1\ (Couleur = rouge) 1\ (Forme = cercle) /\ (Poids = lourd) 

il suffit de laisser tomber (Taille = moyenne) pour obtenir le concept adéquat : 

(Couleur = rotige) 1\ (Forme = cercle) 

Il est à noter que la généralisation obtenue est unique et minimale ( lgg) . 
De la même manière, spécialiser une expression revient à ajouter une paire attribut-valeur 

dans la conjonction. Par exemple, si le concept : 

(Couleur = rouge) 1\ (Forme = cercle) 

ne doit pas couvrir l'exemple négatif : 

(Taille = grande) 1\ (Cov.lwr = rouge) 1\ (Forme = cercle) 

il suffit d'ajouter au concept une paire d'attributs-valeurs absente de l'exemple négatif pour le 
spécialiser assez. Il fa.ut noter qu'en revanche il n'y a pas ici de spécialisation ma.xi male unique . 

En logique des prédicats, il est nécessaire de reconsidérer les notions de couverture, de sub
somption, et par voie de conséquence les opérations de généralisation et de spécialisation. 

Considérons à nouveau des concepts conjonctifs, mais cette fois exprimés en logique du premier 
ordre. Par exemple, en utilisant la syntaxe des programmes Prolog2 , le concept 1 à apprendre 
pourrait se représenter3 par : 

2 Dans cette syntaxe, le symbole - signifie l'implication du membre gauche par le membre droit et la virgule 
dans le membre droit est la. conjonction. 

3 Soit, en notation logique traditionnelle : rouge(X) /\ cercle(X) --. concept1(X) .  
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168 PARTIE 2 Apprentissage par exploration 

conceptl(X) : - rouge (X) , cercle (X) . 

Un concept peut être défini par plusieurs clauses, par exemple : 
concept2 (X) : - rouge (X) , carré (X) . 

concept2 (X) : - vert (X) , cercle (X) . 

ce qui signifie que le concept correspond aux objets qui sont soit des carrés rouges, soit des 
cercles verts. 

Les exemples sont décrits par des atomes clos (sans variable), par exemple : 
petit(petitcerclerouge) . 

rouge(petitcerclerouge) .  

cercle(petitcerclerouge) . 

Ici, peti tcerclerouge est un exemple de concept 1 car concept 1 (pet i tcerclerouge) peut 
être prouvé. D'une manière générale, étant donnée une conjonction d'atomes clos Desc (Exemple) 

décrivant Exemple, un concept Concept (X) : - Conditions (X) classe Exemple positivement si : 
TA Desc (Exemple) A (Concept(X) : - Conditions (X) ) I= Concept(Exemple) . 

On suppose donc de manière générale que l'on dispose d'une connaissance initiale T, ou théorie 
d11, domaine, mise sous forme de programme logique. Pour tester si un exemple est couvert par 
un concept, on ajoute sa description dans la théorie du domaine, et on chercher à prouver4 
Concept (Exemple) à l'aide de la définition du concept. Si la preuve échoue, on interprète cet 
échec comme une classification négative (négation par l'échec). Dans ce cas, il faudra modifier la 
définition du concept. Pour cela il faut examiner la notion de subsomption en logique du premier 
ordre. 

1.3 La subsomption en logique du premier ordre 

Il s'agit maintenant de définir la relation de généralité ou subsomption entre clauses. Par 
exemple, on s'attend à ce que la clause : 

concept3 (X) : - rouge (X) , cercle (X) . 

subsume, donc soit plus générale, que la clause : 
concept3(X) : - petit (X) , rouge (X) , cercle(X) . 

En effet, on constate5 que l'extension correspondant à la première définition inclut l'extension 
correspondant à la seconde définition. Il se trouve d'ailleurs que la seconde clause contient les 
mêmes littéraux que la première et qu'elle est donc, selon notre définition de la section précédente, 
plus spécifique. Cependant, ce cas n'épuise pas la notion de subsomption de deux clauses. Prenons 
par exemple les deux clauses suivantes : 

concept4(X) : - carré (X) , triangle (Y) , mêmecouleur ( X , Y) . 

concept4(X) : - carré (X) , triangle (t) ,  mêmecouleur ( X , t ) . 

La première clause décrit l'ensemble des carrés de même couleur que les triangles existants. La 
seconde clause décrit l'ensemble des carrés ayant la même couleur qu'un triangle particulier t .  Il 
est évident que le deuxième ensemble est inclus dans le premier et donc que la première clause 
subsume la seconde. Il faut donc rendre compte aussi de ce cas de subsomption . 

1.3.1 La B-subsomption 

En combinant les deux cas précédents, on arrive ce qu'on appelle la B-subsomption, qui se 
définit informellement ainsi : 

4 Le symbole I= correspond à la notion sémantique de l'implication. Nous reviendrons sur ce formalisme clans la 
section suivante. 

5 Nous restons volontairement informels clans cette première exposition des notions de couverture et de sub
somption. 
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Chapitre 5 La programmation logique inductive 

Clause 1 subsume Clause2 s'il existe une substitution 8 applicable à Clause 1 et telle que tous 
les littéraux dans la clause ainsi obtenue a.pparaissent dans Clause2. 

Il est à noter que si Clausel B-subsume Clause2, alors on a aussi Clausel I= Clause2. En 
revanche, la réciproque n'est pas toujours vraie, comme le montre l'exemple suivant : 

list ( [V 1 W] ) : - list (W) . 

list ( [X , Y I Z] )  : - list(Z) . 

À partir de la liste vide , la première clause construit des listes de n'importe quelle longueur, 
tandis que la seconde construit des listes de longueur paire. Toutes les listes construites par la 
seconde clause peuvent aussi l'être par la première, qui est donc plus générale. Pourtant, il n'y 
a pas de substitution applicable à la première clause et permettant d'obtenir la seconde (une 
telle substitution devrait appliquer W à la fois sur [Y 1 Z] et sur Z, ce qui est impossible) . La 
B-subsomption est donc plus faible que l'implication. Elle a en outre des limitations rédhibitoires 
si l'on veut induire des clauses récursives. Soit en effet, les clauses : p ( f  (f (a) ) )  : - p (a) et 
p (f (b) ) : - P (b) . Si l'on cherche la plus petite généralisa.tion par rapport à la 0-subsomption, 
on trouve la clause : p(f (Y))  : - p(X) ,  tandis que la clause p(f (X) ) : - p(X) , plus satisfaisante, 
ne peut être trouvée. Le problème est que la B-subsomption ne peut pas prendre en compte les 
clauses qui peuvent être résolues avec elles-mêmes. 

1.3.2 L'implicat ion 

On pourrait envisager d'utiliser l'implication pour définir la subsomption entre clauses : 

Clausel subsume Clause2 si Clausel I= Clause2 

Cela introduit cependant deux problèmes. Le premier est qu'il s'agit d'une définition séman
tique (s'appuyant sur la. théorie des modèles) et qu'il reste donc à préciser la procédure effective 
de preuve de subsomption ainsi que la procédure permettant de généraliser une clause. Le second 
problème est que la plus petite généralisation (lgg) n'est pas toujours unique si la subsomption 
est définie comme l 'implication logique. Soit par exemple les deux clauses : 

list ( [A , B I C] )  : - list(C) . 

list ( [P , Q , R I S] )  : - list (S) . 

Selon l'implication logique, ces clauses ont deux lgg : 
list ( [X I Y] )  : - list(Y) et list ( [X , Y I Z] )  : - list(V) . 

Selon la B-subsomption, seule cette dernière est une lgg. Il est à noter que la première lgg est en 
réalité plus plausible. 

1.3.3 La subsomption des théories 

Jusque-là, nous avons seulement considéré la subsomption entre deux clauses. Dans la plupart 
des cas intéressants, nous devons cependant prendre en compte des ensembles de clauses décrivant 
des théories6 sur le monde. Il faut donc définir aussi la subsomption entre théories. Par exemple, 
soit la théorie : 

concept5(X) : - petit (X) , triangle(X) . 

polygone(X) : - triangle (X) . 

Elle est impliquée logiquement par la théorie suivante : 
concept5(X) : - polygone (X) . 

polygone(X) : - triangle (X) . 

puisque tout modèle de la seconde est un modèle de la première théorie. Pourtant, la clause : 

6 En progn1mm3t.ion logique, une théorie est simplf!ment. définie c:omme un ensemble de d3uses. 
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170 PARTIE 2 Apprentissage par exploration 

concepts (X) : - petit (X) , triangle (X) . 

n'est pas logiquement impliquée par la clause : 
concepts (X) : - polygone (X) . 

La subsomption entre théories ne peut donc pas être réduite à la subsomption entre clauses. 

1.3.4 La subsomption relative à une théorie 

Nous devons avoir recours dans ce cas à la notion de subsomption relative à ime théorie entre 
deux clauses. Par définition : Clausel subsume Clause2 relativement à la théorie T si T /\ Clausel 

I= Clause2, ce que nous notons : Clausel l=r Clause2. 

Par exemple, supposons que T contienne la clause : 
polygone (X) : - triangle (X) . 

Nous avons alors : 
Tl\ conceptS(X) : - polygone(X) I= conceptS(X) 

De cette manière, nous obtenons en effet que : 
petit(X) , triangle(X) . 

conceptS(X) polygone(X) 

subsume : 

conceptS(X) 

relativement à T. 
petit (X) , triangle(X) 

1.4 Un résumé des relations de subsomption possibles 

Pour résumer, les trois types de relations de subsomption utilisés en programmation logique 
inductive sont la B-subsomption, l'implication logique et la subsomption relative à une théorie 
du domaine. De ces trois types de subsomptions, la première est la plus aisée à réaliser (et elle 
est déjà NP-complète !). En particulier, la 0-subsomption est décidable, tandis que l'implication 
logique ne l'est pas7, même pour des clauses de Horn. De même, la subsomption relative est 
plus sévère que l'implication : les deux sont indécidables, mais les procédures de preuve pour 
l'implication ne nécessitent pas la prise en compte de la théorie T, contrairement aux procédures 
pour la subsomption relative qui doivent prendre en compte toutes les dérivations possibles à 
partir de T /\ Clause. 

En pratique, lors de l'apprentissage à partir d'exemples représentés par des clauses, en présence 
ou non d'une théorie du domaine, il est essentiel de pouvoir déterminer la plus petite générali
sation (relative dans le cas de la subsomption relative) ainsi que leur spécialisation maximale. 
L'existence de ces généralisations ou spécialisations dépend à la fois du type de subsomption 
considéré et du langage utilisé : logique des clauses ou logique réduite aux clauses de Horn. Le 
tableau suivant fournit un résumé des résultats connus sur les six cas possibles ( + correspondant 
à une réponse positive et - à une réponse négative) .  

Clauses de Horn Clauses générales 
Type de subsomption lgg rngs lgg rngs 
&-subsomption + + + + 
Implication ( I= )  - - + si sans fonction + 

Implication relative ( l=r ) - - - + 

FIG.  5.1 : Existence de lgg et de mgs. 

7 Church en 1932 a montré qu'il ne peut exister d'algorithme pouvant décider en un temps fini si une inférence 
est logiquemenL valide ou non en logique des prédical;s standard. 
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Chapitre 5 La programmation logique inductive 

Ce tableau illustre une fois de plus le compromis existant entre l'expressivité d'un langage et 
les raisonnements qui peuvent être réalisés. Il est par ailleurs important de noter que l'utilisation 
d'un langage causal sans symbole de fonction conduit à une structure de treillis. C'est pourquoi 
la plupart des travaux en PLI se placent dans ce cadre. 

Avant d'aborder les moyens effectifs d'exploration de l'espace des hypothèses, il est nécessaire 
de rappeller plus formellement quelques concepts de base en logique. 

2 .  La logique des prédicats et les programmes logiques 

terminologie 

Ce paragraphe définit de manière plus rigoureuse ce qu'est une formule de la logique des 
prédicats, autrement dit quels sont les concepts que nous cherchons à apprendre. Ces concepts 
sont construits à partir de symboles primitifs (les variables, les connecteurs, les quantificateurs, 
les prédicats, les fonctions et les parenthèses), en respectant une syntaxe stricte. Cette syntaxe 
permet, par l'application de certaines règles, de réaliser des démonstrations dans ce système 
formel, c'est-à-dire de déduire des théorèmes à partir d'axiomes. Finalement, une sémantique 
doit être proposée pour permettre une interprétation hors de ce système formel qui n'a pas de 
signification en soi [NS93, GN88, Tau94]. 

2.1  La syntaxe de la logique des prédicats 

Les formules logiques sont écrites dans un langage construit à partir des symboles primitifs 
suivants : 

Variable X, Y . . .  Une variable prend ses valeurs sur un domaine. Des exemples de domaines 
sont : l'ensemble des nombres entiers, l'ensemble des clients d'une compagnie d'assurances. 

Constante a , b, . . .  , jerome,laure, . . .  , 1 , 2 ,  . . .  , VRAI , FA UX , . . .  Un ensemble de constantes 
forme le domaine d'une variable. Une instanciation d'une variable est une constante de son 
domaine. 

Connecteur -., V, /\, --+ ,  f--+ 

Q uantificateur V, 3 

Prédicat P,Q, . . .  , sont - maries, . . .  
Un prédicat possède une arité a (le nombre d'arguments sur lequel il porte) qui doit valoir au 
moins l. On note, si besoin est, le prédicat de manière plus complète par : P /a. Un prédicat 
est une relation entre plusieurs domaines de variables, autrement dit une application de 
l'ensemble de ces domaines dans {V RAI, FAU X } .  Par exemple, pour le prédicat sont -
maries/2 : sont - maries(jerome, laure) = V RAI. 

Fonction f,  g, . . .  , age - ainé . . .  
Une fonction diffère d'un prédicat par la nature de son résultat, qui peut appartenir à 
n'importe quel domaine. Par exemple, pour la fonction age-ainé/2 :  age-aine(jerome, X )  
a pour valeurs l'age de l'aîné(e) de jerome (leur mère n'est pas ici précisée) .  Une fonction 
d'arité 0 n'est autre qu'une constante. 

Parenthèses ( , ) .  
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172 PARTIE 2 Apprentissage par exploration 

2 . 1 . 1  Le langage de la logique des prédicats 

Terme Un terme est défini récursivement comme 
• soit une constante ;  

• soit une variable ; 

• soit une fonction appliquée à des termes, c'est-à-dire une expression de la forme : f (t1 , . . .  , tm) 
où f est une fonction d'arité m et les ti sont des termes. 

Un exemple de terme : sont - maries(pere(laure), mau·1·icette). 
Littéral Un littéral est un prédicat appliqué à des termes, éventuellement précédé du symbole •. 

C'est donc une expression de la forme : p(t1 , . . .  , tm) ou •p(t1 , . . .  , tm), où p est un symbole 
de prédicat et les t.; sont des termes. 
Un exemple de littéral : plus - grand - que(age(pere(X)) ,  age(mauricette)). 

Atome Un littéral positif (c'est-à-dire non précédé du symbole •)  est appelé un atome. Un 
littéral qui ne contient pas de variable est dit clos ou complètement instancié. Par exemple : 
age(pere(jerome))  est un atome clos. 

Formule Une formule est définie récursivement : 
• Un littéral est une formule. 

• Si a: et /3 sont des formules alors (a: V /3) ,  (o: /\ /3),  (a ---> /3) ,  (a: r-� /3) et (•a) sont des 
formules. 

• Si v est une variable et 0: est une formule, alors ((3v)œ) et ((Vv )o) sont des formules. 
Sous-formule Une sous-formule est une suite de symboles d'une formule, mais qui est elle-même 

une formule. 
Variable libre et liée Une variable X est dite liée dans une formule <P s'il existe dans </> une 

sous-formule commençant par (VX) ou par (3X). Sinon, X est dite libre. 

2 . 1 .2 Le langage des clauses et des programmes logiques 

Clause Une clause est une formule de type particulier : c'est une disjonction finie de littéraux 
dont toutes les variables sont quantifiées universellement, c'est-à-dire commandées par V. 
On simplifie en général l'écriture d'une clause en supprimant les quantificateurs V : toute 
variable doit donc être interprétée comme étant universellement quantifiée . 

Clause de Horn Une clause de Horn est une clause qui a soit zéro soit un seul littéral positif. 
Clause définie Une clause définie est une clause de Horn qui a exactement un littéral positif. 

Une clause définie s'écrit donc, quand on a supprimé les quantificateurs universels : 

On transforme cette notation en : 

B1 /\ . . .  /\ Bm -� A 

puis, en introduisant un nouveau connecteur et en changeant la notation de la conjonction : 

Le connecteur r-- signifie l'implication du membre de gauche par le membre droit. Cette 
notation est employée dans certaines versions du langage Prolog8. Dans la suite de ce 
chapitre, les clauses seront notées de cette manière. 

8 La notation que nous employons est intermédia.ire entre la notation logique et la notation la plus classique en 
Prolog, qui a. été utilisée plus haut. Selon cette dernière, une clause s'écriL : A : - B 1 ,  . . . , B,,. . 



\/') Q) 

e 
>w 
0 ..-1 
0 N 
@ 
.µ .c. 
0) 
·;:: 
>-0.. 
0 
u 

Chapitre 5 La programmation logique inductive 

Tête et corps de clause définie A,  le seul littéral positif d'une clause définie est appelé tête de 
la clause et la. conjonction B1 , . . . , Bm est le corps de la clause. 
Une clause unitaire est une clause définie qui n'est composée que de son unique littéral 
positif A ; elle est donc notée A �-

Clause but Une clause but est une clause de Horn qui n'a a.ucun littéral positif; elle est donc 
notée : �- B1,  . . .  , Bm 

Programme logique défini Un programme logique défini, ou pour simplifier un programme lo
giqtie, est un ensemble de clauses définies. 

-- EXEMPLE 

en.f ant(X, Y) -- fille( X, Y )  

enf ant(X, Y) -- fils(X, Y )  
fils(laurent, gaston) -
fils(julien, Laurent) +--

f ille(laiire, gaston) --

f ils(jerome, laure) <--

grand - parent(gaston, julien) -

grand - parent(gaston,,jerome) +-
grand - parent(ga.ston, j·ulien) -

gtand - parent(gaslon, jerome) +--

grand - parent(X, Y) +-- enfant(Z, X) ,  enfanl(Y, Z) 

Programme Prolog Un programme Prolog est un programme logique défini. Une requête est 
une clause but. 

-- EXEMPLE 

enf ant(X, Y)  
enf ant(X, Y) 

<-- enf ant(Z, T) 
<-- fille(X, Y) 
<-- fils(X, Y) 

fils( la. urent, gaston) <-
.f ils(julien, latirent) +-
.f ille(laure, gaston) -

f ils(.jerome, laure) <--

'!. une clause but 
'!. une clause 

'!. un fait 

2.2  Système de preuve pour les langages de clauses 

Étant donné un programme logique P, le but est de mener des raisonnements à partir de ce 
programme afin de savoir, par exemple, quels faits sont VRAI étant donné P . 

En pratique, la preuve dans un programme Prolog se fait en utilisant la règle d'inférence 
logique dite de niodus ponens, qui s'énonce informellement : Si (ex) et (a implique /3) sont VRAI 
, alors ((3) est VRAI , et se note classiquement : 

a: /\ (a � (3) 
f3 

L'algorithme de résoltttion, formalisé par Robinson [Rob65], est employé pour cette démonstra
tion. Nous allons le présenter après avoir introduit les notions de substitution et d'unification. 
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2.2.1 La substitution 

PARTIE 2 Apprentissage par exploration 

Une substit'ution est une liste finie de paires Xdti , où Xi est une variable et ti un terme. Si 
<T est la substitution {Xift1 , . . .  Xifti, · · · Xn/tn } ,  l'ensemble des variables {X1 ,  . . .  Xn} est noté 
dom(cr). 

Une substitution cr s'applique à une formule F en remplaçant chaque occurrence des variables 
de dom(cr) par le terme correspondant, le résultat étant noté Fcr. 

2.2.2 L'unification 

Si (si, t.; )  est une paire de termes, un unificateur est une substitution cr telle que pour tout i : 
SïCT = t.iCT. 

Si un tel unificateur existe, on dit que les termes (si, ti ) peuvent s'unifier. 
L'unificateur de deux littéraux p(s1 , . . .  sm ) et p(t1 , . . .  t.,,., ) est un unificateur de l'ensemble des 

paires de termes {(si , ti ) } .  

2.2.3 L'unificateur le plus général 

L'unificateur le plus général (upg) est une substitution Ci telle que pour tout unificateur e, il 
existe une substitution 'Y telle que <T"( = e. 

Il est démontré que l'upg de deux clauses est unique à. un renommage de variables près. 

2.2.4 La résolution 

La résolution d'un programme logique consiste en une suite d'étapes, chacune construisant 
une nouvelle clause à pa.rtir de deux. Dans le cas d'un programme Prolog, dont les da.uses sont 
d'une forme particulière (clauses définies et requêtes ne contenant que des littéraux) , on peut 
appliquer une méthode adaptée : la SLD-résolution. 

Une étape de SLD-résolution9 est définie comme suit. Soit deux clauses Prolog : 

C1 Hi +--- A ,  a 
C2 H2 +--- b 

où H1,  a et b sont des conjonctions (éventuellement vides) d'atomes. A est un littéral quelconque 
du corps de C1,  et a est le reste du corps de C1 . 

On dit que C1 peut être résolue avec C2 si H2 et A s'unifient avec un upg (} (soit, AB = H20). 
Le résultat de l'étape de résolution est la clause suivante, appelée résolvante : 

Par cette définition, on impose donc que le littéral résolu s'unifie avec la tête de C2 et avec un 
littéral du corps de C1.  

Sur la figure 5.2, on a :  C1 = fille(X, Y )  +--- parent(Y, X) et C2 = parent( claire, marie). 
La clause C1 peut se récrire sous la forme C1 = fille( X, Y) V •parent(Y, X ) .  On peut alors 

appliquer la règle de résolution en choisissant : 
• Li  = -iparent(Y, X )  
• Lz = parent( claire, marie) 
• 8 = {Y/claire,X/marie} 
La clause résolvante C est alors l'union de : 
• (C1 - {Li}  )0 = fille( marie, claire) 
• (C2 - {L2})él = 0 

9 SLD pour : 1'ésol'Ution liné<1ÎT'e a.1Jeç Jondion. de sélection p<ru.r cl<mseB définies. 
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Chapitre 5 La programmation logique inductive 

C2 parent (claire,rnarie),.__ C l  fille(X,Y)+- parent ( Y , X )  

C fille(rnarie,claire) ,...__ 

FIG. 5.2: Une étape de la résolution. 

2.2.5 Résolution et interprétation d'un programme Pro log 

Prolog est un langage conçu pour fournir une partie utile et efficace de la technique de dé
monstration par réfutation. Précisément, Prolog est un système basé sur un démonstrateur de 
théorème utilisant une forme particulière de résolution : la résolution linéaire avec fonction de 
sélection pour clauses définies (résolution SLD) . Cette stratégie restreint le choix des clauses à 
chaque étape de résolution, ainsi que le choix du littéral qui est utilisé. Cela correspond à une 
recherche en profondeur cherchant d'abord à satisfaire chaque sous-but avant de passer au sui
vant. Si cette stratégie de recherche est systématique et (relativement) efficace, elle ne garantit 
malheureusement pas la terminaison des démonstrations. Prolog est en ce sens un démonstrateur 
sans garantie de complétude : des théorèmes vrais peuvent ne pas être démontrés parce que le 
démonstrateur tombe dans une branche infinie. 

Dans le formalisme de Prolog, la connaissance, ou théorie, est transcrite sous forme de faits 
et de règles considérés comme des axiomes. Les requêtes sont exprimées comme des théorèmes 
dont on demande au démonstrateur de prouver leur validité dans la. théorie. 

3. La structuration de l'espace des hypothèses en logique des pré

dicats 

Muni de la relation de couverture et d'une des relations de subsomption définies dans la 
section 1 .2 ,  il est possible d'envisager l'induction de programmes logiques comme une exploration 
de l'espace des hypothèses, guidée par les relations de subsomption. C 'est ainsi par exemple que 
pour généraliser deux programmes, on cherchera. leur plus petite généralisation suivant la. relation 
de subsomption considérée, en faisant l'hypothèse qu'en généralisant minimalement on limite les 
risques de surgénéralisation. Le raisonnement est le même pour la recherche de spécialisations . 
Nous allons maintenant examiner les moyens effectifs de calculer des plus petites généralisations 
et des spécialisations maxima.les en fonction des relations de subsomption utilisées. 

3.1 Le calcul de la lgg pour la B-subsomption 

Définition 5.1 (&-subsomption) 

On dit q-u '-une cla-use c1 B-.s-ubs-ume -une cla-use c2 si et seulement si il existe -une s-ubstit-ution B 
telle q-ue C1 e ç C2. C1 est alors -une généralisation de C2 par B-s-ubsomption. 
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176 PARTIE 2 : Apprentissage par exploration 

Par exemple, la clause : 

pere(X, Y )  � pa1·ent(X, Y) ,  etalon(X) 

e-subsume la clause : 

pere(neral, aziza) � parent( neral, aziza) , etalon( neral), jitment( aziza) 

avec 8 = {(X = neral), (Y = aziza)} 
Plotkin a introduit la notion de moindre généralisé ou encore de pfos petit généralisé [Plo70I, un 

opérateur de généralisation qui permet de généraliser deux clauses. Le calcul de la généralisa.tion 
la moins générale de deux clauses est défini par les règles suivantes : 

• La généralisation la moins générale de deux termes t1 et t2, notée lgg(ti, t2) (least general 
generalization), est une variable si : 
- au moins un des deux termes est une variable ; 

- un des deux termes est une constante, et t1 =J h ; 
- t1 et t2 sont deux termes fonctionnels construits sur des symboles de fonction différents. 

• Si t1 = f(c1 , . . .  , en) et t2 = f (d1 , . . .  , dn), alors 

Pour appliquer cette règle, il faut prendre soin de vérifier que si B1 et B2 sont les deux 
substitutions telles que lgg(t1, t·2)Bi = ti (i E { 1 , 2} ) ,  alors il ne doit pas exister deux 
variables distinctes X et Y telles que XB1 = YB1 et XB2 = YB2. 
Par exemple, la généralisation la moins générale de f(a, b, a) et de f(b, a, b) est f(X, Y, X) 
et non f(X, Y, Z). 

• La lgg de deux littéraux construits sur Je même symbole de prédicat est donnée par : 

lgg(p(ti , . . .  , t,.) ,  p(s1 , . . . , Sn))  = p(lgg(t1, s1 ) ,  . . . , lgg(t,. , Sn))  
• Enfin, la lgg de deux clauses lo �- li , . . .  , ln et mo �- m1, . . .  , mn est une clause qui a 

pour tête lgg(l0 , rn0) ,  et pour corps l'ensemble des lgg(li , mi) pour tout couple (l.i ,mi) de 
littéraux de même signe et de même prédicat. 

- EXEMPLE La lgg -----------------------------
Pour illustrer la Lgg, considérons les deux scènes constituées d'objets géométriques, représen-
tées sur la figure 5.3 [MB96J. 

Scène Sl Scène S2 

FIG. 5.3: La généralisation la moins générale. 
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Chapitre 5 La programmation logique inductive 

La première scène représente trois objets a, b, et c. L'objet a est un cercle, b est un carré et 
c est un triangle. Les objets sont placés de telle façon que a est au-dessus de b, et que b est 
situé à gauche de c. La deuxième scène représente trois objets d, e, et f décrits de manière 
similaire. Les deux scènes 81 et 82 sont décrites par les deux clauses suivantes qui décrivent 
le placement de trois figures géométriques : 

scene(sl) <- scene(s2) <-

sur(sl , a, b), 
a_gauche(s l ,  b, c), 
cercle(a), 

carre(b), 

triangle(c). 

sur(s2, f, e), 
a_gauche(s2, d, e), 
cercle(!), 

carre(d), 

triangle( e). 

La lgg des clauses représentant les deux scènes de la figure 5.3 est la clause suivante : 

scene(S) <-

sur(S, A ,  B),  a_gauche(8, C, D) ,  

cercle(A ), carre( C), triangle( D) .  

Cette clause généralise les deux clauses précédentes et traduit le fait que dans les deux scènes, 
l'objet circulaire se trouve au-dessus d'un autre objet, et que l'objet carré est à gauche de 
l'objet triangulaire. 

3.2 Le calcul de rlgg pour la B-subsomption relative 

On définit la plus petite généralisation relative ( rlgg), (relative least general generalization) de 
deux clauses en utilisant la {:}-subsomption relative de manière tout à fait analogue. 

Définition 5.2 ({:}-subsomption relative) 

Soit p un programme logique. Une clause C1 e-substtme une clause C2 relativement à p si et 
seulement si il existe une substitution e telle que p F C1 e -7 c2. 

Définition 5.3 ( rlgg de deux exemples) 

Soient deux exemples e1 et e2 qui sont des atomes liés. Soit une théorie du domaine T a1 /\ 

. . .  /\ an où les a; sont également des atomes liés. La rlgg de ei et ez est donnée par : 

avec 

ei -- T -.T V ei 

-.(a1 /\ . . .  /\ an) V ei 

-.a1 V . . .  V -.an V ei 

-- EXEMPLE; Le tri rapide -----------------------------
Nous illustrons le calcul de la rlgg de deux clauses en considérant l'exemple du tri rapide ( q'uick 

sort) [MF90]. La théorie du domaine, qui traduit la connaissance initiale sur le problème est 
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178 PARTIE 2 : Apprentissage par exploration 

constituée d'instances de littéraux construits sur les prédicats partition/ 4 et append/3 : 

partition ( 1 ,  [], [], []) <--
partition (2, [4, 3, 1, O], [l, 0], [4, 3]) <--

append(O,  [1] ,  [1]) <--
append([O, 1 ] ,  [2, 3, 4], [O, 1 ,  2, 3, 4]) <--

On dispose d'un certain nombre d'exemples de tris réalisés à l'aide du prédicat qsort/2 : 

qsort([], []) <-
qsort([l,  0], [0, l]) <-
qsort([4, 3], [3, 4]) <--

On dispose aussi de deux exemples positifs e1 eL e2 : 

e1 qsort([l], [ l ] )  

e2 qsort([2, 4 ,3 , 1 , 0] , [0, 1 , 2, 3 , 4] )  

La rlgg de e1 et e2 est donnée par la définition 5.3. : 
rlgg(eii e2) = lgg(e1 <- T, e2 <- T) 

où T est la conjonction de tous les atomes liés de la théorie du domaine et des exemples. 
D'où : 

et 

e1 <- T = qsort([l], [1]) <-

append([], [1], [l]), append([O, 1 ], [2, 3, 4], [O, 1 ,  2, 3, 4]), . . .  , 

partition( 1, [], [], []), partition(2, [4, 3, 1, O], [l, O], [4, 3]), . 

qsort([J, []), qsort([l, O], [O, l ] ) ,  qsort([4, 3), [3, 4]) 

e2 <- T = qsort([2, 4 , 3, 1 , 0] , [0 ,  l , 2, 3 , 4] )  <-

append([], [l], [l]), append([O, 1], [2, 3, 4], [O, 1 ,  2, 3, 4]), . . .  , 

partition(l ,  [], [], []), partition(2, [4, 3, 1, O], [1, O], [4, 3]), . 

qsort( [], []) 

qsort([l, O], [O, 1]) ,  qsort([4, 3], [3, 4]) 

La rlgg des atomes e1 et e2 est donc définie par : 

rl_q_q(e1, e2) = qsort([A I B] ,  [CID]) <-

append(.E, [AIF], [CID]) ,  append([J, [1 ] ,  [ 1 ] ) ,  

append(G, [H IJ], [J IK]) ,  append([O, l], [2, 3, 4], [O, 1 ,  2, 3, 4]), 

partition(A, B, L, M ) , partition(l ,  [], [], []), 

partition(H, N, 0 ,  P), partition(2, [4, 3, 1 ,  O], [l, O], [4, 3]), 

qsort(L, E ) ,  qsort([J, []), 

qsort( 0, C), qsor·l([l ,  0], [O, l]), 

qsorl(M, F), qsort(P, !), qsort([4, 3], [3, 4]), 
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Chapitre 5 La programmation logique inductive 

La construction de la rlgg pose un certain nombre de problèmes. En effet, comme nous l'avons 
déjà évoqué, les atomes de la. théorie du domaine T utilisés dans le calcul de la rlgg doivent être 
des a.tomes liés. Cela impose une définition en extension de la. théorie du domaine, ce qui n'est 
pas concevable pour la majorité des problèmes à résoudre. Pour résoudre ce problème, [Bun88j 
suggère de calculer cette définition en extension à partir du plus petit modèle de Herbrand de la 
connaissance initiale exprimée en intension. Cette méthode n'est pas entièrement satisfaisante, 
puisqu'elle risque d'omettre un certain nombre d'instances de la théorie du domaine et fausser 
le résultat de l'algorithme d'apprentissage. Plotkin, quant à lui, propose une méthode pour 
supprimer les littéraux logiquement redondants [Plo71aj [Plo71b]. Malheureusement, la détection 
des littéraux redondants est coûteuse puisqu'elle nécessite la mise en place de techniques de 
preuve de théorème. De plus, les clauses débarassées de leurs littéraux redondants peuvent encore 
contenir un grand nombre de littéraux. 

3.3 Le calcul de lgg pour la résolution inverse 

Plutôt que de définir la. subsomption par référence à la sémantique, t-.1Juggleton a proposé de 
la définir à partir de la technique de preuve, qui en logique des prédicats, est le principe de 
résolution de Robinson utilisé dans Prolog. Dans ce cadre, on dira qu'une clause subsume une 
autre clause si elle permet la déduction de celle-ci par SLD-résolution. Plus formellement : 

Définition 5.1 (SLD-subsomption) 

Soit P un programme logique ; une clause C est plus générale qu'une clause D au sens de la 
SLD-siibsomption relativement à P ssi C, P f--SLD D. 

En dehors du fait qu'elle prend en compte la théorie du domaine sous la forme du programme P,  
l'un des intérêts de cette définition est qu'elle induit, comme la  e-subsomption, des opérations 
syntaxiques sur les programmes qui sont les fondements de la technique d'apprentissage par 
inversion de la résolution. Par ailleurs, la justesse de la SLD-résolution garantit que ce qui 
dérive d'une théorie par SLD-résolution est une conséquence logique de cette théorie. En bref, si 
C, P f--SLD D, alors C, P f= D, ce qui fait de la SLD-subsomption un ca,c; particulier « constructif» 
de l'implication relative à une théorie. 

On peut alors dériver analytiquement l'inversion de la résolution à partir de la règle de réso
lution exprimée par l'équation 5 . 1 .  Tout d'abord, B peut toujours s'écrire sous la forme d'une 
composition de substitutions B1 et B2, avec Bi contenant les variables de Ci· L'équation s'écrit 
donc : 

(5.1) 

On restreint l'inversion de résolution à l'inférence de clauses C2 qui ne contiennent aucun 
littéral en commun avec C1 . 

(5.2) 

0 n note le non-déterminisme de cet opérateur, notamment concernant le choix de la clause 
C1 , et des substitutions B1 et B2. 
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180 PARTIE 2 Apprentissage par exploration 

Dans le cadre de la PLI, S. Muggleton et vV. Buntine ont donc eu l'idée d'inverser la résolution 
classique utilisée en programmation logique. Dans [lVIug87], S. Muggleton introduit quatre règles 
de résolution inverse. La notation � s'interprète comme : on peut déduire A de B. 

Absorbtion (opérateur V) 

Identification (opérateur V) 

q <--- A p -- A, B 
q -- A p -- q, B 

p -- A, B p -- A, q 

q -- B p -- A,q  

lntra construction (opérateur W )  

Inter construction (opérateur W )  

p <--- A, B p ,__ A , C  

q <-- B p <-- A, q q -- C 

p ,__ A , B  q <--- A, C 
p -- r, B r -- A q <-- r, C 

Dans ces règles, les lettres minuscules représentent des a.tomes et les lettres ma.juscules des 
conjonctions d'atomes. Les règles d 'absorbtion et d'identification inversent une étape de résolu
tion. La figure 5.4 montre comment l'opérateur V inverse une étape de la résolution. 

q - A  p - q , B  

p - A, B  

FrG. 5.4: L 'opératetir V d 'absorbtion. 

La figure 5.5 illustre par un exemple le comportement de l'opérateur V en montrant plusieurs 
étapes de résolution inversée. La théorie du domaine est ici constituée des clauses b1 et b2 et on 
dispose d'une observation e1. L'opérateur V permet, à partir de l'exemple e1 et de la clause b2, 
d'induire la clause c1. La clause c1 permet ensuite, avec la clause b1, d'induire la clause c2 . 

Les opérateurs d'intra construction et d'inter construction, appelés aussi opérateurs v,r (fi
gure 5.6) résultent de la combinaison de deux opérateurs V qui représentent chacun une étape 
inverse de résolution . 

Ces règles d'inférence présentent la particularité d'introduire un nouveau prédicat qui n'appa
ra,issait pas da.ns les préconditions des règles. Par exemple, l'opérateur VI/ de la figure 5.6 introduit 
le nouveau prédicat q. On parle alors d'invention de prédicat, utilisée par exemple dans le système 
CrGOL [MB88bj. L'invention de prédicat est bien illustrée par l'exemple de la figure 5.7. 

En effet, dans cet exemple, on dispose des deux clauses : 

rnin(X, [s(X)llZ]) -- rnin(X, Z)  
rnin(X, [s(s(X)) l lZ]) -- rnin(X, Z) 
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Chapitre 5 La programmation logique inductive 

bl a femme(marie) ---

b2 • parent (claire,marie)� 

c2 • fille(marie,olaire)-
femme(marie ) ,  
parent(claire,marie) 

fille(marie,claire ) -
parent(claire,marie) 

el • fill e (marie ,claire)� 

FIG. 5.5: La. résolution inverse. 

q - B  p - A, q  

p - A, B  p - A,C 

FIG. 5.6: L 'opérateur W d 'intra-construction. 

inf ( X , s ( X } } -
min(X, [ Y I Z J ) 

min(X ,Z } ,inf ( X,Y) . inf ( X , s ( s ( X ) ) )-

01 = {Y/ s ( ) } 02 = { s ( s ( X ) )  } 

min(X , [ s ( X ) I Z J )
min( X, Z ) .  

min (X ,  ( s ( s (X )  ) 1 Z ]  ) -
min(X , Z ) .  

FIG.  5.7: L 'intra. con.struction. 

et l'application de l'opérateur W permet cl 'induire les trois clauses : 

inf(X, s (X))  +--
min(X, [YJ JZJ) +---- rnin(X , Z ) , inf(X , Y )  
inf(X,s(s(X))) +----

dans lesquelles on constate que le prédicat inf /2 a été inventé. 
L'inversion de la résolution est une opération non déterministe. Typiquement, à chaque étape 
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182 PARTIE 2 Apprentissage par exploration 

de l'inversion de la résolution, plusieurs généralisations d'une clause peuvent être réalisées, en 
fonction du choix de la. clause avec laquelle elle est résolue, et de la substitution inverse employée. 
Pour surmonter ce problème de non-déterminisme, t-.1Juggleton a proposé, dans un cadre unifiant 
la plus petite généralisation relative (rlgg) et la résolution inverse, que ce soit l'inversion de 
résolution la plus spécifique qui soit choisie dans le processus de généralisation, en utilisant la 
substitution inverse la plus spécifique à chaque pas de l'inversion de résolution. 

4. L'exploration de l'espace des hypothèses 

La notion de couverture d'un exemple par une hypothèse, la relation de subsomption entre 
hypothèses et les opérateurs permettant de construire les plus petites généralisations (ou spécia
lisations) autorisent à envisager une approche de l'apprentissage par la détermination de l'espace 
des versions, comme cela a été montré dans la chapitre 4. Cependant, en raison de la taille de l'es
pace des versions en programmation logique inductive, les programmes d'induction ne cherchent 
pas à construire l'espace des versions, même à l'aide des bornes que sont le S-set et le G-set. Ils 
cherchent « seulement » à trouver une solution dans l'espace des versions. Pour ce faire, ils par
courent l'espace des hypothèses en suivant les directions de généralisation et de spécialisation, en 
essayant d'élaguer au maximum l'espace des versions et en se guidant par des biais heuristiques 
tentant d'accélérer la recherche. 

Les programmes de PLI s'imposent en général de respecter certaines contraintes connues sous 
le nom de sémantique normale [MD94]. Elles correspondent à une reformulation des conditions 
de cohérence (complétude et correction) d'une hypothèse avec les exemples positifs et négatifs. 

Étant donnés une théorie dit domaine T, c'est-à-dire un ensemble de clauses qui reflètent la 
connaissance a priori sur le domaine du problème, un ensemble d'exemples E, (avec l'ensemble 
E = E+ U E- constitué d'exemples positifs et négatifs) , la programmation logique inductive 
cherche à induire une hypothèse H,  composée d'un ensemble de clauses, telle que les quatre 
conditions suivantes soient respectées : 

Définition 5.2 (Sémantique normale) 

• satis.fiabilité a priori : T /\ E- � D 

• satisfiabilité a posteriori : T /\ H /\ E- [F D 

• nécessité a priori : T [F E+ 

• condition a posteriori (complétude) : T /\ H I= E+ 

La condition de satisfia.bilité a priori permet de s'assurer que les exemples négatifs ne peuvent 
pas être déduits de la connaissance initiale. 

La condition de consistance permet de vérifier qu'à partir de l'hypothèse induite et de la théorie 
du domaine, on ne peut pas prouver d'exemple négatif. 

Il est également nécessaire que les exemples positifs ne puissent pas être déduits de la connais
sance T (nécessité a priori) . 

L'hypothèse induite doit quant à elle permettre, avec la connaissance initiale, de prouver les 
exemples positifs (condition a posteriori). 

En fait, dans la plupart des systèmes de PLI, la théorie (ou connaissance initiale) T du domaine 
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Chapitre 5 La programmation logique inductive 

et l'hypothèse H à induire sont exprimées sous forme de clauses définies. Dans ce cas, on parle 
de sémantique définie10 . Seules les quatre conditions suivantes doivent alors être remplies : 

Définition 5.3 (Sémantique définie) 

• Ve E E-,  e est faux dans M (T) 

• Ve E E - ,  e est faux dans M (T /\ H) 

• :Je E E+, tel que e est faitx dans M (T) 

• Ve E E+, e e.st vrai dans M (T /\ H) 

Pour simplifier et pour couvrir les cas pratiques, la. ma.jorité des systèmes de programmation 
logique inductive est basée sur le cas particulier de la sémantique définie, dans lequel tous les 
exemples sont des faits liés. 

4.1 Le squelette des algorithmes de PLI 

L'algorithme générique de la PLI (algorithme 2) utilise deux fonctions : la fonction effacer 
influence la stratégie de recherche qui peut alors être effectuée soit en largeur d 'abord, soit 
en profondeur d 'abord, ou selon une autre stratégie ; la fonction choisir détermine les règles 
d'inférence à appliquer à l'hypothèse H. Ces règles d'inférence peuvent être soit inductives, soit 
déductives. 

Algorithme 2 : Algorithme générique de PLI 

début 
Initialiser H 

fin 

tant que la condition d 'arrêt de H n'est pas remplie faire 
effacer un élément h de H 
choisir des règles d'inférence r1,  . . .  , rk à appliquer à h 
Appliquer les règles r1 , . . .  , rk à h pour obtenir h1 , . . .  , hn 
Ajouter h1,  . . .  , hn à H 
élaguer H 

fin tant que 

Définition 5.4 (Règle d'inférence déductive r) 

Elle fait correspondre une conjonction de clause.s S à une conjonction de clause.s G telle que 
G I= S. Dans ce cas, r est une règle de .spéciali.sation. 

Définition 5.5 (Règle d'inférence inductive r) 

Elle fait correspondre tme conjonction de clauses G à une conjonction de clauses S telle que 
G I= S. Dan.s ce cas, r e.st une règle de générali.sation. 

10 Si une théorie T est constituée de clauses définies, elle possède une fermeture syntaxique (on ne peut rien 
déduire de plus) appelée le plus petit modèle de Herbra.nd clans lequel toute formule logique est soit vraie, soit 
fausse. 
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4.1.1 Stratégies de recherche 

PARTIE 2 Apprentissage par exploration 

La stratégie de recherche est un choix fondamental pour le concepteur d'un système de PLI : 
• Les systèmes CIGOL 11VIB88bl, CLINT [De 92 ] ,  et GOLEM [MF90j sont représentatifs de 

la classe des systèmes ascendants. Ils considèrent les exemples et la théorie du domaine 
et généralisent itéra.tivement l'hypothèse recherchée en appliquant des règles d'inférence 
inductives. 

• Les systèmes Fo11 1Qui901, IQC95I MOBAL [KW921, PR.OGOL [Mug95[, et CLAUDIEN IDB931, 
[DVD96], [DD97] sont quant à eux représentatifs de la classe des systèmes descendants. Ils 
considèrent d'abord l'hypothèse la plus générale qu'ils cherchent à spécialiser itérativement 
en appliquant des règles cl 'inférence déductives. 

4.1.2 L'élagage de l'espace de recherche 

La fonction élaguer détermine quelles hypothèses doivent être enlevées de l'ensemble H. 

La généralisation et la spécialisation sont à la base de deux cas d'élagage de l'ensemble des 
hypothèses. Cet élagage est le même que celui pratiqué da.ns la construction de l'espace des 
versions par l'algorithme d'élimination des candidats. 

• Si B /\ H n 'implique pas logiquement un exemple positif e+, c'est-à-dire B /\ H [;b e+, 
alors aucune spécialisation de H ne pourra impliquer e+, et toutes les spécialisations de H 

peuvent donc être élaguées de l'espace de recherche. 

• Si un exemple négatif e- est couvert, c'est-à-dire B /\ H /\ e- 1= D ,  alors toutes les généra
lisations de H peuvent être élaguées puisqu'elles sont également inconsistantes avec B /\ E. 

L'exemple de la figure 5.8 illustre le premier cas. 
Supposons que la base de connaissances contienne les faits : 

pere(gaston, f rancois) +-
pere(gaston, laurent) +-
pere(laurent, )'ulien) +----

et que l'ensemble des exemples positifs contienne l'exemple : 

oncle(f rancois, julien) +----

on peut élaguer toutes les clauses plus spécifiques que la clause oncle(A, B) +---- pere(A, B) (zone 
hachurée de la figure 5.8). 

Mais l 'espace de recherche n'est pas élagué assez efficacement par cette propriété, qui rappelons
le, découle directement de la relation de subsomption entre hypothèses. Il faut clone définir des 
biais supplémentaires limitant davantage l'espace de recherche. 

4.2 Les biais de recherche dans l'espace d'hypothèses 

L'espace de recherche peut être très vaste, voire infini. L'implantation effective d'un système 
de PLI nécessite donc l'utilisation de biais déclaratifs. Les biais imposent des contraintes ou des 
restrictions sur les hypothèses que l 'algorithme peut considérer et définissent donc l'espace de 
recherche. Le rôle du biais est double : 

• réduire la taille de l'espace de recherche pour diminuer le temps de réponse du système ; 

• garantir une certaine qualité de l'apprentissage en interdisant au système de considérer 
certaines hypothèses inutiles. 

On distingue deux classes de biais déclaratifs : les biais syntaxiques, aussi appelés biais de 
langage, et les biais sémantiques. 
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D 
• 

1 • • • • 

• • • • 

\1 1\� • • • 

\/ • 

• oncle(A,B} -

oncle(A,B) - pere(A,B) 

Clause la plus 

générale 

Clause la plus 
spécifique 

FIG. 5.8: L 'élagage de l'espace de recherche par la relation de subsomption. 

4.2.1 Les biais syntaxiques 

Un biais syntaxique permet de définir l'ensemble des hypothèses envisageables en spécifiant 
explicitement leur syntaxe. Le nombre des hypothèses à considérer peut en particulier être réduit 
par les méthodes suivantes : 

• limiter le nombre de littéraux des clauses induites ; 

• limiter le nombre de variables apparaissant dans une clause ; 

• limiter la profondeur de la récursion dans les termes ; 

• n'autoriser que les clauses range-restricted, c'est-à-dire dont l'ensemble des variables de la 
tête est inclus dans l'ensemble des variables du corps. 

4.2.2 Les biais sémantiques 

Si les biais syntaxiques restreignent l'espace de recherche en imposant la syntaxe des hypo
thèses, les biais sémantiques imposent des restrictions sur le sens des hypothèses. La définition 
de types et de modes est utilisée depuis de nombreuses années en programmation logique afin 
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186 PARTIE 2 Apprentissage par exploration 

de permettre une meilleure analyse statique des programmes et ainsi d'augmenter leur efficacité. 
Depuis leur introduction dans le système MIS [Sha83], il est devenu courant d'utiliser également 
les modes et les types en PLI. Ils constituent alors une façon de définir des biais sémantiques. 
En effet, si un littéral contient une variable L de type t, toutes les autres occurences de cette 
variable L dans la même clause devront également être de type t. Ceci permet d'élaguer de l'es
pace de recherche des clauses incorrectement typées. De même, la déclaration de modes permet 
de restreindre la taille de l'espace de recherche. Par exemple, l'utilisation du prédicat concat/3 
associée à la déclaration de mode suivante : 

concat( +LI ,  +L2, -L3) 

où + signifie argument en entrée (devant être instanciés), et - argument en sortie, permet de 
rejeter de l'espace de recherche toutes les clauses utilisant le prédicat concat sur des variables ne 
respectant pas ce mode , comme par exemple : 

concat(Ll,  L2, [a, b, c]) 

Voici quelques façons d'utiliser les modes sur les variables des prédicats : 
• Toutes les variables en entrée dans la tête de la clause doivent se retrouver dans le corps de 

clause. 

• Les variables en sortie dans la tête doivent être présentes dans le corps. 

• On peut aussi forcer toutes les variables en sortie dans le corps soit à servir de résultat 
intermédiaire (et donc d'être en entrée dans un autre prédicat) ,  soit à servir à définir la 
sortie du prédicat de la tête (et donc d'apparaître en sortie dans la tête). 

• Il est également envisageable d'interdire qu'une même variable apparaisse plusieurs fois en 
sortie de différents prédicats dans le corps de la clause. 

Le système PROGOL [Mug95, Rob97] permet par exemple de déclarer des modes sur les va
ria.bles des littéraux afin de restreindre le nombre potentiel de clauses dans l'espace de recherche. 
De plus, le système distingue les prédicats pouvant apparaître en tête de clause de ceux admis 
dans le corps. Les littéraux qui peuvent apparaître en tête sont déclarés avec la directive modeh. 
Les littéraux autorisés dans les corps de clauses sont eux déclarés grâce à la directive modeb. Par 
exemple, la déclaration 

niodeh(l , pl7J,s( +int, +int, -int)) 

spécifie que la tête des clauses de l'espace de recherche sera constituée du prédicat pl7J,s/3 avec 
trois arguments de type entier, les deux premiers arguments étant en mode entrée et le dernier 
en mode sortie. 

5.  Deux exemples de systèmes de PLI 

5.1 Un système empirique descendant : FOIL 

Le système FOIL11 [Qui90] a été développé par J.R. Quinlan et a ensuite inspiré d'autres 
systèmes parmi lesquels FOCL [PK92j, FOIDL [MC95], :t\IIF01L [Dze93j, ICN et MULT _ICN 
[MV95J. FOIL cherche à induire un programme logique qui couvre tous les exemples positifs 

1 1  Le système Fo1L est. accessible par ftp à l'adresse ftp.cs.su.oz.au/pub/foil6.sh 
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Chapitre 5 La programmation logique inductive 

du concept à apprendre, et aucun exemple négatif. Chaque clause apprise est construite par 
spécialisation successive de la clause la. plus générale par ajout d'un nouveau littéral. Le littéral 
ajouté est choisi en calculant un gain d'information de façon similaire à la construction d'un arbre 
de décision (voir le chapitre 13).  L'utilisation de FOIL impose une représentation en extension 
de la théorie du domaine. FoIL permet de définir des biais syntaxiques (limitation du nombre de 
variables apparaissant dans chaque clause, taux minimal de couverture des clauses, etc.). Il est 
également possible de préciser les modes des arguments des prédicats. 

L'algorithme 

Algorithme 3 : FOIL 

début 
p <-- 0 
Pos <-- exemples positifs 
tant que Pos est non vide faire 

N eg <-- exemples négatifs 
C: = q()(1 , . · · , )(n ) 
tant que N eg est non vide faire 1 Ajouter le littéral de meilleur gain au corps de C: 

Retirer de N eg les exemples négatifs non couverts par C 
fin tant que 
Ajouter la clause apprise C à P 
Retirer de Pos les exemples couverts par C: 

fin tant que 
Retourner le programme appris P 

fin 

L'algorithme 3 est la base du système ForL. La boucle la plus externe permet de construire 
des clauses tant que tous les exemples ne sont pas couverts. La boucle interne construit une 
clause en ajoutant un à un des littéraux qui ont le gain le plus élevé. Pour la construction de 
chaque clause à l'étape i, FOIL gère deux ensembles de tuples Ti+ et Ti- .  Chaque élément de ces 
ensembles est une instance liée de la clause en construction correspondant à un exemple couvert. 
Les tu pies de Ti+ correspondent à des exemples positifs, et ceux de Ti- à des exemples négatifs. A 
chaque étape, les ensembles Ti+ et Ti- sont calculés à partir des ensembles T.;-:_1 et Ti� l de l'étape 
précédente. La fonction de gain utilisée pour le choix du littéral L à ajouter lors du passage à 
une nouvelle étape est calculée à partir du nombre d'éléments des différents ensembles de tuples : 

où ni est le nombre d'exemples positifs couverts par la clause en construction, et les T;+ 1 sont 
les ensembles de tuples considérés lorsqu'on a ajouté le littéral L .  

L'un des problèmes majeurs de FOIL intervient lors de la construction d'une clause. En effet, à 
chaque ajout d'un littéral dans la clause, il se peut que le nombre de littéraux candidats soit très 
grand. Or pour chacun d'entre eux, FOIL doit calculer les ensembles de tuples positifs et négatifs 
pour être en mesure d'évaluer le gain. Ceci peut être préjudiciable à l'efficacité du système. 

Du fait de sa méthode d 'apprentissage, FoIL permet de traiter des données bruitées. En effet, 
il peut considérer qu'une certaine partie des exemples est bruitée, et arrêter la construction de 
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188 PARTIE 2 Apprentissage par exploration 

la clause lorsqu'un certain pourcentage d'exemples est couvert. 

-- EXEMPLE Une illustration du fonctionnement---------------------

Nous illustrons l'utilisation du système FOIL par l'apprentissage d'une définition du concept 
oncle. On dispose de la connaissance suivante sur les liens de parenté au sein d'une famille. 

I* valeurs possibles pour les arguments des predicats */ 
P :  alfred ,michel,remi, franck , charles,paul. 

oncl e ( P , P )  

/* exemples positifs pour l e  predicat oncle * /  
remi, paul remi, franck michel, charles 

/* exemples negatifs pour le predicat oncle */ 
alfred, alfred alfred,michel alfred, remi 

alfred, franck alfred, charles alfred,paul 

michel, alfred 

michel,f ranck 
remi,michel 
franck, paul 
franck,remi 
char le s , paul 
charle s , remi 

paul, paul 

paul, remi 

*per e ( P , P )  

michel, michel 

michel,paul 
remi, charles 
franck, alfred 
franc k , franck 
charles , alfred 
charles , f ranck 
paul , alfred 

paul, franck 

michel, remi 

remi, alfred 
remi, remi 
franck,michel 
franck, charles 
charles,michel 

charles , charles 
paul, michel 

paul , charles 

/* exemples positifs pour le predicat pere */ 
michel, paul alfred,michel alfred,remi 

michel, franck rem i , charles 

/* exemples negatifs pour le predicat pere */ 
alfred, alfred 
alfred, paul 
michel,remi 
remi,michel 
remi, paul 

franck, remi 

franck, paul 
charle s , remi 
char le s , paul 
paul, remi 
paul, paul 

alfred,franck 
michel, alfred 
michel, charles 
remi, remi 
franck , alfred 

franck , franck 

charles , alfred 
charles , f ranck 
paul ,alfred 
paul ,franck 

alfred,charles 
michel,michel 
remi,alfred 
remi, franck 
franck,michel 

franck,charles 

charl e s , michel 
charl e s , charles 
paul ,michel 
paul, charles 

FOTL apprend le prédica.t oncle/2 défini par la clause : 

oncle ( A , B )  pere ( C , A ) , pere ( D , B ) , pere ( C ,D) , A<>D. 
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Chapitre 5 La programmation logique inductive 

5.2  Un système empirique ascendant : PROGOL 

PROGOL 12 est un système de PLI basé sur l'implication inverse inventée par Muggleton, 
[Mug95], son concepteur. PROGOL opère par généralisation ascendante en partant de chaque 
clause la plus spécifique couvrant chaque exemple considéré. La clause finale est calculée grâce 
à un algorithme A* intégrant une mesure de compression que P ROGOL cherche à maximiser. 
PROGOL implémente une procédure en quatre étapes. Sélection d'un exemple à généraliser ; 
construction de la clause la plus spécifique impliquant l'exemple ; recherche d'une clause 
généralisant la clause de départ ; élimination des exemples redondants après généralisation (voir 
l'algorithme 4) .  Cet algorithme n'est pas complet, il ne découvre pas toutes les généralisations 
possibles. 

Des déclarations de modes et de types permettent de définir des biais sémantiques. Il est 
nécessaire de spécifier le littéral à employer en tête de clause (en utilisant la directive modeh), et 
les littéraux qu'il est possible d'utiliser clans le corps des clauses (en utilisant la directive modeb). 

PROGOL permet de définir la théorie du domaine en intension sous la forme de clauses Prolog. 
Ceci est un apport significatif par rapport à FOIL avec lequel il était nécessaire de définir la 
connaissance initiale en extension. Les exemples positifs sont exprimés par des clauses définies, 
et les exemples négatifs sont des négations de faits instanciés. lRob97J expose les différents 
paramètres du système. 

Algorithme 4 : PROGOL 
début 

tant que il reste des exemples positifs faire 
pour chaque exemple positif e faire 

Construire la clause c1 la plus spécifique qui implique l'exemple e 

Trouver une clause C2 plus générale que C1 (au sens de la e-subsomption) telle 
que la mesure de compression soit maximale 
Retirer tous les exemples cou verts par la clause c2 

fin 
fin tant que 

fin 

-- EXEMPLE Une illustration du fonctionnement ------------------

Considérons par exemple, l'apprentissage du tri rapide par PROGOL. Etant donné le pro
gramme suivant : 

% Declaration des modes pour le litteral en tete de clause 
: - modeh ( 1 , qsort( [+int l +ilist] , - ilist ) ) ?  

% Declaration des modes pour les litteraux en corps de clause 
modeb ( 1 , qsort(+ilist , - i l i s t ) ) ? 

modeb ( 1 , part(+int ,+ili s t , -ilis t , - i l i s t ) ) ?  

modeb ( 1 , append(+i l i s t ,  [+int l +ilist] , - ilist ) ) ?  

% Types 
ilist( [] ) .  
ilist( [Head l îail])  int(Head) , ilist(Tail) . 

12 Une version du système PROGOL est accessible pa,r ftp à l'adresse suivante : 
http :/ /www.comlab.ox.a(;.uk/acLivit.ies/machinelearning/PProgol/ppm}�n.html  
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190 PARTIE 2 Apprentissage par exploration 

% Theorie du domaine definie en intension 
part ( X ,  [] , [] , [] ) . 

part(X , [X l îail] , L i st l , List2) part ( X , T ai l , Listl , List2 ) . 

part ( X ,  [Head l îail] , [Head l î a i l l ]  ,List2) : -

Head < X ,  part ( X , Tail,Tail 1 , List2 ) . 
part (X, [Head 1 Tail] ,List 1 , [Head 1Tail2] ) : 

Head > X ,  part (X,Tail,List1 ,Tail2 ) .  

append ( [] ,List ,List) . 
append ( [Headl îail] , L i s t ! ,  [Head l List2] ) append(Tail , Li st 1 , List2) . 

Exemples positifs Exemples négatifs 

qsort( [] , [] ) .  
qsort ( [3 , 2 , 1] , [ 1 , 2 , 3] ) .  
qsort ( [X] , [X] ) . 
qsort ( [X ,  Y] , [X,  Y ] )  : - X 
qsort ( [Y ,  X] , [ X ,  Y ] )  : - X 

qsort ( [X ,  Y ,  Z] , [X , Y ,  Z] ) 
qsort ( [X ,  Z ,  Y] , [X , Y ,  Z] ) 
qsort ( [X ,  Z ,  Y] , [X, Y ,  Z] ) 

qsort ( [Y ,  X ,  Z] , [X, Y ,  Z] ) 
qsort ( [Y ,  Z, X] , [X, Y ,  Z] ) 
qsort ( [ Z ,  X ,  Y] , [X , Y ,  Z] ) 

< Y .  
< Y . 

X<Y, Y<Z. 
X<Y, Y<Z. 
X<Y, Y<Z. 

X<Y, Y<Z.  

X<Y, Y<Z.  

X<Y, Y<Z. 

qsort ( [0 , 2 , 1] , [0 , 2 , 1] ) .  
qsort ( [0 , 2 , 1] , [ 0 , 1 ] ) .  
qsort ( [ 1 , 0 , 2 ] , [2 , 0 , 1] ) .  
qsort ( [ 1 , 0 , 2] , [2 , 1 , 0] ) . 

qsort ( [ 1 , 2 , 0] , [ 1 , 0 , 2] ) . 
qsort ( [0 , 2 , 1] , [2 , 1 , 0] ) .  
qsort( [ 2 ,  1 , 0] , [ 2 ,  1 , 0] ) . 
qsort ( [2 , 0 , 1] , [2 , 1 , 0] ) .  
qsort ( [ 2 , 1] , [ 1] ) .  
qsort ( [ 1 ] , [2] ) .  
qsort ( [0 , 1 , 2] , [ 1 , 0 , 2] ) .  

qsort ( [0 , 1] , [ 1 , 0 , 1] ) . 
Le système P ROGOL induit une définition du prédicat qsort/2 sous la forme des clauses 
suivantes : 
qsort ( [] , [] ) . 
qsort ( [A I B] ,C) qsort ( B , D ) , part ( A , D , E , F ) , append ( E ,  [ A I F ]  ,C) . 

Sur cet exemple, la stratégie de parcours de l'espace de recherche par PROGOL est bien mise 
en évidence. La clause la plus spécifique est d'abord calculée, puis PROGOL part de la clause 
la plus générale et la spécialise en ajoutant des littéraux. Pour chaque clause examinée, 
PROGOL compte le nombre d'exemples positifs et négatifs couverts et effectue une mesure 
de compression qui lui permet de selectionner la clause à retenir. 

6. La probabilisation de la PLI 

Ce chapitre est centré sur les représentations logiques et sur l'apprentissage cl 'hypothèses expri
mées en logique à partir d'exemples. L'une des limites de la logique classique est son incapacité à 
représenter l'incertitude et à permettre le raisonnement incertain. Le calcul des probabilités offre 
de son côté un cadre rigoureux pour le raisonnement incertain, mais il est limité aux concepts 
propositionnels. Depuis plusieurs années, il existe clone des efforts de recherche pour essayer de 
marier au mieux les possibilités des deux approches, et dépasser leurs limites. 

L'une des premières questions est de définir la notion de « couverture » d'un exemple par une 
hypothèse. Dans le cadre de la logique, nous avons vu que cette notion dépend d'une procédure 
de preuve qui renvoie un booléen vrai ou faux. Dans le cadre du calcul probabiliste, la notion 
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Chapitre 5 La programmation logique inductive 

de couverture devient probabiliste, renvoyant une valeur de probabilité. On peut harmoniser les 
deux notions en posant que les valeurs vrai et faux correspondent respectivement à des valeurs 
de probabilité 1 et O. 

Dans le cadre probabiliste, les hypothèses peuvent prendre plusieurs formes selon la représen
tation utilisée : réseau bayésien (voir chapitre 1 1 ) ,  modèle de Markov (chapitre 12) ,  grammaire 
probabiliste (chapitre 7) , etc. 

Une fois le cadre fixé, il est possible de calculer, selon le formalisme choisi, la probabilité qu'un 
événement, un exemple, soit issu de l'hypothèse considérée. Comme nous l'avons vu au chapitre 
2, l'apprentissage dans ces modèles consiste fondamentalement à identifier l'hypothèse la plus 
probable en tenant compte à la fois de la distribution de probabilité a priori sur l'espace des 
hypothèses et de la vraisemblance des données selon chaque hypothèse. 

Afin de construire une logique du premier ordre probabilisée, il faut : 
• savoir annoter les clauses avec une valeur de probabilité ; 
• rendre la. notion de couverture probabiliste. 

Plusieurs choix sont possibles pour cela, ce qui entraîne une certaine variété de cadres logiques 
probabilistes. Les approches proposées peuvent essentiellement s'organiser autour de deux points 
de vue : 

• Une distribution de probabilité est définie sur les mondes possibles ou interprétations. C 'est 
le cas des programmes logiques bayésiens et des réseaux de Markov logiques. 

• Une distribution de probabilité est définie sur les preuves. C'est le cas des programmes 
logiques stochastiques, de PR.ISM et de ICL. 

Comme dans les approches probabilistes non logiques, l'apprentissage se décompose en l'ap
prentissage de la structure, ce qui correspond aux clauses, et en l'apprentissage des paramètres. 

Le lecteur trouvera des descriptions détaillées de ces approches dans [RFKT08, Rae08, GT07]. 

7. Les domaines d'application de la PLI 

Découpe en éléments finis 

Le découpage en éléments finis (voir figure 5.9) est une technique très utilisée par les ingé
nieurs qui cherchent à analyser des contraintes sur des structures physiques [Dt-.1J92] . En effet, les 
contraintes qui s'exercent sur la structure peuvent être exprimées par des équations différentielles, 
mais il n'est généralement pas possible de résoudre de telles équations à l'aide d'un ordinateur 
en un temps acceptable. Pour résoudre ce problème, les ingénieurs découpent la structure en un 
nombre fini d'éléments, et utilisent des approximations linéaires pour calculer les contraintes sur 
chaque partie élémentaire de la structure. 

Dans la pratique, il n'existe pas de méthode générale permettant de réaliser un maillage ac
ceptable pour une pièce. GOLEi\II a été utilisé dans ce contexte en vue d'induire un modèle de 
la méthode utilisée par les experts pour découper les structures. Il faut noter que les experts ne 
sont pas capables de modéliser leur méthode de découpage et que GOLEl\II est ici utilisé pour 
extraire cette expertise. 

La densité du maillage dépend des propriétés géométriques de l'objet, des forces et des contraintes 
qui agissent dessus, et des relations entre ses différents composants. Pour traiter ce problème avec 
la PLI, une structure est représentée par un ensemble d'arêtes, des propriétés sur les arêtes, et 
des relations entre les arêtes. Chaque objet est ainsi décrit en spécifiant : 
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192 PARTIE 2 Apprentissage par exploration 

FIG. 5.9: Une pièce déco·upée en parties élémentaires. 

• Le type de ses arêtes : longue importante, importante, courte importante, pas importante, 
circuit, demi-circuit . . .  

• Les différentes conditions existants aux zones communes à plusieurs arêtes : libre, fixée sur 
un côté, fixée sur deux côtés, complètement fixée. 

• Ls contraintes de charge qui s'exercent sur chaque arête : pas de charge, chargée sur un 
côté, chargée sur les deux côtés, chargée de manière continue. 

• La. représentation géométrique de l'objet. Les auteurs s'attachent à la notion d'arêtes voi
sines, d'arêtes opposées et d'arêtes identiques. On spécifie que les arêtes sont opposées si 
elles jouent un rôle symétrique dans la pièce. Certaines arêtes sont non seulement opposées, 
mais elles ont de plus la même forme et la même longueur. On précise alors qu'elles sont 
identiques. 

Pour chaque arête ai d'une structure s,  on dispose d'un fait mesh(ai, n) qui signifie que cette 
arête est découpée en n éléments finis. 

Le prédicat à apprendre est donc rnesh(Arete, N), où Arete est une arête et N est le nombre 
de segments qui constitueront cette arête. Avec des descriptions de trois objets, GOLEM induit 
cinquante-six règles différentes. Ces règles ne sont pas toutes pertinentes, mais GOLEM induit 
des règles de la forme : 

mesh(A, 1) : 

not_important (A) , 

not_loaded(A) . 

qui signifie qu'une arête A est découpée en un élément si elle n'est pas importante et n'a pas de 
contrainte. 
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Chapitre 5 La programmation logique inductive 

Une autre règle induite est : 

mesh(A, B) : 
cont_loaded(A) , 

same(A,C) , 

cont_loaded(C) , 

mesh(C, B) . 

qui met en évidence que si deux arêtes sont identiques et qu'elles sont contraintes de manière 
continue, leur découpage se fait également en un nombre identique d'éléments. 

Il est intéressant de noter que selon les experts du domaine, les règles fournies par le système 
mettent en évidence des dépendances qui leur étaient jusqu'alors inconnues [BM95b]. 

Une liste d'applications 

L'ILP est utilisée dans de nombreux domaines pour l'apprentissage de concepts relationnels 
(voir par exemple la page http :/ /www.doc.ic.ac.uk/ shm/applications.html) . En voici une liste 
partielle : 

Sciences de la vie : structure 3-D des protéines, découverte de neuropeptides, analyse de tests 
de laboratoire, diagnostic précoce de rhumatisme, mutagénèse. 

Environnement : développement des algues, données de qualité de l'eau. 

Langage naturel : règles d'accord des verbes au passé en anglais, apprentissage d'analyseurs 
syntaxiques, définition des groupes nominaux, catégorisation de texte, analyse de groupes 
syntaxiques, prédiction des césures, etc. 

Autres domaines : bases de données géographiques, métallurgie, analyse des accidents de la 
circulation, marketing et commerce. 

Pour ne prendre que l'exemple du langage naturel, les techniques d'apprentissage semblent donc 
être tout à fait adaptées pour inférer un analyseur morphologique, syntaxique ou sémantique d'un 
langage. De plus, Prolog est un langage considéré comme bien adapté au traitement du langage 
naturel, ce qui fait également de la programmation logique inductive une méthode appropriée 
pour cette tâche. 

Les premiers travaux dans le domaine ont été réalisés par J. Zelle et R. Mooney [ZM93J [Zel95J 
[Moo96]. Ils se poursuivent en particulier dans les domaines cités ci-dessus. 

8. Les chantiers de la PLI 

8.1 Une transition de phase rédhibitoire ? 

L'attrait majeur de la PLI est le recours à un langage des hypothèses expressif (plus que la 
plupart des autres langages de généralisation) et commode, puisqu'il permet la représentation 
aussi bien des exemples que des hypothèses ou que de la théorie du domaine. La logique des 
prédicats est de plus un domaine bien connu grâce aux travaux des logiciens. Comme nous 
l'avons exposé, utiliser la PLI nécessite cependant de choisir avec soin les relations d'ordre et les 
opérateurs d'exploration. Imposer des limites pour obtenir des ordres bien fondés et des systèmes 
d'induction contrôlés introduit des difficultés, certes à prendre au sérieux, mais semble-t-il non 
rédhibitoires. Cependant, des travaux récents mettent en cause la possiblité même de l'induction 
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194 PARTIE 2 Apprentissage par exploration 

supervisée lorsque le langage d'hypothèses est trop expressif. Nous allons examiner ce nouveau 
problème. 

Ces travaux sont fondés sur des considérations complètement indépendantes de celles que nous 
avons développées dans le cha.pitre 2 qui dérivent de l'ana.lyse statistique de l'apprentissa.ge. À 
l'origine, il s'agissait de d'examiner la complexit.é moyenne de la résolution de problèmes de 
satisfaction de contraintes, plutôt que cl 'examiner leur complexité dans le pire cas. Ainsi, le 
problème 3-SAT (problème de satisfiabilité) consistant à chercher une conjonction de clauses de 
3 termes ( e.g. (x1  V .i:5 V x11) /\ (:i;3 V a:5 V xs)) vraie pour l'assignation des variables à des valeurs 
de vérité, est connu pour être NP-complet. Cependant, l'examen plus fin de la difficulté des 
problèmes montre une transition brutale, en fonction de certains paramètres, entre une région 
où il est quasiment toujours possible de trouver un telle 3-DNF et une région où c'est quasiment 
toujours impossible, avec une région intermédiaire extrêmement étroite correspondant à un pic de 
complexité de l'algorithme de recherche. Il se trouve qu'il est possible d'établir une relation entre 
ces problèmes de satisfiabilité et le problème de la recherche d'hypothèses de risque empirique 
nul, c'est-à-dire couvrant tous les exemples positifs et aucun exemple négatif. 

En effet, l'apprentissage supervisé implique une exploration de l'espace des hypothèses gui
dée par la va.leur du risque empirique (éventuellement régularisé). La plupa.rt des stratégies de 
contrôle de cette exploration utilisent une technique de gradient afin de modifier la ou les hypo
thèse(s) courante(s) dans la direction du gradient le plus favorable. En fin de compte, il faut donc 
déterminer si chaque exemple (positif ou négatif) est couvert par chaque hypothèse candidate 
examinée. Cela ressemble à un problème de satisfiabilité. 

En particulier, il est intéressant d'étudier le taux de couverture des hypothèses, c'est-à-dire la 
proportion d'exemples tirés au hasard qu'elles couvrent. Ainsi, si le taux est de 100 % (ou 1 ) ,  c'est 
que l'hypothèse couvre tous les exemples. Idéalement, ce taux de couverture peut prendre toutes 
les valeurs entre 0 et 1, de manière graduelle. Cela permet d'envisager une exploration guidée 
par le gradient du risque empirique si ce taux de couverture présente une certaine régularité 
dans l'espace des hypothèses (i.e. deux hypothèses proches au sens des opérateurs permettant de 
passer de l'une à l'autre ont des taux de couverture proches). 

C'est ce paysage du taux de couverture en fonction des hypothèses qu'ont étudié Giordana et 
Saitta jGSOOJ dans le cas d'espaces d'hypothèses composés de clauses de Horn. Par exemple, en 
faisant varier le nombre de variables, le nombre de littéraux et le nombre d'atomes clos (et en 
répétant ces expériences un grand nombre de fois) , ils ont obtenus des courbes telles que celle 
de la figure 5.10 qui rappellent des phénomènes de transition de phase en physique. De manière 
surprenante, le taux de couverture mesuré sur les hypothèses y passe brutalement de 0 à 1 sans 
presque de transition lorsque l'on va progressivement vers des hypothèses plus générales. Ces 
courbes sont potentiellement de grande portée. Pourquoi ? 

Concrètement, imaginons un algorithme d'a.pprentissa.ge ascendant, opérant par généralisation 
progressive et prudente. Lorsqu'une hypothèse courante ne couvre pas tous les exemples positifs 
connus, le système tente de la généraliser un peu afin d'en couvrir davantage, tout en essayant de 
ne pas couvrir les exemples négatifs. Le nombre de généralisations possibles est en général très 
grand et le système se guide en choisissant celles qui conduisent à des hypothèses de meilleur 
risque empirique. Or que se passe-t-il selon les courbes de taux de couverture observées ? Lorsque 
l'on prend une hypothèse trop spécifique, elle ne couvre pratiquement aucun exemple, positif ou 
négatif, son taux de couverture est nul. Le problème, c'est que quand on la généralise, son taux 
de couverture reste nul. Le risque empirique reste donc constant et il est impossible de se guider 
dans l'espace de recherche. Ce n'est que lorsque les hypothèses considérées ont été suffisamment 
généralisées qu'elles se trouvent dans la région de la transition de phase (la « falaise » )  que leur 
taux de couverture varie et que l'on peut enfin comparer les hypothèses entre elles. Avant, il est 
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FIG. 5.10: Une courbe tridimensionnelle de la probabilité de couverture d'un exemple tiré aléa
toirement par ime hypothèse h en fonction de m ,  le nombre de littéraux dans h et de 
L,  le nombre d 'atomes clos (ou constantes). m et N correspondent respectivement au 
nombre de variables (10 dans cette expérience) et au nombre de tuples dans les rela
tions (1 OO ici). Les hypothèses les pl'us générales se sit-uent à gaitche sur cette fig'ure, 
correspondant à des hJJpothèses pw contraintes (m et L petits). 

impossible au système de se guider. La recherche devient donc aléatoire. Le même phénomène se 
produit pour un système descendant qui spécialise progressivement des hypothèses intialement 
trop générales. 

L'induction supervisée par généralisation ou spécialisation progressive semble donc selon cette 
analyse très difficile, sauf pour des problèmes « jouets » .  C'est d'ailleurs ce que semblent confirmer 
empiriquement des expériences complémentaires de Giordana et Saitta (voir [GSClO]). Il y a là 
un problème fondamental qui relève encore de la recherche théorique et expérimentale. Il touche 
en tout cas les systèmes utilisa.nt la logique des prédica.ts comme langa.ge de description des 
hypothèses. On ne sait pas encore dans quelle mesure il se produit sur d'autres représentations 
des connaissances, par exemple en inférence grammaticale (voir le chapitre suivant). 

8.2 Quelques problèmes ouverts en PLI 

L'extension de la PLI repose en particulier sur la résolution des problèmes suivants : 
• la prise en compte de données numériques ; 

• l'utilisation d'autres logiques (confirmatoires, modales . . .  ) ;  

• l'apprentissage effectif de règles récursives ; 

• la prise en compte de l'incertain. 

Ces limitations motivent une activité de recherche continue dans ce domaine, dont rend compte 
en particulier la conférence internationale annuelle ILP (Inductive Logic Programming). 
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Notes historiques et sources bibliographiques 

Quoique les fondations de la logique remontent (facilement) à Aristoste, c'est seulement durant 
le XI Xème et le X X ème siècles que des théoriciens tels que Boole et Frege l'ont formalisée rigou
reusement dans un cadre mathématique. Au X xème siècle, une école de philosophes connus sous 
le nom de positivistes logiques a promu l'idée que la logique était le socle ultime non seulement 
des mathématiques, mais de toute la science. Selon ce point de vue, toute affirmation mathé
matique peut être exprimée dans le cadre de la logique des prédicats, et tous les raisonnements 
scientifiques valides sont basés sur des dérivations logiques à partir d'un ensemble d'axiomes. Le 
positivisme logique trouva un support puissant dans les travaux de Gi:idel dans les années 1930 
qui ont montré qu'un ensemble réduit de règles de dérivation était suffisant (complet) pour déri
ver toutes les conséquences de formules en logique des prédicats. Plus tard, Robinson, en 1965, 
démontra. que l'inférence déductive en logique des prédicats pouvait être réalisée à l'aide d'une 
unique règle d'inférence, la. résolution. Pour appliquer le principe de résolution, il faut mettre les 
formules logiques sous la forme de clauses logiques. La découverte de Robinson a été d'une impor
tance fondamentale pour l'automatisation de de la déduction. Colmerauer et Kowalski furent les 
pionners au début des années 1970 du développement de Prolog, un langage de programmation 
logique. Dans ce langage, toutes les formules logiques sont décrites sous la forme de clauses de 
Horn. 

C 'est Plotkin qui dans sa thèse en 1971 [Plo7la] a posé les fondations de ce qui allait devenir le 
champ de la programmation logique inductive. Plotkin ne se limitait pas à la logique des clauses 
de Horn, ce qui n'est pas surprenant puisque la programmation logique et le langage Prolog 
n'existaient pas encore. Ses principales contributions concernent l'introduction de la subsomp
tion relative comme relation de généralité entre clauses, et un algorithme de calcul du moindre 
généralisé d'un ensemble de clauses sans théorie du domaine, ce généralisé étant la borne infé
rieure (unique en l'absence de théorie du domaine) de l'espace des généralisations d'un ensemble 
de clauses. Plotkin a démontré que malheureusement, il n'existe pas en général de moindre géné
ralisé fini de deux clauses en présence d'une théorie du domaine. Cela restreignait évidemment la 
portée de son algorithme et c'est pourquoi Shapiro [Sha83] étudia une autre approche, portant 
sur l'induction descendante de clauses de Horn, du général au spécifique, au lieu d'ascendante 
comme pour Plotkin. De plus, Shapiro étudia le débogage algorithmique de programmes Pro
log par identification automatique de la clause défectueuse. Ces systèmes d'induction étaient 
cependant très inefficaces et limités à de tout petits problèmes. 

Sammut et Banerji ,  (voir [Sam93]) ont développé un système appelé MARVIN qui réalise un 
apprentissage incrémental au sens où le système considère les exemples à la suite des autres et 
apprend, ce faisant, des concepts qui sont utilisés pour traiter les exemples suivants. La connais
sance préalable ou théorie du domaine ( background knowledge) s'accroît donc au cours du temps. 
L'apprentissage se fait par généralisation progressive en utilisant une substitution qui remplace 
les types de variables par leur sur-type dans le langage de description des concepts. Il s'agit du 
seul opérateur de généralisation utilisé. Le système a été testé sur un ensemble de problèmes va
riés. Plus tard, M uggleton et Buntine démontrèrent que l'opérateur de généralisation de Banerji 
était un cas particulier de l'inversion d'un pas dans la preuve par résolution. Un ensemble de 
contraintes plus générales a été fourni et les deux opérateurs en 'V' ont été proposés. L'autre 
paire d'opérateurs en 'W', également basés sur l'inversion de la résolution, est également issue de 
leurs travaux. D'autres travaux ont aussi porté sur l'invention de prédicats, mais pour le moment 
ils sont restés confinés à la logique des propositions et non à la logique des prédicats. 

Quinlan, [Qui90], a proposé le système FOIL qui induit des clauses de Horn de manière très 
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Chapitre 5 La programmation logique inductive 

efficace. La méthode utilise une heuristique de recherche descendante, par spécialisation progres
sive, guidée par un critère de gain d'information (voir le chapitre 13). L'un des inconvénients de 
la méthode est qu'elle est gloutonne et donc susceptible de tomber dans des optima locaux ma.u
vais, voire d'errer sans direction comme le montre le phénomène de transition de phase (évoqué 
dans la section 7). 

Ce chapitre est en partie extrait des notes de cours de Marc Bernard, de l'université de Saint
Etienne [BerOO] , qui nous a aimablement autorisé à les utiliser. 

Résumé 

• La programmation logique inductive (PLI) est essentiellement tournée vers l'ap
prentissage supervisé de concepts ou de théories (exprimés sous forme de pro
grammes logiques). L'apprentissage y est guidé par une relation de généralité dans 
l'espace des hypothèses en cherchant des hypothèses cohérentes avec les exemples 
d'apprentissage. 

• Contrairement à la plupart des techniques d'apprentissage qui sont concernées par 
des connaissances en logique attribut-valeur, la PLI s'occupe de l'apprentissage de 
règles exprimées en logique des prédicats. Cela implique des choix et des précau
tions pour la définition d'une relation de généralité entre hypothèses. Les relations 
principalement étudiées sont la. @-subsomption dont la traduction opérationnelle 
est la SLD-subsomption qui débouche sur des opérateurs de généralisation par 
inversion de la résolution. 

• Face à la complexité des espaces d'exemples et d'hypothèses en logique des prédi
cats, il est nécessaire d'utiliser des biais pour contrôler la recherche dans l'espace 
d'hypothèses. 

• Les systèmes d'apprentissage de concepts en PLI se divisent entre les systèmes des
cendants, opérant par spécialisations successives afin de ne pas couvrir les exemples 
négatifs, et les systèmes ascendants opérant par généralisations successives à partir 
des exemples positifs. 

• Il reste beaucoup à faire pour étendre le champ d'application de ces systèmes, en 
particulier lorsque les données sont numériques et bruitées. Par ailleurs, il faudra 
aussi résoudre le problème posé par le phénomène de transition de phase en logique 
des prédicats. 
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C hapitre 6 

Transfert de connaissances et 

apprentissage par analogie 

L 'apprentissage implique une exploration de l'espace des hypothèses pour rendre compte 
des données connues. En dehors même des problèmes soulevés dans les chapitres théo
riques sur la légitimité de tout critère inductif, cette exploration est généralement in
trinsèquement très coûteuse et doit donc être guidée. Lorsqu 'une relation de généralité 
peitt être définie sur l'espace des hypothèses, la recherche d 'une oit plusieurs hypo
thèse(s) correcte(s) est considérablement aidée. Cependant, même l'utilisation d 'une 
relation de généralité dans 7t peut être insuffisante pour potwoir résoudre effective
ment un problème d'apprentissage. L 'espace des hypothèses est en effet généralement 
extrêmement complexe et riche, et même une recherche informée peut se révéler inef
ficace. On aimerait alors pouvoir débarrasser le langage de description des hypothèses 
de toits les descripteurs et relations non pertinents pour la tâche d 'apprentissage. On 
aimerait également pouvoir hiérarchiser la recherche et ne prendre en compte que 
graduellement les détails de l'univers étudié. De même, il serait pratique de pouvoir 
bénéficier des explorations passées dans 7t à propos de problèmes analogues, voire de 
pouvoir transcrire des explorations menées dans d 'autres espaces d 'hypothèses relatifs 
à d 'autres environnements oit univers de connaissances. Finalement, iine qiiestion 
essentielle est celle de la constntction d'un nouveau domaine de connaissances. Est-il 
possible d 'envisager de le réaliser en s 'aidant d'autres domaines ? Est-il envisageable 
de procéder autrement ? Quels mécanismes pourraient être mis en .feu ? 
Ce chapitre étudie donc la modification et la construction des espaces d 'hypothèses. 
Les approches pour résoudre ces problèmes sont encore à un stade exploratoire. Elles 
sont très inspirées de l'étude de la cognition humaine. Il est hors de doute que l'im
portance du sitjet et l 'état encore préliminaire de nos connaissances justifieront de 
nombreuses recherches à l'avenir. C'est cette conviction qui nous a fait écrire ce bref 
chapitre, même si les travaux actuels sont rares, et les applications encore davantage. 
Enfin, nous donnons une description d'un cas très particulier de l 'apprentissage par 
transfert de connaissances, l'apprentissage par proportion analogique. 
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1 .  L'apprentissage en présence de théorie 

Jusqu'à présent , nous avons décrit l'apprentissage comme la recherche d'une hypothèse dans 
1i en bonne adéquation, selon une mesure de risque, avec les données expérimentales décrites 
dans X. L'apprentissage peut cependant prendre d'autres visages. Par exemple, un apprenti 
joueur d'échec humain sera susceptible d'apprendre le concept de « fourchette » (une menace 
portant simultanément sur plusieurs pièces) à partir de très peu d'exemples, parfois même à 
partir d'un seul. Comment est-il alors possible de généraliser cette expérience très limitée à toutes 
les situations de fourchettes, ou, au moins, à une grande partie d'entre elles ? L'apprentissage 
peut aussi porter non pas sur la détermination d'une bonne hypothèse mais sur l'efficacité de 
la recherche de bonnes hypothèses. Il se peut aussi que l'apprenant possède des descriptions de 
concepts qui soient correctes, mais qui ne soient pas vraiment opérationnelles dans le monde1 . 

Le point commun à ces types d'apprentissages est l'intervention d'une connaissance importante 
sur le domaine d'application, connaissance que l'on appelle « théorie du domaine »2 . C'est cette 

1 Un exemple, sans doute extrême, est celui d'un système de diagnostic de panne d'ordinateur capable de carac
tériser les pannes à partir des équations de Shrôdinger associées aux atomes de l 'appareil. Cette connaissance 
même correcte, ne serait cependant sans doute pas d'une grande utilité pratique et la recherche d'une descrip
tion plus opérationnelle pourrait légitimement. être considérée comme un apprentissage à part, entière. 2 Cette « théorie » peut prendre l'aspect trés formel de programmes en logique du premier ordre, voir le chapitre 5, 
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Chapitre 6 Transfert de connaissances et apprentissage par analogie 

connaissance qui permet de pouvoir tirer parti de très peu d'exemples, grâce à des raisonnements 
enrichissant l'expérience. C 'est aussi cette connaissance qui peut éventuellement être modifiée 
dans l'apprentissage. 

2 .  L'apprentissage par examen de preuve (EBL) 

En schématisant, le problème étudié dans l'apprentissage par examen de preuve (Explanation
Based Learning : EBL) est de calculer la réponse associée à une situation ou à une forme x E X . 
Il se peut que la recherche de cette réponse soit impossible pour le système, ou du moins qu'elle 
soit très coûteuse. L'apprentissage consiste alors à rendre la recherche plus facile la prochaine 
fois, d'où parfois l'emploi du terme de speed-up learning, et ceci non seulement pour la situation 
x, mais aussi pour des situations semblables. Il faut bien sûr définir la notion de similarité. Dans 
le cas de l'EBL, elle est obtenue à partir de l'utilisation de la théorie du domaine. 

2 .1  Le principe de l'EBL 

On suppose que le système est soumis au problème x E X, qui peut aussi bien être de trouver 
une étiquette dans une tâche de classification, comme de trouver un plan d'action. Le système 
cherche alors une solution h(x) à ce problème. Si la recherche de cette solution est difficile, 
voire irréalisable, il peut être intéressant pour le système d'examiner une solution finalement 
obtenue, par le système ou grâce à un autre système ou un professeur, pour voir dans quelles 
conditions cette solution (éventuellement généralisée) pourrait être réutilisée dans une situation 
x' semblable. Conceptuellement, il s'agit d'identifier une région de l'espace des problèmes X pour 
laquelle la solution h, ou une solution voisine, est adéquate. La figure 6.1  illustre ce principe. 
D'une certaine manière, l'apprentissage EBL peut être considéré comme une technique d'ex
trapolation dans l'espace X guidée par une théorie du domaine. La partie Apprentissage par 
approximation et interpolation (en particulier le chapitre 15) de cet ouvrage explore d'autres 
techniques d'extrapolation fondées sur des mesures numériques et des propriétés de lissage. Peu 
d'auteurs ont examiné le lien entre les deux approches (une exception est [DF97]). 

La solution généralisée peut prendre trois formes : 

l. Celle d'une solution toute faite, appropriée pour une classe de problèmes dans X, ou bien, 
comme c'est souvent le cas, pour la reconnaissance de concept. Il s'agit alors d'apprendre 
une définition opérationnelle de concepts. 

2. Celle de macro-opérateurs, c'est-à-dire d'étapes de solution. Cela peut permettre d'accélérer 
la recherche d'une solution en diminuant la profondeur de recherche nécessaire. 

3. Celle de règles de contrôle ou heuristiqiies, permettant de guider la recherche d'une solution 
dans l'arbre des possibilités. 

Évidemment, ces trois types de connaissances apprises ne sont pas exclusifs l'un de l'autre, mais 
dans la pratique, les concepteurs de systèmes d'apprentissage par EBL ont privilégié l'une ou 
l'autre de ces possibilités. Pour des fins d'illustration dans la suite de cette section, nous avons 
choisi de montrer seulement comment l'apprentissage peut déboucher sur la première voie. 

comme la forme de réseaux séma.ntîques souvent liés à des types d'inférence non déductifs : propagation de 
marqueurs, par exemple. 
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x�h(x) 

(a) (b) (c) 

FIG. 6.1 :  (a) À partir d 'une sofotion h, tro1wée ott fournie, pottr le problème x, l 'apprentissage 
E B L cherche SO'US quelles conditions la solution h est applicable. (b) Ces conditions 
suffisantes sont obtenues par un mécanisme de régression à travers la théorie T du 
domaine. ( c) Cela pennet de trouver à la fois 1.me généralisation de la solution initia.le 
h et une région de l'espace des problèmes X vour laquelle cette solution généralisée est 
applicable. 

2.2  Une illustration de l'apprentissage E B L  

Nous montrons dans cette section comment l'apprentissage EBL permet d'apprendre une 
définition opérationnelle et générale d'un concept à partir d'un exemple positif unique. Pour 
cela nous reprenons l'exemple devenu célèbre de l'apprentissage du concept d'objets empilables, 
initialement exposé dans [MKKC86] qui est aussi l'article fondateur de l'EBL. 

Soit un monde cl 'objets caractérisés par les attributs : couletir, volume, propriétaire, matéricm, 
type et densité. Il existe de plus une relation possible entre les objets : la relation sur traduisant 
qu'un objet est sur un autre. La tâche consiste à apprendre le concept d'empilement d'un objet 
sur un autre. Plus précisément, il s'agit d'apprendre une définition du prédicat : 

empilable(Obj et1, 0bjet2) 

vrai lorsque l'on peut empiler l'Dbj et 1 sur l 'Dbj et2. Nous supposons que l'apprenant dispose 
préalablement d'une théorie d1t domaine T décrite sous la forme de règles logiques que nous 
décrirons ici en utilisa.nt, comme dans le chapitre 5, la syntaxe Prolog : 

(Tl) : poids(X,W) : - volume (X,V) , densité(X ,D) , W is V*D . 

(T2) : poids ( X , 50) : - est_un ( X , table) . 

(T3) : plus_lége r ( X , Y) : - poids (X, Wl) , poids (Y,W2) , Wl < W2 . 

On suppose de plus que l'apprenant cherche une définition opérationnelle (c 'est-à-dire facile
ment évaluable) cl u concept bttt : 

(Cl) : empilable(X, Y )  : - plus_léger(X,  Y ) . 

(C2) : empi lable (X, Y )  : - not (fragile (Y) ) . 

Plus formellement, le critère d 'opérationnalité impose que le concept soit exprimé à l 'aide de 
prédicats utilisés pour décrire l'exemple (volume, densité, couleur, . . .  ) et de prédicats facilement 
évaluables (comme le prédicats <) .  

Finalement, l'apprenant est pourvu de  l '  e:i:emple positif décrit par les faits suivants : 
sur(obj 1 , obj2) . 

est_un(obj l , boite) . 

est_un(obj 2 , table) . 

couleur (obj l , rouge) . 

couleur (obj 2 , bleu) . 
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empilable(obj l ,  obj2) 

1 C l  

plus_léger(objl, obj2) 

poids(obj2,y2) inf(y l ,y2) 

volume(obj l , v l )  densité(obj l ,d l )  

1 T2 

1 1 est_un( obj2,ta ble) inf(l,50) 

volume(obj 1 , 1 )  densité(obj l , 1 )  

FIG. 6.2: Un arbre de pretwe obtenu dans la théorie dtt domaine T montrant que l 'exemple sa
tisfait bien le concept cible. 

volume(obj l , 1 ) .  

volume(obj 2 , 0 . 1 ) . 

propriétaire(obj l , frederic) . 

propriétaire(ob j 2 , marc) . 

densité(obj l , 0 . 3) .  

matériau ( obj 1 , carton) . 

matériau(obj 2 , bois) . 

L'apprentissage EBL consiste d'abord à examiner une preuve, exprimée à l'aide de la théorie 
du domaine, que l'exemple fourni est bien un exemple positif du concept cible, puis à généraliser 
cette preuve pour en extraire un ensemble de contraintes suffisant à garantir la validité de la 
preuve générale. 

Le premier pas nécessite que la théorie du domaine soit suffisante pour qu'il soit possible de 
trouver une preuve, aussi appelée explication (d'où l'appellation EB L ) , montrant que l'exemple 
satisfait au concept cible. Chaque branche de la preuve peut éventuellement être réduite pour se 
terminer sur une expression vérifiant le critère d 'opérationnalité. Dans le cas présent, l'explication 
de l'exemple est donnée sous forme graphique dans la figure 6.2. 

Le second pas consiste à analyser l'arbre de preuve trouvé pour identifier les conditions de son 
applicabilité afin de découvrir l'ensemble des situations dans lesquelles il pourrait s'appliquer. 
Pour le cas exposé ici, la figure 6.3 décrit la généralisation de la preuve donnée dans la figure 6.2. 

L'exemple positif initial, le seul connu pour le concept cible, a été généralisé de plusieurs points 
de vue. D'abord, il était décrit par une collection d'attributs dont beaucoup, n'intervenant pas 
dans la preuve, se révèlent non pertinents et peuvent donc être éliminés. Ensuite, de nombreuses 
constantes ont été remplacées par des variables. Notons cependant que ce n'est pas systématique. 
La constante numérique 50, par exemple, demeure dans la preuve généralisée car elle n'a pas été 
introduite par une instanciation aux feuilles de l'arbre de preuve mais par une règle de la théorie. 
Finalement, la. généra.Iisa.tion va plus loin que cette simple varia.bilisation grâ.ce à la procédure de 
régression d'une formule à travers une règle proposée par Waldinger [Wal77] . Cette procédure 
calcule les conditions suffisantes d'une conclusion C en fonction d'une preuve P, c'est-à-dire 
un ensemble d'assertions A tel que A entraîne C grâce à P. Dans le cas de la régression d'une 
conclusion à travers un arbre de preuve, la procédure fonctionne itérativement à travers les étapes 
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_ c�n<!!lp!_b� :_ 
empi lable(x ,  y )  - - - - {pp.J., _ylp2} 

C l  e m p i l able(p  1 ,  p 2 )  

1 
p l u s_l éger(p  l ,  p 2 )  

plus_léger(x, y) 

T 3  p l  us_léger(p 1 ,  p 2 )  {x/p 1, ylp2} 

T l  

p o i d s ( p l , y l )  i n f( y l , y 2 )  p o i d s ( p 2 , y 2 )  

_ .QO!ÈS{2<,y_l )_ 

poids(p l , v l  * d l )  � v1 'd1/y1} T2 
p o i d s ( p 2 , 5 )  

{ylp2, 5/y2} 

v o l u m e ( p l , v l )  d e n s i t é ( p l ,d l )  e s  t_u n ( p 2 , c o  i n_t ab l e )  

volume(x,v1) densité(x, d1) in f( v J * d 1 ,  s)  est-un( y, coin-table) 

FIG. 6.3: L 'arbre de preuve généralisé est obtenu par régression du concept cible dans l'arbre de 
preuve en calwlant à chaque étape (dénotée par les lignes en pointillés) les littéraux 
les pltts généraux permettant cette étape (indiqttés en gras). À la fin de ce processus, la 
conjonction des littéraux obtenus aux feuilles de l'arbre généralisé fournit la définition 
opérationnelle et généralisée du concept cible. 

de la preuve, calculant à chaque fois les conditions suffisantes de la conclusion de l'étape, en 
fonction de la règle de dérivation employée pour cette étape. La procédure se termine lorsqu'elle 
a parcouru toutes les étapes de la preuve initiale pour atteindre les feuilles de l'arbre de preuve. 

Un exemple de l'application de cette procédure est donné par la figure 6.3. Les éléments de 
la preuve initiale trouvée pour l'exemple positif du concept empilable (Obj 1 ,  Obj2) sont repré
sentés en fonte normale. La frontière de chaque étape de régression est indiquée par les lignes en 
pointillés, avec à chaque fois en gras les conditions suffisantes calculées. Par exemple, le concept 
cible général est empilable (X,  Y ) .  On calcule sa régression à travers la règle empilable (X ,  Y) : -
plus_léger (X ,  Y ) ,  ce qui produit la précondition plus_ léger (X ,  Y) .  On continue alors en calcu
lant la régression de cette expression à travers (T3) le pas suivant de la preuve, ce qui conduit à 
l'ensemble de préconditions {poids (X,Yl) , inf(Yl ,Y2) , poids ( Y , Y2 ) } .  Étape par étape, on 
atteint ainsi les feuilles de l'arbre de preuve, produisant la définition générale suivante : 

empilable ( X , Y) : - volume (X,VX) , densité(X ,DX) , 

est_un(Y, table) , inf(VX , DX , 50) . 

Cette procédure a. été implantée en particulier dans l'algorithme Prolog-EBG [KCC87] . Lors
qu'une théorie correcte et complète lui est fournie, elle produit une hypothèse (ensemble de règles 
Prolog) elle-même correcte et couvrant les exemples positifs connus des concepts à apprendre. 
Ces règles sont des conditions suffisantes décrivant les concepts cible en fonction de la théorie du 
domaine. 
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Chapitre 6 Transfert de connaissances et apprentissage par analogie 

2.3  Discussion sur l'apprentissage de concept à partir d'explications 

Plusieurs problèmes méritent d'être soulignés. 
• Il est important de remarquer que l'algorithme rapidement décrit ci-dessus produit seulement 

une définition suffisante (et non nécessaire) du concept cible. Ceci est dû au fait que la preuve 
est guidée par les exemples fournis qui n'épuisent pas forcément toutes les possibilités de 
preuve du concept. Par exemple, dans l'apprentissage du concept empilable ( X ,  Y) ,  la théorie 
propose deux définitions, l'une se ra.pporta.nt au fait que X est plus léger que Y, l'autre 
au fait que Y n'est pas fragile. L'exemple positif fourni ne se rapporte qu'à la première 
définition, et les conditions trouvées par régression à travers la preuve relative à cet exemple 
ne concernent donc que la première définition possible du concept. C'est bien pourquoi 
on parle d'apprentissage à partir d'explications. Si l'on apprend bien une généralisation de 
l'exemple positif, il s'agit cependant d'une spécialisation de la. définition initiale du concept 
cible. 
Certains commentateurs de l'apprentissage EBL ont fait remarquer que l'exemple positif 
fourni est, d'un certain côté, redondant et inutile. On pourrait très bien apprendre une dé
finition complète du concept cible par régresssion selon tous les arbres de preuve possibles 
en arrêtant les preuves lorsque le critère d 'opérationna.lité est satisfait comme cela se fait 
en programmation logique par évaluation partielle [HB88j. L'intérêt des exemples n'est ce
pendant pas négligeable. Ils permettent en effet d'orienter la recherche de preuve dans un 
espace de possibilités généralement immense. De plus, si ces exemples sont bien choisis, ils 
sont représentatifs de l'environnement et guident donc l'apprentissage vers les seules régions 
de X pertinentes. Ainsi, tant l'apprentissage qu'ensuite la reconnaissance cl 'un concept sont 
accélérés par élimination des cas de preuves inutiles (c'est d'ailleurs l'une des raisons pour 
laquelle les Anglo-Saxons parlent de speed-up learning). 

• L'exemple d'apprentissage ci-dessus se traitait à l'aide d'une théorie du domaine à la fois 
correcte, complète (toute formule vraie dans l'interprétation intentionnelle de la théorie doit 
être déductible de la théorie) ,  et adéquate, c'est-à-dire décrite dans des termes pouvant 
conduire à une reformulation utile des concepts. Il est évident que la qualité des descriptions 
apprises par EBL dépend grandement des propriétés de la théorie du domaine. C'est là l'une 
des plus importantes limitations pour la mise en pratique de la méthode car il est rare que 
l'on dispose d'une théorie parfaite avant apprentissage. On peut caractériser les problèmes 
en trois classes : 

l. Le cas d'une théorie incomplète. Cela peut peut avoir pour conséquence l'impossibilité 
de trouver une preuve pour un exemple positif, ou l'obtention d'une preuve incomplète, 
voire de multiples preuves mutuellement incohérentes. 

2. Le cas d'une théorie incorrecte. Dans ce cas, il peut y avoir découverte de preuve 
incorporant des contradictions avec le monde réel, c'est-à-dire apprentissage de mauvais 
concepts. 

3. Finalement, il y a le cas de théorie impossible à traiter, interdisant de trouver des 
preuves de l'exemple fourni. 

Ces trois classes de problèmes ont fait l'objet de travaux, surtout la première. C'est ainsi 
qu'on a cherché à étendre la notion de preuve à des preuves « plausibles » exprimées dans 
des extensions de la logique (incertaines ou floues) .  On a également cherché à compenser 
l'insuffisance de la. théorie du doma.ine par l'utilisation simultanée de plusieurs exemples. 

• S'il est intéressant de savoir utiliser des exemples positifs cl 'un concept à l 'aide d'une théorie 
du domaine, il peut être tout aussi tentant d'utiliser des exemples négatifs. Par exemple, on 
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206 PARTIE 2 Apprentissage par exploration 

pourrait vouloir apprendre à partir cl 'une tentative infructueuse de mater le roi adverse dans 
une situation pourtant apparemment favorable. Deux approches sont envisageables dans ce 
cas. La première consiste à traiter l'exemple négatif comme un exemple positif, le généraliser 
et utiliser la négation du concept appris pour caractériser les situations nécessaires au succès. 
La seconde part de l'échec d'une preuve d'un exemple négatif pour analyser comment il 
faudrait la modifier pour parvenir à un succès et ainsi caractériser ce qui sépare les situations 
positives des situations négatives. L'apprentissage à partir d'échecs ( learning by .failv:re) a 
été particulièrement étudié dans le contexte de l'apprentissage de connaissances de contrôle 
puisqu'il y est crucial de savoir quand il faut éviter d'avoir recours à un opérateur. 

2.4 L'apprentissage de connaissances de contrôle à partir d'explications 

L'apprentissage de concept à partir d'explications requiert donc une théorie du domaine aussi 
correcte et complète que possible. Un domaine dans lequel il est naturel de supposer une telle 
théorie est celui de la résolution de problèmes. Dans ce contexte en effet, l'enjeu de l'apprentissage 
est souvent de rendre efficace un résolveur de problème capable en principe de résoudre n'importe 
quel problème, mais souvent inutilisable en pratique à cause de la complexité de la recherche d'une 
solution. L'apprentissage peut alors prendre trois formes : 

l .  L'apprentissage des conditions clans lesquelles il est intéressant d'envisager l'utilisation d'un 
opérateur. 

2. L'apprentissage de macro-opérateurs qui sont souvent utiles dans un environnement donné 
et qu'il est donc intéressant de connaître. 

3. L'apprentissage d'heuristiques de contrôle permettant de trier par ordre d'intérêt décrois
sant les opérateurs envisageables dans un état donné. 

Pour apprendre à partir d'explications le.s conditions d 'a17plication d '11,n opératev,r, il suffit de 
le considérer comme un concept dont on cherche à caractériser le domaine d'application. Pour 
obtenir des exemples positifs d'application d'opérateurs, on examine les séquences d'opérateurs 
correspondant à des solutions de problèmes. Cela fournit pour chaque opérateur utilisé un ou 
des état(s) dans le(s)quel(s) il a été employé, et donc un ou plusieurs exemple(s) positif(s) de 
son application. Un exemple de cette approche figure dans le chapitre 4 avec le système LEX 
de Mitchell. On y voyait à l'œuvre un apprentissage par élimination des candidats clans l'espace 
des versions ; une variante appelée LEX2 a. été développée, qui utilise un a.pprentissa.ge à partir 
cl' explications. 

La deuxième approche consiste à chercher à améliorer l'efficacité d'un système de résolution 
de problème ou de planification en définissant des macro-opérateurs correspondant à des sous
séquences généralisées de solutions. Il faut d'une part sélectionner les séquences utiles : si elles 
sont trop spécifiques, elles serviront rarement et ralentiront inutilement le processus de choix à 
chaque nœud de la recherche. Inversement, si elles correspondent à des sous-séquences courtes, 
donc généralement d'un domaine d'application plus vaste, elles seront moins utiles car ne corres
pondant pas à des « grands pas » dans la solution. Nous reviendrons sur ce problème. D'autre 
part, il faut apprendre leur domaine d'application, ce qui s'effectue souvent par régression comme 
dans l'apprentissage de concept. 

La. troisième approche est d' apprendre des heuristiques de contrôle guidant le système lorsqu'il 
cherche une solution à un problème. Un système opérant de cette manière tout en apprenant 
des macro-opérateurs est le système SOAR [LRN86J. Il utilise pour cela un mécanisme appelé 
chunking qui produit des « chunks » (littéralement « gros morceaux » )  ou macro-opérateurs. 
SoAR est un système général de résolution de problème opérant par décomposition de problèmes 
en sous-problèmes. Grâce à la nature récursive de ce procédé, des hiérarchies de sous-buts sont 
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Chapitre 6 Transfert de connaissances et apprentissage par analogie 

produites. À chaque fois qu'une impasse est rencontrée dans la résolution d'un problème, un 
sous-but est engendré et le système cherche à le résoudre par une méthode de recherche faible 
telle que générer et tester3. La solution trouvée pour sortir de l'impasse est alors vue comme une 
explication de la démarche à suivre pour sortir à l'avenir cl 'impasses similaires. Le mécanisme de 
chunking entre en jeu lorsqu'un sous-but a été résolu. Un résumé de la procédure de résolution 
du sous-but est enregistré sous forme de règles de production. La partie action de chaque règle 
est fondée sur les résultats du sous-but ; la partie condition ou antécédent exprime les aspects 
pertinents qui déterminent le succès de l'emploi de la procédure. SOA R a été testé dans de très 
nombreux problèmes et est proposé comme modèle cognitif de résolution de problème [New90J. 

PRODIGY [îvJ in88, Min90] est un a.utre système intéressant d'apprentissage d'heuristiques de 
contrôle. Il s'agit cl 'un système de planification fonctionnant en utilisant une théorie générale sur 
la planification, une théorie du domaine et une description des opérateurs à la STRIPS4 avec des 
listes de préconditions, d'ajouts et de retraits exprimées avec des prédicats sur le monde. Comme 
SOAR, PRODIGY utilise une résolution de problèmes par décomposition en sous-problèmes. Après 
avoir produit un plan d'action, le système analyse ses bons choix et ses impasses et cherche à 
les expliquer en termes de sa théorie du domaine. JI est ainsi capa.ble de produire des règles de 
contrôle telles que : 

if (and (current-node node) 

(candidate-goal node (on X Y ) )  

(candidate-goal node (on Y Z) ) )  

then (prefer goal (on Y Z )  to (on X Y ) )  

Ce genre de règle est obtenu après l'analyse d'un échec lorsque le robot a essayé de placer d'abord 
la sous-pile d'objets supérieure avant une sous-pile inférieure. Ceci n'est évidemment qu'un petit 
exemple des capacités de PRODIGY. 

Comme SOAR, PRODIGY a été testé intensivement. Il en est ressorti que l'apprentissage de 
macro-opérateurs et de règles de choix des opérateurs n'était pas nécessairement avantageux. 
En effet, chaque nouvelle règle, cha.que nouvel opérateur ajoute un choix à l'ensemble des choix 
possibles à chaque étape de résolution. Le coût ainsi encouru peut dépasser l'avantage retiré. 
C'est ce que Minton, le concepteur principal de PRODIGY, a appelé le problème de l 'utilité. C'est 
pourquoi PRODIGY incorpore un module d'évaluation de !'utilités de chaque règle et opérateur, 
prenant en compte l'économie éventuellement réalisée et le coût en terme de temps de sélection 
et d'application. Seuls les règles et opérateurs dont l'utilité mesurée est jugée assez élevée sont 
conservés. De cette manière, les gains empiriquement mesurés sur un ensemble de tâches sont 
de l'ordre de 20 % à llO 3 avec une moyenne autour de 40 % ,  ce qui sans être négligeable, est 
toutefois étonnament faible quand on pense que le fait d'avoir un facteur de branchement (nombre 
de choix disponibles à chaque nœud) réduit (grâce aux règles de contrôle) devrait permettre un 
gain exponentiel. Il s'agit là d'un problème qui est encore du domaine de la recherche. 

2.5  Bilan sur l 'apprentissage à partir d'explications 

Dans ce survol de l'apprentissage à partir d'explications, nous avons laissé de côté certains 
problèmes tels celui de l'apprentissage dans le cas de preuves récursives ou dans le cas de preuves 
non déductives comme cela. se rencontre dans des systèmes à base de schémas. Nous renvoyons 

3 Jvléthodes consistant à engendrer les différentes possibilités à chaque point de choix puis à choisir en fonction 
d'une fonction d'éva.luation. La célèbre méthode de recherche A ·  en est un exemple. 

4 STRJPS (Stanford, 1.971)[FN71, FN72J est le grand ancêtre de la. plupart des systèmes de planiflcation . Tl a en 
p<:i.rt.iculier fixé la manière de représenter les opénloteurs. 
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208 PARTIE 2 Apprentissage par exploration 

le lecteur intéressé à l'abondante littérature portant sur l'apprentissage EBL. Il faut surtout 
retenir que ces méthodes d'apprentissage permettent l'obtention de généralisations justifiées, à 
partir d'un petit nombre d'exemples, ce qui les distingue radicalement des méthodes inductives 
classiques. Si, les travaux sur cette approche ont été peu nombreux depuis plus d'une décennie, 
nous pensons cependant, comme Gerald Dejong l'un de leurs promoteurs, qu'il ne peut s'agir 
que d'une éclipse passagère. Certes il est difficile de disposer d'une théorie du domaine forte, 
mais il existe cependant des domaines où de telles théories préexistent, comme la. planification, le 
contrôle ou le diagnostic. Dans ces cas là, et en particulier quand chaque exemple est coûteux à 
obtenir, l'apprentissage à partir d'explications peut être très intéressant. Plus généralement, on 
ne voit pas comment l'emploi exclusif de techniques sans usage de théorie du domaine pourrait 
couvrir l'ensemble des problèmes d'apprentissage. Les techniques telles que l'EBLEBL ont donc 
leurs beaux jours devant elles. 

De fait, la technique EBL a trouvé récemment un champ d'application important dans le 
domaine des problèmes de satisfaction de contraintes (SAT). Dans ces problèmes, la. question 
est de décider si une formule logique sous forme CNF ( « Conjunctive Normal Form » ) , pa.r 
exemple (x1 V x7 V x9) /\ (x2 V x5 V x6) /\ . . .  ) est sa.tisfiable : on peut trouver une assignation des 
variables booléennes Xi telle que la formule est vraie ou non. En effet, les algorithmes complets de 
recherche de satisfiabilité sont tous, à ce jour, des variations de l'algorithme de Davis et Putnam 
(1960) qui réalise une exploration systématique de l'espace de recherche en testant en chaque 
nœud une assignation possible d'une variable avec retour arrière lorsqu'une branche ne peut 
conduire à une solution. La. majorité des recherches ont porté sur la conception d'heuristiques 
permettant une exploration plus efficace de l'arbre de recherche, sans que cela change notablement 
la puissance des algorithmes. Cependant, des travaux récents ont fait appel à une technique dite 
d'apprentissage de clause, issue des techniques d' EBL, et qui consiste à chercher une explication 
pour les échecs (points de retour). L'apprentissage produit a.lors une clause de conflit qui est 
a.joutée à l'ensemble des clauses et qui permet d'accélérer la recherche ultérieure. Les méthodes 
développées ainsi ont considérablement augmenté la puissance des algorithmes de recherche, 
permettant de résoudre des problèmes inaccessibles jusque-là (voir [BKS04J). 

3. Abstraction et reformulation des connaissances 

Les capacités d'inférence et de raisonnement d'un agent dépendent de la manière dont est ex
primée sa connaissance et dont celle-ci peut interagir avec sa perception de l'environnement. Un 
pouvoir expressif trop limité de la représentation utilisée peut empêcher certains raisonnements. 
C'est une des raisons pour lesquelles il fa.ut des millions d'exemples en apprentisage pa.r renforce
ment pour apprendre le concept de « fourchette » aux échecs, quand quelques exemples suffisent 
avec une représentation en logique des prédicats et un apprentissage à partir d'explications. D'un 
autre côté, trop d'informations disponibles peuvent conduire à des raisonnements incapables de 
trouver une solution en un temps raisonnable. Il est donc crucial pour un agent intelligent de sa
voir contrôler l'information qu'il prend en compte pour résoudre une tâche. Il serait extrêmement 
utile de disposer de systèmes capables d'apprendre ce contrôle. L'état de l'art en apprentissage 
artificiel est encore loin de pouvoir répondre à ce problème, mais on réfléchit depuis longtemps 
sur les changements de représentation et les reformulations des connaissances en intelligence arti
ficielle. Nous en évoquons rapidement quelques aspects ici, renvoyant en particulier à la synthèse 
très informée de Jean-Daniel Zucker [Zucül ] .  
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Image aérienne BD Géographique 

1/25.000 

Quelle transformation appliquer ? 
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sym bol isation � 

1/100.000 

·- - - - - - - - - - - - - - - - - - - - - - - - - - - - - - - - - - - - - -- - -- - - - - - - -

FIG. 6.4: En haut est schématisé le travail du cartographe : comment traduire une photo aérienne 
en carte '? En bas, on voit que pour traduire le tracé d'une route par exemple, il peut faire 
appel à pfosiettrs opérateurs applicables en séqttence. L 'tme des tâches d 'apprentissage 
consiste à apprendre quand appliquer chacun de ces opérateurs. (Tiré de / ZucO 1 /, p. 21). 

L'idée générale des changements de représentation est de trouver une représentation permet
tant une résolution simple de la tâche courante. Depuis les travaux pionniers d 'Amarel en 1968 
[Ama.68], on sait qu'une bonne représentation peut rendre triviale la recherche d'une solution. 
J .-D. Zucker distingue trois types de changements de représentation : 

• l'abstraction : changement de représentation, dans un même formalisme, qui simplifie la réso
lution du problème courant en cachant des détails et en préservant des propriétés désirables ;  

• la  reforrrwlation : modification du formalisme de  représentation tout en conservant les mêmes 
informations ; 

• l'approximation : simplification des inférences, dans la même représentation, afin de simplifier 
la résolution. 

L'abstraction est souvent considérée comme un changement de gra.nula.rité ou de niveau de détail 
d'une représentation. Cela néglige le fait qu'il n'y a pas, généralement, de hiérarchie toute faite 
de niveaux de détails. Il s'agit de « construire » une description de haut niveau pertinente pour 
le contexte et la tâche. Pour cela plusieurs voies sont possibles. La plus étudiée en intelligence 
artificielle consiste à considérer le processus d'abstraction comme celui d'une projection d'une 
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représentation dans une autre modulo une relation d'équivalence, de telle manière que ne soient 
distingués dans la nouvelle représentation que les éléments qui doivent l'être pour la. résolution 
du problème courant. Ainsi se trouvent éliminés les « détails » superflus. Une autre approche 
est de considérer l'abstraction comme un problème pour lequel des opérateurs de changement 
de représentation sont disponibles et dont on cherche une solution sous forme de séquence de 
tels opérateurs. La figure 6.6, tirée de [Zucül J illustre ce point de vue en schématisant la tâche 
du géographe qui doit représenter sur une carte les éléments d'un paysage photographié par 
satellite. La carte finalement produite résulte du choix de nombreux opérateurs. On peut alors 
envisager d'apprendre automatiquement les conditions d'application de chaque opérateur, de 
manière similaire à ce qui a été discuté dans la section 2 sur l'EBL. 

L'étude de l'abstraction est certainement étroitement liée à celle de l'apprentissage. Il s'agit là 
d'un vaste champ de recherche qui reste encore largement à explorer. 

4. Changement de repère, raisonnement par analogie et RàPC 

4.1 Raisonnement par analogie 

L'induction suppose connu un échantillon S = ((xi, f(xi)))·i=l..m à partir duquel on induit une 
fonction h aussi proche de f que possible permettant la prédiction d'une réponse en tout point 
de l'espace X. Le raisonnement par analogie suppose beaucoup moins : de la connaissance d'un 
couple (x, f(x)) ,  il cherche à prédire la réponse en un point x' i- x (voir figure 6.5). Évidemment, 
en l'absence de davantage de données, cela n'est possible que si l'on connaît des propriétés utiles 
sur l'espace X x :F. 

Dans sa version la plus fruste, le raisonnement par analogie opère comme la méthode par plus 
proches voisins : lorsqu'il est difficile, voire impossible, de trouver une solution pour le problème 
x E X ,  il peut être intéressant d'emprunter la solution connue d'un problème x' « proche » de 
x. Toute la question devient alors de caractériser la notion de proximité. Lorsque, de plus, le 
problème x' dont on s'inspire n'appartient pas au même domaine de connaissance, on parlera 
souvent de similarité. Cette notion est dépendante de la. tâche : deux situations peuvent être soit 
très similaires, soit très différentes en fonction du contexte. Un caillou et mon iPhone peuvent 
tous les deux servir de presse-papiers pour empêcher des feuilles de s'envoler pendant que je rédige 
cet ouvrage la fenêtre ouverte. Pour cette tâche, ils sont similaires. Je me garderai cependant 
bien d'utiliser l'un et l'autre indifféremment lorsque je veux téléphoner à mon coauteur ou faire 
des ricochets sur la rivière toute proche. 

Nous verrons au chapitre 18 comment se traduit la notion de proximité dans un espace décrit 
par des attributs numériques. Vapnik [Vap95J parle de transduction lorsque l'on cherche à prédire 
la valeur en un point x' connu à l'avance à partir d'un échantillon d'exemples S = ((xi, ui)h$i$m · 
Selon lui, il n'est pas alors nécessaire de passer par l'induction d'une fonction h définie sur tout 
l'espace d'entrée X. Il suppose cependant l'existence d'une telle fonction s'appliquant uniformé
ment dans X. Cette vision ne prend pas en corn pte la. possibilité qu'il est inutile de chercher 
une fonction unique s'appliquant dans tout l'espace des situations, mais qu'il puisse y avoir pour 
chaque situation une fonction définie localement, qu'il faut « déformer » (minimalement) pour 
pouvoir l'appliquer en un autre point5. Lorsqu'une ou des théorie(s) de domaine permet(tent) 
de redécrire les situations, la notion de similarité doit faire intervenir des propriétés des redes-

G Les mathématiciens seront t.ent.és d'y reconnaître la notion de covariance sur des variétés différentielles. 
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X 

X ' 

y 
y ' =  ? 

FIG. 6.5: Schématiquement, l'analogie consiste à troiwer la réponse à 1ine question x' connaissant 
un co·uple (x, f(x)) (ou plus précisément (x, y),  sans généralement connaître f ). La 
fonction ft produisant la réponse en x' pe1tt être différente de f en x. 

criptions possibles et des théories qu'elles mettent en jeu. On parle alors vraiment d'analogies. 
Celles-ci présentent certaines particularités notables. 

• Si l'analogie entre deux situations fait souvent intervenir la recherche de « points communs » 
entre elles, elle n'est cependant pas équivalente à un processus de généralisation. On peut 
plutôt l'envisager comme la recherche du canal de transmission le plus économique entre 
une description de situation et une autre (voir [Cor96J) .  Cette recherche met en a.vaut des 
primitives ou des structures de description potentiellement intéressantes parmi toutes les 
primitives et structures envisageables. En ceci, elle aide déjà à la solution d'un problème 
donné par la focalisation sur les descriptions pertinentes. 

• Contrairement à une distance, la notion de proximité mise en jeu dans l'analogie n'est 
pas symétrique, et, corollairement, ce qui est transporté d'une situation à l'autre n'est pas 
forcément la même chose dans un sens et dans l'autre. 

Les modèles de raisonnement par analogie ont surtout été étudiés dans le cadre de recherches 
sur la cognition humaine. D 'autres types de raisonnements permettant le transfert de connais
sances entre domaines ont été également abordés, par exemple le blending [FT98j ou l'effet tunnel 
cognitif [CTCOOJ. Il reste encore beaucoup à faire pour comprendre pleinement ces types de rai
sonnements mêlant divers types de représentations, de connaissances et de d'inférences. Nous 
recommandons à ce sujet la lecture des ouvrages de Hofstadter, dont [Hof95]. 

4.2 Raisonnement à partir de cas (RàPC) 

Le raisonnement à partir de cas (RàPC) ( Case-Based Reasoning, CBR) est tourné vers la 
résolution de problèmes par l'utilisation d'une base de cas. À côté de son inspiration venant 
des sciences cognitives (nos inférences et nos raisonnements sont souvent très guidés par nos 
expériences similaires antérieures), une motivation pour la modélisation informatique de ce type 
de raisonnement vient d'une réaction aux difficultés rencontrées par les systèmes experts à la fin 
des années quatre-vingts. Il s'est avéré en effet difficile d'« extraire » des règles de raisonnement 
des experts pour tout un nombre de raisons maintenant très bien documentées. En revanche, il 
semblait que les experts fournissaient aisément des cas tirés de leur expérience et illustratifs de 
leur expertise. La tentation était forte, dès lors, de construire une mémoire de cas et de l'exploiter 
en présence d'un nouveau problème. 

Dans cette optique, la résolution du nouveau problème nécessite une étape de remémoration 
afin cl 'identifier un cas soiirce (scénario ou schéma) le plus similaire possible, puis une étape 
d'adaptation destinée à modifier la solution source juste assez pour résoudre le cas cible. D'un 
certain côté, il s'agit cl 'un raisonnement rappelant à la fois l'EBL (on cherche à résoudre un 
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problème en adaptant une connaissance antérieure), et le raisonnement par analogie (on s'appuie 
sur un cas source pour en adapter la solution au cas cible). Cependant, le R.àPC se distingue de 
ces deux types de raisonnement par le fait qu'il ne s'appuie pas sur une preuve comme l'EBL, 
mais sur un cas source, et qu'il doit identifier celui-ci dans la base de cas, alors que la source est 
généralement supposée fournie dans le raisonnement par analogie. De plus, le raisonnement par 
cas implique une troisième étape qui est celle de la modification de la base de cas après résolution, 
soit par stockage du nouveau cas, soit par modification de la base de cas existante. 

Pour être performant, le RàPC doit utiliser une mesure de similarité appropriée entre cas 
source potentiels et cas cible ou bien une indexation de la mémoire efficace. Dans les deux cas, 
cela implique de trouver une description adéquate du cas cible. Le plus simple est de le décrire 
sous la forme d'une collection d'attributs. Cependant, la similarité ou l'indexation requièrent à 
tout le moins une pondération des différents descripteurs. Ainsi, lors de l 'évaluation du prix d'une 
voiture d'occasion, le kilométrage joue un rôle important alors que la couleur est secondaire. Mais 
s'il s'a,git de voitures de collection, il se peut que la couleur soit prépondérante. La description est 
clone dépendante du problème à résoudre. Par ailleurs, il peut être insuffisant de ne s'intéresser 
qu'à la similarité entre le cas cible et les cas source potentiels. Il est en effet possible que la 
« solution » d'un cas source apparemment proche ne soit pas adaptable au cas cible. Idéalement, 
il faudrait donc tenir compte également du coût de l'adaptation dans la similarité. 

Une fois qu'un cas cible a été résolu, ou non, il est utile de tirer bénéfice de cette expérience. 
Cela peut prendre a priori plusieurs formes : 

• l'adaptation de la mesure de similarité ; 
• l'amélioration de la méthode d 'adaptation 01t de résoltition ; 
• la modification de la base de cas, soit par mémorisation du cas cible résolu, qui devient ainsi 

un nouveau cas source potentiel, soit par modification de la structure de la base de cas 
modification des cas, changement de la hiérarchie, de l'indexation, etc. 

A défaut de pouvoir rentrer dans les détails dans le cadre de cet ouvrage, nous renvoyons 
aux références déjà anciennes mais encore fondamentales [RS89, Kol93, AP94j, ainsi qu'aux 
conférences annuelles francophones sur le raisonnement à partir de cas (par exemple 
http : //liris . cnrs . fr/-rapc/mediawiki/index . php/Rapc2009, pour 2009). 
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Chapitre 6 Transfert de connaissances et apprentissage par analogie 

5.  L'apprentissage par proportion analogique 

5 .1  Définition et axiomes 

Une forme particulière d'analogie, déjà explorée par Aristote [Hes65, GHKOlj, est la proportion 
analogique. Il s'agit d'une relation entre quatre objets du même univers qui s'énonce ainsi : 

« A est à B comme C est à D » 

et se note 

A :  B : :  C :  D 

Selon la nature des objets, la signification de cette relation varie. Prenons quatre exemples. 
• Dans les nombres binaires, ou les valeurs de vérité logiques, on a par exemple : 0 : 1 :: 0 : 1 

mais pas 1 : 1 :: 0 :  1 ni 0 :  1 :: 1 : 0 . 
• Dans les nombres réels, la. relation � = % exprime une proportion analogique. Sous cette 

interprétation, on peut écrire : 6 :  3 : : 22 : 11 . 
• Une proportion analogique sur la sémantique de mots français est par exemple : 

« une j ument est à un poulain comme une vache est à un veau » .  
• La relation de proportion analogique suivante est morphologique : 

« abcd est à ecd comme abfab est à efab ».  

Elle ne porte en effet que sur la séquences des lettres. Sa signification est la suivante : 

Pour transformer abcd en ecd, exactement comme pour transformer abfab en 
efab, il faut remplacer en début de séquence ab par e. 

II n'y pas de définition universelle de la. proportion analogique entre quatre objets appartenant 
à un ensemble X ,  puisque les relations « est à » et « ce que » dépendent de la nature de X. 
Cependant, selon la signification habituelle du mot « analogie » en philosophie et en linguistique, 
trois axiomes fondamentaux sont généralement requis [LEPAGE03] 

Définition 6.1  (Proportion analogique) 

Une proportion analogique sur un ensemble X est iine relation siir X4, c 'est-à-dire un soiis
ensemble A c X4 qui respecte les trois axiomes ci-après. Pour tout quadruplet (A, B, C, D)  de 
A, les quatre éléments A ,  B ,  C et D sont dits en proportion analogique et l'on note : « la 
proportion analogique A : B :: C :  D est vraie », ou simplement A : B :: C :  D , qui se lit 
« A est à B comme C est à D ». 

Les deux premiers axiomes sont : 

Symétrie de la relation « est à » 
échange des moyens 

A : B :: C :  D <=> C :  D : : A : B 
A :  B :: C :  D <=> A : C :: B :  D 

Le troisième axiome (déterminisme) exige que l'une des deux implications suivantes soit vraie 
{l'autre étant une conséqttence) : 

A : A :: B :  X � X = B 
A : B :: A : X � X =  B 

Au regard de ces axiomes, il s'avère que cinq autres formulations sont équivalentes à A : B : : 
C : D  
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214 PARTIE 2 Apprentissage par exploration 

B :  A :: D :  C 
D :  C :: B :  A 

D :  B : : C :  A 
et 

C :  A :: D :  B 
B :  D :: A :  C 

Donc, au total, huit proportions analogiques sont axiomatiquement équivalentes. En conséquence, 
il y a seulement trois analogies non équivalentes possibles entre quatre objets, ayant les formes 
canoniques : 

A :  B :: C :  D B :  A :: C :  D C :  B : : A :  D 

Dans la suite de ce chapitre, nous utiliserons parfois par abus de langage le terme analogie à la 
place de proportion analogique. 

Une fois la définition posée, il est intéressant de la prolonger par la notion suivante : résoudre 
une équation analogique, c'est-à-dire trouver le quatrième terme d'une proportion analogique 
quand on connaît les trois premiers termes. 

Définition 6.2 (Équation analogique) 

D est solution de l'équation analogique en x A : B :: C :  x ssi A : B :: C :  D . 

Selon la nature des objets et la définition de l'analogie, une équation analogique peut ne pas 
a.voir de solution , a.voir une seule solution ou plusieurs solutions. Par exemple, sous l'interpréta
tion de la proportion analogique par multiplication, 9 est la seule solution dans IR de l'équation 
4 :  2 :: 18 : x . Mais quelles sont les solutions de aabbb : ab :: aaabbbb : x , et pourquoi ? 

5.2 Une introduction à l'algèbre de la proportion analogique 

Pour unifier la notion de proportion analogique afin de l'appliquer à différents espaces X, Yvon 
et Stroppa ont proposé en particulier dans [SY06] une définition générale qui vérifie les axiomes 
et aide à construire la résolution des équations analogiques. Présentons-la par l'exemple. 

Dans IR, si l'on considère la multiplication comme l'opération de base pour l'analogie, nous 
savons déjà que 

A : B :: C :  D {:::} 

Pour analyser la seconde relation, il est naturel de décomposer les quatre nombres en facteurs 
premiers. Par exemple : 160 = ;; peut s'écrire, en notant explicitement la multiplication, comme : ;�� = ;��. Autrement dit, les nombres u = 6, v = 10, w = 2 1  et x = 35 sont en proportion 
analogique parce qu'il existe quatre facteurs f1 = 2 ,  h = 7, h = 3 et f4 = 5 tels que : 

Pouvons-nous transposer cette factorisation croisée dans un autre univers ? Prenons l'ensemble 
E* des séquences sur l'alphabet I: = {a, b, c, d}, muni de l'opération non commutative de conca
ténation (notée explicitement « . » ) . L'analogie morphologique (pour dire plus simplement, la. 
règle de conjugaison) marchons : marcher :: chantons : chanter peut aussi se factoriser comme 
fi.h : fi .f4 :: f2.h : f3.f4 , avec fi = march, h = chant, h = ons, f4 = er. 

Pour poursuivre, examinons l'analogie numérique 

1 8 :  63 : : 30 : 105 

et l'analogie morphologique. 

déridés : ridons :: démarchés : marchons 
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Chapitre 6 Transfert de connaissances et apprentissage par analogie 

Nous pouvons les factoriser de la manière suivante : 

18 2 X 3 X 2 X 1 X 3 
63 1 X 3 X 1 X 7 X 3 
30 2 X 5 X 2 X 1 X 3 

105 1 X 5 X 1 X 7 X 3 

déridés = dé rid é € s 
ridons t rid t on s 

démarchés dé march é é s 
marchons é march é on s 

Nous constatons que dans les deux cas, chaque quadruplet de facteurs de rang i, que l'on lit dans 
une colonne, est soit (fi , fi , gi , g.; ) ,  soit (fi , gi,J.i>gi) ·  Un facteur est éventuellement l'élément 
neutre de l'ensemble considéré (1 pour la multiplication dans IR et E pour la concaténation dans 
E*).  

Nous ne développerons pas plus loin cette analyse algébrique ici. Yvon et Stroppa ont montré 
que, dans une grande variété de cas, une proportion analogique respectant les axiomes présentés 
plus haut peut être analysée par ce concept de quadruple factorisation, respectant la propriété 
évoquée sur les quatre facteurs. Leur étude traite des séquences, des valeurs binaires (interprétées 
comme des valeurs de vérité de la logique des propositions), des ensembles finis, des nombres 
réels (avec la multiplication ou l'addition), des arbres, etc. Un des avantages de cette approche 
est qu'elle permet dans tous les cas de donner des algorithmes fondés pour la résolution des 
équations analogiques. 

Notons qu'on peut, dans le même esprit, définir par factorisation une relation d'analogie entre 
quatre distributions de probabilités gaussiennes, quatre transformations linéaires, quatre permu
tations, etc. L'exploration de la notion de proportion analogique n'est pas encore achevée. 

Cette exploration a au moins deux utilités déjà en partie opérationnelles. La première est de 
permettre d'engendrer de manière rationnelle des objets nouveaux, comme des formes phoné
tiques dans IYVON99I ou des caractères manuscrits dans IBMD071. Le principe est le suivant : 
M. A. est bilingue et enregistre des phrases en anglais et en japonais. l\if. B. ne parle que le 
japonais et enregistre les mêmes phrases. On peut fabriquer par résolution d'équation analogique 
les phrases que M. B aurait prononcées en anglais s'il avait su parler cette langue. 

La seconde nous intéresse plus directement pour cet ouvrage : comment employer la. notion de 
proportion analogique clans le cadre de l'apprentissage supervisé ? 

5.3 Utilisation de la proportion analogique en apprentissage 

Soit S un ensemble d'apprentissage S = { (x,u(x))} ,  où x est la description d'un exemple (x 
peut être un vecteur binaire de lllld, par exemple) et u(x) son étiquette dans un ensemble fini. 
Ayant la description y d'un nouvel exemple, nous voudrions assigner une étiquette u(y) à ce 
dernier à partir de la seule connaissance de S. 

Dans sa version de base, l'apprentissage par proportion analogique consiste à rechercher dans 
S un triplet (x* ,z* ,  t* ) tel que « x" est à. z" comme t* est à. y* » et prédire pour y l'étiquette 
û(y) qui est une solution de l'équation « u(x*) est à. u(z*) comme u(t *) est à û(y) ». Si plus d'un 
tel triplet est trouvé, une procédure de vote entre classes peut être utilisée. Il est important de 
noter que y et u(y) appartiennent à deux domaines différents : par exemple, dans le cas simple 
d'un apprentissage de règle de classification, y peut être un vecteur de !Rn alors que 'U est une 
étiquette de classe. 
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5.3.1 Un exemple 

-- EXEMPLE 

PARTIE 2 Apprentissage par exploration 

Soit matou l'objet à classer dans l'une des classes suivantes : Félin ou R'uminant. Supposons 
qu'il n'y ait que trois exemples dans l'ensemble d'apprentissage : 'ueau, taureau et chaton. 
Les animaux sont décrits par quatre attributs binaires (1 pour V RAI et 0 pour FAU X) qui 
sont a des griffes (AG), est un ad'ulte (EA), est un mâle {EM}, boit d'u lait (BL). 

Animaux AG EA EM Bl classe 
veau 0 0 0 1 Ruminant 

taurea'u 0 l 1 0 Ruminant 
chaton 1 0 0 1 Félin 
mato'u 1 1 1 0 ? 

Pour chaque attribut, nous remarquons qu'il y a une relation d 'analogie entre les trois objets 
de Pensemble d'apprentissage et l'objet mato'u, car les quatre attributs binaires sont dans 
une des configurations analogiques suivantes : 

0 est à 0 ce que l est à (AG) 
0 est à l ce que 0 est à l (EA et Elv/) 
1 est à 0 ce que l est à 0 (BL) 

Ainsi, les quatre objets dans cet ordre sont en analogie puisque tous leurs attributs binaires 
sont en ana,logie : 

vea'u est à l<mreœu ce que chaton est à malo'u 

La. classe de matou est alors la. solution de l'équation analogique sur les classes : 

Ruminant est à Ruminant ce que Félin est à classe(malou) 

Ce qui nous donne : classe{matou) = Félin. 

5.3.2 Dissemblance analogique et apprentissage 

Pour assouplir la relation analogique entre quatre objets et aller plus loin dans l'application à 
l 'apprentissage, il est intéressant de définir une proportion analogique approximative, que pourrait 
traduire l'expression linguistique A est à B à peu JJ'rès ce que C est à D .  Par exemple, 8 est à 2 
à pen près ce que 21 est à 5, ou jument est à poulain à peu près ce qne taureau est à veau. 

Pour rester cohérent avec les définitions précédentes, il faut quantifier le terme « à peu près » 
par une certaine valeur réelle positive, égale à 0 quand l'analogie est exacte et croissante au fur 
et à mesure que les quatre objets sont de moins en moins en proportion (voir [IVIBD08j pour les 
détails). Il faut aussi que cette valeur, que l'on appelle « dissemblance analogique » (DA), ait des 
bonnes propriétés vis-à-vis de l'analogie. Il est souhaitable qu'elle soit symétrique, qu'elle reste 
inchangée lors de permutation des termes moyens de l'analogie. Si possible, il faut aussi qu'elle 
vérifie, comme une distance, une certaine inégalité triangulaire. Ces propriétés permettent alors 
de réaliser un algorithme cl 'apprentissage dont le principe est le suivant : 

l .  extraire d'un ensemble d'apprentissage tous les triplets d'objets qui sont à dissemblance 
analogique faible avec l'objet de classe inconnue (disons qu'ils sont en nombre n) ; 

2. résoudre les n équations analogiques sur les classes de ces triplet s ;  

3 .  choisir la classe majoritaire parmi les n classes solutions. 

En réalité, il se peut que le second point fournisse moins de n classes. Une équation comme 

« w1 est à w2 comme w1 est à x » 
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Chapitre 6 Transfert de connaissances et apprentissage par analogie 

se résoud facilement par x = w2, mais que faire de l'équation suivante ? 

« w1 est à w2 comme w3 est à x » 

En l'absence d'information sur la nature des classes, on peut considérer qu'elle n'a pas de solution. 
On peut voir cette technique comme une extension de la règle de classification par les k plus 

proches voisins (voir le chapitre 15),  qui cherche dans S les k descriptions x .. qui minimisent une 
certaine distance à y et assigne à y l'étiquette majoritaire parmi les k. 

6. Bilan 

Cet ouvrage fait une place réduite aux apprentissages mettant en œuvre beaucoup de connais
sances ou des théories du domaine. Ce n'est pas parce que les auteurs les considèrent comme 
négligeables. Au contraire, notre conviction est que l'apprentissage artificiel ne pourra faire l'éco
nomie de l'étude des apprentissages utilisant des connaissances. Cependant, pour des raisons à 
la fois historiques (en particulier l'irruption du connexionnisme dans les années quatre-vingts), 
scientifiques (il est tellement plus facile d'écrire des théorèmes dans des espaces numériques), 
institutionnelles (le quantiim d'action en science est souvent celui d'un travail de thèse, or les 
systèmes à base de connaissances demandent des développements à beaucoup plus long terme) 
et économiques (il y a déjà fort à faire avec l'exploration préliminaire de bases de connaissances 
« nues » telles que les bases de données génomiques ou les bases de données des entreprises), 
l'étude des méthodes telles que l'apprentissage à partir d'explications, l'abstraction, l'analogie, 
etc. a fortement marqué le pas ces dernières années. On peut espérer que dans dix ans un ouvrage 
sur l'apprentissage y consacrera une bien plus large place. 

Résumé 

Dès que l'on aborde des domaines complexes, il faut faciliter les raisonnements et 
l'apprentissage : 
• en contrôlant l'expression de l'espace des hypothèses, par exemple en réalisant des 

abstractions ; 

• en apprenant des connaissances permettant une exploration plus efficace des hy
pothèses, par exemple à l'aide de macro-opérateurs ou d'heuristiques de contrôle 
que rend possible l'apprentissage à partir d'explications ; 

• en facilitant le transfert de connaissances et de solutions entre domaines, par 
exemple en utilisant des raisonnements comme l'analogie . 

Toutes ces techniques requièrent une ou des théories du domaine fortes. C'est de là 
qu'elles tirent une grande puissance en permettant l'apprentissage à partir de peu de 
données. C 'est là aussi la source des difficultés de leur application. 
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C hapitre 7 

L'inférence grammaticale 

Ce chapitre traite de l'apprentissage inductif de grammaires et d 'automates à par
tir d 'exemples. Le problème est d'extraire, à partir d 'exemples (et éventuellement de 
contre-exemples), une grammaire capable d'engendrer un langage, c 'est-à-dire un en
semble de séquences, en général infini. 
On se place ici dans le cas d 'un apprentissage de concept : l'ensemble d 'exemples est 
donc formé de deux parties, un échantillon positif, sous-ensemble fini du langage de 
la grammaire que l'on cherche à apprendre, et tm échantillon négatif (éventuellement 
vide), ensemble .fi.ni de séquences n'appartenant pas au langage. 
La décision de l'appartenance d'une phrase inconnue à une grammaire est réalisée par 
un algorithme d 'analyse syntaxique, dont le rôle est de rendre une réponse binaire à 
la question : telle séquence de symboles appartient-elle au langage engendré par telle 
grammaire ? 
L 'inférence grammaticale a été étudiée depuis le développement (simultané) de la 
théorie des grammaires formelles et de l'intelligence artificielle. Cette discipline offre 
un grand intérêt théorique aux chercheurs en apprentissage. De plus, elle est l'objet de 
nombreuses applications. Nous consacrerons principalement ce chapitre à l'inférence 
régulière, c 'est-à-dire à l'apprentissage des automates finis. C'est en ejJet dans ce 
cadre qu 'ont été menés la plupart des travaux jusqii 'à ce joitr. N oiis exposerons ensuite 
qttelq·ues extensions, en particulier aux grammaires algébriques. 
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Chapitre 7 L'inférence grammaticale 

LE zoo vient d'acquérir deux cygnes, un noir et un blanc. Chaque jour, le gardien trans
porte de sa cabane à leur cage six rations de farines animales, trois pour chacun. 
Comme il a déjà à s'occupper des ornithorynques et des rhinolophes, il décide de sim
plifier sa tâche : plutôt que de transporter les rations, il va essayer d'apprendre aux 

cygnes à venir se servir eux-mêmes. Qui plus est, cela fera une attraction clans l'établissement : 
à une heure dite, la porte s'ouvrira et les deux animaux quitteront leur cage pour se diriger vers 
leur repas. Avant de proposer le numéro, il faut dresser les oiseaux. Le gardien, qui a de bonnes 
lectures, décide de les conditionner de la manière suivante. Un jour sur quatre, il laisse l'un des 
oiseaux dans sa ca.ge sa.ns rien lui donner et emmène l'autre à sa cabane, où ce dernier a la bonne 
surprise de trouver non pas trois, mais cinq rations de pâtée. Un jour sur quatre, il fait la même 
chose en échangeant les oiseaux. Un jour sur quatre, il emmène les deux qui ont alors droit à 
deux rations et demi chacun. Le reste du temps, il leur apporte trois rations chacun dans leur 
cage, comme cl 'habitude. Quelques semaines de conditionnement, seul ou à deux, et l'expérience 
est prête. La porte s'ouvre. Que vont faire les cygnes ? Le tableau suivant montre le résumé de 
la situation : le cygne noir est noté C N et le blanc C B.  

C N et  C B se déplacent tous les deux 
C N se déplace et C B ne se déplace pas 
C N ne se déplace pas et CB se déplace 
C N et C B ne se déplacent ni l'un ni l'autre 

CN et CB ont chacun 2.5 rations 
CN a 5 rations et CB n'a rien 
CN n'a rien et CB a 5 rations 
C N et C B ont chacun 3 rations 

Chacun des cygnes a maintenant appris que s'il reste sur place, il aura peut-être trois rations, 
peut-être aucune, selon ce que fera l'autre. Il sait aussi que s'il fait seul l'effort de se déplacer, 
cinq rations seront peut-être pour lui. Cependant, si son camarade fait aussi le voyage, il n'y en 
aura que deux et demi pour chacun. La difficulté vient de ce qu'aucun des deux cygnes ne sait ce 
que va faire l'autre. Faut-il attendre et espérer que l'autre animal a fait de même pour recevoir 
les trois rations ? Faut-il essayer d'en avoir cinq, au risque que l'autre cherche aussi à manger 
plus, ce qui pénalise les deux ? 

Le gardien a de bonnes raisons d'être optimiste. Chaque jour, pense-t-il, chaque cygne va 
raisonner comme suit : « je dois me déplacer, pour deux raisons. La première est que cela m'assure 
de manger au moins deux rations et demi. La seconde est que l'autre cygne va probablement 
penser comme moi et se déplacer aussi : il ne faut donc pas que je reste dans ma cage ». C'est 
en effet ce que l'on observe la plupart du temps : confrontés à des situations de ce type1 , deux 
sujets choisissent la sécurité. Le paradoxe apparent de la situation vient de ce que s'ils restaient 
tous deux dans leur cage, chacun aurait plus à manger. Mais comme ils n'ont pas la possibilité 
de se mettre d'accord, le résultat n'est pas finalement le meilleur pour eux . 

Maintenant, nous allons voir comment des cygnes doués de capacités à vrai dire rares dans 
cette espèce peuvent mieux profiter de la situation. Nous allons émettre deux hypothèses. La 
première est que CB possède une stratégie qui permet chaque jour de prendre une décision en 
fonction de ce qui s'est passé les jours précédents. La seconde est que C N connaît la famille de 
la stratégie que CB applique, mais qu'il ne sait pas exactement laquelle. Il va donc l'apprendre 
au fil des jours. Une fois qu'il l'aura induite du comportement de son adversaire, il lui sera facile 
de la déjouer et de manger plus. C'est le gardien qui va être surpris. 

Commençons par C B pour présenter dans quelle famille de stratégies il se place. Le mieux est 
de représenter cela graphiquement. La figure 7 .1  présente l'exemple de la stratégie naturelle qui 
1 Ce pr<)blème est S<)uvent présenté pa.r une autre rnétaph<)re : le dilemme des prisonniers {Axe97, Del92, GirOO/. 

221 



\/') Q) 

e >w 
0 ..-1 
0 N 
@ 
.µ .c. 0) ·;:: >-0.. 0 
u 

222 PARTIE 2 Apprentissage par exploration 

consiste à se déplacer (sortir de la cage) chaque jour quelle que soit l'action effectuée la veille 
par C N. C'est sur cette analyse que compte le ga.rdien. Chaque jour, la décision consiste pour 
CB à se souvenir de ce que CN a fait la veille et à. agir en conséquence. Pour cela., CB, qui 
s'est installé la veille dans un certain « état » (un cercle du diagramme) emprunte au jour j l'arc 
qui porte l'action effectuée la veille par son adversaire et se retrouve dans un nouvel « état ». 
Comme dans cette stratégie C B sort tous les jours, le diagramme n'a qu'un état. Chaque jour, 
C B s'y trouve, et quelle que soit l'action de C N la veille, C B va emprunter un des deux arcs 
pour prendre sa décision : évidemment celle de sortir. 

FIG. 7.1: La stratégie triviale po·ur le cygne blanc CB : je sors tous les jours, q·uelle q·u 'ait été 
['action de m.on adversaire la veille. 

Mais le cygne blanc peut aussi vraiment tenir compte de ce que son partenaire C N a fait les 
jours précédents. En réalité, c'est la seule information observable2. Par exemple, il peut décider 
de rester tous les jours dans sa cage, sauf si la veille C N est sorti et de ne pas sortir deux jours 
de suite. L'hypothèse de C B est ici est que si C N est sorti un jour, il va rester tranquille le 
lendemain. Cette stratégie est décrite par la figure 7.2 et le tableau ci-dessous. 

Ce qui s'est passé au jour j - 1 
C B est resté et C N est sorti 

C B est resté et C N est resté 
C B est sorti et C N est sorti 
C B est sorti et C N est resté 

CN reste 

La décision de C B au jour j 

CN sort 

CN sort 

CN reste 

CB sort 
CB reste 
CB reste 
CB reste 

FIG. 7.2: Une stratégie tm peu plus complexe potir le cygne blanc C B : je reste tous les jotirs 
dans ma cage, sœuf si mon adversaire est sorti hier. Dans ce cas, je pense qu'il va 
rester aitjourd 'hui et donc je sors. 

D'une manière générale, nous supposons donc que la stratégie du cygne blanc s'écrit sous la 
forme graphique dont nous avons déjà. donné deux exemples. Ce genre de modèle s'appelle un 

2 Il s'agit. ici cl n dilemme itéré cfo prisonnier. 
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Chapitre 7 L'inférence grammaticale 

automate fini. Chaque automate fini, donc chaque stratégie, correspond à la description pour le 
cygne blanc du concept « aujourd'hui, je sors » et de sa. néga.tion « aujourd'hui, je reste », en 
fonction des couples cl 'actions commises par les deux animaux dans les jours précédents. 

Supposons que la stratégie utilisée par CB soit celle de la figure 7.3. Comment CB utilise-t-il 
ce dessin pour agir en fonction de ce qu'a fait l'adversaire les jours précédents? Appelons « états » 
les trois nœuds du graphe : l'un est en forme de cercle, l'autre de carré et le dernier de losange. 
Dans chacun est inscrite la décision à prendre. Le premier jour, le cygne blanc place sa stratégie 
dans l'état cercle. Il va. clone sortir vers la cabane du gardien et observer ce que fait le cygne noir. 
Si celui-ci se déplace, la stratégie du cygne blanc reste clans le même état : le lendemain, il se 
déplacera encore. Par contre, si son adversaire reste dans la cage, la stratégie passera dans l'état 
rectangle, ce qui impose que le lendemain, le cygne blanc restera dans sa cage. 

CN sort 

jour 
1 
2 
3 
4 
5 
6 
7 
8 
9 

CN reste CN reste 
1--------1� CB reste 1-------::: 

CN sort CN sort 

FIG. 7.3: La stratégie du cygne blanc. 

CN reste 

action de CB état correspondant action de CN 
sortir 0 sortir 
sortir 0 rester 
rester 0 sortir 
sortir 0 sortir 
sortir 0 rester 
rester 0 rester 
sortir <> rester 
sortir <> sortir 
rester 0 

T AB. 7. l: La séquence des actions jottrnalières de C B selon sa stratégie, qui ne dépend que de ce 
q·ue C N a fait les jours précédents. 

Sur une durée un peu plus longue, la séquence donnée dans le ta.blea.u 7.1 est conforme à la 
stratégie du cygne blanc. En effet, le neuvième jour, la séquence des actions effectuées par le 
cygne noir les huit jours précédents conduit le cygne blanc (en suivant les flèches marquées clans 
le graphe) dans l'état en forme de rectangle, qui est marqué CB reste. D'où la décision prise par 
C B : rester. Le lendemain, neuvième jour, quelle que soit l'action du cygne noir le huitième, le 
cygne blanc restera clans sa. cage : il sera soit clans l'état en forme de cercle, soit dans celui en 
forme de losange, mais la. décision sera la même. 

Nous avons admis que le cygne blanc possédait une stratégie dans la famille de celles que l'on 
peut représenter par un automate fini, comme les trois présentées ci-dessus. On a vu que cela 
permet cl 'utiliser les actions passées de l'a.cl versaire. Plaçons-nous maintenant cl u point de vue cl u 
cygne noir. Il n'a pas de stratégie a priori, mais il posséde des facultés d'apprentissage qui vont 
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224 PARTIE 2 Apprentissage par exploration 

lui permettre de déjouer celle de l'adversaire. Et comment ? D'abord, il va apprendre quelle est 
la stratégie du cygne blanc, quel automate il utilise, en observant ses réactions quotidiennes. Il 
n'aura plus ensuite qu'à prendre la meilleure tactique, déduite de celle de l'a.dversaire. 

Le premier point est le sujet de ce chapitre, l'inférence grammaticale : est-il possible d 'ap
prendre un concept représenté sous la forme d'un automate fini quand on connaît des exemples 
de séquences conformes au concept et d'autres non couvertes par ce concept?  La réponse est 
globalement positive, comme on le verra.. Dans ce cas, l'ensemble d'apprentissage est constitué 
des huit exemples et contre-exemples donnés ci-dessous dans le tablea.u 7.2. 

Séquence des actions de C N Action de CB 
(premier jour) sortir 
s sortir 
s r s sortir 
s r s s sortir 
s r rester 
s r s s r rester 
s r s s r r s rester 
s r s s r r r s rester 
s s r r s s s s rester 

TAB. 7.2: L 'ensemble des séqtiences d 'apprentissage qui permet à C N d 'apprendre la stratégie de 
C B .  On a abrégé « C N sort » en s et « C N reste » en r .  

Le second point provient de la théorie des jeux (le cygne noir est particulièrement savant). 
Il se trouve que, si on a la connaissance d'une stratégie adverse sous forme d'automate fini, on 
peut en déduire la meilleure contre-stratégie. Sans détailler le cas général, la meilleure réponse 
du cygne noir à la stratégie du cygne blanc est ici la suivante : rester dans la cage deux fois, 
puis alterner : rester, sortir, rester, sortir . . .  un jour sur deux. Un calcul simple montre que la 
quantité de rations que le cygne noir avale par jour tend rapidement vers 4, la moyenne entre 
3 et 5. L'apprentissage de la stratégie de l'adversaire par inférence grammaticale lui a donc été 
profitable, puisque s'il avait quitté sa cage chaque jour, la stratégie de C B lui aurait dicté de 
faire de même et CN n'aurait eu que deux rations et demi par jour. 

Le plan de ce chapitre 
Nous présentons à la section 1 les notions de base qui nous permettent de définir l'espace des 

solutions possibles de l'inférence gra.mma.ticale régulière. Nous introduisons aussi la notion de 
compléttide structurelle d'un échantillon relativement à un automate fini, un biais d'apprentissage 
qui assure d'une certaine manière que cet échantillon est représentatif de l'automate. 

L'inférence grammaticale est l'un des domaines de l'apprentissage automatique symbolique 
pour lequel la caractérisation et l'évaluation d'une méthode ont été le plus formalisées. Nous 
présentons en particulier le critère d'identification exacte d'un langage, défini par Gold [Gol67, 
Gol78J. 

Nous consa.crons la. section 3 à une description formelle de l'inférence régulière. Elle est vue 
comme un problème de recherche explicite cla.ns l'espace des hypothèses de généralisation de 
l 'écha.ntillon positif. Compte tenu d'une limitation raisonna.ble des possibilités de généralisation, 
l'espace de recherche à explorer est un ensemble d'automates structuré construit sur l'échantilon 
positif. 
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Chapitre 7 L'inférence grammaticale 

De nombreux algorithmes d'inférence ont été proposés. Certains sont constructifs ou caractéri
sables au sens où ils sont capables cl 'identifier avec certitude n'importe quel langage appartenant 
à une classe définie (un sous-ensemble strict de langages réguliers défini de manière constructive) . 
D'autres algorithmes sont qualifiés ici d'heuristiques, soit parce qu'ils n'identifient pas avec certi
tude n'importe quel langage d'une classe définie, soit parce qu'il n'existe pas de caractérisation de 
la classe de langages qu'ils peuvent identifier. Ces algorithmes utilisent un biais d 'apprentissage 
heuristique pour guider la généralisation effectuée à partir des données. 

Certains algorithmes cl 'inférence régulière n'utilisent que des échantillons positifs. La plupart 
de ces algorithmes sont décrits dans les articles de synthèse [BF72, Ang82, Mic90, Gre94, cllH05]. 
Nous présentons à la section 4 quelques algorithmes constructifs ou heuristiques qui utilisent ce 
type de données. 

Si on dispose également d'un échantillon négatif, l'inférence peut être plus précise et on peut en 
particulier chercher à construire le plus petit automate compatible (cohérent) avec les échantillons 
positifs et négatifs. Nous étudions le cadre formel de ce problème à la section 5. Nous défini
rons pour cela la notion d'ensemble frontière (section 5 .1) .  Nous présenterons ensuite quelques 
méthodes d'inférence. 

La section suivante traitera plus brièvement du problème de l'inférence de grammaires al
gébriques, un problème pour le moment moins bien maîtrisé. On y verra quelques exemples 
d'algorithmes heuristiques. On traitera ensuite de l'apprentissage d'une classe de grammaires 
particulières, les automates probabilistes, qui ne sont pas sans rapports avec les modèles de ri.1Iar
kov cachés (voir le chapitre 12). La dernière section abordera certaines extensions et problèmes 
ouverts de ce domaine, qui est à l'heure actuelle une véritable mine théorique et pratique pour 
les chercheurs. 

Notations utiles pour le chapitre 

E Un alphabet (ensemble fini) 
é Le mot vide 
E* L'ensemble de tous les mots sur E 
E+ E* sauf le mot vide ë 
En Tous les mots sur E de longueur inférieure ou égale à n 

1 .  Définitions et notations 

1 . 1  Langages, grammaires, automates et partitions 

Notions de base 

Définition 7 .1  

Soit E un ensemble fini, appelé alphabet e t  les lettres a,  b ,  c ,  . . .  les éléments de E. On note 
u, v ,  w,  x des éléments de E"', c 'est-à-dire des chaînes ou phrases (on dit atissi mots ou séqtiences) 
de longueur dénombrable sur E. On note é la chaîne vide de longueur nulle et lu i  la longueur de 
la chaîne u .  

Définition 7 .2 

·u est un préfixe de v s 'il existe w tel que ·uw = ·u. 
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Définition 7 .3 

PARTIE 2 Apprentissage par exploration 

Un langage L est un sous-ensemble qitelconqiie de E* .  Les éléments de L sont des séqiiences de 
lettres de E, donc des chaînes. 

Grammaires 
Une grammaire est un objet mathématique auquel est associé un processus algorithmique 

permettant d'engendrer un langage. 

Définition 7.4 

Une grammaire est un quadrnplet G = (N, E, P, S) dans lequel : 
• N est un alphabet composant l'ensemble des symboles non terminaux de G .  
• E est l'alphabet terminal de G,  disjoint de N. On note : V = N U E. 

• R Ç (V"' N+V* x V*) est un ensemble fini de règles de production. 

• S E N est l'axiome de G. 

Une règle de production s'écrit ex -� /3, avec /3 E V* et ex E V* N+ V*, ce qui signifie que ex 
comporte au moins un symbole non terminal. 

Génération d'un langage par une grammaire 
Soit u E v+ et v E V". On dit que u se réécrit en v selon la grammaire G,  ou que la grammaire 

G dérive v de u en une étape si et seulement si on peut écrire u et v sous la forme : 
• u = xu'y (avec éventuellement x = e ou y = e) 
• v = xv'y 
• avec : ( u' -� v') E P 
La grammaire G dérive v en k étape.s de u si et seulement s'il existe k � 1 et une suite (v0 . . .  Vk) 

de mots de v+ tels que : 
• U = 'UQ 

• vi se récrit en Vï+i pour 0 :::; i :::; k - 1 
La grammaire G dérive v de u s'il existe un entier k tel que u dérive v en k étapes. Pour k � 1,  

la séquence u, . . .  , v.;, . . .  v s'appelle une dérivation de v par u. 

Définition 7 .5  

On dit qu 'un mot  v E E*  est engendré par la grammaire G quand il peut se  dériver à partir de 
l 'axiome S de G. 

Le langage engendré par la grammaire G est l 'ensemble des mots de E" engendrés par G. On 
le note L(G) .  

Deux exemples 
Quand il n'y a pas d'ambiguïté, on simplifie la notation d'une grammaire en ne représentant 

que ses règles et en mettant toutes celles de même partie gauche sur la même ligne. 

-- EXEMPLE; Exemple 1 ------------------------------

La grammaire définie par N = {S}, E = {a, b, c} et P = { (S _ __, aSb), (S --+ é)} peut ainsi 
s'écrire : 

S --+ aSb I e 



Vl Q) 
0 L.. 
>w 
0 T"-f 
0 N 
@ 
� ..c 
Ol 
ï:::: 
>a. 
0 
u 

Chapitre 7 L'inférence grammaticale 

Elle engendre le langage {a"bn 1 n 2 0}. En effet, sur un exemple, son axiome S dérive le 
mot aaabbb en quatre étapes : trois applications de la règle S --> aSb et une de la règle 
S --+ t:, soit : 

S , aSb, aaSbb, aaaSbbb, aaabbb 

-- EXEMPLE Exemple 2 -----------------------------

La grammaire définie par N = { 1 , 2, 3, 4} ,  E = {a,b} et P = {(1 --+ a2),(1 --> b3),(1 --> 

i:) , (2 --> al) ,  (2 --> b4), (3 --> a4), (3 --> bI), (4 --> a3), (4 --> b2)}  est exactement équi
valente à l'automate fini de la figure 7.4. Les phrases qu'elle accepte sont composées d'un 
nombre pair de a et pair de b. Elle s'écrit plus simplement3 : 

FIG. 7.4: Un automate fini acceptant les phrases composées d'un nombre pair de a et pair de b. 

Deux types de grammaires 

1 --> a2 1 b3 1 € 
3 --+ a4 1 bl 

2 --> al 1 b4 
4 --> a3 1 b2 

Selon la forme de leur règles ex -� /3, on distingue les grammaires suivantes : 
Type 2 grammaires algébriques4 : A -� /3, avec A E N et (3 E 11"' 
Type 3 grammaires régulières : A � wB ou A -� w, avec w E E"', A E N et B E N 

Un langage pouvant être engendré par une grammaire régulière (resp. algébrique) est appelé 
langage régulier (resp. langage algébriqtœ). Un résultat classique de la théorie des langages est le 
suivant [AU72] : 

Théorème 7.1 

Tout langage régulier peut être engendré par un automate fini. Totd aittomate fini engendre un 
langage régulier. 

Les automates finis 
Comme l'assure le théorème précédent, les automates finis sont équivalents aux grammaires 

régulières. Ils sont d'un emploi beaucoup plus facile. Nous allons maintenant les définir rigoureu
sement . 

3 L'axiome n'est pas noté îcî S, mais l .  
4 Les grammaires algébriques sont aussi appelées conte:�l-free ou hors-contexte. 
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Définition 7.6 (Automates finis) 

PARTIE 2 Apprentissage par exploration 

Un automate fini est un quintiiplet ( Q, E, c5, q0, F) où Q est iin ensemble fini d 'états, E est un 
alphabet fini, c5 est une fonction de transition, c 'est-à-dire une application de Q x E � 2Q , 
Qo E Q est le sous-ensemble des états initiaux et F E Q est le sous-ensemble des états finaux o·u 
d'acceptation. 

Définition 7.7 (Automates déterministes) 

Si, pour tout q de Q et tout a de E, o(q ,  a) contient au plus un élément (re.spectivement exac
tement un élément) et .si Qo ne po.s.sède qu 'un élément qo, l'automate A e.st dit déterministe 
(respectivement complet). Par la suite, nou.s ittiliserons l 'abréviation AFD poiir « aiitomate fini 
déterministe » et AFN poiir un « automate fini non déterministe ». 

L'automate fini de la figure 7.4 est un AFD. Un autre exemple d'automate fini est représenté à 
la figure 7.5. Il comporte cinq états, Q = {O,  1 ,  2, 3, 4}. Il est défini sur l'alphabet à deux lettres, 
E = {a, b} .  Les états initiaux sont 0 et 5, Qo = {0 ,5}  et les états 3 et 4 sont finaux, F = {3 ,4} .  

FIG. 7.5: Une représentation de l 'automate A i .  

Il s'agit ici d'un AFN (automate non déterministe) car il y a deux arcs étiquetés a à partir de 
l'état 0 et deux états initiaux. En d'autres termes, o(O, a) = { 1, 2} .  

Langage accepté par un automate fini 

Définition 7.8 (Acceptation d'une chaîne par un automate) 

Une acceptation d 'une chaîne u = ai . . .  ai par un automate A, éventuellement non détermini.ste, 
définit une séqiience, éventuellement non iiniqiie, de l +  1 états (q0 , . . .  , q1 ) telle que q0 E Q0, 
q1 E F et qi+ i E c5 ( qi , a·i+ 1 ) ,  pour 0 :::; i :::; l - l. Les l + 1 état.s .sont dits atteints poiir cette 
acceptation et l 'état q1 est utilisé comme état d'acceptation. De façon similaire, les l transitions, 
c 'e.st-à-dire de.s élément.s de o, .sont dite.s exercées par cette acceptation. 

Par exemple, la séquence des états (0, 1 ,  3) correspond à une acceptation de la chaîne aab dans 
l'automate A i .  

Définition 7.9 (Langage accepté) 

Le langage L (A )  accepté par im automate A e.st l'ensemble des chaînes acceptées par A. 
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Chapitre 7 L'inférence grammaticale 

Théorème 7.2 

Le langage L est accepté par iin automate A si et seulement si il peut être engendré par iine 
grammaire régulière. De plits, un langage régulier peiLt être représenté par une expression régulière 
/A U72/. 

On peut remarquer que l'automate de la figure 7.5 n'est pas complet, au sens où la fonction 
o n'est pas définie partout : par exemple, on ne connaît pas 15(5 , b) , puisqu'aucune transition 
portant la lettre b ne part de l'état 5. On peut compléter un automate en lui ajoutant un état
piLits, non final, où mènent toutes les transitions non définies et qui boucle sur lui-même pour 
toutes les lettres de l'alphabet. 

Un état-puits est un exemple d'état non co-accessible, ce qui signifie qu'on ne peut accéder à 
aucun état final à partir de lui. De même, certains états peuvent être non accessibles, au sens où 
on ne peut pas y accéder à partir d'un état initial. Les état à la fois accessibles et co-accessibles 
sont dits utiles. On peut éliminer les états inutiles d'un automate sans changer le langage qu'il 
accepte. Un automate sans états inutiles est dit émondé [Sak03]. 

Définition 7.10 (Automate canonique) 

Pottr tout langage régulier L, il existe un AFD noté A(L) qui engendre L et possède un nombre 
minimal d 'états. A(L) est généralement appelé automate déterministe minimal ou automate ca
nonique de L .  On démontre que A(L)  est unique /A U12/. Par la suite, nous parlerons indiffé
remment de l 'automate canonique ou de l'automate minimal déterministe de L .  

Par exemple, l'automate canonique représenté à l a  figure 7.6 accepte le langage composé des 
phrases commençant par un nombre impair de a, suivi d'un nombre impair de b 5. Il s'agit 
du langage accepté également par l'automate A1 de la figure 7.5. Il n'existe pas d'automate 
déterministe comportant moins d'états et acceptant ce langage. Cet automate est émondé, mais 
il serait facile de le compléter en lui ajoutant un état-puits. 

FIG. 7.6: Automate canonique du langage défini par l'expression régttlière L = a(aa)*b(bb)*. 

Automates dérivés 
Nous définissons maintenant une relation d'ordre partiel sur l'ensemble des automates, qui 

permettra. un apprentissage par généralisation dans l'esprit de la méthode de l'espace des versions. 

Définition 7 .11  (Partition et partition plus fine qu'une autre) 

Pour tout ensemble S, tme partition 1f est ·un ensemble de sous-ensembles de S, non vides et 
disjoints deux à deux, dont l'union est S. Si s désigne un élément de S, B(s,  7r) désigne l'unique 
élément, ou bloc, de 1f comprenant s .  Une partition 1L; raffine, ou est plus fine que, une partition 
1fJ ssi tout bloc de Ttj est un bloc de '!ri ou est l 'union de plusieurs blocs de 'IL; .  

G ce qui correspond à l'expression régulière L = a(aa)' b(bb)*. 
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Définition 7.12 (Automate quotient) 

PARTIE 2 Apprentissage par exploration 

Si A =  (Q, E,o, q0 ,F )  est un aittomate, l'automate A/7r = (Q' ,E , o' ,B (q0, 7r), F') dérivé de A 
relativement à la partition 7r de Q, attssi appelé l'automate quotient A/n, est défini comme suit : 

Q' = Q /7r = {B (q, n) l q E Q}, 
F' = {B E  Q'IB n F -::/:- <P} , 
o' :Q' x E --.  2Q' :VB, B1 E Q',Va E E , B' E o'(B, a) ssi 3q,q' E Q,q E B , q' E B' etq '  E ô (q, a) 
Noiis dirons que les états de Q appartenant ait même bloc B de la partition 7r sont fusionnés. 

Reprenons l'automate A 1 ,  représenté à la figure 7.5 et définissons la partition de son ensemble 
d'états, 7r2 = { {O, 1 ,  5}, {2}, {3, 4} } .  L'automate quotient Ai/7r2 , obtenu en fusionnant tous les 
états appartenant à un même bloc de n2, est représenté à la figure 7. 7. 

FIG.  7.7: L 'automate quotient Aif7r2 . 

Une propriété fondamentale de l'opération de fusion est la suivante : 

Propriété 7.1 

Si un automate A/7rj dérive d 'un automate A/ni, alors le langage accepté par A/7ri est inclus 
dans celui accepté par A/n1. 

Par conséquent, en partant d'un automate A, on peut construire tous les automates dérivés 
de A en énumérant les partitions des états de A. Il existe sur cet ensemble une relation d'ordre 
partiel qui est cohérente avec l'inclusion des langages qu'acceptent ces automates. On reconnaît 
ici la relation de généralité de l'espace des versions (voir le chapitre 4). 

-- EXEMPLE 

En reprenant l'exemple A 1  de la figure 7.5, on a vu que le choix de la partition 1f2 = 
{{0, 1 ,5}, {2}, {3 ,4}} permet de dériver l'automate quotient A2 = A J /1r2, représenté à la 
figure 7.7. On sait donc que le langage reconnu par A2 inclut celui reconnu par A1.  Prenons 
maintenant la partition 7r3 = {{0, 1 , 2 , 5} , {3,4}}. Elle permet de dériver un automate A3,  
représenté à la figure 7 .8. 

a 

FIG.  7.8: L 'automate quotient Ai fn3 . 

La partition 1f3 est moins fine que 1f2, puisque ses blocs sont construits comme une union de 
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Chapitre 7 L'inférence grammaticale 

blocs de 7r2 ; on peut donc assurer que l'automate A3 reconnaît un langage qui inclut celui 
reconnu par A 2 .  En revanche, si on construit l'automate A4 (figure 7.9) par dérivation de A1 
selon la partition :rr4 = {{0, 5}, { l , 3} , {2,4}}, qui n'est ni moins fine ni plus fine que :rr2 ,  on 
ne peut rien dire sur l'inclusion éventuelle des langages reconnus par A4 et A2 .  Par exemple, 
la phrase abb est reconnue par A4 et pas par A2, alors que la phrase b est reconnue par A2 
et pas par A4. 

b 

FIG. 7.9: L 'automate quotient Aif1i4 . 

Propriété 7.2 

L 'ensemble des aittomates dérivés d 'im aidomate A ,  qui est partiellement ordonné par la relation 
de dérivation, est un treillis. Les automates A et UA, l 'automate universel, en sont respectivement 
les éléments minimal et maximal. On note ce treillis Lat(A) .  

On retrouve donc ici la structure en treillis de l'espace des hypothèses, associée à une relation 
d'ordre de généralité, comme définie au chapitre 4. 

1 .2  Échantillons d'un langage et automates associés 

En inférence grammaticale, les notations I+ et L sont classiques. Nous les employons donc 
dans ce chapitre à la place de S+ et S_ 

Définition 7.13 

Nous désignons par I+ un soiis-ensemble fini, appelé échantillon positif, d 'im langage L qiiel
conque. Nous désignons par L un soiis-ensemble fini, appelé échantillon négatif, du langage 
complémentaire E* - L .  I+ et L sont des sous-ensembles finis et disjoints de E* .  

Complétude structurelle 
On définit maintenant un biais d'apprentissage : on ne cherchera à inférer que des automates 

pour lesquels l'échantillon positif est d'une certaine manière représentatif (en termes techniques, 
structurellement complet). Ce biais est conforme à un principe d'économie de type « r fü>oir d 'Oc
cam » ou principe 1W D L  : il est inutile de rechercher des automates trop complexes. 

Définition 7.14 

Un échantillon I+ est structurellement complet relativement à un automate A acceptant L, s 'il 
existe une acceptation AC (I + ,  A) de I + telle que : 

• Toute transition de A soit exercée. 
• Toid élément de F (l'ensemble des états finaux de A) soit utilisé comme état d 'acceptation. 
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232 PARTIE 2 Apprentissage par exploration 

Par exemple, l'échantillon I+ = { aaab, ab, abbbbb} est structurellement complet relativement 
à l'automate A1 . 

L 'automate canonique maximal, l'arbre accepteur des préfixes et l'automate univer
sel 

On a. maintenant besoin de représenter l'échantillon d'apprentissage dans l'univers des concepts, 
c'est-à-dire de définir des automates qui ne reconnaissent que cet échantillon. 

Définition 7.15 (Automate canonique maximal) 

On désigne par MCA(I+) = (Q, E , ô, qo , F) l'automate maximal canonique relatif à I+ /Mic80j. 

L'abréviation MCA pour Maximal Canonical Automaton provient de la terminologie anglaise. 
Le qualificatif canonique se rapporte ici à un échantillon. Le MCA ne doit pas être confondu avec 
l'automate canonique d'un langage (voir déf. 7.10). 

Par construction, L(MCA(I+)) = I+ et MCA(I+) est le plus grand automate (l'automate 
ayant le plus grand nombre d'états) pour lequel I+ est structurellement complet. MCA(I+) est 
généralement non déterministe. 

Sa construction est facile à observer sur un exemple. L'automate représenté à la figure 7.10 est 
l'automate maximal6 canonique relatif à l'échantillon I+ = {a, ab,bab}. 

FIG. 7.10: L 'automate maximal canonique de l'échantillon {a, ab,bab}. 

Définition 7.16 (Arbre accepteur des préfixes) 

Nous désignons par PT A(I+) l'arbre accepteur des préfixes de I+ /A ng82/. Il s 'agit de l'automate 
quotient MC A ( I + )  / 7r 1 + où la partition n1 + est définie comme sttit : 

B(q, n1+ ) = B(q',n1+ ) ssi Pr(q) = Pr(q'). 

L'abréviation PTA pour Prefix Tree Acceptor provient de la terminologie anglaise. 
En d'autres termes, PT A(I+) peut être obtenu à partir du MCA(I+) en fusionnant les états 

partageant les mêmes préfixes. PT A(!+) est déterministe. 
À titre d'exemple, l'automate représenté à la figure 7 .11  est l'arbre accepteur des préfixes 

relatif à l'échantillon I+ = {a ,  ab, bab}. 

6 Rigoureusement parlant, on pourrait construire un automate ca.nonique ayant encore plus d'états en « éclatant » 
l'état initial en trois états distincts. 
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Chapitre 7 L'inférence grammaticale 

FIG. 7.11: L 'arbre accepteur des préfixe.s PTA(I+), avec I+ = {a, ab, bab} . 

Définition 7.17 (Automate universel) 

Nous dé.signons par UA  l'automate universel. Il accepte toutes les chaînes défi.nies sur l'alphabet 
L;, c 'est-à-dire L(U A ) = L;*. Il s 'agit donc du plus petit automate pour lequel tout échantillon de 
E* est structurellement complet. 

L'abréviation UA pour Universal Automaton provient de la terminologie anglaise. 
L'automate universel défini sur l'alphabet E = {a ,b}  est représenté à la figure 7.12. 

b 

FIG. 7.12: L 'automate iiniversel sur l'alphabet E = {a, b} .  

2 .  Les protocoles de l'inférence quelques résultats théoriques 

2.1  La spécification d'un problème d'inférence grammaticale 

Si l'on veut définir un cadre aussi général et productif que possible pour l'inférence gramma
ticale, comme d'ailleurs pour tout problème d'apprentissage inductif, cinq points doivent être 
spécifiés : 

• La classe de grammaires à inférer : grammaires régulières7 ou l'une de ses sous-classes, ou 
grammaires hors-contexte. Comme on le verra, quelques autres familles de grammaires ont 
aussi été étudiées. 

• L'espace des hypothè.ses, ou le langage de.s concepts, c'est-à-dire l'ensemble des descriptions 
tel que chaque grammaire de la classe considérée possède au moins une description dans cet 
espace. Pour les grammaires régulières, il s'agit en général de l'espace des automate.s. Pour 

Rappelons qu'une grammaire réguliére, équivalente à un a.utomate fini, engendre un la.nga.ge régulier (voir 
section 1). 
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234 PARTIE 2 Apprentissage par exploration 

les grammaires hors-contexte, l'espace de représentation est en général directement celui de 
leurs règles. 

• Un ensemble d 'exemples, pour chaque grammaire à inférer et un protocole de présentation 
de ces exemples. Ce terme désigne la façon dont les exemples sont présentés à l'algorithme 
d'apprentissage : tous à la fois ou un par un. Il se peut aussi que la présentation des exemples 
soit plus informative, quand on dispose d'un oracle (voir le paragraphe 2.4). 

• La classe des méthodes d 'inférence en considération. Il s'agit en particulier du choix entre 
méthodes constructives ou heuristiques (voir section 4). 

• Les critères d'une inférence réussie, définis en section 2.2. 

Une méthode d'inférence est alors un processus calculable qui lit des exemples conformément 
à un protocole et propose des solutions dans l'espace des hypothèses. 

2.2  L'identification à la limite d'une grammaire 

Pour illustrer les notions ci-dessus et présenter un cadre théorique de référence, nous présentons 
dans ce paragraphe un protocole de présentation et un critère de réussite définis conjointement : 
l'identification à la limite, proposée par Gold [Gol67] . De nombreux résultats découlent de ce 
critère, tant sur la possibilité d'identifier ou non un langage que sur la complexité calculatoire de 
ce processus d'identification [Gol78, Pit89] . En outre, ces travaux constituent une justification 
théorique de la nécessité d'utiliser un échantillon négatif. 

Définition 7.18 (présentation positive) 

Une présentation positive d 'un langage L est une séquence infinie de phrases de L comportant 
au moins une occurrence de chaque élément de L .  Les éléments d'une présentation positive sont 
appelés des exemples. 

Définition 7.19 (présentation négative) 

Une présentation négative d'un langage L est une séquence infinie d'éléments de L:* - L com
portant au moins une occurrence de chaque élément de L:* - L .  Les éléments d'une présentation 
négative sont appelés exemples négatifs ou contre-exemples. 

Définition 7.20 (présentation complète) 

Une présentation complète d'un langage L est une séquence infinie de paires (x, d) ,  de L:* x {O, l }  
telle que chaque x de L apparaît dans ait moins une paire. Pour chaqiie (x, d), d = 1 s i  et 
seulement si x appartient à L ,  d = 0 sinon. 

Le protocole d'identification à la limite est défini comme suit. Soit !VI une méthode d'inférence 
et S = (x1, d i ) ,  (x2, d2) . . .  une présentation complète d'exemples d'un langage L. Nous notons 
Si le sous-ensemble fini des i premiers éléments de S selon un certain protocole. La méthode 
d'inférence doit proposer une solution dans l'espace d'hypothèses après chaque nouvel exemple 
lu. Soit h(Si), l'hypothèse proposée par la méthode lVl après avoir lu les i premiers exemples 
présentés. 
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Chapitre 7 L'inférence grammaticale 

Définition 7.21 

La méthode d'inférence M identifie à la limite potir la classe de langages .C pour iine classe de 
présentation P si potir tout L de .C et totLt S de P, il existe tm indice fini j ,  tel qiie : 

• h(Si) = h(S1), pour tout i � j .  

• L(h(Sj)) = L .  

L a  première condition impose que la méthode converge à partir d'un indice fini, l a  seconde 
qu'elle converge vers une représentation unique de la solution correcte. 

Définition 7 . 22 

Une méthode d'inférence M identifie à la limite tine classe C de langages, si M identifie à la 
limite n'importe quel langage L de la classe C pour n'importe quelle présentation d'exemples de L .  

Ce protocole s'intéresse donc à l'identification exacte d'un langage. 

2.3 Deux propriétés de l'identification à la limite. 

Propriété 7.3 

La classe des langages réguliers8 n'est pas identifiable à la limite à partir d'une présentation 
positive. 

Propriété 7.4 

La clas.se des langages régulier.s et celle des langage.s algébrique.s9 .sont identifiables à la limite par 
pré.sentation complète. 

2.4 Autres protocoles pour l'inférence de grammaires. 

La richesse théorique de l'apprentissage des grammaires formelles se traduit en particulier 
par la variété des protocoles proposés et les résultats démontrés dans ces protocoles. Citons par 
exemple la technique par oracle, dont une variante est la suivante : à chaque étape, l'algorithme 
d'inférence calcule une grammaire hypothèse et la propose à l'oracle. Celui-ci répond « oui » si 
l'hypothèse est la bonne, et sinon, donne éventuellement une correction à l'hypothèse proposée, 
ce qui permet à l'algorithme de calculer une nouvelle hypothèse. L'algorithme peut aussi proposer 
une séquence et l'oracle lui répond simplement si oui ou non elle appartient au langage à identifier. 
II a été démontré que dans ce cadre, l'identification des automates déterministes est possible avec 
un nombre de questions à l'oracle polynomial en fonction de la taille de l'automate à trouver et 
de la taille du plus long contre-exemple. 

D'un point de vue pratique, on doit en général admettre que les protocoles de l'identification 
à la limite ou de l'intervention d'un oracle sont inutilisables. On se contente d'observer des 
exemples et de calculer une grammaire qui les généralise. La validité de l'inférence peut être bien 
sûr vérifiée par un ensemble de test. 

Il existe par exemple un serveur Internet nommé gowachin [LP97j qui fonctionne ainsi : l'auteur 
d'un algorithme d'inférence régulière demande à ce serveur une session de test. Quelques para
mètres sont précisés : nombre d'états de l'automate canonique, taille de l'alphabet, « densité » 
de l'échantillon. L'automate est fabriqué aléatoirement par le serveur, ainsi que deux échantillons 

8 Le résultat de Gold est plus généra.!, ma.îs cette version suffira. ici. 
9 Ici encore, Gold a. un résultat plus puissant. 
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236 PARTIE 2 Apprentissage par exploration 

d'apprentissage et de test. Le premier est donné à l'utilisateur, qui fait tourner son algorithme 
et renvoie une grammaire en réponse. Le serveur l'utilise pour analyser l'échantillon de test et 
retourne la. matrice de confusion (voir au chapitre 3 le paragraphe 4). Il est à noter que la validité 
statistique de ce test n'est pas assurée ici, car on ne peut pas savoir si les séquences engendrées 
aléatoirement sont indépendantes. 

On connaît un théorème (décevant) sur la. recherche de l'automate fini « optimal », l'automate 
fini déterministe minimal A(L), que nous avons aussi appelé automate canonique d'un langage 
L(7.10). Ce problème est connu sous le nom de recherche du plus petit automate compatible10. 

Théorème 7.3 

Étant donné un échantillon I + U L d'exemples positifs et négatifs, trouver le plus petit automate 
compatible avec I est iin problème NP-difficile. 

C'est-à-dire qu'il n'existe vraisemblablement pas d'algorithme qui puisse résoudre ce problème 
en un temps polynomial en fonction du nombre d'états de A(L). Mais cela n'empêche pas de 
chercher des heuristiques qui permettent de trouver en un temps raisonnable un automate de 
bonne qualité (au sens du protocole gowachin, par exemple). 

2.5  L'inférence grammaticale et l'apprentissage P AC 

Nous avons vu dans la section précédente les résultats négatifs concernant l'identification à 
la limite proposée par Gold. Nous allons présenter d'autres résultats dans le cadre P AC (voir 
le chapitre 2) .  Bien que très contraignant11 , ce cadre est intéressant car il possède des versions 
affaiblies dans lesquelles l'approximation des langages réguliers est possible polynomialement par 
présentation complète. 

2.5.1 Apprentissage PA C 

Le cadre PA C original proposé par Va.liant [Val84j a subi de nombreuses adaptations et exten
sions depuis sa création [BEHW89, Hau88, K\/89, Pit89, K\/89]. Nous présentons ici la version 
proposée par Pitt [Pit89j qui est adaptée à l'inférence de langages réguliers (plus particulièrement, 
dans cette version, Pitt considère que les langages réguliers sont représentés par des automates 
finis déterministes (DFA)). 

Nous rappellons ici une description informelle du modèle PA C, puis nous en donnons une 
version adaptée à l'inférence grammaticale. Rappelons que ce concept a été décrit au chapitre 2. 

Soit L un langage défini sur E*. Soit h un concept appris sur L. On dit que h est correct12 
pour L si, pour tout mot u de E*, h arrive à dire si u appartient ou non à L.  On dira que h est 
approximativement correct si la. probabilité qu'il classe mal un mot est « petite ». 

Un algorithme d'apprentissage est correct (respectivement approximativement correct) si pour 
tout langage L défini sur I:*, le concept qu'il apprend est correct (respectivement approximati
vement correct) pour L. 

On dit qu'un algorithme d'apprentissage est probablement approximativement correct si la 
probabilité qu'il apprenne un concept approximativement correct est grande. 

1° Compatible signifie simplement que toutes les phrases de l+ sont acceptées (donc que l'automate est. correct et 
complet (voir au chapit,re 3) et. toutes celles de L sont rejetées. C'est un synonyme de « cohérent » . 

1 1 Ce cadre est contraignant dans le sens où il impose des résultats quelle que soit la distribution de probabilités 
selon laquelle les exemples sont distribués. 

12 Dans les autres ch a.pitres, en particulier 2 3 4, le mot « cohérent » a été employé. Nous gardons ici provisoirement 
« correct » pour fa.ire la transit.ion avec l'apprentissage P AC. 



Vl Q) 
0 L.. 
>w 
0 ,..-! 
0 N 
@ 
� ..c 
Ol 
ï:::: 
>a. 
0 
u 

Chapitre 7 L'inférence grammaticale 

Valiant a formalisé cette notion intuitive en créant le critère PA C : probablement approxima
tivement correct. Cette première version ne prend pas en compte la complexité temporelle et 
spatiale nécessaire à l'inférence. Lorsque le temps d'apprentissage est ignoré, ce critère est trop 
permissif et considère que l'apprentissage d'algorithmes triviaux est satisfaisant. Nous allons don
ner maintenant la version formelle de l'apprentissage PAC polynomial (aussi appelée poly-PAC) 
comme l'a défini Pitt [Pit89j. 

Définition 7.23 (Identification PA C (Pit89)) 

• Soit M tm DFA de taille n .  
• Soient € et J deux réels strictement positifs. 
• Soit une distribution de probabilités PD définie sur les chaines de E"' de taille au pltts p.  
• Soit un algorithme (éventuellement aléatoire) A qui prend en entrée un ensemble de mot.s 

tirés conformément à la di.stribution D et étiqueté.s correctement par M.  
• Soit l l e  nombre d 'exemples obtenus par A .  
A P AC-identifie les DFA si, quel que soit M ,  quel qtte soit D ,  quel que soit m, A produit tm 

DFA M' en temps polynomial en n, p, l, �' t' IE I  tel que : 

P(  L: Pn(x) < E) > l - c5  
xEL(A/)a>JL(A/') 

On notera que le critère classiquement utilisé pour mesurer la taille d'un DFA est le nombre de 
ses états. Par ailleurs, le symbole $ désigne la différence symétrique de deux langages et IE I  est 
la taille de l'alphabet. 

On est ici dans le cas de l'apprentissage d'un concept sur un ensemble fini, puisque la taille des 
phrases est bornée par p. Un résultat supplémentaire sur les automates finis permet de considérer 
ce cas comme raisonnable dans un contexte d'approximation : pour tout Î > 0, il existe un entier 
p tel que la probabilité qu'une chaîne de longueur supérieure à p soit tirée est inférieure à "f. 

2.5.2 Comparaison de l'apprentissage P AC et de l'identification à la limite 

Quelques points de comparaison entre ces deux méthodes peuvent être soulignés : 
• L'identification à la limite impose de retrouver exactement une représentation du langage 

cible. Le cadre PAC pour sa part se contente d'une approximation de la cible. 

• L'identification à la limite ne pose aucune contrainte sur la. complexité calculatoire des algo
rithmes alors que l'approximation FAC demande la polynomialité de l'inférence en fonction 
de la précision, de la tolérance imposée au résultat ainsi que de la taille de la cible et celle 
de E, et d'une borne sur la plus grande chaîne . 

• L'identification à la limite ne garantit d'aucune manière la vitesse de convergence alors que 
l'approximation PA C impose que la précision de l'inférence soit dépendante de la quantité 
de données. 

• Enfin, le critère de Va.liant amène la notion de distribution de probabilités des exemples 
qui n'existait pas dans le critère de Gold. II impose cependant que l'approximation soit 
garantie quelle que soit la distribution D alors que dans le cadre de l'identification à la. 
limite, l'identification doit se faire pour toute présentation. 
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238 PARTIE 2 Apprentissage par exploration 

2.6 Résultats PA C pour les langages réguliers 

Il existe nombre de résultats négatifs concernant l'identification PAC. Celui qui va nous in
téresser principalement a été démontré par Kearns et Va.liant [KV89] : ils ont prouvé que la. 
PAC-identifica.tion polynomiale, indépendamment de la. représentation13 de la. classe des auto
mates finis déterministes acycliques de taille est un problème NP-difficile. 

Pitt et 'i\Tarmutt ont montré que le problème qui consiste à retrouver un automate polyno
mialement plus grand que le plus petit DFA compatible avec les données est NP-difficile. Ils 
montrent de plus que la taille du vocabulaire prend part à la difficulté de l'inférence [PW93] 

Théorème 7.4 

Le problème suivant est N ?-difficile : étant donné une constante k et des exemples positifs et 
négatifs définis sur un alphabet E*, de taille IE I  = 2, existe-t-il iin DFA comportant au plus nk 
états compatible avec les données, avec n la taille du plus petit atdornate compatible. 

Si l'on considère que la taille de l'alphabet n'est pas donnée mais fait partie du problème, on 
a [PW93] : 

Théorème 7.5 

Quelle que soit la constante i; > 0, il n'existe pa.s d 'algorithme polynomial permettant de déter
miner .s'il existe un automate compatible avec le.s données de taille n_(l-.:) log log n .  

Les principales variations du cadre PAC portent sur des restrictions sur la. classe des distri
butions des exemples. Le principe est de donner à l'algorithme de « bons » exemples. Ce peut 
être réalisé soit en définissant un professeur qui choisit les exemples en fonction de la cible, soit 
en imposant des contraintes sur la distribution de probabilités : l'algorithme est alors presque 
assuré de travailler avec des données caractéristiques de la cible. Deux idées qui vont dans ce sens 
ont été proposées par Denis et al. [DDG96] d'une part et par Denis et Gilleron [DG97] d'autre 
part. La première approche se conforme au principe qui stipule que les exemples les plus simples 
doivent être préférés. Le deuxième point de vue propose que l'enseignant choisisse des exemples 
afin de faciliter l'apprentissage. Nous allons présenter maintenant ces deux approches. 

2 . 7  Apprentissage PACS : PA C Simple 

Le modèle PA CS (PA C Simple) proposé par Denis et al. [DDG96] a. pour but de donner à l'algo
rithme d'apprentissage des exemples qui sont en adéquation avec la cible. Ils définissent donc un 
professeur qui construit un ensemble d'apprentissage en fonction de la cible. Un autre professeur 
« adversaire » ou arbitre ajoute ensuite des exemples de son choix à l'ensemble d'apprentissage 
afin d'éviter une collusion complète entre l'enseignant et l'apprenant. Le système demeure cepen
dant d'une certaine manière potentiellement collusif. Dans ce modèle, étant donnée une cible r, 

les exemples donnés à l'algorithme d'apprentissage, (c'est-à-dire les exemples simples) sont ceux 
qui ont une complexité de Kolmogorov étant donné r faible. Plus formellement, si on note K(a:lr) 

la complexité de Kolmogorov14 du mot 0: étant donnée r,  l'ensemble d'apprentissage défini pour 
un DFA r sera : s;imptJ0: E E* : K(cxlr) < µ log( l r l ) } , où µ est une constante. 

13 L'apprentissage indépendant de la représentation consiste à laisser à l'algorithme le choix de la représentation : 
AFN, AFD,  grammaire, etc. 

14 Pour une étude de la complexité de Kolmogorov, le lecteur pourra consulter [LV97]. 
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Chapitre 7 L'inférence grammaticale 

Résul tat s  

Denis e t  al. [DDG96 I ont montré que clans ce modèle les langages k-réversibles (voir au para
graphe 4.1)  étaient identifiables. 

Par ailleurs, Parekh et Honavar [PH97I ont montré que les DFA de taille N, avec N connu et 
fixé, étaient probablement exactement identifiables cla.ns le modèle PA CS. Ce résultat est plus fort 
que la PACS-apprenabilité au sens où l'identification de l'automate cible peut se faire avec une 
grande probabilité. Plus précisément, ils ont montré que l'échantillon caractéristique nécessaire 
à l'identification à la limite de l'algorithme RPNI15 était présent avec une probabilité supérieure 
à 1 - o, lorsque l'on se place dans le cadre PACS ayant pour critère de confiance o. 

La faiblesse principale de ce cadre de travail est qu'il suppose la possibilité du calcul de 
la complexité de Kolmogorov (voir chapitre 21) .  C 'est donc un cadre purement théorique. Sa 
deuxième faiblesse est la difficulté cl 'interdire une collusion entre oracle et apprenant, c'est-à-dire 
qu'un codage de l'hypothèse peut être dissimulé dans les exemples. Conscients de ce problème, 
certains des auteurs se sont tournés vers une approche plus réaliste en pratique. 

2 .8 Apprentissage PA C avec distributions bienveillantes 

Denis et Gilleron ont proposé [DG97j une adaptation de cadre PA C : l'apprentissage PA C 

avec des distributions bienveillantes. 
Cette approche affaiblit le cadre PA C en opérant une restriction sur l'ensemble des distri

butions de probabilités selon lesquelles les exemples sont tirés. La classe de distributions bien
veillantes est définie en fonction de la cible que l'algorithme doit identifier. 

Informellement, un exemple utile est un exemple dont la taille est polynomiale en la taille de la 
cible. Une distribution bienveillante est une distribution telle que tous les exemples utiles ont une 
probabilité non nulle. Par ailleurs, on peut supposer que plus les exemples auront une probabilité 
faible, plus l'inférence sera difficile à réaliser. C'est pourquoi les auteurs ajoutent un paramètre 
de complexité au modèle PAC : l'algorithme d'inférence devra être polynomial en l'inverse de 
plus petite probabilité des exemples rencontrés. 

Résultats 

Denis et Gilleron montrent [DG97j d'une part que la classe des DFA définis sur E'\ n fixé et 
connu, est FAC-identifiable sous distributions bienveillantes. 

La preuve est basée sur la propriété d'identification à la limite de l'algorithme RPNI [OG92aj . 
Elle consiste à construire un échantillon d'apprentissage à partir d'un enseignant et à montrer 
qu'un tel ensemble d'apprentissage contient probablement l'échantillon caractéristique. 

Par ces deux approches, on appréhende maintenant mieux la difficulté de définir la notion 
d'apprentissage d'un automate. Le problème consiste à poser des contraintes sur les exemples 
que l'on donne à l'apprenant et à travers lui, sur la distribution de probabilités sur les exemples. 

Si on ne fait aucun présupposé sur la pertinence des exemples (cadre PA C classique) , le cadre 
est trop contraignant et des algorithmes qui infèrent correctement en pratique n'apprennent pas 
dans ce cadre. Si on propose de donner des exemples pertinents (cadre PA CS et cadre PA C sous 
distributions bienveillantes) on ne peut éviter le problème de la collusion. 

15 Il sera quest.i<>n en clôt.ail de cet a.lg<>rithme au paragraphe 5.4. 
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240 PARTIE 2 Apprentissage par exploration 

3. L'espace de recherche de l'inférence régulière 

3.1  Le point de la situation 

Nous avons défini l'inférence régulière comme la recherche d'un automate A inconnu à partir 
duquel un échantillon positif l+ est supposé avoir été généré. Étant donnée l'hypothèse supplé
mentaire de complétude structurelle de l+ relativement à l'automate A,  nous allons maintenant 
préciser la définition de ce problème comme une exploration dans un ensemble structuré construit 
sur l+ .  

Nous retournons ainsi à un protocole de présentation tout à fait classique : l'algorithme d'ap
prentissage dispose de l'ensemble des exemples positifs et négatifs et tout renseignement supplé
mentaire par un oracle est interdit. 

Nous avons vu au paragraphe 1.1  de ce chapitre un certain nombre de définitions et de notions 
formelles. Rappelons-les rapidement avant de les utiliser pour construire cet ensemble structuré. 

• À partir d'un échantillon positif I + ,  on peut construire deux automates particuliers qui 
n'acceptent que lui : MCA(I+) et PT A(I+ ) ·  Le second est un automate dérivé du premier. 

• À partir d'un automate A quelconque, on peut construire d'autres automates par l'opération 
de dérivation : chaque état d'un automate dérivé de A est la fusion d'un certain nombre 
d'états de A .  

• Un automate dérivé de A reconnaît un langage qui inclut L(A) .  
• L'ensemble des automates dérivés d'un automate A forme le treillis Lat(A).  
• Un échantillon est structurellement complet par rapport à un automate s'il est représentatif 

du langage qu'il accepte. 
Nous disposons maintenant de tout le matériel technique pour définir l'ensemble de toutes les 

solutions d'un problème d'inférence régulière. 

3.2 Deux propriétés fondamentales 

Un premier théorème nous assure que, sous le biais de la complétude structurelle, l'ensemble 
des hypothèses compatibles avec l'échantillon est exactement le treillis construit sur MCA(I+)· 

Théorème 7 .6 

Soit l+ un échantillon positif d '1m langage quelconque rég1tlier L et soit A n'importe q1iel ati
tomate acceptant exactement L .  Si l+ est structurellement complet relativement à A alors A 
appartient à Lat(NICA(I+ ) ) .  Réciproquement, si un automate A appartient à Lat(NICA(I+ ) ) 
alors I + est structurellement complet relativement à A.  

Le second théorème assure que l'on peut réduire l'espace de recherche si on cherche l'automate 
canonique d'un langage. 

Théorème 7.7 

Soit l+ un échantillon positif d 'un quelconque langage régulier L et soit A(L)  l'automate cano
nique acceptant L .  Si l+ est structurellement complet relativement à A(L) alors A (L )  appartient 
à Lat(PT A(I+ ) ) . 

De plus, nous pouvons énoncer une propriété d'inclusion entre ces deux treillis : 
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Chapitre 7 L'inférence grammaticale 

Propriété 7.5 

Lat(PTA(I+ ) )  Ç Lat(MCA(I+)) 

Cette propriété découle directement de la. définition 7.16 du PT A(!+) qui est un automate 
quotient du MCA (I+) · De plus, comme le treillis Lat(PTA(I+)) est généralement strictement 
inclus clans le treillis Lat(MCA(I+ ) ) ,  rechercher une solution clans Lat(PTA(I+ ) )  au lieu de 
Lat( MC A (J + ))  permet de considérer un espace de recherche plus restreint. 

FIG. 7.13: Un automate pour lequel l'échantillon {ab} n'est pas structurellement complet. 

En guise d'illustration, considérons l'exemple suivant. Conformément à la définition 7.14, 
l'échantillon I + = {ab} n'est pas structurellement complet relativement à l'automate A de la 
figure 7.13, où 91 et 92 sont des états d'acceptation. L'état 1, qui est final, n'est l'état d'accepta
tion d'aucune phrase de l+ . Pour cette raison, l'automate A ne peut pas être dérivé du MCA(I+) 
et évidemment pas non plus du PT A (!+) · Il n'est pas possible de définir une partition 7r de l'en
semble des états Q.AICA telle que A corresponde à MCA(I+)/7r avec q1 E F.AJCA/tr· Au contraire, 
l'échantillon {ab, a}  est structurellement complet relativement à l'automate A qui peut donc être 
dérivé du NICA, ou du PT A associés à cet échantillon. 

3.3 La taille de l'espace de recherche 

Grâce aux résultats présentés à la section 3.2, nous savons que si nous disposons d'un échan
tillon positif l+ d'un langage inconnu L, avec l+ structurellement complet relativement à un 
automate inconnu A acceptant exactement L, alors nous pouvons dériver A pour une certaine 
partition 7r de l'ensemble des états du J\IJCA(I+) · Nous pouvons dès lors considérer l'inférence 
régulière comme un problème de recherche de la partition 7r .  

Mais l'exploration de cet espace n'est pas un problème facile : sa taille est le nombre de 
partitions IP (N) I d'un ensemble à N éléments où N est ici le nombre d'états de l'élément nul 
du treillis, c'est-à-dire PTA(I+ ) ou J\IJCA(I+) · Ce nombre croît plus qu'exponentiellement en 
fonction de N. À titre <l'exemple, IP( lO) I  = 105, IP(20)I = 5 x 1013,  IP(30)I = 8.5 x 1023 . .. 

4. L'inférence régulière sans échantillon négatif 

Étant donné un échantillon positif l+ d'un langage régulier L, nous avons à définir le critère qui 
guidera la recherche de l'automate A acceptant l+ . En particulier, le MC A(!+ ) et le PT A(!+) 
acceptent tous deux l'échantillon positif. Cependant, ils n'acceptent aucune autre phrase du 
langage L et, donc, ne généralisent pas l'information contenue dans les données d'apprentissage. 

Nous savons, par la. propriété 7.1, que n'importe quel automate dérivé du MCA(I+ ) accepte 
un langage incluant l+ . En ce sens, n'importe quel automate appartenant à Lat(MCA(I+ ) )  
constitue une généralisation possible d e  l'échantillon positif. Conformément au résultat de Gold 
présenté à la section 2.2, nous savons qu'il n'est pas possible d'identifier la classe entière des 
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242 PARTIE 2 Apprentissage par exploration 

langages réguliers à partir d'un échantillon positif seulement. En particulier, aucun exemple 
positif ne peut éviter une surgénéra.Iisation éventuelle de l'inférence. En d'autres termes, si une 
solution proposée par un algorithme cl 'inférence correspond à un langage incluant strictement le 
langage à identifier, aucun exemple positif ne peut contredire cette solution. 

Pour éviter le risque de surgénéralisation, deux approches sont classiquement utilisées. La 
première possibilité consiste à rechercher la solution clans une sous-classe particulière des langages 
réguliers ; il s'agit alors cl 'une méthode caractérisable. La seconde possibilité consiste à utiliser une 
information a priori pour guider la généralisation recherchée, le propre des méthodes heuristiqtœs. 

4.1 Une méthode caractérisable : l'inférence de langages k-réversibles 

Angluin a proposé une méthode d'inférence qui identifie à la limite à partir d'une présentation 
positive la. classe des langages k-réversibles, pour k quelconque mais fixé a priori [Ang82]. Nous 
détaillons ci-après les principales notions nécessaires à la. définition de cette méthode d'inférence. 

Définition 7.24 (Automate inverse) 

L 'atdomate inverse A'r = ( Q, E, 01·, F, I) d 'un automate A = ( Q, E, o, I, F) est défini comme 
.suit : 

'Vq E Q,  'Va E E, or (q, a )  = {q' E Q lq E o(q' , a) } . 

Par con.séquent, l'automate in ver.se A1· est obtenu en inversant le.s états d'entrée et de .sortie de 
l 'automate original A, et en inversant également le sen.s de.s transitions de A .  N ou.s pré.senton.s 
à la figure 7.14 un exemple d'automate et son inver.se. 

b b 

FIG. 7.14: L 'automate A et son inverse A' . . 

Il est à noter que nous avons défini, à la section 1, les automates finis comme comprenant un 
seul état cl 'entrée et un ensemble d'états de sortie. Ces automates permettent de représenter un 
langage régulier quelconque. La généralisation aux automates comportant un ensemble cl 'états 
d'entrée est triviale. 

Définition 7 .25 

Un automate A =  (Q ,E ,ô, qo , F )  e.st déterministe avec anticipation k si :  

'Vq E Q, 'Vx E E* , lx l  > k, lo*(:i:, q) I ::; 1 .  

où  o*  désigne l'extension classique à E*  X Q � 2Q ; de la fonction de  transition 0.  
Par con.séquent, un automate est déterm ini.ste avec anticipation k si, lors de l'acceptation d 'une 

chaîne quelconque, il exi.ste au plu.s un état auquel cette acceptation peut mener en anticipant 
de k lettres par rapport à la po.sition courante dan.s la chaîne. Un A F D e.st détermini.ste avec 
anticipation 0. L 'automate Ar de la figure 7.14 est déterministe avec anticipation l. 
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Définition 7 .26 

Un aidomate A est k-réversible s'il est déterministe et si son inverse A" est déterministe avec 
anticipation k. 

Définition 7 .27 

Un langage L est k-réversible s'il existe t m  automate k-réversible qui l 'accepte. 

L'algorithme k-RI16 consiste à partir de l'accepteur des préfixes de l'échantillon positif puis à 
fusionner des états, c'est-à-dire à définir un nouvel automate quotient, tant que la condition de 
k-réversibilité est violée. Angluin [Ang82] a démontré que cet algorithme permettait d'identifier 
la classes des langages k-réversibles et qu'il produisait , pour I+ et k fixé, l'automate canonique 
du plus petit langage k-réversible incluant I+ . Nous présentons à la figure 7.15 un exemple 
d'exécution de l'algorithme k-RI avec 1+ = {ab, bb, aab, abb} et k = l .  

b 

b 

8 
FIG. 7.15: Exemple d 'exécution de l'algorithme k-RI, avec I+ = {ab,bb,aab, abb}. 

La fonction k-réver.sible (A/7r) renvoie V RAI si l'automate quotient A/?T est k-réversible, elle 
renvoie FAU X sinon. La. fonction non réver.sible (A/ 1T, 1T) renvoie deux blocs distincts de tr, tels 
que la condition de k-réversibilité ne soit pas vérifiée pour les deux états associés dans A/tr. La. 
fonction dériver (A, 1T1) renvoie l'automate quotient de A conformément à la partition 7r1• 

Rappelons qu'il est prouvé que cette méthode identifie à la limite la classe des langages k
réversibles pour k donné. 

4.2 Une méthode heuristique : l'algorithme ECGI 

L'algorithme ECGI est une méthode d'inférence heuristique conçue pour extraire l'information 
sur la longueur de sous-chaînes des éléments de I+ et de la concaténation de ces sous-chaînes. Cet 
algorithme est incrémental, c'est-à-dire qu'il mesure une « distance » entre un nouvel exemple et le 
modèle existant et adapte le modèle conformément. Le langage accepté par la grammaire inférée 
inclut 1+ ainsi que d'autres chaînes obtenues par concaténation de sous-chaînes des éléments 
de I+. 

16 L'abréviation k-RI provient de la. terminologie anglaise pour k-Rever.sible lnference. 
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244 PARTIE 2 Apprentissage par exploration 

Algorithme 5 : Algorithme k-RI 
Données : k, l'ordre du modèle, I+, l'échantillon positif 
Résultat : Ak> un automate canonique acceptant le plus petit langage k-réversible incluant 

I+ 
début 

fin 

/* N désigne le nombre d ' états de PTA(I+) 
7r <- {{O} , { l } ,  . . .  , {N - 1 } }  
/ *  Un bloc par état du PTA(I+) 
A <- PTA(I+) 
tant que •(k-réversible (A/7r)) faire 

(B1 , B2 )  <-non réversible (A/n , 7r) 
7r <- 7r\{B1 , B2}U{B1UB2} 
/* Fusion du bloc B1 et du bloc B2 

fin tant que 
A/11' 

Nous reprenons la description de l'algorithme ECGI tel qu'il a été formellement présenté 
dans [RV88, RPV89]. La représentation utilisée est celle des grammaires régulières. Nous illus
trons également son fonctionnement à l 'aide de la représentation équivalente en automates. 

Propriété 7 .6 

L 'algorithme E CG I prodtât une grammaire G = ( N, E, P, S )  régttlière, non déterministe, sans 
cycle 17 et qtâ vérifie la condition stiivante : 

'ï!A, B , C  E N, 'ïlb, a E E si (B � aA) E P et (C � bA) E P alors b = a. 
En d 'autres termes, la même lettre de l'alphabet terminal est associée avec toutes les productions 

ayant le même non-terminal en partie droite. Cela permet d'associer les terminaux aux états 
plutôt qu 'aux arcs de l 'automate équivalent. 

Définition 7 . 28 

À tottte production dans P, 
Insertion de a 

Substitution de b par a 

Suppression de b 

Définition 7 .29 

sont associées les règles d'erreurs suivantes : 
A �  aA,'ïl(A � bB) E P,'ïla E E 

A �  aB,'ïl(A � bB) E P,'ïla E E 

A - a,'ïl(A � b) E P,'ïla E E 
A - B, 'ïl(A - bB) E P, 'ïla E E 
A - c, 'ïl(A - b) E P, 'ïla E E 

La grammaire étendue G' = (N', E, P', S )  de G est la grammaire obtemie en ajotttant les règles 
d'erreurs à P .  

Définition 7 .30 

La dérivation corrective optimale de f3 E E* est la dérivation de ,B, conformément à la grammaire 
G' et qui utilise un nombre minimal de règles d'erreurs. 

17 Une grammaire est sans cycle si quel que soit le non-terminal A, aucune phrase engendrée à partir de A n'est 
de la. forme xA, avec x E r;+. En pratique, cela. revient à dire que l'automate correspondant ne comporte pas 
de boucle et donc que le langage engendré est. fini. 
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Chapitre 7 L'inférence grammaticale 

L'algorithme ECGI construit d'abord la grammaire canonique acceptant la première chaîne de 
J + .  Ensuite, pour chaque nouvel exemple /3, la dérivation corrective optimale est calculée et la 
grammaire est étendue conformément à cette dérivation 18 .  Elle produit la séquence optima.le de 
règles correctes (celles déjà présentes dans la grammaire) et de règles d'erreurs pour l'acceptation 
de /3. Nous présentons à la figure 7.16 un exemple d'exécution de l'algorithme ECGI prenant en 
entrée l'échantillon l+ { aabb, abbb, abbab, bbb} et en représentant chaque grammaire par un auto
mate associé. Les états et transitions en pointillés correspondent à l'extension de la grammaire 
à chaque étape. 

b 

/ -b 3 ' b 
- - ..,..\ - /- - -

FIG. 7.16: Exemple d'exécution de l'algorithme ECGI, avec l+ = {aabb, abbb, abbab, bbb} . 

Algorithme 6 : Algorithme ECGI 
Données : l+ 
Résultat : Une grammaire G compatible avec l+ et vérifiant la propriété 7.6 
début 

fin 

x - Ii ; n - lxl 

N - {Ao, . . .  , An- d ;  E - {a1, . . .  , an } 

P - { (Ai � aiAi),i = 1 ,  . . .  , n  - l }  U {An-1 � an} 
S - Ao ; G1 - (N, E , P, S )  
pour i = 2 à II+ 1 faire 

G - Gi-1 ; x <-- Ii ;P' <-dériv_ optim (x,Gi-d 
pour j = 1 à P' faire 
1 G -étendre_ gram (G, p i )  

fin pour 
Gi +--- G 

fin pour 
Retourner G 

La fonction dériv _ optim (x, Gi-l ) renvoie la dérivation corrective optimale de la chaîne x conformé
ment à la grammaire Gi- l · La fonction étcndrc_grarn (G,P.i )  renvoie la grammaire étendue 
conformément à la règle d'erreur Pj· 

Supposons que nous disposions désormais cl 'un échantillon négatif L du langage inconnu 
L. Dans ce cas, nous savons que nous pouvons, en principe, identifier à la limite au moins 
n'importe quel langage régulier (voir section 2.2).  L'inférence peut être alors considérée comme 

1� Cette dérivation est obtenue par une procédure d'analyse corrective qui constitue une application de l'al
gorithme de programmation dynamique (voir le chapitre 3 pour les généralités et le chapitre 12 pour une 
i.tpplication pa.rticulière de ](;l. progrnmmal.ion dyna.mique : l'a.lgorithme de Viterbi). 
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246 PARTIE 2 Apprentissage par exploration 

la découverte d'un automate A compatible avec les échantillons positifs et négatifs, c'est-à-dire tel 
que l+ Ç L(A)  et L nL(A)  = </>. Il existe un grand nombre d'automates compatibles appartenant 
à Lat(MCA(I+ ) ) .  MCA(I+) satisfait ces conditions mais ne généralise pas l'échantillon positif. 
Par conséquent, nous pouvons chercher une solution plus générale sous le contrôle de l'échantillon 
négatif. 

Si nous choisissons la simplicité de l'automate inféré comme critère de généralité et que nous 
restreignons la recherche à des automates déterministes, la solution cherchée est alors l' AFD 
compatible et comportant le nombre minimal d'états. Il s'agit du problème du plus petit AFD 
compatible, déjà évoqué plus haut (paragraphe 2.3). Nous avons vu qu'il n'existe pas d'algorithme 
polynomial résolvant ce problème dans tous les cas. Cependant, on peut trouver un algorithme 
polynomial qui permet, en général, de trouver une solution quasi exacte. Nous détaillons cet 
algorithme à la section 5.4. Deux autres algorithmes seront abordés ensuite. Afin de comparer 
ces trois algorithmes et d'étudier le problème du plus petit AFD compatible, nous poursuivons 
la caractérisation de l'espace de recherche introduite à la section 3. 

5.  L'inférence régulière sous contrôle d'un échantillon négatif 

5.1  L'ensemble frontière 

La notion d'ensemble frontière permet de définir un sous-espace intéressant de solutions à un 
problème d'inférence avec contre-exemples. 

Définition 7.31 

Une antichaîne AS dans itn treillis d 'automates est un ensemble d 'automates tel qu 'aiicun élément 
de A S  n'est relié par la relation de dérivation avec un autre élément de AS.  

Définition 7 .32 

Un automate A est à une profondeur maximale dans tm treillis d 'automates s 'il n'existe pas, 
dans ce treillis, d'automate A', différent de A, tel que A' puisse être dérivé de A et tel que 
L(A') n L = </>. 

Définition 7 .33 

L 'ensemble frontière BSAICA(I+ , L )  est l'antichaîne dont chaqiie élément est à ime profondeur 
maximale dans Lat(J\IJCA(I+ ) ) .  

Propriété 7.7 

L 'ensemble frontière BSP1'A(I+ , l- ) contient l'automate canonique A(L)  de tout langage régulier 
L dont 1+ est un échantillon positif et I _ un échantillon négatif. 

Par conséquent, l'ensemble frontière du treillis construit sur l'vf C A(I+) est l'ensemble des au
tomates les plus généraux compatibles avec l'échantillon positif et l'échantillon négatif. D'autre 
part, le problème du plus petit AFD compatible se ramène à découvrir le plus petit AFD appar
tenant à l'ensemble frontière du treillis construit sur PT A(I+ ) . 
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Chapitre 7 L'inférence grammaticale 

5 .2  Le lien avec l'espace des versions 

Corn pte tenu de sa. construction à partir de J + puis de son élagage par L ,  le treillis des solutions 
est un cas particulier de l'espace des versions décrit au chapitre 4. On peut considérer simplement 
que le PT A(I+) est l'unique généralisation la plus spécifique, donc que S = {PT A(I+ ) } .  En 
revanche, il existe plusieurs solutions plus générales, qui ne sont autres que les éléments de 
l'ensemble frontière : G = BSMcA (I+ , l- ) .  Tout élément du treillis qui peut se transformer en 
élément de ES par fusion d'états est une solution. L'inférence grammaticale a.joute un biais pour 
trouver une des solutions de l'espace des versions : chercher un automate sur ES, donc tel que 
toute fusion de deux de ses états conduise à l'acceptation d'exemples négatifs. C'est donc une 
heuristique de simplicité qui est adoptée, conformément au principe du rasoir d'Occam (voir au 
chapitre 3 le paragraphe 4.6) et au principe M DL. 

5.3 Les algorithmes RIG et BRIG 

Étant donnés des échantillons positif l+ et négatif L ,  il est facile, par un algorithme nommé 
RIG19 [MdG94], de construire complètement BSucA (I+, L ) .  Cet algorithme procède par énu
mération des automates dérivés du MCA(l+), c'est-à-dire des partitions dans Lat(MCA(I+ ) ) .  

Il s'agit d'une énumération en largeur à partir de l'élément nul du  treillis des partitions, le 
J\11 C A(I+ ) .  Cette énumération ne conserve que les automates compatibles à chaque profondeur 
clans le treillis. Par la propriété 7.1 d'inclusion des langages, nous pouvons effectuer un élagage 
par héritage, qui consiste à éliminer tous les automates à la profondeur i + 1 qui dérivent d'au 
moins un automate non compatible à la profondeur i. Ensuite, les automates restant à la pro
fondeur i + 1 subissent un élagage direct qui consiste à éliminer les automates non compatibles à 
cette profondeur. Finalement, l'ensemble frontière est obtenu en mémorisant tous les automates 
compatibles et qui ne possèdent aucun dérivé compatible. La solution proposée pa.r l'a.lgorithme 
RIG est, par exemple, le premier automate déterministe rencontré à la profondeur maximale de 
l'ensemble frontière, mais l'algorithme RIG peut également fournir comme solution tout l'en
semble frontière (comme le ferait l'algorithme de l'élimination des candidats dans la méthode de 
l'espace des versions). 

La complexité de RIG étant non polynomiale20, une version heuristique, nommé BRIG, a 
été proposée [MdG94]. Elle consiste à ne considérer qu'une petite proportion des partitions, 
générée aléatoirement. Cette sélection aléatoire permet de garantir, en pratique, une complexité 
polynomiale et de construire un sous-ensemble du ES. L'algorithme BRIG est clairement de 
nature heuristique car il n'existe pas de caractérisation de la classe de langages qu'il identifie (son 
caractère aléatoire implique que différentes exécutions partant des mêmes données ne conduisent 
pas nécessairement au même résultat). 

5.4 L'algorithme RPNI 

5.4.1 Une exploration efficace du treillis 

L'algorithme RPNI [OG92bj effectue une recherche en profondeur dans Lat(PTA(I+ ) )  et 
trouve un optimum local au problème du plus petit AFD compatible. Nous savons que l'iden
tification d'un langage régulier L par exploration du treillis des partitions du PTA(L. ) n'est 

19 L'abréviation RIG provient de la terminologie anglaise pour Regtilar lnference of Grammars. 
20 Dans le pire des cas, aucun élagage par L n'est effectué. Dans ce cas, l'algorithme RIG explore tout le treillis 

des pa.rtitions. Malgré un élagage effectif par l'échantillon négatif, il a. été observé expérimentalement que la 
complexité de RIG reste non polynomiale en fonction de N ,  le nombre d'états du MCA(J+} [MdG94]. 
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248 PARTIE 2 Apprentissage par exploration 

envisageable que si l'on suppose la complétude structurelle de l+ relativement à l'automate 
canonique A (L).  Sous cette hypothèse, l'algorithme RPNI est particulièrement efficace. 

Par construction du PT A(I+) (voir définition 7.16), chacun de ses états correspond à un 
préfixe unique et les préfixes peuvent être triés par ordre lexicographique21 . Cet ordre s'applique 
donc également aux états du PTA(I+)· L'algorithme RPNI procède en N - 1  étapes où N est le 
nombre d'états du PTA(I+ ) ·  La partition à l'étape i est obtenue en fusionnant les deux premiers 
blocs, par ordre lexicographique, de la partition à l'étape i - 1 et qui, de plus, donne lieu à un 
automate quotient compatible. 

Algorithme 7 : Algorithme RPNI 
Données : l+, J_ 
Résultat : Une partition du PT A(I+ ) correspondant à un AFD compatible avec I+etL 
début 

/* N désigne le nombre d ' états de PTA(I+) 
1r <-- { {O} ,  { l } ,  . . .  , {N - l } }  
A <-- PTA(I+) 
pour i = 1 à N - 1 faire 

pour j = 0 à i - 1 faire 
rr' <-- 1r\{Bj,  Bi } U  {BiU BJ }  
/* Fusion du bloc Bi et du bloc Bj 
1f11 <-- déterm_fttsion (A/7r') 
si A/ 1r11 correct ( L )  alors 
1 7f <---- 7f" 

fin si 
fin pour 

fin pour 
Retourner A <---- A/1f 

fin 

*/ 

L'automate quotient A/rr' peut être non déterministe. La fonction déterm_Jnsion (A/1f1) réalise 
la fusion pour déterminisation en renvoyant la partition rr" obtenue en fusionnant récursivement 
tous les blocs de rr' qui créent le non-déterminisme22 . Si A/rr' est déterministe, la partition rr" 

est égale à la partition rr'. 
Si l'automate déterministe ainsi obtenu est correct pour J_ , c'est-à-dire s'il n'en accepte aucun 

échantillon, alors R.P NI est relancé à partir de cette solution provisoire. Pour conserver l'ordre 
lexicographique, quand un état est fabriqué par fusion et correspond donc à un bloc cl 'états du 
PT A, il prend alors le rang de l'état du PT A de rang le plus faible dans ce bloc . 

La solution proposée par l'algorithme RPNI est un automate déterministe appartenant au 
BSPTA U+ , L) .  Par la propriété 5.1 ,  nous savons qu'il s'agit de l'automate canonique pour le 
langage qu'il accepte. Cependant, il ne s'agit du plus petit AFD compatible que si les données 
d'apprentissage satisfont une condition supplémentaire, c'est-à-dire contiennent un échantillon 

2 1 L'ordre lexicographique sur les chaînes de IJ • ,  correspond à un ordre par longueur des chaînes et, pour une 
longueur donnée, à l'ordre alphabétique. Par exemple, pour l'alphabet {a., b}, les premières chaînes dans l'ordre 
lexicographique sont, : �. a, b, aa, ab, b<L, bb, aa<L, aab . . .  22 L'opération de fusion pour déterminisation d'un AFN ne doit pas être confondue avec l'algorithme classique de 
déterminisation d'un AFN, qui a pour objet de produire un AFD acceptant le même langa.ge [AU72J. Confor
mément à hi propriété 7.1, l'AFD obtenu par fusion des ét.ats d'un AFN accepte, en général, un surlangage de 
l'AFN dont il provient. 
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Chapitre 7 L'inférence grammaticale 

dit caractéristique, formellement défini clans [OG92bl. En d'autres termes, lorsque les données 
d 'apprentissa.ge sont suffisamment représentatives, la découverte de l'automate canonique du 
langage à identifier est garantie. De plus, cet automate est également la solution du problème 
du plus petit AFD compatible, clans ce cas particulier. Les auteurs ont démontré que la taille 
d'un échantillon caractéristique propre à cet algorithme est O(n2) ,  où n est le nombre d'états 
de l 'automate cible [OG92b]. La complexité calculatoire de l'algorithme RPNI, dans sa dernière 
version publiée, est 0(( 11+ 1 + IL I ) · I I+ l2 ) .  

Il  est de plus démontré [TB73J que si l'échantillon d'apprentissage contient toutes les chaînes 
de longueur inférieures à 2k - 1 où k est le nombre des états de l'automate cible a.lors, l'iden
tification est garantie. Mais cette propriété est fine : si l'ensemble d'apprentissage contient toutes 
les chaînes sauf une partie infime de l'ensemble caractéristique, alors, l'identification n'est plus 
garantie [Ang78]. 

-- EXEMPLE Fonctionnement de RPNI -----------------------

Partons des ensembles l+ = {€,ab, aaa, aabaa, aaaba} et !_ = { aa, baa, aaab }. L'autornat.e 
PT A(I+) est représenté sur la figure 7.17, en ha.ut. Il possède dix états. 

a 

i---b--8--a-
FIG. 7.17: Exemple d 'exéc11.tion de l 'algorithme RPNJ. En haut, PTA(I+), avec I+ 

{€,ab, aaa, aabaa, aaaba} . Au centre, le résultat de la fusion des états 0 et 1 suivie 
de la procédure de fusion pour déterminisation. Cet automate n'est pas une sofotion 
puisqti'il accepte au moins une phrase (ici, les trois} de L = {aa, baa,aaab}. En bas, 
l 'automate obteri-u comme solittion. 

• L'algorithme RPN I commence par fusionner deux états. En l'absence d'autre indication 
les états 0 et 1 sont choisis. Ceci conduit à un indéterminisme, puisque l'état {O, l }  mène 
désormais à lui-même et à l'état 2 par une transition a. La procédure de fusion pour 
déterrninisation est donc appellée. 
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250 PARTIE 2 Apprentissage par exploration 

- Elle fusionne d'abord l'état {O, 1 }  avec l'état 2. Mais ceci amène deux autres indéter
minismes : {O, 1, 2} mène à 4 et à lui-même par a, mais aussi à 5 et 3 par b. 

- Elle poursuit en fusionnant { 0, 1, 2} avec 4 et en fusionnant 5 avec 3. Il reste un nouvel 
indéterminisme : {O, 1 ,  2, 4} mène par b à {3, 5} et 6. 

- Elle fusionne derechef ces deux derniers états, ce qui mène à un automate déterministe 
(figure 7.17, au milieu). 

Cet automate accepte la phrase aa dans L .  On doit donc remettre en question la fusion 
initiale des états 0 et 1 .  

• L'étape suivante est de fusionner les états 0 et 2, puis de procéder à la fusion par détermini
sation. Ici aussi, l'automate obtenu accepte une phrase de J _ .  

• En revanche, l'étape suivante, la fusion de 0 et 3, mène à un automate cohérent avec I+ 
et L ,  dont on sait qu'il est sur le ES. C'est cette solution qui est retenue (figure 7.17, en 
bas) . 

Le langage reconnu peut s'exprimer comme « l'ensemble des phrases dont le nombre de a 
moins le nombre de b vaut 0 modulo 3 ». L'échantillon a été choisi comme l'un des plus petits 
possibles qui soit caractéristique de ce langage, ce qui explique qu'on puisse l'inférer avec si 
peu d'information. 

5.5  Variantes et extensions 

La plupart des algorithmes efficaces d'inférence régulière sont actuellement des variations sur 
RP NI. La faiblesse de celui-ci est en effet d'imposer un ordre arbitraire aux essais successifs des 
fusions d'états du PT A (ceux-ci sont rangés dans l'ordre lexicographique du préfixe correspondant 
dans le P T  A) .  Les algorithmes plus efficaces fusionnent de préférence les deux états les plus 
« prometteurs » avant d'appliquer la fusion pour déterminisation. Ce terme est évidemment 
empirique, mais il existe des heuristiques expérimentalement efficaces pour le définir. On trouvera 
les détails dans [LPP98]. 

Un certain nombre d'autres possibilités ont été développées, comme le tra.vail dans un espace 
d'automates non déterministes, ou l'inférence par fission (en partant de l'automate universel) . 

Citons également ici, pour anticiper sur le chapitre 8 un algorithme heuristique, nommé GIG23, 
qui optimise par un algorithme génétique la recherche d'une solution optimale, c'est-à-dire à la 
profondeur maximale. Il fait évoluer dans Lat(PTA(I+)) une population d'automates dérivés 
du PTA(I+), par le biais d'opérateurs spécifiques de mutation et de croisement. Une technique 
analogue est aussi évoquée dans ce même chapitre 8 : les stratégies d 'évolution, qui gèrent des 
populations d'automates. 

6.  L'inférence de grammaires algébriques 

6.1  Présentation 

Comme on l'a vu aux paragraphes précédents, l'inférence des grammaires régulières est un 
problème bien formalisé , possédant (si l'on admet le biais de la complétude structurelle) un 
cadre algorithmique clair. Ce n'est pas le cas de l'apprentissage des grammaires algébriques. On 
peut donner deux raisons à cet état de fait : 

23 L'abréviation GIG provient de la terminologie anglaise pour Grammatical lnfer-ence by Genetie search. 
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Chapitre 7 L'inférence grammaticale 

• Les grammaires régulières sont un « tout petit » sous-ensemble des grammaires algébriques. 
L'espace de recherche d'un concept à partir d'exemples est donc beaucoup plus grand pour 
ces dernières. 

• On ne dispose pas pour les grammaires algébriques d'une relation d'ordre qui permettrait 
de parcourir un treillis fini de solutions et de pratiquer un élagage systématique. 

Ce second point est relié au fait que la représentation en automates finis, presque systéma
tiquement utilisée pour l'inférence régulière, n'a pas cl 'équivalent commode pour les grammaires 
algébriques. Les algorithmes qui ont été proposés visent donc pour la plupart à contourner ces 
problèmes, soit en définissant des sous-classes de grammaires algébriques où l'on pourra appliquer 
des algorithmes du type de ceux utilisés pour les grammaires régulières, soit en enrichissant la 
présentation des exemples par un oracle. Nous présenterons brièvement une méthode de chaque 
type. La bibliographie de ce chapitre renvoie à des références plus complètes sur ce sujet difficile, 
qui a beaucoup progressé récemment. Un état des lieux théorique et pratique à lire en priorité 
est l'article de de la Higuera [dlH006]. 

6.2 L'apprentissage à partir d'échantillons structurés 

Cette famille de méthodes [CR71, Sak90], suppose que l'échantillon d'apprentissage (positif 
seulement) est composé non seulement de phrases, mais également pour chacune d'elles d'indica
tions sur la façon dont la phrase a été engendrée par la grammaire à trouver. Cette hypothèse forte 
permet de mettre en œuvre un algorithme qui produit une grammaire compatible avec l'échan
tillon, en introduisant un nombre minimal de concepts ; en conséquence, l'espace de recherche 
est implicitement restreint et les grammaires trouvées appartiennent à une stricte sous-famille 
des langages algébriques. 

Plus précisément, l'échantillon d'apprentissage est constitué de phrases structurées par un 
parenthésage représentant leur arbre de dérivation [AU72J. Par exemple, la grammaire G : 

l . S -> a. ,  
2 .  S _, a + S 

engendre la phrase x a +  a + a par l'arbre de dérivation de la figure 7.18. Sous forme 

cèg� 
a + 

cèglA 
a + 

a 
FIG. 7.18: L 'arbre de dérivation de la phrase a +  a +  a par la grammaire G. 

structurée, cette phrase s'écrit : x = (a + (a + (a))) 
Cette contrainte sur l'échantillon revient à supposer que chaque partie droite des règles de la 

grammaire qui a engendré cet échantillon est encadrée par une paire de parenthèses, et donc 
qu'elle appartient à un sous-ensemble des grammaires algébriques ; ce sous-ensemble est strict. 
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252 PARTIE 2 Apprentissage par exploration 

On connaît des résultats théorique intéressants sur des variantes de l'identification à la limite 
de langages algébriques dans ce cadre : à partir d'échantillons positif et négatif structurés comme 
d'échantillon positif structuré et d'échantillon négatif classique. Leur exposé sort du cadre de cet 
ouvrage ; le lecteur intéressé peut se reporter à l'article de synthèse déjà cité [dlH006]. 

L'algorithme que nous présentons [Sak90] infère des grammaires algébriques réversibles, dont 
la définition formelle est la suivante : 

Définition 7 . 34 

Une grammaire algébrique G = (V, E, P, S) est réversible quand, pour tous non-terminaux A, B 
et C et toutes séquences o:, {3 et 'Y de V• : 

• s 'il y a dans P deux règles A --> o: et B --> o:, alors A = B, et 
• s 'il y a dans dans P deux règles A --> o.B f3 et A --> o.C f3, alors B = C 

Les grammaires réversibles possèdent une propriété très forte : tout langage algébrique peut 
être engendré par une grammaire réversible. Du point de vue de l'inférence grammaticale, ap
prendre un concept sous la forme d'une grammaire réversible ne limite donc pas les possibilités 
en terme de langage appris. 

D'autre part, le fait d'utiliser des échantillons structurés permet de disposer d'une autre pro
priété intéressante du point de vue de l'apprentissage : 

Propriété 7 .8 

La classe des langages algébriques est identifiable à la limite à partir d'échantillons strncturés 
positifs, si l'on ittilise une grammaire réversible pour représenter ces langages. 

Nous présentons maintenant l'algorithme que Sakakibara a utilisé pour démontrer cette pro
priété, qui est opérationnel en pratique. Son principe est de construire une grammaire qui ne 
génère que l'échantillon, puis de généraliser la grammaire en éliminant les règles qui violent la 
condition de réversibilité. Sa convergence théorique est assurée, et bien qu'on ne connaisse pas de 
démonstration au fait qu'il pourrait exister un échantillon caractéristique de taille polynomiale, 
comme dans le cas de l'algorithme RPNI, cet algorithme converge en pratique sur des échantillons 
de ce type. 

Donnons son déroulement sur un exemple. 

-- EXEMPLE 

Soit : 
I+ = {((ab)(c)), ((a(ab)b)(c(c))), ((ab)(c(c)))} 

La grammaire suivante est d'abord produite : elle ne génère que l'échantillon. 

S --> A B  B ---+ c 
A ---+ ab C --> aC' b 
S --> CD D ---+ cD' 
C' --+ ab S --+ EF 
D' --> c 
E --> ab 

F --> cF' 
F' --> c 

On va procéder à une généralisation par fusion de non-terminaux. Pour préserver la nature 
réversible de la grammaire inférée, les non-terminaux B, D' et F' sont fusionnés en B, et A ,  
C' et E sont fusionnés en A ,  ce qui amène la grammaire suivante : 

S --+ AB A --+ ab 
B --> c S --> CD 
C --> aAb D ---+ b 
S --> AF F --> cB 
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Chapitre 7 L'inférence grammaticale 

De nouveau, il faut fusionner trois non-terminaux : D et F et B en B, et dans la grammaire 
résultante, encore fusionner A et C en A. Finalement, on obtient : 

S _ _, AB A --+ ab 
A --+ aAb B --+ c 
B --+ cB 

Cette grammaire reconnaît le langage {am.b"'c" 1 m, n � l } .  

6.3 L'inférence de grammaires linéaires équilibrées 

Citons maintenant un algorithme qui concerne une sous-classe des grammaires algébriques. 

Définition 7 .35 

Une grammaire linéaire équilibrée est caractérisée par des règles de la forme : A --+ uBv 1 w 
avec : 1J., v ,w  E L;* , A , B  E N  et : 1 u l= I v 1 ; 

Un langage linéaire équilibré est tel qu 'il existe une grammaire linéaire équilibrée qui l'engendre. 
La famille de ces langages algébriques est strictement supérieure à celle des langages réguliers. 

Takada [Tak88j utilise la notion suivante : 

Définition 7 .36 

Un langage est dit engendré par une grammaire G = (V, L:, S, P) sous le contrôle d'un 
sous-ensemble C E P* qttand toutes ses phrases se dérivent de S par une suite de règles de P 
formant un élément de C. 

Le sous-ensemble C peut être vu comme un langage sur P* : i l  peut clone être régulier, algé
brique, etc. 

La méthode construit d'abord une certaine grammaire G L , linéairement équilibrée universelle 
(autrement dit telle que L(G L )  = X*) ,  et utilise la propriété suivante : 

Propriété 7.1 

Pour tout langage linéaire équilibré L ,  il  existe un unique sous- ensemble régulier C E P* tel que 
L soit engendré par G L sous le contrôle de C. 

Le problème de l'inférence d'une grammaire linéairement équilibrée peut alors se ramener à 
celui de la construction d'un ensemble de contrôle éventuellement infini, mais régulier ; Takacla 
propose un algorithme général cl 'inférence de ces grammaires dont la partie inductive peut être 
composée à partir de n'importe quel algorithme <l'inférence régulière. 

6.4 Une méthode par compression : SEQUITUR 

L'idée est ici de définir des opérateurs sur la famille des grammaires hors-contexte qui trans
forme une grammaire en une autre, sans augmenter le langage associé. Il s'agit donc au départ 
plus de compression que de généralisation, mais cet algorithme calcule (apprend ? ) effectivement 
une grammaire à partir de données. Le point de départ est la compression d'un texte, vu comme 
une suite de mots, clone la création d'une grammaire qui génère une seule séquence. Le prin
cipe est de remplacer les sous-séquences qui arrivent plus d'une fois par un nouvel élément non 
terminal. 
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254 PARTIE 2 Apprentissage par exploration 

Par exemple, partant de la phrase a,bcdbcabcdbcc, l'algorithme SEQUITUR produit ILSOOaj 
d'abord : 

S � abcdbcabcdbcc 
Il repère ensuite que la phrase s'écrit (o,bcdbc)2c et en déduit une forme plus compacte : 

S ----+ AAc 
A ----+ abcdbc 

Il travaille enfin sur la partie droite de la seconde règle pour trouver : 
S -----+ AAc 
A -----+ aBdB 
B -----+ be 

L'intérêt de cette technique est sa rapidité (linéaire en la taille du texte traité). Cet algorithme 
s'est révélé très efficace pour la compression de séquences de nature variée : textes, musique, etc. 

Son extension à une généralisation (donc à un apprentissage) a été considérée par un certain 
nombre de chercheurs. En effet, puisqu'il extrait une gram rn aire d'une phrase, il transforme cette 
dernière en un exemple structuré et permet d'envisager d'appliquer un algorithme du type de celui 
présenté au paragraphe 6.2. Les expériences dans cette voie se sont révélées plutôt décevantes 
[CE05J. 

6.5 Une méthode par exploration : l'algorithme GRIDS. 

L'algorithme G RIOS [LSOOa] utilise une combinaison de deux principes d'apprentissage : l'in
duction est menée à l'aide du principe de compression de l'information, sa validité est testée grâce 
au principe ERM. L'idée est de partir de la grammaire qui engendre les exemples d'apprentis
sage, et seulement ceux-là. Ensuite, des non-terminaux sont créés quand deux parties droites de 
règle partagent une même sous-séquence de symboles. Des non-terminaux sont fusionnés si leurs 
règles de production sont suffisamment proches. La table 7.3 explicite un exemple de création de 
non-terminal et un exemple de fusion de deux non-terminaux. 

Création 

A ---+ abc 
A ---+ abbc 

.lJ 

A ---+ aB 
A ---+ abB 
B ---+ be 

Fusion 

A ---+ aB 
A ---+ aC 
B ---+ be 
C ---+ bB 

.lJ 

A ---+ aD 
D ---+ be 
D ---+ bD 

TA 8.  7.3: Exemples d'actions que réalise l'algorithme G RIDS. Remarquons que la fusion des non
terminaux fl et C entraîne une généralisation : le langage engendré est infini, car le 
nouveaii non-terminal D est récursif, alors q1te ce n'était pas le cas avant la fiision. 

Le fonctionnement de l'algorithme est assez proche de celui décrit pour les algorithmes géné
tiques (voir le chapitre 8) : dans un premier temps il considère toutes les créations possibles de 
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Chapitre 7 L'inférence grammaticale 

non-terminaux. Ensuite, il fait de même avec les grammaires résultantes pour les fusions de non
terminaux. Il utilise alors une fonction d'évaluation lui permettant de sélectionner la meilleure 
grammaire et de tester si cette grammaire obtient une évaluation supérieure à celle qu'il avait 
sélectionnée précédemment. Si c'est le cas, l'algorithme recommence le cycle des deux étapes 
création-fusion. Sinon, il retourne la grammaire précédente. 

La fonction d'évaluation est l'implémentation du principe de compression de l'information. 
Cette fonction est une métrique rendant compte de la « simplicité » de la grammaire : elle prend 
en considération la taille de la grammaire (le nombre de non-terminaux, la taille des parties droites 
des règles, etc.) et la longueur des dérivations des mots de l'échantillon d'apprentissage dans cette 
grammaire. Ainsi, une grammaire est meilleure qu'une autre si le nombre de bits nécessaires pour 
réaliser le codage de cette grammaire et celui des mots de l'ensemble d'apprentissage dans cette 
grammaire est plus petit que le nombre de bits utilisés par le codage de la seconde grammaire 
(et des exemples d'apprentissage dans cette grammaire) . Cette fonction permet d'éviter que soit 
toujours inférée la grammaire universelle. 

Initialement, la grammaire n'engendre que les exemples d'apprentissage, et chaque étape ne 
fait que généraliser le langage engendré (le nouveau langage inclut l'ancien) . 

Cette approche a été reprise par d'autres chercheurs pour l'adapter à des problèmes particuliers. 
On peut citer par exemple l'algorithme E-GR.IDS [PPK+04] qui combine cette approche avec un 
algorithme génétique, ou encore l'algorithme BOISDA LE [SF04]. Il est à noter que l'un des plus 
anciens algorithmes d'inférence grammaticale, celui de Cook et Rosenfeld [CR74], fonctionnait 
déjà sur un principe analogue. 

6.6 Une méthode empirique. 

La méthode présentée dans ce paragraphe s'est révélée la plus efficace sur la compétition 
OMPHALOS [Cla06a] d'inférence de grammaires algébriques. Elle produit des grammaires par
ticulières, dites NTS (Non Terminally Separated), dont l'intérêt en théorie des langages a été 
analysé en dehors de la question même de leur apprentissage [Cla06b]. La notion de base est celle 
de constituant d'une phrase produite par une grammaire algébrique : 

Définition 7.37 (Constituant) 

Soit G = (E, V, P, S) une grammaire algébrique et L = .C( G) son langage engendré. Une occur
rence d'un facteur u dan.s un mot lur du langage L e.st un con.stituant de L s 'il existe N E V tel 
que S ,;;. lNr et N ,;;. u. 

Autrement dit, un constituant est un morceau de phrase (un facteur) produit par un non
terminal. Naturellement, en général, un facteur peut apparaître dans plusieurs phrases, tantôt 
comme constituant, tantôt sans cette propriété. Prenons par exemple la. grammaire suivante : 

S --> aAa 1 bAb 1 ë 

Elle engendre les palindromes24 sur E{ a ,  b} par exemple : x = baabbaabbaab. On peut remarquer 
que le facteur baab, qui apparaît trois fois dans x, n'est qu'une fois un constituant. Une grammaire 
NTS est définie par la propriété suivante : 

24 C'est-à-dire des mots w qui se lisent. également de gauche à droite et de droite à gauche. 

255 



Vl Q) 
0 L.. 
>w 
0 T"-f 
0 N 
@ 
� ..c 
Ol 
ï:::: 
>a. 
0 
u 

256 

Définition 7.38 (Grammaire NTS) 

PARTIE 2 Apprentissage par exploration 

Une grammaire hors contexte G = (E, V, P, S} est NTS (Non Terminally Separated) si pour tout 
N1 , N2 E V  et mots u , l, r E E* tels que N1 � lur et N2 � u il existe une dérivation N1 � lN2r. 

Autrement dit, un facteur qui apparaît une fois comme constituant produit par N doit être 
aussi produit par N dans toutes ses autres occurences. 

La grammaire précédente légèrement modifiée devient NTS : 

S -� aAa l bAb l c 

Ses constituants sont du type général wcw, par exemple bacab. 
L'apprentissage à partir d'exemple d'une gra.mma.ire NTS consistera à rechercher les consti

tuants dans les exemples (en s'aidant des contre-exemples) : puisque les constituants sont reliés 
aux éléments non terminaux, la grammaire s'en déduira. 

Pour cela, il faut dans un premier temps construire l'ensemble des facteurs des exemples positifs 
contenus dans l'échantillon d'apprentissage. Le présupposé est que tous les constituants ont une 
fréquence d'apparition importante, ce qui permet d'éliminer un certains nombre de facteurs. Mais 
cela ne suffit pas : on trouve aussi souvent, voir plus fréquemment, les facteurs des constituants 
que les constituants eux-mêmes. C'est pourquoi dans un deuxième temps il faut sélectionner 
parmi les facteurs restants ceux qui ont le plus de chance d'être des constituants. Cela se fait 
en calculant un critère M I(w) ,  qui est d'autant plus élevé que le facteur w apparaît dans des 
contextes différents, donné par la formule suivante : 

� ( ) _ """" """" f(lwr) f(lwr)f(w) 11 I w - � � f(w) 
log 

f(lw)f(wr) lEE' rEE' 

où j(x) est la fréquence du facteur x dans les données, E' est l'alphabet du langage E auquel est 
ajouté un marqueur de début et de fin de mot (pour ne pas pénaliser les facteurs apparaissant 
à ces endroits dans les exemples). La méthode consiste donc à sélectionner les facteurs dont 
l'information mutuelle est la plus élevée. 

En supposant que les étapes précédentes aient permis de trouver les constituants du langage, 
il reste à inférer une grammaire. Cela est réalisé à l'aide d'un graphe de substittition. Les nœuds 
de ce graphe sont constitués par les facteurs précédemment sélectionnés. Il y a un arc entre deux 
nœuds si les facteurs correspondants apparaissent au moins une fois dans le même contexte. A 
chaque compo.sante connexe du graphe, c'est-à-dire à chaque ensemble de sommets directement 
ou indirectement reliés entre eux, est affectée un non-terminal dont les règles de production gé
nèrent chaque noeud de la composante (tous ces constituants ont été générés par le même non 
terminal). On remplace ensuite toutes les occurrences des facteurs du graphe par le non termi
nal correspondant et on recommence le processus de sélection sur les formes sententielles ainsi 
obtenues. L'algorithme s'arrête quand la grammaire inférée est capable d'engendrer l'échantillon 
d'apprentissage. 

Bien entendu cette méthode est purement heuristique : la fréquence et le lvl I minimaux pour 
qu'un facteur soit sélectionné sont des paramètres de l'algorithme qu'il faut patiemment faire 
évoluer pour trouver les optimaux. L'algorithme n'a d'autre part une chance d'aboutir que si la 
grammaire est NTS. D'autres heuristiques, utilisant par exemple les exemples négatifs quand ils 
étaient disponibles, ont été utilisées pour améliorer cet algorithme. 
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Chapitre 7 L'inférence grammaticale 

La méthode EMILE [AV02] est apparentée à celle que nous venons de décrire, en ce qu'elle 
cherche les facteurs qui se retrouvent dans des contextes différents. Elle vise l'apprentissage des 
structures syntaxiques de la langue naturelle et a. donné lieu à un certain nombre d'expériences 
sur l'apprentissage à partir de textes. 

7. L'inférence d'automates probabilistes 

Nous avons traité jusqu'ici des algorithmes d'apprentissage de concept sous la forme d'une 
grammaire. Pour toute phrase sur E*, on sait décider si elle appartient ou non au langage 
engendré par une grammaire régulière ou algébrique. L'espace de représentation est donc partagé 
en deux par un concept grammaire. Une extension de l'inférence grammaticale consiste à étudier 
l'apprentissage de grammaires probabilisées. 

7.1 Les automates probabilistes 

Prenons d'abord le cas des automates finis non déterministes. Une extension naturelle consiste 
à associer à chaque transition une valeur comprise entre zéro et un et à chaque état deux valeurs 
comprises entre zéro et un. L'interprétation est la suivante. Si l'on est dans un état q, la première 
valeur I(q) qui lui est associée est la probabilité de le considérer comme initial, la seconde F(q) 
celle de le considérer comme final. De cet état partent des transitions : par exemple si qt E o(q, a), 
alors il existe une transition entre q et q' par la lettre a. La valeur P(q, a, q') associée à cette 
transition est la probabilité que cette transition soit empruntée. S'il n'existe pas de transition 
entre q et q' par la lettre a, alors P(q, a, q') = O. Les fonctions I, F et P doivent vérifier sur 
l'ensemble Q des états et l'alphabet E : 

2::: I(q) = 1 
qEQ 

Vq E Q, F(q) + P(q, a, q') = 1 
aE E, q' E 6 (q,a) 

Par exemple, la figure 7.19 représente un automate fini probabiliste à trois états. L'état S et 
l'état A ont chacun une probabilité 0.5 d'être initiaux, l'état F une probabilité de 1 d'être final. 
Les probabilités des transitions sont indiquées sur les arcs du graphe. 

b [0.6) 

a [0.2) 

FIG. 7.19: Un automate fini probabiliste. 

La probabilité d'une phrase d'être engendrée par un automate probabiliste se calcule comme 
la somme, sur toutes les façons possibles que cette phrase a d'être acceptée par l'automate, du 
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258 PARTIE 2 Apprentissage par exploration 

produit des probabilités des règles utilisées multiplié celui des probabilités de l'état initial et de 
l'état final. Plus formellement : 

Définition 7 .39 

Un chemin dans un automate probabiliste est une suite d 'états q1 , . . .  , qt et de transition.s qui le.s 
relient, avec t � 1 .  
À tout chemin correspond une phrase x = x1  . . .  Xt-l de  longtiettr t - 1 sur E* (si t = 1 ,  la 

phrase est E). 
La probabilité d 'acceptation de la phrase x associée à un chemin est le produit /( q) x P (q1 , x 1 ,  q2) x 

. . .  x P(qt- i , Xt- i , qt) x F(qt) (.si t = 1 ,  cette valeur se ramène à I(qi) x F(qi)). 
Une phrase peut être acceptée par difj'érents chemins. 
Un chemin qui accepte x est valide si la probabilité associée est non nulle. Pour la phrase 

x = x1  . . .  Xt-I, notons B(x) l 'ensemble des chemins valides qui acceptent x .  
La probabilité d 'acceptation de X par l'automate probabiliste est la somme sur e de toutes les 

probabilités associées à tin chemin de e.  

Par exemple, la phrase abbb peut être acceptée par l'automate de la figure 7.19 par la succession 
de transitions S �� A �� A �� A �� F avec une probabilité de 0.5 x 0.8 x 0.6 x 0.6 x 0.6 x 
0 1 0 0432 1 . S o.s A o.6 A o.6 A o 3 A b b·1· , d . = . , ou par a success10n --> ---> ---> --> avec une pro a i 1te e 
0.5 x 0.8 x 0.6 x 0.6 x 0.3 x 0.9 = 0144. On la notera : abbb[0.00576]. De même, la phrase bb, qui 
peut être acceptée de deux façons, a la probabilité 0.5 x 0.6 x 0.6 x 0.1+0.5 x 0.6 x 0.3 x 0.9 = 0.099 
(bb[0.099] est acceptée par la suite d'états A, A et A ou par la suite d'états A,  A et F). 

7.2 Automates probabilistes et distributions de probabilités sur E" 

Un automate probabiliste A attribue donc à chaque phrase x de E* une valeur PA (x) entre 0 
et 1 .  Cela induit naturellement la définition suivante : 

Définition 7.40 

Deux automate.s probabilistes sont dits équivalents s 'ils attribuent les même.s valeur.s à toutes les 
phrases de E*. 

M ais i l  est important de noter qu'un automate probabiliste ne définit effectivement une distri
bution de probabilités sur E*,  avec la propriété LxEE* PA (:i;) = 1 ,  que si une certaine condition 
est remplie : 

Propriété 7.9 

Un état de A est dit utile s 'il apparaît dans au moins un chemin valide de A. Si tous les états 
de A sont utiles, alors A définit une distribution de probabilités qui somme à 1 sur E*. On dit 
alors que A est consistant. 

Il est également important de savoir que toutes les distributions de probabilités sur E* ne 
peuvent pas être définies par un automate probabiliste [dlHTV+o5a] . 

7.3 Automates probabilistes déterministes 

Nous avons traité jusqu'ici d'automates probabilistes en général non déterministes, comme 
celui de l'exemple : il possède en effet deux transitions portant la même lettre au départ de 
S, (comme de A, d'ailleurs) . Il est naturel de se demander si à tout automate probabiliste non 
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déterministe correspond un automate probabiliste déterministe équivalent ; mais il faut d'abord 
définir exactement ce dernier concept. 

Définition 7 .41 

Un automate probabiliste est déterministe quand de chaque état part au plus une transition por
tant une lettre donnée et quand la fonction I vaut 0 partout sauf sur un seul état. 

La réponse à la question précédente est alors négative [dlHTV+ 05aj ; autrement dit, étant don
née un automate probabiliste non-déterministe définissant une certaine distribution de probabi
lités sur I:* ,  on ne peut pas toujours trouver un automate probabiliste déterministe définissant 
la même distribution de probabilités sur E*.  

7.4 Inférence d'automates probabilistes 

Un échantillon d'inférence stochastique est constitué d'un ensemble de phrases muni de fré
quences d'apparition. On peut donc aussi le considérer comme un mitlti-ensemble de séquences. 
Par exemple, le multi-ensemble : 

peut se récrire : 

{a, ab, ab,ab, abb,abb, abbbb} 

1 3 2 1 {a[-], ab[-] , abb[-] , abbbb[-] } 
7 7 7 7 

Le problème d'inférence posé dans cette section consiste donc à apprendre un automate fini 
stochastique à partir d'un tel échantillon d'inférence. 

Si on suppose connaître les composants structttrels d'un automate probabiliste, c'est-à-dire son 
alphabet, ses états et ses transitions, la question se ramène à l'estimation les fonctions I, F et P 
à partir de l'échantillon d'apprentissage. On peut remarquer alors que le problème semble très 
proche de celui de l'apprentissage de modèles de :Markov cachés (HMM) ,  traité au chapitre 12. 

Ce n'est pas qu'une apparence : il a été démontré que, sous certaines contraintes techniques dont 
le détail n'a pas d'importance ici, un automate probabiliste peut être transformé en un H M M  
de taille équivalente, et vice-versa [d1HTV+05a, dlHTV+05b, DDE05j. Nous renvoyons donc à 
ce chapitre pour l'examen de ce type d'apprentissage et nous travaillons donc maintenant sous 
l'hypothèse que les composants strucurels de l'automate à apprendre sont également inconnus. 

Le détail des méthodes proposées ne sera pas développé. Nous donnons le principe commun 
à plusieurs d'entre elles [C094a, Car97a, JP98, TD], qui est une généralisation de la technique 
RPNI (sans exemples négatifs) expliquée au paragraphe 5.4. 

• On construit le PT A stochastique, qui génère au maximum de vraisemblance l'échantillon 
d'apprentissage stochastique. 

• Le processus de généralisation est la fusion d'états. 

• Quand deux états sont fusionnés, il faut recalculer les probabilités associées à ses transitions 
de sortie de manière à garantir la consistance du langage accepté. 

• Le choix des deux états à fusionner se fait par exemple en cherchant à maximiser la res
semblance entre la distribution de probabilités sur l'échantillon et celle donnée sur E" par 
l'automate obtenu ou sur un test statistique. 

• Comme il n'y a pas de contre-exemple, l'arrêt du processus doit être réalisé par un cri
tère empirique, qui établit un compromis entre la complexité de l'automate inféré et son 
adéquation avec l'échantillon. 
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260 PARTIE 2 Apprentissage par exploration 

Notons qu'il existe une extension stochastique de l'algorithme ECGI qui permet d'inférer 
une grammaire régulière stochastique par une procédure incrémentale en une seule passe sur 
l 'échantillon positif [ClVI99] . En effet, les probabilités associées aux productions de la grammaire 
peuvent être mises à jour par comptage de la fréquence d'utilisation des règles lors de l'analyse 
corrective de chaque nouvelle chaîne. 

8. Quelques approches complémentaires 

8.1  Le point de vue connexionniste 

Terminons ce chapitre par un aperçu sur un certain nombre de travaux qui portent sur l'utilisa
tion de réseaux connexionni.stes en inférence grammaticale, habituellement à partir d'échantillons 
positif et négatif. Le principe de cet apprentissage ne correspond pas au cadre classique de l'infé
rence tel que nous l'a.vons présenté. Cependant une équivalence théorique entre certains réseaux 
connexionnistes et les automates finis déterministes a été démontrée. 

L'idée est d'utiliser l'apprentissage par réseaux connexionnistes (voir le chapitre 10) ayant pour 
entrées des séquences et non plus des vecteurs de 1R d. Il faut pour cela utiliser des architectures 
plus complexes que celles des réseaux multicouches. Parmi les nombreuses variantes, les réseaux 
connexionnistes récurrents, et les réseaux d'ordre 2 ont été utilisés pour approcher le comporte
ment d'automates finis. Des extensions de ces modèles ont été proposées afin d'approximer les 
automates à piles qui sont équivalents aux grammaires algébriques. Une bonne référence sur ces 
sujets est [SG98j. 

8.2 L'inférence de systèmes de réécriture 

On peut se demander si l'apprentissage de systèmes de production de langages, comme les 
grammaires, ne peut pas être tenté en visant d'autres « machines » à générer des phrases. Les 
grammaires à réécriture, en particulier celles de la hiérarchie de Chomsky, bien que possédant 
de multiples avantages, ne sont peut-être pas foncièrement adaptées à l'apprentissage (du moins 
à partir des grammaires algébriques, puisque pour les automates finis, on a vu qu'il existait des 
algorithmes efficaces). Un certain nombre de propositions ont été formulées dans ce sens, dont 
celle d'apprendre des .sy.stème.s délimités de réécriture de mots (SDRM). 

Sans entrer dans le formalisme complet, disons qu'un SRDM est, comme une grammaire for
melle, un ensemble fini de règles de réécriture qui transforment un mot en un autre. La différence 
vient du fait que la syntaxe des règles n'est pas contrainte de la même façon. Prenons par exemple 
le système de réécriture suivant : 

aacbb f- acb 
$acbL f- $cL 

c 

Le fonctionnement consiste à partir d'une phrase, par exemple aaacbbb, de la marquer à gauche 
et à droite $aaacbbbL, puis de tenter de la transformer en la phrase $cL (celle écrite sous la barre, 
rallongée des marqueurs) par l'application successive de règles écrites au-dessus de la barre. Ici, 
comme : 

$aaacbbbL f- $aacbbL f- $acbL f- $cf, 
on dit que aaabbb appartient au langage engendré par le SRDM. 
Il est facile de constater que, dans cet exemple, le langage est {ancbn 1 n � l} (il est algébrique) . 



Vl Q) 
0 L.. 
>w 
0 T"-f 
0 N 
@ 
� ..c 
Ol 
ï:::: 
>a. 
0 
u 

Chapitre 7 L'inférence grammaticale 

Des algorithmes d'apprentissage ont été conçus pour certaines restrictions des SRDM, comme 
la méthode LARS [Ed!HJ06]. Des propriétés de convergence ont été démontrées. Un des intérêts 
est que les grammaires apprises se placent en dehors de la. hiérarchie classique : à partir d'exemples 
positifs et négatifs, certains langages réguliers ne sont pas apprennables, mais certains langages 
algébriques le sont. 

Notes historiques et sources bibliographiques 

L'inférence grammmaticale est désormais à la convergence de plusieurs domaines qui se sont 
développés plus ou moins indépendamment : 

• l'algorithmique d'apprentissage pour la reconnaissance structurelle des formes [Fu74] ; 

• la théorie de l'apprentissage [Pit89] ; 

• les sciences cognitives. 
Les algorithmes actuels sont très puissants. RP NI  et ses dérivés sont capables d'apprendre des 
automates de plusieurs centaines de milliers d'états à partir d'échantillons de très grande taille. 
Ceci permet de représenter des concepts aussi complexes que des modèles de la langue écrite. Le 
développement des algorithmes d'inférence stochastiques a parallèlement permis l'apprentissage 
de concepts qui ressemblent à celui dont l'échantillon provient. Les applications sont désormais 
d'une grande variété et d'une grande efficacité. Citons en vrac comme domaines d'application : 

• les bioséquences [AM97, BC97] ; 

• la structure des textes électroniques [YLF99, Ferül,  A:tvIN94] ; 

• le traitement du langage naturel [Vid94a] ; 

• la traduction automatique [CGV94, ABC+o1] ; 

• la reconnaissance de la parole ([CM99] ; 

• l'étude des styles musicaux [CAVR98] ; 

• la reconnaissance des caractères manuscrits [LVA + 94] ; 

• la compression de données [Nr..1JWM94] . 

L'article [d!H05] présente un remarquable guide de lecture de la bibliographie de l'inférence 
grammaticale, en insistant particulièrement sur les applications. Le livre qui fera référence en 
inférence grammaticale est en cours de parution [dlHlO]. 

Les conférences bisannuelles ICGI (International Colloquium on Grammatical Inference) [C094b, 
MdlH96, HS98, dOOO, AFvZ02, PS04, SKS+o6, CCM08, SemlO] regroupent les travaux théo
riques, algorithmiques et pratiques des spécialistes. Les revues Machine Learning Journal, IEEE 
Transaction on PAMI, JAIR, Theoretical Computer Science, Pattern Recognition, etc. publient 
régulièrement des articles (parfois dans des numéros spéciaux) consacrés à cette discipline. 

La théorie de l'inférence grammaticale régulière est particulièrement bien décrite dans [Pit89]. 
L'analyse algébrique de l'espace de recherche a été décrite dans [DMV94]. Les performances 
des algorithmes sont détaillés dans [LPP98]. Les articles [Sak97J, [Lee96J et surtout désormais 
[dlH006] décrivent l'inférence de grammaires algébriques, tandis que [dlHTV+o5a, dlHTV+o5b] 
est complet sur les automates probabilistes. Une partie du texte de ce chapitre est repris de 
[DM98] et de [Dup96J. 
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262 PARTIE 2 Apprentissage par exploration 

On trouvera dans les articles bibliographiques des références à des techniques du même type qui 
permettent l'apprentissage de transducteurs (des automates finis qui transforment des séquences 
en d'autres séquences), à des grammaires d'arbres, à des grammaires de formes bidimensionnelles, 
etc. 

Le site internet : http : //eurise. univ-st-etienne. fr/gi/ est très complet sur l'inférence 
grammaticale. Il renvoie en particulier à des bibliographies thématiques et à des textes de pré
sentation. 

On peut aussi citer, dans un registre voisin, les travaux de D. Osherson, ([OSW86]) qui s'in
téressent à l'apprentissage de fonctions récursives. 

Résumé 

• L'inférence grammaticale s'intéresse à l'apprentissage de concept à partir 
d'exemples positifs et négatifs de séquences. Sa théorie est riche, ses algorithmes 
et ses applications sont variés. 

• Souvent, les concepts appris sont des automates finis, éventuellement probabilistes : 
ce sont des modèles simples, mais très utiles. L'apprentissage de grammaires algé
briques, plus complexes, se développe rapidement. 

• La théorie et les algorithmes de l'inférence grammaticale sont des thèmes riches et 
actifs en apprentissage. 

• Des extensions existent pour les automates stochastiques, certains types de trans
ducteurs et des modèles grammaticaux plus complexes, comme les grammaires 
d'arbres. 
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C hapitre 8 

Apprentissage par évolution simulée 

La recherche d 'une bonne hypothèse est généralement très difficile car les espaces 
d 'hypothèses sont de taille considérable, souvent infinie, et que la fonction d 'évaluation 
y est généralement irrégulière. C'est pourquoi il est avantageux de disposer soit d 'une 
structure forte sur fi, comme c'est le cas lorsque l'on petit utiliser tme relation de 
généralité entre hypothèses, soit de connaissances a priori sur le domaine permettant 
de contraindre la recherche. À défaut de quoi, on est condamné à recourir à des 
méthodes d 'exploration plus faibles, telles les méthodes de gradient plus ou moins 
sophistiquées (comme le recuit simulé). 
Les algorithmes évofotionnaires occupent tine place intermédiaire. Le principe est de 
mener une recherche dans l 'espace fi en utilisant une population d 'hypothèses que 
l 'on fait évoluer selon les recettes de l'évolution natttrelle : en utilisant des opérateurs 
génétiques de croisement et de mutation, et en sélectionnant les meilleurs individus 
pour engendrer la génération suivante d'hypothèses. D 'un côté, on peut considérer 
qu 'il s 'agit là d'une sorte de méthode de gradient stochastique utilisant une population 
plutôt qti 'tme seule hypothèse. De l 'autre, on petit aussi voir ces algorithmes comme 
des méthodes d'exploration guidées car elles découplent l 'espace d 'hypothèses en l 'es
pace d 'hypothèses proprement dit et un espace génotypique dans lequel des opérateurs 
d 'évolution guident la recherche de meilleures hypothèses. 
C'est en raison de ces deux visages que nous avons placé l'exposé de ces méthodes à la 
charnière de la partie sur l'apprentissage par exploration (guidée) et de la partie sur 
l 'apprentissage par optimisation (utilisant des méthodes de gradient). Cette dualité les 
rend très attrayantes et importantes à connaître. Elles sont d'un large emploi dans 
les applications. 
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L
ES CANARDS ne sont pas tous sauvages. Certains sont domestiqués et modifiés à des 
fins alimentaires ou esthétiques. Pour ce faire, les éleveurs « créent » des races par 
des manipulations génétiques naturelles, essentiellement par des croisements visant à 
améliorer tel ou tel critère sur l'oiseau : sa qua.lité gustative, la quantité de sa ponte 

ou certains a.spects de son apparence. Voici deux exemples de ce que l'on peut lire dans une 
encyclopédie récente des animaux domestiques1 

' A. Ra.veneau : Inventaire des animcmx domestiques en F'rance {bestia'Ux, volailles, cmimaux Jamilie1'S et de 
mpporl). Na.tha.n, 1993. 
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Chapitre 8 Apprentissage par évolution simulée 

Canard Kaki Campbell .  Cette race doit son nom à une éleveuse anglaise du Gloucestershire, Mrs 
Campbell, qui la créa en 1901 à partir de canard sauvage, de Coureur indien brun et blanc 
et peut-être d'Orpington. On attribue à une éleveuse, Mme Flamencourt, les premières 
sélections françaises dans les années 1920.( . . .  ) La cane est utilisée en croisement avec des 
mâles Pékin pour la production de canards dits Nantais. 

Canard Huppé. ivl utation du canard fermier. Les sujets les mieux huppés ont été sélectionnés 
par des éleveurs séduits par cette singularité afin de créer un standard. 

On voit donc que l'homme peut utiliser avec succès les principes darwiniens de la sélection pour 
optimiser sa production domestique. Il est moins certain que l'on puisse considérer l'évolution 
naturelle comme une optimisation, non pas parce que les espèces existantes sont ratées, mais 
parce le critère que la nature chercherait à optimiser est difficile à formuler et peut-être inexistant. 
Restons donc sur l'idée que, étant donné un animal cible, il est parfois possible de fabriquer un 
animal proche de cette cible, en utilisant des croisements et en profitant des mutations naturelles. 

En quoi cette constatation peut-elle être utile à l'apprentissage ? D'abord, comme on l'a vu, 
l'apprentissage artificiel est étroitement relié à l'optimisation, soit sous la. forme de l'explora
tion d'un espace structuré, soit par l'utilisation de propriétés analytiques. Ensuite, puisqu'il est 
possible de modifier avec une grande rapidité (quelques dizaines de générations) le code géné
tique d'animaux complexes dans une direction choisie, on peut se demander si une modélisation 
informatique de ce code et la programmation d'une technique singeant l'évolution naturelle ne 
seraient pas une bonne technique d'optimisation. 

Cette question a été posée dès les années 1960 et la réponse a été positive sous plusieurs angles. 
D 'abord, les algorithmes dits génétiques, fondés sur l'idée précédente, ont connu un grand succès 
dans l'optimisation de fonctions compliquées et peu régulières, au prix cependant d'un temps 
important de calcul. Plus intéressant pour l'apprentissage, de plus en plus indépendamment de 
la métaphore biologique, des techniques d'évolution de code, au sens informatique cette fois, ont 
été développées. C'est ce que l'on appelle la programmation génétique. Le but de ce chapitre est 
de présenter un point de vue unifié sur ces techniques et d'en montrer la puissance et l'intérêt 
pour l'apprentissage artificiel. 

Pmut 
P cn>is 
P'H (t ) 
Pg(t) 
N 
</> 
t 
L 
n(s, t )  

Notations utiles pour ce chapitre 

Probabilité de mutation d'un bit 
Probabilité de croisement 
Population d'hypothèses dans H à l'instant t .  
Population de génomes dans Q à l'instant t .  
Taille de la population Pg 
La. fonction de performance (fitness function) 
Le nombre d'individus participant à un tournoi 
La longueur des chaîne de bits des génomes de Q 
Nombre de génomes représentants le schéma s dans la population Pç(t) 

1 .  Trois espaces au lieu de deux 

Jusqu'à présent, à l'exception du chapitre 6 ,  l'apprentissage a été abordé comme un jeu entre 
deux espaces : 
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PARTIE 2 Apprentissage par exploration 

• l'espace des exem1)les X ,  correspondant au monde à décrire et à interpréter. ; 
• l'espace des hypothèses 1-i,  correspondant à l'espace des descriptions du monde ou encore des 

modèles ou théories. 
Le but de l'apprentissage est de trouver une, ou plusieurs, bonne(s) description(s) du monde X 
dans 1-t. De ce fait, l'espace des hypothèses est chargé de trois missions : 

l .  Il doit réaliser un biais adéquat, c'est-à-dire pouvoir décrire les modèles du monde perfor
mants dans l'application visée, tout en étant suffisamment limité dans son expressivité pour 
que l'induction soit possible et peu coûteuse en terme de taille d'échantillon de données. 
Ce prérequis a été largement analysé dans le chapitre 2 .  

2 .  Il doit aussi correspondre à un langage d 'e1;pression des hypothèses c'}-{ aussi intelligible q1ie 
possible s'il est désirable qu'un expert humain puisse interpréter ce qui est appris, y compris 
pour orienter le système apprenant. C'est pourquoi, quand c'est possible, on préférera 
souvent un apprentissage de règles plutôt qu'un apprentissage par réseau connexionniste, 
dont le résultat est plus difficile à interpréter. 

3. Finalement, il doit posséder une topologie favorisant une exploration efficace, c'est-à-dire 
telle qu'elle permette d'atteindre une hypothèse ou une combinaison d'hypothèses quasi 
optimale avec un coût cl 'exploration limité. En général, l'exploration se fait par modifica
tion des hypothèses courantes par l'emploi d'opérateurs syntaxiques simples opérant sur 
l'expression des hypothèses dans le langage L'}-{. Le problème est de trouver des opéra
teurs permettant d'atteindre n'importe quel point de 1-t à partir de n'importe quel autre 
point (propriété de complétude) et conduisant naturellement aux régions de 1-t les plus 
prometteuses. 

Ces trois missions ne sont pas forcément faciles à remplir simultanément. Il n'est généralement pas 
aisé de trouver un langage L'}-{ à la fois limité du point de vue du biais inductif, mais expressif et 
intelligible, tout en possédant des propriétés syntaxiques favorisant l'exploration. Pourquoi alors 
ne pas découpler ces objectifs ? C'est ce que réalisent les algorithmes d'évolution simulée. 

FIG. 

X 
g 

G 

8.1: L 'ind11.ction est ici réalisée par 1.m je1J, entre trois espaces : d 'abord l 'espace des exemples 
X ,  ensitite l 'espace des hypothèses 1-i dans lequel est cherchée une description adéquate 
de X, et enfin l 'espace « génotypique » Q dans lequel s 'effectuent les opérations per
mettant l 'exploration de 1-i. 

L'idée est la suivante : à l'espace des hypothèses 1-t est associé un autre espace appelé, pour 
des raisons de similarité avec les mécanismes de l'évolution naturelle, espace « génotypique » et 
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Chapitre 8 Apprentissage par évolution simulée 

noté Q. Lorsqu'il faut changer d'hypothèse ht dans 7-i., on prend l'expression génotypique asso
ciée g1 dans Ç} à laquelle on fait subir des opérateurs de modification pour obtenir de nouvelles 
expressions 9t+l correspondant à de nouvelles hypothèses ht+l qui sont alors testées pour me
surer leur performance dans le monde X. Ce cycle d'évaluation des hypothèses dans 7-i et de 
modification via Ç} se déroule jusqu'à ce qu'une bonne hypothèse soit trouvée ou qu'il soit décidé 
de consacrer les ressources calculatoires à d 'autres tâches, y compris éventuellement à une autre 
passe d'apprentissage en partant de conditions initiales différentes (voir la figure 8.1). 

Le découplage des missions dévolues à l'espace des hypothèses avec un espace spécial dédié 
à la. mission d'exploration est une idée intéressante. Le problème est cl 'identifier les espa.ces Ç} 
appropriés. Plusieurs écoles se sont développées en concurrence depuis les années 1960, chacune 
affirmant avoir identifié le bon espace Ç} avec ses opérateurs associés. Se distinguent essentielle
ment : 

• Les algorithmes génétiq·ues développés par John Rolland à partir des années 1960 et analysés 
en profondeur en 1975 [Hol75]. Rolland a ainsi proposé une analyse théorique, le « théorème 
des schémas », montrant selon lui la supériorité d'un espace génotypique décrit dans un 
langage de chaînes de bits. Les références à. la métaphore de l'évolution naturelle sont les 
plus explicites clans ce travail et le principe général de ces algorithmes a servi de standard 
pour les autres approches. 

• Les stratégies d 'évolution développées par Rechenberg et Schwefel en 1965 pour la résolution 
de problèmes cl 'optimisation de structures mécaniques. Cette école préconise l'utilisation de 1R pour l'espace génotypique. 

• La progra.mmation évolv.tive, développée par Fogel à partir de 1966, étudie l'exploration 
d'un espace d'automates à états finis (FSA) pour décrire certains types de fonctions et de 
programmes. 

• La programmation génétique, défendue avec force par Koza depuis 1992, promeut l'usage 
d'un espace d'arbres décrivant des programmes dans un langage adéquat (par exemple des 
expressions cl u langage Lisp) . 

Si les applications et les idées de développement sont foisonnantes pour l'ensemble de ces 
approches, les arguments théoriques expliquant leur fonctionnement et démontrant la supériorité 
de l'une d'entre elles sur les autres sont encore au stade exploratoire. Beaucoup reste clone à faire 
dans ce domaine. 

Après une description générique de ces approches, ce chapitre étudie brièvement tour à tour les 
quatres familles de méthodes décrites ci-dessus. Une idée intéressante qui s'impose naturellement 
avec ces approches cl' évolution simulée est celle de populations cl 'hypothèses se développant en 
symbiose. Ce phénomène est appelé « coévolution ». Ce chapitre se termine par sa description 
et par les perspectives ouvertes vers le développement d'« écologies » d'hypothèses, c'est-à-dire 
des théories (au sens de fragments de connaissance organisés) , plutôt que sur la recherche cl 'une 
hypothèse unique. 

Afin de souligner l'idée essentielle, selon nous, du passa.ge par un espace dédié à la mission 
cl 'exploration, nous appellerons ces familles de techniques « algorithmes opérant sur le génotype » 
ou encore AGs . Nous devons avertir le lecteur que cela est original et qu'en général on parle 
plutôt d'algorithmes d'évolution simulée (ES), tandis que l'acronyme AG est réservé à l'approche 
des algorithmes génétiques. 
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268 PARTIE 2 Apprentissage par exploration 

2.  Un modèle formel simplifié de l'évolution 

Cette section introduit les concepts fondamentaux communs aux algorithmes opérants sur le 
génotype ainsi que l'algorithme d'apprentissage général. 

2 . 1  Le jeu entre 1-{ et g 

Nous considérons désormais que l'espace des hypothèses 1i est couplé à un espace génotypique 
9. Quelle est la nature de ce couplage ? Notons 7r la relation liant 9 à 1i. En général, il ne s'agit 
pas d'une bijection qui associe à chaque h un unique g. S'il y a en effet toujours surjection : 
chaque hypothèse h est l'image par 7f d'au moins un élément g E 9 (1i étant le plus souvent 
défini par référence à 9 : 1i = 7r(Ç)) ,  il n'y a pas nécessairement injection : plusieurs élements g 
pouvant être projetés sur une même hypothèse h. On parlera donc à raison de dualité entre 9 et 
1i,  mais ce sera par abus de langage que l'on parlera. de couple (g, h).  

Dans cette dualité (Ç,  1i), la répartition des rôles est la suivante : 
• La mesure de performance s'effectue dans 1i : on mesure la valeur d'une hypothèse donnée 

en la confrontant, par l'intermédiaire d'une fonction de risque, appelée ici mesure de perfor
mance (fitness function), aux données d'apprentissage fournies dans X .  On notera 17 cette 
fonction de performance : 17 : 1i x X -> IR. 

• La variation concommittante à l'apprentissage s'effectue dans 9. En réponse à la mesure de 
performance attachée à 7r(9t) = ht, le système calcule un ou plusieurs nouveaux éléments 
9t+l correspondant à une ou plusieurs nouvelles hypothèse(s) . 

2.2  L'apprentissage comme processus d'évolution d'une population 

Ce processus d'apprentissage par jeu entre un espace 1i d'individus se mesurant à l'environne
ment et un espace 9 responsable du calcul de nouveaux individus a été en grande partie influencé 
par la métaphore de l'évolution des espèces telle que décrite par Darwin en 1859 [Dar59]. C'est 
pourquoi on qualifie souvent l'espace 1i de phénotypique : celui où s'expriment les traits des 
individus dont le génotype est décrit dans 9, l'espace génotypique. Par ailleurs, les méthodes 
d'apprentissage issues de cette métaphore utilisent souvent une population d'individus pour réa
liser l'apprentissage plutôt qu'un individu unique. Dans ce cas, on considère une population Pç (t) 
d'éléments de 9 à l'instant t qui, en fonction des performances des hypothèses de la population 
P7t (t) associée, détermine une nouvelle population Pç (t + 1) à l'étape suivante. On a alors le 
processus schématisé dans la figure 8.2 et dont les étapes du cycle général sont les suivantes : 

Étape 1 Expression : une population Pç (t) E 9 est projetée dans l'espace phénotypique 1i par 
l'application 7r : P7t (t) = 7r(Pç(t)) .  

Étape 2 Mesure de la performance : la. population d'hypothèses est évaluée, en général par 
une évaluation individuelle de chaque hypothèse, grâce à la. fonction </> qui utilise les 
données d'apprentissage. Cela évalue implicitement la population Pç (t). 

Étape 3 Sélection d'une opération de variation de Pç(t) : en fonction de l'évaluation de 
la population P7t (t), le système sélectionne l'opération de variation qui va transformer 
la population Pç; ( t) . 

Étape 4 Variation : l'opération de variation sélectionnée à l'étape précédente est appliquée à 
Pç (t) pour obtenir la nouvelle population Pç(t + 1) .  
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Chapitre 8 Apprentissage par évolution simulée 

FIG. 8.2: Le processus général d 'apprentissage par l'utilisation d 'un espace génotypique. Nous 
avons noté ici P(1t) et P(Q) des espaces de populations d 'hypothèses et de génomes. 
De ce fait, dans ce schéma, il faut comprendre Ph(f) et P9(i) respectivement comme une 
population d 'hypothèses à l 'instant t et une population de génomes à l'instant t. Ces 
pop·uLations évoZ.Uent en cours de recherche. 

Ce cycle est répété jusqu'à ce qu'une population Prt (t) obtienne une évaluation jugée satisfai
sante (par exemple la meilleure hypothèse h E Prt (t) ne change plus ou très peu du point de vue 
de sa performance), ou jusqu'à ce qu'une borne de ressources calculatoires soit atteinte. 

Nous allons illustrer ce processus général en étudiant le cas des algorithmes génétiques. 

3. Les algorithmes génétiques 

Les algorithmes génétiques ont été popularisés par John Holla.nd en 1975 grâce à son livre 
Adaptation in nattiral and artificial systems (réédité en 1992) [Hol75]. Dans ce travail, Holland 
cherche à utiliser la métaphore de l'adaptation naturelle des espèces par variation et sélection 
clans le but de réaliser automatiquement une adaptation optimale à l'environnement. À cet effet, 
Rolland met en avant quatre principes : 

l .  la ditalité entre un espace génotypique chargé des opérations de variation cl 'une génération 
à la suivante et un espace phénotypique dans lequel se produit la sélection ; 

2 .  un codage des éléments de Q par un alphabet discret, à l'instar de l'alphabet à quatre lettres 
de l 'ADN (Rolland milite pour un alphabet binaire pour des raisons théoriques qui seront 
étudiées à la section 3.6) ; 

3 .  une variation entre générations assurée par des opérateurs génétiq·ues, en particulier sexués ; 

4. le concept de primitives (building blocks) dans le code génétique qui se combinent pour 
assurer des interactions complexes nécessaires à la. construction d'hypothèses sophistiquées. 

Nous avons décrit l'idée fondamentale de dualité dans l'introduction de ce chapitre. Tournons
nous maintenant vers le problème du codage utilisant un alphabet binaire. 
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270 PARTIE 2 Apprentissage par exploration 

3.1  La représentation dans l'espace génotypique 

Les algorithmes génétiques standards (car il y a des mutants, évidemment) utilisent une re
présentation dans l'espace des génotypes Ç} ,  ou encore des génomes, par des chaînes de bits de 
longueur fixe. Par exemple, chaque hypothèse de 'H pourrait être associée à un génome de lon
gueur 12 bits, permettant ainsi de représenter 212 individus. Du point de vue pratique, l'intérêt 
de ce type de représentation est qu'il se prête à des opérateurs de modification simples (voir 
section 3.4). Le théorème des schémas (voir section 3.6) revendique une justification théorique 
de l'emploi de représentations binaires. 

La question est de savoir comment choisir la représentation adéquate pour le problème étudié. 
Cela implique un choix délicat de la taille de la représentation : plus celle-ci est grande, plus le 
nombre d'hypothèses représentables est élevé, mais plus aussi l'exploration de Ç} et donc de 'H 
peut être coûteuse. Généralement, le choix du codage par des bits est lié à celui des opérateurs de 
modification des génomes, dans la mesure où il faut éviter qu'un opérateur puisse, en « cassant » 

les primitives du codage, engendrer des génomes ne correspondant à aucune hypothèse valide. 

3.2 L'algorithme générique 

L'algorithme génétique standard règle l'évolution d'une population de génomes sous la. pression 
sélective des performances des hypothèses correspondantes dans 'H .  Il est dans ses grandes lignes 
décrit par les étapes de l'algorithme 8.  

Algorithme 8 : Algorithme génétique standard. 

début 
1. Initialisation de la population Pg (0). 
répéter 

2. Évaluation de la population courante Pg (t) par un calcul de la performance de 
chaque hypothèse h associée à chaque génome g E Pg (t) .  
3. Sélection des Il meilleurs génomes de Pg(t) qui vont devenir les « procréateurs » 
de la géneration suivante Pg(t + 1) .  
4. Modification des procréateurs par des opérateurs génétiques et obtention de À 
« descendants » .  
5 .  Remplacement de la population courante par les individus résultant des 
opérations génétiques de l'étape 4. 

jusqu'à critère d 'arrêt satisfait 
fin 

Nous allons aborder ces différentes étapes une par une . 

3.3 L'initialisation de la population 

La plupart des algorithmes opérant sur le génotype organisent l'exploration de l'espace Ç} (donc 
indirectement de 'H) en s'appuyant sur une population cl 'individus qui évoluent en essayant 
de maximiser la performance mesurée dans 'H. Deux questions découlent de cette technique : 
d'abord, quelle est la taille optimale de la population pour favoriser l'exploration efficace de Ç} ,  
ensuite, comment initio,liser les individus de la première génération Pg (0) ? 

Aucune de ces deux questions n'a de réponse théorique bien établie, et le choix de ces deux 
paramètres est donc souvent le résultat de jugements plus ou moins éclairés sur la nature du 
problème étudié. 
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Chapitre 8 Apprentissage par évolution simulée 

La taille de la population de génomes, généralement fixe au cours du déroulement de l'al
gorithme et notée N, est fréquemment de l'ordre de plusieurs centaines d'individus dans les 
algorithmes génétiques. En effet, les justifications théoriques de ces algorithmes indiquent qu'il 
faut des populations très grandes (idéalement infinies) pour que l'algorithme fonctionne optima
lement. Cela est aussi souhaitable pour conserver une bonne diversité à la population, permettant 
ainsi d'échapper aux optima locaux. Inversement, les considérations pratiques de coût calcula
toire militent pour l'emploi de populations de taille limitée, sous peine de ne pas pouvoir répéter 
suffisamment les étapes nécessaires à l'évolution de la population. 

Par ailleurs, le choix de la population initiale s'effectue souvent par un tirage aléatoire sur 
chaque bit des chaînes constituant les individus de Ç .  Cependant, si des connaissances a priori 
sont disponibles sur le problème, il est possible de biaiser la population initiale en sélectionnant 
des individus représentant des hypothèses prometteuses. Il faut cependant se méfier de ne pas 
pour autant trop amoindrir la diversité génétique nécessaire à l'exploration par évolution simulée. 

3.4 Les opérateurs 

Dans le cadre des algorithmes opérant sur le génotype, on appelle opérateurs des applications 
définies sur Ç permettant le renouvellement de la population à chaque génération. La variété 
des opérateurs imaginables est infinie. C'est à la fois un des charmes des travaux exploratoires 
dans ce domaine, mais aussi une source d'aga.cement car bien souvent seul le concepteur d'un 
nouvel opérateur en voit clairement l'intérêt ! John Rolland a proposé de suivre les recettes de 
l'évolution naturelle en adoptant les deux principaux opérateurs connus vers le rnileu du xxe 

siècle2 : la reproduction sexuée impliquant un croisement entre génomes, et la mutation par 
erreur de recopie ou par altération due à un agent extérieur (par exemple des rayons cosmiques). 

3.4.1 Les opérateurs de croisement 

Un opérateur de croisement est une application de : Ç x Ç � Ç x Ç. Il prend donc deux 
génomes et produit deux nouveaux génomes. De manière analogue au croisement ( cross-over) 
de la génétique naturelle, l'idée essentielle est de combiner des caractéristiques des parents dans 
l'espoir d'obtenir des descendants bénéficia.nt du meilleur des deux parents. Dans le cas d'une 
représentation par chaîne de bits de longueur fixe, le croisement consiste à sélectionner des 
sous-chaînes de chaque génome et à les intervertir. On distingue le croisement à un point et le 
croisement multipoint. 

• Dans le croisement à un point, on tire d'abord au hasard un point entre deux bits de 
la représentation par chaîne, puis en prenant les deux génomes parents, on échange leurs 
sous-chaînes à partir de ce point (voir figure 8.3 (a)) . 

• Dans le croisement multipoint, on tire d'abord au hasard plusieurs points entre bits 
de la représentation par chaîne, puis en prenant les deux génomes parents, on échange les 
sous-chaînes correspondantes (voir figure 8.3 (b)) . 

• Dans le cas extrême, les sous-chaînes échangées sont réduites à un bit. Chaque bit a alors 
une certaine probabilité, souvent proche de 0.5, d'être échangé avec le bit correspondant de 
l'autre génome. On parle alors de croisement uniforme (voir figure 8.3 (c)). 

2 Depuis, les recherches sur la génétique ont dévoilé d'autres opérateurs qui semblent guider l'évolution et 
permettre par exemple une a.dapta.tion plus rapide qua.ncl des cha.ngements de milieu qui ont déjà. été rencontrés 
ditns le passé surviennent (voir par exem pie le livre de Christopher W ills La sagess<� des gênes et le livre de 
science fiction L 'échelle de Darwin (Darwin's radio) de Greg Bear pour un roman basé sur ces idées. 
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1 0 0 0 1 1 0 1 0 0 1 1 0 1 1 

0 0 1 0 1 0 0 1 0 1 1 1 1 0 1 

1 0 0 0 1 1 0 1 0 0 1 1 0 1 1 

0 0 1 0 1 0 0 1 0 1 1 1 1 0 1 

1 0 0 0 1 1 0 1 0 0 1 1 0 1 1 

0 0 1 0 1 0 0 1 0 1 1 1 1 0 1 

PARTIE 2 Apprentissage par exploration 

(a) 

(b) 

(c) 

1 0 0 0 1 0 0 1 0 1 1 1 1 0 1 

X 
0 0 1 0 1 1 0 1 0 0 1 1 0 1 1 

1 0 0 0 1 0 0 1 0 1 1 1 0 1 1 

X X 
0 0 1 0 1 1 0 1 0 0 1 1 1 0 1 

1 0 1 0 1 0 0 1 0 1 1 1 1 1 1 

0 0 0 0 1 1 0 1 0 0 1 1 0 0 1 

FIG. 8.3: En (a) un exemple de croisement à un point. En (b) un exemple de croisement multi
point. En (c) un exemple de croisement uniforme. 

3.4.2 Les opérateurs de mutation 

Un opérateur de mutation est une application de : Ç � Ç. Il prend en entrée un génome (une 
chaîne de bits) et retourne une autre chaîne de bits. On parle de « mutation » pour indiquer 
qu'à l'instar des mutations génétiques rencontrées dans la nature, la transformation n'affecte que 
quelques bits de la. chaîne. Un opérateur de mutation fonctionne en changeant aléatoirement, 
suivant une probabilité Pm·ut , chaque bit de la. chaîne passée en argument dont la. valeur est 
inversée (voir figure 8.4). En général la probabilité Pmut est faible, juste suffisante pour assurer la 
mutation de quelques génomes dans la population Pg (t). :tvlais la proportion idéale de mutations 
est sujette à débats. 

1 0 0 0 1 1 0 1 0 0 1 1 0 1 

0 1 1 1 0 0 1 0 1 1 0 0 1 0 0 z�,.� , , , , 0 0 , 0 0 , , , 0 
1 �;O,� 0 0 1 0 0 1 0 1 1 1 0 1 1 

Pmut= O\ 
1 0 0 0 0 1 0 1 0 0 1 1 0 1 1 

Frc. 8.4: Un exemple d 'opération de mutation sur une chaîne de bits. 

3.4.3 Débat : le rôle des opérateurs 

Une manière d'envisager les algorithmes génétiques est de les considérer comme des algorithmes 
d'optimisation par recherche dans un espace de possibilités. De tels algorithmes font face au 
dilemme classique « exploitation contre exploration » .  L'exploitation utilise l'information acquise, 
par exemple sous la forme d'un gradient local, pour modifier l'estimation courante. Ce genre de 
stratégie conduit le plus souvent à des optima locaux. L'exploration teste des solutions ailleurs 
que dans le voisinage immédiat de la solution courante, parfois par tirage aléatoire. Cette seconde 
stratégie permet d 'explorer plus largement l'espace de recherche et d'échapper ainsi aux optima 
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Chapitre 8 Apprentissage par évolution simulée 

locaux. En revanche, en n'exploitant pas l'information acquise, elle est entièrement soumise aux 
aléas du tirage et ressemble à une marche aléatoire. Certaines méthodes de recherche, comme 
le recuit sim1ûé, implémentent un compromis entre l'exploitation et l'exploration (voir aussi 
certaines méthodes d'apprentissage par renforcement (chapitre 16) . C'est également le cas des 
algorithmes génétiques par l'usage des opérateurs de croisement et de mutation. 

La recherche en génétique laisse supposer que l'échange de matériel génétique entre individus 
joue un grand rôle dans l'évolution des organismes avancés. Le principe en serait que ce croisement 
permet une recombinaison de primitives déjà testées (blocs d'ADN ou séquences de bits) ouvrant 
la possiblité de combinaisons encore plus performantes entre ces primitives. Par combinaisons 
successives de blocs de plus en plus grands, le croisement permettrait ainsi l'évolution vers des 
organismes de plus en plus performants tendant à être retenus par le processus de sélection 
naturelle. Il s'agit là d'une sorte d'exploitation des informations contenues dans la population 
courante de génomes. En revanche, cet opérateur, combiné avec le processus de sélection qui 
élimine des individus, tend à appauvrir le stock de primitives disponibles. Il est donc nécessaire 
de disposer d'un autre opérateur introduisant des nouveautés dans ce stock de primitives. C'est 
le rôle de l'opérateur de rwutation qui, par la modification aléatoire de bits, conserve un taux de 
renouvellement, donc de diversité, des génomes. La mutation joue ainsi un rôle d'exploration. 

La proportion de ces deux opérateurs dans l'étape de modification d'une généra.tion Pç (t) 
pour passer à la suivante est sujette à controverse. Pour John Holland, l'opération de croisement 
est fondamentale puisqu'elle permettrait l'émergence progressive de primitives de plus en plus 
intéressantes dans le contexte de l'environnement courant. L 'opération de mutation ne serait là 
que pour conserver une source de diversité nécessaire. En revanche, les promoteurs des stratégies 
cl 'évolution ont le discours inverse, minimisant le rôle du croisement pour se concentrer sur celui 
de la mutation, ce qui revient à. implémenter une sorte d'algorithme de gradient stochastique. 
Qui a raison ? 

Il est utile de se reporter au no-free-lunch theorem discuté dans le chapitre 2 .  Ce théorème af
firmant qu'aucune méthode inductive n'est meilleure qu'une autre indépendamment d'une classe 
de problèmes donnée a une contrepartie pour ce qui concerne les méthodes d'optimisation par 
recherche dans un espace de solutions (voir [Wol97]) . Ici aussi, aucune méthode d'optimisation 
n'est meilleure en moyenne sur tous les problèmes d'optimisation possibles. Il en résulte que 
chaque méthode est adaptée à certaines classes de problèmes et inopérante pour d'autres classes 
de problèmes. La controverse entre partisans d'une forte proportion d'opérations de croisement 
et ceux favorisant l'usage de la mutation est donc stérile. Ce qui est intéressant est cl 'essayer 
cl 'identifier les types de problèmes pour lesquels chaque méthode est la plus performante. Dans 
l'état actuel des connaissances, il semble que l'usage important de l'opération de croisement soit 
favorable lorsque la fonction à optimiser est relativement continue. À ceux que cette caractéri
sation très qualitative ne satisfait pas, nous conseillons de consulter les travaux portant sur la 
notion de « rugosité » du paysage de la fonction à optimiser (voir par exemple 1Ang981 ) .  

Pour terminer, on peut noter que les techniques les plus récentes utilisent une adaptation 
dynamique de la proportion de chaque opérateur en fonction des informations glanées lors de 
l'exploration de l'espace de recherche. Cela facilite aussi l'adaptation dans des environnements 
changeant avec le temps. 

3.5 La sélection 

Les opérateurs étudiés dans la section précédente fonctionnent dans l'espace Ç} des génotypes. 
La sélection, qui consiste à calculer la nouvelle population d'hypothèses, s'effectue dans l'espace 
H sous la pression de l'environnement décrit dans l'espace des entrées X. On peut y distinguer 
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274 PARTIE 2 Apprentissage par exploration 

trois phases : une phase d'évaluation dans laquelle chaque hypothèse h E 1i est évaluée (par 
exemple en mesurant son risque empirique), une phase de sélection proprement dite où l'on ne 
retient qu'une partie de la population courante d'hypothèses, et une phase de remplacement qui 
remplace la population courante P')-{(t) par une nouvelle population P1-t (t + 1 ) .  

Il est tentant d'évacuer rapidement la phase d 'évafoation des hypothèses. Après tout i l  n'y a 
rien là de nouveau : il s'agit seulement d'évaluer la qualité ou la performance de chaque hypothèse 
dans le contexte des données d'apprentissage. Dans le contexte des algorithmes opérant sur le 
génotype, on parle de fonction d 'évaluation ou de fonction de pe1j'ormance quand on n'adopte pa.s 
directement le terme anglais de fitness function. Nous voulons cependant souligner l'importance 
de cette étape clans le contexte des algorithmes opérant sur le génotype. En effet, ces algorithmes 
impliquent généralement l'évolution de populations d'hypothèses, ce qui signifie que, le plus 
souvent, de très nombreuses hypothèses doivent être testées. Si l'évaluation d'une hypothèse 
est coüteuse, comme c'est fréquemment le cas (par exemple dans la recherche d'une structure 
méca.nique devant remplir un certain cahier des charges, ou clans la recherche d'un programme 
de commande de robot), alors l'évaluation d'une population d 'hypothèses peut être, et de loin, 
l'étape la plus exigeante en ressources calculatoires. Dans ce cas, on peut utiliser, si c'est possible 
et avec circonspection, une approximation de la fonction d'évaluation pour accélérer le calcul, 
surtout pour les premières générations. Une fois que toutes les hypothèses de la population 
courante ont été évaluées, il faut décider quelles hypothèses méritent attention et peuvent servir 
pour le caJcul de la génération suivante. C 'est le rôle de l'étape de sélection. 

3.5.1 L'étape de sélection 

Une fois que la qualité des individus est déterminée grâce à la fonction de perforrnance </>, il 
reste à décider quels individus seront sélectionnés pour le calcul de la génération suivante par 
l'utilisation cl 'opérateurs génétiques, et quels individus seront conservés ou au contraire éliminés. 
C'est ce que réalise l'étape de sélection. 

D'un certain côté, l'étape de sélection joue un rôle de méthode cl 'exploitation puisqu'elle utilise 
l'information rendue disponible par l'évaluation de la population courante des hypothèses pour 
décider où doit porter l'attention clans la génération suivante. 

Conformément à la théorie clarwinnienne de l'évolution, la sélection doit tendre à favoriser les 
meilleurs individus d'une population pour en faire les « parents » de la génération suivante, c'est
à-dire ceux qui transmettront du matériel génétique. Orientant l'exploration de Q, ils contrôleront 
aussi l'exploration de 7-l, avec l'espoir de la conduire dans les régions les plus intéressantes. Il faut 
cependant régler avec soin la pression sélective, c'est-à-dire la tendance à ne conserver que les 
meilleurs individus. Si en effet celle-ci est trop élevée, le risque est grand d'une perte de diversité 
dans la population d'hypothèses, ce qui conduit à une convergence prématurée. Inversement, une 
pression sélective insuffisante ne conduit pas à une convergence. Plusieurs techniques ont été 
proposées pour régler ce compromis. Nous en présentons ici trois parmi les plus classiques. 

l .  La sélection proportionnelle à la performance mesurée. Chaque hypothèse h E PH (t) 
est évaluée par la fonction de performance 1> (phi comme fitness). La performance propor
tionnelle de chaque hypothèse est alors définie comme : 

1>( hi) 
rPprop(hi) = � 

L._; h; EP'H (t) ef>(hj ) 

Selon la sélection proportionnelle à la performance, la probabilité qu'un individu soit sélec
tionné pour participer à la production de la génération suivante est égale à sa performance 
proportionnelle <l>vrov(h). Par analogie avec la roulette des casinos, on parle souvent de 
sélection par ro1;,lette (voir figure 8.5) .  
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FIG. 8.5: On considère ici une population de dix hypothèses dont la performance est figurée dans 
le graphiq1ie de gattche. Dans la sélection par ro1ûette (premier diagramme circitlaire), 
à chaq1ie individu est associé un rayon de la roulette dont l'angle est proportionnel à 
sa performance absolue. Le tirage œu hasard selon la roulette donne une espérance de 
tirage de chaque individu proportionnelle à sa performance absolue. Dans la sélection 
par roulette proportionnelle au rang {second diagramme circula.ire), à chaque individ11. 
est associé un rayon de la roulette dont l'angle est proportionnel à son rang dans la 
population, le meilleur individtt étant crédité du plus grand nombre, le second de ce 
nombre moins un, le dernier de tm. Le tirage ait hasard selon la rotûette donne ime 
espérance de tirage de chaque individtt proportionnelle à ce nombre. 

2. La. sélection proportionnelle au rang. Un inconvénient de la sélection proportionnelle 
à la performance est que si un ou plusieurs « superindividu(s) » appara.isse(nt), de per
fonnance très supérieure aux autres, ils risquent de complètement monopoliser le pool 
génétique dont sera issu la prochaine génération. Il arrive alors fréquemment que la popu
lation stagne dans un optimum local. Pour éviter ce risque de perte de diversité prématurée, 
on utilise souvent la sélection proportionnelle au rang. Dans ce cas, les individus sont or
donnés dans l'ordre de leurs performances respectives, et la probabilité de participer à la. 
construction de la prochaine génération est déterminée par le rang et non directement par 
la performance. Par exemple, on utilise une roulette dans laquelle chaque individu est as
socié à une part proportionnelle à ··�ng(h; ) , où N est la taille de la population. L'effet N(N-1}/2 

3. 

obtenu est celui d'une pression sélective adoucie lorsque la variance des performances est 
grande, tandis qu'elle est au contraire accentuée si la variance est faible (voir figure 8.5). 

La. sélection par tournoi. Les méthodes de sélection décrites ci-dessus exigent l 'éva.luation 
de toutes les hypothèses de la population. Une autre méthode peut éviter cela qui de plus 
se prête bien à une parallélisation des calculs. Supposons que l'on ait besoin de sélectionner 
µ individus pour engendrer la génération suivante, l'idée est alors d'organiser µ tournois de 
t � N individus chacun. On retient alors le meilleur individu de chaque tournoi. La taille 
k de ces tournois est un para.mètre permettant de contrôler la. pression sélective : plus k 
est grand, plus celle-ci est grande. Dans la pratique, on utilise souvent des valeurs de k 
comprises entre 2 et 10. Un autre atout de cette méthode est qu'elle est peu sensible aux 
erreurs de la fonction de performance </J.  

Une fois que les individus les plus aptes ont été sélectionnés, ils sont utilisés comme entrées 
des opérateurs génétiques afin de calculer des individus neufs. Supposons que µ individus aient 
ainsi été retenus : un cas typique est d'utiliser environ 1i/2 individus pour des croisements, it/20 
pour de la mutation et le reste pour une simple recopie. Bien sûr ces proportions peuvent varier, 
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276 PARTIE 2 Apprentissage par exploration 

et même considérablement. Ainsi dans les stratégies d 'évolution, le croisement n'est pas employé, 
tandis que les µ individus sélectionnés sont utilisés pour l'opération de mutation. 

3.5.2 L'étape de remplacement 

Après que la sélection a retenu µ parents et que ceux-ci ont produit >. descendants, il faut 
décider de quels individus sera composée la population suivante, sachant qu'en général la taille 
N de la population reste fixe. Plusieurs variantes sont possibles suivant que des individus de la. 
population précédente sont admis à perdurer dans la nouvelle population ou non. 

N N 

FIG. 8.6: Le schéma général dit remplacement d 'une popitlation par la suivante. µ parents sont sé
lectionnés dans la population courante pour engendrer >. individus qui figtireront dans la 
population suivante. Le reste des individus nécessaires à la complétion de la population 
est obtenu par des méthodes variées. 

Une méthode extrême consiste à remplacer entièrement la génération précédente par les des
cendants calculés. On parle alors de remplacement (µ, >.) où les µ individus de la génération 
suivante (ici µ = N) sont les meilleurs des >. individus obtenus par les opérateurs génétiques. 
L'inconvénient de cette méthode est qu'elle risque de perdre des individus excellents d'une géné
ration et de les remplacer par des individus plus médiocres. C'est pourquoi une autre méthode 
est plus sou vent employée, le remplacement (µ + >.) ,  qui consiste à tirer les N nouveaux individus 
parmi les µ parents sélectionnés plus les >. descendants calculés. 

Une alternative à ces méthodes impliquant le remplacement d'une génération par la suivante 
est la technique de génération par remplacement local ( steady-state). Le principe consiste à sé
lectionner une sous-population de la population totale puis de déterminer par roulette ou par 
tournoi un ou des parents dans cette sous-population pour engendrer les remplaçants de cette 
sous-population, en respectant une population totale constante. Chaque génération n'implique 
donc que le remplacement de certains individus et non le remplacement de toute la popula
tion. L'intérêt de cette technique est de se prêter aisément à une implémentation asynchrone et 
décentralisée. 

3.6 Le théorème des schémas : une explication de la puissance des AGs ? 

Les algorithmes opérant sur le génotype découplent le problème de l'expression des hypothèses 
de celui de son exploration en déléguant celui-ci à un autre espace doté d'opérateurs propres : 
l'espace des génotypes. Ces algorithmes ont également une source d'inspiration dans les modèles 
de l'évolution. Depuis leur conception, les algorithmes opérant sur le génotype ont été testés sur 
de très nombreux domaines d'application et revendiquent des succès parfois spectaculaires sur 
des problèmes réputés difficiles. Il est temps de s'interroger sur la source de la puissance de ces 
algorithmes, ce qui devrait permettre aussi, dans l'esprit du no-free-ltmch theorem (voir 5.1) ,  de 
mieux cerner les familles de problèmes pour lesquels ils sont les plus adaptés. 
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Chapitre 8 Apprentissage par évolution simulée 

Depuis quelques années, plusieurs travaux de recherche important,s ont été dédiés à l'étude 
théorique du fonctionnement des algorithmes opérant sur le génotype (voir par exemple [Cer95, 
Kal99, Rud97, Vos99J ... ) . Ces travaux utilisent principalement des modélisations par chaînes de 
!viarkov, par martingales, ou des concepts tels que la rugosité de l'espace de recherche. Nul doute 
qu'ils défrichent un terrain qui se révélera fécond et qu'un spécialiste des algorithmes opérant 
sur le génotype doit connaître. Cependant, il nous semble intéressant de consacrer l'espace limité 
de ce chapitre à une analyse théorique déjà ancienne : le théorème des schémas dû à Holland 
en 1975. En effet, même si elle a été depuis l'objet de nombreuses études critiques et semble 
dépassée sur certains points, elle est encore la source de profondes interrogations. 

Le point de départ de cette étude théorique réside dans un résultat de la théorie de Markov, 
à savoir que le nombre de tests nécessaires à l'obtention d'un optimum global par une recherche 
aléatoire croît exponentiellement avec la dimension L de l'espace de recherche quelle que soit la 
fonction de performance cible. Qu 'est-ce qui fait alors la différence avec des algorithmes utilisant 
le génotype ?  Qu'est-ce qui peut expliquer leur puissance apparente ? 

L'une des motivations de John Holland était de montrer pourquoi l'opérateur de croisement 
est essentiel dans le fonctionnement des algorithmes génétiques. L'idée fondamentale est que les 
génotypes associés à des hypothèses contiennent clans leur code des primitives de construction 
(building blocks). Dans le cadre des algorithmes génétiques, une primitive peut être n'importe 
quelle sous-séquence de chaîne de bits qui se présente clans la population. Mais cette notion s'étend 
aussi aux algorithmes utilisant cl 'autres types de représentations : des sous-arbres dans le cas de 
la programmation génétique ou des portions d'automates dans le cas de la programmation évolu
tive. L'hypothèse est que la possession dans leur code génétique de bonnes primitives augmente 
la performance des individus qui en sont dotés (comme la possession d'un cœur a.ugmente nota
blement le domaine d'action des organismes qui en sont dotés). De ce fait, ces individus tendent à 
être davantage sélectionnés pour la reproduction de la nouvelle génération et par conséquent ces 
primitives tendent à se multiplier et à se répandre clans la population (le théorème des schémas 
montre que cet accroissement des bonnes primitives est exponentiel en cours d'évolution). Le 
croisement permettant la combinaison de ces primitives en super-primitives conduirait alors à 
l'émergence de superindividus. 

Plus formellement, on recherche une hypothèse optimale via l'exploration de l'espace des gé
nomes Ç} ,  ce qui revient à chercher un génome optimal. L'hypothèse fondamentale de Holland est 
qu'un génome optimal est une superposition de parties de génomes qu'il appelle des schémas, qui 
correspondent chacune à des propriétés particulières des hypothèses associées. Ainsi, un schéma 
est une primitive de construction clans la mesure ou le trait qu'il code dans 1t correspond à 
une propriété mesurable et que c'est l'addition de telles propriétés qui rend une hypothèse per
formante. Il est crucial de noter que cette hypothèse fondamentale n'est nullement triviale et 
correspond en fait à une contrainte très forte sur la relation entre 1t et Ç} .  Cela signifie en effet 
que le codage des hypothèses dans Ç} respecte une indépendance entre les propriétés pertinentes 
(pour la performance) des hypothèses, la superposition de deux schémas étant associée à l'ad
dition de deux propriétés mesurables clans 7t. Trouver un tel code n'est généralement pas une 
tâche aisée. Nous allons voir que le théorème des schémas, qui découle de cette hypothèse fonda
mentale, ajoute encore des contraintes sur ces schémas si l'on veut que les algorithmes opérant 
sur le génotype fonctionnent. La discussion qui suit s'applique aux algorithmes génétiques qui 
opérent sur des chaînes de bits de longueur fixe. L'extension à d'autres types de représentations 
a fait l'objet de travaux mais se heurte à des difficultés que nous soulignerons dans les sections 
correspondantes. 

Soit L la longueur des chaîne de bits de Ç}. 
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278 PARTIE 2 Apprentissage par exploration 

Définition 8.1 (Schéma) 

Un schéma s est iine chaîne sur {O, 1 ,  * }L où la signification du symbole * est 0 ou l .  Il y a par 
conséquent 3L shémas définis sur Ç} 

Un schéma correspond ainsi à un sous-espace projeté de Ç}. 

- EXEMPLE 

Pa.r exemple, le schéma s -O* l O  défini sur un espace de chaînes de bits de longueur 4 est 
appariable à l'ensemble des chaînes de bits contenant exactement 0010 et 0110.  

Inversement, une chaîne de bits g est appariable à plusieurs schémas : tous ceux qui corres
pondent aux sous-espaces de Q contenant g. Par exemple, la chaîne de bits 0100 est contenue 
dans 24 schémas (c'est-à-dire dans les sous-espaces de Ç} associés), dont par exemple **** (di
mension 4), *l ** (dimension 3) ,  O*O* (dimension 2) ou encore 01 *O (dimension 1) .  On peut 
donc considérer qu'un individu g de Ç} est représentatif d'un certain nombre de schémas, dont les 
traits correspondants sont exprimés dans l'hypothèse h associée à g. Appelons n(s, t) le nombre 
de schémas s représentés par une population de génomes à l'instant t. Le théorème des schémas 
décrit l'espérance de n(s , t + 1 )  en fonction de n(s, t) et d'autres propriétés de la population et 
des paramètres de l'algorithme. 

L'évolution de la population dans un algorithme génétique dépend de l'étape de sélection, puis 
des opérations de croisement et de mutation. Considérons d'abord l'effet de la sélection. Par abus 
de langage, on parlera de la performance </>(g) d'un génome g, quand en toute rigueur il s'agit 
de la performance mesurable de l'hypothèse associée h. Soit donc ef;(t) la performance moyenne 
des individus de la population Pç; (t) à l'instant t :  

- 1 '"' </>(t) = 
N � </>(g) 

gE Pç;(t) 

D'après la règle de sélection proportionnelle à la performance, la probabilité pour un génome 
g.; d'être sélectionné est : 

= 
Nef;(t) 

La probabilité de sélectionner un génome représentatif d'un schéma. s est alors : 

P (g E s) = � 
</J Si') = 

g E snPç (t) 
N<fJ(t) 

</>(:_, t) 
n(s t) 

N </>(t) ' 

(8.1) 

(8.2) 

où </>(s, t) est la performance moyenne des génomes de la population Pç (t) représentatifs du 
schéma s : 

</>(s, t) = 
Lge snPç(t) </>(g) 

n(s, t)  

L'équation 8.2 vaut pour un génome. L'espérance d'appartenance au schéma s pour l'ensemble 
des individus de la population Pç (t) résulte de N fois le même tirage indépendant, d'où la valeur 
de l'espérance : 

E[n(s, t + l ) ]  = <Pis,  t)  
n(s ,  t) 

<P( t) 
(8.3) 
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Chapitre 8 Apprentissage par évolution simulée 

Si l'on regarde seulement l'effet de la sélection d'une génération à la suivante, l'équation 8.3 
montre que l'espérance du nombre de génomes représentatifs d'un schéma s à l 'instant t + 1 est 
proportionnelle à la perfoma.nce moyenne de ce schéma à l'instant t et inversement proportionnelle 
à la performance moyenne de la population de génomes à l'instant t. Les schémas dont la valeur 
moyenne est supérieure à la performance moyenne générale devraient donc voir le nombre de 
leurs représentants augmenter au cours des générations. Inversement, les schémas associés à 
des performances médiocres devraient tendre à disparaître. Globalement, l'effet des algorithmes 
génétiques devrait être de révéler et de favoriser les primitives de construction intéressantes pour 
la tâche courante. 

Cependant, cet effet sélectif n'est pas suffisant pour construire des superindividus. Il faut tenir 
compte des opérateurs de croisement et de mutation. Or ceux-ci, à côté de leurs éventuels effets 
bénéfiques, ont aussi des effets destructeurs. De fait, sous l'effet d'une mutation, un génome peut 
ne plus appartenir à un schéma. donné. La. probabilité que cela arrive dépend du nombre de bits 
définissant un schéma. Un croisement (ici on ne considère que les croisements à un point) peut 
de la même manière produire des descendants n'appartenant plus à un schéma donné. Il suffit 
pour cela que le point de croisement se trouve situé « à l 'intérieur » du schéma considéré. 

Pour énoncer complètement le théorème des schémas, il nous faut donc deux définitions ex
primant des caractéristiques des schémas importantes lorsque les opérateurs génétiques sont 
employés. 
Définition 8.2 (Ordre d'un schéma) 

On appelle ordre o( s )  d 'un schéma s le complément à L de la dimension du sous-espace corres
pondant. C'est aussi le nombre de caractères dont la valeur est spécifiée dans s .  

-- EXEMPLE 
C 'est ainsi que le schéma * * 0 * * est d'ordre 1, alors qu'il représente un sous-espace de 
dimension 4 de {O, 1, * }5 et le schéma 10 * 11 d'ordre 4 . 

Définition 8.3 (Longueur caractéristique d'un schéma) 

On appelle longueur caractéristique d(s) d 'un schéma s, dans sa représentation comme ime chaîne 
de L caractères de l'alphabet {O, 1 ,  *} ,  le nombre de bits entre le symbole non égal à * le plus à 
gauche dans la chaîne et celui le plus à droite, augmenté de 1 .  

-- EXEMPLE 
C 'est ainsi que d(l * * * 1) = 4, d(*O * h) = 2, d(lû * h) = 3 et d(* * 0 * *) = 1 .  

En notant P ci·ois la probabilité d'utilisation de l'opérateur de croisement et Pm ut la probabilité 
de mutation d'un bit, on obtient alors l'équation suivante, appelée aussi théorème des schémas. 

Théorème 8.1 (Le théorème des schémas (Holland, 1975)) 

L 'espérance du nombre de génomes représentants un schéma s suit l'équation : 

[ l _ </J(s, t) ( d(s) ) o(s) 
E n(s, t + 1) - ----n(s, t) 1 - P crois-- ( 1  - Pmut )  

ef>(t) L - 1  
(8.4) 

279 



\/') Q) 

e 
>w 
0 ..-1 
0 N 
@ 
.µ .c. 
0) 
·;:: 
>-0.. 
0 
u 
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Le premier terme de droite décrit l'effet de la sélection, conformément à l'équation 8.3. Le 
deuxième décrit l'effet destructeur du croisement. Il exprime la probabilité de survivance à l'effet 
d'un opérateur de croisement. Plus la longueur caractéristique d'un schéma est grande, plus la 
probabilité qu'un opérateur de croisement détruise l'appartenance à ce schéma d'un descendant 
est grande. Le troisième terme correspond à l'effet destructeur des mutations, dont la probabilité 
dépend de l'ordre du schéma considéré. Ainsi les effets destructeurs des opérateurs de croisement 
et de mutation s'accroissent avec l'ordre et la longueur caractéristique des schémas. Rolland en 
conclut que l'effet des algorithmes génétiques est de favoriser l'apparition des représentants des 
schémas les plus performants, et ceci d'autant plus que ceux-ci sont courts (ordre et longueur 
caractéristique faibles) .  

Plusieurs remarques peuvent être formulées : 

l. D'après ce théorème, l'idéal serait de disposer d'un codage des génomes tel que les primi
tives utiles soient décrites par des chaînes de bits courtes. lVIalheureusement, cela revient 
à connaître à l 'avance le codage adéquat, c'est-à-dire les propriétés du problème que l'on 
cherche à résoudre. Les détracteurs de ce théorème se sont ingéniés à concevoir des pro
blèmes dits « trompeurs » (deceptive problems) qui ne satisfont pas les codages usuels et 
mettent donc les algorithmes génétiques en défaut. On pourra noter ici que certains auteurs, 
inspirés aussi par la biologie, ont proposé des opérateurs d 'inversion permettant le réarran
gement dans l'espace des schémas afin de pouvoir réduire leur longueur caractéristique et 
de les soustraire aux effets destructeurs du croisement. 

2. Le théorème des schémas est insuffisant car, bien qu'il prenne en compte l'effet destructeur 
des opérateurs génétiques, il ne traduit pas leurs éventuels effets bénéfiques, en particulier 
ceux concernant le croisement qui permet la combinaison de plusieurs schémas en super
schémas. Cette étude-là en est encore à ces prolégomènes. 

3. Une autre source d'insuffisance du théorème des schémas réside dans son incapacité à 
prendre en compte ce que l'on appelle l'épistasie, qui signifie que certaines parties du 
génome peuvent avoir une influence sur l'expression d'autres parties du génome. Plus gé
néralement, toutes les non-linéarités dans le fonctionnement ou l'expression du génome 
échappent à l'analyse par schémas. 

4. Une idée profonde de Holland est que les algorithmes génétiques, en calculant des popu
lations successives de génomes, effectuent de fait une recherche implicite dans l 'espace des 
schémas, pour découvrir les plus intéressants. Si c'est là effectivement la source de puis
sance des algorithmes génétiques, alors il faut favoriser cette recherche implicite qui se 
réalise grâce à l'appartenance des génomes à plusieurs schémas, lesquels se trouvent ainsi 
mis en compétition. Il faut donc maximiser le nombre de schémas qui sont représentés 
par une population de génomes de taille donnée. Cette remarque conduit à préférer les 
alphabets binaires, d'où le choix de la représentation prônée par Rolland. En effet, par 
exemple, la chaîne 0101 est représentative de 24 schémas dans un alphabet binaire, alors 
que le nombre total de schémas est de 3L. Dans un alphabet n-aire, la chaîne 0101 est 
toujours représentative de 24 schémas, tandis que leur nombre total est de n4. On voit que 
l'exporation implicite permise par une population de taille donnée est ainsi plus efficace 
dans le cas d'un alphabet binaire. 

L'étude décrite ci-dessus concerne des représentations séquentielles de taille fixe. Que se passe
t-il dans le cas de l'utilisation de représentations dont la taille peut varier et dont les primitives 
peuvent être réarrangées dans le génome ? On a encore beaucoup de mal à l'analyser, mais il existe 
plusieurs propositions très intéressantes cl 'algorithmes utilisant des représentations alternatives 
et qui ont été largement testées sur de nombreux problèmes. 
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4. Les stratégies d'évolution 

La technique dite des « stratégies d'évolution » a été initiée par Fogel, Owens et Walsh dans 
les années 1960 (voir [FOW66]) .  Elle consiste à utiliser une représentation par automates à états 
finis3 pour l'espace Ç des génotypes et l'opérateur de mutation pour modifier les expressions de 
cet espace. Dans leur version originale, les stratégies d'évolution furent utilisées pour des tâches 
de prédiction de séquences. 

La méthode démarre en produisant une population initiale d'automates à états finis. Ceux-ci 
sont parcourus en fonction de l'état courant et de l'entrée correspondant au caractère courant 
de la séquence. L'évaluation de l'automate tient compte de l'accord ou non de la prédiction faite 
alors par l'automate par rapport au caractère suivant de la séquence. De cette manière, chaque 
automate est évalué en fonction de la séquence entière à prédire. La sélection utilise une roulette 
proportionnelle à la. performance. Les descendants de la génération courante sont calculés à 
partir des parents sélectionnés en leur appliquant des mutations qui peuvent ajouter des états, 
en retirer, changer les transitions entre états, changer l'état initial et changer les caractères de 
sortie. Très souvent, la génération suivante est obtenue par un procédé de remplacement élitiste 
consistant à conserver la meilleure moitié de la génération courante et en complétant par les 
descendants obtenus à partir de cette meilleure moitié. Souvent aussi, le taux de mutation est 
réduit au fur et à mesure des générations. 

Les développements récents de cette technique ont élargi les recettes employées, mais en conser
vant la mutation comme seul opérateur génétique (voir [Fog98, Fog99]) .  

Les figures 8.7 et 8 .8 illustrent l'évolution d'une population de cinquante automates à états 
finis ayant au maximum vingt états sur une tâche de prédition de la séquence : 

1 ,  0 ,  1 ,  1 ,  1 ,  0 ,  0 ,  1 ,  1 ,  1 ,  0 ,  1 

La figure 8.7 montre la population initiale, tandis que la figure 8.8 montre l'évolution du 
meilleur automate toutes les dix générations depuis la génération 10 jusqu'à la génération 200 
(voir [J a.cO 1 ] ,  chapitre 6 pour les détails). 

5 .  La programmation génétique 

Est-il possible d'envisager de produire automatiquement des programmes par un mécanisme 
d'évolution simulée ? Ici, l'espace 1{ des hypothèses deviendrait un espace de programmes, la 
performance de chacun d'eux étant mesurable par test dans un environnement représentatif des 
tâches à réaliser. L'idée est séduisante, elle semble cependant complètement irréalisable. Tout 
programmeur a déjà eu l 'occasion de pester contre une virgule ou un point-virgule mal placé 
responsable du dysfonctionnement d'un programme, alors comment une exploration au hasard, 
ou presque, de l'espace des expressions possibles pourrait parvenir à produire un programme 
valide, encore plus d'un programme solution, et qui plus est efficace ? !  

Encore une fois la solution réside dans une représentation adéquate des programmes se prê
tant bien à l'utilisation d'opérateurs d'exploration efficaces. En intelligence artificielle, dire ceci 
revient évidemment à énoncer une tautologie. Personne n'a de recette pour trouver une telle 
représentation ni les opérateurs associés. Cependant, toute une école de chercheurs, à la suite 
de pionniers tels que Cramer [Cra85] et Koza [Koz92, Koz94, KA99], a proposé une nouvelle 

3 Voir le chapitre 7. 
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FIG. 8. 7: La génération 0 d 'automates à états finis. 
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FIG. 8.8: Le meilleur automate toutes les dix générations de la génération 10  à la génération 200. 
Dès la génération 70, le meillwr automate prédit parfaitement la séquence. Le reste de 
l 'évolution conduit à mie simplification dti rneillettr atitornate. 
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approche qui a été testée de manière prometteuse sur une grande variété de problèmes. L'idée 
fondamentale est de s'appuyer sur une représentation des programmes par arbres et d'utiliser des 
langages de programmation dont la. synta.xe est simple et telle que des manipulations syntaxiques 
également simples produisent encore des programmes licites. Cette idée, déjà largement exploi
tée par Douglas Lenat dans son programme A M  (Automated M athematician [Len78]) ,  conduit 
à s'intéresser à des langages de programmation tels que Lisp ou des dérivés comme Scheme ou 
rviathematica. 

5.1  La représentation des programmes 

La différence essentielle entre les algorithmes génétiques et la programmation génétique est 
que dans ces derniers les structures de programmation ne sont pas codées par des génomes 
linéaires, mais par des termes ou des expressions symboliques correspondant à un langage de 
programmation. Les unités objets de mutation ou de recombinaison ne sont plus des caractères 
ou des sous-séquences de chaînes, mais des modules fonctionnels (comme en Lisp) représentés par 
des arbres. Une telle représentation conduit à une redéfinition des opérateurs génétiques. Ainsi, 
les primitives de représentation sont maintenant des termes (feuilles de l'arbre) ou des sous
termes (sous-arbres) qui peuvent être soit remplacés (mutation) soit échangés entre des arbres 
représentant des programmes (recombinaison). En comparaison a.vec les algorithmes utilisant 
des génomes linéaires, cela ouvre des possibilités inédites. Par exemple, la taille des génomes 
n'est plus fixée ni même en principe limitée en taille ou en profondeur. Les adaptations possibles 
des structures de programmes sont ainsi potentiellement illimitées, correspondant à de grandes 
variations tant dans la sémantique que dans les aspects algorithmiques des programmes. Certains 
pensent même que cela ouvre des perspectives radicalement nouvelles par rapport à la biologie 
dont le matériel génétique est codé sur des chromosomes linéaires. 

5.1 .1  L'ensemble des terminaux et des fonctions 

En programmation génétique, les fonctions et les terminaux sont les primitives servant à décrire 
les programmes. Qualitativement, on peut dire que les terminaux fournissent des valeurs au 
programme tandis que les fonctions traitent ces valeurs. Les terminaux correspondent aux feuilles 
des arbres, tandis que les fonctions correspondent aux nœuds internes. 

Définition 8.4 (Ensemble des terminaux) 

L 'ensemble des terminaux est constitué par les entrées des programmes, les constantes définies a 
priori et les fonctions d 'arité nulle ayant des effets de bord calculés en cours d 'exécution. 

Les terminaux retournent une valeur numérique sans recevoir d'arguments en entrée. En général 
ces terminaux sont constitués des valeurs numériques rencontrées dans l'échantillon d'apprentis
sage en plus de constantes jugées utiles par le concepteur. D'autres valeurs numériques pourront 
être calculées par l'usage de fonctions prenant des terminaux en argument. 

Définition 8.5 (Ensemble des fonctions) 

L 'ensemble des fonctions est con.stitué de.s déclaration.s, opérateur.s et fonctions disponibles pour 
le .système. 

-- EXEMPLE 

Voici quelques exemples de fonctions qui peuvent être utilisées en programmation génétique. 
• Fonctions boolénnes. Exem pies : AND , OR, NOT, XOR 
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Chapitre 8 Apprentissage par évolution simulée 

• Fonctions a.rithmétiq'ues. Exemples : PLUS, MINUS, MULTIPLY, DIVIDE 
• Fonctions transcendantales. Exemples : foncLions trigonométriques et logariLhmiques. 
• Formes conditfonnelles. Exemples : IF . . .  THEN . . . ELSE 
• Structures itércitives. Exern pl es : boucles REPEAT, WHI LE, DO , . . .  

• Sous-ro'utines. Le domaine des fonctions utilisables est en fait bien plus considérable que 
les fonctions prédéfinies d'un langage et peuvent inclure n'importe quelle primitive définie 
par le programmeur, par exemple en réponse à un problème spécifique. Nous en verrons 
un exemple dans la se<:tion 5.5 à propos d'un robot simulé. 

5.1.2 Le choix de l'ensemble des terminaux et des fonctions 

Le choix de l'ensemble des terminaux et des fonctions doit obéir à quelques critères. Il doit 
être assez riche pour permettre l'expression d'une solution au problème. Mais il ne doit pas l'être 
trop sous peine de rendre trop coûteuse l'explora.tian de l'espace de recherche. En général, il est 
préférable de commencer avec un ensemble restreint et de l'enrichir si l'expérience en fait sentir le 
besoin. Une autre propriété est nécessaire : la propriété de clôtttre. Chaque fonction de l'ensemble 
des fonctions doit en effet pouvoir traiter toutes les valeurs qu'il peut recevoir en entrée. Ceci 
est très important car les entrées d'une fonction donnée peuvent varier énormément au cours 
de l'évolution simulée de programmes. Il ne faut pas que cela provoque un arrêt du programme 
(comme cela peut arriver si une division par zéro est demandée) . La propriété de clôture est plus 
facile à vérifier avec des langages dont la syntaxe est uniforme comme c'est le cas de Lisp ; elle 
exige cependant une certaine attention. 

5.1.3 Phénotypes et génotypes en programmation génétique 

Les algorithmes utilisa.nt le génotype pour la recherche d'une bonne solution ou hypothèse 
découplent les problèmes d'expressivité du langage de représentation (ceux de coût mémoire 
ou d'exécution qui sont propres à l'espace '}-{, des phénotypes) des problèmes de recherche dans 
l'espace des programmes (qui sont du ressort de l'espace Ç des génotypes) . Dans le cas de la 
programmation génétique cependant, la distinction entre les deux espaces n'existe généralement 
pas, et la recherche par évolution simulée s'opère directement dans l'espace 1i des programmes 
exécutables et testables. Les avocats de la programmation génétique estiment par conséquent 
que la représentation et les opérateurs dont ils disposent sont efficaces directement dans H. 

5 .1 .4  Initialisation d'une population de programmes 

Au début d'un cycle d'évolution simulée, il faut produire une population initiale de pro
grammes. Cela est généralement réalisé par un tirage aléatoire d'arbres représentant des pro
grammes. Il est souvent spécifié une profondeur limite ou un nombre maximal de nœuds que 
les arbres produits aléatoirement ne peuvent dépasser. Le processus de création des arbres est 
récursif, avec à chaque pas la création d'un nœud de l'arbre par sélection aléatoire d'une fonction 
ou d'un terminal. Dans ce dernier cas, une feuille de l'arbre est atteinte. Plusieurs méthodes 
de génération d'arbres ont été étudiées. Nous renvoyons le lecteur par exemple à IBNKF98j 
pp.118-122. 

5.2  Les opérateurs génétiques sur les programmes 

Comme pour les algorithmes génétiques, les trois opérateurs les plus employés en programma
tion génétique sont : la mutation, le croisement et la reproduction. 
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1 .  La mutation. C 'est un opérateur défini de Ç """' Ç opérant donc sur un seul génome 
et produisant un autre génome par altération aléatoire du premier. Plus précisément, la. 
mutation sur une représentation par arbre opère en sélectionnant a.u ha.sa.rd un sous-arbre et 
en le remplaçant par un autre sous-arbre engendré aléatoirement, en respectant les limites 
de profondeur ou de taille définies pour l'initialisation de la population (voir figure 8.9). 

b 

Mult 

/ �  
Mult Add 

/ \  / \  
c a 

Mutation 

c 

Mult 

/ �  
Mult Add 

/ \  / \  
b c Div 

/ \  
a 2 

c 

FIG. 8.9: Exemple d'une opération de mutation. 

2. Le croisement est un opérateur défini de Ç x Ç """' Ç x Ç produisant deux génomes à 
partir de la donnée de deux génomes en entrée. Il sélectionne au hasard un sous-arbre dans 
chacun des génomes fournis en entrée et les échange pour produire deux nouveaux génomes 
(voir figure 8.10). Il est évident que cette opération doit respecter la propriété de clôture 
définie plus haut (5.1.2) .  

a 

lf..Then-E/se 

/ 1  
Equal b Add 

/ \  /� 
c Mu// a 

/ \  
3. 14 

b c a c 

/f..Then-E/se 

/ 1  
)q\ 

b Mu// 

/ \  c b c 

Add 

/� 
i\ 

3. 14 

Mu// 

� 
Add 

/ \  
a c 

FIG.  8.10: Exemple d'une opération de croisement. 

3. La reproduction consiste simplement en une recopie d'un individu d'une génération à la 
suivante. 
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5 .3  Évaluation et sélection 

L'évaluation des génomes et leur sélection suivent les mêmes principes que ceux des algorithmes 
génétiques. La performance d'un génome est définie comme la performance mesurée de la solution 
correspondante dans H. La sélection des individus utilisés pour produire la génération suivante 
se fait également selon les mêmes méthodes. 

5.4 Le fonctionnement 

Le fonctionnement de la programmation génétique suit les mêmes étapes que les algorithmes 
génétiques. 

5.5  Illustrations 

Nous illustrons brièvement le fonctionnement de la programmation génétique sur deux pro
blèmes. Le premier est un problème d'induction classique. Il s'agit, étant donné un échantillon 
d'exemples et de contre-exemples décrits dans un espace numérique X = JRd, de trouver l'équa
tion d'une séparatrice entre les deux classes d'objets. Le second problème concerne l'induction du 
programme de contrôle d'un robot simulé (censé modéliser une fourmi) dans un environnement 
simplifié da.ns lequel se trouve de la « nourriture ». 

5.5.1 Induction d'une séparatrice entre deux classes 

L'expérience rapportée dans cette section concerne l'induction d'une surface sépa.ratrice dans 
un espace d'exemples appartenant à deux classes et décrits par des descripteurs numériques. Le 
principe de l'expérience est le suivant : une fonction de séparation cible est choisie aléatoirement 
par combinaison d'un certain nombre fixé de descripteurs en utilisant un répertoire de fonctions 
fourni a vriori. Par exemple, en fixant le nombre de descripteurs à deux et le jeu de fonctions 
à : +, -, x , + ,  il est possible de produire la séparatrice : f(x) = �;:��- Un ensemble de points 
de X tirés aléatoirement sont alors étiquetés par comparaison avec la fonction séparatrice. Par 
exemple, tous les points pour lesquels f(x) � 0 sont étiquetés '+' .  On obtient ainsi un ensemble 
d'apprentissage employé par un algorithme d'apprentissage s'appuyant sur la programmation 
génétique. Cet algorithme utilise un jeu de terminaux incluant des constantes et des variables 
représentant les descripteurs (qui ne font pas tous forcément partie de la fonction cible : ce 
sont des descripteurs non pertinents) et un ensemble de fonctions incluant par exemple : +, 
-, x ;  + , cos, sin, . . . .  La fonction de performance mesure le risque empirique, par exemple par 
un critère entropique (voir les arbres de décision dans le chapitre 13), une fonction de coût 
quadratique ou simplement le nombre d'exemples mal classés. De plus, pour favoriser l'obtention 
d'expressions simples, un terme de pénalité a été introduit dans la fonction de performance, 
prenant en compte le nombre de nœuds dans les arbres produits. Une fois que l'algorithme a 
trouvé une séparatrice, on évalue son risque réel en comptant le nombre d'exemples mal classés 
sur un échantillon de test . 

Dans les expériences réalisées [BTC96J, les paramètres avaient les valeurs suiva.ntes : 
• Taille de l'ensemble d'avprentissage : 200 exemples générés aléatoirement 
• Taille de l'ensenible de test : 10000 exemples générés aléatoirement 
• Taille de la population : 500 (i.e. 500 fonctions de décision en compétition da.ns la population) 
• Nombre de générations : 50 (pour chaque exécution) 
• Nombre d'exécutions : 1000 
• Profondeur maximale des arbres : 8 
• Ensemble de Jonctions : +,  - , *, + (cos, sin, exv, log, J) 
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288 PARTIE 2 Apprentissage par exploration 

• Taux des opérateurs : 
- reproduction : 10 % 
- croisement : 45 % 
- mutation : 45 % 

Une exécution de l'algorithme peut ainsi produire une séquence de populations de fonctions 
séparatrices dont la meilleure évolue comme suit à différents instants : 

lo · (�) Y:.. - + x - sin(z) :. J-_!/_ - sin z exp(x) ( ) 

5.5 .2 Induction d'un programme de contrôle de robot simulé 

Y * �  

Nous voulons simplement ici montrer comment un programme de contrôle simple en robotique 
peut être produit par programmation génétique. Le travail décrit succinctement dans cette sec
tion est tiré du livre de Christian Jacob Illttstrating evolutionary computation with Mathematica 

[Jacül]. 
On s'intéresse à un robot placé dans un univers bidimensionnel consistant en une grille de 18 x 

18 cases tel que celui de la figure 8.11.  Quarante-quatre cases de nourriture ou de phéromones sont 
distribuées sur la grille. Ces cases sont organisées suivant un chemin avec d'abord des séquences 
de nourriture ininterrompues, puis de plus en plus de cases intermittentes de phéromones qui 
aident à orienter le robot fourmi. Le but du robot est d'essayer de visiter toutes les cases contenant 
de la. nourriture en qua.tre-cents actions maximum. Les actions disponibles sont a.u nombre de 
quatre : 

• advance : avancer d'une case en avant ; 
• turnLeft : tourner de 90° à gauche ; 
• turnRight : tourner de 90° à droite ; 
• nop : pas d'action. 

Gen . O ,  Ind . l ,  Fit . 6 .  

FIG. 8.11 :  Le rnonde dtt robot fotirmi. Les cases en noir correspondent à des nwrs infranchis

sables, celles en gris foncé à de la no11.rrifore, celles en gris clair à des tmces de 

phéromone (d'après fJacOJj, p.401). 

Un robot peut également déterminer son action en fonction des conditions environnantes. 
Pour cela un robot est équipé d'un senseur qui fournit des informations sur la case qui se trouve 
directement devant : « mur », <� nourriture », « phéromone » ou <� poussière » .  Cela autorise 
deux commandes conditionnelles : 
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• ifSensor [signal] [A] : l'action A est exécutée si le robot est devant une case correspondant 
à signal ; 

• ifSensor [signal] [A, B] : l'action A est exécutée si le robot est devant une case correspon
dant à signal, sinon c'est l'action B qui est exécutée. 

Ces actions ou commandes sont intégrées dans une expression seq correspondant à une sé
quence. Chaque action ou commande, en comptant aussi les requêtes au senseur, est comptée 
comme une action. Le robot s'arrête s'il a trouvé toutes les cases contenant de la nourriture ou 
s'il a dépassé le nombre maximal d'actions autorisées, ici 400. 

Un programme est représenté par une séquence de commandes ou d'actions qui peuvent éven
tuellement correspondre à des itérations si les commandes stop et again sont incluses. 

-- EXEMPLE Exemple de programmes-----------------------

Par exemple, le programme dont l'expression est : 
if Sens or [food] [seq [advance , aga in] , seq [nop] ] 

correspond à une boucle permettant de suivre des cases consécutives de nourriture. La requête 
ifSensor sera exécutée aussi longtemps qu'il y a aura de la nourriture juste devant le robot 
déclenchant alors une action advance. Sinon, la boucle est quittée et le robot continuera 
d'exécuter les commandes suivantes s'il y en a. 

La performance d'un programme de contrôle de robot h est mesurée par le nombre n de cases 
de nourriture visitées pondéré par un terme prenant en compte la complexité du programme, 
afin de favoriser les programmes simples : 

</>(h) 
{n + 1 

tl.mox . n + 1 <l,, 

Si dh � dmaX> 
si d1i > dniax. 

Les opérateurs génétiques utilisés dans les expériences décrites par Ch. Jacob incluent la mu
tation et le croisement, ainsi que des délétions, des duplications, des permutations, etc. Ces opé
rateurs sont définis par des moules (templates) qui spécifient quels motifs dans un programme 
peuvent être remplacés et par quoi. Par ailleurs, il existe un programme de simplification des pro
grammes obtenus qui est appliqué à chaque génération. Ce type de programme de simplification 
est essentiel dans la programmation génétique. 

Les figures 8.13 et 8.15 donnent une idée du genre de programmes qui peuvent être obtenus 
dans un processus d'évolution jouant sur une population d'individus de cinquante programmes. 
Le meilleur individu de la cinquième génération va droit devant avant d'être arrêté par le mur. À 
la génération 9 (voir la figure 8.12) le meilleur programme ne diffère du meilleur de la génération 
5 que par une instruction, la dernière, mais celle-ci correspond à tourner à gauche si un mur est 
rencontré. La trajectoire obtenue à partir du point initial est alors une boucle. Des améliorations 
sensibles apparaissent de temps en temps lors des générations suivantes, jusqu'à l'obtention à la 
génération 59 d'un programme permettant, sur le problème posé, de passer sur toutes les cases 
de nourriture (voir figures 8.14 et 8.15) . 

La figure 8.16 permet de visualiser l'évolution des performances des cinquante programmes sur 
les trente-neuf premières générations. On y observe une amélioration graduelle des performances 
moyennes avec des variations assez brutales de la performance du meilleur individu. La partie 
droite de cette figure montre l'évolution de la performance du meilleur individu, de la performance 
moyenne et de la performance du pire individu sur quatre-vingt-six générations. 

Sur ces expériences, Ch. Jacob rapporte que sur vingt évolutions simulées, chacune limitée à 
cent générations, et impliquant une population de cinquante individus engendrés aléatoirement, 

289 



Vl Q) 
0 .... 
>w 
0 ....... 
0 N 
@ 
.µ ..c 
Ol 
·;:: 
>a. 
0 
u 

290 

Gen . 9 ,  Ind . l ,  Fit . 1 3 .  

t 

PARTIE 2 Apprentissage par exploration 

Gen . 9 ,  Ind . l ,  Fit . 1 3 .  

FIG. 8.12: Le meille1ir individ1;, de la génération 9 correspond à 1m robot q1û avance tout droit 
sauf lorsqu 'il se trouve face à un m'!tr, auq1iel cas il tourne à gauche (d'après fJacOlj, 
p.401). 

AntTracker 
( seq ( advance, ifSensor [ dust] ( seq ( stop) , advance) ,  

ifSensor (dust] ( seq (turnLeft, again] , nop) , 
advance, 
ifSensor [wall] ( 

seq(turnLeft, again] , advance] ] ]  

FIG. 8.13: Le programme dn meilleur individtt de la génération 9 (d'après /Jac01}, p.401). 

dix programmes ont finalement été obtenus qui visitent les quarante-quatre cases de nourriture en 
moins de quatre cents actions. Il serait évidemment intéressant de savoir comment se comportent 
ces programmes sur la même tâche mais dans un environnement différent. 

5.6 Une analyse de la  programmation génétique 

Le théorème des schémas est difficile à appliquer dans le cas de la programmation génétique 
notamment parce que les primitives de construction peuvent migrer d'un endroit à l'autre en 
cours d'évolution et aussi parce que la représentation des individus est de longueur variable . 
Nous reportons le lecteur intéressé à [BNKF98] pp.145 et suivantes pour une discussion sur 
les différentes tentatives d'analyse formelle de la programmation génétique. Il y a là encore un 
territoire à explorer. 

Finalement, il est important de noter que dans le cas de la. programmation génétique, les 
espaces des hypothèses Ji et des génotypes Ç sont de fait confondus. C'est en effet le même 
espace qui sert à l'exploration (rôle de Ç) et à l'évaluation (rôle de Ji) .  Un programme est ainsi 
à la fois l'objet subissant les opérateurs génétiques et l'objet s'exprimant dans l'univers pour y 
produire une certaine performance. 
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Gen.59,  Ind.l,  Fit . 4 5 .  

Gen. 5 9 ,  Ind . l ,  Fit . 4 5 .  

t 

FIG. 8.14: Le comportement d'IJ, meillwr programme de la génération 59. To'IJ,tes les cases de 
nourriture sont visitées sans détO'ltrs inidiles {d'après fJacOJj, p.401). 

AntTracker 
[ seq [ { } , 
ifSensor[wall] [ seq [ turnLeft , turnLeft, again] , 

seq [ { } ,  
ifSensor [wall] [ seq [ turnLeft, again] , turnRight] ,  
ifSensor (wall] [ seq [ turnLeft, again] , advance] ] ) , 
ifSensor [dust) ( seq [ turnLeft, again] ] , 
ifSensor[wall] [ seq [ ifSensor ( dust) [ advance] ) , 
seq [ ifSensor [ dust] [ seq [ turnLeft, again] ) , 

ifSensor [wall] [ seq [ turnLeft , again] , advance ) ) ) ) 

FIG. 8.15: Le programme du meilleur individu de la génération 59 (d'après fJacOlj, p.401). 

6. La coévolution 

Les approches mentionnées jusqu'ici cherchent à optimiser une fonction de performance fixée 
une fois pour toutes par l'objectif et par l'environnement connu par l'intermédiaire d'un échan
tillon d'apprentissage. La recherche d'une bonne hypothèse s'effectue alors dans l'espace des 
hypothèses 1i grâce à des manipulations dans l'espace génotypique Ç .  On espère que la repré
sentation choisie pour Ç et les opérateurs de transformation sélectionnés rendront la recherche 
efficace. Cependant, il est peut-être possible de réussir encore mieux en adaptant dynamique
·rnent la fonction de performance que l'algorithme cherche à optimiser. L'idée serait de faciliter 
l'exploration de l'espace d'hypothèses en cherchant d'abord des optima faciles à trouver, puis en 
raffinant progressivement le critère objectif. D'une certaine manière, il s'agit là de l'idée mise 
en œuvre clans le recuit simulé par exemple. Un processus de recherche de moins en moins sto
chastique permettait de focaliser le système sur les zones les plus prometteuses de l'espace de 
recherche. Dans le cas des algorithmes opérant sur le génotype par évolution de populations, il 
est possible de réaliser cette idée d'une autre manière inspirée par l'observation de l'évolution 
dans la nature. 
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FIG. 8.16: À gauche, l'évohttion des performances des cinqiwnte programmes sicr les trente-ne1tf 
premières générations. À droite, l'évolution des performances du meilleur individu, 
de la moyenne et du pire individu, sur quatre-vingt-cinq générations {d'après /Jac01j, 
p.418). 

Le principe est de faire dépendre la fonction de performance utilisée pour la sélection des 
meilleurs individus d'une population Pç;1 (t) d'une autre population Pç;2 (t) ,  elle-même sous la 
dépendance d'une fonction de performance commandée par Pç;1 (t) .  La métaphore biologique est 
celle de la coévolution proie-préda.teur, dans laquelle au fur et à mesure que les préda.teurs amé
liorent leur performance contre les proies, celles-ci modifient leur comportement pour diminuer 
leur vulnérabilité. Il s'ensuit une sorte de course aux armements qui à la fois rend plus perfor
mants les individus des deux populations, mais aussi les rend davantage spécialisés face à un 
environnement. 

D'un point de vue pratique, plusieurs scénarios permettent de réaliser une fonction de perfor
mance dépendant d'une a.utre population. Par exemple, dans certains cas, il est possible de tester 
chaque individu contre tous les individus de la population adverse. On peut aussi tester chaque 
individu contre le meilleur adversaire. Ou encore, on peut tester des individus pris au hasard 
dans une population contre des adversaires également tirés au hasard dans l'autre population. De 
la sorte, chaque population devrait améliorer sa performance face à la fonction de performance 
évoluant dynamiquement. 

Cette approche a. été étudiée dans le cadre de la modélisation de phénomènes naturels. Mais 
elle a aussi été utilisée pour des problèmes d'optimisation. Ainsi, [Hil92, AP93, Sim94j ont docu
menté des améliorations parfois considérables obtenus par coévolution clans plusieurs problèmes 
d'optimisation. Par exemple, [Ron96J a étudié le problème du robot fourmi décrit plus haut dans 
lequel les morceaux de nourriture eux-mêmes évoluaient afin déchapper à une population de ro
bots fourmis. Il a montré alors une évolution plus rapide du comportement des robots fourmis. 
Cette approche a également été utilisée par J annink [J an94J pour optimiser des générateurs de 
nombres pseudo-aléatoires. L'idée était qu'une population de testeurs de caractère aléatoire de 
séquences produites par une population de générateurs coévoluait avec celle-ci. 

L'idée de coévolution est encore préliminaire et ouverte à recherche. Une voie à explorer est 
celle de coopération plutôt que celle de confrontation. La théorie des jeux est un guide utile en 
ce domaine. 
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Chapitre 8 Apprentissage par évolution simulée 

Citons pour finir les travaux sur l'évolution des opérateurs génétiques eux-mêmes pendant le 
processus d'optimisation. 

6.1  U n  exemple d'écologie : les systèmes de classeurs 

Un intéressant exemple d'écologie d'hypothèses est fourni par le systèmes de classeurs ( classifier 
systems) imaginé par John Rolland en 1975, bien a.vant que l'on parle de coévolution. 

Le principe est celui d'un agent placé dans un environnement dynamique, contrôlé par un 
système expert dont les règles servent à interpréter le monde et à prendre des décisions qui sont 
alors mises en œuvre à l'aide d'effecteurs. Les règles appelées classeurs ont le format suivant : 
if condition then action. 

Comme dans un système expert classique, chaque règle peut être déclenchée par la situation 
courante qui résulte à la fois de la perception et des inférences conduites par le système. Cette 
situation est représentée dans une mémoire à court terme ou mémoire de travail. À chaque instant 
l'ensemble des règles courantes (la population) examine la mémoire de travail pour voir si ses 
conditions de déclenchement sont réalisées. Contrairement à un système expert classique où seule 
une règle est déclenchée après sélection, ici toutes les règles déclenchables sont déclenchées et 
contribuent ainsi à l'inférence courante. Celle-ci modifie alors la situation courante et le cycle 
recommence (voir figure 8.17). 

D'un certain côté, on peut concevoir ce système de règles comme une écologie avec des règles 
se spécialisant dans certains types de tâches et contribuant ainsi à la performance globale. Le 
problème est de faire évoluer un tel système écologique. Pour ce faire, Rolland a proposé un 
système de rétribution de mérite fonctionnant un peu comme une économie où des entreprises en 
compétition pour des contrats rémunèrent leurs sous-traitants, devenant plus riches si le contrat 
est remporté, ou s'appauvrissant dans le cas contraire. Cette redistribution des mérites est assez 
proche des méthodes d'apprentissage par renforcement avec trace d'éligibilité (voir chapitre 16). 
Le mérite attribué de la sorte sert alors de mesure de performance pour chaque règle et le 
fonctionnement classique d'un algorithme génétique est alors utilisé pour déterminer les parents 
de la génération suivante. 

Nous n'entrons pas davantage dans les détails, reportant le lecteur intéressé à [BGR89]. lVIalgré 
la séduction exercée par cette idée, elle n'a pas permis jusqu'à présent d'obtenir de résultats 
probants, notamment parce que la redistribution des mérites est très lente et ne permet pas 
une évolution rapide de la population. Peut-être que les prochaines générations de machines et 
des conceptions neuves sur la coévolution donneront un jour une nouvelle jeunesse à cette idée 
séduisante car elle correspond à l'évolution d'une société d'individus spécialisés fonctionnant sur 
le mode de compétition/coopération. 

Notes historiques et approfondissements 

La métaphore de l'évolution comme base possible pour des algorithmes d'apprentissage en 
intelligence artificielle remonte aux années 1950 et 1960. Dans les années 1960, Rechenberg in
troduisit l'approche des stratégies d 'évolution qu'il utilisa pour optimiser des fonctions à para
mètres à valeurs réelles pour la. conception de systèmes mécaniques. Cette idée a été développée 
par Schwefel en Allemagne dans les années 1970. Elle connaît un grand regain d'intérêt ces der
nières années car elle s'applique assez naturellement à de nombreux problèmes d'optimisation. 
Par ailleurs, elle évite certains problèmes de codage que l'on rencontre avec les algorithmes basés 
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Population de classeurs 
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Description-2 

� V 
Mémoire de travail 
(situation courante) 
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l 

Action sur 
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Fic. 8.17: Schéma d 'iin système de classeurs. En (1), les messages de la mémoire de travail sont 
comparés aux règles du système. En (2), les règles déclenchées inscrivent des messages 
dans la mémoire de travail, correspondant soit à des interprétations sur le monde, soit 
à des décisions qui seront mi.ses en œuvre par des effecteurs. 

sur une représentation par chaînes de bits. Nous n'en avons pas parlé par manque de place, mais 
cette approche a fait l'objet récemment de nombreux articles dans des conférences et des revues 
portant sur les algorithmes d'évolution simulée. 

Les premiers modèles de processus d'adaptation portant sur des populations d'individus par 
algorithmes génétiques sont dus à John Bolland et ont été popularisés par son ouvrage [Hol75] . 

Outre une modélisation de l'adaptation par utilisation d'opérateurs génétiques et de sélection 
des meilleurs individus d'une population à la suivante, Holland proposa une analyse théorique de 
ces algorithmes par le théorème des schémas. Son intérêt principal alors et maintenant portait 
sur l'évolution de population de règles (classifier systems). Les algorithmes génétiques connurent 
un vif développement dans les années 1980 et lancèrent véritablement le mouvement pour les 
algorithmes évolutionnaires. 

L'approche initiée par Fogel, Owens et Walsh dans les années 1960 sur les stratégies d 'évolution 
dans le cadre de populations d'automates à états finis reste minoritaire dans les recherches et les 
applications actuelles. Il n'est pas impossible que le développement des applications en prédiction 
temporelle ne relance cette voie. 

Une approche liée aux stratégies d'évolution et qui étend les algorithmes génétiques de Holland 
à des représentations plus larges est celle de la programmation génétiqiie dont Koza s'est fait un 
avocat puissant [Koz92, Koz94, KA99]. Des conférences et des revues sont maintenant entièrement 
consacrées à cette famille d'algorithmes. 

Globalement, la technique des algorithmes d'évolution artificielle est devenue très populaire, 
autant que les réseaux connexionnistes. Elle le doit en particulier au fait qu'elle peut s'appliquer 
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Chapitre 8 Apprentissage par évolution simulée 

dans de très nombreux contextes pour lesquels les techniques d'optimisation traditionnelles sont 
mises en échec par manque de « régularité » de l'espace des fonctions cible. Les recherches 
sont actives, ta.nt pour investiguer de nouvelles variations algorithmiques que pour essayer d'en 
faire une analyse théorique. Cette dernière est difficile. Elle est liée à la fois aux théories de 
l 'optimisation et à des théories sur les processus de diffusion par exemple. 

Résumé 

Les algorithmes évolutionnaires exploitent un découplage de l'espace d'hypothèses 
en un espace phénotypique (dans lequel les hypothèses ont une description portant 
sur le monde et sont donc évaluables) et un espace génotypique (dans lequel les hy
pothèses, représentées par des génomes, subissent un processus d'évolution simulée). 
L'espoir est que les opérateurs génétiques utilisés pour faire évoluer les hypothèses, en 
particulier le croisement et la. mutation, fassent évoluer la. population d'hypothèses 
vers les régions de Ji où se trouvent les hypothèses les meilleures. 
L'un des intérêts des algorithmes évolutionnaires est leur large domaine d'appli
cations puisqu'ils permettent d'explorer des espaces d'hypothèses dans lesquels la 
fonction de performance attachée aux hypothèses n'est pas dérivable. C 'est pourquoi 
ils sont fréquemment utilisés. 
Plusieurs familles d'algorithmes ont été développées, dont principalement : les al
gorithmes génétiques utilisant plutôt une représentation binaire des génomes, les 
stratégies d 'évolution reposant sur une représentation par automates, et la program
mation génétiqiie travaillant dans un espace de programmes représentable par des 
arbres. Il existe également une extension appelée coévolution pour laquelle la fonc
tion d'évaluation des hypothèses elle-même résulte d'un processus évolutif dans un 
jeu de compétition. 
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C hapitre 9 

L'apprentissage de modèles linéaires 

Ce chapitre traite de l'apprentissage de concepts s 'exprimant par des formules li
néaires dans des espaces numériques. Ainsi, dans le cas de la régression, on cherche 
la droite rendant au mieux compte des données ; dans le cas de la discrimination, 
on cherche iin hyperplan permettant de séparer au mieux les exemples des contre
exemples. 
Ces méthodes ont une longue histoire, d 'abord en statistique, depuis les années 1930, 
puis en informatique puisqu'on les a proposées comme l'archétype de l'apprentissage 
artificiel dès le début des années 1960. Elles ont toujours une grande importance 
poitr plusieitrs raisons. La première est la simplicité dit calcul de la décision. En
suite, elles sont robitstes ait britit et elles peiivent être pfos performantes que des 
méthodes non linéaires, en particttlier lorsque le jeu de données d 'apprentissage est 
réduit. Finalement, on dispose d'une variété d'algorithmes d'apprentissage, dont la 
plupart permettent une interprétation sous la forme de l'optimisation d'un critère 
compréhensible sur l'ensemble d'apprentissage. 
Ces méthodes ont été généralisées à la fin des années 1980, en particulier par les 
réseaitx connexionnistes. De pfos, l'approche consistant à utiliser un espace de re
description par des transformations non linéaires, grâce par exemple aux méthodes 
à noyaux, leur a donnéé une nouvelle et vigoureuse impulsion depuis le milieu des 
années 1990. 
La compréhension des méthodes linéaires est un préalable essentiel à l 'étude des mé
thodes non linéaires et c 'est pourquoi nous leurs consacrons un chapitre à part entière. 
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1.  Introduction 

La partie 2 de cet ouvrage était dédiée aux apprentissages dans lesquels l'espace des hypothèses 
est structuré par une relation d'ordre de généralité induite par la relation d'inclusion dans l'espace 
des entrées X. Une telle relation d'inclusion signifie que les hypothèses manipulées sont du type 
booléen, c'est-à-dire qu'il s'agit d'apprentissage de concept, ce qui en limite la portée. En revanche 
l'existence d'une relation d'ordre permet d 'utiliser des algorithmes d'exploration de 1-{ puissants. 
Un des points communs des apprentissages étudiés était que les hypothèses s'exprimaient dans 
des langages expressifs : logiques et grammaires en particulier. 

Dans ce chapitre, nous examinons des langages d'hypothèses plus restreints, dans lesquels, que 
les hypothèses soient de type discrimina.tif (fonctions de décision) ou de type génératif ( distri
butions de probabilité), elles s'expriment sous formes de combinaisons linéaires d'éléments de 
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Chapitre 9 L'apprentissage de modèles linéaires 

base. L'absence d'une relation d'ordre de généralité dans 1-{ conduit à l'utilisation d'algorithmes 
d'optimisation classiques, par exemple, par descente de gradient, pour trouver une (ou plusieurs) 
hypothèse(s) optimisant le critère inductif choisi. 

2.  Régression linéaire 

Supposons que nous voulions un système capable de prédire la durée de vol d'un volatile, 
étant donnés son â.ge, son poids, la température de l'air, l'heure de la journée et la latitude. 
Ou bien, supposons que, pour résoudre un problème de navigation automatique d'un robot 
mobile, nous cherchions à déterminer l'angle de braquage à donner aux roues pour éviter des 
obstacles, en fonction de mesures telles que la vitesse de l'engin, son poids, sa position fournie 
par GPS, etc. On appelle problèmes de régression de tels problèmes, dans lesquels la sortie (ici, 
consommation électrique ou angle de braquage) est numérique, généralement un vecteur de réels, 
supposé dépendre de la valeur d'un certain nombre de facteurs en entrée. 

2 . 1  Le problème de la régression 

Le vecteur d'entrée x = (x1, x2, . . .  , xd) T est souvent appelé variable indépendante, tandis que 
le vecteur de sortie y est appelé variable dépendante1 . On formalise le problème en supposant 
que la sortie résulte de la somme d'une fonction déterministe f de l'entrée et d'un bruit aléatoire 
€ :  

Y = f(x) + E: (9.1) 

où f(x) est la fonction inconnue que nous souhaitons approcher par un estimateur h(xlw), où h 
est défini à l'aide d'un vecteur w de paramètres. 

Si l'on suppose que le bruit E: est un phénomène gaussien de moyenne nulle et de variance 
constante a2, c'est-à-dire E: = N(O, a2) ,  alors, en plaçant notre estimateur h(-) à la place de la 
fonction inconnue, on devrait avoir la densité conditionnelle réelle p(yjx) vérifiant : 

p(ylx) = N(h(xjw),a2) (9.2) 

On peut estimer le vecteur de paramètres w grâce au principe de maximisation de la vraisem
blance. On suppose que les couples (xt i y t )  de l'échantillon d'apprentissage sont tirés par tirages 
indépendants d'une distribution de probabilité jointe inconnue p(x, y), qui peut s'écrire : 

p(x, y )  = p(y jx) p(x) 

où p(yjx) est la probabilité de la sortie étant donnée l'entrée, et p(x) est la densité de probabilité 
sur les entrées. 

Étant donné un échantillon d'apprentissage S = ((xt , y 1) h<t<m supposé tiré de manière indé
pendante et identiquement distribué (i.i.d.), sa log vraisemblance se définit par : 

t=m t=m t=m 
.C(wjS) log fI p(xt, Yt) (9.3) 

t=l t=l t=l 

Le vecteur y pourra.it être considéré comme une supervision et noté ti ou u. Nous ga.rdons la nota.tion y qui 
est. conforme à l'usage. 
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302 PARTIE 3 Apprentissage par optimisation 

Nous cherchons à la maximiser. Le second terme ne dépendant pas de l'estimateur peut être 
ignoré pour cette maximisation, d'où : 

L(wlS) 
rrm 1 [ [Yt - h(xtlw))]2 ] 

= log 1_ exp - '1 v 27ra 2a-t=l 

log{ (./Ler) 
rn 

exp [-
2
�

2 f [Yi - h(xt lw) )]2] }  
t=l 

- 1 m 
- m log( ./27ra) - 2a2 L [Yt - h(xt lw))]2 

t=l 

(9.4) 

Le premier terme étant indépendant du vecteur de paramètres w peut être éliminé, de même 
que le facteur 1/ <J2. Maximiser l'expression résultante revient alors à minimiser la somme des 
carrés des erreurs (SCE) : 

m 1 "" '> SCE(wlS) = 2 � [Yt - h(xt lw) )]-
t=l 

(9.5) 

ce qui est la fonction d'erreur la plus utilisée. Le vecteur de paramètres w minimisant cette 
expression est alors naturellement appelé l 'estimation des moindres carrés ( least square estimate 
en anglais) 2 .  

2.2  Le cas de la régression linéaire 

Dans le cas de la régression linéaire, on suppose que la fonction de régression E(ylx) est 
linéaire par rapport au paramètre w ou qu'elle peut raisonnablement être approchée par un 
modèle linéaire de w : 

(9.6) 

y 
p(ylx* ) E [ylx] W 1X + WO 

X 
x* 

FIG. 9.1: La régression linéaire en stipposant un bruit gaussien de moyenne nulle. 

On suppose dans la suite que la. sortie y est numérique. Le cas d'un vecteur de sortie y est 
similaire mais plus compliqué à écrire (il suffit de considérer un problème de régression par 
composante du vecteur de sortie y). 

2 Ce critère est encore valide, même si  les x ,  ne sont pas tirés aléatoirement, du moment que les y, sont 
condit.ionnell<:ment. indépendants étanL données les entrées. 



\/') Q) 

e 
>w 
0 ..-1 
0 N 
@ 
.µ .c. 
0) 
·;:: 
>-0.. 
0 
u 

Chapitre 9 L'apprentissage de modèles linéaires 

En définissant les vecteurs et matrice suivants : 

1 1 xl 2 :;.··d l 1 Wo l 1 Y1 l . 1 X1 ' l 1 xi 2 X� 1 X2 1 1 W1 1 1 Y2 1 X = 1 1 w 1 Sv 1 1 1 1 1 1 1 

l 1 XI . m x2 m xd m J l wd J l 1Jm J 
le critère de la somme des carrés des erreurs s'écrit alors : 

1 
SCE(wlS) = 2 (Sy - Xw)T (Sy - Xw) (9.7) 

Il suffit de prendre la dérivée de la somme des carrés des erreurs (équation 9.5) par rapport à 
w pour obtenir les équations : 

ôSCE 
ôw 

ô2scE 
ôwôwT 

-XT(Sy - Xw) 

En supposant que la matrice X est non singulière, et donc que xTx est positive définie, et en 
posant que la dérivée première est nulle, on obtient : 

(9.8) 

soit encore : 

à partir de quoi on peut calculer l'unique solution par : 

(9.9) 

Il s'agit là de l'une des équations les plus célèbres de l'algèbre linéaire : le filtre3 linéaire de 
Wiener. Qualitativement, cette équation stipule qu'il faut prendre en compte les corrélations 
entre les entrées et les sorties (partie XT Sy de l'équation) mais en prenant garde de ne pas 
surestimer les corrélations entre les entrées (partie (XTx)-1 de 9.9). 

La valeur Yn prédite pour une entrée Xn est donc : Yn = (XTx)-1XTSyxn. Il est possible 
cl 'estimer le bruit par !'estimateur non biaisé : 

0"2 � m -� - 1 L (Yn - w T x)2 

m 
3 Il s'agit. en effet de séparer l'entrée du bruit. 
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304 PARTIE 3 Apprentissage par optimisation 

de même que la variance des paramètres : 

La prédiction p(ylx) est donc gaussienne de moyenne : wx et de variance : w T (XXT)-1w + Œ2. 
L'incertitude provient à la fois du bruit sur les entrées Œ et de l'incertitude sur les paramètres 
estimés w T (XX T )- 1w. 

Il se peut que les colonnes de la. matrice X ne soient pas linéa.irement indépendantes, et donc 
que X ne soit pas de rang maximal. Cela peut arriver, par exemple, si plusieurs entrées sont 
corrélées (e.g. Xt, = ÀXt2 ) .  Dans ce cas, XT X est singulière, et l'estimation de w n'est pas 
déterminée de manière unique. Cela signifie seulement qu'il y a plusieurs manières d'exprimer la 
solution. Il existe généralement des moyens naturels d'éliminer les colonnes redondantes de X,  et 
la plupart des packages de régression comportent des méthodes pour cela. Le problème du rang 
de la matrice peut également se produire lorsque la dimension des entrées d excède la taille m de 
l'échantillon d'apprentissage, comme par exemple en analyse du signal, en traitement d'images 
ou en analyse du transcriptome. Dans ce cas, on cherche généralement à réduire la dimension de 
l'espace d'entrée, par exemple par des techniques de réduction de dimension (voir chapitre 3). 
On peut aussi avoir recours à des techniques de régularisation afin de contrôler l'adaptation du 
modèle appris aux données (voir chapitre 3). 

2.3 Quelques propriétés intéressantes 

2.3.1  Interprétabilité et réduction de dimension 

L'un des avantages des modèles linéaires est qu'il est possible d'en tirer aisément des infor
mations sur l'importance des différents attributs xi. Ainsi, le signe de wi indique si l'attribut xi 
a un effet positif ou non sur la sortie. De même, si les x·i sont normalisés, les va.leurs absolues 
relatives des wi indiquent l'importance relative des attributs et permettent de les trier par ordre 
d'importance, voire d'éliminer ceux qui sont associés à des paramètres dont la valeur est proche 
de zéro. 

Plus précisément, si l'on suppose que l'erreur 6 est gaussienne de moyenne nulle et de variance 
Œ2, c'est-à-dire E: ,...., N(0,Œ2 ) ,  alors : 

qui est une distribution normale multivariée. De plus : 

. 2  2 2 (rn - d - l)Œ rv Œ Xm-p-J 

est une distribution de x2 à m - d - 1  degrés de liberté. Les variables w et â2 sont statistiquement 
indépendantes. Ces propriétés permettent de construire des tests statistiques et de calculer des 
intervalles de confiance pour les paramètres wi. 

Pour tester si un coefficient Wi = 0, on utilise le score Z 

Zj = 7ÎJ.i 

â .j'Vj 
où 'Vj est le j-ème élément diagonal de (xTx)- 1 . 

(9.10) 

Sous l'hypothèse nulle selon laquelle Wj = 0, Zj est distribué selon une t-distribution à m - d - 1  
degrés de liberté tm-d-I ·  La constatation d'une valeur de Zj élevée conduit alors au rejet de cette 
hypothèse nulle (par exemple, un score Z de valeur absolue > 2 est significativement non nul 
au niveau p = 0.05). Nous renvoyons ici le lecteur à tout bon ouvrage sur les statistiques, par 
exemple [Dod03]. 
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Chapitre 9 L'apprentissage de modèles linéaires 

2.3.2 Théorème de Gauss-Markov 

Le théorème de Gauss-Markov démontre que le modèle linéaire résultant de l'estimation du 
vecteur de paramètres w par les moindres carrés a la variance la plus faible parmi toutes les 
estimations de modèles linéaires non biaisés. 

Soit par exemple la prédiction Yr = [l, xr] w. Son estimation par les moindres ca.rrés est : 

Yr = [l, xr] w = [l, xr] (xTx)-1XTSv 
En supposant qu'un modèle linéaire soit correct, l'estima.tion est non biaisée : 

E([l, xr] w) E( [l ,  xr] (XTX)- 1 XT Sy ) 

= [l, xr] (XTX)-lXTXw 
[l, xr] w 

D 'après le théorème de Gauss-Markov, pour tout autre estimateur linéaire y =  M Sy non biaisé 
de [l, xr] w (c'est-à-dire tel que : E(MSy ) = [l, xr] w) ,  on a :  

Var([l, xr] w) ::; Var(M Sy) 

Si l'on considère la. moyenne des carrés des erreurs (MCE) (Mean Squared Error (MSE) en 
anglais) d'un estimateur w de w : 

MCE(w) = E(w - w)2 = Var(w) + [E(w) - w)2 (9. 1 1 )  

Le  premier terme est la  va.riance tandis que le second terme est l e  biais au carré. Le  théorème 
de Gauss-Markov implique que l'estimation des moindres carrés conduit à la plus petite moyenne 
des carrés des erreurs parmi tous les estimateurs linéaires non biaisés. Cependant, il peut exister 
un estimateur biaisé de moyenne des carrés des erreurs moindre. Il suffit qu'il soit possible de 
compenser une augmentation de la variance par une diminution plus importante du biais. C'est 
pourquoi les estimateurs biaisés sont souvent utilisés. Par exemple, toute méthode qui met à zéro 
certains des coefficients de w pour réduire la dimension de l'espace peut conduire à un estimateur 
biaisé, mais de meilleure performance. En général, le choix d'un modèle (d'un estimateur) revient 
à déterminer le bon compromis entre le biais et la variance, en accord avec l'un des principaux 
messages du chapitre 2 .  

Finalement , il est intéressant de noter que la moyenne des carrés des erreurs est liée à la 
précision de la prédiction. Ainsi, par exemple, soit la prédiction y1 = f (x1 + €) .  L'espérance 
de l'erreur de prédiction de l'estimation f (xt) = xi w est : 

E(y, - f (xt))2 '> T 'J a- + E(x1 w - f(xt))-

a2 + MCE(f (xt)) 
(9.12) 

L'espérance d'erreur de prédiction ne diffère de la moyenne des carrés des erreurs que par la 
constante a2, qui représente la variance de la nouvelle observation Yt · 

2.3.3 Complexité calculatoire 

L'estimation par les moindres carrés est généralement réalisée soit par la décomposition de 
Cholesky de la matrice xTx, soit par décomposition QR4 de X. Avec m exemples de dimension 
d, la décomposition de Cholesky demande d:� + m d2 /2 opérations, tandis que la. décomposition 
QR demande m d2 opérations. Selon les valeurs relatives de m et d ,  l'une ou l'autre de ces 
méthodes est la plus efficace. 

4 La. décomposition QR est issue de la. procédure d'orthogona.lisation de Gra.m-Schmidt et cherche une bonne 
base orthogom�le pour les colonnes de X (voir !HTFOl]). 
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306 PARTIE 3 Apprentissage par optimisation 

2.3.4 Et avec une autre fonction d'erreur ? 

Supposons que nous cherchions un modèle constant y = a rendant au mieux compte de 
l'échantillon de données S = {(xt,Yt)hst:Srn· Que devrions-nous choisir pour la valeur de a ?  

Cela dépend de la fonction d'erreur considérée. Pour la fonction d'erreur quadratique, la 
moyenne est la meilleur estimation. En effet : 

E 

dE = da 

â = 

m 
L (Yt - a)2 
t=l  

rn 
2 L (Yt - a) 

1=1 
1 m 
- L Yt m t=l 

Pour la fonction d'erreur valetir absoltie de la différence, la médiane est la meilleure estimation : 

E L IYt - a) I 
1=1 

dE m 
= 2 L signe(a - Yt) da t=l 

(#Yt plus petit que a) - (#Yt plus grand que a)  
â mediane[y1 , . . .  , Yrn] 

Qu'en est-il alors lorsque l'on cherche non plus un modèle constant mais un modèle linéaire ? 
Il faut résoudre une problème de programmation linéaire : 

{ soumis à 
min 'L;,: 1 Ut 
-Ut ::; Ut - W T Xt ::; Ut 

Chaque fonction d'erreur demande par conséquent une analyse propre afin de déterminer la. 
solution optimale au problème d'apprentissage associé. 

3. Séparatrices linéaires 

3.1  Généralités 

Nous nous plaçons désormais dans le cadre de l'apprentissage supervisé d'une règle de classi
fication, c'est-à-dire que la variable dépendante ou à prédire prend ses valeurs dans un ensemble 
fini, que l'on associe généralement à un ensemble de classes. C'est le cas, par exemple, de la 
reconnaissance de lettres ou de classes de documents. 

Lorsque l'on se place dans un espace de représentation euclidien, on peut librement faire des 
hypothèses sur la géométrie des classes ou sur celles de leurs surfaces séparatrices. La plus simple 
d'entre elles est de supposer que deux classes peuvent être séparées par une certaine surface, 
définie par une équation ; les paramètres qui régissent cette équation sont alors les variables à 
apprendre. Cette hypothèse n'est pas au fond tellement plus forte que de supposer que les classes 
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Chapitre 9 L'apprentissage de modèles linéaires 

sont de nature gaussienne, comme on le fera par exemple au chapitre 15 ; elle est souvent bien sûr 
fausse, mais peut mener à une probabilité <l'erreur raisonnable clans un bon nombre de problèmes. 
Cette probabilité <l'erreur doit évidemment être évaluée objectivement, sur un ensemble de test 
ou par les méthodes présentées au chapitre 3 .  

Le  nombre de  paramètres à calculer est minimal si l'on suppose cette surface linéaire ; aussi 
est-ce l'hypothèse qui prévaut souvent, en particulier lorsque l'échantillon de données est de taille 
réduite par rapport à la dimension de l'espace d'entrée, d'autant qu'elle permet de mener des 
calculs faciles et de visualiser précisément le résultat obtenu. 

3.1 . 1  Hyperplans séparateurs et discriminants dans un problème à deux classes 

Dans iRd, une surface linéaire est un hyperplan A, défini par l'équation 

(9. 13) 

avec a vecteur de dimension d et a0 scalaire. Si  deux classes w1 et w2 sont séparables par A, tous 
les points de la première classe sont par exemple tels que : 

(9.14) 

et ceux de la seconde vérifient alors : 

(9.15) 

Dans un espace de dimension d = 1 ,  une séparation linéaire se réduit à la comparaison à un 
seuil. Prenons ce cas particulier pour donner deux exemples où un problème de discrimination à 
deux classes ne peut pas en pratique être complètement résolu par une séparatrice linéaire. 

-- EXEMPLE 

Cherchons à classer les hommes et les femmes sur la seule mesure de leur taille. Bien que 
les hommes soient en général plus grands que les femmes, aucun échantillon d'apprentissage 
représentatif ne permettra de fixer une valeur pertinente pour le seuil, étant donné qu'il 
existera évidemment toujours certains hommes plus petits que certaines femmes. Dans ce 
cas, c'est l'espace de représentation qui est trop pauvre : d'autres critères doivent être mis 
en œuvre pour décider sans erreur du sexe d'un individu. 
Supposons pour un autre exemple qu'un avimateur cherche à discriminer les eiders (Somatiera 
mollissima) mâles des femelles par le niveau de gris moyen de leur plumage. Là encore, 
un seuil sur cette mesure donnera une classification confuse ; mais, cette fois, l'espace de 
mesure est suffisant ;  c'est en revanche la définition des classes qui est trop pauvre. En effet , 
les femelles sont toutes marron clair ; mais les mâles sont soit blanc brillant quand on les 
observe de face, soit noirs quand ils sont vus de dos. Il faudrait donc subdiviser cette dernière 
espèce, ce qui rendrait possible une bonne séparation linéaire en trois classes (eider mâle vu 
de face, eider mâle vu de dos, eider femelle) par deux seuils sur les couleurs. Il suffirait 
ensuite de regrouper les deux classes extrêmes pour avoir résolu le problème dans l'espace de 
représentation initial. Cet exemple sera détaillé au début du chapitre suivant, pour présenter 
les réseaux connexionnistes. 

Définition 9.1 (Hyperplan séparateur, séparatrice linéaire, hyperplan discriminant.) 

On appelle hyperplan séparateur ou séparatrice linéaire un hyperplan qui sépare parfaitement deux 
classes, c 'est-à-dire qiti vérifie les équations 9.14 et 9. 1 5 ;  en particulier, il sépare parfaitement 
leurs points d 'apprentissage. Un hyperplan discriminant est un classificateur linéaire pour deux 
classes qui ne sont pas linéairement séparables. 
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308 PARTIE 3 Apprentissage par optimisation 

Il n'est en général pas possible de trouver un hyperplan séparateur. On se contentera donc de 
chercher un hyperplan discriminant par approximation, au sens cl 'un certain critère. 

Le problème de l'apprentissage de classificateurs linéaires se ramène clone à la recherche des 
paramètres a et ao d'un hyperplan discriminant , séparant le mieux possible les points cl 'appren
tissage de w1 et de w2 dans l'espace JRd et conduisant à la meilleure faculté de généralisation 
possible. 

3 . 1 .2 Un peu de géométrie dans Illd 

Un hyperplan dans fil d, où les coordonnées sont notées x1,  . . .  , xd, est défini par d+ 1 paramètres 
ao, a 1 ,  . . .  ' ad . Il répond à l'équation : 

(9.16) 

En notant vectoriellement a T = (a1 , . . .  , ad) et x T = (.x1 , . . .  , xd), l'équation 9.16 s'écrit de 
manière équivalente : a0 + a T x = O.  

Un hyperplan d'équation a0 + a T x = 0 a pour vecteur normal a. Sa distance algébriqiie à 
l'origine vaut ao/11 a I l  avec I l  a 1 12 = L,t=l aI. 

La figure 9.2 montre un hyperplan à deux dimensions qui est la droite d'équation g(x) = 
ao + a,1x1 + azxz = 0, ainsi que son vecteur normal a. 

Cette figure donne a.ussi la distance de deux points particuliers à cet hyperplan : l'origine, à la 
distance ao/ 1 1  a I l , et un point y de l'autre côté de la  droite, à la  distance g(y)/ 1 1 a I l · Les signes 
de ces deux distances algébriques sont opposés, puisque les deux points ne sont pas du même 
côté de l'hyperplan. Le signe de la distance de l'origine à l'hyperplan est le même que celui de 
ao. 

y 

1 a 

X1 g(x) = ao + aix1 + a2x2 = 0 

FIG. 9.2: La géométrie d 'itn hyperplan. 

Pour caractériser l'hyperplan d'équation a0 + a T x = 0,  on peut rassembler tous ses paramètres 
dans un vecteur A de dimension d + 1 construit comme : 
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Chapitre 9 L'apprentissage de modèles linéaires 

Par extension, on note A l'hyperplan lui-même. Notons qu'en réalité il suffit de d paramètres 
pour définir un hyperplan : on peut sans perdre de généralité imposer par exemple : a0 = 1 .  

Posons g ( x)  = a 0  + a  T x et notons .6. (y ,  A) la distance entre 1 'hyperplan A d'équation g ( x)  = 0 
et un point y de IR.d. Elle est définie comme la distance entre y et le point de A le plus plus 
proche de y. Ce point n'est autre que la projection orthogonale de y sur A. La valeur .6.(y, A) 
est, comme on l'a vu, une distance algébrique donnée par la formule : 

g(y) 

.6. (y
,
A) = W 

3.2 L'apprentissage d'un hyperplan pour discriminer deux classes 

3.2.1 Une solution globale 

3.2.1 . 1  Le cas séparable Supposons pour le moment que les deux classes w1 et w2 soient 
séparables par un hyperplan. Il existe donc un vecteur a caractérisant cet hyperplan séparateur 
tel que : 

• a T x positif pour x E w1 ; 

• a T x négatif pour x E w2. 
Notons qu'il est facile de se ramener à ce cas quand c'est le contraire qui se produit, en inversant 
simplement le signe de toutes les coordonnées de a. La formalisation de la séparation linéaire 
pour un problème à deux classes se fait alors en plongeant le problème dans l'espace de dimension 
d + 1 .  Le vecteur a et le scalaire ao sont transformés en un vecteur A en ajoutant ao à a comme 
une coordonnée de rang 0, ce qui se note : AT = (ao, a T ) . On impose une valeur non nulle à ao, 
par exemple ao = 1. 

Soit S l'ensemble des données d'apprentissage : il est composé de m exemples (x,w) où x est 
un vecteur de IR.d et w E {w1,w2}. On transforme ces exemples en vecteurs X de JRd+ I par : 

::::} XT = ( 1 ,  X T )  
XT = (- 1, -xT ) 

(9.17) 

Par conséquent, quelle que soit la classe de x, on a désormais : AT X 2. 0 (rappelons que 
l'hyperplan caractérisé par le vecteur A est pour le moment supposé séparateur : tous les points 
sont bien classés). 

Si on range les m vecteurs X comme les colonnes d'une matrice M, il est alors facile de voir 
le problème de séparation linéaire comme la recherche d'un vecteur A dans JRd+ 1 tel que : 

ATM = BT (9.18) 

où B est un vectev.r positif de JRm (dont toutes les coordonnées sont positives). 
Ceci revient à dire que l'on recherche un hyperplan dans l'espace de représentation augmenté 

d'une dimension, avec les contraintes qu'il passe par l'origine et que B reste positif. Cette mani
pulation mathématique n'a d'autre but que de rendre plus aisée la résolution du problème. 

Remarquons que cette équation ne peut pas se résoudre dans le cas général, puisque M n'est 
pas inversible (c'est une matrice à d + 1 lignes et m, colonnes) et que B est inconnu. 

3.2.1.2 Le cas non séparable Traitons maintenant le cas général où les classes et les don
nées d'apprentissage ne sont pas séparables. On se ramène donc à la recherche d'une séparatrice 
linéaire en cherchant un hyperplan A le meilleur possible pour distinguer les deux classes. Le 
principe ERNI (voir les chapitres 2 et 21) nous indique de choisir celui qui minimise le nombre 
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310 PARTIE 3 Apprentissage par optimisation 

d'exemples mal classés. Mais c'est une valeur discontinue en fonction des paramètres d'un hyper
plan . Pour des raisons de facilité de calcul, on va s'intéresser à des critères presque identiques, 
mais dérivables. Par exemple, on peut minimiser le critère : 

(9.19) 

Pourquoi ce critère ? Si les deux classes sont séparables, il existera un couple (A, B) avec B 
positif pour lequel ce critère sera exactement nul. En imposant dans le cas général la contrainte 
B positif ou nul, on peut donc comprendre intuitivement qu'une bonne solution approchée pour 
A rendra J(A, B )  assez petit. 

-- EXEMPLE 

Il est possible de donner une justification plus profonde à cet argument. En effet, J(A, B) 
peut s'écrire : 

xj étant la projection dans l'espace de dimension d+ 1 du jème point d'apprentissage Xj. On 
sait (voir le chapitre 3 ,  paragraphe 3 .1 .2) que la distance �(x.i ,  A) du point x.i à l'hyperplan 
caractérisé par le vecteur A a pour valeur : 

a T xi + a0 �(xi ,  A) =  -ll_a_l_I -

Son carré peut donc s'écrire : 

On en déduit : 

T )2 
� x · 2 = 

(A xj [ ( 1 , A)] I l  a 1 1 2 

1 
m. 

J(A, B )  = 
2 I l  a 1 1 2 L [�(x.i , A) - b.i I l  a 1 1 ]2 

J=l 

Pour les points de A bien classés pa.r ]'hyperplan A, le terme [� (xi , A) - bi I l  a 11]2 peut 
êLre annulé en choisissanL bi = t:.(17�1tl, qui est positif. Pour les points mal classés, à défaut 
de pouvoir prendre bi négatif, le mieux que l'on puisse faire est d'imposer b; nul. 

Minimiser J (A, B) sous la. contrainte B positif ou nul revient donc d'une certaine manière ;;'\. 
se placer dans le cadre du critère des moindres carrés : on cherche l'hyperplan A qui minimise 
la somme des distances entre A et les points de l'ensemble d'apprentissage que A classe mal. 
Si A et B minimisent effectivement J (A , B) ,  on a :  

[J(A, B)] = [�(x, A) J2 
xES mal classé par A 

Par conséquent, sous l'hypothèse que le1:> distances entre A et les points mal classés par A 
sont réparties selon une distribution gaussienne, et que ceux-ci sont les seuls à compter dans 
le positionnement de A, la rninirnisaLion de J(A, B) esL la recherche du meilleur hyperplan 
a posteriori (au sens bayésien), c'est-à-dire le plus probable connaissant. les données (voir le 
chapitre 15 ,  paragraphe 1.6). 
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Résolution. Les équations classiques de l'algèbre linéaire fournissent la valeur du gradient de 
J(A, B) pa.r rapport à A : 

(9.20) 

Comme J(A, B )  est toujours positif ou nul, son minimum est atteint pour : 

V'AJ(A , B) = O  (9.21) 

ce qui fournit quand la matrice NIT NI est inversible (ce qui est vrai en général) 

(9.22) 

avec M+ = MT (M MT )-1 pswdo-inverse de M. 
Par conséquent, si le vecteur B était connu, la solution à notre problème consisterait simple

ment à calculer A par la formule : 
AT = BTM+ (9.23) 

A défaut de connaître exactement B, on sait qu'il est positif quand les données sont séparables. 
On peut, conformément à ce qui a. été dit plus haut, chercher une solution qui approche ce ca.s 
idéal en fournissant des valeurs strictement positives pour les coordonnées de B correspondant 
à des points bien classés, et des valeurs nulles pour les points mal classés. L'algorithme cherché 
doit donc réaliser une minimisation de J (A, B) sous la contrainte B positif ou nul. 

On dispose alors de deux types de méthodes pour finir de résoudre le problème : celles reposant 
sur un calcul numérique global direct et celles qui procèdent de manière itérative sur les données 
d'apprentissage (on en verra une au paragraphe suivant). La méthode globale la plus simple est 
la programmation linéaire : si l'on ne retient de B que sa positivité, l'équation ci-dessus se ramène 
à m inéquations linéaires dans l'espace de dimension d + 1 .  Le problème est donc de grande taille 
si le nombre d'exemples est important. Les méthodes globales sont de ce fait peu employées ici. 

3.2.2 Une méthode itérative : l'algorithme de Ho et Kashyap 

Cette méthode consiste, à partir d'un vecteur Bo arbitraire, à en déduire une suite convergente 
de valeurs At et Bt de vecteurs paramètres du problème. Son principe est le suivant : si l'on 
suppose connaître un certain Bt, on sait que l'on peut calculer At par l'équation 9.22, soit ici : 

(9.24) 

On cherche à minimiser le critère J(Ar, Bt) · Comment modifier Bt pour diminuer cette valeur ? 
Simplement en calculant le gradient de J(A1, Bt )  par rapport à B1 et en en déduisant une valeur 
B 1+ 1 telle que : 

(9.25) 

Ce gradient vaut : 

(9.26) 

Une façon de réduire .J(At ,Bt)  est d'utiliser la méthode de la descente de gradient (voir l'an
nexe 8) , qui consiste ici à retrancher à Bt un vecteur colinéaire à Y'a,J(At ,Bt ) ,  donc à faire : 

(9.27) 

où O' est un coefficient positif qui règle la vitesse de convergence de l'algorithme. 
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312 PARTIE 3 Apprentissage par optimisation 

Il y a cependant une précaution à prendre : celle d'éviter de rendre négatifs des termes de 
Bt+l ;  pour cela, on remplace simplement dans (Ai M - Bi )  tous les termes négatifs par 0, ce 
qui donne un vecteur noté lAi M - Bi J .  

On démontre que cette procédure converge vers une valeur nulle de J quand les deux classes 
sont séparables, vers une valeur positive sinon ; cette dernière valeur peut cependant ne pas être 
le minimum global de .J(A , B )  sur toutes les valeurs possibles de A et B.  L'algorithme 9 décrit 
cette procédure. 

Algorithme 9 : Algorithme de Ho et Kashyap 

début 

fin 

Prendre Bo et ü positif quelconques 
t - 0 
tant que critère d'arrêt non satisfait faire 

AT - BT1w+ t t 
Bi+1 - B( + a: lA( M - B,JT 

t - t + 1 
fin tant que 

Le critère d'arrêt peut être, par exemple : J(At,Bt) '.::::'. J(At+1 , Bt+1 ) , ou bien : t ;::: trnax · 
La valeur a: peut être considérée, du point de vue de l'apprentissage, comme l'importance de la 

punition ou de la récompense que l'on applique aux paramètres pour les modifier ; c'est d'ailleurs 
une remarque générale pour toutes les méthodes de gradient. Grande, elle permet une bonne 
exploration de l'espace décrit par J, mais peut faire varier erratiquement les vecteurs At et Be 
et interdire en pratique leur convergence ; petite, elle donne une vitesse de convergence lente et 
peut mener trop facilement à un optimum local. 

Il existe diverses possibilités pour régler automatiquement a: qui ont été largement étudiées 
dans le cadre des méthodes générales d'optimisation par les techniques de descente de gradient. 
L'une d'entre elles a par exemple pour principe de réduire cette valeur au fur et à mesure de la 
croissance de t : on peut la voir comme un survol exploratoire à grande vitesse du « paysage » 
J, progressivement remplacé par une descente de plus en plus lente vers le minimum entrevu 
comme le plus prometteur5. 

3.3 Un autre calcul : l'algorithme du perceptron 

L'algorithme du perceptron travaille directement sur le vecteur a qui caractérise la surface 
discriminante cherchée. On n'a clone plus besoin ici de se placer clans l'espace de représentation 
de dimension d + 1 ni d'utiliser le vecteur A. Cet algorithme utilise un protocole d 'apprentissage 
itératif : il prend les données cl 'apprentissage les unes après les autres, chacune étant choisie soit 
par un passage systématique dans l'ensemble d'apprentissage (version « non stochastique » ) ,  soit 
par un tirage au hasard dans celui-ci (version « stochastique » ) . Son nombre d'étapes effectives 
peut être important : un seul (exactement ou en moyenne) passage des données n'est en effet pas 
suffisant pour le faire converger. 

5 Ou comme la. tactique normale d'un joueur de golf, qui joue des clubs de moins en moins « longs » pour être 
plus précis au fur eL à mesure qu'il se rapproe;he du trou. 
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Chapitre 9 L'apprentissage de modèles linéaires 

3.3.1 L'algorithme stochastique 

Dans sa version stochastique, l 'algorithme du perceptron se décrit par l'algorithme 10 à 
l'étape t de son calcul, le vecteur a est noté at ; le nombre maximal d'étapes est fixé à tmax· 

Algorithme 10 : Le perceptron, version stochastique 

début 

fin 

Prendre a(o) et a: positif quelconques 
t <-- 0 
tant que t � tmax faire 

tirer au hasard une donnée d'apprentissage x 
si x est bien classé alors 

1 at+l <-- at 
sinon 

s i  x E w1 alors 
1 at+1 <-- at + o:x 

sinon 
at+l <-- at - etx 

fin si 
fin si 
t <- t + l  

fin tant que 

On constate qu'il n'y a pas de modification si la donnée lue est classée correctement. En 
revanche, en cas de mauvais classement, la valeur courante at de a est corrigée. 

3.3.2 Convergence 

Le calcul suivant montre empiriquement en quoi cette tactique est fondée : supposons que la 
donnée d'apprentissage x appartienne à la classe w1 ; on sait que dans ce cas, puisqu'il est mal 
classé, A°[ x est négatif au lieu cl 'être positif. 

(9.28) 

Par conséquent, puisque la valeur a T x a augmenté, la. donnée x devrait avoir à son prochain 
passage plus de chances de vérifier l'inégalité a T x 2: 0 et d'être donc bien classée dans la classe 
w1 . Le calcul est analogue dans le cas où une donnée devant appartenir à w2 est mal classée : la 
valeur ai+1x devient inférieure à aj x, ce qui la rapproche de la valeur négative qu'elle aurait dü 
prendre. 

Cette justification est en fait rigoureusement démontrée par un théorème de convergence qui, 
comme dans le cas précédent, assure que dans le cas de classes séparables, un hyperplan conve
nable est trouvé en un nombre fini d'étapes6. 

3.3.3 La version non stochastique et son interprétation 

Reprenons cet algorithme dans sa version non stochastique, dans laquelle les données d 'ap
prentissage sont proposées dans l'ordre. L'itération centrale de l'algorithme (appelée une époq1ie 

6 Le théorème de Novikoff prouve que l'algorithme du perceptron converge en un nombre fîni T d'étapes : 
T � 2R.2/1\1'2 où M = min1:;; ,:;; .,. {u; d(x; ., h)} pour un sép1),ntl;(;ur h eL d Il), distance utilisée. 
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314 PARTIE 3 Apprentissage par optimisation 

l + XJ - X� = Û (<:r = 0) 

1 + 0.7x1 - l.2x2 = 0 (c:r = 0.1: 

D y  

1 - 0.5x1 - 2x2 = 0 (a = 0.5) 

1 - 2x, - 3x2 = 0 (c:r = 1) 

FIG.  9.3: Fonctionnement de l 'algorithme du perceptron. 

d'apprentissa.ge) porte sur le calcul de la modification (notée ci-dessous modif) que subit a par 
le cumul des contributions de tous les exemples. La base des exemples imervient plusieurs fois. 
L'algorithme 1 1  décrit le processus. 

On peut voir cette version de l'algorithme comme la minimisation du critère 

J(a) = -
xES mal classé par a 

En effet, en supposant a0 fixé à la valeur 1 ,  on a : 

'V al(a) = X 
modif 

xES mal classé par a 

Par conséquent, la modification apportée au vecteur A par une époque d'apprentissage est pro
portionnelle au gradient du critère J(a). Cet algorithme minimise donc J(a), qui est un critère 
un peu différent de celui de l'algorithme de Ho et Kashyap. L'expérience prouve en général que 
ce dernier est plus efficace du point de vue de la généralisation. 

-- EXEMPLE Fonctionnement ---------------------------

Prenons l'espace de représentation égal à IR.2 (figure 9.3) et supposons qu'à l'itération t, 
Péquation de la surface sépara.trice courante soit : x1 - x2 + 1 = 0 . 

Autrement dit, on a fixé a0 = 1 et le vecteur courant at vaut : at = ( ! 1 ) . 
Maintenant, supposons que l'exemple suivant soit : (x, c) = ( � ) , w2 

La valeur de l'équation de la séparatrice x1 - x2 + 1 = 0 sur les coordonnées de l'exemple 
est. donc : 3 - 2 + 1 = 2 
Or, puisque l'exemple (x, c) appartient à la classe w2 , cette valeur devrait être négative. Il 
faut donc modifier ai. 
Le calcul à faire, puisque (x, c) E w2, est le suivant : at+I = at - a.x 
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Chapitre 9 L'apprentissage de modèles linéaires 

Algorithme 1 1  : Le perceptron, version non stochastique 

début 

fin 

Prendre A (o) quelconque et a positif quelconque 
t � o 
tant que t ::; tma.x faire 

modif � 0 
pour chaque donnée d 'apprentissage x faire 

si x est mal classé alors 
si x E w1 alors 
1 modif � modif + ax 

sinon 
modif � modif - ŒX 

fin si 
fin si 

fin pour 
At+1 � At + modif 
t � t + 1 

fin tant que 

Pour a: =  0.1 ,  on obtient : 

La surface séparatrice courante a donc pour nouvelle équation : 

0.7X1 - l.2X2 + 1 = Ü 

On constate graphiquement, qu'elle s'est rapprochée du nouvel exemple, sans toutefois bien 
le classer. Pour un pas plus grand, par exemple : ü = 1 ,  on obtiendraiL la séparatrice : 

qui classe correctement le nouveau point. 

On verra au chapitre 10 une extension du perceptron au cas de plus de deux classes ; on verra 
aussi comment on peut le généraliser en réseau connexionniste. 

3.4 L'hyperplan discriminant de Fisher 

La méthode de Fisher diffère des précédentes en ce qu'elle ramène d'abord le problème à une 
dimension avant de construire un hyperpla.n .  Pour cela, elle va chercher la droite F de vecteur 
directeur f passant par l'origine telle que la projection des points d'a.pprentissage sur F sépare au 
mieux les deux classes w1 et w2. Ensuite, elle cherche sur F le point par lequel passe l'hyperplan 
discriminant, orthogonal à F .  

Notons µ1 e t  µ2 l a  moyenne des points cl 'apprentissage de w1 d e  w2 , m1 et m2 l e  nombre de 
points d'apprentissage dans w1 et w2 et définissons : 

(9.29) 
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316 PARTIE 3 Apprentissage par optimisation 

comme le scalaire donnant la moyenne des valeurs des projections des points de w1 sur F, et 
notons de même µ2 pour la seconde classe. Définissons aussi : 

(9.30 ) 

et s2 la. dispersion de ces projections. Le critère de Fisher consiste à chercher la droite F telle 
que la valeur 

J(F) = (ïiï - ��
2 

812 + 8'22 (9.31) 

soit maximale. Cette valeur est en effet une mesure de la séparation des projections des deux 
classes sur la droite F .  On peut d'ailleurs l'exprimer autrement. 

Définissons les valeurs : 
(9.32) 

et de même S2 ; la valeur 
(9.33) 

est appelée la variance intraclasse totale des données d'apprentissage. Définissons aussi la variance 
interclo,,sse par : 

(9.34) 

Il est alors possible de prouver que : 

(9.35) 

Finalement, on démontre que le critère J ( F) est maximal pour : 

(9.36) 

L'hyperplan séparateur de Fisher étant orthogonal à la droite F, il a donc pour équation : 

fx - fo = 0 

La dernière inconnue est la valeur scalaire f0. Puisque le problème a. été ramené à une dimen
sion, il suffit pour la déterminer de supposer par exemple que les projections de chaque classe 
sur F sont gaussiennes et de procéder comme au chapitre 15. 

3.5 Et pour plus de deux classes ? 

Dans le cas où l'on a un ensemble d'apprentissage représentatif de plus de deux classes, il 
existe plusieurs façons de généraliser la discrimination linéaire. La première est d'apprendre pour 
chaque classe un hyperplan qui la discrimine de toutes les autres, ce qui revient à considérer la 
réunion de leurs exemples comme négatifs et ceux de la classe en apprentissage comme positifs. 
!viais cette façon de procéder conduit, comme le montre la figure 9.4, à de larges ambiguïtés de 
classification. 

Une autre solution est de chercher une surface discriminante entre chaque couple de classes 
(figure 9.4, à droite) ; elle présente l'avantage de dessiner moins de zones ambiguës, mais elle a 
l'inconvénient de demander le calcul de C ( C - 1) /2 jeux de paramètres au lieu de C. 
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Chapitre 9 L'apprentissage de modèles linéaires 

FIG. 9.4: Séparation linéaire à plus de deux classes. À gauche, on sépare chaque classe de toutes 
les autres : il y a C hyperplans. Le point en triangle est attribué à la classe w 1 ,  le point 
en carré est ambigii entre w1 et w2, le point central est ambigii entre les trois classes. 
Sur les sept zones, qttatre sont ambiguës. À droite, on sépare chaque classe de chaque 
autre : il y a C(�-l) hyperplans. Le point en triangle et le point en carré sont attribués 
à la classe w2, le point central est ambigu entre les trois classes. Sur les sept zones, une 
seule est ambiguë. 

Dans le cas de plus de trois classes, la géométrie de la séparation par hyperplans devient 
nettement plus complexe : l'espace IR.<1 est en effet partagé dans le cas général en n2+2n+2 zones 
convexes par n hyperplans. 

Les problèmes d'ambiguïté peuvent être résolus par un système ultérieur de décision sur l'en
semble des classes, prenant en compte des paramètres supplémentaires, par exemple la distance 
aux hyperplans appris (qui se déduit directement des formules présentées ci-dessus) et/ou les 
probabilités a priori des classes. On peut aussi regrouper provisoirement les classes par des mé
thodes de classification hiérarchique, et réaliser un processus de décision arborescent sur cette 
base. Ceci n'est pas sans rapport avec les méthodes des arbres de décision présentées au chapitre 
13. Notons aussi que l'algorithme du perceptron, donné ici dans le cas de deux classes, possède 
une généralisation naturelle à plus de deux classes qui sera présentée au chapitre 10. 

Ce problème de l'adaptation de classificateurs construits pour deux classes à un nombre quel
conque de classes sera traité d'une autre manière et plus en détail au chapitre 17,  section 3.2. 

4. Modèles linéaires par morceaux et combinaisons de modèles 

locaux 

Une généralisation des modèles linéaires consiste à supposer que la variable dépendante (de 
sortie) y est linéaire localement dans l'espace d'entrée X ,  a.vec une dépendance linéaire variable 
suivant la. région de X. On parle alors de modèle linéaire par morceaux ( Piecewise Linear 1\ll odel) . 

Géométriquement, le modèle consiste en un ensemble d'hyperplans de dimension d, chacun 
couvrant une région de l'espace d'entrée X disjointe des autres. Les paramètres de ce type de 
modèles sont les paramètres décrivant chaque hyperplans et les paramètres spécifiant les régions 
(ou frontières) de ces hyperplans. 
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318 PARTIE 3 Apprentissage par optimisation 

4.1 La régression linéaire par morceaux 

Pour des raisons de simplicité de présentation, nous supposons désormais que la sortie y E IR, 
de même que l'entrée est supposée uni-dimensionnelle x E IR. Une fonction linéaire par morceaux 
f (x) est obtenue en divisant le domaine X en intervalles contiguës et en définissant une fonction 
linéaire dans chacun de ces intervalles . 

• 

• 

Xo 

• . : 

Xo xr xo XT 

F 1G. 9 .5: Régression linéaire par morceaux. La cottrbe représente la fonction cible et les po'ints, 
des données engendrés à partir de la courbe avec un bruit ga'ltssien. En haut à droite, 
les nœuds 6 et 6 sont fixés a priori, et les droites de régression sont non restreintes. 
En bas à gauche, les nœuds Ç1 et Ç2 sont fixés a priori, et les droites de régression sont 
restreintes à être contimtes en chaque nœud. En bas à droite, les nœttds Ç1 et 6 sont 
calculés, et les droites de régression sont contraintes à être contimws en chaque nœ'ltd. 

Les paramètres à déterminer deviennent plus nombreux que dans la régression linéaire simple. 
Il faut maintenant déterminer à la fois les paramètres de chaque droite de régression dans chacun 
des intervalles, mais aussi spécifier les frontières entre intervalles, souvent appélés nœuds. 

Pour de nombreuses applications, il peut être gênant d'avoir des discontinuités entre les modèles 
locaux (par exemple, on ne souhaite pas que l'impôt saute brutalement d'une tranche de revenus 
à la suivante) . On impose alors des conditions de continuité entre modèles à chaque nœud (voir 
figure 9 .5) . 

4.2 La régression spline 

Une généralisation supplémentaire du modèle précédent consiste à remplacer les modèles locaux 
linéaires par des modèles plus riches, comme des polynômes de degré fixés. Il faut alors déterminer 
le nombre d'intervalles, les paramètres de chacun de ces modèles dans chaque intervalle, ainsi 
que les nœuds spécifiant les intervalles. Dans le cas où des conditions de continuité sont imposées 
entre les modèles locaux, on parle de svlinc pour décrire la fonction de régression obtenue. On 
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Chapitre 9 L'apprentissage de modèles linéaires 

peut imposer également des conditions de continuité sur les dérivées en chaque nœud. Une spline 
d 'ordre NI à K nœuds est une régression par K morceaux utilisant des polynômes de degré � M 
dans chaque intervalle. 

Les fonctions de base utilisées sont dans ce cas : 

xi-l j = l, . . . , M  

(x - �1)�1 -i l = 1 ,  . . .  , K  

où (x - �i)+ désigne la fonction prise « à droite » de �1• D'autres bases, plus pratiques pour les 
calculs, incluent les B - splines 7 .  

4.3 La combinaison linéaire de fonctions de base 

Au lieu de se restreindre à des fonctions polynômes, il est possible d'utiliser n'importe quelle 
base ou dictionnaire de fonctions de base <I> = { </>i(x)}i=I,N définies de X dans Y8. On peut alors 
considérer des fonctions linéaires définies à l'aide de ce dictionnaire : 

N 
f (x) wo + L wj </>j(x) {9.37) 

J=l 

Par exemple, on peut imaginer de projeter le vecteur d'entrée x défini dans l'espace vectoriel 
X décrit par les vecteurs de base {edi<i<d, où d est la dimension de l'espace d'entrée, dans un 
nouvel espace où les vecteurs de base sont des combinaisons de type eiej . . . On traite alors de 
régularités polynomiales. 

L'intérêt de ces modèles est que, bien qu'ils permettent d'exprimer des relations non linéaires 
entre variables d'entrée et variables de sortie, ils sont cependant linéaires en leurs paramètres, 
qui sont par a.illeurs en nombre limité ; de ce fait, les techniques d'estimation de ces paramètres 
(les wi) restent faciles et du ressort des techniques exposées pour les modèles linéaires simples. 
Ces modèles sont très généraux. 

l .  Lorsque l'on cherche à estimer la fonction f (x) à partir d'un échantillon de données 
Sm = ((x1, f (xi) + €), (x2, f (x2) + E), . . . , (xm , f (xm) + E)), il s'agit d'un problème de 
régression. 

2.  

3.  

Si l'on cherche à estimer une fonction de décision de la forme 9.37, il s'agit d'un problème 
de classification linéaire clans l'espace défini par les fonctions de base. 

Finalement, on peut a.ussi chercher à estimer une densité de probabilité en utilisant 
un modèle de mélange (mixture model, en anglais) de la forme : 

N 

p(x) = L Pi (xl@i)  'iTi (9.38) 
·i= l  

Dans ce cas, la densité de  probabilité générale sur X est décomposée en  une somme pondérée 
de fonctions de densité. Chacune de ces fonctions de base Pi(xlBi) consiste typiquement 
en une fonction paramétrique simple (de paramètre Bi), comme une densité normale. 1fi 
représente la probabilité qu'un point tiré au hasard ait été engendré à partir de la densité 
i, que l'on peut interpréter comme une classe {on a donc I:i 1fi = 1 ) .  

7 Voir par exemple [HTF'Olj. 
8 En génôn1l, les fonctions </>; sont choisies continues sur X. 
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320 PARTIE 3 Apprentissage par optimisation 

Il est évident que le nombre N de fonctions de base ou de composants est lié à la complexité 
des modèles considérés, et doit donc être contrôlé avec soin. 

Notons que les méthodes à base de dictionnaires de fonctions de base sont apparentées mais 
différentes des méthodes à base de fonctions noyaux (voir chapitre 14.) dans lesquelles les fonctions 
de bases elles-mêmes sont déterminées en cours d'apprentissage, et non fixées a priori. Cependant, 
nous verrons que les méthodes à base de fonctions noyau utilisent des fonctions de base d'un 
type prédéterminé. Par contraste, les réseaux connexionnistes (voir chapitre 10) peuvent être 
considérés comme des combinaisons de fonctions de base adaptatives, ce qui rend leur contrôle 
compliqué. Dans les deux cas, une question fondamentale concerne le choix des fonctions de base. 

5.  La recherche des facteurs pertinents 

Ce chapitre traite des régularités ayant la forme de combinaisons linéaires de facteurs, ceux-ci 
pouvant être des variables ou des modèles locaux. Nous avons fait allusion, dans la section 2.3.1 ,  
au fait que ces méthodes permettent d'associer automatiquement un poids aux facteurs et donc 
d'identifier les facteurs importants. Cette observation était cependant quelque peu hâtive. Il peut 
arriver en effet que certains facteurs soient corrélés, ce qui entraîne que leur coefficient ne soit pas 
représenta.tif de leur importance intrinsèque (e.g. un facteur peut prendre un très fort coefficient 
car il est contrebalancé par un facteur corrélé ayant un fort coefficient opposé). Par ailleurs, dans 
certaines applications, par exemple en bioinformatique, le nombre de facteurs (e.g. des gènes) 
peut largement dépasser le nombre d'observations (e.g. des biopuces). Dans ce cas, le problème 
est mal conditionné et peut donc conduire à des résultats très instables. Finalement, et le plus 
important, les méthodes traditionnelles fondées sur l'estimation de la corrélation intrinsèque de 
chaque facteur avec la sortie sont biaisées parce que l'on choisit ces facteurs avec les données. On 
a le même problème que pour la recherche d'une meilleure hypothèse à partir d'un échantillon 
de données. C'est pourquoi, au milieu des années quatre-vingt-dix, le grand statisticien Brad 
Efron (1938 - ) déclarait que le plus grand problème à résoudre était celui de l'identification des 
facteurs pertinents (témoignage cité dans l'article de synthèse [HCMF08j). 

5 . 1  Méthodes de détermination ou de pondération des facteurs pertinents 

Les méthodes classiques sont essentiellement la sélection pas à pas ( « stepwise selection » ) , 
l'exploration de tous les sous-ensembles de facteurs ( « all-subsets » ), et la « ridge regression » .  
Elles sont toutes sujettes à instabilité face à des petites variations de l'échantillon d'apprentissage, 
elles sont biaisées et sont parfois coûteuses à mettre en œuvre. 

• All-subsets selection. Supposons que le nombre total de facteurs soit p. La méthode d'explo
ration de tous les sous-ensembles cherche pour chaque k E { 1 ,  2, . . .  , p} le sous-ensemble de 
k facteurs donnant la performance maximale, par exemple la plus petite somme des erreurs 
au carré résiduelle dans le cas de la régression. Il est évident que cette erreur résiduelle 
décroît avec k croissant. Il faut donc trouver un critère pour choisir k. Celui-ci implique en 
général un compromis entre biais et variance, favorisant par exemple les modèles les plus 
parcimonieux. Un problème critique de cette approche est son coût calcula.toire qui la. rende 
impraticable au-delà de 30 à 40 facteurs. Il faut donc avoir recours à des méthodes itératives. 

• Stepwise selection. Les méthodes pas à pas sont des méthodes gloutonnes et myopes recher
chant à chaque pas le facteur restant dont l'ajout (forward-stepwise selection) ou le retrait 
( backward-stepwise selection) améliore le plus l'adéquation aux données. Ici encore se pose 
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Chapitre 9 L'apprentissage de modèles linéaires 

le problème de la sélection du nombre de facteurs k. 
• Ridge regrcssion. Plutôt que d'organiser une recherche dans le graphe des facteurs pertinents 

(et de leur poids associé), une autre approche consiste à pénaliser l'usage de facteurs dans 
l'hypothèse calculée. Parce que ces méthodes cherchent à réduire l'importance des facteurs 
dans l'hypothèse, elles sont appelées shrinkage methods en anglais. Un des avantages de cette 
approche est d'être moins sujette à une variance élevée car les facteurs ne sont plus ajoutés 
ou retirés de manière brutale, mais leurs poids sont ajustés. Dans le cas de la ridge regression, 
la pénalité est de type norme L2, c'est-à-dire une somme des carrés des coefficients w1 

·m. p P 
w* = Argmin{ L (u.; - w0 - L Wj x{)2 + À L wJ } 

w ·i=l j=l j=l 
(9.39) 

À 2: 0 étant un paramètre de contrôle de la pénalité. Il faut noter que Wo n'est pas pris en 
compte dans la pénalisation, pour ne pas faire dépendre le résultat de la position des points 
par rapport à l'origine. De même, il faut normaliser les entrées pour ne pas faire dépendre 
le résultat de l'échelle choisie. 

• La méthode Lasso est également une méthode employant une pénalisation, mais celle-ci est 
de type norme L1  (somme des valeurs absolues des coefficients) : 

(9.40) 

La méthode Lasso est donc très proche de la ridge regression. Pourquoi la considérer et en 
faire même un des sujets de recherche très actifs actuellement? Une raison majeure est que la 
pénalisation en norme L1 conduit naturellement â des modèles parcimonieux, c'est
à-dire comportant peu de facteurs. Une manière de comprendre pourquoi consiste à ré-exprimer 
les problèmes 9.39 et 9.40, ce qui donne pour le ridge regression : 

{ 
l soumis à 

et pour le Lasso 

( 
� 
l soumis à 

* _ A . {� m ( �P ,J ) 2} w - rgmmw Di= l Ui - Wo - Dj= l WjXi 

L�=1 lwjl $ t 
Le paramètre t est directement lié au paramètre À. 

Dans le cas de données décrites à l'aide de deux facteurs x1 et x2, la figure 9.6 permet de 
comparer les solutions produites. Les ellipsoïdes décrivent les courbes d'équi-erreurs, tandis que 
les zones grisées correspondent aux contraintes sur les coefficients notés ici /31 et f32. La solution 
correspond à la première intersection trouvée entre la courbe d 'équi-erreur et la zone grisée 
traduisant les contraintes. Dans le cas d'une norme L1 ,  le volume grisé présente des angles (et 
encore plus en grande dimension) qui favorisent des solutions pour lesquelles seuls quelques 
coefficients Wj (ou /3j) sont non nuls. 

La régularisation utilisant la norme L1 a pris son essor ces dernières années, grâce en parti
culier aux propriétés de parcimonie qu'elle entraîne sur les modèles appris. Cela a conduit au 
développement du domaine appelé compressed sensing en traitement du signal [Don06, CW08j. 

321 
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322 PARTIE 3 Apprentissage par optimisation 

FIG. 9.6: L 'intersection de la courbe d 'equi-erreur avec la zone de contraintes sur les coefficients 
/3j (l/31 I + l/32 I $ t pour Lasso et f3i + f3i $ t pottr la riclge regression) conduit natttrel
le,ment à favoriser des coefficients nuls pour le Lasso à gauche, par rapport à la ridge 
regression, à droite. 

Une nouvelle méthode, appelée LAR pour Least Angle Regression a été introduite récem
ment par Brad Efron IEHJT04l. Il s'agit d'une méthode itérative, comme la forward-stepwisc 
selection, mais au lieu d'ajouter à chaque pas un facteur, elle a.ccroît son poids d'autant qu'il le 
mérite. Dans un premier temps, l'algorithme identifie le facteur le plus corrélé avec le résidu (la 
différence entre la prédiction du modèle actuel et les vraies valeurs sur l'échantillon d'apprentis
sage) . Il augmente alors le poids de ce facteur jusqu'à ce qu'un autre facteur devienne davantage 
corrélé avec le résidu, etc. jusqu'à ce que tous les facteurs aient été introduits (voir l'algorithme 
12) .  Par construction, les coefficients changent linéairement par morceaux, ce qui signifie que le 
nombre de pas est fini. En fait, l'algorithme LAR est très efficace, requérant à peu près le même 
nombre de calculs que la régression linéaire par moindres carrés utilisant les p facteurs. 

Algorithme 12 : Algorithme LAR (Least Angle Regression) 

début 

répéter 

fin 

l. Normaliser les facteurs pour qu'ils aient une moyenne nulle et une norme unité . 
Commencer avec le résidu r = y  - y, w 1 , w2, . . .  , wp = O. 

2. Identifier le facteur x.i le plus corrélé avec r . 
3. Changer le poids Wj de 0 à sa valeur de corrélation de moindre carré (x.i ,  r} ,  

jusqu'à ce qu'un autre facteur xk f:. Xj ait une corrélation égale avec le résidu 
courant. 

4. Changer les coefficients Wj et w1o; clans la direction définie par leur corrélation 
de moindre carré avec le résidu courant, jusqu'à ce qu'un autre facteur x1 ait 
une corrélation égale avec le résidu courant. 

jusqu'à ce que les p facteurs aient été pris en compte. 
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Chapitre 9 L'apprentissage de modèles linéaires 

La description donnée ici, brève par nécessité, ne fait pas totalement justice de ces méthodes. 
Nous renvoyons le lecteur intéressé à [HTF09], chapitre 3 par exemple. 

Beaucoup plus généralement, on voit que le choix de l'ensemble de facteurs pertinents, ou celui 
du réglage de paramètres d'apprentissage peut ne dépendre que d'un paramètre unique. On peut 
alors envisager d'explorer toutes les solutions associées aux variations de ce paramètre. C 'est ce 
que l'on appelle des « méthodes de chemin )> (path algorithms). La figure 9.7 montre l'ensemble 
des poids des facteurs obtenus pour les valeurs possibles d'un paramètre de contrôle. 

Depuis la publication de l'algorithme LAR [EHJT04j, de nombreux travaux ont été consacrés 
au développement cl 'algorithmes pour calculer le chemin de toute une variété de problèmes. 

Lorsque le paramètre en jeu contrôle le compromis biais-variance, ou encore la. régularisation 
du critère inductif, on parle de chemin de régtdarisation. 

2 3 4 5 1 8 10 

FIG. 9.7: Ensemble des voids associés aux différents facteurs pour un jeu de données artificiel 
lorsque l'on fait varier la somme des valettrs absolues des poids des factetirs de 0 à la 
somme maximale possible dans tme procédure LA R. En hatit figure le nombre de factettrs 
pris en compte (de 0 à 10). À gauche, un coefficient normalisé pour les facteurs. À 
droite, les numéros des factettrs. On voit que a·u fur et à mesure q·ue l'on augmente le 
paramètre de contrôle, de vlus en pfos de facteurs vrennent 1m poids non mû (tiré d '11,n 
tutoriel de Trevor H astie en sept. 2006) 

5.2  Optimisation du critère inductif par chemin de régularisation 

Comme nous l'avons vu au chapitre 2, le problème d'induction supervisée sous l'hypothèse de 
données i.i.d. conduit à chercher une hypothèse optimisant un risque empirique régularisé : 

h1 = Argmin [REmp(h) + À Reg(h)] (9.41) 
hE?-l 

où À E 1R. + est un paramètre de contrôle arbitra.nt entre la fidélité aux données d'apprentissage 
et un biais de régularité sur les hypothèses. 

Un problème essentiel est de régler À de manière appropriée, et si possible d'en trouver la 
valeur optimale >.* permettant d'identifier l'hypothèse de meilleur risque réel. 
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324 PARTIE 3 Apprentissage par optimisation 

Une première approche consiste à explorer méthodiquement l'espace des valeurs possibles de 
À, par exemple en faisant varier sa. valeur de manière discrète sur un intervalle donné. Une autre 
approche, proposée récemment, est de calculer le « chemin de régularisation », c'est-à-dire de 
calculer toutes les solutions h)_ pour À E [O, oo [ ou pour un intervalle jugé intéressant. A priori, il 
apparaît déraisonnable d'explorer ainsi toutes les solutions de ce qui apparaît comme une infinité 
de problèmes. ivlais si les poids des facteurs en jeu évoluent linéairement par morceaux en fonction 
du paramètre de contrôle, alors, le nombre de points à calculer devient fini, et il devient possible 
d'explorer exhaustivement l'ensemble des solutions selon toutes les valeurs possibles du paramètre 
de contrôle. De là l'engouement récent pour ce type de démarche (voir ainsi la section 6.3 du 
chapitre 14 sur les méthodes à noyaux) . 

Notes historiques et approfondissements 

La théorie de la discrimination linéaire remonte aux années 1930, lorsque Fisher proposa une 
procédure de classification. Dans le domaine de l'intelligence artificielle, l'attention fut attirée 
vers cette question par les travaux de Rosenblatt qui commença à étudier la règle d'apprentissage 
du perceptron à partir de 1956. Minsky et Papert, dans leur célèbre livre [MP69], analysèrent 
les limitations des machines linéaires dans le cadre de la classification. Le livre de Duda, Hart et 
Stork [DHSOl] offre un panorama très complet des recherches sur ces machines. 

Résumé 

• La régression linéaire a pour objet de trouver l'hyperplan le plus adéquat pour 
représenter un ensemble de points. 

• La discrimination linéaire cherche le meilleur hyperplan pour séparer deux classes 
dans un ensemble d'apprentissage. Les critères utilisés cherchent à approcher le 
principe ERJvI et les méthodes utilisent souvent une optimisation par descente de 
gradient. 

• L'extension naturelle est la recherche d'hyperplans linéaires par morceaux. 
• La recherche des facteurs pertinents revient à trouver des régularités sous la forme 

de combinaisons linéaires d'attributs ou de modèles locaux. 
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C hapitre 1 0  

L'apprentissage de réseaux 

connexionnistes 

Dans ce chapitre, nous présentons iine techniqite d 'apprentissage fondée ait départ 
sur une analogie avec la physiologie de la transmission de l'information et de l 'ap
prentissage dans les systèmes cérébraux : les modèles connexionnistes {on dit aussi 
les réseaux de neurones artificiels). Le but du développement de cette approche était 
à l 'origine de modéliser le fonctionnement du cerveau; cela reste un des axes de re
cherche du domaine, mais ici nous traiterons seiLlement de l'application de certains 
modèles informatiques élémentaires à l'apprentissage automatique de règles de classi
fication. 
Le cerveau est un organe caractérisé par l'interconnexion d 'un nombre élevé d'unités 
de traitement simples, les cellules nerveuses ou neurones. Le comportement de ce 
réseau naturel de neurones est déterminé par son architecture, c 'est-à-dire le nombre 
des cellules et la manière dont elles sont connectées, ainsi que par les poids affectés 
à chaciine des connexions. Chaque connexion entre deux neurones est caractérisée 
par son poids qui mesure le degré d'influence du premier neurone vers le second. La 
capacité d 'apprentissage de ces systèmes est reliée à la mise en mémoire de nouvelles 
connaissances par la modification des poids des connexions à partir d'exemples. Pour 
donner un ordre de grandeur de sa complexité, le cerveau humain comporte environ 
cent milliards de neurones, chacun relié en moyenne à dix mille aiLtres. 
Nous abandonnons maintenant toide forme de référence biologique pour nous intéres
ser aux réseaux de neurones artificiels, ou réseaux connexionnistes, et en particulier 
à leur application à l'apprentissage automatique. 
Le calcul par réseaux connexionnistes est fondé sur la propagation d 'informations 
entre des unités élémentaires de calcul. Les possibilités de chacune sont faibles, mais 
leur interconnexion permet d 'effectuer un calcul global complexe. Du point de vue de 
l 'apprentissage, les poids des connexions entre ces unités peiwent être réglés siir des 
ensembles d 'exemples : le réseau ainsi entraîné poiirra réaliser des tâches de classifi
cation ou de régression. 
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L
ES EIDERS (Somatiera mollissima) sont des canards marins pour lesquels les guides 
ornithologiques1 sont pour une fois assez péremptoires : « Le mâle est le seul canard 
qui paraisse blanc quand on le voit de face et noir quand il est vu de clos . . . Le plumage 
de la femelle est brun. » Supposons qu'une bande d'eiders vogue à quelque distance 

des côtes. Comment un avima.teur peut-il distinguer un eider mâle d'un eider femelle uniquement 
sur la couleur2 ? 

Le problème est en apparence assez simple. Il fa.ut définir une échelle qui va. du blanc au noir 
et y définir trois zones. On aura une décision du type de celle de la figure 10. l .  

Notons x l e  niveau de gris d'un eider dont on cherche à déterminer l e  sexe. Les connaissances 
sont les suivantes : 

• Si :i; � 1 ou :i: � 2 alors mâle. 

• Si 1 � x � 2 alors femelle. 

' H. Heintzel, R. Fitter and J. Parslow Oiseaux d'Europe. Delachaux et Niestlé, 1972. 
2 On suppose bien sflr qu'il n'y a que des eiders dans la zone observée et qu'a.ucun mâle ne seprésente de profil. 
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Chapitre 10 L'apprentissage de réseaux connexionnistes 

blanc 

mâles 
vus <le face 

1 

femelles 

2 

mâles 
vus <le <los 

noir 

FIG. 10.1: Répartition des eiders sur l'axe x : blanc/noir. 

Le concept « sexe de l'animal observé » ne peut donc pas se traduire directement par une seule 
comparaison. 

Les techniques des surfa.ces séparatrices linéaires que nous avons vues au chapitre précédent 
sont-elles valables ici ? Non, car ce concept est impossible à décrire de cette façon. En effet, une 
décision linéaire dans un espace à une seule dimension (ici, la couleur x est le seul attribut du 
problème) revient à comparer l'attribut à un seuil. Mais ici, deux seuils interviennent et non pas 
un seul. Il va falloir trouver une technique de décision plus élaborée. 

Nous allons décomposer le problème en deux étages de décision linéaire. Le premier produira 
deux valeurs binaires notées y1 et Y2. La première indique si oui ou non x est inférieur au seuil 
de valeur 2, la seconde si x est supérieur au seuil de valeur l .  Le deuxième étage combinera ces 
deux valeurs binaires pour décider si le concept est satisfait ou non. C'est ce que montrent le 
ta.bleau ci-dessous et la figure 10.2. 

blanc 

X $ 1 

Yi V RAI 
Y2 FAUX 

;111 est V RAI 

VRAI 
VRAI 

2 

X 2: 2 
FAUX 
VRAI 

y2 est V RAI 

noir 

FIG. 10.2: De'uX décisions élémentaires à combiner . 

À partir de Yi et Y2, la décision est donc la suivante : 

YI Il Concept 
VRAI VRAI Femelle 
VRAI FAUX Mâle 
FAUX VRAI Mâle 
FAUX FAUX ( impossible) 

327 
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328 PARTIE 3 Apprentissage par optimisation 

Ce problème a été présenté jusqu'ici dans le cadre de la logique, mais il est facile de le trans
former en une décision numérique. II suffit pour cela d'attribuer les valeurs réelles 0 et 1 à y1 et 
y2 selon qu'ils sont VR.AI ou FAUX. Il est en effet peu intuitif, mais immédia.t de vérifier que 
la valeur numérique z 

z = Yi + Y2 - 1.5 

est positive quand l'eider est femelle (elle vaut z = 1 + 1 - 1.5 = 0.5) et négative quand il est 
mâle (elle vaut z = 1 + 0 - 1.5 = -0.5 ou z = 0 + 1 - 1 .5  = -0.5). Donc, le concept est aussi 
exprimé par le signe de la valeur z .  

Le concept appris est par conséquent ramené à une décision par surface séparatrice linéaire, 
non pas dans l'espace de représentation de départ, réduit à x, mais sur deux valeurs binaires y1 
et y2 , extraites elles-mêmes de décisions linéaires sur x .  

En quoi cette technique de  décision est-elle conforme aux premières notions que nous avons 
données sur les réseaux connexionnistes?  Il suffit pour le voir de se placer dans une représentation 
graphique (figure 10.3). L'information se propage de la gauche vers la droite. Les deux cercles 
centraux ont pour valeur de sortie y1 et y2, celui de droite a pour valeur de sortie z ;  il exprime 
donc le concept cherché. Cette représentation sera bien sûr plus longuement expliquée dans ce 
ch a.pitre. 

FIG.  10.3: Un réseau connexionniste q1ti disting11,e les eiders mâles des eiders femelles. 

1 .  Les différents éléments d'un réseau connexionniste 

Détaillons cl 'abord les différentes notions nécessaires à la compréhension des réseaux connexion
nistes, en particulier des réseaux rnultico1J,ches que nous étudions dans ce chapitre. 

L'espace de représentation 

Les données d'entrée sont des vecteurs de IRd, notés comme d'habitude (en transposition) 
x T = (x1 , . . .  , xd)· Les réseaux connexionnistes que nous présentons dans ce chapitre sont donc 
des règles de classification de données numériques. 

Le neurone formel 

L'unité de traitement élémentaire dans un réseau connexionniste n'est capable que de réaliser 
certaines opérations simples. Ces unités sont souvent appelées ne1J,rones Jormel.s pour leur simi-
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Chapitre 10 L'apprentissage de réseaux connexionnistes 

litude grossière avec les neurones du cerveau. Les modèles de réseaux connexionnistes qui nous 
intéressent particulièrement, les réseaux multicouches, classent les unités selon qu'elles sont des 
neurones d'entrée, cachés, ou de sortie. 

• Un neurone d 'entrée ou, simplement, une entrée, est une unité chargée de transmettre une 
composante du vecteur x des données (en particulier, les données d'apprentissage pendant 
la phase d'apprentissage) . 

• Un neurone de sortie est une unité qui fournit une hypothèse d'apprentissage, par exemple 
dans un problème de classification, une décision sur la classe à laquelle est attribué x. 

• Enfin, un netirone caché est un neurone qui n'est ni un neurone d'entrée, ni un neurone de 
sortie. Sa fonction est de faire des traitements intermédiaires. 

Il existe d'autres modèles, par exemple la machine de Boltzmann pour laquelle tous les neurones 
formels, y compris d'entrée et de sortie, sont connectés les uns aux autres. 

L'état d'un neurone formel 

neurone de biais 

329 

Il est commode de décrire un réseau connexionniste à un 
moment de son fonctionnement par un ensemble de valeurs 
O"i ,  une pour chaque neurone formel i .  Lorsque le neurone i 
est un neurone d'entrée, on a : O"i = x.i où Xi est la compo
sante de rang i du vecteur x. Dans tous les autres cas, O"i 
est l 'état du neurone i, calculé par la règle de propagation 
décrite ci-dessous au paragraphe 2.1 .  

��������� 

Comment fonctionne un neurone formel 

Un neurone formel est caractérisé par une tme fonction 
de sortie g (parfois aussi appelée fonction d 'activation) qui 
permet de calculer pour chaque neurone i une valeur de 
sortie Yi en fonction de son état d'activation O"i 

Xz 

_ l d 
o-(i) = L Wji Xi 

j=O 

( ) TAB. 10.1: Modèle d 'un neurone 10.1 

Remarque 

La notation y est utilisé clans ce chapitre par tradition. Elle dé
note le calcul effectué par le classificateur et non pas , corn me dans 

formel. 

le chapitre 2 la véritable sortie que l'on cherche à approcher. Tout ce qu'on connaît de cette véritable 
sortie est la supervision u, ou sortie désirée, fournie par l'expert et supposée égale à cette sortie véritable 
sur les exem pies cl 'aµprentissage. 

On peut envisager plusieurs sortes de fonctions de sortie, mais le plus souvent on utilise soit 
la fonction signe (comme dans l'exemple d'introduction) , soit une fonction sigmoïde3 d'équation 

1 
Yi =  g (Cli )  = ----1 + e->.a; 

La figure 10.4 montre le graphe de cette fonction pour les valeurs À =  0.1, 1, 2 et 10. 

3 C'est.-à-dire en forme de s. 
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FIG. 10.4: Graphe de la Jonction sigmoïde d'équation 1yi = .9 (ai)  = Cette Jonction est l+e- "'"• · 
paramétrée par sa pente à l'origine À. Pour À très grand, on approche de la fonction 
seuil. Pour À très petit, cette fonction est pratiquement linéaire dans une vaste région 
autoiir de l'origine. Les sigmoïdes de cette figure correspondent à À = 0.1, 1, 2 et 10 
pour ai E [-5 ,5] .  

2.  L'architecture multicouche 

Un réseau est caractérisé par son architecture, c'est-à-dire la structure selon laquelle les neu
rones formels qui le composent sont reliés les uns aux autres. Certains réseaux, comme les ma
chines de Boltzmann, ont une connectivité complète (chaque neurone formel est relié à toutes 
les autres unités) ; d'autres, ceux dont on va parler dans ce chapitre, ont une architecture en 
couches successives. La caractéristique de ces réseaux est que les unités d'une couche sont reliées 
à toutes celles de la couche suivante mais à aucune autre. À chaque lien entre deux unités i et j, 
on associe un poids correspondant à la force de la connexion entre ces deux unités, noté w(i,j), 
O U  Wij · 

Dans ces modèles, la couche d'entrée sert à la lecture des données et la couche de sortie à 
traduire la décision. En général, il s'agit cl 'une décision de classification. 

2 .1  La transmission de l 'information dans un réseau multicouche 

Le fonctionnement cl 'un réseau connexionniste, pour des poids de connexions donnés, se résume 
à définir une règle de propagation, qui décrit comment calculer l'état d'activation d'une unité j 
en fonction des unités i pour lesquelles il existe un poids w(i, j ) .  Appelons source(j) l'ensemble 
de ces unités i. Le shéma est donné à la figure 10.5 . 

La règle la plus souvent utilisée consiste à calculer la somme des valeurs de sortie Yi des unités 
i E source(j), pondérées par les poids des connexions correspondantes. 

Clj = 
iE source(j) 

w(i,j) Yi 

Cette règle n'est pas utilisée pour calculer l'état d'activation des neurones d'entrée, puisque 
leur rôle est simplement de transmettre les entrées. Dans leur cas, on a donc simplement OJ = Xj. 
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Chapitre 10 L'apprentissage de réseaux connexionnistes 

neurone de biais 
_ } 

y,. 

FIG. 10.5: Le neurone formel : notation des connexions. 

FIG. 10.6: Le réseau midticouche général. Chaqtte entrée est reliée à tous les éléments de la pre
mière coitche cachée et seulement à ettx. Chaque élément d 'une cottche cachée est relié 
à tous les éléments de fo couche cachée suivante et seiLlernent à eux. Chaqtte élément 
de la dernière couche cachée est relié à to·us les éléments de la cottche de sortie et 
seulement à eux. 

De plus, on doit a.jouter au vecteur d'entrée une composante supplémentaire, appelée ojJset4, 
noté y0 dans la figure 10.5 et dont la valeur est le plus souvent fixée arbitrairement à. l .  Bien que 
ce ne soit pas nécessaire, une entrée du même type est souvent ajoutée à chaque couche cachée, 
pour des raisons d'homogénéité clans les algorithmes de reconnaissance et d'apprentissage. Pour 
chaque couche, on ajoute donc un neurone formel dans lequel n'arrive aucune connexion, dont 
l'activité est toujours égale à 1 et dont les transitions vers les neurones formels j de la couche 
supérieure sont notées w(O, j) . 

Finalement, chaque neurone j prend l'état : 

ŒJ = w(O, .i ) + w ( i, _i) Yi (10.2) 
iEsource(j) 

et pro cl uit la sortie : 
(10.3) 

'1 Le mot fn:i.nç;�is sera.it ma.lheureusement « biais », qui a un <iul;re s<ms <:n apprentiss<�ge. 
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332 PARTIE 3 Apprentissage par optimisation 

En résumé, dans le cas d'un réseav, à couches, la couche d'entrée est activée par l'arrivée d'une 
donnée, en recevant une composante du vecteur x sur chacune de ses unités. La première couche 
cachée effectue le calcul ci-dessus (équations 10.2 et 10.3) pour chacune de ses unités, puis c'est au 
tour de la seconde couche cachée, etc. Finalement, l'unité de la couche de sortie ayant la valeur la 
plus forte indique la classe calculée pour l'entrée. Un réseau connexionniste multicouche général 
est représenté sur la figure 10.6. 

-- EXEMPLE Propagation des valeurs dans un réseau multicouche -----------

FIG. 10.7: Un exemple de réseati multicouche : la notation des neurones formels et des poids des 
connexions. Les entrés sont des carrés, les neiirones sont des cercles (leur numéro est 
en gras). 

Considérons le réseau à deux entrées x1 et �c2 de la figure 10.7. Il possède une couehe cachée 
composée des neurones formels numérotés 3 et 4. Sa couche de sortie est composée d'un seul 
neurone formel, numéroté 5. Il y a une valeur d'offset fixée à 1 pour le vecteur d'entrée et 
une autre pour la couche cachée. 
Fixons maintenant (figure 10.7) la valeur des poids comme suit : 

w(O, 3) = 0.2 
w(O, 4) = -0.3 
w(O, 5) = 0.4 

et prenons pour vecteur d'entrée x = 

w(l ,  3) = 0.1 
w( l ,  4) = -0.2 
w(3, 5) = 0.5 

( 11) 

w(2, 3) = 0.3 
w(2,4) = 0.4 
w(4, 5) = -0.4 

La propagation des calculs s'effectue alors comme indiqué dans la table ci-dessous : 

1 Neurone formel i Il 
3 0.2 + 0.1 X J. + 0.3 X 1 = 0.6 
4 -0.3 + -0.2 X 1 + 0.4 X 1 = -0.l 
5 0.4 + 0.5 X 0.65 - 0.4 X 0.48 = 0.53 

l+e�o. u ::= 0.65 

1+�• 1 ::= 0.48 
1 � 0.63 l+e O . GS 

L'intérêt des couches cachées avec neurones à fonction d'activation non linéaire est qu'elle 
permettent une redescription des entrées dans un autre espace. Les neurones de la. dernière 
couche, même s'ils sont linéaires, peuvent alors simplement effectuer la séparation ou la régression 
nécessaire. C'est ce que nous allons illustrer avec le cas de la fonction XOR. 
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Chapitre 10 L'apprentissage de réseaux connexionnistes 

-- EXEMPLE Le problème de la fonction « XOR » ------------------

Cet exemple a pour but de montrer comment l'introduction de la fonction non linéaire de 
sortie des neurones formels et de l'architecture en couches permet d'obtenir des surfaces 
séparatrices non linéaires. 
Plaçons nous dans ffi.2, avec quatre points d'apprentissage situés au quatre coins du carré 
unité. Chaque paire de points opposés en diagonale forme une classe. Les exemples ont donc 
la forme suivante : 

X2 

0 

FIG.  10.8: Le problème XOR : les deux points 6. sont des exemples de la même classe, les deux 
points 0 des exemples d'une autre classe. Les deux classes ne sont pas linéairement 
séparables dans le plan {x1 , xz} .  

Le  réseau connexionniste de la figure 10.9 permet de  résoudre le problème. En  choisissant 
Yi = 9(<1,.) comme la fonction seuil, la propagation des calculs se fait comme indiqué dans le 
tableau associé. 

FIG. 10.9: Un réseati réalisant la fonction « XOR ». 

Y4 Il (15 Ys 
0 0 -0.5 0 -1.5 0 -0.5 0 
0 1 0.5 1 -0.5 0 0.5 1 
l 0 0.5 1 -0.5 0 0.5 1 
l 1 1.5 l 0.5 1 -0.5 0 

On voit dans ce tableau que les points d'entrée ont été re-décrits dans le plan {y3, y4 } . Les 
deux points O ont conservés leurs coordonnées (0,0) et ( l ,  1) .  Ma.is les deux points /:::, sont 
maintenant confondus en ( 1. ,  0). JI devient ainsi possible de les séparer des points par une 
séparatrice linéaire. 
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334 PARTIE 3 Apprentissage par optimisation 

Un interprétation est possible en logique booléenne : au lieu de considérer les valeurs 0 et l 
comme des coordonnées numériques, prenons-les comme des valeurs logiques. Dans ce cas, on 
peut interpréter les sorties intermédiaires et la sortie finale comme des fonctions booléennes 
sur les entrées. Le réseau réalise la fonction X 0 R (le OU exclusif), qui vaut 0 pour les deux 
points !:::. et 1 pour les deux points Q. Ceci est rendu possible par les non-linéarités du 
système de calcul (les sorties des unités sont bornées dans j0,1[) (voir la figure 10.10). 

:t2 
1. 

-( 

"""" / 

Y3 X1 V X2 
Y4 �L'1 /\ X2 
Yo Y3 /\ 'Y4 = :i;1 XOR :çz 

� 
X2 

�� ' 
' 

� 
5 

' 
' 

' 0 ' 
' 

' 
' 

' 
' X1 

FIG. 10.10: Une des .façon8 de résoudre le problème X 0 R avec 1,m réseau connexionniste à une 
couche cachée. La zone affectée à la classe 6 est le « couloir » compris entre les deitx 
droite8 en pointillé, celle affectée à la classe 0 est à l'extérieur. La première droite 
répond à l'éqiiation x1 + X2 - 0.5 = 0 et réalise un OU logique. La seconde répond 
à l'éq11,ation x1 + X2 - 0.5 = 0 et réalise tm ET logiq'ue. Elles sont réalisées par la 
première couche du réseau. La seconde couche combine les deux déci8ion8 linéo,ires 
en 1.me déci8ion non linéaire. 

2.2  Le protocole d'apprentissage 

Dans le cas des réseaux connexionnistes, les données d'apprentissage sont en général présentées 
séquentiellement ; l'apprentissage est donc incrémental. Chaque étape emploie une donnée pour 
modifier les poids des connexions. La suite des données utilisées peut être construite par un 
tirage aléatoire avec remise dans l'ensemble des exemples ou par plusieurs passages successifs de 
la totalité de cet ensemble. Au total, le nombre de données utilisées pour l'apprentissage est en 
général bien supérieur au nombre d'exemples : chacun est utilisé en moyenne ou exactement un 
grand nombre de fois (couramment une centaine de fois). 
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Chapitre 10 L'apprentissage de réseaux connexionnistes 

2.3  Le codage des exemples d'apprentissage 

Les modèles connexionnistes dont nous parlons utilisent pour leur apprentissage des données 
couplées à une classe d'appartenance, laquelle est représentée par un autre vecteur de sorties 
désirées noté u (conformément aux notations du chapitre 2 ;  voir également la page de notations, 
page xxvii) ; ce vecteur est de dimension égale aux nombre C de classes. 

Un exemple d'apprentissage z = (x, u) est donc composé d'un vecteur u de sortie désirée 
associé à un vecteur d'entrée x. Par conséquent, chaque neurone formel de sortie correspond à 
une classe et une seule5. 

L'apprentissage d'une règle de classification se fera en général en attribuant une classe à chaque 
coordonnée du vecteur des sorties : la classe w1 sera codée u T = (1 ,  0, 0, . . .  0) ,  la classe we : 
UT = (0, 0, . . .  1 ) .  

Un réseau connexionniste multicouche peut en réalité apprendre des associations plus com
plexes : la sortie étant un vecteur de !Re , il peut approximer toute fonction de !Rd dans !Re . 

3. L'algorithme d'apprentissage 

La caractéristique la plus intéressante d'un réseau de neurones artificiels est sa capacité d 'ap
prendre, c'est-à-dire de modifier les poids de ses connexions en fonction des données d 'appren
tissage, de telle sorte qu'après un certain temps d'entraînement il ait acquis une faculté de 
généralisation. 

Pour procéder graduellement, nous allons d'abord redécrire l'algorithme du perceptron, en 
le considérant comme un réseau connexionniste. Nous montrerons ensuite que cet algorithme 
d'apprentissage peut être considéré comme un problème d'optimisation qui se résout par une 
méthode de gradient. Ce qui permettra de généraliser d'abord à un perceptron travaillant avec 
plus de deux classes, puis au réseau connexionniste multicouche. 

3.1 Retour sur le perceptron 

3 . 1 . 1  Le perceptron pour deux classes 

Fonction seuil en sortie 
Le perceptron a déjà été étudié au chapitre 9 dans le cadre des séparateurs linéaires. On 

va le voir ici comme un réseau connexionniste à couches, comportant une couche de neurones 
d'entrées, un neurone de sortie unique et pas de couche cachée. Les connexions sont donc établies 
directement entre la couche d'entrée et le neurone de sortie, ce qui se traduit dans le cas de deux 
classes par une décision par seuil sur une combinaison linéaire des valeurs d'entrée. 

La figure 10.11 montre comment le perceptron peut être représenté comme un réseau connexion
niste sans couche cachée, avec un seul neurone formel de sortie . 

f est ici la fonction seuil, calculée à partir de a de la manière suivante : 

a �  0 <=> y =  g(a) = 1 

a :S: 0 <=> y =  g(a) = 0 

5 Il existe d'autres coda.ges dans lesquels une classe est associée à un sous-ensemble de neurones de sortie. Ceci 
permet en particulier d'utiliser la technique des codes correcteurs d'erreur (voir le chapitre 17). 
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336 PARTIE 3 Apprentissage par optimisation 

X 

FIG. 10. 1 1 :  Le perceptron de Rosenbla.tt est le réseau connexionniste le 1Jfos simple. Il effect�ie le 
calcul : y = g( a) = w0 + 2::�=1 w.; Xi où Xi est la i-ème composante de x. 

L'apprentissage dans le perceptron se fait par la règle de modification des poids qui a été 
décrite au chapitre 9. Dans le cas de deux classes, il n'y a qu'une seule sortie, et la décision 
d'appartenance à une des deux classes est prise en comparant la valeur de sortie à un seuil. 
L'algorithme d'apprentissage se contente de modifier le vecteur des poids en lui ajoutant ou lui 
enlevant un vecteur proportionnel à l'entrée x, dans le cas où celle-ci conduit à une valeur du 
mauvais côté du seui l ;  dans le cas contraire, il n'effectue aucune action. 

Au chapitre 9, nous avons formalisé cet apprentissage, pour deux classes w1 et w2 par l'algo
rithme 10. 

Récrivons-le un peu différemment pour nous placer dans les notations de ce chapitre. Le vecteur 
a du chapitre 9 correspond directement à l'ensemble des poids des connexions. Nous notons ici 
w ( i) le poids de la connexion menant de l'entrée x.; au neurone de sortie. 

u ,  a et y sont pour le moment des vecteurs ayant une seule composante. Le perceptron effectue 
donc le calcul fondé sur l'équation 10.2 : 

y �  g(a) � g ( w(O) + Ê w(i) x,) 
En phase d'apprentissage, la modification apportée à w(i) au cours de l'apprentissage pour le 

mener de sa valeur à l'instant t à celle à l'instant t + 1 par une entrée x se note 6.i ; elle peut 
maintenant s'écrire de la manière suivante : 

6,i = O: Xi (u - y) (10.4) 

En effet, quand x est bien classé, le terme ( u - y),  qui est un scalaire (les vecteurs u et y sont 
de dimension 1) ,  vaut O. Quand x est mal classé, ce terme vaut +l ou -1 selon que x est un 
exemple ou un contre-exemple. L'algorithme d'apprentissage devient donc : 
Fonction identité en sortie 

Pour simplifier, enlevons provisoirement la fonction seuil à la sortie. On a désormais : 

y = (T 
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Chapitre 10 L'apprentissage de réseaux connexionnistes 

Algorithme 1 3  : Reformulation de l'apprentissage du perceptron 

début 

fin 

Prendre a(o) quelconque et ü: positif quelconque 
t = O 
tant que t ::; tma.x faire 

tirer au hasard une donnée d'apprentissage x parmi les m 

pour i = 1 , d  faire 1 b.i <- a :i:i (u - y) 
Wi � Wi + b..; 

fin pour 
t � t + 1 

fin tant que 

Rien n'empêche d'appliquer la. même modification de poids que précédemment, c'est-à-dire : 

b.i = lY Xi (u - ü) 

On se trouve alors dans un apprentissage du type « punition-récompense » : les poids sont 
modifiés proportionnellement à l'entrée et à la conformité de la sortie avec la sortie désirée. Pour 
être plus précis, définissons par 

(10.5) 

la fonction d'erreur entre la sortie y = L,:=o w; .xi et la sortie désirée u .  Puisque E ne dépend de 
Wi que par l'intermédiaire de y,  on peut appliquer la règle de chaînage des dérivations partielles 
de la manière suivante : 

ôE ôE ôy - = - · - = - (u - ü)Xi 
ÔWi Ôy ÔWi 

b.i peut donc être interprétée comme une modification de Wi par la technique du gradient pour 
minimiser E.  

Voyons maintenant comment on peut, en gardant le même principe d'apprentissage, généraliser 
le perceptron pour lui donner des capacités beaucoup plus fortes, selon deux directions : en 
augmentant la taille de sa couche de sortie, puis en introduisant des couches cachées. 

3.1.2 Le perceptron pour plus de deux classes 

La transformation précédente permet maintenant d'appliquer directement le même calcul à 
l'apprentissage d'une règle de classification pour un nombre quelconque C de classes. Il suffit, 
comme on l'a vu, de construire pour chaque donnée d'apprentissage un vecteur de sortie désirée 
u de dimension C valant 1 sur la coordonnée correspondant à la classe et 0 partout ailleurs 
(figure 10.12) . 

En notant w(i,j) le poids de la connexion menant de l'entrée d'indice i à la sortie d'indice j,  
on peut calculer pour une entrée x donnée chaque sortie par : 

i=d 

YJ = O"j = w(O, j) + I': w(i , ,j)xi 
i=l 

Idéalement, un perceptron ayant parfaitement appris les données d'apprentissage devrait fournir 
pour chacune d'elles une sortie y = O" égale à la sortie désirée u .  

337 



\/') Q) 

e 
>w 
0 ..-1 
0 N 
@ 
.µ .c. 
0) 
·;:: 
>-0.. 
0 
u 

338 PARTIE 3 Apprentissage par optimisation 

FIG. 10.12 :  Le perceptron pour C classes. 

Notons ici que les surfa.ces séparatrices produites pa.r le perceptron pour C classes sont encore 
de nature linéaire : chaque classe est délimitée par une frontière convexe composée par l'inter
section d'hyperplans. En dimension 2, pour C = 5, on a des séparatrices du type de celles de la 
figure 10.13. 

FIG.  10.13: Un exeniple de s11r.faces séparatrices d1t perceptron pov:r 5 classes en dimension 2 . 

On mesure alors l'erre1tr de classification po1tr l'entrée x comme la distance euclidienne6 
D(u,y) entre la sortie désirée u et la sortie calculée y :  

j=C 1 "'"' 2 D(u, y) = D(u, <7) = - � (uJ - O'J) 
2 j=l 

(10.6) 

On peut appliquer pour l'apprentissage une généralisation de la technique du paragraphe précé-

6 On note dans ce chapitre la distance euclidienne D et non pas 6. ,  pour éviter la confusion avec la notation 
traditionnelle de h� « règle delbt » de l'apprentissage des rése<�ux connexionnistes. 
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Chapitre 10 L'apprentissage de réseaux connexionnistes 

dent : la règle delta. Elle consiste à modifier le poids w(i,j) d'une quantité : 

(10.7) 

où a est une valeur positive comprise entre 0 et 1 .  
Ceci revient encore à appliquer la  technique de l'optimisation par gradient (voir l'annexe 8) ,  

qui consiste ici à constater que la  contribution du poids w(i, j) à l'erreur D(u, y) peut s'écrire : 

Puisque l'on a. : 

et : 

i=d. 
<Tj = w(O, j) + L w(i, .i ) Xi 

i=l 

j=C 1 � 2 D(u, y )  = D(u, <T) = - L..t (u1 - <Tj) 2 j=l 

le calcul s'effectue donc ainsi : 

fJ Ô<Tj -D(u , <T) · 
Ô<Tj âw(i,j) 
1 ô 2 Ô<T . .1 
2 . 

Ô<T · (uj - <Tj) 
J ôw( i, j)  

= (<Tj - 'Uj ) Xi 
= (yj - Uj )  Xi 

Selon la technique du gradient, w(i,j) doit être modifié d'une valeur 6. ij proportionnellement et 
en sens inverse à la contribution du poids w(i, j) à l'erreur D(u, y).  D'où la formule 10.7 donnée 
ci-dessus pour la règle delta. 

La règle delta est donc à la fois une généralisation de la règle d'apprentissage du perceptron 
pour le cas à deux classes et une technique de minimisation par gra.dient de l'erreur qua.dratique 
moyenne. 

3.1.3 Plus de deux classes et une sigmoïde en sortie 

Dans ce paragraphe, nous continuons à progresser en supposant que la sortie <Tj est transformée 
en 11.i = g(<T1) ,  où f est la fonction sigmoïde de paramètre >. = 1 (voir la figure 10.4) 

On a alors : 

ô 1 2 
âw(i ,j )  ( 2(Uj - Y

J ) ) 

D'où : 

1 
Yj = g(<Tj )  = 1 + e-a; 

-l (_â (·· · - y · )"l. ) . Ôyj . Ô<Tj 
( ) ( ) ,. --"- = YJ - Uj YJ 1 - Yj X; 2 ÔYJ 1 1 Ô<Tj ôw(i,.i) 

(10.8) 

En effet, comme indiqué dans l 'annexe 9, la fonction f répond à l'équation différentielle : 

g' = g(l  - g)  
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340 PARTIE 3 Apprentissage par optimisation 

3.2 L'apprentissage par rétropropagation du gradient de l'erreur 

C'est seulement en 1986 que la généralisation de la règle delta aux réseaux à couches cachées a 
été formulée. Cette généralisation, la règle de la rétropropagation du gradient de l'erreur, consiste 
à propager l'erreur obtenue à une unité de sortie d'un réseaii à couches comportant une ou 
plusieurs couches cachées à travers le réseau par descente du gradient dans le sens inverse de la 
propagation des activations. La figure 10.14 montre une illustration du principe. 

Wzi(t + 1) = Wz·i(t) - TJ(t) Oi az 

X1  

X2 y�l ) (x) 
X3 

t_ � 
u 

X 

Ôs = g'(as) (u(ll - yFl (x)) 

E 
Xd iEti"or4rce.<i(.i) 

FIG. 10. 14: Schéma dtt modèle de la rétropropagation de l 'erre1tr. La modification à apporter aux 
poids entre la co·uche source(j) et le neurone formel j ne peut être calculée que si 
on connaît déjà la modification q·u 'il fa-ut apporter cmx poids w (j, k) entre j et les 
éléments de dest(j). 

Rappellons qu'un réseau à couches est composé d'un ensemble de neurones formels groupés 
en sous-ensembles distincts (les couches) de telle sorte qu'il n'y ait aucune connexion entre deux 
neurones d'une même couche7. 

À la fin de l'apprentissage, lorsque le réseau a appris à modéliser son environnement, le com
portement souhaité du réseau est le suivant : on présente un vecteur d'entrée au réseau, celui-ci 
propage vers la sortie les valeurs cl 'activation correspondantes (en utilisant une règle de propa
gation), afin de générer, par l'intermédiaire des neurones de sortie, un vecteur de sortie. Celui-ci 
devrait correspondre à la sortie désirée, telle qu'apprise lors de la phase d'apprentissage . 

La généralisation de la règle delta aux réseaux multicouches utilise une méthode de descente 
dit gradient, permettant de calculer la modification des poids des connexions entre les couches 
cachées (pour plus de détails, voir l'annexe 9 ou la référence [RHW86j). Afin de pouvoir calculer 
le gradient de l'erreur par rapport aux poids du réseau, la fonction de sortie d'un neurone doit être 
différentiable et non linéaire (sinon, on pourra.it réduire le réseau à un perceptron) . La fonction 
la plus souvent utilisée est, comme on l'a déjà dit, la. sigmoïde : 

7Une amélioration de la règle de rétropropa.gation permet l'introduction de cycles entre les couches, pour obcenir 
des résea.u:r. réc'U'l'rents. 



\f) Q) 

e 
>w 
0 ..-1 
0 N 
@ 
.µ .c. 
0) ·;:: 
>-0.. 
0 
u 

Chapitre 10 L'apprentissage de réseaux connexionnistes 

1 
YJ = g(cr1 ) = 

1 + e-"; (10.9) 

La règle delta généralisée dicte alors le changement de poids entre le neurone i et le neurone 
j de la façon suivante : 

.6. w ( i ,  .i )  = a 81 Y·i (10.10) 

c'est-à-dire de façon proportionnelle à une mesure d'erreur O:i caractéristique du neurone j et 
à la valeur d'entrée notée ici8 Yi · Pour les connexions aboutissant aux neurones de sortie, cette 
mesure d'erreur est évidemment calculée ainsi : 

( 10 . 1 1 )  

Le calcul de l'erreur aux unités cachées se fait ensuite récursivement par la descente du gradient. 
Soit dest(j) l'ensemble des neurones auxquels j se connecte : 

Ôj = Yj ( 1  - Yj) 2: ôk w(j, k) (10.12) 
kEdest(j) 

Le calcul est détaillé dans l'annexe 9.  
Lorsque l'on applique la règle delta généralisée sur le réseau de façon itérative pour un ensemble 

de vecteurs d'entrées (correspondant à l'environnement) ,  le réseau tentera de minimiser l'erreur 
obtenue à la sortie, et donc de modéliser le mieux possible la fonction désirée entre les entrées et 
les sorties. 

3.3 L'organisation des calculs 

Les calculs s'organisent de la façon donnée dans l'algorithme 14.  Le point à remarquer est que 
l'actualisation des poids ne se fait qu'une fois la rétropropagation terminée : il ne faut en effet 
pas changer trop tôt la valeur cl 'un poids puisque celle-ci intervient dans le calcul concernant la 
couche suivante. 

-- EXEMPLE revisité . . . 

Reprenons l'exemple du paragraphe 10.7 en supposant que la sortie désirée au vecteur d'en
trée x T = (1 ,  1)  vaille u = O. Après modification des poids sur cet exemple, son nouveau 
passage dans le réseau doit conduire à une sortie inférieure à la valeur précédente, qui était 
de 0.63. 

Pour le neurone formel de sortie, on a : 

.6.w(i,j) = a:  oi Yi 

avec : 
Oj = ( u.i - Y;) Y; (l - Yi) 

On prend d 'abord : i = 3 et j = 5, ce qui mène à :  

05 = (0. - 0.63) X 0.63 X (1. - 0.63) = -0.147 

d'où : 
.6.w(3,5) = -0.147 X 0.65 '.::: -0.l 

8 C'est en effeL la sortie du n1Jurone i .  
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342 PARTIE 3 : Apprentissage par optimisation 

Algorithme 1 4  : Apprentissage du perceptron multicouche 

début 

fin 

tant que l'apprentissage n'a pas convergé faire 
tirer au hasard un point d'apprentissage 
pour chaque couche, en partant de celle du haut faire 

pour chaqiie nettrone formel de cette cottche faire 
calculer Ôj 
pour chaque connexion w( i, j )  menant au neurone formel j faire 

1 calculer /::,. w( i, j) = o: Ôj Yi 
fin pour 

fin pour 
fin pour 
pour chaque connexion w ( i ,  j) faire 
1 w(i, j )  � w(i, j) + !::,.w(i ,j) 

fin pour 
fin tant que 

en fixa.nt la. va.leur a à 1 .  De même, pour i = 4, on obtient : 

ê.w(4, 5) = 0.48 X -0.147 :::! -0.07 

ê.w(0,5) = -0.147 X l .  = -0.147 

Pour le neurone formel caché noté 4, on a d'abord, puisque dest(4) = {5} : 

D'où : 

04 = Y4 X (1 - y4) X 0:, X tv(4, 5) = 0.48 X (1 - 0.48) X -0.147 X -0.4 =':::! 0.015 

ê.tv(l, 4) = 0 .015 X l .= 0.015 

t.w(2, 4) = 0 .015 X l.= 0.015 

t.w(O, 4) = 0 .015 x l .= 0.015 

De même, puisque dest(3) = {5} : 

D'où : 

03 = Y3 X (1 - y3) X 05 X tv(3, 5) = 0.65 X (1 - 0.65) X -0.J 47 X 0.5 =-:::: -0.017 

ê.tv( l ,  3) = 0.016 X l.= -0.017 

ê.tv(2, 3) = 0.016 X l .= -0.017 

t.w(O, 3) = 0.016 x l.= -0.017 
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Chapitre 10 L'apprentissage de réseaux connexionnistes 

Après modification, les poids deviennent donc : 

w(O, 5) + 6.w(O, 5) = 0.4 - 0.147 � 0.25 

w(3, 5) + 6.w(3, 5) = 0.5 - 0.1 = 0.4 

w(4, 5) + 6.w(4, 5) = -0.4 - 0.07 = -0.47 

w(O, 3) + 6.w(O, 3) = 0.2 - 0.017 = 0.183 

w(l ,3) + 6.w(l ,3) = 0.1 - 0.017 = 0.083 
w(2, 3) + 6. w(2, 3) = 0.3 - 0.017 = 0.283 

w(0,4) + 6.w(0,4) =-0.3 + 0.015 =-0.285 

w(l , 4) + 6.w(l , 4) =-0.2 + 0.015 =-0.185 

w(2,4) + 6.w(2,4) = 0.4 + 0.015 = 0.415 

Dans le réseau modifié, le calcul sur le vecteur d'entrée devient par conséquent : 

1 Neurone formel .i Il 
3 0.183 + 0.083 X 1 + 0.28�� X 1 = 0.55 
4 -0.285 + -0.185 X l + 0.415 X 1 = -0.055 
5 0.25 + 0.4 X 0.63 - 0.47 X 0.51 = 0.26 

14.:. uo � 0.63 
1 

1 + e - o . ove.  � 0.51 

1.._e�""" � 0.G6 

Si on compare la valeur de sortie à celle du tableau de la section 2.1 on constate qu'elle est 
passée de 0.6:) avant apprentissage à 0.56 a.près : elle s'est rapprochée de la valeur désirée O. 

3.4 Une variante 

Il est possible de transformer un réseau connexionniste multicouche en un système de décision 
bayésien (voir les chapitres 2 et 15) en changeant la distance entre la sortie calculée et la sortie 
désirée, sans modifier la règle de rétropropagation du gradient de l'erreur. 

On désire ici une valeur du neurone de sortie YJ qui soit égale à la probabilité que le vecteur 
d'entrée appartienne à la classe j .  Soit X =  (X1 , . . . , Xe )  une variable aléatoire multidimen
sionnelle qui représente, sous une hypothèse multinomiale, la distribution des sorties désirées. La 
probabilité de X s'exprime en fonction des probabilités a priori YJ d'appartenir à la classe j : 

Au maximum de vraisemblance, chercher les paramètres qui maximisent cette quantité est équi
valent à minimiser la fonction d'erreur entropie croisée : 

Il faut calculer : 

c 
E = L -uj · Log(yj) - (1 - Uj ) · Log(l - yj) 

j=l 

ôE ôE ÔYJ ôa1 
--- = -- · -- · ---
ôw(i ,j)  ôy1 ôa1 ôw(i , j )  

(10.13) 
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344 PARTIE 3 Apprentissage par optimisation 

On a :  

Finalement : 

âE 
Ôyj 
Ôyj 
Ô<Jj 

Ô<l:j 
ôw(i, j) 

Uj 1 - Uj Yj - Uj 
- - + --- = -'---'--

Yj 1 - Yj Yj(l - Yj) 

YJ(l - Yj ) 

= Yi 

ôE 

ô c ") 
= (Yj - Uj) . Yi w i , J  

(10.14) 

Il ne reste plus qu'à appliquer la règle de rétropropagation du gradient de l'erreur avec cette 
valeur, au lieu de la règle delta de l'équation 10.8, qui minimise la distance euclidienne entre la 
sortie calculée et la sortie désirée. 

3.5 Quand arrêter l'apprentissage ? 

Il est difficile de trouver un critère général pour arrêter cet algorithme. Le problème est que 
le risque empirique tend à diminuer lentement et à ne jamais se stabiliser complètement, ce 
qui mène à un surapprentissage. La meilleure manière d'éviter ce phénomène est d'utiliser un 
ensemble de validation (voir chapitre 3, paragraphe 4.3.1). 

3.6 Le problème des minima locaux 

Comme tous les algorithmes d'optimisation basés sur la descente du gradient, l'algorithme de 
la rétropropagation est susceptible de s'arrêter aux minima locaux. Par conséquent, la solution 
trouvée sera fortement reliée au choix des poids initiaux du réseau. Si les poids sont choisis près 
d'un minimum local sous-optimal, l'algorithme ne pourra pas trouver la solution désirée. Afin de 
contourner ce problème, on peut utiliser plusieurs techniques : 

• Relancer l'apprentissage plusieurs fois en utilisant des poids initiaux différents, ce qui en
traîne un temps de calcul plus élevé. 

• Introduire du bruit dans la recherche pour pouvoir sortir des minima locaux. 

• Utiliser les techniques avancées de descente de gradient : second ordre, gradient conjugué, 
etc. (voir [Bis95, Hay99]). 

4. Quelques résultats théoriques sur les réseaux connexionnistes 

Plusieurs résultats théoriques sur l'apprentissage des réseaux connexionnistes ont été obte
nus, particulièrement sur leur pouvoir d'expression, leur complexité, ainsi que leur capacité de 
généralisation. Nous donnons dans cette section quelques-uns de ces résultats. 

4.1 Pouvoir d'expression 

Le pouvoir d 'expression d'un réseau de neurones connexionniste, comme de toute règle de clas
sification, est une mesure du nombre de fonctions différentes que celui-ci peut approximer. Il est 
en effet intéressant de connaître a priori les familles de fonctions auxquelles vont appartenir les 
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Chapitre 10 L'apprentissage de réseaux connexionnistes 

surfaces de décision. Plusieurs résultats montrent par exemple qu'un réseau de neurones artifi
ciels multicouche peut approximer avec une précision arbitraire n'importe quelle transformation 
continue d'un espace à dimension finie vers un autre espace à dimension finie, s'il possède suffi
samment de neurones formels cachés (voir [Hay99]) .  En ce sens, on dit qu'il est un approximateiir 
universel. Certains résultats montrent même qu'à l'exception de cas extrêmes, une seule couche 
cachée est suffisante. 

Il faut cependant noter que ces résultats ne fournissent aucun indice sur la méthode à utiliser 
pour trouver directement les poids correspondant à l 'approximation d'une fonction donnée. On ne 
sait les calculer que par apprentissage. Ce résultat était connu avant la découverte de l'algorithme 
de rétropropagation du gradient de l'erreur, qui a alors permis de l'utiliser en pratique. 

4.2 Complexité 

Les réseaux connexionnistes ayant un si grand pouvoir d'expression, il devient intéressant de 
connaître les aspects de complexité reliés à ce modèle (voir [Orp92] pour une revue). Ainsi, il a 
été montré le résultat suivant : 

Étant donné un réseau de neurones artificiels arbitraire R et une tâche arbitraire 
T devant être résolue par R, le problème consistant à décider si dans l'espace de 
tous les paramètres de R (ses poids, sa structure) il existe une solution qui résout 
adéquatement T, est NP-difficile. 

Malgré cela, il est possible [Bau89] de trouver une solution (un ensemble de poids) pour T en 
temps polynomial si on peut utiliser des algorithmes d'apprentissage constructifs9. Il existe un 
certain nombre de ces algorithmes mais aucune preuve de convergence en temps polynomial 
n'existe actuellement pour eux. 

D'un point de vue pratique, certaines expériences empiriques (dont [Hin89]) montrent qu'on 
peut faire apprendre une tâche complexe à un réseau de neurones artificiels en utilisant l'algo
rithme de la rétropropagation de l'erreur en temps 0 (W3) où W représente le nombre de poids 
du réseau. En effet, bien qu'il faille un temps exponentiel (sur le nombre de poids) pour obte
nir la solution optimale, on peut souvent en pratique se contenter d'une solution sous-optimale 
satisfaisante obtenue en temps polynomial. 

5. Comment choisir l'architecture d'un réseau ? 

Un des problèmes majeurs des réseaux connexionnistes est la difficulté de décider de leur ar
chitecture. Devant une tâche à résoudre par un réseau connexionniste, l'ingénieur doit prendre 
des décisions d'architecture non évidentes et pourtant très importantes : par exemple, il faut 
décider du nombre de neurones cachés, du nombre de couches cachées, et de leur interconnexion. 
Ceci se fait souvent de façon ad hoc ou en utilisant quelques règles heuristiques simples. Souvent 
on procède en essayant diverses architectures pour un problème donné et en calculant l'erreur 
de généralisation pour chacune sur un ensemble de validation. En effet, hormis une recherche 
exhaustive, aucune méthode n'est connue pour déterminer l'architecture optimale pour un pro
blème donné. Or tous les résultats théoriques sur les réseaux connexionnistes (leur puissance de 
calcul ou leur fa.cuité de généralisation) ne tiennent que si l'on utilise l'architecture idéale (ou 
tout au moins suffisante et nécessaire). 

9 Ayant la possibilité d'ajouter des neurones et. des connexions dura.nt. l'apprentissage. 
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346 PARTIE 3 Apprentissage par optimisation 

Une solution à ce problème consiste à utiliser des algorithmes constructifs qui commencent avec 
une architecture minimale et a.joutent des neurones et des connexions au fur et à mesure de l'a.p
prentissa.ge. D'autres solutions utilisent plutôt une technique inverse : à partir d'une architecture 
complète, ils éliminent certains neurones et/ou connexions qui semblent non essentiels. 

Il a également été proposé d'utiliser des méthodes d'optimisation pour chercher l'architecture 
idéale. Ainsi, plusieurs travaux font appel à des algorithmes génétiques pour optimiser l'archi
tecture des réseaux de neurones (voir le chapitre 8) .  

Un autre problème tient au choix des paramètres des divers algorithmes d'apprentissage. En 
effet, chaque règle d'apprentissage utilise généralement un certain nombre de paramètres pour 
guider l'apprentissage. Ainsi, la règle de la rétropropagation de l'erreur est basée notamment sur 
le taux d'apprentissage noté o: dans ce chapitre. Ce taux varie d'une tâche à l'autre, et, encore 
une fois, on utilise souvent des règles heuristiques simples pour déterminer sa valeur idéale. Dans 
la même veine que pour le choix des architectures, on utilise maintenant des méthodes comme 
les algorithmes génétiques pour choisir ces paramètres. 

6.  Les réseaux à architecture profonde 

Lorsque l'on cherche à apprendre des dépendances complexes, il faut naturellement que le 
système apprenant puisse les représenter, donc ait accès à un espace d'hypothèses suffisamment 
expressif. 

Dans le cas des réseaux connexionnistes, cela signifie grossièrement posséder suffisamment de 
neurones cachés. Il existe deux approches : soit utiliser plusieurs couches en espérant que les 
neurones des couches internes vont calculer les sous-dépendances utiles à la tâche, soit mettre 
beaucoup de neurones sur la couche cachée. Le premier cas, sans précaution, conduit généralement 
à l'obtention de piètres minima locaux, le second demande énormément de neurones cachés, et 
donc un nombre encore plus grand de connexions, donc de paramètres à régler. L'apprentissage 
de dépendances complexes nécessite alors le plus souvent une grande quantité d'exemples. 

Pourtant ces dépendances complexes peuvent souvent se décomposer en dépendances plus 
simples, mettant en jeu des corrélations locales et des relations plus globales. Il existe souvent des 
invariances, par exemple en traitement d'images, ou en analyse de texte. De même qu'une fonction 
booléenne complexe peut être réalisée par des circuits mettant en jeu une combinaison bien pensée 
de portes logiques simples, de même on aimerait pouvoir approcher une dépendance complexe 
par des réseaux connexionnistes à architecture profonde dans lesquels les couches cachées seraient 
organisées de telle manière à décomposer le problème, en partant de descripteurs de bas niveau 
et en les combinant progressivement en des relations plus abstraites et de plus haut niveau. 

Si le concept est séduisant, le défi est de trouver comment apprendre automatiquement, en 
limitant au maximum l'intervention des experts, ces réseaux connexionnistes complexes. 

Les recherches sur cette question importante en sont encore à leurs débuts, et toutes les idées 
des jeunes pionniers sont les bienvenues. Deux approches ont été proposées. 

La première reprend l'idée des réseaux à convolution mis au point par Yann Le Cun et ses 
collègues dans les années quatre-vingt-dix pour la reconnaissance des chiffres manuscrits. Une 
idée essentielle pour la conception de ces réseaux est d'identifier les invariances de la tâche de 
reconnaissance pour concevoir des détecteurs adaptés. Ainsi, s'il est important de découvrir un 
certain type de corrélation locale n'importe où dans une image, on peut utiliser des neurones en 
couche caché qui ne perçoivent qu'une sous-partie de l'image, et avoir autant de tels neurones, 
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FIG. 10.15: Architecttire d 'un réseati connexionniste utilisé p01ir traiter des images de la base 
NORE. L 'entrée consiste en 'une paire d 'images, dont le système extraie 8 descripteurs 
de taille 92 x 92 calwlés sur des irnagettes 5 x 5 .  Les sorties de ces descripteurs sont 
reprises par 8 descripteurs 23 x 23, 24 descripteurs 18 x 18, 24 descripteurs 6 x 6 
et une couche de 1 OO neurones complètement connectés aux 5 neurones de sortie qui 
donnent la distance avec les vectettrs cibles. (Repris de /BL07/.) 

partageant les mêmes poids et percevant chacun une sous-région de l'image. En empilant de tels 
« détecteurs » dans les couches cachées, et en les combinant de manière non locale, on peut ainsi 
concevoir un système très performant avec relativement peu de paramètres à régler (typiquement 
quelques milliers) , et qui peut être entraîné en utilisant l'algorithme de rétro-propagation de 
gradient standard (voir figure 10. 1 5) . 

La deuxième approche est plus générale et porte le nom de ré.sea1;,x à croyance profonds ( deep
belief networks ) . Introduite par Hinton et ses collègues, lH OT06], elle consiste à modifier l'al
gorithme d'apprentissage en introduisant une première étape d'apprentissage non supervisé suc
cessivement dans chaque couche, avant d'utiliser pour finir la retro-propagation de gradient sur 
les paramètres initialisés grâce à la première étape. L'idée principale de l'étape non supervisée 
est d'apparier les entrées et les sorties des couches cachées successives de telle manière que les 
entrées puissent être reconstruites à partir des sorties. Ce critère de reconstruction garantit ainsi 
que l'essentiel de l'information est préservé après le passage par les neurones des couches cachées. 

L'adaptation de l'algorithme d'apprentissage est simple et les résultats obtenus sur plusieurs 
bases cl 'apprentissage surpassent ceux obtenus avec des réseaux connexionnistes classiques ou 
avec des méthodes à noyaux (voir chapitre 14) .  

Globalement, la réflexion sur les réseaux connexionnistes à architecture profonde renouvelle les 
questions sur l'apprentissage bien au-delà des réseaux connexionnistes. Sans préjuger des nou
velles méthodes d'apprentissage qui verront peut-être le jour, ces réflexions valent la peine d'être 
connues. Nous renvoyons le lecteur par exemple à IBL07 1 qui est d'une lecture très stimulante. 
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PARTIE 3 Apprentissage par optimisation 

7. Réseaux et régime dynamique le Reservoir Computing 

7 . 1  Les réseaux de neurones récurrents 

Les réseaux connexionnistes présentés jusque-là sont des réseaux multicouches à passe avant 
(feed-forward neural networks) ,  ce qui signifie que le signal se propage clans un seul sens, depuis 
la couche <l'entrée jusqu'à la couche de sortie. De ce fait, ces réseaux sont équivalents à des 
fonctions, sans mémoire du passé. Par contraste, les neurones du cerveau sont connectés dans 
des boucles de rétroaction et il semble bien que de tels circuits récurrents soient nécessaires pour 
la prise en compte et l'intégration d'informations de nature temporelle. 

Les réseaux connexionnistes récurrents possèdent des connexions introduisant des boucles dans 
les interactions entre neurones formels. En conséquence, ces réseaux peuvent entretenir des formes 
d'activation temporelles : il s'agit de systèmes dynamiques à part entière. Lorsqu'ils sont soumis 
à un signal d'entrée, éventuellement temporel, ils peuvent préserver dans leur état interne une 
mémoire dynamique de leur histoire passée. Malheureusement, il n'est pas facile de comprendre 
comment les connexions et leur poids doivent être modifiés pour réaliser un apprentissage dans 
ces réseaux. Leur apprentissage est en effet ardu car les approches par minimisation de gradient 
sont difficiles à mettre en œuvre avec des systèmes dynamiques, particulièrement quand les 
dépendances temporelles à capturer sont à long terme. De plus, ils sont notoirement difficiles à 
contrôler car leur dynamique présente souvent des points de bifurcation et d'instabilité ce qui 
rend la convergence de cette dynamique très aléatoire. Finalement, leur fonctionnement implique 
de nombreux cycles, ce qui peut être coûteux en calcul. 

C'est pourquoi les premiers travaux sur le connexionnisme, à l'exception de quelques systèmes 
très particuliers, avaient soigneusement évité de s'aventurer dans les problèmes de contrôle de 
systèmes dynamiques. Cependant, depuis quelques années un mouvement de recherche a émergé 
pour explorer les possibilités ouvertes par ces réseaux. 

Les réseaux récurrents peuvent se catégoriser en deux classe principales : 

l .  Les réseaux opérant par minimisation (stochastique) d'une énergie. Dans ces 
réseaux, inspirés de la physique statistique, on associe à l'état du réseau une fonction 
d 'énergie. C'est par exemple possible lorsque tous les neurones du réseau sont connectés 
entre eux avec des connexions symétriques, ce qui est le cas des réseaux de Hopfielcl. 
D'autres exemples incluent les machines de Boltzman, et les réseaux profonds de croyances 

2. 

(Deep Belief Networks) devenus à la mode récemment. 
Ces réseaux sont essentiellement entraînés en mode non supervisé. Ils servent pour des 
applications de mémoire associative10 , de compression de données et dans la modélisation 
de distributions de données. En général, le fonctionnement du réseau implique plusieurs 
étapes de calcul d'activation des neurones avant de converger vers un minimum local de la. 
fonction cl 'énergie correspondant à un état que l'on peut alors lire pour connaître la sortie. 
Les réseaux à connexions orientées et fonctionnement déterministe. Ces réseaux, 
inspirés par la théorie des systèmes dynamiques, calculent en continu un signal temporel 
de sortie en réponse à un signal temporel d'entrée, à l'instar de filtres non linéaires, mais 
en prenant en compte une mémoire du passé. L'apprentissage s'opère le plus souvent en 
mode supervisé. Ce sont en général ces réseaux que l'on qualifie de Reservoir Computing. 
Ces réseaux sont très séduisants a priori car on peut montrer que sous des conditions 
faibles, ils sont des a.pproximateurs universels des systèmes dynamiques. De plus, ils sont 

' 0  Dans une mémoire associative, on associe à une forme d'entrée (souvent dégradée) la. forme typique (ou parfaite} 
associée. 
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beaucoup plus proches d'une modélisation réaliste des réseaux de neurones biologiques que 
ne le sont les réseaux à couches. 

L'approche maintenant dénommée Reservoir Cornp'uting a été proposée initialement à peu 
près simultanément par Wolfgang Mass, sous le nom de Liquid State Machines et par Herbert 
Jaeger, sous le nom de Echo State Networks. Elle est ca.ra.ctérisée par une innovation radicale. 
L'idée est de considérer le circuit récurrent comme une pa.rtie à part et générique du réseau, 
sans apprentissage, le réservoir, et de confier l'apprentissage à tm réseau linéaire à une couche 
prenant ses entrées en certains neurones du réservoir (voir figure 10.16) . 

Réservoir 

Entrée 

FIG. 10.16: Un réseau connexionniste à « réservoir ». L 'apprentissage ne se fait que sur la couche 
de sortie. 

Ainsi, le signal entrant excite le système dynamique et provoque une trajectoire dans l'espace 
des états possibles de ce système. La partie apprenante du réseau mesure cet état continuement 
ou de temps en temps et apprend à lui associer des sorties désirées. Ainsi, la source des difficultés 
rencontrées dans les réseaux récurrents classiques est évacuée, et l'apprentissage peut se faire 
avec des méthodes éprouvées. 

On peut considérer ces réseaux à l'aune des SV.tvI et autres techniques utilisant une redes
cription des entrées dans un nouvel espace permettant une détection plus aisée des régularités 
recherchées. Ici, l'espace de redescription est calculé gràce au « réservoir », et si celui-ci est à 
la fois assez complexe et en même temps doté de bonnes propriétés dynamiques, il peut faire 
apparaître des motifs caractéristiques exploitables par le système d'apprentissage en aval, de la. 
même manière que la redescription gràce à l'emploi de fonctions noyau permet aux SVM de 
trouver des régularités linéaires dans l'espace de redescription. 

7.2 Le traitement de données temporelles 

Dans les applications classiques, non temporelles, la redescription des données se fait géné
ralement par e:i:pansion, c'est-à-dire par projection dans un espace dans lequel les dimensions 
correspondent à des combinaisons (ou encore des moments cl 'ordre supérieur dans le langage 
des statistiques) de descripteurs originaux. De nombreuses méthodes temporelles reprennent ce 
principe, la différence étant que les combinaisons prennent maintenant en compte des mesures 
passées du signal. Les fonctions d'expansion ont ainsi une mémoire <I>t(xt) = <P (  . . .  ,Xt_1 , x1 ) ,  
c'est-à-dire que la fonction de  redescription prend en compte l'entrée courante Xt ainsi que son 
histoire, potentiellement infinie. 
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Comme cette fonction a un nombre de paramètres a priori non borné, on utilise souvent en 
lieu et place une formalisation récursive : \l>(xt) = f ( <I>(xt_ i ) ,  xt). 

De la même manière que l'on peut voir les redescriptions classiques de points d'entrées {xi}(J :5i:5m) 
comme des projections sur des sous-variétés de <P(X), on peut voir ces redescriptions du signal 
dans le cas temporel comme des projections sur des sous-variétés correspondant à des attracteurs 
dynamiques. 

7.3 Le Reservoir Computing 

Une question fondamentale des méthodes à base de réservoir est clone de concevoir un réservoir 
tel que les expa.nsions utiles du signal temporel y apparaissent naturellement. Il s'agit à l'heure 
actuelle d'un défi qui reste encore mal maîtrisé . 

Dans l'approche dite Echo State Networks, le réservoir est constitué d'un ensemble de neurones 
utilisant généralement une fonction d'activation classique, sigmoïde ou tanh(- ) ,  et la couche de 
sortie mesure l'activité de certains de ces neurones pour calculer, à l'aide d'une fonction linéaire, 
la sortie Yt du réseau. 

L'approche dite Liquid State Machines essaie de se rapprocher d'un modèle plus plausible du 
fonctionnement du cerveau par l'emploi de neurones à décharges (spiking neurons) ayant des 
propriétés temporelles propres cl 'intégration des signaux et d'émission de sortie. Si leur capa
cité expressive et de calcul sont certainement supérieures aux approches moins sophistiquées, 
l'apprentissage y est en revanche nettement plus compliqué. 

Même si la conception des réservoirs est encore mal maîtrisée, certains principes semblent 
émerger. Afin d'engendrer des dynamiques suffisamment riches tout en conservant la possibilité 
d'apprendre en sortie, il semble qu'il faille : 

1 .  un réservoir suffisa11iment grand ; 
2 .  avec des connexions clairsemées ; 
3. et tirées aléatoirement. 

Concrètement, on utilise des réservoirs de plusieurs dizaines de milliers de neurones, avec 
un taux de connexion moins de 20 %, et des poids de connexions tirés uniformément dans un 
intervalle de valeurs centré en zéro. 

Par ailleurs, on recherche également à obtenir la propriété dite echo state property, c'est-à-dire 
d'extinction progressive de l'effet d'un signal passé (au lieu d'une amplification possible) . Pour 
cela, il faut contrôler le spectre de la matrice W correspondant aux connexions du réservoir (voir 
[LJ09], section 5.1 pour des spécifications précises) . Une grande variété de topologies ont été 
testées, et la détermination de topologies les plus favorables reste du domaine de la recherche. 
Un certain nombre d'indicateurs et de mesures pour qualifier ces réservoirs ont également été 
proposés. 

De la même manière, tout un ensemble de techniques ont été essa.yées pour la. conception et 
l'apprentissage des réseaux en aval du réservoir . 

7.4 Bilan très provisoire et perspectives 

Ces nouvelles architectures de résea.ux sont très attrayantes car elles permettent de dépasser 
les limites des approches classiques par réseaux à couche. Alors que cette approche en est encore 
à ses premiers pas, les résultats obtenus sur certaines tâches sont extrêmement prometteurs : 
par exemple dans la prédiction de séries temporelles chaotiques (trois ordres de magnitude en 
terme d'exactitude de prédiction) , dans l'égalisation non linéaire de canaux sans fil (deux ordres 
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de magnitude), la reconnaissance de voyelles japonaises (0 % d'erreur en test sur le benchmark 
classique au lieu de 1.8 % pour le meilleur résultat jusque-là), etc. 

Cependant, nous sommes encore loin de comprendre et de maîtriser ces réseaux. Il est clair 
qu'utiliser un réservoir engendré de manière aléatoire n'est pas satisfaisant et qu'il vaut mieux 
comprendre comment adapter un type de réservoir à une famille de tâches. De même, l'ap
prentissage en aval du réseau doit également être mieux adapté aux situations d'apprentissage 
rencontrées. 

Le reservoir computing a donc permis d'ouvrir de nouvelles perspectives dans l'approche 
connexionniste de l'apprentissage, et il y a là un domaine de recherche excitant à défricher. 

Nous conseillons au lecteur débutant dans ce champ de consulter [LJ09j pour une très bonne 
synthèse et [PMB09j pour une synthèse sur les réseaux à décharge (spiking neurons). 

Notes historiques et sources bibliographiques 

L'ouvrage de Dreyfus et al. ( [DMs+ o2] ,  seconde édition [DMS+08]) est recommandé : ency
clopédique, écrit en français et récent. Les livres de R. Golden [Gol96], C .  Bishop [Bis95] et 
B. Ripley [Rip96 j fournissent des panoramas sur la théorie et de la pratique de ces outils. Le 
chapitre 6 du livre de R. Duda., P. Hart et R. Stork [DHSOl] est une remarquable introduction 
théorique et pratique. Les deux livres de S. H aykin [Hay99j et [Hay08j sont originaux dans leur 
point de vue et couvrent une grande partie de l'apprentissage par réseaux connexionnistes et 
au-delà. Ils sont absolument à lire. On pourra aussi consulter les ouvrages suivants, intéressants 
à divers titres : [Sch92], [WK9lj, [HKP91]. 

Le travail fondateur le plus souvent cité est celui de W. Mc Culloch et W.  Pitt [MP43] bien 
que l'apprentissage n'y soit pas réellement abordé. Encore une fois, on ne peut qu'admirer la 
clairvoyance de A. Turing, en 1948, étudiant une organisation d'unités logiques élémentaires 
en un ensemble au comportement complexe [Tur92]. Les tra.vaux sur les réseaux de neurones 
formels, souvent inspirés par des motivations de modélisation biologique, n'ont pas cessé depuis 
cette époque jusqu'à nos jours. On citera comme étapes majeures, la description du perceptron 
par Rosenblatt [Ros62] en 1962, la parution du livre de Minsky et Papert, Perceptrons, en 1969 
[MP69] remarquable mais qui eut l'effet d'une douche froide sur le connexionnisme, puis en 
1982, la découverte de réseaux échappant aux limites dénoncées dans [MP69], les réseaux dus au 
physicien Hopfield [Hop82j. Leur effet psychologique fut considérable, libérant les esprits pour 
chercher de nouveaux types de réseaux et de règles d'apprentissage. 

C 'est ainsi que se produisit en 1986 un tournant majeur, avec la. découverte indépendante et 
quasi simultanée d'un résultat important, en l'occurence, les formules de la rétropropagation de 
gradient de l'erreur. Le livre de P. Werbos [Wer84] et l'article de B. Widrow [Wid94j relatent 
l'historique de cette découverte et des réseaux connexionnistes en général. 

Une véritable explosion de publications et d'applications très diverses a suivi et continue de nos 
jours, couvrant aussi bien les améliorations des techniques d'apprentissage que leur généralisation 
à des modèles plus complexes, ou leur application à des données séquentielles ou bidimension
nelles : signaux et images. Les liens des réseaux connexionnistes avec la théorie bayésienne, les 
théories de l'apprentissage et l'analyse (au sens mathématique du terme) ont aussi été éclaircis. 
Les travaux de modélisation biologiques et situés dans le domaine des sciences cognitives sont 
également très nombreux. L'apparition des SVivI (Séparateurs à Vastes Marges) en 1995 (voir 
chapitre 14) avait semblé s'accompagner du déclin des méthodes connexionnistes, mais la capa-
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cité de ces derniers à réaliser de l'apprentissage hiérarchique et en-ligne les a remis en selle, de 
même que l'étude de réseaux à neurones plus complexes, comme les spiking neurons qui laisse 
espérer de nouvelles possibilités. 

Résumé 

• Les réseaux connexionnistes sont des mécanismes de calcul permettant en parti
culier d'affecter une classe à un vecteur de données numériques. 

• Par un processus d'apprentissage par optimisation, un réseau connexionniste peut 
adapter ses paramètres à un ensemble de données supervisées, dans le but d'en 
généraliser les caractéristiques. 

• Les capacités de généralisation de ces systèmes sont bonnes. L'algorithme d'ap
prentissage classique, la rétropropagation du gradient de l'erreur, est éprouvé. Il 
a donné lieu à de nombreuses améliorations, en particulier en ce qui concerne sa 
rapidité et son arrêt avant la surgénéralisation. 

• Les réseaux connexionnistes ont été étendus à des architectures permettant de 
réaliser l'apprentissage de règles de classification de séquences. Ils permettent aussi 
l'apprentissage de fonctions de régression. 

• Loin d'être un domaine de recherche clos, le connexionnisrne connaît un renouveau 
d'intérêt et est le théâtre de nouvelles idées profondes ( deep-belief networks) et 
dynamiques ( reservoir computing) qui, au moins pour certaines tâches, améliorent 
considérablement les performances mesurées. 
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C hapitre 1 1  

L'apprentissage de réseaux bayésiens 

On présente dans ce chapitre un cas particulier de modèles permettant d 'exprimer des 
relations probabilistes entre des ensembles de faits. Ces relations difj'èrent des relations 
logiques en ce qu 'elles n'autorisent pas un raisonnement implicatif� mais condition
nel. Deux faits peiivent en effet être en relation causale sans que l 'iin implique l 'aittre. 
Dans la base de données d 'une compagnie d'assurances, il est par exemple possible que, 
pour une ma.forité des entrées dans une certaine ville, les items « contravention de 
stationnement » soient vrais quand un autre item comme « le conducteur aime les 
légumes » soient corrélés. Il serait trop rapide et peu fructueux d 'en conclure que 
le second fait implique statistiqiiement le premier. Une analyse en probabilité condi
tionnelle des faits pourrait en effet révéler qiœ la majorité des contraventions sont 
collées le samedi, jottr du marché. Il existe bien une « cause » commune {ott en totd 
cas une condition commune de forte probabilité), mais la logique n'a pas réellement à 
intervenir dans cette affaire. L 'ensemble des faits et des probabilités conditionnelles 
d 'un système de raisonnement de ce type peut s 'organiser en graphe, sous certaines 
conditions d 'indépendance probabiliste. On peut alors raisonner, c 'est-à-dire calculer 
la probabilité conditionnelle de n'importe quel ensemble de faits connaissant n'importe 
quel autre ensemble. C'est une technique puissante pour exploiter utilement les bases 
de données. Cependant, un système de ce type ne peut être complètement utile que 
si un programme est capable d 'extraire automatiquement les faits significatifs et le 
réseaii de leurs relations conditionnelles. Une base de données comporte couramment 
des dizaines de milliers d'entrées ventilées siir des centaines de faits VRAI ou FA UX. 
Aucun expert ne peut extraire seul une structure de dépendance probabiliste d 'une telle 
quantité de données. C'est ici qu 'intervient l'apprentissage artificiel . . .  
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Quelques logiciels 

C
E MATIN, il y a un cygne à bec jaune sur ma pelouse. Deux possibilités : soit il s'est 
échappé du zoo voisin, soit c'est un oiseau migrateur. Pour le savoir, je me dirige vers 
le poissonnier du coin et j'observe que le prix du saumon norvégien a augmenté. J'en 
déduis que le cygne est sauvage. 

Ce genre de raisonnement possède deux caractéristiques un peu surprenantes. La première est 
que la décision prise n'est pas forcément la bonne : le cygne peut très bien s'être échappé du zoo 
et je peux aussi me tromper à propos du cours du saumon. Surtout, il n'y a pas d'implication 
(de relation de cause à effet) entre le fait d'avoir un cygne sur ma pelouse et celui d'avoir à 
payer le saumon plus cher. Cependant, constater le second change ma confiance dans l'origine du 
premier. Pourquoi ? S'il fait très froid dans le Nord de l'Europe, deux phénomènes en apparence 
indépendants ont une probabilité forte d'arriver : la migration jusqu'à nos latitudes d'une espèce 
qui est en général plus septentrionale et l'augmentation du cours du poisson récolté sur place, 
plus difficile à pêcher et à traiter. 

On peut isoler quatre faits clans cet univers, associés à une probabilité cl 'être 11 RAI : il y a 
un cygne sur ma pelouse, le zoo est mal surveillé, le saumon a augmenté, l'hiver est froid dans 
le Nord. Les données de départ sont les suivantes : d'abord, il y a un cygne sur ma pelouse avec 
une très forte probabilité (je suis expert ornithologue et peu sujet à des hallucinations). Ensuite, 
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le prix du saumon norvégien a augmenté, avec une bonne probabilité. D'autre part, je connais 
un certain nombre de relations comme : 

• Les cygnes à bec jaune migrent parfois jusqu'ici quand il fait froid dans le Nord. 

• Les animaux peuvent s'échappent du zoo si celui-ci a eu un problème technique. 

• Le prix de saumon augmente quand les conditions de pêche sont mauvaises dans le Nord de 
l'Europe. 

Je dois pour chaque relation donner la valeur de deux probabilités conditionnelles : celle que 
ce cygne sauvage soit sur ma pelouse sachant qu'il fait particulièrement froid dans le Nord et 
celle que ce cygne sauvage soit sur ma pelouse sachant qu'il ne fait pas particulièrement froid 
dans le Nord (la. somme des deux ne vaut pas forcément 1). Et de même pour les deux autres 
relations. 

Un cygne est sur ma pelouse soit parce c'est un évadé du zoo, soit parce que c'est un migrateur. 
Les deux causes sont, disons, a priori plausibles au même degré. Mais observer l'augmentation 
du prix du saumon m'indique qu'il est probable qu'il y ait des mauvaises conditions de pêche en 
Norvège (dans mon ensemble de faits, c'est le seul qui puisse intervenir) . Donc, l'hypothèse que 
le cygne est migrateur devient plus vraisemblable que celle de la défaillance technique au zoo. 

Dit autrement : s'il fait très froid dans le Nord de l'Europe, deux phénomènes en apparence 
indépendants ont une probabilité forte d'arriver ensemble : la migration jusqu'à nos latitudes 
d'une espèce qui est en général plus septentrionale et l'augmentation du cours du poisson récolté 
sur place. 

Supposons maintenant que j'observe un certain nombre de fois les quatre faits cités ci-dessus. 
Puis-je apprendre à raisonner ainsi en me trompant le moins possible dans la. conclusion ? C'est 
en effet le sujet de ce chapitre que de montrer comment raisonner dans un réseau de probabilités 
conditionnelles et surtout comment apprendre à le construire à partir d'observations conjointes 
des faits de base. 

1 .  Les modèles graphiques 

Aussi bien pour le raisonnement, au cœur de la décision, que pour la reconnaissance de forme 
et l'apprentissage, l'incertitude joue un rôle fondamental. Il est donc nécessaire de sa.voir expri
mer l'incertitude et de pouvoir en faire l'objet d'un calcul. C'est ce que permet le calcul des 
probabilités et le théorème de Bayes. 

Dans ce cadre, un concept de base est celui de variable aléatoire, que nous noterons ici par une 
majuscule, par exemple X .  Une variable aléatoire peut prendre une valeur parmi un ensemble 
fini ou infini de valeurs. La probabilité d'un événement est la fraction du nombre de fois où cet 
événement se produit sur le nombre total d'essais, dans la limite d'un nombre d'essais infini. On 
peut alors se poser des questions telles que : « quelle est la probabilité que la variable X prenne 
la valeur xi et que la variable Y prenne la valeur Yi ?  » ,  que l'on notera P(X = xi, Y = Y.1) , 
ou bien, « quelle est la probabilité que la variable X prenne la valeur xk quand on sait que la 
variable Y a la valeur Yt ? »,  notée P(X = xk lY = YL) · 

Supposons que la variable Y puisse prendre une valeur parmi L,  nous aurons : 
L 

P(X = Xi) = L P(X = Xi, y = Yj) 
j=l 

ce que l'on appelle la règle de somme sur le.s probabilités marginale.s. 
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De même, la probabilité conditionnelle P(X = x1.:IY = y1 ) s'obtient par la règle de produit des 
probabilités : 

P(X = Xï, Y =  YJ) = P(Y = YJIX = xï) · P(X = xi) = P(X = a;dY = Yj) · P(Y = YJ) 

De manière simplifiée, on écrira : 

P(X) = L P(X, Y )  Somme sur les probabilités marginales ( 11 . 1 )  
y 

P(X, Y) = P(YIX) P(X) Règle de produit (11 .2)  

Ces deux règles simples forment la base de tous les calculs utilisées dans ce chapitre. En 
particulier, le théorème de Bayes de révision des probabilités s'en déduit : 

P(YIX) = 
P(XIY) P(Y) 

P(X) 
( 1 1 .3 )  

Ce théorème dit que la  probabilité a posteriori de l'événement Y (prenant un certaine valeur) 
lorsque l'événement X (prenant une certaine valeur) a été observé est fonction des probabilités 
a priori de X et de Y et de la probabilité conditionnelle de X sachant Y. Soit encore : 

Proba.bilité a posteriori oc Vraisemblance x Probabilité a priori 

On peut noter que si deux variables X et Y sont indépendantes (P(X, Y)  = P(X) P(Y)) ,  on 
a :  P(YIX) = P(Y) et P(XIY) = P(X) .  

Ce qui a été dit précédemment pour des probabilités d'événements discrets se généralise aux 
densités de probabilité que nous notons par p. 

Ces règles de base permettent, en principe, de calculer n'importe quelle probabilité à partir du 
moment où les probabilités a priori et les probabilités conditionnelles nécessaires sont connues. 
Cependant, cela implique de connaître la distribution jointe sur l'ensemble des variables (e.g. 
P (X1 , X2, . . .  XN ) si il y a N variables), ce qui nécessiterait la connaissance, le stockage et des 
calculs prenant en compte un nombre exponentiel de nombres. 

Heureusement, dans de nombreux cas, il existe des indépendances conditionnelles entre les 
variables, ce qui permet potentiellement de réduire considérablement les tables de probabilités 
conditionnelles à connaître pour effectuer les calculs. Les modèles graphiqites (graphical models) 
permettent de tirer parti de ces indépendances et d'exprimer les relations entre variables dans une 
représentation à base de graphes. Le principe général est d'exprimer la distribution jointe comme 
un produit de facteurs, où chaque facteur dépend d'un nombre réduit de variables aléatoires. 

Ces représentations présentent trois avantages : 
1 .  Elles fournissent un moyen simple de visualiser des connaissances incertaines probabilistes. 
2. Il est ainsi possible de déterminer les propriétés du modèle, en particulier les indépendances 

conditionnelles. Dans certains cas, lorsque des précautions particulières ont été prises, il 
est possible d'interpréter les relations du graphe comme des liens de causalité . 

3. Les calculs associés aux inférences et à l 'apprentissage peuvent s'exprimer à l'aide d'opé
rations locales sur le gra.phe et de propa.gations clans le graphe, ce qui permet de simplifier 
et de contrôler les algorithmes et l'ensemble des opéra.tions. II est possible de raisonner à 
partir de connaissances incomplètes. 

Un graphe est composée de nœuds et d'arêtes ou arcs les reliant. D ans un modèle graphique, 
les nœuds représentent les variables aléatoires et les arcs expriment des relations probabilistes 
entre variables. 

Les modèles graphiques incluent : 
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Chapitre 11 L'apprentissage de réseaux bayésiens 

• les réseaux bayésiens, fondés par Judea Pearl à partir de 1982 ; 
• les champs markoviens aléatoires ( random Markov fields) ; 
• les graphes chaînés ; 
• les graphes de facteiirs. 
Ce chapitre est essentiellement consacré aux réseaux bayésiens. On décrira, d'une part, les 

méthodes d'inférence, et, d'autre part, des approches permettant d'apprendre ces réseaux à 
partir de données. 

2 .  Les réseaux d'inférence bayésiens 

Les réseaux d 'inférence bayésiens sont des modèles qui permettent de représenter des situations 
de raisonnement probabiliste à partir de connaissances incertaines. Ils sont une représentation 
efficace pour les calculs d'une distribution de probabilités. Plus précisément, les réseaux bayésiens 
conjuguent deux aspects (voir la figure 11 .1)  : 

• Une partie qualitative exprimant des indépendances conditionnelles entre variables et, 
parfois, des liens de causalité. Cela se fait grâce à un graphe orienté acyclique1 dont les 
nœuds correspondent à des variables aléatoires (dont nous supposerons qu'elles ne peuvent 
prendre qu'un ensemble fini de valeurs, et même souvent les seules valeurs Vrai ou Faux). 

• Une partie quantitative constituée des tables de probabilités conditionnelles de chaque 
variable étant donnés ses parents dans le graphe. 

FIG. 

Serum 
Calcium 

Tumeur 
des 

poumons 

P(FIA,S) 

P(FIA;-iS) 

P(FhA,S) 

P(FhA,-iS) 

= 0.9 
= 0.05 

0.0 
0.0 

11 .1 :  Les réseaux bayésiens sont une représentation compacte et efficace pour les calculs 
d 'une distribution de probabilités grâce à l'exploitation des indépendances condition
nelles entre variables. À chaque nœiid est associée une table de probabilités condition
nelles. 

1 On dit. souvent un DA G, de l'anglais directed acyclic gr'aph. 
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358 PARTIE 3 Apprentissage par optimisation 

Prises ensemble ces deux parties définissent une distribution de probabilité unique sous forme 
factorisée. Ainsi, si V est l'ensemble des N variables Xi impliquées dans la description d'un 
domaine, la loi jointe P(V) se décompose en un produit de lois conditionnelles locales : 

N 

P(V) = Il P(Xilparents(Xi ))  
i=l  

Par exemple, dans le cas de la. figure 11.l 

P(A , S , E , F, C,Se,T) = 
P(A) · P(S) · P (E I A) · P(FIA, S) · P(CIE, F)  · P(SelC) · P(TIC) 

Cette factorisation prend en compte les indépendances conditionnelles exprimées dans le 
graphe. Ainsi, par exemple, Serum Calcittm et Tumeur des poitmons sont deux variables dé
pendantes, mais elles deviennent indépendantes si l'on connaît la va.leur de la variable Cancer. 

Si l'on ne tenait pas compte de ces indépendances, il faudrait écrire la distribution jointe de 
probabilités comme : 

P(A, S, E , F, C, Se,T) 

P(A)  · P(SIA) · P(EjA,  S)  · P(FjA, S, E) ·  

P(CjA,  S, E, F) · P(Se!A, S, E ,  F, C) · P(TjA,  S, E, F, C, Se) 

Dans le cas présent où les variables sont binaires, à valeur Vrai ou Faux, la distribution de 
probabilités totale nécessite donc ici la connaissance de 16 paramètres au lieu de 215 = 32 768 
si on ne tenait pas compte des indépendances conditionnelles codées dans le graphe. Plus grand 
est le nombre de variables et plus l'économie est potentiellement considérable. Nous verrons 
également que les inférences et l'apprentissage en seront facilités cl 'autant. 

Chaque fait est représenté graphiquement par un nœud et les relations directes entre nœuds 
sont des arcs orientés entre les nœuds. L'exemple de l'introduction comporte donc quatre nœuds 
et trois arcs. Complètement défini, il représenterait de manière condensée toute l'information sur 
les dépendances entre les faits. 

Nous allons d'abord définir un réseau <l'inférence bayésien en y introduisant toutes les valeurs 
de probabilités nécessaires; nous verrons ensuite comment un tel modèle permet de raisonner. 
Enfin, nous donnerons quelques techniques pour apprendre ces modèles à pa.rtir d'exemples. 

2 . 1  Définitions et notations 

Un réseau d'inférence bayésien, ou réseau bayésien, est un système de raisonnement probabiliste 
construit sur un graphe orienté sans cycle. Nous emploierons donc dans ce chapitre le vocabulaire 
classique de la théorie des graphes : par exem pie, un nœu<l F sera dit descendant d'un nœu<l A 
s'il existe un chemin (une suite d'arcs, ici orientés) entre F et A. Les termes de parent, descendant 
direct ou fils, descendant, non-descendant et ancêtre seront utilisés (des exemples sont donnés à la 
figure 1 1 .2) .  Chaque nœud d'un réseau bayésien porte une étiquette qui est un des attributs du 
problème. Ces attributs sont binaires, pouvant prendre (avec une certaine probabilité) la valeur 
Vrai ou Faux, ce qui signifie qu'une va.riable aléatoire est associée à chaque attribut. Comme 
à chaque nœud est associé un attribut, donc une variable aléa.toire différente, nous pouvons 
confondre par la suite un nœud, un attribut et la variable aléatoire associée. 

Nous notons la probabilité que la variable X soit VRAI par P(X = V RAI), ou en raccourci 
P (X ) .  On a :  P(X = FAU X)  = 1 - P(X = V RAI), ce que nous notons : P(-.X) = 1 - P(X).  
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Chapitre 11 L'apprentissage de réseaux bayésiens 

FIG. 11 .2 :  Un graphe orienté sans cycle. Les parents de F sont D et E. Les ancêtres de F sont 
D, E, A, B et C. Les fils de B sont D et E. Les descendants de B sont D, E, F et 
G. Les non-descendants de A sont B, C, E et G .  

2.2  Condition de Markov sur les réseaux bayésiens 

Les indépendances conditionnelles codées par le graphe sont calculables grâce à un critère 
formel de théorie des graphes que l'on appelle la d-séparation. Ce critère graphique permet le 
calcul des indépendances conditionnelles en temps polynomial en fonction du nombre de variables. 

Ainsi par exemple, un critère plus faible est celui de condition de Markov sur un réseau 
bayésien. 

Définition 11.1 (Condition de Markov) 
Dans un réseau bayésien, tout nœud est conditionnellement indépendant de ses non-descendants, 
connaissant ses parents. 

En termes plus formels, notons A(X) n'importe quel ensemble de nœuds qui ne sont pas des 
descendants de X et P(X) l'ensemble des parents de X. Alors la propriété précédente s'écrit : 

P(XIA(X), P(X)) = P(XIP(X)) (11 .4)  

Autrement dit, l'ensemble des valeurs P(XIP(X)) ,  avec X parcourant l'ensemble des nœuds du 
graphe, suffit à déterminer complètement l'ensemble de toutes les probabilités conditionnelles 
cl 'un réseau bayésien. 

Compte tenu de la structure particulière du graphe, on peut démontrer [Nea04] (pp.39-40) que 
la condition 11.4 peut se réécrire sous la forme suivante : 

Théorème 11.1 

Soit V =  {X1, . . .  , XN} l'ensemble des nœuds du graphe. On a :  

N 
P(X1 , .  . . ,  XN ) = II P(XilP(Xi)) ( 1 1 .5) 

i=l 

Ce théorème permet de réduire le problème de la détermination d'un immense nombre de 
valeurs de probabilités à celui d'un nombre généralement beaucoup plus restreint. 

- EXEMPLE 
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360 PARTIE 3 Apprentissage par optimisation 

Nous adaptons de [Nil98j l'exemple dont le graphe est donné à la figure 11 .3.  

SA 
p(SA 1 FN) = 0.95 
p(SA 1 -.FN) = 0.1 

p(ZO) = 0.7 

zo 

p(CP 1 FN,ZO) = 0.9 
p(CP 1 FN,-.ZO) = 0.05 

CP p(CP 1 -.FN,ZO) = 0.0 
p(CP 1 -.FN,-.ZO) = 0.0 

FIG. 11.3: Le graphe du réseau bayésien qui exprime « Il y a un cygne à bec jaune sur ma 
pelouse » .  

Ce réseau reprend le problème de  l'introduction, avec les notations suivantes : 
- FN : il fait Froid en Norvège ; 

- ZO : la cage des cygnes est ouverte au ZOo ; 

- CP : il y a un Cygne sauvage sur ma Pelouse ; 

- SA : le prix de Saumon a Augmenté ; 
F N et Z 0 ont une influence directe sur CP puisque ce sont donc ses nœuds parents. De 
même, F N a une influence directe sur SA. 

La spécification complète d'un réseau bayésien doit affecter à chaque variable toutes les 
probabilités conditionnelles significatives (celles de l'équation 11.5). Compte tenu des dé
pendances de notre exemple, il faut donc d'abord spécifier les valeurs P(F N )  et P(ZO) qui 
sont non conditionnelles, puisque les nœuds correspondants sont tous les deux sans ancêtres. 
Notons que les variables FN et ZO sont indépendantes pour la même raison. Il nous faut, 
pour le nœud SA, donner P(SA 1 FN) et P(SA 1 -.FN)  et, pour le nœud CP, donner quatre 
valeurs : P(CP I FN, ZO),P(CP I FN, -.ZO),  P(CP 1 -.FN, ZO) et P(CP 1 --.FN,--.ZO). 

Notre réseau sera donc complet si nous lui ajoutons par exemple le tableau : 

P ( F N )  0.95 
P(ZO) 0.7 
P(SA 1 FN)  0.95 
P(SA 1 -.FN) 0.1 
P(CP 1 PN, ZO) 0.9 
P(CP 1 PN, -.ZO) 0.05 
P(CP 1 -.FN,ZO) 0 
P(CP 1 - .FN,-.ZO) 0 

Ces valeurs sont données arbitrairement pour spécifier notre exemple. Par exemple, P (SAIF N )  = 
0.95 signifie que nous posons qu'il y a 95 3 de chances que le prix du saumon augmente 
s'il fait froid en Norvège et P(SA 1 -.PN) = 0.1 qu'il y a 1 0  3 de chances qu'il augmente 
sans qu'il fasse particulièrement froid dans ce pays. Ces valeurs peuvent être obtenues par 
apprentissage, comme nous le verrons dans la section 4. 

2.3 Définition formelle d'un réseau bayésien 

Compte tenu de ce qui a été dit, nous pouvons maintenant donner une définition complète 
d'un réseau bayésien. 
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Chapitre 1 1  L'apprentissage de réseaux bayésiens 

Définition 11 .2  (Réseau bayésien )  

Un réseau bayésien est im couple ( G, 8) ,  avec : 
• G est un graphe orienté sans cycle. 
• e est une distribution de probabilité définies sur les variables du graphe. 
• À chaqiie nœud de G est associée ime variable aléatoire et ime seule. 
• Soit {X1 , . . .  , XN } l'ensemble de ces variables aléatoires. La propriété suivante découle de la 

structure de graphe sans cycle : 

N 

e II P(Xi lP(Xi)) ( 1 1 .6) 
i= l 

avec P (Xi) l 'ensemble des variables associées attX parents dtt nœud associé à Xi. 

Un réseau ba.yésien est donc complètement spécifié quand son graphe a. été décrit et quand, 
pour chaque nœud de ce graphe, les probabilités conditionnelles de ce nœud connaissant chacun 
de ces parents sont données. 

Par définition, un réseau ba.yésien satisfait la. condition de t-.1Jarkov 11.4. 

2.4 La d-séparation 

Il est possible de généraliser la. condition de Markov au calcul de l'indépendance de sous
ensembles de nœuds clans le graphe, ce qui permettra <l'accélérer notoirement les calculs <l'infé
rence. L'idée est d'identifier les indépendances conditionnelles entre sous-ensembles de variables 
V1 et V2, étant donné un autre sous-ensemble V3 uniquement sur des critères graphiques dans 
G, de telle manière que ces indépendances correspondent bien à toutes les indépendances condi
tionnelles existantes dans e .  

Soit un ensemble de nœuds {X1, X2, . . .  , Xk} dans G, où k � 2 et tel que (Xi_1 , X.;) ou 
(Xi, Xi_1 ) soit un arc de G. Alors l'ensemble des arcs (non orientés) connectant les k nœuds est 
appelée chaîne entre X1 et Xk. Afin de préciser l'orientation des arcs entre variables, on utilise 
la notation Xi-1 -7 Xi ou Xi-1 ,__ Xi. 

On a alors les propriétés élémentaires suivantes : 

• Dans une chaîne X -7 Z -7 Y (séquence simple) , X et Y sont indépendantes conditionnel
lement à Z ,  car la connaissance de la valeur de Z rend inutile la connaissance de X (ou de 
Y )  pour connaître la valeur de Y (ou de X) .  

• Dans une chaîne X -7 Z <-- Y (appelée une V-structure) , X et Y sont indépendantes, sauf 
si Z est connue. 

• Dans une chaîne X <-- Z -7 Y (A-structure), X et Y sont dépendantes sauf si Z est connue, 
car le fait de connaître la valeur de Z rend inutile la connaissance de X pour connaître celle 
de Y, et vice versa. 

On peut alors énoncer une propriété sur les chaînes en fonction d'un sous-ensemble de nœuds. 
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Définition 11.3 (Chaîne bloquée) 

PARTIE 3 Apprentissage par optimisation 

Soient un graphe orienté acyclique G = { N, A} constitué des nœuds N et des arcs A, itn soiis
ensemble de nœuds Z E N, X et Y deux nœuds dans N \ Z, et p une chaîne entre X et Y .  Alors 
la chaîne p est bloquée par Z si l 'mie des conditions suivantes est vérifiée : 

1. Il y a mi nœ·ud Z dans Z sur la chaîne p, et les arcs incidents à Z sur p se rencontrent 
selon mie séquence simple (. . .  -> Z -> . .  .). 

2. Il y a 1m nœud Z dans Z sur la chaîne p, et les arcs incidents à Z s1J.r p se rencontrent 
selon une A-structure (. . .  <- Z -* . .  .) . 

3. Il y a un nœud Z dans Z sur la chaîne p, et les arcs incidents à Z sur p se rencontrent 
selon une V-structure (. . .  -> Z � . .  .). 

Il peut y avoir davantage qu'un seul nœud dans Z vérifiant ces propriétés. On dit qu'une chaîne 
est active si elle n'est pas bloq·uée par Z.  

-- EXEMPLE (Blocage de chemin) ------------------------

Soit le graphe acyclique orienté de la figure 11.4. Nous avons les propriétés suivantes : 

1. La chaîne [Y, X, Z, S] est bloquée par { X }  car les arcs incidents à X sur la chaîne se 
rencontrent selon une /\-structure en X. Cette chaîne est également bloquée par { Z} 
car les arcs incidents à Z se rencontrent selon une séquence simple. 

2. La chaîne [W, Y, R, Z, S] est bloquée par 0 car R � 0, T � 0 et les arcs incidents à R 
sur la chaîne se rencontrent selon une V-structure. 

3. La chaîne [W, Y, R, S] est bloquée par { R} car les arcs in<:idents à R sur le chemin se 
rencontrent selon une séquence simple. 

4. La chaîne [W, Y, R,  Z, S) est non bloquée par { R} car les arcs incidents en R sur le 
chemin se rencontrent selon une V-structure. De plus la chaîne est non bloquée par 
{T} car T est un descend;;1,nt de R. 

FIG. 11.4: Un graphe acyclique orienté pour illustrer le blocage de chemin . 
(Tiré de [Nea04J pp. 75-76.) 

Définition ll.4 (cl-séparation de variables) 

Soient itn graphe orienté acycliqiie G = {N, A} constitité des nœuds N et des arcs A, itn sous
ensemble de nœuds Z E N, X et Y deux nœ·uds dans N \ Z .  Les nœuds X et Y sont d-séparés 
var Z dans G si tov.tes les chaînes entre X et Y sont bloq11ées JJar Z.  
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Chapitre 11 L'apprentissage de réseaux bayésiens 

-- EXEMPLE (cl-séparation) ----------------------------

Soit le graphe acyclique orienté de la figure 11.5. Nous avons les propriétés suivantes : 

1. X et R sont cl-séparées par {Y, Z} car la chaîne [X, Y, R] est bloquée en Y, et la chaîne 
[X, Z, R] est bloquée en Z.  

2. X et T sont cl-séparées par {Y, Z} car la chaîne [X, Y, R, T]  est bloquée en Y, la chaîne 
[X, Z, R, T] est bloquée en Z,  et la chafoe [X, Z, S, R, T] est bloquée en Z et en S. 

3. W et T sont cl-séparées par {R}  car les chaînes [W, Y, R, T] et [W, Y, X , Z, R,T] sont 
bloquées toutes les deux en R .  

-1 .  Y et Z sont cl-séparées par {X}  car la  chaîne [Y, X, Z ]  est bloquée en X,  la chaîne 
[Y, R, ZI est bloquée en R, et la chaîne [Y, R ,  S, Z est bloquée en S. 

5. W et X sont cl-séparées par 0 car la chaîne [W, Y, X] est bloquée en Y, la chaîne 
[W, Y, R,  Z, X ]  est bloquée en R, et la chaîne [W, Y, R, S, Z, X ]  est bloquée en S. 

6. W et X ne sont pas cl-séparées par { Y }  car la chaîne [W, Y,X] n'est pas bloquée en Y 
puisque Y E {Y} et qu'elle ne peut pas être bloquée ailleurs. 

7. W et T ne sont pas cl-séparées par {Y}  car même si la chaîne [W, Y,R,T] est bloquée 
en Y,  la chaîne [W, Y, X, Z, R, T] n'est pas bloquée en Y puisque Y E {Y}  et cette 
chaîne n'est bloquée nulle part ailleurs car aucun autre nœud n'est dans { Y }  et qu'il 
n'y a pas d'autres V-structure sur elle. 

FIG. 11.5:  Un graphe acyclique orienté pour illustrer le blocage de chemin. 

(Tiré de [Nea04j pp. 76-77.) 

Définition 11.5 (d-séparation de sous-ensembles de variables) 

Soient un graphe orienté acycliq'ue G = {N, A} constitué des rwmds N et des arcs A, 'un so'us
ensemble de nœ'lid.s Z E N, X et Y dwx sous-ensembles de nœnds dans JV \ Z.  X et Y sont 
d-séparés par Z dans G si toutes les chaines entre nœuds de X et nœuds de Y sont bloquées 
par Z .  

Il est prouvé que le  concept de cl-séparation défini sur les graphes correspond bien au concept 
d'indépendance conditionnelle entre les variables d'une distribution de probabilité jointe (voir la 
preuve dans [Nea04] pp.77-80) . 

Il existe des algorithmes efficaces pour déterminer les d-séparations. 
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2 .5  L'équivalence de Markov 

PARTIE 3 Apprentissage par optimisation 

De nombreux graphes acycliques orientés sont équivalents au sens où ils ont les mêmes d
séparations. On dit qu'ils sont équivalents au sens de Markov. 

Définition 11.6 (Équivalence de Markov) 

Soient deux graphes 01 = {N, Ai }  et G2 = {N,A2} ayant le même ensemble de nœuds N. 
Les graphes G 1 et G 2 sont dits équivalents au sens de Markov si poiir toiit triplet de soiis
ensernbles de nœ·uds disjoints X, Y et Z,  X et Y sont d-séparés par Z dans 01 si et seulement 
si X et Y sont d-séparés par Z dan.s G2 . 

-- EXEMPLE (Équivalence de Markov) -----------------------

FIG.  11.6:  Trois graphes acyclique.s orientés équivalents av. sens de Markov. A11C1.tn autre graphe 
acyclique orienté n'est équivalent à eiix. 

Théorème 11.2 {Équivalence de Markov) 

Deux gro.phes acycliques orientés 91 et 92 sont équivalents au sens de Markov, si et sev.lement si ils 
partagent les mêmes liens (sans distinction d 'orientation) et le même ensemble de V-structures. 

Ce théorème, démontré pour la première fois par [PGV89J, permet de développer des algo
rithmes polynomiaux pour déterminer si deux graphes sont équivalents au sens de Markov . 

2.6 Couverture de l\1arkov 

Un réseau bayésien peut comporter de nombreux nœuds, et les probabilités conditionnelles 
d'un nœud peuvent être influencées par la valeur d'un nœud distant dans le graphe. Cependant, 
généra.lement, l'instanciation d'un ensemble de nœuds proches peut isoler un nœud de l'effet de 
tous les autres nœucls. 

Définition 11.7 (Couverture de Markov) 

Soient N un ensemble de variables aléatoires, e leur distribution de probabilité jointe, et X iine 
variable de N. Alors une couverture de Markov J\!l de X est tout sous-ensemble de variables 
de JV tel que X soit conditionnellement indépendant de toutes les a-utres variables étant donné 
M .  
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Chapitre 11 L'apprentissage de réseaux bayésiens 

Un théorème permet d'identifier une telle couverture facilement. 

Théorème 11.3 (Couverture de Markov) 

Soit un réseati (G, 8) satisfaisant la condition de Markov. Alors pour chaque variable X, l'en
semble de totis les parents de X, enfants de X et parents des enfants de X constitue tme couverture 
de Markov de X .  

L a  notion de couverture de 1viarkov n'est pas seulement utile dans le cadre des réseaux bayé
siens, elle est également utilisée comme base de méthodes pour la sélection d'attributs. 

FIG. 11.7:  La co7.werfore de Markov dtL nœud G est constifoée de ses parents {D , E},  de ses fils 
{I ,  J } ,  et des parents de ses fils { F, H} .  

3.  Les inférences dans les réseaux bayésiens 

Un réseau bayésien est donc un graphe de corrélation entre variables auquel est associée une 
représentation probabiliste sous-jacente. La correspondance qui existe entre la structure gra
phique et la structure probabiliste correspondante permet de ramener l'ensemble des problèmes 
d'inférence à des problèmes de théorie des graphes, qui restent cependant assez complexes . 

Ainsi, une fois qu'un réseau bayésien a été construit pour rendre compte d'un domaine, on 
cherche souvent à l'utiliser pour déterminer des probabilités correspondant à certains événements, 
certaines questions, certaines dépendances. En général, ces probabilités ne sont pas stockées dans 
le réseau et il faut donc les calculer. Comme un réseau bayésien code la distribution de proba.bilité 
jointe pour l'ensemble des variables du domaine, il permet en principe de calculer n'importe quelle 
probabilité d'intérêt. Les règles du calcul probabiliste sont utilisées pour cela. Dans la pratique 
on rencontre cependant deux difficultés : d'une part, les calculs ne sont vraiment possibles que 
pour des variables à valeur discrète, et d'autre part, il faut savoir tenir compte d'indépendances 
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366 PARTIE 3 : Apprentissage par optimisation 

conditionnelles dans le réseau pour maîtriser la complexité des calculs. Plusieurs méthodes ont 
été mises au point pour cela. 

3.1 Schémas d'inférence 

Nous cherchons maintenant à calculer d'autres probabilités conditionnelles pour exprimer l'in
fluence des variables les unes sur les autres. Par exemple : 

• Quelle est la probabilité pour q'lt 'il y ait un cygne sur ma pelouse sachant que le zoo a laissé 
une cage ouverte ? 

• Quelle est la probabilité que le zoo soit en état normal sachant qu'il ne fait pas particulière
ment froid en Norvège ? 

• Quelle est la probabilité qiie le zoo soit en état normal sachant q·ue le samnon n'a pas œug-
nienté et qu 'il ne fait pas partiC'Ulièrernent froid en Norvège ? 

En termes formels, il s'agit de calculer les probabilités conditionnelles P(CPIZO), P(-. ZO j -.CP ) 
et P(-.ZO 1 -.FN, -.C P) . Le premier cas s'appelle une inférence causale ou descendante : en 
effet, le nœud ZO est un ancêtre du nœud CP. On peut donc considérer ZO comme une cause2 
de CP.  Mais cela ne veut pas dire qu'il n'y ait pas de dépendance inverse. Le deuxième calcul 
s'appelle une inférence ascendante ou un diagnostic : il s'agit de comprendre une variable par ses 
conséquences. Le troisième cas est une combinaison des deux premiers, appelée une explication. 

D'une manière générale, le calcul de ces probabilités conditionnelles se base sur la formule 
de Bayes : 

P(X, Y) = P(XIY)P(Y) = P(YIX)P(X) 

et sur la règle du chaînage des probabilités conditionnelles : 

N 

= II P(XilXi-1> . . .  ' Xi ) 
i=l 

Par exemple, pour quatre variables : 

- EXEMPLE Calcul d'inférence causale ---------------------

Pour calculer P(CPIZO), il faut faire intervenir l'autre parent de CP : 

P(CPIZO) = P(CP, F NIZO) + P(CP, -,p NIZO) 

puis « conditionner » ce  parent par rapport à ZO : 

P(CPIZO) = P (CPIF N, ZO)P(F NIZO) + P(CPl•F N, ZO)P(-.FNIZO) 

Nous savons, puisque FN n'a pas de parent, que P(FNIZO) = P(FN) et que de même 
P(-.FNIZO) = P(-.FN). D'où : 

P(CPIZO) = P(CPIFN, ZO)P(FN) + P (CPl•FN, ZO) P(-.FN) 
= 0.9 X 0.95 + 0. X (1  - 0.95) = 0.855 

La généralisation du calcul menée sur cet exemple est facile à imaginer. On la trouvera 
développée formellement dans [Nil98j et [BN99J. 

2 Le terme cause est à considérer avec prudence : il ne signifie pas ici irn pli<:ation logique. 
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Chapitre 11 L'apprentissage de réseaux bayésiens 

-- EXEMPLE Calcul de diagnostic ------------------------
lci, il faut renverser l'ordre des variables en utilisant la règle de Bayes : 

p ( ...,z 0 1-iM ) = _P_( ..,_Jl_tf _l ..,_Z_O_)_P (_...,_z_o_) 
P(-iM) 

Nous pouvons maintenant calculer P(-.M, -.ZO) par inférence causale : 

D'où : 

P(-iCP, F Nl·ZO) + P(..,CP, -.F Nl·ZO) 
P(-iCPIF N, -,zQ)P(F N, ..,zQ) 

+P(-,CPl-iFN, ..,zO)P( ..,p N, -.ZO) 
P(-iCPIFN, -,zQ)P(F N )  + P(-iCPl-iF N, ..,zo)P(-.FN) 

(1 - 0.05) X 0.95 + (1 .) X 0.05 = 0.9525 

) 
0.952iJ X P(-.ZO) 0.9525 X 0.3 0.28575 

P(-iZO, -iCP = 
P(-.CP) 

= 
P(--iCP) 

= 
P(-iCP) 

( 1 1 .  7) 
Nous ne connaissons pas P(-.CP), mais nous contournons la difüculté en le l.raitant comme 
un facteur de normalisation en calculant, sans donner encore une fois le détail : 

P(ZOl-iCP) = P(-.CP 1 ZO)P(ZO) 
= 0.0595 x 0.7 

= 0.03665 

P(-iCP) P(-iCP) P(-.CP) 

Comme P(-.ZOl•M) + P(ZOl-iCP) = 1 ,  on déduit des équations 11.7 et 11.8 : 

P (--iZOl-iM) = 0.88632 

La généralisation de ce calcul à. tout réseau bayésien est également facile. 

( 11.8) 

-- EXEMPLE Calcul d'explication ------------------------

lei, le calcul se fait en employant à la fois la règle de 13a.yes et la règle de chaînage des 
probabilités conditionnelles. 

P(,C p,,F N ,1,zo}P(ZO) 
P(,FN.,CP) 

P(,C Pl,F N ,,zo }P(,F N 1,ZO)P(,ZO) 
P (, FN ,, C P ) 

P(,C P l, 1,N ,,zO )P (, F N) P (,Z O) 

P(,FN,,CP) 

Règle de Bayes 

Définition 
des probabilités 
conditionnelles 

PN et ZO 
indépendants 

Tous les termes de cette expression sont définis pa.r le réseau, sauf P ( .., p  N, -.CP),  que l'on 
peut calculer par diagnost.ic. On trouve finalement P(-.ZOl-iFJV,..,CP) = 0.03 . 
On peut remarquer que cette valeur est inférieure à P(--iZO, -iCP), ce qui signifie que savoir 
en plus que le prix du saumon n'a pas augmenté réduit la probabilité que le zoo soit en état 
normal sachant qu'il ne fait pas spécialement froid en Norvège. 
La généralisation de ce calcul à tout réseau bayésien est encore possible, mais l'organisation 
des calculs demande évidemment un algorithme plus complexe. 
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Complexité des calculs 

PARTIE 3 Apprentissage par optimisation 

Comme on l'a entrevu ci-dessus, il est donc possible en organisant correctement les calculs de 
dériver (à partir de la structure et des probabilités données au départ) toutes les probabilités 
conditionnelles du type P (V IW) ,  où V et W sont des ensembles de nœuds. 

Malheureusement, il a été démontré que ce calcul est NP-complet, c'est-à-dire qu'il n'existe 
vraisemblablement pas, si V et W sont quelconques, d'algorithme dont le temps de calcul soit 
polynomial en fonction du nombre total de nœuds du réseau. Il faut donc chercher à réduire 
ce temps de calcul en tenant compte le mieux possible de la structure, ce qui peut se faire 
de deux manières. La première technique consiste à trouver une relation entre la géométrie du 
graphe du réseau et l'indépendance conditionnelle de sous-ensembles de ses nœuds en étudiant 
la d-séparation des nœuds du graphe. La seconde consiste à contraindre la structure pour que 
les calculs se développent facilement (par exemple dans les graphes particuliers que sont les 
polyarbres). 

Encore n'avons-nous parlé là que de réseaux sans boucles. Dans le cas de réseaux à boucles, 
c'est-à-dire dans lesquels il peut exister plusieurs chemins entre deux nœuds, il faut avoir recours 
à d'autres techniques,  principalement : 

• Les méthodes de conditionnement dans lesquelles on cherche à étendre les propriétés 
d'indépendance conditionnelles dans le graphe en cherchant des sous-ensembles de variables 
séparant d'autres sous-ensembles de variables. 

• Les méthodes de regroupement (méthode des arbres de jonction) . Elles consistent à 
se ramener à un réseau sans boucle en créant des nœuds plus complexes qui représentent 
plusieurs nœuds du graphe original. Nous ne parlerons pas davantage de ces méthodes ici 
(voir sur ce sujet par exemple IBN99I). 

• Les méthodes d'approximation utilisant des méthodes de Monte-Carlo pour esti
mer les probabilités en chaque nœud connaissant la probabilité de certains nœuds. 

La. d-sépara.tion exploitée a.u nivea.u local des nœuds d'un graphe da.ns la. section 2 (voir équa
tion 1 1 .6) peut être généralisée au calcul de l'indépendance de sous-ensembles de nœuds da.us le 
graphe. 

Il existe plusieurs familles d'algorithmes exploitant les indépendances conditionnelles codées 
par les réseaux bayésiens. 

Des algorithmes exacts, dont : 

• Message passing de Pearl ( 1988) pour les réseaux ayant une structure d'arbre. 
• Arbres de jonction (Junction tree) de Jensen (1990). 
• Algorithme de Shafer-Shenoy (1990). 

Ces algorithmes sont malheureusement sujet à une explosion combinatoire pour les graphes 
fortement connectés. Des méthodes approchées ont donc été proposées s'appuyant sur : 

• des techniques d'échantillonnage ; 
• des méthodes variationnelles. 

La figure 11.8 illustre le type de calcul, organisé comme propagation de probabilités, possible 
avec ces méthodes. 

L'objet de cet ouvrage n'étant pas de décrire les méthodes d'inférence, nous renvoyons les lec
teurs intéressés à. l'abondante littérature sur ces techniques, dont l'ouvrage en français [NWL +011 .  
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Chapitre 11 L'apprentissage de réseaux bayésiens 

FIG. 11.8:  Exemples d 'inférence dans mi petit réseau bayésien. Les barres noires indiquent la pro
babilité de la valeur associée de la variable correspondant à un nœud. Dans chacune des 
figures, les nœuds grisés correspondent à des variables mesurées, appelées evidence en 
anglais, que notts appellerons « symptômes ». (Figtires tirées d 'tm tidoriel de Philippe 
Leray à la conférence plate-forme AFIA-2009.} 

4. L'apprentissage des réseaux bayésiens 

.Jusqu'au début des années quatre-vingt-dix, les réseaux bayésiens étaient construits à la main, 
par un expert du domaine. Il s'agissait cependant d'un travail laborieux et délicat. On a donc de
puis cherché des techniques d'apprentissage permettant d'apprendre ou d'affiner les paramètres 
cl 'un réseau bayésien dont la structure est donnée, ou bien même à apprendre sa structure. L 'ap
prentissage consiste à trouver un réseau bayésien modélisant les données connues en s'appuyant 
éventuellement sur des connaissances préalables (voir la figure 1 1 .9) .  Quatre grandes familles de 
problèmes sont rencontrées qui correspondent à des classes de méthodes cl 'apprentissage spéci
fiques. Nous examinons tour à tour ces différents types de problèmes. 

4.1 Apprentissage des par am êtres (avec structure connue) 

Dans le cas où la structure du réseau est connue (grâce à un expert par exemple) ,  le problème 
est d'estimer les paramètres de ce réseati, c'est-à-dire les tables de probabilités conditionnelles 
en chaque nœud. Il s'agit de trouver le réseau le « plus proche » de la loi de probabilité ayant 
engendré les données. Cette tâche est similaire à celle consistant à estimer un paramètre e 
permettant de modéliser les données S = (x1, x2, . . .  , xm) par une distribution P(Sl8) . 
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Données + 
connaissances 
a priori 

PARTIE 3 Apprentissage par optimisation 

Appren
tissage 

E 
e 

e 

"ë -
e 

B 
b 

b 

b 

;; 

P(A 1 E.B) 
.9 .1 

.7 .3 

.8 .2 
.99 .01 

FIG. 11.9:  Un réseatt bayésien comprend à la fois une strncture et des paramètres associés aux 
nœuds de cette structure {les probabilités conditionnelles). L 'apprentissage consiste à 
estimer les paramètres et parfois aussi la strncture à partir de données et éventuelle
ment de connaissances préalables. 

Stnicture connue Structure inconnue (estimation de paramètres) 

Estimation statistique 
Optimisation discrète sur 

Données complètes paramétrique 
les structures (algorithmes ( maximiim de vraisemblance de recherche discrète) 

ou maximimi a posteriori) 

Optimisation Combinaison de 
Données incomplètes paramétrique (Eîv[, méthodes (EM structurelle, 

descente de gra.dient ... ) mélange de modèles .. . ) 

4.1.1 . . .  et données complètes 

En généra.I, le choix du paramètre dépend du choix de la famille de distributions de probabi
lités : multinomiale, Gaussienne, de Poisson, etc. Mais le principe est toujours celui de chercher 
la valeur du paramètre e maximisant la fonction de vraisemblance3 

L:(e : S)  = P(Sl6) = II P(zi l6) 
i=l 

Dans le cas d'un réseau bayésien, la vraisemblance s'écrit en prenant en compte les indépen
dances conditionnelles des nœucls ni en fonction de leurs parents Paj· On aura ainsi pour rn 
données xi , chacune étant décrite sur d attributs (soit ici d nœuds du réseau) : 

m m d 
,C(e : S) = II P(xi ( l ) ,  . . .  , xi (d) : 6)  = II II P(xi(j) IPaj : ej) 

i=l 
d m. 

II II p (Xi (j) 1 p aj : e j )  
j=l i=l 

i=l j=l 
d 

= II .cj(ej : s) 
j=l 

3 Des déb;i,ils sur le  principe du m1:i.xirnurn de vraisembhuice figurent dans les chapitres 2 et  15 .  
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Chapitre 11 L'apprentissage de réseaux bayésiens 

où xi(.i )  représente la jème coordonnées de la donnée xi. 
La vraisemblance se décompose selon la structure du réseau. De ce fait, on a affaire maintenant 

à plusieurs problèmes indépendants d'estimation de vraisemblance : le problème est factorisé. Si 
les paramètres de chaque famille ne sont pas reliés, ils peuvent être estimés indépendamment les 
uns des autres. 

Nous avons examiné ci-dessus le problème comme celui de l'estimation de la valeur la. plus pro
bable du paramètre 8 : il s'agit là de l'approche du maximttm de vraisemblance. Nous pourrions 
aussi envisager ce problème comme celui de l'estimation de densité e et non plus de sa valeur la 
plus probable. C'est l'approche de l' estimation bayésienne. Nous n'en donnons pas le détail dans 
la cas présent, mais le principe général est décrit dans le chapitre 21 .  

Dans tous les cas, i l  faut avoir recours à des fréquences calculées pour estimer les probabilités 
conditionnelles. Nous illustrons cela ci-dessous. 

-- EXEMPLE; Estimation de probabilités conditionnelles par fréquence --------

On suppose ici posséder la structure du réseau et chercher à estimer les probabilités condi
tionnelles nécessaires. Pour réaliser cette estimation, on dispose d'un certain nombre d'ob
servations sur les variables, c'est-à-dire d'exemples de son comportement. 
Reprenons l'exemple de la figure 11 .3,  en supposant disposer de la table suivante des obser
vations : 

SA CP FN zo Nombre d'exemples 
VRAI VRAI VRAI VRAI 54 
VRAI VRAI VRAI FAUX 1 
VRAI FAUX VRAI VRAI 7 
VRAI FAUX VRAI FAUX 27 
FAUX VRAI VRAI VRAI 3 
FAUX FAUX VRAI FAUX 2 
FAUX VRAI PAUX VRAI -! 
FAUX FAUX FAUX FAUX 2 

100 

Prenons le nœud CP du réseau, dont les parents sont FN et ZO. Nous cherchons à estimer 
les huit valeurs P(CPIFN, ZO), P(CPl...,F N, ZO), . .  ., P ( ...,CPl ...,F N, ...,zo). Par exemple, 
P(C PIF N, ...,zO) sera estimée en comptant dans la table le nombre d'exemples pour lesquels 
CP est VRAI, FN est VRAI et ZO est FAUX, divisé par le nombre d'exemples pour 
lesquels F N esL V RAI et ZO est FAU X. CeLte estimation s'écrit donc : P(C PIF N, ...,zO) = 
l + �\+ i  = 0.033 
On trouve ainsi, pour compléter : 

P( PN)  
P(ZO) 
P(SA 1 FN)  
P (SA l ·FN)  
P (CP 1 F N ,  ZO) 
P(CP 1 F N, ...,zo) 
P(CPl ...,FN, ZO) 
P(CPl ...,PN,  ..., z o )  

(54 + 1 + 7 +  27 + 3 + 2)/100 
(54 + 7 + 4 + 4)/100 

(54 + 1 + 7)/(54 + 1 + 7 + 27 + 3 + 2) 
0/(4 + 2) 

54/(54 + 7 + 3) 
1/ ( 1  + 27 + 2) 

0/4 
0/2 

4.1.2 . . .  et données incomplètes 

0.94 
0.69 
0.66 
0.0 
0.84 
0.033 
0.0 
0.0 

La différence essentielle avec l'apprentissage de paramètres en présence de données complètes 
est que le problème de trouver les paramètres correspondant au maximum de vraisemblance 
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est maintenant un problème cl 'optimisation non linéaire avec potentiellement de très nombreux 
optima locaux. Les méthodes en descente de gradient deviennent donc plus problématiques. On 
utilise généralement une méthode EM (Expectation-lVIa.ximization). (Voir figure 11.10.) 

Réseau initial (G, P; ) 

(E-Step) 

Estimation 

+ 

Itérer 
Nombres estimés 

N(X 1) 
N(X2) 
N(X3) 
N(ll, X I' X I' X 1> 
N(Y 1, H) 
N(Y 1, H) 
N(Y3, H) 

Nouveau réseau (G, P; + 1) 

FIG. 11 . 10: Princive général de la méthode E M .  (D 'avrès un t11,toriel de Nir Friedman.) 

La méthode EJ\!f est décrite dans l'annexe 7. Nous l'illustrons ici sur l'exemple vu plus haut. 

-- EXEMPLE Méthode EM pour les réseaux bayésiens ---------------

Reprenons l'exemple précédent en supposant que les informations que nous possédons sont 
incomplètes, c'est-à-dire que certaines instanciations des variables sont inconnues. Dans cet 
exemple, trois valeurs manquent : elles sont indiquées par « ? ». 

SA C P  FN zo Nombre d'exemples 
VRAI VRAI V RAT VRAI 54 
VRAI VRAI VRAI FAUX 1 
? ? VRAI VRAI 7 
VRAI FAUX VRAI FAUX 27 
FAUX VRAJ '? VRAI 3 
FAUX FAUX VRAI FAUX 2 
FAUX VRAI FAUX VRAI 4 
FAUX PAUX FAUX FAUX 2 

100 

Est-il encore possible de réaliser une estimation rationnelle des probabilités conditionnelles 
caractéristiques ? La réponse (positive) est donnée par l'utilisation de l'algorithme EM (voir 
l'annexe 7). !\,lais il faut, d'abord transformer un peu le problème . 
Prenons les trois exemples pour lesquels il manque la valeur de B. Dans le tableau des 
données, en tenant compte de ce que P(-.PNl-.SA,CP,ZO) = 1 - P(PNl-.SA,CP,ZO), 
on peut les remplacer par les « exemples virtuels » :mivants : 

SA CP FN z o  Nombre d'exemples 
FAUX VRAJ VRAI VRAI 3 X P(-.FNl-.SA,CP,ZO) 
FAUX VRAI V.RAT VRAI 3 x (l - P(FNl-.SA, CP, ZO))  

100 

Ceci appelle deux remarques : d'abord que le « nombre » de certains exem pies n'est plus 
entier ; mais cela ne gêne pas les calculs. Ensuite, que la valeur P(-.F Nj-.SA, CP, ZO) est 
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Chapitre 11 L'apprentissage de réseaux bayésiens 

inconnue et que pour la calculer par les techniques d'inférence, il faudrait connaître toutes 
les probabilités conditionnelles caractéristiques du réseau. 
Cette seconde objecLion paraît insurmontable ; en réalité, l'algoriLhme EJ\!/ est; capable d'es
timer itérativernent la valeur cachée P (-.F N 1 -.SA, CP, ZO). La technique est la suivante. 
Supposons cette valeur connue; on peut compléter l'ensemble d'apprentissage comme ci
dessus, par des exemples virtuels. Cet ensemble étant maintenant complet, on peut ap
pliquer les méthodes d'inférence du paragraphe précédent pour estimer les probabilités 
conditionnelles caractéristiques du réseau . . .  parmi laquelle se trouve la valeur inconnue 
P(-.FNl•SA, CP, ZO). Cette nouvelle valeur sert à fabriquer un nouvel ensemble d'ap
prentissage, et ainsi de suite jusqu'à stabilisation de la valeur inconnue. 
Le même raisonnement peut s'appliquer aux deux valeurs manquantes des sept exem pies 
pour lesquels on a FN = V RAI et ZO = V RAI. Mais ici, il y a deux valeurs cachées4 : 
P(SA,CPIFN,ZO) et P(SA , -.CP 1 FN,Z0)5 . 
La raison de la convergence de l'algorithme EJ\1 est esquissée dans Pannexe 7, mais la preuve 
complète sur ce cas particulier des réseaux bayésiens est hors du champ de cet ouvrage. 
D'autres exemples sont également développés dans cette annexe. D'autres applicat,ions de 
cet algorithme à l'apprentissage se trouvent au chapiLre 12, qui traite des modèles de Markov 

cachés et au chapitre 18, dont le sujet est la classification non supervisée. 

4.2 Apprentissage de la struct'ure avec données complètes 

Il se peut que nous ne disposions pas de modèle des indépendances conditionnelles entre 
variables a priori. Il faut alors apprendre à la fois le réseau bayésien codant ces indépendances 
et les paramètres associés. Cela correspond à induire un Graphe Acyclique Orienté (DAG, ou 
Directed Acy clic Graph) satisfaisant les conditions de r..tiarkov sur la distribution de probabilité 
e engendrant les données . 

L'apprentissage de la structure du réseau est intéressante à plusieurs titres : 

• Cela peut conduire à une meillev.re généralisation à partir des données. En effet, le réseau 
code des indépendances, ce qui signifie qu'il y a moins de paramètres à apprendre, et donc 
un espace d'hypothèses plus contraint. 

• Cela permet cl 'obtenir des propriétés structurales inaccessibles avec d'autres représentations 
non structurées. On peut ainsi mettre à jour des indépendances, mais aussi des relations de 
cause à effet entre variables. 

Malheureusement, il faut tout de suite dire que le nombre de structures possibles à partir de 
n noeuds est super-exponentiel [Rob77J : 

n = 0 ou 1 

si n >  1 
(11 .9)  

qui est une formule récursive. Ainsi, NS(5) = 29281, et NS(lO) = 4.2 x 1 028 . Tl  est clair qu'une 
recherche exhaustive est exclue. Il faut donc avoir recours à des méthodes de recherche heuris
tique . 

Il existe deux grandes fa.milles d'approches pour apprendre la. structure d'un réseau bayésien 
à partir de données : 

1 .  Les approches basées sur les contraintes. Le principe est de tester les indépendances 
condit ionnelles et de chercher une structure de réseau cohérente avec les dépendances et 
indépendances observées. 

" Pour un exemple ayant J( valeurs inconnues, il y a 2K - i valeurs cachées. 
5 Il y a en réalité quatre probabilités conditionnelles inconnues, mais les deux a.utres, P(-.S'A,CPIFN,ZO) et 

P (...,SA,-.CPIFN,ZO) se déduisent des deux premières. 
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374 PARTIE 3 Apprentissage par optimisation 

2. Les approches utilisant une fonction de score. Dans ces approches, un score est 
associé à chaque réseau candidat, mesurant l 'adéquation des (in)dépendances codées dans 
le réseau avec les données. On cherche alors un réseau maximisant ce score. 

Ces deux familles d'approches sont bien fondées (du point de vue des statistiques), c'est-à
dire qu'avec suffisamment de données, l'apprentissage converge vers une structure correcte clans 
les deux cas. Cependant les premières sont sensibles aux erreurs clans les tests d'indépendance, 
tandis que pour les secondes la recherche d'une structure optimale est un problème NP-difficile. 

4 .2 . 1  Apprentissage par recherche directe des dépendances conditionnelles 

L'idée générale de ces approches est de déterminer dans un premier temps un graphe non 
dirigé exprimant les dépendances entre variables détectées par des tests statistiques ( e.g. par 
x2).  Cela permet d'obtenir un représentant de tous les graphes équivalents au sens de la relation 
d'équivalence de !viarkov (voir la section 2.5). 

En conséquence d'une telle équivalence, B1 et B2 partagent les mêmes V-stuctures et « arcs 
inférés ». Tous les graphes équivalents peuvent être représentés par un graphe partiellement 
orienté (squelette, V-structures et arcs inférés) appelé CPDAG ( Completed Partially Directed 
Acyclic Graph) .  Ce CPDAG est le représentant de la classe d'équivalence. 

La construction du CPDAG est abordée différemment en fonction des algorithmes : 
• par une approche montante : ajoid d'arêtes (algorithmes de Pearl et Verma) ; 
• par une approche descendante : suppressions d 'arêtes (algorithmes SGS) .  
Dans un deuxième temps, ce CPDAG est transformé pour obtenir un graphe orienté, par pro

pagation de contraintes sur les orientations des arcs, et incluant éventuellement des V-structures. 
Les difficultés principales rencontrées concernent : 
• la fiabilité du test <l'indépendance conditionnelle quand les variables sont en grand nombre 

et les données en nombre limité ; 
• l'explosion du nombre de tests à effectuer. 
Ces difficultés conduisent à l'utilisation cl 'heuristiques pour y faire face et qui distinguent les 

différents algorithmes proposés. 

Les approches utilisant une fonction de score étant les plus utilisées, nous nous concentrons 
sur celles-ci dans la suite. 

4.2.2 Les fonctions de score 

Le score naturel pour évaluer une structure est sa vraisemblance. Sans entrer clans les détails 
de sa dérivation, celle-ci peut s'écrire : 

I(G : S) = log .C(G : S)  
d 

= m � (I(x(j) : Pa.0 (.i ) )  - H(z(.i ) ) )  
.i= I 

où H(X),  l'entropie, mesure combien X encode d'information et où J(X; Y) est l' information 
mutuelle entre les variables X et Y, à savoir I(X; Y) = H (X) - H(X IY) , et mesure l'information 
que chaque variable fournit sur l'autre variable (I(X; Y)  ;:::: 0, I(X; Y )  = 0 ssi X et Y sont 
indépendantes, et I(X; Y) = H(X) ssi X est totalement prédictible connaissant Y).  

Cette formule est séduisante car elle correspond bien à une mesure intuitive de la  qualité du 
réseau : elle favorise les structures dans lesquelles les variables sont maxirnalernent dépendantes 
de leurs parents, ce qui est ce que l'on veut. 
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l\lfalheureusement, ce score conduit à préférer les réseaux trop proches des données car il est 
toujours meilleur d'ajouter un arc (puisque I(X; Y )  :::;; I(X; Y, Z)). De ce fait, il y a risque de 
surapprentissage, c'est-à-dire que le réseau code des corrélations accidentelles dans les données, 
qui ne correspondent pas à des régularités vraies. C 'est pourquoi il faut utiliser des techniques 
permettant de combattre ce phénomène, c'est-à-dire permettant de contrôler l'induction (voir les 
chapitres 2, 3 et 21) .  

• Restriction de l'espace d'hypothèses. Par exemple en limitant le nombre de parents possibles 
pour chaque nœud ou le nombre de paramètres dans les tables de probabilités conditionnelles. 

• Régtûarisation par utilisation dti principe de description minimale (MDLP). Ce principe est 
décrit plus précisément dans le chapitre 21,  mais il consiste essentiellement à chercher un 
compromis entre l'adéquation aux données et la complexité du modèle choisi pour en rendre 
compte. 

• Estimation bayésienne. (voir chapitre 21) . Il s'agit de calculer une moyenne sur toutes les 
valeurs de paramètres possibles. 

• On peut aussi vérifier la qualité du réseau appris en utilisant une technique de validation 
par un ensemble test (voir chapitre 3) .  

• D'autres techniques de contrôle de l'espace d'hypothèses et de sélection de modèles existent 
(voir le chapitre 21) .  Elles sont moins utilisées pour l'apprentissage de réseaux bayésiens. 

Le score le plus fréquemment utilisé est celui du principe de description minimale (MD LP) . 
Selon le M DLP, il faut choisir le réseau B tel que la somme de la longueur de description du 
réseau et celle des données encodées à l'aide de B soit minimale. Ce principe conduit à chercher 
un réseau juste assez complexe pour pouvoir raisonnablement décrire les données en l'utilisant. 
La  description d'un réseau B implique celle du graphe G et celle de l'ensemble des distributions 
de probabilités conditionnelles associées 8. D'où la formule à minimiser sur B 

L(S) = L(B) + L(SIB) = L(G) + L(G) + L(SIB) 

Pour décrire le graphe acyclique orienté G, il suffit de coder pour chaque variable Xj une 
description de ses parents Pa(j). Pour cela, il fa.ut coder le nombre k de parents et l'index de 
l'ensemble Pa(j) da.ns l'énumération de tous les ensembles de taille k parmi n nœuds (�). Comme 
k peut être codé en utilisant log n bits et l'index par log (�) bits, la longueur de description de 
la structure est : 

où les log sont en base 2 pour obtenir une longueur en bits, et où (�'.) représente en notation 
américaine le nombre de combinaisons de n éléments pris k à. k . 

Pour décrire 8, il faut coder les paramètres de chaque table de probabilités conditionnelles 
associées à chaque nœud. Pour la table associée à une variable Xj ,  il faut coder l lPa(j) Il ( l lX j 11 - 1 )  
paramètres. L a  longueur de description de ces paramètres dépend du nombre de bits utilisés pour 
coder chaque paramètre numérique. Le choix usuel est l /2 1og m (voir [M.99], p.428). D'où : 

1 
L(Xj , Pa.(j)) = 2 IJ Pa(.i) l l  ( l lXjll - 1 )  log m 

Pour décrire les données, on utilise la mesure de probabilité P 6 définie par le réseau B pour 
construire un code de H uffman pour les exemples dans S. Dans ce code, la longueur de chaque 
mot de code dépend de la probabilité assignée à cet exemple. Cette longueur de description est 
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ainsi approximée par : 
m 

L(SIB) = - L log Ps(x) 
i= l 

que l'on peut réécrire après calculs ( IM.99j, p.429)) : m Lj H (X.i lPa(j)) 
D'où l'expression finale de la longueur totale de description associée à un réseau B et des 

données S : 

L(S) = L (1og n + log CP;j ) I) )  + � l lPa(j) ll ( l lXj I l - 1) log m + m L H (XJ IPa(j)) 
J j 

/,(G) qe) !,(SIB) 

qui a l'avantage d'être décomposable et donc de se prêter à. des méthodes de recherche locale, où 
l'on cherche à améliorer le score par des modifications de chaque nœud. 

D'autres fonctions de score ont été proposées. À notre connaissance, elles reposent toutes 
sur l'utilisation de la fonction de vraisemblance log .C(SIB), ou encore log .C(SIB, E>) et sur une 
mesure de la complexité du réseau bayésien inféré dirn(B) .  

Par exemple, en utilisant le critère AIC (voir chapitre 21) : 

fl!\1 ) . ( SATc = log .l(SIE> , G  - D1m G) 

où pi\J v est la valeur des paramètres estimés par maximum de vraisemblance. 
En utilisant le critère BIC (voir chapitre 21 ) ,  on a :  

4.2.3 L'apprentissage avec fonction de score 

1 
-Dim(G) log(N) 
2 

Une fois un score défini sur les réseaux, l'apprentissage consiste à trouver le réseau minimisant 
ce score. Malheureusement, les résultats actuels suggèrent qu'il s'agit là d'un problème NP
difficile. En effet, le nombre de graphes est plus qu'exponentiel en fonction du nombre (donné) 
de variables. Il faut donc avoir recours à des techniques d'exploration heuristiques. Nous ne 
discutons ici que de la plus simple : la descente de gradient. 

La. démarche consiste à démarrer avec un réseau (souvent le résea.u vide) et à appliquer itéra
tivement sur le réseau candidat courant l'opérateur (par exemple aj01it ou retrait ou inversion 
d'arc) conduisant au meilleur accroissement du score. Cette procédure est répétée jusqu'à ce 
qu'un maximum (local) soit atteint. Les résultats expérimentaux montrent que cette technique 
est souvent très efficace malgré son caractère myope et glouton. L'un des problèmes est de vérifier 
que l'on conserve à chaque pas un graphe acyclique orienté. Le choix de la direction d'un arc est 
également un problème non trivial à résoudre. 

D'autres techniques incluent la recherche tabou, le recuit simulé, etc. (voir le chapitre 3) . 

4.3 Apprentissage de la structure avec données incomplètes 

4.3.1 Le problème des données incomplètes 

Il arrive fréquemment que les données réelles soient incomplètes, c'est-à-dire que des var-iables 
utiles ne soient pas mesurées. Cela peut se produire en raison de valeurs manquantes (par exemple 
tous les patients rentrant à l'hôpital ne subissent pas les mêmes examens), mais aussi parce que 
des variables sont inobservables ou insoupçonnées comme c'est le cas lorsqu'un phénomène est 
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mal connue et que des variables causales sous-jacentes sont ignorées. On parle alors de variables 
latentes ou de variables cachées. 

Le problème est que l'absence de ces variables non seulement obscurcit la compréhension des 
dépendances propres au domaine, mais peut également conduire à apprendre trop de paramètres 
comme le montre la figure 11 .11 .  

FIG.  11 .11 :  L 'absence d 'une variable peut conduire à avoir à estimer 59 paramètres (à droite) 
au lieu de 1 7  (à gauche). (D 'après un tutoriel de Nir Friedman.) 

La recherche de variables latentes est l'un des plus gros problèmes en apprentissage de réseaux 
bayésiens. 

4.3.2 Techniques d'apprentissage 

L'apprentissage de structure en présence de données incomplètes conjugue donc tous les pro
blèmes examinés jusqu'ici. Pour le moment, il s'agit encore d'un domaine de recherche avec des 
méthodes en cours de conception et d'examen. 

L'approche la plus simple est de combiner les méthodes utilisées pour l'apprentissage de pa
ramètres et l'apprentissage de structure. L'idée est pour chaque structure G d'estimer les para
mètres optimaux P en utilisant soit une technique de descente de gradient, soit une technique 
Ei\!f, puis d'associer un score à G. On examine alors les graphes obtenus à partir de G avec des 
opérateurs de changement de structure, et on choisit celui ayant le meilleur score. 

Le problème majeur de cette approche est son coût calculatoire très élevé. Elle n'est praticable 
que pour de très petits réseaux. 

Une autre approche a été proposée utilisant une généralisation de la méthode EAf : l' EM
structurel [Fri97j. L'idée est d'utiliser les paramètres trouvés pour les structures précédentes pour 
aider à évaluer de nouvelles structures portant sur le même ensemble de variables aléatoires. 

Le principe général en est le suivant (voir la figure 11 .12)  : 

1. Effectuer une recherche dans l'espace des structures et des paramètres. 

2. Utiliser des itérations à la EM, en employant la meilleure solution précédemment trouvée 
comme d'une base pour soit : 
• trouver les meilleurs paramètres (en fonction du score) : EM « paramétrique » ;  

• trouver la meilleure structure (en fonction du score) : EM « structurel ». 

Des développements plus récents essaient d'échapper au problème des optima. locaux dans 
lesquels EM-structurel peut rester piégé (voir par exemple [EF05j ) .  De même, des extensions de 
ces techniques existent pour apprendre des réseaux bayésiens dans lesquels les variables (dans les 
nœuds) peuvent prendre des valeurs continues (voir par exemple [ENF07j ) .  Il faut alors émettre 
des hypothèses fortes sur le type de distribution qui régissent ces variables. 
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Estimation 

(E-Step) 
Ili-

+ � 

Nombres estimés 
N(X1) 
N(X2) 
N(X3) 
N(H, X "  X" X 3) 
N(Y" H) 
N(Y2, H) 
N(Y 3,H) 

N(X2,X1) 
N(H, X 11 XJ) 
N(Y1,X2) 
N(Y 2, Y" H) 

Mesure de score & 
Reparamétrisation 

� 
FIG. 11.12:  Principe général de la méthode EM-structitrel. (D'après un tutoriel de Nir Fried

man.) 

5.  L'inférence de relations causales 

Il faut être conscient qu'un réseau bayésien exprime des dépendances et indépendances condi
tionnelles, ma.is pas des relations de causalité. Par exemple, un lien A -+ B ne signifie pas qu'il 
existe un lien de causalité entre A et B, et encore moins que A est une ca.use de B.  

Il est vrai qu'un graphe construit par un expert reflète souvent des liens de causalité car c'est 
le mode de pensée privilégié par les humains. En revanche, un graphe appris à partir de données 
n'a aucune raison de respecter ou cl 'exprimer des causalités. Il faut bien distinguer la notion de 
corrélation de celle de causalité. 

En inférence classique, on observe par exemple que B = b et on veut calculer P(AIB = b). Il 
n'entre pas de notion de causalité dans ce calcul. Si la causalité n'est pas utile pour l'inférence, 
pourquoi alors chercher un réseau bayésien causal (dans lequel les arcs expriment des relations 
de causalité directe) ? 

La raison en est que, dans de nombreuses situations, on cherche à modéliser un phénomène 
complexe pour pouvoir agir dessus. Ainsi, par exemple, on voudra. modéliser problème de santé 
publique afin de déterminer les facteurs sur lesquels agir pour réduire la mortalité ou des effets 
néfastes observés sur la population. On introduit alors la notion d'action sttr une variable (voir 
[Pea09]) que l'on notera do(B = b) par exemple, pour reprendre l 'illustration précédente. 

Si A est la cause de B, on aura : 

P(Ajdo(B = b)) P(A) 

P(Bjdo(A = a))  = P(BIA = a) 

Le principe général des méthodes existantes est d'apprendre d'abord un graphe acyclique 
orienté à partir des données, ce graphe étant un représentant de la classe cl 'équivalence au sens 
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de Markov. Ensuite, à partir de données d'expérimentation si c'est possible, on cherche à orienter 
les arcs du graphe pour refléter les causalités. 

Pour cette seconde étape, on cherche comment la loi jointe change lorsque l'on manipule 
certaines variables (do(M = 'm) ) . Intuitivement, on oublie les « causes officielles » de M (ses 
parents dans le graphe) et on observe les effets que déclenche NI = m pour ses « enfants », des 
variables Xi. 

P(Xi(M = m)) = ( II P(Xi lPa((X;))) 
X;EN\{J\J} M=m 

Les grandes familles d'approches sont : 

( 1 1 . 10) 

• Fondées sur les contraintes. Elles s'appuient sur des tests d'indépendance conditionnelles. 
Les techniques correspondantes incluent les algorithmes IC (Inductive Causation) (Pearl), 
PC (Peter Spirtes et Clarck Glymour), TPDA ( Three-Phase Dependency Analysis) (Cheng). 

• Fondées sur des scores. L'exploration se fait dans la classe des graphes acycliques orientés, 
ou d'un espace de graphes, selon un certain critère à optimiser. On citera particulièrement 
l'algorithme GES ( Greedy Equivalence Search) (Meek et Chickering) .  

• Mixtes. Elles utilisent à la fois des tests d'indépendance et des fonctions de score. C'est le 
cas de l'algorithme MMHC (Max-Min Hill Climbing) (Tsamardinos). 

Ces approches supposent généralement que toutes les variables utiles sont présentes dans le 
graphe (propriété de suffisance causale) .  Si celle-ci n'est pas vérifiée, on se retrouve à devoir 
identifier ces variables en plus (voir la section 4.3 sur l'apprentissage de structure à partir de 
données incom piètes) .  

Deux ouvrages d e  référence ont introduit les problèmes de l a  détermination de la causalité, 
ainsi que des concepts utiles et des algorithmes pour aborder ces problèmes [Pea09, SGSOl ] .  

À côté d u  problème récurrent d'estimation de probabilités conditionnelles lorsque les échan
tillons d'apprentissage sont de petite taille, l'un des obstacles essentiels aux méthodes existantes 
est leur complexité calculatoire. C'est pourquoi il a été récemment proposé d'avoir recours aux 
couvertures de Markov (voir section 2.6) pour réduire le nombre de variables à considérer à l'in
térieur des algorithmes. L'expérience montre que cela permet de traiter des réseaux plus gros et 
d'améliorer l'apprentissage. 

6. Applications 

Les réseaux bayésiens possèdent plusieurs propriétés qui les rendent intéressants pour des 
a.pplica.tions. 

• Ils s'adaptent sans problème aux bases de données incomplètes. 

• Ils sont conçus pour rendre compte de relations causales. 

• Ils permettent d'intégrer des connaissances du domaine et des données plus facilement que 
beaucoup d'autres techniques. 

• Par leur parenté avec les approches cl 'in cl uction ba.yésienne, ils sont mieux armés pour éviter 
les problèmes de surapprentissage (voir le chapitre 3). 

Si chacun de ces points peut être soumis à discussion, il n'en reste pas moins que les réseaux 
bayésiens sont des modèles très séduisants. 
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380 PARTIE 3 Apprentissage par optimisation 

Peu utilisent les fonctions d'apprentissage. Cependant il est certain que, compte tenu du 
nombre déjà grand cl'a.pplica.tions, cet aspect ne peut qu'être appelé à se développer. Pour don
ner un ordre de grandeur, certains réseaux fonctionnent actuellement avec plusieurs milliers de 
nœucls6. 

• La compagnie AT&T a mis en place un réseau bayésien pour la détection des mauvais 
payeurs, à partir d'une base de données de plusieurs millions d'appels. 

• La NASA utilise un système graphique pour suivre en temps réel les paramètres de contrôle 
des moteurs. 

• La société Ricoh utilise ces réseaux pour le diagnostic de ses appareils de photocopie. 

• L'investissement de r-.1Iicrosoft clans les réseaux bayésiens est important, tant en ce qui 
concerne le développement de logiciels que la recherche. Les applications visées sont : le 
diagnostic sur les réseaux, l'aide à l'utilisateur (le « trombone » d'Office en est en exemple), 
la validation de gros logiciels, etc. 

• Et beaucoup d'applications dans le domaine de la santé, du militaire, etc. 

7. Quelques logiciels 

Sans être exhaustive, la liste suivante fournit une idée de logiciels disponibles pour apprendre 
des réseaux bayésiens. 

• Le logiciel Tet rad www. ph i l .  cmu. edu/pro j ects/tetrad/ peut être téléchargé gratuitement. 
Il peut apprendre un Graphe Acyclique Orienté à partir cl 'une loi jointe de probabilité. 

• Le logiciel Belief Network Power Constructor (approche basée sur des contraintes) télé
chargeable sur www . e s .  ualberta . ca/-j cheng/bnpc . htm 

• Le logiciel Bayesware peut apprendre la structure et les paramètres. Téléchargeable sur 
www . bayesware . com/. 

• Le logiciel Bayes Net Toolbox téléchargeable sur bnt . sourceforge . net/. 

• Le logiciel Probabilistic Net Library téléchargeable sur 

www . eng . itlab . unn . ru/?dir=139. 

• Le logiciel deal écrit en R peut être téléchargé librement à partir du Comprehensive R 
Archive Network (CRAN) http : //cran . R-project . org/. Cette librairie permet de définir 
des lois de probabilité a priori, estimer le paramètres du réseau, et apprendre une structure 
en utilisant une fonction de score pour des réseaux décrivant des variables mixtes : à la fois 
discrètes et continues. 

Notes historiques et sources bibliographiques 

Les réseaux bayésiens sont nés des travaux de J. Pearl jPea88]. Les années 1990 ont vu le développement 
des théories et des réalisations, ces dernières en très grand nombre (voir ci-dessous) . Les concepts les plus 
amont regroupent les HMM, les réseaux bayésiens et les réseaux connexionnistes sous le terme général de 
« modèles graphiques ». Il est possible que cette vision très générale permette d'envisager des algorithmes 

6 Un réseau a. été mis a.u point à Sta.nford pour modéliser le fonctionnement de la. cellule. JI comporte vingt-deux 
millions de nœuds ! 
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d'apprentissage plus puissants, mais cette unification théorique ne semble pas avoir encore porté de fruits, 
sur le plan algorithmique du moins. Les réseaux bayésiens sont actuellement l'objet de gros projets de 
recherche et de développement. Ces outils sont encore loin d'avoir montré toutes leurs possibilités. 

Le texte de ce chapitre a été en partie inspiré par l'ouvrage remarquable (et pas seulement sur ce sujet) 
de . Nilsson 1Nil98I. Le livre de Patrick aïm, Pierre-Henri Wuillemin, Philippe Leray, Olivier Pourret 
et Anna Becker [N\VL +07] est une introduction très recommandable aux principes et aux applications 
de ces outils. 

Résumé 

• Les réseaux bayésiens sont des modèles permettant de décrire les relations de probabili
tés conditionnelles entre des faits. Cette représentation repose sur un graphe orienté sans 
cycle (DAC) clans lequel chaque nœud, c'est-à-dire chaque variable du monde modélisé, 
possède une table de probabilités conditionnelles, et où chaque arc représente une dépen
dance directe entre les variables reliées. Ces réseaux représentent alors la distribution de 
probabilités jointes de l'ensemble des variables de manière compacte, en s'appuyant sur 
les relations d'indépendance conditionnelle. 

• Moyennant une propriété locale d'indépendance, il est possible d'effectuer le calcul de la 
probabilité de tout groupe de faits connaissant tout autre groupe. 

• L'apprentissage automatique des valeurs des probabilités conditionnelles peut se faire 
à partir d'un ensemble d'apprentissage, même incomplet, si la structure du réseau est 
donnée. 

• Une tâche essentielle concerne l'apprentissage ou l'adaptation de la structure de ces mo
dèles à partir de données. Ce problème NP-complet est typiquement traité comme un 
problème d'optimisation combinatoire avec utilisation de méthodes d'exploration heuris
tiques telles que des méthodes de gradient plus ou moins sophistiquées. 

• Les nombreuses méthodes d'apprentissage de structure de réseaux bayésiens peuvent être 
catégorisées en deux grandes approches : les méthodes fondées sur une fonction de score 
avec recherche clans un espace de possibilités, et les méthodes à base de contraintes. 

• Les méthodes basées sur une fonction de score évaluent la qualité de chaque structure 
possible pa.r rapport aux données d'apprentissage tout en contrôlant la complexité du 
modèle considéré, en utilisant typiquement des mesures telles que AIC, BIC, l\IIDL. Ce 
type de procédure examine les modifications locales qui peuvent être apportées au réseau, 
les évalue généralement grâce à une fonction de score, et applique la modification associée 
au meilleur gain et cela jusqu'à ce qu'un optimum local soit atteint. 

• Les méthodes à base de contraintes essaient d'estimer des propriétés d'indépendance condi
tionnelle entre les variables dans les données. Ces méthodes sont efficaces et peuvent iden
tifier des modèles causaux et des causes communes latentes sous certaines conditions, en 
particulier de disposer d'échantillons de taille suffisante. 

• Même dans le cas de petits réseaux, l'apprentissage de structure est coûteux en raison 
du nombre exponentiel de modifications possibles à considérer et du coût de chaque éva
luation. Le problème est encore plus difficile dans le cas de valeurs manquantes car le 
problème d'optimisation devient non linéaire. Cependant le problème le plus formidable 
est celui de l'apprentissage de structure avec ajout possible de variables cachées ou la
tentes. De ce fait, les applications actuelles concernent encore surtout l'apprentissage des 
paramètres d'un réseau. 
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C hapitre 1 2  

L 'apprentissage de modèles de 

Markov cachés 

Quand les objets siir lesqiiels porte l'apprentissage sont des séquences d 'événements, 
le concept extrait doit refléter à la fois la nature de ces événements et la manière dont 
ils s 'enchaînent. On a déjà vu au chapitre 2 et au chapitre 3 des exemples d'objets 
de structure séquentielle. On a vu aussi au chapitre 7 des méthodes pour extraire 
des concepts sous forme de grammaires à partir d 'exemples et de contre-exemples. 
Nous présentons dans ce chapitre itn outil puissant pour inditire un concept de nature 
statistiqiie à partir seulement de séquences d 'apprentissage appartenant à ce concept : 
les modèles de J\.forkov cachés, ou HM M 1 . 
Par leur nature statistique, les HMM se situent facilement dans le cadre de la décision 
bayésienne, qui a été présentée au chapitre 2. En particulier, le principe du maximum 
de vraisemblance a posteriori (MA P) prescrit d 'attribuer une séquence inconnue à la 
classe qiti a la plus grande probabilité de l 'avoir engendrée. L 'apprentissage consiste 
donc dans ce cadre à apprendre pour chaqiie classe de séqiiences le HMM le pfos 
vraisemblable. En pratique, le problème revient à apprendre indépendamment un HMM 
par classe, sans tenir compte des contre-exemples. 

1 En anglais : Hidden Markov M odels. 
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REVENONS sur l'étang où nagent des oies et des cygnes. L'ornithologue que nous avons 
connu débutant au commencement de ce livre est maintenant plus expérimenté. Ce 
matin, il arrive très tôt pour observer les oiseaux se poser. La veille, il était venu dans 
la matinée, quand tous les animaux étaient là et il avait observé une trentaine de 

cygnes et environ quatre-vingts oies. Il espère donc voir arriver une bonne centaine d'oiseaux. 
De fait, les vols commencent et il y a bientôt sur le lac les premiers oiseaux. Mais pas dans 

la proportion attendue : vingt cygnes et quatre oies se sont d'abord posés. Dans les minutes qui 
suivent, une dizaine d'oiseaux se posent, moitié oies, moitié cygnes. Finalement, arrive le reste 
de la. troupe des oies, soit environ soixante-dix éléments, et de temps en temps un cygne. Au 
total, ces derniers sont finalement une trentaine. 

L'observateur comprend alors que les deux espèces n'ont pa.s les mêmes habitudes : les cygnes 
sont plus matinaux, ce qui explique que la proportion entre les deux espèces varie énormément 
dans le temps d'arrivée. En notant 0 l'arrivée d'une oie et C celle d'un cygne, et en mettant un 
intervalle entre les trois phases d'arrivée, la séquence observée peut se dénoter ainsi 

ccccccoccccocccoccccoco occocooocc 
oooocoooooooooooooococooocooooooooooooooooo 

Comment décrire ce phénomène ? Attention : il ne s'agit pas seulement d'apprendre cette 
séquence par cœur. Il faut tenir compte du fait que l'ordre exact d'arrivée des oiseaux ne se 
reproduira pas exactement à l'identique chaque matin : certains oiseaux ne viendront pas, certains 
voleront plus ou moins vite, etc. Si l'ornithologue veut expliquer ce qu'il observe et prédire ce 
qu'un autre pourra observer, il doit donc faire l 'apprentissage d'un concept qui décrive de manière 
satisfaisante les propriétés de telles séquences. 

Si cet avimateur a lu le chapitre qui suit, il produira peut-être un concept exprimé sous la 
forme du tableau et du graphique (figure 12 .1)  qui sont donnés ci-dessous. 
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Chapitre 12 L'apprentissage de modèles de Markov cachés 

Période 1 
Période 2 
Période 3 

Il Probabilité d'observer un cygne Probabilité d'observer une oie 
0.8 0.2 
0.5 0.5 
0.1 0.9 

25/26 8/9 88/89 

1126 1189 

FIG. 12.l: Comment les cygnes et les oies arrivent sur l'étang. 

Comment interpréter ce modèle ? Le cercle étiqueté « période 1 » correspond à la phase 
d'arrivée majoritaire des cygnes, celui étiqueté « période 2 » au moment où les populations 
sont en fréquence d'arrivée égale, et le dernier à l'arrivée massive des oies (avec quelques cygnes 
parmi elles). La succession temporelle se traduit par un parcours de gauche à droite en suivant 
les flèches, avec la règle que chaque passage dans un état correspond exactement à l'observation 
d'un oiseau, cygne ou oie. Quand on est clans un cercle (appelons-le désormais un état), on a 
deux solutions : soit y rester en faisant une boucle locale, soit passer au suivant. Le passage 
d'un état à lui-même ou au suivant est commandé par le chiffre situé sur la flèche, qui est une 
probabilité. Par exemple, dans l'état 1 ,  la probabilité de passer à l'état 2 est de 1/26, celle de 
rester dans l'état 1 est de 25/26. 

Et les oiseaux ? Leur observation est commandée par la table donnée au-dessus du graphe des 
états. Chaque passage dans l'état 1 correspond avec une probabilité de 0.8 à l'observation d'un 
cygne et clone de 0.2 à celle cl 'une oie. Dans l'état 2, l'observation est équiprobable. Quand on 
est dans l'état 3, il est 9 fois plus probable d'observer une oie qu'un cygne. 

Effectuons maintenant un petit calcul. Combien d'oiseaux sont en moyenne observés pendant 
le séjour dans l'état 1 ?  Environ 25, selon une formule simple du calcul des probabilités2

. Par 
conséquent, compte tenu des proportions affectées par le tableau, on observera en moyenne 
0.8 x 25 = 20 cygnes et 0.2 x 25 = 5 oies durant la première période représentée par cet état. 
Un calcul analogue montre que la durée moyenne de séjour dans l'état 2 est d'environ 8 : on y 
observera donc (en moyenne) 4 cygnes et 4 oies. Fina.lement, comme la probabilité de bouclage 
dans l'état 3 est la plus forte, on y reste en moyenne plus longtemps (le calcul donne 88) et on 
observe, toujours en moyenne, 80 oies et 8 cygnes. 

Au total, la séquence moyenne engendrée par ce modèle comporte une trentaine de cygnes et 
presque trois fois plus d'oies, avec une proportion d'arrivées des cygnes beaucoup plus forte au 
début qu'à la fin. 

Comme nous allons le voir, le concept décrit ci-dessus est un cas particulier de modèle de 
Markov caché (HMM). Dans un tel modèle, une séquence est donc considérée comme une suite 
temporelle gérée par ses états. À chaque instant, un nouvel événement de la séquence est analysé. 
La théorie des HMM décrit comment passer d'état en état à l'aide de probabilités de transitions 
et comment chaque élément de la séquence peut être émis par un état du HMM, à l'aide de 
probabilités d'observation par état. Il permet aussi de calculer la probabilité qu'une séquence 
donnée ait été émise par un HM M donné. 
2 Si x est la. proba.bilité de boucler clans un état et l - :c celle d'en sortir, la. durée moyenne de séjour dans cet 

éLa.t vaut (i:x ) '  
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386 PARTIE 3 Apprentissage par optimisation 

Les méthodes HMM sont robustes et fiables grâce à l'existence de bons algorithmes d'appren
tissage ; de plus, la règle de décision est rapide à appliquer. 

n 
S = {s1 , s2 , . . .  sn} 
NI 

V = { v1 , Vz,  . . .  , v 111 } 
A 
aij, i, j  E [l,n] 
B 
bj(k) , .i E [l ,nj,k E [l , M] 
7r 
A = (A, B , Tt) 

T 
0 = 01 . . .  Ot . . .  OT 

avec Ot E V  
O(i : J)  = oi . . .  oj 
Q1 . . .  Qt . . .  qr avec qt E S 
P(O 1 A )  
0 = 01 . . .  0"' 
P(A 1 0 )  

Notations utiles pour le chapitre 

Le nombre d'états du modèle de ivlarkov caché, ou HMM 
Les états du HMM 
La taille de l'alphabet des observations 

quand celles-ci sont de nature discrète 
L'alphabet des observations 
La matrice des probabilités de transitions entre les états 
Un élément de A 
La matrice des probabilités d'observation des symboles de V 
Un élément de B 
Le vecteur des probabilités initiales du HMM 
Un HMM 

La longueur d'une séquence observée 
Une séquence observée 

Une sous-séquence de 0 
La suite des états qui a émis une séquence 
La probabilité que le HMM A ait émis la séquence 0 
Un ensemble d 'apprentissage composé de rn séquences 
La probabilité que l'ensemble de séquences 0 

ait été émis par le HMM A.  

1 .  Les modèles de Markov observables 

Avant de décrire les HMM proprement dits, nous présentons un modèle probabiliste plus simple 
pour l'observation de séquences : les modèles de Markov observables. 

D'une manière générale, un processus ou modèle stochastique observable est un processus aléa
toire qui peut changer d'état si ,  i = 1 ,  . . .  , n au hasard, aux instants t = 1 ,  2 , . . .  , T. Le résultat 
observé est la suite des états dans lesquels il est passé. On peut aussi dire de ce processus qu'il 
émet des séquences d'états S = s 1 , s2 , . . .  , sr.  Chaque séquence est émise avec une probabilité3 

P(S) = P(s1 ,  s2, . . .  , sr ) . Pour calculer P(S) ,  il faut se donner la probabilité initiale P(s1 ) et les 
probabilités d'être dans un état St,  connaissant l'évolution antérieure. 

Un processus stochastique est markovien4 (ou de Markov) si son évolution est entièrement 
déterminée par une probabilité initiale et des probabilités de transitions entre états. Autrement 
dit, en notant (qt = s.;) le fait que l'état observé à l'instant t est s.; 

3 Dans ce cha.pitre, nous étudions principalement des distributions de probabilité sur des ensembles finis. 
4 Au sens strict : markovien d'ordre 1. 
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Chapitre 12 L'apprentissage de modèles de Markov cachés 

d'où : 
P(q1 . . .  9T) = P(qi) X P(q2 1 qi) X . . .  X P(qT 1 qT-1 )  

Nous supposons pour simplifier que les processus de Markov auquels nous avons affaire sont 
stationnaires c'est-à-dire que leurs probabilités de transition ne varient pas dans le temps. Cela 
autorise à définir une matrice de probabilité de transitions A = [aij] telle que : 

avec : 

a;j = P ( qt = Sj 1 qt-1 = si) 1 :::; i :::; n ,  1 :::; j :::; n 

\Ji' j=n 'r:/i,j aij 2". 0, v I:j=l a;j = 1 

Nous appellerons maintenant pour simplifier modèle de Markov ob.servable un processus stochas
tique observable, markovien et stationnaire. 

Dans un tel modèle, il y a un lien direct à tout instant entre l'état où se trouve le processus 
et l'observation réalisée à cet instant, comme l'illustre la figure 12.2. C'est ce qui caractérise 
pour nous5 le fait que ce processus soit observable. Nous allons maintenant voir comment nous 
débarasser de cette contrainte en présentant cl 'autres processus stochastiques : les modèles de 
!vlarkov cachés. Ensuite, nous comparons leur puissance de modélisation sur un exemple. 

2.  Les modèles de Markov cachés (HMM) 

2 . 1  Définition 

Le modèle de t-.1Jarkov caché généralise le modèle de Markov observable car il produit une 
séquence en utilisant deux suites de variables aléatoires ;  l'une cachée et l'autre observable. 

• La suite cachée correspond à la suite des états q1 , q2 ,  . . .  , qr ,  notée Q(l : T) ,  où les Qi 
prennent leur valeur parmi l'ensemble des n états du modèle { s1 , s2 , . . .  , sn} . 

• La suite observable correspond à la séquence des d 'observations 01, 02, . . .  , Or, notée 0(1 : 
T), où les oi sont des lettres cl 'un alphabet de M symboles observables V = {v1'  V2' . . .  ) 'UJ\1 } .  

Par conséquent, pour un HMM,  un état n'est pas associé exclusivement à une lettre donnée 
qu'il émettrait à coup sûr : chaque lettre a désormais une certaine probabilité d'être émise par 
chaque état. En outre, ce ne sont pas les états qui sont observés, mais les lettres qu'ils émettent. 
Une conséquence importante est que l'on peut maintenant travailler a.vec des alphabets infinis. 
Une « lettre » est alors émise avec une certaine densité de probabilité, correspondant à une 
distribution propre à chaque état. 

En pratique, on cherche à construire des HMM représentant des concepts dans l'espace de 
représentation des séquences. Nous prendrons ici pour simplifier des séquences construites sur 
un alphabet V = {v1 , v2, . . .  , vu } de taille finie. Mais la remarque ci-dessus doit être gardée à 
l'esprit : la taille de cet alphabet peut être infinie, ce qui signifie en pratique que chaque état 
peut émettre une variable continue ou un vecteur de IRd. 

2.2  Pourquoi faut-il des variables cachées ? 

Montrons sur l'exemple de l'introduction la différence entre le modèle de Markov observable 
et le modèle de Markov caché. Quand on observe l'arrivée des oiseaux sur un étang, on obtient 

5 Si la. même observation peut être a.ffectée à plusieurs états, on peut a.méliorer la. capacité de représentation des 
rnodêles observables. Nous ne discutons pas cet.te possibilité ici. 
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388 PARTIE 3 : Apprentissage par optimisation 

une suite sur l'alphabet V =  {O , C}.  Une séquence observée sera par exemple : 

O = O O C O C O  

Les probabilités a priori d'observer un cygne ou une oie peuvent être différentes. La construc
tion de deux types de modèles de Markov pour modéliser les séquences sur V va nous conduire à 
préciser un certain nombre d'éléments relatifs à la na.ture des états, à leur nombre ainsi qu'aux 
probabilités de transition et d'observation. Un modèle de lVIarkov observable pour ce problème 
est représenté dans la figure 12.2. 

P(Oie)=p 

1-p 

FIG. 12.2: Le modèle de Markov observable qui modélise la suite des observations des oies et des 
cygnes. 

Il est composé de deux états; chacun correspond directement à une observation possible : Oie 
(o) ou Cygne (c). Dans ce modèle, la suite d'états associée à une séquence observée est facile à 
déterminer : l'observation de 0 correspond à l'état 1 et l'observation de C correspond à l'état 2. 
Si la probabilité d'observer 0 à l'état 1 est p = P(Oie), alors la probabilité d'observer C à l'état 
2 est 1 - p. La probabilité d'observer la séquence 0(1 : 6) = 0 0 C 0 C 0 se calcule facilement ; 
elle vaut : 

p p  ( 1  - p) p ( 1  - p) p = p4 (1 - p)2 

Elle est par conséquent indépendante de l'ordre d'arrivée des oiseaux et ne tient compte que de 
leur nombre dans la séquence. Ce modèle n'exprime que les probabilités d'apparition a vriori des 
observations. 

La figure 12.3, accompagnée du tableau 12.1 définit un modèle de .Markov caché (HMM) à deux 
états. 

a 1 1  

a22 

FIG. 12.3: Le HMM à deux états. 
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Chapitre 12 L'apprentissage de modèles de Markov cachés 

Etat 1 2 
P(ü) Pi P2 
P(c) 1 - P1 

TAB. 12 . l :  Les probabilités d 'émission du HMM à deux états. 

Sans entrer encore dans les détails, on voit qu'un HMM est d'abord caractérisé par une pro
babilité aij de passer d'un état à un autre, ensuite qu'à chaque état est associée une probabilité 
de générer 0 ou C. À chaque instant, il y a, non pas un, mais deux tirages aléatoires : le premier 
pour tirer une lettre de l'alphabet des observations, le second pour changer d'état. L'observation 
d'une séquence de 0 et de C n'est donc plus directement liée à une suite unique d'états. Par 
exemple, comme on le voit sur la figure 12.3, la séquence 0 C C peut être engendrée avec une 
certa.ine probabilité (on verra plus loin comment on la calcule) par la suite d'états 1 2 2 ou la 
suite 2 2 2. D ans le modèle présenté, n'importe quelle suite d'états peut en réalité engendrer 
n'importe quelle suite d'observations avec une certaine probabilité. 

Cette différence peut apparaître inutilement subtile. En réalité, elle est très importante. Pré
cisons l'exemple pour mesurer la différence de puissance de modélisation entre un modèle de 
!viarkov observable et un HMM. Rappelons que la probabilité pour le modèle de Markov obser
vable d 'engendrer une séquence de longueur 2n comportant autant de 0 que de C est exactement 
pn (l - pyn, indépendamment de la répartition des 0 et des C dans cette séquence. 

Dans le cas du HMM, en prenant au, p1 , a22 et P2 proches de 1, il est intéressant de constater 
que la phrase 0 0 C C aura une forte probabilité d'être émise, alors que la phrase C C 0 0 aura 
une probabilité faible. Pourtant, ces deux phrases comportent le même nombre de 0 et de C. 

D'une manière générale, une phrase ayant plus de 0 clans sa première moitié aura une probabilité 
plus forte que sa symétrique d'être émise par ce HMM. Cet exemple peut convaincre que si le 
HM M est plus complexe que le modèle observable, il a en retour la possibilité de représenter des 
concepts plus élaborés. En l'occurence, avec deux états, il est capable de représenter qu'il y a une 
différence entre les instants d'arrivée des oies et ceux des cygnes6. On verra le développement de 
cet exemple au paragraphe 6. 

Remarquons aussi ceci : bien que l'alphabet des séquences observables soit composé de deux 
lettres, le HMM n'a plus de raison d'avoir exactement cieux états. La figure 12.4, associée au 
tableau 12.2,  présente un HMM à trois états. Les remarques sur le HMM à cieux états sont 
encore valables : n'importe quelle suite d'états de ce HMM peut engendrer n'importe quelle suite 
d'observations de 0 et C avec une certaine probabilité. Ajoutons la remarque suivante : puisqu'on 
n'associe pas dans un HMM un état à une observation, il est possible de définir des observations 
appartenant à un alphabet infini. 

2.3 Notations 

Un HMM est noté A = (A, B , rr )  et se définit par : 
• Ses états, en nombre n ,  qui composent l'ensemble S = {s1 , s2, . . .  s,i } . L'état où se trouve le 

HMM à l'instant t est noté qt (qt E S). 

6Pour être complêtement exact, un modèle observable pourrait aussi représenter une telle dépendance. Avec deux 
états, on peut en réalité représenter quatre probabilités différentes pour chaque séquence de deux observations 
(0 O ,  0 C), etc. et clone traduire une dépendance d'un événement iwec l'événement précédent. En a.ssociant 
cette rem1�rque à celle formulée précédemment en note de bas de page, on voit que le pouvoir d'expression des 
modèles observables peut être augmenté si on les sophistique . . .  mais seulement sur des alphabets finis. 
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390 PARTIE 3 : Apprentissage par optimisation 

a31 

FIG. 12.4: Le HMM à trois états. 

Etat 1 

P ( o )  Pi 
P(c)  1 - P1 

2 3 

P2 P3 
1 - P2 1 - p3 

TAB. 12.2: Les probabilités d 'émission d1t HMM à trois états. 

• M symboles observables dans chaque état. L'ensemble des observations possibles (l'alphabet) 
est noté V = {v1 , v2, . . .  , VA J} .  Ot E V est le symbole observé à l'instant t. 

• Une matrice A de probabilités de transition entre les états : aij représente la. probabilité que 
le modèle évolue de l'état i vers l'état j : 

aij = A(i, j) = P(Qt+1 = s1 i Qt = si) Vi,j E [l . . .  n] Vt E [1 . . .  T] 

avec : " 
et : L:: aij = i 

j=l 

• Une matrice B de probabilités d 'observation des symboles dans chacun des états du modèle : 
bj(k) représente la probabilité que l'on observe le symbole vk alors que le modèle se trouve 
dans l'état j,  soit : 

avec : 

et : 
k=l 

• Un vecteur 7i de probabilités initiales : 7i = { 1r.;}i=l ,2, ..  .,n · Pour tout état ·i, 11"i est la probabilité 
que l'état de départ du HMM soit l'état i : 

avec : 

'iii = P(q1 = si) 1 $ i $ n 

7i; 2:: 0 Vi et : 
i=l 
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Chapitre 12 L'apprentissage de modèles de Markov cachés 

• Un ou plusieurs états .finals. Ici, nous supposons pour simplifier que le processus peut s'arrêter 
dans n'importe quel éta.t, autrement dit que tout état est final. 

2.4 Deux types de HMM 

En pratique, on utilise deux types de modèles de Markov cachés, le modèle ergodique et le 
modèle gauche-droite. 

Le modèle ergocliq ue est sans contrainte : toutes les transitions cl 'un état vers un autre sont 
possibles. Les exemples présentés précédemment sont de ce type. 

Le modèle gauche-droite est un modèle contenant des contraintes résultant de la mise à zéro 
de certaines valeurs aij· Dans le modèle le plus utilisé, celui de la figure 12.5, l'état i n'est relié 
par une transition de probabilité non nulle qu'à trois états : lui-même, l'état i + 1 et l'état i + 2. 
D'où le nom de modèle gauche-droite7 . 

FIG. 12.5: Le HMM gauche-droite à quatre états. 

2.5  Comment un HMM engendre-t'il une séquence ? 

Un HMM peut être vu comme un processus permettant d'engendrer une séquence ; inversement, 
on peut considérer une séquence comme une suite d'observations sur un HMM en fonctionnement. 
En se plaçant du premier point de vue, la génération cl 'une séquence peut se décrire par l 'algo
rithme 15  : c'est une procédure itérative gérée par des tirages aléatoires. 

Algorithme 15 : Génération d'une séquence par un HMM 

début 

fin 

t � 1 
Choisir l'état initial q1 = Si avec la probabilité rri 
tant que t :::; T faire 

Choisir l'observation Ot = vk avec la probabilité b.i(k) 
Passer à 1 'état suivant qt+ 1 = s.i avec la probabilité aij 
t � t + 1 

fin tant que 

Répétons ici qu'une séquence donnée peut en général être engendrée de plusieurs façons dis
tinctes par un HMM. 

1 Ou modèle de B;tkis. Da.ns l'exemple d'introduction, Je HMM présent.é est encore plus simple. 
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392 PARTIE 3 Apprentissage par optimisation 

3. Les HMM comme règles de classification de séquences 

3.1 Les trois problèmes des HMM 

Les définitions précédentes ne sont utilisables que si  l'on sait calculer la  probabilité qu'une sé
quence soit engendrée par un HMM et surtout si l'on sait apprendre un HMM à partir d'exemples. 
On doit donc chercher des algorithmes pour résoudre les problèmes suivants. 

• L 'évalitation de la probabilité de l'observation d 'une séqtience. Étant donné la séquence d'ob
servations 0 et un HMM A = (A, B ,  7r), comment évaluer la probabilité d'observation 
P(O 1 A) ? La réponse à cette question est importante : dans un problème de classification, 
on attribuera à une séquence la classe que modélise le HMM le plus probable étant donnée 
la séquence. 

• La recherche du chemin le plus probable. Étant donnés la suite d'observations 0 et un HMM 
A, comment trouver une suite d'états Q = q1 , q2,  . . .  QT qui maximise la probabilité d'obser
va.tion de la. séquence ? 

• L 'apprentissage. Comment ajuster les paramètres (A, B,  n) d'un HMM A pour maximiser 

P(O 1 A) = II P(O 1 A) 
OEO 

à partir d'un ensemble 0 de séquences d'apprentissage? 
Notons que la résolution du second problème n'est pas indispensable à l'utilisation des HMM en 
décision bayésienne. 0 n reviendra sur son utilité au paragraphe 7. 

3 . 2  Les HMM et la classification bayésienne 

Le principe est d'apprendre un HMM par classe à partir des exemples de cette classe. L'appren
tissage d'un HMM s'effectue à partir d'un modèle initial ; le HMM se modifie, mais en gardant 
jusqu'à sa convergence certaines caractéristiques du modèle initial (une certaine architectttre) 

• le nombre d'états reste inchangé ; 

• une transition de probabilité nulle entre deux états du modèle initial garde toujours une 
valeur nulle. 

Le mieux est de prendre pour chaque classe un modèle initial ayant la même architecture : par 
exemple un modèle ergodique ou un modèle de Bakis. Pour chaque classe, le modèle initial peut 
simplement être pris a.vec le même nombre d'éta.ts8 . 

Après C apprentissages indépendants, on dispose donc de C HMM, que l'on peut noter A1 , · · · , Ac 
Étant donnée une séquence quelconque 0 ,  on a pour la classe de rang k 

Le modèle qui doit être choisi par la règle bayésienne est celui qui maximise P(A1c 1 0) (règle 
NI AP : maximum a posteriori) , ou si l'on suppose les classes équiprobables, celui qui maximise 
P(O 1 A1c) (maximum de vraisemblance), comme indiqué au chapitre 2. 

On doit donc être capable de calculer cette dernière valeur pour tout i. Cela nécessite un 
algorithme capable d'évaluer la. probabilité qu'une phrase soit émise par un HMM.  C 'est le sujet 
que nous allons développer au paragraphe suivant. 

8Cette simplifîcation n'est nullement nécessaire à. l'application du principe MA P, mais elle est utilisée en l'absence 
de connaissances qui pourraient la mettre en cause. 
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Chapitre 12 L'apprentissage de modèles de Markov cachés 

4. L'évaluation de la probabilité d'observation 

L'évaluation directe 
Remarquons d'abord que la probabilité de la suite d'observations 0,  étant donné le modèle A, 

est égale à la somme sur toutes les suites d'états possibles Q des probabilités conjointes de 0 et 
de Q :  

P(O 1 A) = L P ( O , Q  1 A) = L P(O 1 Q , A) P (Q 1 A) 
Q Q 

Or, on a les relations : 

On déduit donc des formules précédentes, en réarrangeant les termes : 

P(O 1 A) = 

Cette formule directe nécessite d'énumérer toutes les suites d'états de longueur T, soit une 
complexité en 8(nT). II existe heureusement une méthode plus rapide. 

L'évaluation par les fonctions forward-backward. 
Dans cette approche [Bau72j , on remarque que l'observation peut se faire en deux temps : 

d'abord, l'émission du début de l'observation 0 (1 : t) en aboutissant à l'état qi au temps t, puis, 
l'émission de la fin de l'observation O (t + 1 : T)  sachant que l'on part de qi au temps t. Ceci 
posé, la probabilité de l'observation est donc égale à : 

n 
P(O 1 A) = L üt(i)f3t(i) 

i= 1 

où ü1(i) est la probabilité d'émettre le début 0 (1 : t) et d'aboutir à qi à l'instant t ,  et f3l(i) est la 
probabilité d'émettre la fin O(t + 1 : T) sachant que l'on part de Q·i à l'instant t. Le calcul de 0: 
s'effectue avec t croissant tandis que le calcul de {3 est réalisé avec t décroissant, d'où l'appellation 
Jorward-backward. 

Le calcul de ü 
On a :  

0:1, (i) se calcule par l'algorithme 16, qui exprime que pour émettre le début de l'observation 
0 (1 : t + 1 ) et aboutir dans l'état Sj au temps t + 1 ,  on doit nécessairement être dans l'un des 
états si à l'instant t. Cette remarque permet d'exprimer üt+l (j) en fonction des üt(i) et d'utiliser 
un algorithme de programmation dynamique pour le calcul de tous les O'.t ( i) pour tout i, puis 
des O:t+ 1 ( i) pour tout i, etc. 

Ce calcul a une complexité en 8(n2T). 

Le calcul de {3 
De manière analogue, f3t(i) se calcule par l'algorithme 17. 
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394 PARTIE 3 : Apprentissage par optimisation 

Algorithme 1 6  : Calcul de la fonction forward et 

début 
pour i = 1,  n faire a:1 (i) � 'Trib.; (Oi) 
t � 1 
tant que t < T faire 

j t- 1 
tant que j :::; n faire 1 Œt+1(J) � [I:�l 0:1(i)aij]bj (01+1) 

j � j + 1 
fin tant que 
t .- t + l  

fin tant que 
P(O 1 A) � L�1 O'.y (i) 

fin 

A lgorithme 17 : Calcul de la fonction backward /3 

début 
pour i = 1, n faire f3r(i) � 1 
t � T - 1  
tant que t � 1 faire 

i � 1 
tant que i :::; n faire 1 f3l('i) � 2:::7=1 a.;jb1(0t+1)/31+1CJ) 

i .- i + l  
fin tant que 
t � t - 1 

fin tant que 
P(O 1 A) � 2:::��1 /31 (i) 

fin 

Le calcul de f3 est lui aussi en 8(n2T) .  

Le calcul de la  probabilité d'observation 
Finalement, la probabilité d'observation cl 'une séquence est obtenue en prenant les valeurs de 

et et de f3 à un instant t quelconque : P(O 1 A) = 2:::�1 a:1(i)/31 (i). Cependant, on utilise le plus 
souvent les valeurs obtenues pour deux cas particuliers ( t  = 0) ou (t = T), ce qui donne : 

P(O 1 A )  = L o:r(i) = L 1ii/3o(i) 
i=l 

- EXEMPLE 

Soit le modèle A =  (A, B , ?r) (figure 12.6) comprenant trois états 1, 2, 3 chacun permettant 
d'observer un symbole de l'alphabet V =  {a, b}. 

0.5 0.2, 
0.3 0.7) 
0 1 

11' = 
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Chapitre 12 L'apprentissage de modèles de Markov cachés 

0.3 

0.5 

0.3 0.2 

FIG. 12.6: Un exemple de HMM.  

Etat 1 2 1 3 1 
P(a) 1 0.5 0 
P(b) 0 0.5 1 

TAB. 12.3: La matrice B de ce HMM.  

La figure 12.7 illustre le calcul de a pour la  suite d'observations : a a b  b. 

a1(l)  = 7r1b1(a) = 0.6  x 1 = 0.6 
a1(2) = 7r2b2(a) = 0.4 x 0.5 = 0.2 

0:1 (3) = 7r3b3(a) = 0 X 0 = 0 

0:2(1)  = (a 1 (1)a 1 1  + a1 (2)a21 + a1 (3)a31 )b 1 (a) 
= (0.6 X 0.3 + 0.2 X 0 + 0 X 0) X 1 

= (0.18) X 1 = 0.18  

a2(2) = (oi(l)a12 + 01(2)a22 + 01(3)a32)b2(a) 
= (0.6 X 0.5 + 0.2 X 0.3 + 0 X 0) X 0.5 

= (0.36) X 0.5 = 0.18 

P(a a b b  I A ) = Lq, o:�(i) = 0.2228 

5.  Le calcul du chemin optimal l'algorithme de Viterbi 

Il s'agit maintenant de déterminer le meilleur chemin correspondant à l'observation, c'est-à-dire 
de trouver clans le modèle A la meilleure suite d 'états Q, qui maximise la quantité : 

P(Q , O  1 A) 

Pour trouver Q = (q1 , q2, . . .  , qT )  pour une séquence d'observations 0 = (01 , 02, . . .  , 0r) ,  on 
définit la variable intermédiaire <>t(i) comme la probabilité du meilleur chemin amenant à l'état 
Si à l'instant t, en étant guidé par les t premières observations : 
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Etats 

s3 

s2 0.4 

U l(i) 

0 
0 

0.6 

a 

U2(i) 

0 

a 

PARTIE 3 : Apprentissage par optimisation 

UJ(i) 

b 

U4(i) 

1 

0 
0 

b 

FIG. 12.7: Calcul de o: pour la suite d 'observations aabb. 

Par récurrence, on calcule 

en gardant trace, lors du calcul, de la suite d'états qui donne le meilleur chemin amenant à l'état 
Si à t dans un tableau 'ljJ. 

On utilise une variante de la programmation dynamique, l'algorithme de Viterbi (algorithme 
18) pour formaliser cette récurrence. JI fournit en sortie la valeur P" de la proba.bilité de l'émission 
de la séquence par la meilleure suite d'états (q� , ·  · · , qj,). 

La fonction Argmax permet de mémoriser l'indice i, entre 1 et n, avec lequel on atteint le 
maximum des quantités (ol_1(i)aij)· Le coût des opérations est également en 8(n2T). 

- EXEMPLE 

D'après [BB92I. 

Etats 

s3 0 

s2 

sl 0.6 

a a b b 

FIG. 12.8: Calc,ul de o pour la S'uite d'observations aabb. 
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Chapitre 12 L'apprentissage de modèles de Markov cachés 

Algorithme 1 8  : A lgorithme de Viterbi 

début 

fin 

pour i = 1, n faire 1 c51(i) � 7Tibi(Oi ) 
't/;1 (i) � 0 

fin pour 
t � 2 
tant que t :::; T - 1 faire 

j � 1 
tant que j :::; n faire 

Ot(j) � Max1::;·i::;n [<>t-1(i ) aij] bj(Od 
1/Jt(j) � ArgMax1::;i::;n [<>t-1 (i) ai:il 
j � j + 1 

fin tant que 
t � t +  1 

fin tant que 
p• � Max1::;i::;n [ôr (i)] 
q� � ArgMax1::;i::;n [ôr (i) ) 
t � T 
tant que t 2:: 1 faire 1 q� � 'lf.it+ 1 ( q;+ 1 ) 

t � t - 1 
fin tant que 

À partir de la figure 12.8 qui illustre le calcul de o, on peut calculer les quantités o, '!jJ et 
q* c:ornrne suit : 

61(1 ) 
61(2) 
ôl (3) 
62 (1 )  

= 7r1b1(a) = 0 .6  X 1 = 0.6 
= 7r2b2(a) = 0.4 x 0.iJ = 0.2 
= 7r3b3 (a) = 0 X 0 = 0 
= max1::;i$n(oi(i)au )b1(a) 

( 01 (l)a11 ) 
= max � o1 (2)a21 � x b1 (a) 

l oi (:))a31 J 

( 0.6 X 0.3 ) 

'\Û1 ( l ) = O, 
'\Ûl (2) = 0, 
'l,Û1 (3) = 0, 

= ma:r, � 0 � x 1 = 0.18 '\Û2 ( l )  = l ,  

Finalement : 

'!/J1(l) = 0 

'!/J1(2) = 0  

'!/J1(3) = 0 

l 0 J 

'\Û2{l) = 1 

'\Û2(2) = 1 

'\Û2(3) = 2 

'\{13(1)  = 1 

'\{13(2) = l 

'\{13(3) = 2 

'l,Û4(l) = 1 

'\{14(2) = 2 

't/J4 (3) = 3, 
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max ( 04 ( 1 )  
q: = 04 (2) 

04(3) 

q3 = '!fl4 (3) 
q2 = '!/J3 (3) 
q; = '!fl2(2) 

\ 
) = 3,  

= 3 ,  
= 2 ,  
= 1 .  

PARTIE 3 Apprentissage par optimisation 

On déduit donc de ce calcul que la meilleure suite d 'étals, celle qui engendre la phrase a a b  b 
avec la plus forte probabilité, est : 1 2 3 3. 

6.  L'apprentissage 

Principe 
Supposons disposer d'un ensemble de séquences 0 = {01 , ·  · ·  , om } , dont l'élément courant 

est noté ok . Le but de l'apprentissage est de déterminer les paramètres d'un HMM d'architecture 
fixée A = (A, B ,  7r),  qui maximisent la probabilité P(O 1 A ) .  Comme on suppose les séquences 
d'apprentissages tirées indépendamment, on cherche donc à maximiser : 

rn 
P(O 1 A) = II P(Ok 1 A) 

k=l 

L'idée est d'utiliser une procédure de réestimation qui affine le modèle petit à petit selon les 
étapes suivantes : 

• choisir un ensemble initial Ao de paramètres ; 

• calculer A 1 à partir de Ao, puis A2 à partir de A 1 , etc. 

• répéter ce processus jusqu'à un critère de fin. 
Pour chaque étape p d'apprentissage, on dispose de i\p et on cherche un Ap+l qui doit vérifier : 

soit : 

k=l k=l 

Av+i doit donc améliorer la probabilité de l'émission des observations de l'ensemble d'apprentis
sage. La technique pour calculer Av+l à partir de Av consiste à utiliser l'algorithme ENI. Pour 
cela, on effectue un comptage de l'utilisation des transitions A et des distributions B et Tt du 
modèle Ap quand il produit l'ensemble 0. Si cet ensemble est assez important, ces fréquences 
fournissent de bonnes approximations a posteriori des distributions de probabilités A,B et n et 
sont utilisables alors comme paramètres du modèle Av+i pour l'itération suivante. 

La méthode d'apprentissage Elvl consiste donc dans ce cas à regarder comment se comporte 
le modèle défini par Ap sur 0, à réestimer ses paramètres à partir des mesures prises sur 0, puis 
à recommencer cette réestimation jusqu'à obtenir une convergence. L'annexe 7 donne quelques 
détails sur cette méthode. 
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Chapitre 12 L'apprentissage de modèles de Markov cachés 

Dans les calculs qui suivent, on verra apparaître en indice supérieur la lettre k quand il faudra 
faire référence à la. séquence d 'a.pprentissa.ge concernée. L'indice p, qui compte les passes d 'ap
prentissa.ge, sera omis : on partira d'un modèle noté simplement A et on calculera. celui qui s'en 
déduit. 

Les formules de réestimation 
On définit Çf ( i ,_i)  comme la probabilité, étant donnés une phrase Ok et un HM M A, que ce 

soit l'état Si qui ait émis la lettre de rang t de Qk et l'état Sj qui ait émis celle de rang t + 1.  
Donc : 

Ce qui se récrit : 
e(i ") = 

P(qt = Si., qt+l = Sj , ok 1 A) 
t , J  P(O" 1 A) 

Par définition des fonctions forward-backward, on en déduit : 

On définit aussi la. quantité 'Y�(i) comme la probabilité que la lettre de rang t de la phrase Ok 

soit émise par l'état Sj. 

Soit : 

n 
k � k j=l 

'Yt' (i) = L. P(qt = s.;, Qt+l = Sj 1 0  ", A) =-----------
P(Ok 1 A) 

.i=l  

On a la relation : 
k . ;--., . . O'.� (i),8� ( i)  

1'1 (i) = L. Çt (i, J )  P(O" 1 A)  
J=l 

Le nouveau modèle HMM se calcule à partir de l'ancien en réestimant 7r, A et B par comptage 
sur la base d'apprentissage. On mesure les fréquences : 

7iij 

bj (l) 

1r.; = 

nombre de fois où la transition de Si à s1 a. été utilisée 
nombre de transitions effectuées à partir de Si 

nombre de fois où le HMM s'est trouvé dans l'état SJ en observant v1 
nombre de fois où le HMM s'est trouvé dans l'état Sj 

nombre de fois où le HMM s'est trouvé dans l'état .Si . . . 
nombre de fois où le HMM . . .  

. . .  en émettant le premier symbole d'une phrase 
. . . a émis le premier symbole d'une phrase 

Compte tenu de ces définitions : 
1 m. 

- � k( · ) 1Ti = - L., 'Y1 ?. 
m k=l 
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400 PARTIE 3 Apprentissage par optimisation 

m 1ok1- 1 

2:::::: 2:::::: (;(i,j) 
k = l t = I 

N IOk l-1 

2:::::: 2:::::: 'Y�(i) 
k=l t= l 

m IOk l-1 

2:::::: 2:::::: î';u) 
k=l t=l 

avec O�=vi 
b.i( l )  = -------

m 1ok 1 - 1  

2:::::: 2:::::: 'Y�U) 
k=l 1=1 

Ces formules ont été établies par Baum 1Bau72I ,  comme une application de la procédure EM à 
l 'apprentissage des paramètres HMM. La suite des modèles construits par l'algorithme de Baum
Welsh [RJ93] vérifie la relation cherchée : 

P(O 1 Ap+1 )  � P(O 1 Ap) 

A lgorithme 19 : Algorithme de Baum-Welch 

début 

fin 

Fixer des valeurs initiales (A, B ,  rr) 
On définit le HMM de départ comme A0 = (A, B, rr). 
p � o  
tant que la convergence n'est pas réalisée faire 

On possède le HMM Av 
On calcule pour ce modèle, sur l'ensemble d'apprentissage, les valeurs : 

((i, j) , 11(i) l :::; i ,j :=:; n  I :=:; t :=:; T - 1  
On en déduit ?r, A,  B en utilisant les formules de réestimation. 
Le HMM courant est désormais défini par Ap+i = (1T, A,  B) 
p � p + 1 

fin tant que 

Remarques 
• Le choix du modèle initial influe sur les résultats ; par exemple, si certaines valeurs de A et 

B sont égales à 0 au départ, elles le resteront jusqu'à la fin de l'apprentissage. Ceci permet 
en particulier de garder la structure dans les modèles gauches-droits. 

• L'algorithme converge vers des valeurs de paramètres qui assurent un maximum local de 
P(O 1 A) .  Il est donc important, si l'on veut être aussi près que possible du minimum global, 
de bien choisir la structure et l'initialisation. 

• Le nombre d'itérations est fixé empiriquement. L'expérience prouve que, si le point pré
cédent a. été correctement traité, la. stabilisation des paramètres ne correspond pas à un 
surapprentissage : il n'y a donc en général pas besoin de contrôler la convergence par un 
ensemble de validation. Mais cette possibilité est évidemment toujours à disposition. 
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Chapitre 12 L'apprentissage de modèles de Markov cachés 

-- EXEMPLE 

En part.a.nt du HMM A0 défini par les paramètres suivants : 

(ü.45 ü.35 ü.2ü\ {LO ü.ü, (ü.5\ 
A =  \ ü. l ü ü.5ü ü.4ü) B =  \ ü.5 ü.5) 7r = \ ü.3) ü. 1 5  ü.25 ü.6ü ü.ü l .ü ü.2 

on peut calculer que, s'il émet sur l'alphabet à deux lettres V = {a, b}, on a : 

P(a b b a a 1 Ao) = 0.0278 

Si on prend comme ensemble d'apprentissage cette seule phrase, l'application de l'algorithme 
de Baum-Welsh doit augmenter sa probabilité de reconnaissance. 
Après une réestimation9, on trouve le HMM A1 : 

(0.346 0.365 0.289\ ( 1.0 0.0 \ (0.656\ 
A =  \ 0.159 0.514 0.327

) 
B = \ 0.631 0.369

) 
7r = \ 0.344) 0.377 0.259 0.364 0.0 LO 0.0 

P(a b b a a 1 A L ) = 0.0529 

Après quinze itérations : 

( ü .ü ü.ü Lü \ ( Lü O.ü \ {Lü\ 
A =  \ 0.21.2 ü.788 O.ü ) B = \ 0.969 0.031 7r = \ ü.ü) 

0.0 0.515 0.485 0.0 1.0 ) 0.0 
P(a b b a a 1 A15) = 0.2474 

Après cent cinquante itérations, la convergence est réalisée. La figure 12.9 et le tableau l 2.-l 
décrivent le résultat, que l'on peut donner aussi sous la forme suivante : 

A =  
( 0.0 \ ü.18 

ü.O 

0.0 Lü\ (i.o 0.0, 
ü.82 ü.O) B =  \ l.ü ü.ü) ü.5 ü.5 0.0 1 .ü 

P(a b b a a 1 J\.150) = 0.2500 

Etat 

p (a.) 
P(b) 

1 2 3 
1 1 0 
0 0 1 

7r = 

TAB. 12.4:  La matrice B de ce HMM . 

{Lü\ 1 ü.ü) \ü.ü 

Il peut paraître curieux que ce HMM ne génère pas son unique phrase d'apprentissage avec 
la probabilité 1 et toutes les autres séquences avec la probabilité O. Ceci vient du  fait que 
le nombre des états est trop petit pour réaliser un apprentissage par cœur . .tvlais si l'on part 
d'un HMM initial à cinq états, il converge en revanche vers un HMM J\. défini par : 

9Les ca.lculs sont très pénibles à foire à la main, même sur un ex('mple simple comme celui-ci. 
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0.5 0. 1 8 

0.82 

FIG. 12.9: Le HMM entraîné s11,r mie se11,le phrase, après convergence. Le .senl état initial possible 
est l 'éta,t 1 .  

ro.o 1.0 0.0 0.0 0.0, {LO 0.0, {Lü\ 
1 0.0 0.0 1.0 0.0 0.0 1 1 0.0 1.0 1 1 0.0 1 A = 1 0.0 0.0 0.0 1.0 0.0 1 B =  1 0.0 1.0 1 1T = 1 0.0 1 \0.0 0.0 0.0 0.0 1 .0) v · o 0.0) \ 0.0) 

0.0 0.0 0.0 0.0 1 . 0  LO 0.0 0.0 

eL l'on a :  
P(a b b a a 1 A) = l .O 

Ce HMM est en réalité une variante d'un modèle observable : à chaque état est associée 
l'émission certaine d'une lettre. La différence avec les modèles présentés en début de c:e 
chapitre est que la même lettre µeut être associée à plusieurs états. Ici, par exemple, la lettre 
a aux états 1, 4 et 5. 

-- EXEMPLE 

Reprenons maintenant l'exemple du paragraphe 2.2. Nous partons du HMM suivant, dont les 
paramètres ont été tirés aléatoirement : 

A = (0.40 
0.52 

0.60) 
0.48 

n = (0
.
49 

0.40 
0.51) 
.60 

(0.31) 
1T = 

0.69 

Nous lui faisons subir deux apprentissages sur deux ensembles de séquences : le premier 
est composé d'éléments a.yant à peu près autant de a que de b, ces derniers étant situés en 
majorité dans la seconde partie ; Pautre ensern ble d 'apprentissage est corn posé de phrases de 
type symétrique . 

01 = { aaabb, abaabbb, aaababb, aabab, ab} 

02 = { bbbaa, babbaa, bbbabaa, bbabba, bbaa} 
Après convergence, on obtient deux HMM différents donnés sur la. figure 12.10. 

J\.1 est défini par : 

A =  ( 1.0 
0.69 

0.0 ) 
0.31 

- (0.36 
B - 1.0 

0.64) 
o.o 

•7ï = (0.0) 
1.0 
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0.31 0.40 

1.0 1.0 

FIG. 12.10: Les HMM Ai et A2.  

Son unique état de départ est l'état 2 qui  émet a avec la probabilité l .  La probabilité d'émettre 
b par l'état 1 est de 0.64. 
112 est défini par : 

A = ( 1.0 
0.60 

o.o ) 
0.40 B = (0.65 

0.0 
o.34) 1r = (o.o) 
1.0 1.0 

Son unique état de départ est l'état 2 qui émet b avec la probabilité 1 .  La probabilité d'émettre 
a par l'état 1 est de 0.65. 
Les deux HMI'v1 appris sont dont assez semblables, quand on permute a et b. On remarque 
qu'ils ne font pas jouer un rôle symétrique à leurs états. 
Sur deux phrases n'ayant pas participé à l'apprentissage, on obtient le résultat attendu : 

7. Approfondissements 

P(a a b  a b  b b 1 A1) = 0.0437 

P(a a b  a b  b b 1 112) = 0.000 

P(b b a b a  a a 1 J\1) = 0.000 

P(b b a b a  a a 1 112) = 0.0434 

Comme on l'a dit plus haut, il est possible de définir des HMM produisant des séquences de 
valeurs continues et même des séquences de vecteurs de valeurs continues. Dans ce cas, elles 
ne sont évidemment plus construites sur un alphabet fini. Il faut alors remplacer la matrice 
B par un ensemble de distributions éventuellement multidimensionnelles de probabilités ; les 
calculs précédents restent valables, mais les formules, en particulier celles de la réestimation pour 
l'apprentissage doivent porter sur des paramètres caractéristiques des distributions de probabilité 
en question. Généralement, on suppose celles-ci gaussiennes, ou multigaussiennes. 

C'est souvent le cas en reconnaissance de la parole : prenons l'exemple de la reconnaissance 
du vocabulaire des dix chiffres. L'échantillon d'apprentissage permet de créer dix ensembles 
d'exemples, chacun supervisé par un chiffre différent. Pour chaque chiffre, on va apprendre un 
HMM. En phase de reconnaissance, un son inconnu sera classé comme le chiffre associé au HMM 
qui peut l'émettre avec la plus forte probabilité. Qu'est-ce qu'une séquence représentant la pro
nonciation d'un son? Au départ, un signal échantillonné, soit huit ou seize mille valeurs réelles 
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404 PARTIE 3 Apprentissage par optimisation 

par seconde. Ce signal est transformé par des techniques de type transformation de Fourier pour 
en extraire ses caractéristiques fréquencielles. Au final, on dispose en général d'un codage de 
chaque centième de seconde de parole émise par un vecteur d'une dizaine de valeurs réelles. La. 
prononciation d'un chiffre est donc une séquence dont la longueur est de l'ordre de quelques 
dizaines et dont chaque élément est un vecteur de IR 10.  

Il est dès lors impossible de définir la matrice B puisque dans chaque terme bj ( k), k devrait 
parcourir tous les vecteurs différents représentant un centième de seconde de parole et donc 
prendre un nombre infini de valeurs. Le plus simple est d 'éffectuer une estimation paramétrique 
de la distribution des composantes du vecteur émis par chaque état, comme au chapitre 15. 
On supposera par exemple que ce sont des tirages aléatoires d'une gaussienne de dimension 
10 : dans ce cas, pour chaque état, il faudra estimer la moyenne et la covariance de la densité 
de probabilité d'émission d'un vecteur de dimension 10. L'algorithme de Baum-,�elsh s'adapte 
facilement à cette situation. 

Des approfondissements et des alternatives ont été proposés : il est commun de supposer que les 
vecteurs émis sont des sommes pondérées de plusieurs distributions gaussiennes multidimension
nelles. L'algorithme EA1 permet encore de calculer les moyennes et les covariances de chacune, 
ainsi que les coefficients de pondération (voir le chapitre 18). Il a été aussi proposé d'estimer les 
densités d'émission par la méthode non paramétrique des k plus proches voisins qui est présenté 
au chapitre 15 ou par des réseaux connexionnistes (chapitre 10). 

8. Applications 

Les HMM sont actuellement les outils d'apprentissage les plus efficaces pour la classification 
des séquences : ils ne réclament que peu de connaissances a priori ; à condition de disposer de 
suffisamment de données d'apprentissage, ils sont très efficaces. Un grand nombre de raffinements 
leur ont été apportés, en particulier pour résoudre des problèmes aussi complexes que celui de la 
reconnaissance de la parole ou de l'écriture manuscrite. Ces outils sont également très employés 
dans les séquences biologiques, en particulier pour la prédiction des structures secondaires et 
tri-dimensionnelles des protéines. On les utilise aussi en fouille de données, pour la recherche 
approchée de séquences dans des textes ou dans des masses de données de bio-séquences. 

À l'heure actuelle, par exemple, presque tous les systèmes de reconnaissance de la parole sont 
construits à base de HMM, parfois hybridés de réseaux connexionnistes. Dans la plupart des cas, 
les informations phonétiques, lexicales et syntaxiques sont « compilées » dans un HMM de plu
sieurs centaines d'états, dont chacun vise à possèder une signification linguistique ; l'apprentissage 
se fait sur des très grandes quantités de données. La reconnaissance est effectuée en récupérant la. 
séquence d'états par l'algorithme de Viterbi. En effet, les états ont dans ce cas une signification 
linguistique. Ce n'est pas tant la probabilité finale qui est intéressante que le chemin par lequel 
passe la meilleure façon d'engendrer le signal. 

Notes historiques et sources bibliographiques 

L'algorithme de Baum-Welsh [Bau72j est une application aux modèles de ivlarkov de la tech
nique générale ENI d'estimation statistique de paramètres cachés. L'annexe 7 qui traite de cette 
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technique est en partie reprise du document [Ros97j. L'utilisation en apprentissage vient de la 
communauté de la reconnaissance de la parole. Les premières références que l'on peut relier à cette 
technique datent des années 1970 [Jel76, Bak75]. L'utilisation en reconnaissance ba.yésienne pour 
des séquences, comme présenté dans ce chapitre, est surtout fondée sur les travaux de Ra.biner 
et de son équipe, qui ont démarré vers 1983 [LRS83j. L'article [Rab89j est un exposé incontour
nable sur les HMM et leur application à la parole. Les ouvrages [Jel97j et surtout [RJ93, JMOO] et 
donnent un panorama de l'utilisation des HMM en reconnaissance de la parole. Pour leurs appli
cations au traitement des séquences biologiques et des images, des références intéressantes sont 
[DEKM98, BBOlj et [BS97, MSOlj. L'exemple 12.6 et les figures associées sont empruntés, avec 
l'aimable accord des auteurs, à [BB92j. Ce dernier ouvrage (entre autres mérites) présente une 
bonne introduction à ces techniques d'apprentissage et à leur application pour la reconnaissance 
de l'écriture manuscrite ; ce chapitre lui a fait quelques autres emprunts. 

Résumé 

• Les HMM sont des modèles probabilistes d'émission de séquences, discrètes ou 
continues (et dans ce cas, éventuellement vectorielles). 

• En version de base, ils sont utilisés en classification bayésienne. 

• L'algorithme forward-backward permet de connaître la probabilité qu'un HMM ait 
émis une séquence. 

• L'algorithme de Viterbi permet de connaître la suite des états du HMM qui a la 
plus forte probabilité d'avoir émis une séquence. 

• L'algorithme de Baum- Welsh permet d'ajuster les paramètres d'un HMM au maxi
mum de vraisemblance à partir d'un ensemble de séquences d'apprentissage. 
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C hapitre 1 3  

Apprentissage par inférence d 'arbres 

L 'une des grandes familles d 'approches pour la résolution de problèmes comme pour 
l'apprentissage est la technique consistant à « diviser pour régner » {<livide and 
conquer). Elle se résume à identifier des sous-problèmes, à leur trouver une solu
tion, puis à combiner ces solutions poiir résoiidre le problème général. 
C'est sur ce principe que sont fondés les algorithmes d 'apprentissage par arbres de dé
cision. Ils apprennent à identifier les sous-espaces de l 'espace d'entrée pour lesquels la 
solution est identique. Lorsqu'un nouveau cas est soumis au système, celui-ci identi.fi.e 
le sous-espace correspondant et retourne la réponse associée. 
Ces méthodes sont très versatiles, non paramétriques et généralement efficaces en 
termes calculatoires. Elles constituent itn outil de base en apprentissage siipervisé. 
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LES MANUELS d'ornithologie et les « flores » (les livres pour l'identification des plantes 
à fleurs) ne sont en général pas organisés de la même manière. Pour les premiers, on 
trouve les oiseaux dans un ordre invariable, correspondant à l 'énumération savante 
des ordres et des espèces. Un dessin de chaque oiseau est donné, accompagné d'une 

description imagée et de détails permettant de diffÈrencier l'espèce en question avec celles qui 
peuvent prêter à confusion . Par exemple, si on observe un grand oiseau blanc sur un plan d'eau, 
un rapide parcours des figures amène sans ambiguïté à la. page des cygnes, où seulement trois 
espèces sont décrites1 . Il reste à se décider avec le texte et les détails des dessins, en lisant par 
exemple : « Au repos, le cygne tuberculé a l'habitude de tenir le cou recourbé » ou : « Le cygne 
chanteur a un bec jaune ; il est migrateur hivernal et niche dans la toundra. » 

En ce qui concerne les flores, une organisation différente est souvent adoptée. La raison princi
pale est qu'il y a beaucoup plus d'espèces de plantes à fleurs que d'oiseaux. À l'observation d'une 
fleur, il est impossible de parcourir au hasard des milliers cl 'illustrations en espérant trou ver la 
bonne page avec une probabilité suffisante. C'est pourquoi le système de recherche est fondé sur 
un questionnaire structuré. Supposons avoir devant nous une certaine fleur et clans la ma.in une 
édition de la flore Bonnier 2 . Une séquence de reconnaissance (un peu raccourcie pour la lisibilité) 
sera par exemple la suivante, en supposant que la fleur « réponde » positivement à chaque test : 

• Plante ayant des fieiirs, avec des étamines ou un pistil, ott les dettX à la fois ? 
• Fleurs non réunies en capil'ule ento'uré d 'une collerette de bractées ? 

1 Ou parle ici de manuels concernant l'<wifaune européenne. 
2 No'u·uelle flore po-ur la détermination facile des plantes, sans mots techniq-ues, représentant toutes les espèces 

vasculaires cles environs de Paris dans ·un rnyon de 100 kilomètres, cles départements de l'Eure, de l'Eure et 
Loire, etc., Ouvrage couronné par l'académie des sciences et par l'a.cadémie d'agriculture de France. Par G. 
Bonnier, membre de  l'institut et professeur à la  Sorbonne, et  Georges de Layens, laur<:at de  l'académie des 
sciences. Quatorzième édition, augmentée ( .. . ) ;  Librairie générale de l'enseignement, 1926. 
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Chapitre 13 Apprentissage par inférence d'arbres 

• Fleurs à deux enveloppes de couleur et de consistance différentes ? 

• Corolle non papilionacée '? 
• Pétales libres entre eux '? 
• Fletir ayant pfos de dotize étamines '? 
• Étamines réunies entre elles '? 
• Plante herbacée '? 
• Fleurs à l 'aisselle des feuilles '? 
• Calicule à trois bractées libres et stigmate obtus ? 

• Une seule fleur à l 'aisselle des feuilles '? 
• Bractées du calicule étroites ; carpelle velue '? 

Décision : la plante est la Malva rotundifolia L. (lvlauve à feuille rondes) 

À chaque question, qui porte sur un attribut de la fleur, la réponse est donc positive ou 
néga.tive. Si aucune erreur n'est commise dans ces réponses, l'identification est réalisée. 

Évidemment, les premiers chapitres de la flore Bonnier sont consacrés à des notions sur l'ana
tomie des plantes. Un index, comportant des mots comme « carpelle », « bractée », est également 
fourni. La difficulté est pour le lecteur de prendre une décision sans erreur pour chaque question 
posée. Le problème est d'organiser l'ensemble des questions de manière aussi efficace que pos
sible, c'est-à-dire d'éviter les questions inutiles et de veiller à ce que chaque plante, en moyenne, 
puisse être identifiée par le plus petit nombre possible de questions. 

1 .  Les arbres de décision 

1 . 1  Principe 

La technique des arbres de décision est fondée sur l'idée simple de réaliser la classification d'un 
objet par une suite de tests sur les attributs qui le décrivent. Ces tests sont organisés de telle 
façon que la réponse à l'un d'eux indique le prochain test auquel on doit soumettre cet objet. 

Ce type de classification est, comme on l'a vu, couramment employé en sciences naturelles Dans 
ce cas, l'espace de représentation est défini par l'observation des caractéristiques anatomiques 
utiles de la plante (étamines, corolle, calicule, bractées, etc.) ainsi que de leur existence conjointe, 
position relative, nombre, topologie, etc. Il faut connaître la signification et la mesure d'une bonne 
centaine de tels termes (c'est la taille de l'espace de représentation, le nombre d' attributs) pour 
classer toute plante répertoriée, dont le nombre d'espèces possibles est ici de 1 500 à 2 000 (c'est 
le nombre de classes). 

Le principe de cette règle de décision est d'organiser l'ensemble des tests possibles comme 
un arbre3 . Une feuille de cet arbre désigne une des C classes (mais à chaque classe peuvent 
correspondre plusieurs feuilles) et à chaque nœud est associé un test (un sélectetir) portant sur 
un ou plusieurs attributs, éléments de l'espace de représentation ; la réponse à ce test désignera le 
fils du nœud vers lequel on doit aller. La classification s'effectue donc en partant de la racine pour 
poursuivre récursivement le processus jusqu'à ce qu'on rencontre une feuille. Une telle structure 
est appelée arbre de décision. La question qui nous intéresse particulièrement est de réaliser 

3 La botanique n'a. plus rien <;). voir ici. 
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410 PARTIE 3 Apprentissage par optimisation 

l 'apprentissage de telles structures de décision à partir cl 'exemples. Prenons une illustration dans 
un tout autre univers pour approcher ce problème. 

-- EXEMPLE Arbre de décision -----------------------------

Je reste chez moi 

Je sors Je chien Je reste chez moi Je sors le chien Je reste chez moi 

Frc. 13. l :  Un arbre de décision pour la promenade du chien. 

Supposons que j'aie à prendre la décision suivante : vais-je sortir le c/1'ien ou non ? Pour cela, 
j'observe les attributs suivants : 

• Quet temps fait-il ? C 'est un attribut nominal pouvant prendre les valeurs pi'uvieux, enso-
leillé ou couvert. 

• Quelle est lei température extérieure ? Cet attribut est numérique. 

• Esl-ce que le voisin est parli en week-end avec son chat ? Cet attribut est binaire. 
l\l[on expérience m'a prouvé que la présence du chat du voisin rend la promena.de assez 
pénible ; mais je sais que cet animal déteste l'humidité. D'autre part, le retour d'un chien 
mouillé n'est pas très plaisant pour mon tapis. Pour finir, ajoutons que je suis plutôt fri
leux. tvfoyennant quoi, je peux par exemple organiser ma décision selon la hiérarchie de la 
figure 13.l. 

Cet arbre de décision se lit ainsi : j'observe d'abord le ciel. Si je remarque que le temps est 
couvert je dois ensuite regarder le thermomètre pour me décider. Si le temps est ensoleillé, 
je dois alors m'intéresser à la présence de mon voisin. S'il pleuL, ma décision est toute prise. 

Quelques avantages 
Si l'on connaît un arbre de décision associé à un problème de cla.ssifica.tion, on voit immédiate

ment les avantages de ce type de règle de classification : 

• Le nombre moyen de tests à effectuer sur une forme peut être extrêmement réduit (si les d 
attributs sont tous binaires, ce nombre est limité par d) . 

• La structure de décision est globale : on n'a pas de problème pour traiter C classes. 

• Le test de tous les attributs de chaque objet à chaque nœud n'est pas nécessaire ; dans la 
plupart des cas pratiques, on se limite même à un seul test. 

Évidemment, ces avantages ne valent que s'il est possible de construire un arbre de décision 
à partir d'un ensemble d'apprentissage en remplissant au mieux deux conditions : celle de la 
proximité du risq'ue empirique et du risq'ue réeL et celle de la simplicité de l'arbre obtenu, comme 
indiqué au chapitre 3 .  
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1 .2  La construction récursive d'un arbre de décision 

1 .2 . 1  Introduction 

Dans l'exemple botanique proposé dans l'introduction, l'expertise joue un rôle très important : 
l'arbre de décision est construit à partir de connaissances sur la correspondance complexe entre 
les caractéristiques observables d'une plante et la définition de son espèce (fondée elle-même sur 
la possibilité de reproduction, la distribution géographique, etc.). La structure de cet arbre de 
décision est donc le résultat de l'expérience des botanistes. Mais pour réaliser la construction 
automatique d'un arbre de décision, il faut s'appuyer seulement sur un ensemble d'apprentissage 
et non pas sur une expertise. Comment sous cette hypothèse apprendre un arbre de décision 
performant en généralisation ? 

Notons d'abord qu'il est hors de question d'explorer exhaustivement l'ensemble des arbres pos
sibles pour déterminer le plus performant au sens d'un critère inductif comme l'ERlVl (chapitre 2) 
ou le principe de compression maximale (chapitre 21) .  En effet, le nombre d'arbres possibles est 
gigantesque, croissant exponentiellement avec le nombre d d'attributs et le nombre moyen a de 
valeurs possibles par attributs. Le nombre d'arbres à n nœucls de degré au plus 2 est ainsi fourni 

par le nombre de Catalan Cn = n.!.i ( 2: ) . Il faut donc un moyen « intelligent » d'explorer 

l'espace des hypothèses. 
L'apprentissa.ge des arbres de décision procède par une exploration du général au particulier en 

corn mençant par un arbre à un nœucl racine correspondant à une partition simple de l'espace X 
des exemples, puis en raffinant progressivement cette partition par ajout successif de nœuds clans 
l'arbre, ce qui revient à subdiviser itérativement les partitions de l'espace des exemples. 

L'approche, appelée indiiction descendante d 'arbres de décision (top-down indiiction of decision 
tree), procède de manière descendante, en partant de l'échantillon des données d'apprentissage 
toutes classes confondues. Tant que l'échantillon courant de données n'est pas « pur » (tous les 
exemples de la même classe) ou qu'il reste au moins un attribut à tester, un attribut est sélec
tionné, selon un critère décrit plus bas, pour servir de test premettant de subdiviser l 'échantillon 
d'apprentissage courant en sous-échantillons distincts. À l'arrêt, on obtient donc un arbre de tests 
(nœuds) dont les feuilles correspondent à des échantillons d'exemples aussi « purs » que possible, 
c'est-à-dire idéalement appartenant à la même classe. Ce n'est pas en général possible, mais on 
garde l'idée de ramifier l'arbre autant qu'il le faudra pour arriver à une configuration où chaque 
feuille représente des données appartenant toutes à la même classe. Cette technique, basée sur 
le principe ERM, produit un arbre dont chaque feuille ne couvre plus qu'un faible nombre de 
données pures. Parce qu'il est trop dépendant des données d'apprentissage, on sait qu'il don
nera vraisemblablement une mauva.ise généralisation. C 'est pourquoi on essaie de contrebalancer 
ce « surapprentissage » par un mécanisme limitant la complexité de l'arbre (donc du modèle) 
appris. On retrouve là le problème de la sélection de modèles (voir chapitres 2 et 3). 

Si l'on a. assez de données d'a.pprentissage, la façon la plus efficace est de procéder en deux 
passes : d'abord utiliser une partie A de l'ensemble d'apprentissage pour construire un a.rbre 
Tmax dont toutes les feuilles sont aussi pures que possible ; ensuite élaguer (simplifier) cet arbre 
avec une autre partie V des données (un ensemble de validation comme défini au chapitre 3). Le 
reste des données, sous forme d'ensemble de test T, sert enfin à évaluer le risque réel de l'arbre 
construit. Si les données sont peu nombreuses, une technique un peu plus complexe de validation 
croisée est nécessaire. 

Au cours de la construction de Trrwx ,  le test mis en place à chaque nœud est basé sur le 
seul examen de la meilleure façon de séparer en classes Je sous-ensemble considéré des points 
d'apprentissage qu'il régit. Le paragraphe suivant présente comment fabriquer de tels critères. 
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On montrera ensuite comment élaguer T max. 

PARTIE 3 Apprentissage par optimisation 

Pour simplifier l'exposé, nous commençons par le cas d'attributs binaires, mais tout ce qui suit 
est immédiatement généralisable au cas d'attributs multivalués. 

1.2.2 Le cas des attributs binaires 

Position du problème 

On dispose d'un ensemble d'apprentissage S de rn exemples dont l'un est noté (x ,w)4 . Cet 
exemple est décrit par d attributs {xi, i = 1, d} et par une classe w E C = {w1,  . . .  ,wc }. On 
cherche d'abord, en applicant le principe E RM, à construire un arbre de classification dont 
l'erreur apparente est nulle. On suppose pour l'instant que les attributs sont à valeur binaire, 
avant de considérer plus loin le cas où ils sont nominaux ou continus5. 

L'algorithme de construction, décrit informellement ci-dessus, s'écrit récursivement : 

A lgorithme 20 : Construction récursive d'un arbre de décision 
Procédure Constrnire-arbre (namd X) 
début 

fin 

si To'us les points de X appartiennent à la même classe alors 
1 Créer une feuille portant le nom de cette classe 

sinon 
Choisir le meilleur attribut pour créer un nœud 
Le test associé à ce nœud sépare X en deux parties notées X9 et Xd 
Construire-arbre (X 9) 

Construire-arbre (Xd) 
fin si 

Par conséquent, quand l'arbre est partiellement construit, à chaque nœud correspond un sous
ensemble des exemples d'apprentissage : ceux qui satisfont tous les tests binaires menant à ce 
nœud. Si ce sous-ensemble n'est pas constitué de points appartenant tous à la même classe, la 
construction doit se poursuivre. Il faut alors choisir le meilleur attribut à tester. 

L'appel de cette procédure récursive se fait sur l'ensemble d'apprentissage S.  Il est à noter que 
dans certains cas, le test d'arrêt ne peut pas être satisfait : il peut exister plusieurs exemples 
ayant les mêmes attributs et des classes différentes6 . Dans ce cas, la classe est attribuée par un 
« vote » des données concernées ou par un tirage au sort pondéré par l'importance relative des 
classes à cette feuille . 
Une interprétation probabiliste 

Plaçons-nous au cours de cette construction à un nœud auquel sont attachés n points de 
l'échantillon S, répartis en C classes Wj comportant chacune nj points (Lj=l.,C nj = n) . 

Considérons un attribut binaire a, dont l'indice n'a pas besoin d'être précisé. Il partage chaque 
sous-ensemble ni en deux parties, comportant respectivement z.i et r1 points pour test sur a = 
V RAI et test sur a =  FAU X. 

4 O n  n'a pas besoin ici d'indicer les exemples dans l'ensemble d'apprentissage. 
5 Les attributs à domaine arborescent ou séquentiels ne sont pa.s traités simplement par les arbres de décision. 
6 Soit parce qu'il n'y a. pas assez d'attributs pour les décrire et les discriminer, soit parce qu'il y a des eneurs 

de description ou cl 'étiquetage des exemples. 
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Chapitre 13 

Notons : 

Apprentissage par inférence d'arbres 

c 

et r = L rj a.vec : 
.i=l 

r + l = n ( 13 . 1 )  

On peut considérer que les n points d'apprentissage sont des tirages aléatoires selon deux 
distributions discrètes possibles : celle des C valeurs que prend la valeur w de la classe et celle 
des deux valeurs de a. On en déduit que : 

• l.?fn et 1·.?fn sont des estimations des probabilités P(a = V RAI , w  = w7)  et P(a = 
FAUX,w = wj)· 

• l/n et r/n sont des estimations de P(a = V RAI) et de P(a = FAU X ) .  

• nj/n est une estimation d e  P(w = wj)· 

a =  VRAI FAUX 
W = W1 

W = Wj 

W = Wç 

Une mesure pour choisir l'attribut 

lç 

r ·  J 

rc 
r 

ne 
n 

La théorie de l'information nous fournit une mesure naturelle de l'homogénéité entre deux 
distributions de probabilités à valeurs discrètes : l' information mutuelle, ou entropie croisée 
[CT9lj. En notant w la première variable et a la seconde, Dw et Da les ensembles finis des 
valeurs qu'elles peuvent prendre, l'entropie croisée de w et de a est donnée par la formule7 : 

I(w, a) = � P(w = u, a =  v)  
� P(w = u, a =  v)log 

( ) ( ) P w = u P a = v  'U,'uEVw X 'D,,, 
(13.2) 

I(w, a) présente un minimum à 0 quand on a P(w = u, a = v) = P(w = u)P(a = v) sur 
tout le domaine Dw x Da., c'est-à-dire quand les deux distributions sont indépendantes8 ; elle 
est en revanche maximale quand les distributions sont parfaitement corrélées, c'est-à-dire quand 
pour tout élément 7Li du domaine Dw il existe un et un seul élément Vj du domaine Da avec : 
P(w = ui) = P(a = Vj)· 

La variable aléatoire w possède une entropie H(w) qui se définit par : 

H(w) = - L P(w = u)log(P(w = u))  

De même, on peut définir l'entropie de w conditionnée par a comme : 

H(wla) = - L P(w = u, a = v)log(P(w = ula = v ) )  

Un résultat classique de théorie de l'information [CT91J nous affirme alors que : 

I(w,a) = H(w) - H(wla)  

7 Dans tout ce chapitre, la  ba.se des loga.rithmes est prise à. deux : log(a) doit se lire comme log2 (a). 
8 0 log 0 esL pris égal à O .  
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414 PARTIE 3 : Apprentissage par optimisation 

Dans le cas que nous traitons ici, la variable a est un attribut binaire, donc Da = {V RAI, FAU X}  
et w représente l a  distribution des données sur les C classes. 

Compte tenu de ce qui a été dit plus haut, les va.leurs H(w), H(w la) et I(w,a)  peuvent donc 
s'estimer par : 

c - "°' lj l J/n ri rJ/n 
I(w, a ) = - L.., - log · + -'- log ---·---

j=l n (l/n) x (nj/n) n (r/n) x (nj/n) 
c � "°' n ·  n ·  

I(w) = - L.., _J_ log _J_ n n j=l 
c - "" lj li 1'j 1'j 

H(w 1 a ) = - L.., - log ..:.... + - log -n l n r j=l 

Et on peut vérifier que : Î(w ,a )  = Î(w) - H(w 1 a) .  Pour faciliter les calculs, on note : 

et clone : 

c c "" l l 
J(a = V  RAI) = L... .l.. 1og 2. 

l l et J(a = FAUX) = L rj log 
rj 

r r j=l j=l 

- l r 
H ( w 1 a) = -J ( x = V RAI) + -J (a = FAU X)  n n 

(13.3) 

(13.4) 

Pour construire un nœud dans l'arbre, une idée naturelle et interprétable en terme de théorie 
de l'information est donc de chercher parmi les d attributs celui qui possède la plus grande 
corrélation avec la répartition en classes, autrement dit celui qui a la meilleure entropie croisée 
avec la. distribution des points d'apprentissage sur les cla.sses. 

Par conséquent, chercher parmi tous les attributs celui qui possède l'information mutuelle la 
plus grande avec la distribution en classes des n points d'apprentissage revient à trouver celui 
qui minimise la quantité H(w 1 a) , ou, si l'on préfère, à rechercher l'attribut d'indice i* E { l , d} 
tel que : 

i* = Argt-.tlin fi (w 1 ai) 
i=l,d 

D 'autres mesures pour choisir l'attribut 

{13.5) 

L'entropie croisée n'est pas le seul critère à pouvoir être utilisé : on l'a. en effet interprétée 
comme une mesure de distance entre deux distributions de probabilités. Pourquoi ne pas employer 
d'autres distances, en quittant le strict cadre de la théorie de l'information? Par exemple, la 
métrique de Gini [G in38] est très employée en pratique. Son estimation se calcule comme suit, 
dans les mêmes notations que précédemment : 

c c l "°' l ·  l · r "°' r" r · Gini(w 1 a) = - L.., -1...(1 - -1...) + - L.., __{_(1 - -1...) n . n1 nj n . nj nj 1= 1 J=l 

{13.6) 

On remarque que ce critère est nul quand, pour chaque classe wj,  l'une des deux valeurs lj ou 1·j 
est nulle. J I  est en revanche maximal quand lj = nj pour toutes les classes. 

On peut aussi utiliser le critère du x2, avec des propriétés semblables, qui s'estime par la 
formule : 

{13.7) 
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Chapitre 13 Apprentissage par inférence d'arbres 

-- EXEMPLE Apprentissage d'arbre de décision -------------------

Dans l'exemple qui suit, le problème d 'apprentissage consiste à trouver une règle de décision 
binaire à partir de huit exemples sur quatre paramètres binaires. Le problème qui se pose à 
un enfant qui revient de l'école est le suivant : peut-il aller jo'uer chez son voisin o·u non? 
L'expérience, qu'il a acquise par punition récompense sur les huit jours d'école précédents, 
est résumée dans le tableau n des huit exemples d'apprentissage suivants : 

Mes Devoirs Mam:rn est-elle Est-ce qu'il Mon Goûter DÉCISION 
sont-ils Finis ? de Bonne Humeur ? Fait Beau? est-il Pris? 

1 oui non oui non JOUER 
2 non oui non oui JOUER 
3 oui oui oui non JOUER 
4 oui non oui oui JOUER 
5 non oui oui oui PAS JOUER 
6 non oui non non PAS JOUER 
7 oui non non oui PAS JOUER 
8 oui oui non non PAS JOUER 

Pour construire la racine de l'arbre de décision, il faut d'abord trouver l'attribut dont la 
distribution possède l'entropie mutuelle la plus faible avec celle de la décision. 
Notons, pour simplifier, H(w l D  F) pour H(wlNfes Devoirs sont-ils Finis ?) et de la même 
manière : H(wlDF), H(wlBH), H(wlF B), H(wlGP). 

On a :  

avec 

et 

Soie : 

H (wlDF) = �J(DF = oui) + �J(DP = non) 

3 3 2 2 
J(DF = otd) = --log(�) - -log(-) 

5 t> 5 5 

H(wlDF) :::::: 0.93 

On trouve par un calcul analogue : 

H(wlF B) :::::: 0.80 

H(wl BH) :::.::! 0.93 

H(wlGP) = 1. 

On choisit donc pour racine de l'arbre le test Est-ce qu 'il Fait Bea'u ? qui minimise l'entropie 
croisée avec la distribution en classes . 
Sous la branche gauche portant la valeur oui se trouve le tableau suivant des exemples cor
rects pour ce test. 

Mes Devoirs Maman est-elle Mon Goüter DÉCISION 
sont-ils Finis ? de Bonne Humeur ? est-il Pris ? 

1 oui non non JOUER 
3 oui oui non JOUER 
4 oui non oui JOUER 
5 non oui oui PAS JOUER 
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PAS JOUER 

PARTIE 3 Apprentissage par optimisation 

Est-ce qu'il tait beau ? 

non 

Mon goûter 
est-il pris ? 

oui 

Maman est elle 
de bonne humeur ? PAS JOUER 

FIG. 13.2: L 'arbre de décision construit sur les huit exemples précédents. 

Sous la branche droite, portant la valeur non se trouve le tableau suivant. 

mes Devoirs Maman est-elle Mon Goûter DÉCISION 
sont-ils Finis ? de Bonne Humeur? est-il Pris ? 

2 non oui oui JO UER 
6 non oui non PAS JOUER 
7 oui non oui PAS JOUER 
8 oui non non PAS J O U ER 

La poursuite du procédé conduit finalement à l'arbre de décision de la figure 13.2. 

1.2.3 Le cas des attributs non binaires 

On a tra.ité ci-dessus le cas des attributs binaires. Mais il est possible de calculer de la. même 
manière une entropie croisée avec la distribution en classes pour les autres types d'attributs. 
Le cas binaire 

Pour mémoire, le test consiste ici à descendre dans un sous-arbre si le test sur l'a.ttribut choisi 
vaut VRAI, dans l'autre s'il vaut FAUX.  
Le cas nominal 

Le cas où les attributs sont à valeurs discrètes se généralise facilement quand le test que 
l'on construit se réduit à opposer une valeur à toutes les autres : on est alors ramené au 
cas binaire. Par exemple, s'il existe un attribut couleur prenant ses valeurs dans l'ensemble 
{bleu, rouge, vert, jaune} , il est simple de l'éclater en quatre attributs binaires, tel couleur-bleu, 

qui est VRAI ou FA UX sur chaque donnée d'apprentissage. On se replace alors dans le cas ex
posé ci-dessus, avec la transformation d'un attribut nominal à k valeurs possibles en k attributs 
binaires que l'on traite indépendemment. 

Cette technique a l'inconvénient d'oublier la signification globale de l'attribut ; en effet, si 
couleur-rouge est VRAI pour un attribut , couleur-bleu est automatiquement FA UX ; mais 
cette propriété n'apparaît plus explicitement dans les données. Une autre solution est alors de 
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Chapitre 13 Apprentissage par inférence d'arbres 

calculer directement l'information mutuelle entre les deux variables à valeurs discrètes que sont 
d'une part cet a.ttribut et d'autre part l'ensemble des classes. Si  celle-ci se révèle la meilleure pour 
tous les attributs, on crée alors un nœud non binaire dans l'arbre de décision (dans l'exemple 
précédent, le test de l'attribut « couleur » donne quatre réponses possibles) .  Le seul inconvénient 
est qu'il faut gérer une structure de données plus complexe. 
Le cas continu 

Traiter un attribut continu peut paraître plus difficile, mais en pratique ce n'est pas fonda
mentalement différent : puisque le nombre de données d'apprentissage est fini, le nombre des 
valeurs que prend cet attribut sur les exemples est aussi fini. Mieux, ses valeurs sont ordonnées, 
contrairement au cas nominal. Le sélecteur consistera donc à comparer les valeurs à un seuil pour 
construire un nœud binaire. 

Pour un attribut a continu, on procède alors ainsi : on trie les points d'apprentissage selon la 
valeur de cet attribut, puis on cherche le seuil s(a) qui minimise l'un des critères précédents9 . 

Il est à noter que l'arbre de décision est le seul modèle permettant de gérer de manière homogène 
les attributs de nature variée, en particulier les mélanges continus et binaires. 
L 'utilisation simultanée de plusieurs attributs continus 

Dans le cas où un attribut est continu, chaque test sur cet attribut n'est autre que la com
paraison à un seuil ; si tous les attributs sont continus, on obtient donc finalement dans IR.d des 
surfaces de séparation entre les régions attribuées aux classes qui sont composées d'hyperplans 
orthogonaux attX axes. Il est tentant de relâcher cette contrainte, pour éviter de construire des 
arbres complexes sur des situations simples. On peut a.lors chercher des séparatrices linéaires 
non parallèles aux axes en utilisant des tests sur des combinaisons linéaires d'attributs à chaque 
nœud, et non sur un seul a.ttribut. On réalise alors un arbre de décision oblique. 

Cependant, la méthode proposée pour un attribut continu ne peut pas se généraliser pour la 
combinaison d'attributs continus : l'espace de recherche est cette fois infini, puisque l'on cherche à 
chaque nœud des valeurs (en nombre d+l) non contraintes comme précédemment par une relation 
d'ordre. On emploie alors des techniques d'optimisation, comparables à celles du chapitre 9. Les 
méthodes présentées dans [MKS94j et [BU92] sont des exemples efficaces. 

1.3 Comment élaguer un arbre trop précis ? 

1.3.1 Pourquoi élaguer ? 

On a vu que la poursuite de l'algorithme de construction jusqu'à son terme naturel fabrique 
un arbre Tmax dont les feuilles sont pures, c'est-à-dire correspondent à des exemples de la même 
classe ; il y a là clairement un risque de mésestimation de la probabilité d'erreur par le taux 
cl 'erreur apparent, qui va.ut ici exactement O. On se trouve donc clans le cas exposé au chapitre 2 : 
le nombre de nœuds de l'arbre de décision est un critère de complexité simple et efficace pour 
lequel les courbes présentées à la figure 3.16 dans le chapitre 3 sont caractéristiques. Chercher la 
valeur « optimale » ko du nombre de nœuds revient donc à trouver une technique pour contrôler 
la taille de l'arbre. Il s'agit donc d'une méthode de régularisation ou de sélection de modèle (voir 
chapitre 2 ) .  

1.3.2 Une première solution : le  préélagage 

Une solution simple consiste à cesser de diviser un nœud quand la pureté des points qu'il 
domine est non pas parfaite, mais suffisante. Une fois sélectionné le meilleur attribut, on regarde 

9 Ceci nécessite, pour les n données, l'exa.men de n - 1 seuils : pa.r exemple les va.leurs médianes entre deux 
points d 'a.pprenLiSS<:tge dans leur liste triée. 
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418 PARTIE 3 Apprentissage par optimisation 

si la valeur du critère de la division est inférieure à un certain seuil ; en pratique, ceci revient à 
admettre que, s'il existe une classe suffisamment majoritaire sous un nœud, on peut considérer ce 
dernier comme une feuille et lui attribuer la classe en question. Selon le critère de division utilisé, 
diverses heuristiques ont été proposées pour régler le seuil précédent. Sa valeur peut d'ailleurs 
être variable selon le nœud où l'on se trouve, dépendant de l'estimation de la probabilité a priori 
des classes, de l'estimation empirique de la difficulté à les séparer, etc. 

Ces méthodes présentent certains inconvénients, dont le principal est qu'elles sont myopes 
(puisqu'elles ne prennent en compte qu'un critère local à la feuille examinée), et peuvent de ce 
fait manquer un développement de l'arbre qui serait excellent. C'est pourquoi on leur préfère 
souvent des méthodes d'élagage a vosteriori, une fois que l'arbre a été entièrement développé. 

1.3.3 Le post-élagage par un ensemble indépendant de validation 

Une autre technique, plus valide théoriquement et plus efficace en pratique, consiste à d'abord 
construire l'arbre de décision complètement, puis seulement après à chercher à le simplifier en 
l'éla.guant progressivement en remontant des feuilles vers la racine. Pour juger qua.nd il est bon 
d 'arêter cl 'élaguer l'arbre, on utilise un critère de qualit.é qui exprime souvent un compromis entre 
l'erreur commise par l'arbre et une mesure de sa complexité. 

L'erreur commise est mesurée grâce à un ensemble de validation (voir chapitre 3). On supposera 
donc dans ce paragraphe que l'ensemble cl 'apprentissage est assez important pour être coupé en 
deux parties : l'une (ensemble d'apprentissage proprement dit) pour construire l'arbre de décision 
Trno.x, l'autre (ensemble de validation) pour choisir le meilleur parmi les élagages proposés. 

L'algorithme optimal consisterait à calculer le taux d'erreur de l'ensemble de validation sur tous 
les arbres qu'il est possible d'obtenir par élagage de Tm.<lx · Mais leur nombre croît très rapidement 
avec la taille de Tmax ·  On utilise donc des solutions sous-optimales, dont la plus classique (un 
algorithme glonton) consiste à construire sans retour en arrière une séquence cl 'arbres par élagages 
successifs, en remontant des feuilles vers la racine. 

Cette séquence se note S = (Tmax , T1 ,  .. . , Tk, .. . Tn) ·  Tn est l'arbre constitué d'une seule feuille 
comprenant les m points d'apprentissage. C'est donc l'arbre élagué au maximum. Pour passer 
de Tk à Tk+ 1, il faut transformer un nœud dans Tk en feuille. Pour savoir si cet élagage serait 
bénéfique, l'idée générale est de comparer le « coüt » de l'arbre élagué et celui de l'arbre non 
élagué, et d'arrêter l'élagage quand le coût du premier dépasse le coût du second. Pour évaluer ce 
coüt, plusieurs critères ont été proposés qui prennent tous en compte à la fois l'erreur commise 
par l'arbre et une mesure de sa complexité (voir en particulier les articles de synthèse [BA97, 
EMS97, îviin89] ) .  

Nous examinons ici le critère consistant à choisir le nœud v qui minimise sur l'ensemble des 
nœuds de Tk la valeur suivante : 

où : 

( ) MC(v, k) - MCT(v, k) 
0 Tk , v  = ���������� 

n(k) .(nt(v, k) - 1) 
(13.8) 

• MC(v, k) est le nombre d'exemples de l'ensemble d'apprentissage mal classés par le nœud 
v de TA, dans l'arbre élagiLé à v. 

• Ni CT(v, k) est le nombre d'exemples de l'ensemble d'apprentissage mal classés sous le nœucl 
v dans l'arbre non élagué. 

• n ( k) est le nombre de feuilles de Tk .  

• nt(v, k )  est l e  nombre de feuilles du sous-arbre de Tk situé sous le nœud v .  
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Chapitre 13 Apprentissage par inférence d'arbres 

Ce critère permet donc d'élaguer un nœud de Tk de façon à ce que T1.;+1 ,  l'arbre obtenu, possède 
le meilleur compromis entre taille et taux cl 'erreur apparent. 

Finalement, la. suite S = (Trnax, Ti, . . .  , Tk, . . .  Tn) possède un élément Tko pour lequel le nombre 
d'erreurs commises est minimal sur l 'ensemble de validation : c'est cet arbre-là qui sera finalement 
retenu par la procédure d'élagage. 

Algorithme 21 : Élagage d'un arbre de décision 
Procédure élaguer(Trnax) 
début 

fin 

k - o  
Tk .._ Trnax 
tant que Tk a plits d"an nœud faire 

pour chaque nœud v de Tk faire 
1 calculer le critère ro(Tk, v) sur l'ensemble d'apprentissage 

fin 
choisir le nœud Vm. pour lequel le critère est maximum 
Tk+l se déduit de Tk en y remplaçant Vm par une feuille 
k <-- k + l  

fin tant que 
Dans l'ensemble des arbres {Tmax• Ti , . . .  , Tk, . . .  Tn} ,  

choisir celui qui a la plus petite erreur de classification sur l'ensemble de validation. 

-- EXEMPLE Élagage-------------------------------

Les figures 13.3 et 13.4 représentent un petit ensemble d'exemples à deux cla.sses et deux at
tributs numériques, ainsi que l'arbre de décision Tm"'" appris par l'algorithme donné ci-dessus. 

9 
8 0 

0 
7 
6 * 0 

5 * * 0 

4 * 0 
0 0 

3 0 

2 * 0 

1 * * * * 
0 

() 2 � 4 !) f) 7 8 Ç) 

Frc. 13.3: L 'arbre de décision géométriqiœ. 

En appell;;1.nt n1 le nœud racine de T,,.,,,,, n2 et, n3 ses fils gauche et droit et, n4 son dernier 
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FIG. 13.4: L 'arbre de décision logique Tmax .  

nœud intérieur (le fils gauche d e  1h) : 

1\l/C(n1,k) - MCT(n1,k) 
r;:J (T,max , n1)  = -----------

n(k).(nt(n1 , k) - 1)  
9 - 0  

--- = 9/20 
5.(5 - 1)  

1 - 0 
w(T"'""' ' n2) = 

5_ (3 
_ 

l )  
= 1/10 

2 - 0  
-w (T"'""" ' n3) = ---- = 2/r:J 

5.(2 - 1) 

1 - 0 
w(Tm.axo n4) = ---- = 1/5 

5.(2 - 1) 

(13.9) 

(13.10) 

( 13 . l 1 )  

(13.12) 

Par conséquent, l'arbre T1 sera le résultat de l'élagage de T.,,,.,, au nœud n2 (figure 13.5). 
En travaillant désormais sur T1, on trouve les valeurs : 

9 - 1 
ro (T n ) - - 4/3 1 1  1 -

3.(3 - 1) -

2 - 0  
t<1(T1 ,n3) = = 2/3 

3.(2 - 1)  

(13.13) 

(:13 .14) 

L'arbre T� choisi résultera de l'élagage de n3 dans T1 ; i l  aura donc pour seul nœud la racine 
de Tm0.,, , avec une feuille pour chaque classe. 

Supposons maintenant disposer d'un ensemble de validation (donné sur la figure 13.6). C'est 
en le testant sur les arbres Tmax, T1 et T2 que l'on vient de calculer10 que l'on choisira celui 
qui possède la meilleure estimation de taux d'erreur de classification. La procédure d'élagage 
sera alors terminée. Le résultat est donné sur la figure 13.7. On y voit que l'arbre Tmnxo avec 
son erreur apparente nulle, donne une estimation de l'erreur réelle de valeur 2/16 = 12.5 %.  
L'optimum de cette estimation est pour T1 ; c'est donc cet arbre qui  sera retenu au final. 
Cet exemple est un peu trompeur, car compte tenu du faible nombre de points de l'ensemble 
de validation, les estimations ont des intervalles de confiance larges. li vise cependant à 
montrer le comportement général de l'élagage par ensemble de validation et de manière plus 
générale, à présenter la régularisation sur un petit cas calculable « à la main ». 

10 Plus l'arbre noté plus haut TN, composé d'une seule feuille et qui ne représence que la probabilité a prio1·i des 
classes dans l'ensemble d'apprentissage. 
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X1 > 3.5? 

FIG.  13.5: Un arbre de décision logique après tm premier élagage : T1 . 

9 
8 
7 0 

6 * 0 
* 0 

5 * 
0 

4 0 0 
3 * 

0 
2 * 

1 * * 0 
* 

0 
() 2 �� 4 fi fi 7 8 � 

FIG. 13.6: L 'ensemble de validation sur l'arbre Tmax · 

1.3.4 L'élagage par validation croisée 

Dans le cas où les données d'apprentissage sont peu nombreuses, on a vu au chapitre 3 qu'il 
existe des méthodes comme le leave-one-o'!tt pour réaliser malgré tout un apprentissage statisti
quement justifié. Une technique de ce genre a été développée spécifiquement pour les arbres de 
décision, fondée sur une sophistication de la méthode expliquée ci-dessus. 

Elle commence par la construction de Tmax et de celle de la suite 

sur l'ensemble d'apprentissage complet. Mais on ne dispose plus maintenant d'ensemble indépen
dant de validation pour passer optimalement de Tk à Tk+l ; l'astuce employée est la suivante : on 
divise aléatoirement l'ensemble d'apprentissa.ge S en ·v parties S1 , . . .  , su (en général, une dizaine) 
et on construit comme ci-dessus v séquences 

Pour chaque i, l'ensemble d'apprentissage est constitué de S1 u . . .  si-l u Si+1 , . . .  , usv et l'en
semble de validation est Si_ Chaque arbre T� possède donc une estimation R(T�) du taux d'erreur 
de classification : c'est celle qu'il fournit sur si . 
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Estimation de l'erreur réelle 
par l'ensemble de validation • 

T1 

FIG. 13. 7: L 'élagage d 'un arbre de décision par ensemble de validation : un e'.cernpLe de régulari
sation dc.s hypothèses d 'apprentissage. 

Pour regrouper ces informations, la suite du procédé consiste à rechercher dans chaque séquence 
Si un élément considéré comme optimal (l'analogue de Tko clans le paragraphe précédent), que 
l'on doit extraire de la suite S. On réutilise le critère d'élagage précédent de la. façon suivante : 
notons o;k = -w(Tk_ 1 , d*) et aL = -w(TL 1 ,  v*) les valeurs optimales des critères a.ssociées aux 
éléments des suites S et Si. 

Pour chaque arbre Tk de S, on définit a:� = y'o:ko:k+I ; on dira alors que l'arbre le phj,s proche 
de Tk dans la séquence Si est celui pour lequel at est la. plus grande possible, tout en restant 
inférieure à a�. 

On dispose donc dans chaque suite Si d'un élément 6% choisi comme le plus proche de Tk ; les 
et forment un ensemble de V éléments qui permet d'obtenir une estimation du taux d'erreur de 
Tki par le calcul : 

Le meilleur élément de la suite S = {Trnax, T1, .. ., Tki . . .  TN }, qui sera celui retenu en fin de compte 
comme l'élagage optimal de Tmax• est celui qui minimise Re (Tk) .  

1.4 Les arbres de décision et la logique des propositions 

Dans l'optique du chapitre 3, on peut voir les arbres de décision comme la construction im
briquée de sélecteurs et de règles de généralisation en logique des propositions. Chaque branche 
de l'arbre correspond à une conjonction de tests associés à une classe. L'ensemble des branches 
peut donc être considéré comme une disjonction exhaustive et exclusive de conjonctions (tous 
les exemples possibles sont couverts chacun par une règle et une seule). Nous l'illustrons sur un 
exemple. 

Supposons les données d'apprentissage décrites par trois variables : la première à valeur conti
nue : fièvre, la seconde nominale : qualité, pouvant prendre une des trois valeurs homme , 

femme , enfant et la troisième binaire : réaction positive ou négative au test T. La clas-



Vl Q) 
0 L.. >w 
0 T"-f 
0 N 
@ 
� ..c Ol ï:::: >a. 0 
u 

Chapitre 13 Apprentissage par inférence d'arbres 

sification à effectuer porte sur le diagnostic d'un certain syndrome S. Supposons que l'algorithme 
de construction ait calculé l'arbre suivant à partir des données d'apprentissage : 

Si qualité = enfant 

Alors S = FAUX 

Sinon : Si réaction négative à T 

Alors S = FAUX 

Sinon Si qualité = femme 

Alors S = VRAI 

Sinon Si fièvre � 39° 
Alors S = VRAI 

Sinon S = FAUX 

Le concept appris, représenté maintenant en logique des propositions, peut se décrire ainsi : 
l'algorithme d'apprentissage a créé trois sélecteurs pour définir sa nouvelle représentation des 
connaissances. 

• Un seuil à 39°, qui permet de bina.riser l'utilisation de la. variable continue fièvre (re

marquons qu'en général, plusieurs seuils peuvent apparaître dans les variables continues). 
Notons a1 le fait qu'un patient ait une fièvre supérieure à 39°, ii.1 le contraire. 

• La transformation de la variable nominale qualité en trois variables binaires enfant , 

homme , femme, que nous notons a2, a3 et a4. Il est à remarquer que désormais, le fait que 
deux d'entre elles ne puissent pas être vraies à la fois apparaîtra implicitement. 

• La variable binaire réaction au test T, qui reste binaire : notons-la. a5 . 

Finalement, l'apprentissage réalisé par la construction de l'arbre de décision ci-dessus peut se 
traduire dans la nouvelle représentation des connaissances par la découverte du concept : 

D'une manière générale, un arbre de décision est une représentation de l'apprentissage d'un 
concept sous la. forme d'une disjonction de conjonctions. 

2. Les arbres de régression 

2 .1  Le principe 

Nous avons vu, par exemple sur la figure 13.3, que les arbres de classification découpent l'espace 
des entrées IRd = {x1, . . .  x.;, . . .  , xd} en régions dont les côtés sont des hyperplans perpendicu

laires aux axes. À l'intérieur de chacune de ces régions, la valeur prédite est constante : c'est une 
des classes wj, pour i = 1 ,  C.  Les arbres de régression utilisent le même mécanisme, à ceci près 
que les valeurs à prédire sont continues : après apprentissage sur un ensemble S = { x1 ,  . . .  , Xm},  

on saura associer à chaque objet x E IRd une valeur réelle de sortie y .  Les arbres de régression 
prévoient une valeur numérique ck constante pour chaque région construite après l'apprentissage 
et l'élagage. En supposant que le modèle induit contienne J\11 régions R1 ,  . . .  , RAI et en notant 
I(Rk) la fonction caractéristique de la région Rkl qui vaut 1 pour les points appartenant à Rk 
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PARTIE 3 Apprentissage par optimisation 

et 0 ailleurs, la fonction de sortie y associée à ce modèle est donc : 

;\/ 
y = I: ck I(Rk) 

k=l 

Nous considérons seulement le mécanisme le plus utilisé, celui de la régression quadratique. 
Il construit l'arbre en tentant de minimiser le carré de la différence entre les valeurs observées 
et valeurs prévues. Pour les m exemples d'apprentissage, il fa.ut donc idéalement minimiser, en 
notant .6. la. distance euclidienne : 

m 

i=l 

En considérant maintenant une optimisation région par région, cette expression est minimale 
pour la région Rn contenant n entrées lorsqu'elle est égale à la moyenne g des valeurs des points 
d'apprentissage qu'elle contient (voir une démonstration par exemple au chapitre 15). 

2.2 La construction 

L'algorithme utilisé pour construire un arbre de régression est glouton, comme celui de la 
construction d'un arbre de décision. L'attribut choisi à l'étape courante est celui qui peut se 
discrétiser par un découpage en deux minimisant le critère de la somme des écarts à la moyenne 
dans chaque partie du découpage. Ainsi, pour chaque attribut Xk et pour chaque valeur de 
découpage dik de cet attribut, on définit deux régions séparées par cette valeur et on obtient 
deux valeurs du critère que nous notons c� et cf,.. 

On choisit au total d'utiliser la variable xk et le découpage djk qui minimisent la somme des 
deux valeurs ci-dessus. 

-- EXEMPLE 

Voyons une étape de la construction d'un arbre de régression à deux dimensions. Les données 
d'apprentissage sont au nombre de seize et le découpage courant est celui donné à la figure 
13.8. 

11 Xz 

10 R3 
0 

9 

R2 
0 

8 s4 D 
() 

7 81 D • 
0 

6 083 
5 () 
4 082 • OS;, 
3 () () 086 
2 Ri 0 
l () 0 X1 
0 

0 2 � 4 !) fi 7 R Ç) 10 1 1  1 2  n 1 4  H i  

FtG. 13.8: Une étape d e  la construction d'un arbre de régression. 
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Continuons la construction par la séparation en deux de la région R3. Les valeurs de seuil 
possibles pour x1 sont celles qui passent au milieu de deux points de R3, c'est-à-dire les 
quatre valeurs 9.5, 10.5, 11 .5  et 12.5. La troisième correspond à la droite verticale qui a été 
tracée en pointillés. 
Quelle est la valeur du critère pour cette hypothèse ? Elles sépare les points de 1?,3 en deux 
groupes : { s 1 ,  82, 83, S4 } et { s5, 86}. Le centre de gravité (la rn oyen ne) 91 du premier groupe 
est aux coordonnées (10, 5.75) et son homologue 92 pour le second groupe est aux coordonnées 
(12.5, 3.5). Le critère vaut donc : 

iE{ l ,2,3,4 } iE{5,6} 

Il faut aussi s'intéresser à x2 . Quatre valeurs de seuil sont possibles pour cet attribut : 3.5, 5, 
6.5, 7.5. La droite correspondant à la seconde valeur 5 a été tracée en pointillés. Elle sépare 
les points de R3 en deux groupes : {s4, s1 ,s3}  et {s2 , s5 , s6} .  Le centre de gravité h1 du 
premier est aux coordonnées (10, 7) et h2 est aux coordonnées (11.3, 3.7) (ces deux points 
sont indiqués sur la figure par le symbole •). Le critère vaut ici : 

iE { 4,1,3} iE {2,&,6} 

Le calcul complet montrerait que parmi toutes les séparations possibles sur x1 et x2, c'est 
cette dernière qui est la meilleure du point de vue du critère quadratique employé. La région 
R3 sera donc divisée en deux par la droite d'équation x2 = 5. Il est intéressant de noter que 
ce n'est pas la médiatrice entre h 1  et h2. 

2.3 La fin de la construction et l'élagage 

Cette construction se poursuit jusqu'à ce que chaque point soit sur une feuille , ou lorsque les 
moyennes des deux régions les meilleures à séparer sont trop proches. Cette dernière façon de 
procéder est cependant dangereuse dans la mesure où un attribut très séparateur peut succéder 
à un qui ne l'est pas. 

C 'est pourquoi on a développé pour les arbres de régression des méthodes d'élagage puissantes. 
Après avoir laissé croître l'arbre jusqu'à ce que chaque feuille ne contienne qu'un petit nombre 
de points, voire un seul, on élague en réunissant les feuilles selon un critère de complexité dont 
Breiman [BFOS84] a montré qu'il est optimal pour un arbre donné. En d'autres termes, la 
procédure d'élagage ne transforme pas un arbre sous-optimal en un arbre optimal, bien entendu, 
elle se contente d'être capable, pour un arbre donné, de trouver l'élagage optimal. 

Notes historiques et sources bibliographiques 

Un certain nombre de travaux préliminaires sur la reconnaissance des formes par des méthodes 
hiérarchiques ont été compilés dans des articles bibliographiques, par exemple [SL91], avant la 
parution en 1984 des travaux décisifs dans « CART », le livre vraiment fondateur des techniques 
des arbres de décision et de régression [BFOS84]. Cet ouvrage ne développe pas seulement l'al
gorithme d'apprentissage de base, mais explique la validité statistique de l'élagage et donne des 
exemples sur des attributs binaires et numériques. La relève est ensuite principalement prise par 
R. Quinlan, qui développe les algorithmes ID3 et C4.5 [Qui93, QR89] et applique la méthode à 
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des données numériques et symboliques variées. Un aspect original, le développement incrémental 
des arbres de décision, a été proposé par P. U tgoff [U tg89]. 

En lisant les ouvrages récents sur la fouille de données, par exemple [HKOl], on constate 
l'importance pratique de ces méthodes, encore une fois pratiquement les seules à savoir traiter 
de manière homogène les exemples décrits par (presque) tous les types d'attributs. 

Le livre récent de Zighed et Rakotomalala [ZROO] dresse un panorama complet sur les arbres 
de décision et analyse leur extension à des graphes, tout en présentant une grande variété d'ap
plications, en particulier à la classification non supervisée et à la régression. Il donne aussi une 
remarquable bibliographie. 

On trouvera des exposés pédagogiques sur les arbres de décision dans de nombreux livres. 
Les chapitres sur le sujet dans [WK91 j et [ivlit97j sont particulièrement didactiques. On pourra 
consulter une bonne bibliographie dans [Mit97] et [DHSOlj .  

Le matériel présenté ici pour les arbres de décision a été en particulier inspiré par le texte de 
O. Gascuel dans [Nic93]. On reprend dans ce chapitre le critère de sélection d'un attribut par 
l'entropie proposé par Quinlan dans la méthode ID3 et la technique d'élagage de CART. 

Résumé 

Les arbres de décision permettent de classer des objets ayant des attributs de nature 
discrète. Ils sont contruits récursivement par spécialisation progressive sur l'espace 
des exemples. La classe d'un objet est ainsi prédite par la classe de la région calculée 
par l'arbre de décision dans laquelle il se trouve. 
• À chaque nœud correspond un test à n valeurs (souvent binaire) sur un attribut. 

• On classe un objet en partant de la racine et en suivant le chemin dans les nœuds 
donné par la réponse aux tests, jusqu'à une feuille (à laquelle est affectée une 
classe). 

• L'apprentissage se produit récursivement, en choisissant pour racine de l'arbre 
l'attribut le plus corrélé avec la distribution en classes, ce qui sépare les exemples 
en n parties sur lesquelles on recommence ce choix. 

• On arrête l'apprentissage lorsque les feuilles de l'arbre sont suffisamment « pures » 
ou qu'aucun test n'est plus disponible. 

• Une phase d'élagage est ensuite nécessaire pour réduire l'arbre et diminuer sa 
probabilité d'erreur de classification. 

• De par leur facilité d'utilisation et la relative transparence des hypothèses pro
duites, les arbres de décision sont très largement employés. 

Les arbres de régression sont tout à fait analogues, pour un problème d'apprentissage 
différent . 
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C hapitre 1 4  

Méthodes à noyaux 

Les méthodes linéaires d 'analyse de données et d'apprentissage ont été parmi les pre
mières à être développées. Elles ont également été intensivement étudiées, en particu
lier parce qu 'elles se prêtent bien à l'analyse mathématique. Cependant, de nombreuses 
applications reqtâèrent des modèles non linéaires pottr rendre compte des dépendances 
et des régularités sous-jacentes dans les données. 
Les méthodes à noyaux permettent de trouver des fonctions de décision non linéaires, 
tout en .s 'appuyant fondamentalement .sur des approches linéaires. Une fonction noyau 
corre.spond à un produit .scalaire dan.s un espace de redescription des données, .sou
vent de grande dimension. Dans cet espace, qu 'il n'est pas nécessaire de manipuler 
explicitement, les méthodes linéaires pettvent être mises en œuvre pottr y trouver des 
régularités linéaires, correspondant à des régularités non linéaires dans l 'espace d 'ori
gine. 
Grâce à l'utilisation de fonctions noyau, il devient ainsi po.s.sible d 'avoir le meilleur de 
deux mondes : utiliser des technique.s simples et rigoureu.sement garantie.s, et traiter 
de.s problème.s non linéaire.s. C'e.st pourquoi ce.s méthode.s .sont devenue.s trè.s populaire.s 
récemment. 
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Les méthodes d'apprentissage dites à noyaux (kernel-based methods) sont actuellement très 
en vogue. Cela n'est pas le fruit du hasard puisqu'elles sont à la convergence de plusieurs points 
de vue différents. 
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Chapitre 14 Méthodes à noyaux 

1.  Trois voies vers les méthodes à noyau 

Nous décrivons dans la suite trois points de vue qui conduisent aux méthodes à noyaux. Nous 
les exposons en ordre d'abstraction croissante. C'est aussi, à peu près, l'ordre dans lequel les 
méthodes à noyaux en apprentissage ont été considérées dans les travaux de recherche. 

1 . 1  Dans l'esprit des plus proches voisins et des fenêtres de Parzen 

Historiquement, il est fait mention des approches à noyaux dès les années soixante. L'idée 
essentielle est d'utiliser les exemples d'apprentissage ( (xi , ·u.i ))i=l ,m pour réaliser une interpolation 
sur l'espace des entrées X grâce à une pondération des sorties associées aux entrées (xJi=I,m . 

Ainsi, pour une entrée x inconnue, la réponse y(x) est estimée par : 

1 m 

y(x) = hm (x) = 
I:m ( ) L Ui K(x,xi) 

i=l K x, Xi . 1 i= 
(14.1) 

Le poids K (x, xi) qui est associé à chaque sortie Ui dépend de la position relative de xi dans 
l'espace des entrées X et du point x considéré. La fonction K (x, x') définissant ces poids est 
appelée, dans ces approches, fonction noyau ou noyaux de Parzen ou fenêtres de Parzen. Le plus 
souvent, la forme des fonctions noyau est du type : 

( 
'
) 

( d(x, x') ) 
K x, x = g 

a 

où d(x, x') est une « distance » définie sur X ,  a est un facteur d'échelle (ou d'adoucissement) , et 
g( - )  est une fonction (usuellement monotone) décroissante. Un choix fréquent pour cette fonction 
est g(z) = exp(- z2 /2) .  L'utilisation de ce type de fonction noyau conduit à une estimation y 
comme moyenne pondérée des (ui)i=l,m. avec un poids plus fort pour les exemples pour lesquels 
la distance d(x, xi) est petite, la notion de « petite » étant déterminée par la valeur de a .  

Ces méthodes, par interpolation, qui sont très liées aux méthodes de plus proches voisins, 
seront détaillées dans le chapitre 15. On peut cependant d'ores et déjà en évoquer les avantages. 
Elles sont un approximateur universel : lorsque le nombre d'exemples d'apprentissage croît et 
devient arbitrairement grand, m � oo ,  l'estimation (14.1)  approche la fonction de prédiction 
optimale, hm (x) � h*(x), si le paramètre d'échelle a est une fonction de m décroissant vers 0, 
a(m) � 0, à une vitesse inférieure à l/m. Ce résultat est valable pour presque toute fonction de 
distance (sous de faibles hypothèses telles que la convexité). De plus, ces méthodes d'interpolation 
ne demandent pas d'apprentissage à proprement parler puisqu'il n'y a pas d 'hypothèse apprise, 
mais utilisation directe de l'ensemble d'apprentissage. 

1 .2  Passage par un espace de redescription et astuce des noyaux 

Un autre point de vue sur les méthodes à noyaux introduit la notion d'espace de redescription. 
À titre d'exemple, nous considérons ici le cas de la régression linéaire déjà étudié dans le 

chapitre 9. On cherche à trouver une fonction linéaire h définie dans X = !Rd qui interpole au 
mieux des données d'apprentissage S = ((x1 , u1) ,  . . .  , (xrr. , ·um)) de points Xi pris dans X et de 
valeur associée Ui E IR : 

h(x) 

d 
wo + L wi xi 

i=l 
(14.2) 
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432 PARTIE 4 Apprentissage par approximation et interpolation 

où les xi sont les coordonnées d'un point x .  Nous écrirons aussi : h(x) = (w,x) en étendant le 
vecteur d'entrée par l'ajout d'une composante zéro de valeur 1, ou bien w · x + w0 quand nous 
voudrons mettre en exergue le coefficient w0. 

Utilisons le principe inductif de minimisation du risque empirique, en prenant l'écart quadra
tique comme fonction de perte (voir figure 14.1) 

Remp (h) = Remp(w)  

y = h( X) = ( W ,  X) 

� i� 
Yi � 

FIG. 14. 1 :  Régression linéaire. 

m 
1 � 2 = 
rn L., Çi ·i=l 

(14.3) 

On cherche le vecteur de pa.ramètres w minimisant ce risque empirique. Écrivons Ç le vecteur 
des écarts Çi : Ç = y - Xw. 

On a alors : REmp(w) = I J Ç l l �  = (y - Xw)T (y - Xw).  
On peut chercher la. valeur optimale de w en calculant la dérivée du risque par rapport au 

vecteur de paramètres w et en la posant égale au vecteur nul : 

On obtient alors les équations dites « normales » : xTxw = xT y. 
Si l'inverse de xxT existe, la. solution peut s'exprimer sous la forme : 

ce qui signifie que w est une combinaison linéaire des points d'apprentissage : w = :z::::;:1 O'.i xi . 
L'hypothèse recherchée a alors la forme, appelée représentation duale : 

h(x) (14.4) 
i=l 

qui a la particularité de ne dépendre que de vroduits scalaires entre vecteurs de X .  

C e  qui est remarquable est que l'on peut retrouver (voir par exemple [STC04], pp.31-32) la 
même forme pour l'hypothèse h si l'on cherche à minimiser le risq·ue enipiriq·ue régularisé dans 



Vl Q) 
0 .... 
>w 
0 ....... 
0 N 
@ 
.µ ..c 
Ol 
·;:: 
>a. 
0 
u 

Chapitre 14 Méthodes à noyaux 

lequel on favorise les fonctions de norme faible : 

1 m 
R(h) = - L (ui - h (xi))2 + ,\ min l lwl l2 

ni w i=l 
On trouve en effet : w = ,\-1xT(u - Xw ) = XT a:, avec a =  ,\-1 (u - Xw ) . 
Soit encore : (XXT + ,\lm)a: = y, d'où : 

où K est la. matrice de Gram (voir plus loin) . 

(14.5) 

Ce résultat est important car, généralisé (il le sera dans le théorème de représentation, 
section 1.3), il montre que les problèmes régularisés de la forme : 

1 m 
� '> R(h) = - L (tti - h(xi))- + ,\ Reg(h) m ·i=l 

ont naturellement des solutions de la forme : h(x) = 2::�1 O:i (xi, x) , c'est-à-dire d'une combi
naison linéaire de produits scalaires. 

Supposons que l'on cherche à résoudre cette fois-ci un problème de régression non linéaire 
da.ns X (voir figure 14.2), on peut être tenté d'utiliser pour cela une fonction de redescription 
</> de X dans un nouvel espace F (feature space) ,  de telle manière que le problème devienne un 
problème de régression linéaire dans ce nouvel espace. 

FIG. 14.2: Régression non linéaire rendue possible par la transformation en un problème de ré
gression linéaire dans l'espace de redescription F .  

Dans ce cas, la solution du problème de régression linéaire, dans l'espace de redescription 
F,  prendra la forme primate h(x) = (w, </>(x)) = 0, que l'on peut ré-exprimer en mettant en 
évidence la base de fonctions non linéaires { </>1 ( x), </>2 (x), . . .  }, éventuellement infinie, de l'espace 
F :  OO 

h(x) = L Wj </>j(x) + w0 = 0 
j=l 

(14.6) 

En résolvant comme précédemment, cette fois-ci dans l'espace de redescription, on obtient à 
nouveau une expression duale : 

m 
h(x) (14. 7) 

i=l 
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434 PARTIE 4 Apprentissage par approximation et interpolation 

Et, en rapprochant les équations (14.6) et (14.7), on tire : 

d'où : 

OO 
h(x) = L Wj <f>J (x) + w0 = w T · <I>(x) 

j=l 
m 

= L o:i <I>(xi) · <J? (x) = 0 
i=l  

i=l 

(14.8) 

Un problème est évidemment que la nouvelle formulation implique, d'une part, de trouver une 
fonction de redescription <I> adéquate, et, d'autre part, de calculer des produits scalaires dans 
un espace F dont la dimension peut être grande (voire infinie). Cependant, il peut parfois être 
possible de ne pas avoir à effectuer explicitement ces produits scalaires dans F grâce à l'utilisation 
de fonctions noyau. C'est ce que l'on appelle l'« astuce des noyaux » (kernel trick). 

Définition 14.1 (Fonction noyau, K ernel function) 

Une fonction noyau est une fonction K. : x, x' E X2 ___. IR satisfaisant : 

K.{x, x') = (<I>(x), <I>(x')) 

où <I> est une fonction de X vers un espace de redescription F doté d 'un proditit scalaire : 

<l> : x � <I>(x) E F 

L'utilisation de fonctions noyau permet ainsi de calculer implicitement un produit scalaire dans 
un espace de dimension éventuellement infini par un calcul n'impliquant qu'un nombre fini de 
termes, ce nombre étant le nombre m des exemples d'apprentissage (voire éventuellement moins, 
comme nous le verrons) .  Par ailleurs, il apparaît donc que la spécification de la fonction noyau 
est suffisante. Il n'est pas nécessaire de calculer le vecteur poids w pour spécifier la fonction de 
décision h(x) = 2:7:1 o:i n,(xi, x). 

En un sens profond, une fonction noyau correspond â une mesure de similarité entre 
entrées x et x', mesure qu'il est naturel d'utiliser en induction puisqu'un a priori évident est de 
supposer que deux entrées similaires doivent être associées à des sorties similaires. De fait, les 
fonctions noyaux peuvent être considérées comme une généralisation des fonctions de covariance. 
En effet, une fonction noyau peut s'exprimer comme une somme de produits sur un ensemble de 
fonctions : OO 

K.{x, x') = L </>i (x) </>i(x') 
i=l 

ce qui suggère de considérer les fonctions noyau comme des fonctions de covariance dépendante 
d'une mesure de probabilité µ sur une classe de fonctions F : 

Kµ(x, x') = j f(x)f(x' )µ(f)df 
F 
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Chapitre 14 Méthodes à noyaux 

On appellera ces fonctions noyau des noyaux de covariance. On peut montrer que toute fonction 
noyau peut être obtenue comme noyau de covariance avec une mesure µ particulière sur :F. 

Étant donné un ensemble de points {xdi = 1, . . . , m }, nous pouvons calculer la matrice de 
Gram (ou matrice noyait) K dont les éléments sont : Kij = K(xi,xj) · 

Une matrice réelle K de dimension m x m vérifiant la forme quadratique Q ( v) = v T K v � 0 
pour tout vecteur v E IRrn est dite positive semi-définie. Si Q(v) = 0 seulement quand v = 0, 
alors la matrice K est dite positive définie. De manière équivalente, une matrice symétrique est 
positive semi-définie si et seulement si toutes ses valeurs propres sont positives ou nulles. 

Une matrice de Gram correspondant à une fonction de covariance doit être positive semi
définie. 

Une fonction noyau est dite positive semi-définie si 

j K(x, x') f (x)f(x') dµ(x)d1t(x1) � 0 (14.9) 

où µ et µ' dénotent des mesures sur X et pour toute fonction f E L2(X,µ) 1 

De manière équivalente, une fonction noyau définissant une matrice de Gram positive semi
définie pour tout ensemble de points d'entrée Sm et pour tout m, E N est positive semi-définie. 

Jusqu'à présent, le seul critère que nous ayons énoncé pour savoir si une fonction symétrique 
K : X x X � IR est une fonction noyau était celui d'exhiber un espace de redescription F et de 
vérifier que K ( ., · ) correspondait à un produit scalaire clans F.  Plusieurs théorèmes permettent de 
caractériser les fonctions noyau sans passer explicitement par l'espace de redescription. Ainsi : 

Théorème 14.1 (Les fonctions symétriques positives semi-définies sont des noyaux) 

Une fonction K : X x X � IR est ime fonction noyau si et seulement si elle est symétriqiie et 
positive semi-définie. 

Une démonstration peut être trouvée dans [SC08], p.118. 

Un autre théorème, le théorème de Mercer, fournit des conditions pour qu'une fonction 
symétrique K : X x X � IR soit une fonction noyau. II permet en outre <l'identifier une décom
position spectrale des fonctions noyau. 

L'appellation Jonction noyau provient de leur rôle dans des équations très importantes en 
physique, les équations intégrales du type : 

f(x) = À Jb K(x, y) f(y) dy + h(x) 
a 

dans lesquelles l'inconnue est la fonction f(x), et K(x,y) est appelée le noyau de l'équation inté
grale. Les fonctions propres de cette équation dépendent des propriétés de la fonction noyau. Si 
celle-ci est symétrique, K (x,y)  = K(y,x) (ce qui correspond en un sens profond à une conser
vation de l'énergie du système décrit) ,  alors on peut prouver que les valeurs propres cherchées Àk 
sont réelles et que les fonctions propres 'lj!k associées sont orthogonales. Cela conduit évidemment 

1 Une fonction l définie de IR. sur IR. est dite de cané sommable par rapport à la mesure f.L (f E L2 (X, 1-i))définie 
sur IR. si sa norme associée 11111 définie par : 

1 11 1 12  /& [f(x)]2 dµ(x) . 
est bornée sur IR tout entier. 
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436 PARTIE 4 Apprentissage par approximation et interpolation 

à pouvoir représenter chaque fonction par une .série de fonctions propres (cette propriété per
met d'envisager de réaliser une analyse en composantes principales généralisée) . On peut aussi 
réécrire l'équation : 

comme 

J(:i;) >. .lb K(x, y) f(y) dy 

f = >. A f  

où A est un opérateur linéaire, représentable par une matrice . 
Le théorème de Mercer permet d 'exprimer les fonctions noyau en termes de valeurs propres 

et de fonctions propres. 
Une fonction </>( · ) vérifiant l'équation intégra.le 

j 11:(x, x') rj>(x) dµ(x) = À <f>(x') 

est appelée une fonction propre du noyau 11: associée à la valeur propre À E IR en fonction de la. 
mesure µ. II existe en général une infinité de fonctions propres, que nous noterons </>1 (x) , <f>2(x) . . . 
en supposant l'ordre À1 � >.2 � . . .  Les fonctions propres sont orthogonales en fonction de µ et 
peuvent être normalisées de telle manière que J </>i(x) </>i(x) dµ(x) = Ôij où ôi.i est le symbole de 
Kronecker égal à 1 seulement quand i = j .  

Théorème 14.2 (Théorème de Mercer) 

Si 11: (- ,  ·) est une fonction noyau continue symétrique d'un opérateur intégral 

vérifiant : 

g(y) = A f (y)  = 
jb 

11:(x, y) f(y) dy + h(x) 
a 

J 11:(x, x') f (x) f (x') dxdx' � 0 
X X X  

pour toute fonction f E L2(X) (de carré sommable} (X étant un sous-espace compact de JR.d), 
alors la fonction 11: ( - ,  · ) peut être développée en une série uniformément convergente en fonction 
des valeiirs propres positives Ài et des fonctions propres 't/Ji 

N 

11:(x, x') 2= Àj 'l/Jj(x) 'l/Jj(x') (14.10) 
.i= l  

où N est le nombre de valeurs propres positives (nombre éventiiellement infini}. 

On peut alors décrire la fonction <I> de redescription des entrées comme : 

(14 .11 )  

Cette décomposition est l'analogue en dimension infinie de la diagonalisation d'une matrice 
Hermitienne. Le taux de décroissance des valeurs propres Ài fournit une information sur la 
régularité du noyau. Plus cette décroissance est rapide, plus régulière est la fonction noyau. 
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Chapitre 14 Méthodes à noyaux 

Si les conditions théoriques exposées ci-dessus sont intéressantes, elles ne sont pas faciles à 
vérifier en pra.tique. La plupart des praticiens utilisent l'une des fonctions noyau connues ou bien 
font usage de propriétés particulières de corn binaisons de fonctions noyau pour construire de 
nouvelles fonctions noyau adaptées à leur problème (voir section 5 de ce chapitre). 

Il n'y a pas de bijection entre les fonctions noyau et les espa.ces de redescription pour lesquelles 
ces fonctions sont analogues à un produit scalaire. Une fonction noya1t pettt ainsi être associée à 
phtsieurs espaces de redescription. 

-- EXEMPLE Non bijection entre fonction noyau et espace de redescription ------

Soi!; un espace d'entrée X =  IR:t, et la projection <1>1 : (x1,x2) ,_. ((x1)2 , (x2)2 , x l :c2 , x2x 1 ) , 
où x• dénote la i-ème composante du vecteur x. 
Alors le produit scalaire dans F s'écrit : 

La fonction noyau 11: (x, x') = (x, x')2 correspond donc à un produit scalaire dans l'espace F 
à quatre dimensions défini par la projection <1>1. 
Mais il est facile de voir qu'elle correspond aussi à un produit scalaire dans l'espace de redes
cription F à trois dimensions défini par la projection <1>2 : (x1, x2) ,_. ((:r;1)2,  (:c2)2, J2x1x2). 
En effet : 

(x, x'}2 

1.3 Approximation de fonctions dans un espace de Hilbert 

Le point de vue dominant en apprentissage considère celui-ci essentiellement comme l 'ap
proximation d'une fonction cible inconnue à partir d'informations obtenues par les observations. 
Il est clone naturel de consulter les idées et résultats de l'analyse fonctionnelle. Celle-ci a en 
particulier pour but d'étudier comment caractériser ou calculer des fonctions à partir de bases 
(éventuellement infinies) de fonctions. L'exemple le plus célèbre est celui de l'analyse de Fourier 
( 1772-1837) qui permet cl 'associer à toute fonction stationnaire continue une série (une somme) 
de fonctions périodiques (sinus et cosinus). On décompose ainsi une fonction selon ses fréquences, 
de même qu'un prisme décompose la lumière en couleurs. Le théorème de Mercer, vu à la section 
précédente, en est une illustration. 

Plus généralement, une fonction est définie par l'ensemble des valeurs qu'elle prend, soit une 
infinité de nombres. Une fonction peut donc être vue comme un point dans un espace de di
mension infinie. Mais ce point de vue n'est généralement pas très révélateur sur la nature de la 
fonction. On cherche alors à caractériser une fonction à l'aide de fonctions analysantes (fonctions 
trigonométriques, ondelettes, . . .  ) prises dans une base. Chaque fonction ana.lysante détermine un 
axe de projection de la fonction à analyser, et décomposer une fonction dans une base choisie 
revient à la représenter par une infinité de coordonnées en la projetant sur une infinité d'axes. Ce 
langage n'est utilisable que si les notions de longueur et d'angle gardent une signification dans 
des espaces de dimension élevée (infinie), ce qui n'est pas évident. L'étude des conditions sous 
lesquelles cela est possible a conduit à la théorie des espaces de Hilbert (1862-1943). Un espace 
de Hilbert est essentiellement une extension algébrique de la notion d'espace euclidien ordinaire 
dans laquelle l'espace est défini par une liste infinie de fonctions orthogonales (analogues aux axes 
d'un espace euclidien) et où chaque point de cet espace peut être décrit par une combinaison 
linéaire de fonctions de bases. 
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438 PARTIE 4 Apprentissage par approximation et interpolation 

L'exemple le plus classique d'un espace de Hilbert est celui des séries de Fourier permettant 
de représenter n'importe quelle fonction f (<P) clans le domaine 0 � <P � 27r comme une série : 

OO 
f(<P) = 2= an einai 

n=O 

où les fonctions einef> servent de fonctions de bases orthogonales (on a .f�2" einef> e-imef>d</> = 21TÔnm 
a.vec Ônm = 1 si n = m et 0 sinon) et où les an sont les coordonnées par rapport à cette base. 

Définition 14.1 (Espace de Hilbert) 

Un espace de Hilbert est un espace vectoriel sur IR ou <C, muni d 'un produit scalaire dont l'e.s
pace normé associé est complet. Dans le cas des e.spaces fonctionnels de fonctions numérique.s 
continue.s sur un intervalle [a, b] de IR, le produit scalaire utilisé est généralement : 

(f ,g}  = Jb f(x) g(x) dx 
a 

La norme associée I l /  I l  est alors définie par : 

Lorsque la norme est bornée sur IR tout entier, f2 est intégrable et on parle de fonctions de 
carrés intégrables. Lorsque l'intégrale considérée est celle de Lebesgue (1875-1941) (ce qui permet 
de traiter des fonctions non continues), cet espace se note L2 [a, b] .  

Dans notre cas, nous considérerons les produits scalaires et normes par les opérations définies 
sur X : (!, g} J� f(x) g(x) dx et l l f l l2 J� [f(x)]2 <lx . Nous pourrons aussi 
introduire une mesure µ sur X ,  ce qui conduit au produit scalaire et à la norme suivants : 
(f ,g )  = .f� f(x) g(x) dµx et l l f l l 2 = .J� [f(x)]2 dµx . 

En plus d'être muni d'un produit scalaire, un espace de Hilbert est séparable et cornplet2 . 
Tout espace de reclescription muni d'un produit scalaire et complet et séparable peut être doté 

d'une base. Dans le cas d'un espace de Hilbert fonctionnel, il s'agit d'une base de fonctions. 

Pour récapituler, une fonction noyau est associée à un ou plusieurs espaces de reclescrip
tion muni(s) d'un produit scalaire. Une condition nécessaire et suffisante pour qu'une fonction 
1-\: (x , x') : X x X --+ IR soit une fonction noyau est qu'elle soit positive semi-définie ou qu'elle 
vérifie la condition de Mercer. Le théorème de 1t1ercer (14.2) fournit en plus une description ex
plicite de l'espace de redescription par une base de fonctions analysantes orthogonales. Ce n'est 
cependant pas la seule base de fonctions analysantes possibles. Une autre ba,c;e (qui peut parfois 
coïncider avec la base de 1.tlercer) est donnée par les noyaux reproduisants. 

2 Un espace de fonctions :F est complet si toute séquence de Cauchy {f,,},,;:: 1 d'éléments de :F converge vers un 
élément f E :F, une séquence de Cauchy satisfaisant la propriété que : 

sup I l/,,. - /.,, I l -+ 0, quand n _, oo 
1n.>n 

Un espace :F est séparable s'il existe un ensemble énumérable d'éléments de :F f,, . . .  , f,, . . .  de :F tel que 
pour tout élément. f E :F et. tout e > 0 il existe une fonction f;. telle que : l lf• - fi l  < e. 
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Chapitre 14 Méthodes à noyaux 

Espace de Hilbert à noyau reproduisant (RKHS ou Reproducing I<ernel Hilbert Space). 
Étant donnée une fonction noyau, il est possible de lui associer un espace de Hilbert de fonctions 

(suffisamment) régulières. En un certain sens, cet espace est l'espace de fonctions minimal associé 
à la fonction noyau considérée et peut donc servir d'espace de redescription canonique. 

Définition 14.2 (Espace de Hilbert à noyau reproduisant) 

Soit F un espace de Hilbert de fonctions réelles définies sur un ensemble indexé X 

F = { f üi 1;; (xi, . ) : m E N, xi E X, o:i E IR, i = 1 ,  . . .  , m }  
i= 1 

F est appelé espace de Hilbert à noyau reproduisant doté d 'tm produit scalaire noté ( - , ·} :F (et 
de la norme 1 1 f 1 1.r = J (f' n .r) s 'il existe une fonction /\; : X X X ---+ IR ayant les propriétés 
.suivantes : 

1. pour tout élément x E X, 1;;(x, · )  appartient à F, et 
2.  la fonction 1;; est une fonction noyau reproduisante, c 'est-à-dire telle que pour toute fonction 

f E F, on a : (f, 1;; (x, ·) ).r = I:7:1 O:ifi:(xi, x) = f(x) . 

Le fait que la fonction noyau soit reproduisante signifie que toute fonction f E F est égale 
à un produit scalaire qui est aussi une combinaison linéaire finie de fonctions de base (voir par 
exemple [Aub87j, pp.137-141, pour les détails et une démonstration) .  

Le produit scalaire sur F est alors défini comme suit. Soient les fonctions f, g E F définies 
par : 

alors : 

m n 

f (x) = L üi fi:(Xi, x)  et g(x) = L ,BJ fi:(ZJ, x)  
i=l 

m n 
(f, g) = L l:>l'.i .Bj fi:( xi ,  Xj) 

i=l .i=l 

i=l 

n 2:= .ejf(xj) 
i= 1 j= l 

(14.12) 

Il est intéressant de noter qu'alors que la base de �tfercer dépend de la mesure µ définie sur X, 
ce n'est pas le cas de la base des noyaux reproduisants qui ne dépend que de la fonction noyau. 

Par ailleurs, l'espace de Hilbert des fonctions Lz (de produit scalaire (f, g)L2 = J f (x)g(x)dx) 
contient de nombreuses fonctions irrégulières. Dans L2 , la fonction de Dirac o est la fonction de 
représentation, i.e. J(x) = J J(x')o(x - x')dx'. Les fonctions noyaux jouent un rôle analogue 
à la fonction o dans les espaces de Hilbert à noyau reproduisant, qui sont de ce fait plus régu
liers, leur degré de régularité dépendant de la régularité de la fonction noyau associée. En fait, 
on peut montrer de manière plus générale que les propriétés de mesurabilité, de continuité et 
de différentiabilité des fonctions de F dépendent des propriétés associées de la fonction noyau 
correspondante. Un résultat fondamental étant effectivement le théorème suivant du à Moore et 
Aronszajn en 1950. 

Théorème 14.3 (Bijection entre noyau et RKHS associé) 

Soit X un ensemble énumérable, alors pour toute fonction positive semi-définie fi:( . , ·) : X x X ---+ 
IR, il existe un unique espace de Hilbert avec ce noyau reproduisant, et vice versa. 

Une caractéristique cruciale de ces fonctions analysantes K(xi,  ·) est donc qu'elles ne sont pas 
issues d 'un dictionnaire donné a priori, comme c'est le cas par exemple des fonctions trigonomé-

439 



Vl Q) 
0 L.. >w 
0 T"-f 
0 N 
@ 
� ..c Ol ï:::: >a. 0 
u 

440 PARTIE 4 Apprentissage par approximation et interpolation 

triques ou des ondelettes, mais qu'elles dépendent directement des points x de l'espace X. Cela est 
capital dans l'estimation de fonctions à partir de points particuliers, car, dans ce cas, les fonctions 
analysantes utilisées pour estimer la fonction vont dépendre des points connus {xi} l$i$m. 

La fonction estimée prendra donc la forme : 

m 
h(x) L O:i t.:(x, xi )  (14.13) 

·i= l  

Il devient alors naturel de  se demander quelle est la qua.lité de l'approximation fournie par h 
vis-à-vis d'une fonction cible f en fonction du nombre m de données et de la « représentativité » 

de l'échantillon { (x.; )} i=l,m (on notera ici l'absence de référence explicite aux réponses mesurées 
ui· Celles-ci interviendront naturellement dans l'expression des coefficients 0:i)· 

Il est évidemment impossible de répondre à cette question, mal posée, sans hypothèses addi
tionnelles. Cette connaissance a priori prend souvent la forme d'une préférence pour des fonctions 
hypothèses régulières ou issues d'un espace d'hypothèses de capacité limitée, comme nous l'avons 
vu au chapitre 2. Le théorème de représentation établit un lien fondamental entre les critères 
inductifs régularisés, réglant le compromis biais-variance, et les espaces hilbertiens à noyau re
produisant. 

Critère inductif régularisé et espace d'hypothèses 
On utilise généralement une version régularisée du risque empirique, de la forme : 

ou de la forme : 

h(x) = ArgMin { REmp(h, S) + À Capacité (H ) } 
hEH. 

(14.14) 

Îi(x) = ArgMin { REmp(h, S) + >. Reg(h)}  (14.15) 
hEH. 

où Capacité est un estimateur de la capacité de l'espace d'hypothèses à offrir des hypothèses 
de faible risque empirique quel que soit l'échantillon d'apprentissage, et où Reg est une fonc
tion mesura.nt la « régularité » de l'hypothèse (par exemple Reg(h ) = l lh l lH.� ,  avec l lh l l�K := 
L�=l L7=l 0.iO:j K(Xi,Xj) ) .  

Un théorème essentiel affirme que toute fonction h minimisant u n  risque empirique 
régularisé admet une représentation de la forme : 

m 
ÎiO = 2: Û:i t.:(xi, · ) (14.16) 

i=l 

Plus précisément (voir, par exemple, [Her02 ] pp.48-49 et 257-258 pour la preuve, ou [STV04], 
pp.47-48) : 

Théorème 14.4 {Théorème de représentation, representer theorem) 

Soit un noyau reproduisant K : X x X --+ JR, un échantillon d'apprentissage Sm E (X x Y)m, et 
un risque empirique quelconque REmp (muni d'une Jonction de perte e). Soit Reg : lR --+  [O, oo[  
une fonction croissante strictement monotone. Soit H,,, l'espace hilbertien induit par le noyau 
reproduisant K. Alors, toute fonction Îi E H,,, minimisant le risqtœ régttlarisé : 

Îi(x) = ArgMin { REmp(h, S) + >. Reg(h) } 
hEH. 

A "' m admet une représentation de la forme : h(-) = L.J�=l ai A:(xi ,  ·) 
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Chapitre 14 Méthodes à noyaux 

Cela signifie que la ou les hypothèses minimisant un risque empirique régularisé se trouve(nt) 
dans le sous-espace vectoriel des fonctions engendrées par les combinaisons linéaires de fonctions 
noyau (analysantes) dépendantes des données d'apprentissage A;(xi, · ) .  Il s'ensuit en particulier 
que la solution Îi est prise dans un espace de dimension m au maximum, même si l'espace 1tli 
est lui-même de dimension éventuellement infinie. De plus, bien entendu, il y aura un lien fort 
entre la forme des fonctions noyau /'\, et le type de régularisation imposée dans le critère inductif. 

Pour résumer, trois motivations différentes, à savoir : 
• l'adaptation de la méthode des plus proches voisins ; 
• le passage par un espace de redescription et la dépendance des résultats sur des produits 

scalaires, et donc in fine sur des fonctions noyau ; 
• l'approche de l'analyse fonctionnelle et le théorème de représentation 

conduisent à considérer l'espace des hypothèses 1t de la forme : h(-) = 2:::;':1 ai /'\,(Xi , · ) .  

2. Philosophie des méthodes à noyaux 

2 . 1  Les méthodes linéaires remises au goût du jour 

La section 1.2 a fourni une première illustration de l'utilisation de fonctions noyau comme 
moyen de transformer la recherche de régularités non linéaires en recherche de régularités linéaires 
grâce au passage par un espace de redescription virtuel F (voir la figure 14.1) .  Quatre grandes 
idées sous-tendent l'approche générale : 

1 .  Les données décrites dans l'espace d'entrée X sont projetées dans un espace vectoriel de 
redescription F 

2 .  Des régularités linéaires sont cherchées dans cet espace F 
3. Les algorithmes de recherche n'ont pas besoin de connaître les coordonnées des projections 

des données dans F ,  mais seulement leurs produits scalaires 

4. Ces produits scalaires peuvent être calculés efficacement grâce à l'utilisation de fonctions 
noyau. 

Cette approche permet ainsi d'employer tout l'arsenal des méthodes linéaires développées 
jusque dans les années soixante pour découvrir des relations non linéaires dans les données. Au 
fil des années récentes ont été ainsi revisitées l'analyse en composantes principales (ACP), la 
méthode des filtres de Kalman, des méthodes linéaires de clustering, la discrimination linéaire 
de Fisher, etc. 

La figure 14.3 résume les étapes génériques de la méthode. Il est crucial de réaliser que, 
dans cette approche, l'essentiel des informations sur les données, en dehors de leurs étiquettes, 
s'exprime dans la matrice noyau K ,  ou encore matrice de Gram, qui encode les produits scalaires 
entre les projections des données d'apprentissage G = (�(X) ,  �(XT )) . 

2.2  L'importance de la matrice de Gram 

La matrice de Gram (ou matrice noyau) contient toute l'information utilisée par les méthodes à 
noyaux sur les données. Elle est symétrique : Gij = Gji· L'utilisation exclusive des informations 
contenues dans cette matrice à propos des données d'apprentissage a pour conséquence qu'une 
partie des informations sur ces données est perdue. Par exemple, cette matrice est invariante par 

441 



Vl Q) 
0 .... >w 
0 ....... 
0 N 
@ 
.µ ..c Ol ·;:: >a. 0 
u 

442 

Do1111.ées 
(m,d) 

PARTIE 4 Apprentissage par approximation et interpolation 

-� 

F 
n 
onction 

oyau 
1"1l1tr;ce 11oyllu 

(m,m) 

Algorithme 
d'apprentissage 

"' h(x) = L: a; k(x.,x) 
i=l 

Fonction 
de décision 

Frc. 14.3: Chaîne de traitements génériqiie des méthodes à noyaux. 

rotation des points dans l'espace d'entrée X. La position angulaire des données par rapport à un 
référentiel est donc ignorée, de même que les alignements éventuels des données sur les axes. 

ç--_ 
S = {aatcgagtcac, atggactct, tgcactact} 

K =  
0.5 
1 

0.6 

FIG. 14.4: Les méthodes à noyaii remplacent les informations sur les objets comparés par la ma
trice de leurs distances : la matrice de Gram. C'est 'ltn changement de perspective 
radical. 

Étant donné le caractère fondamental de la matrice de Gram clans la traduction des données, 
il n'est pas surprenant que l'on puisse estimer certaines propriétés de l'apprentissage à partir de 
l'examen des caractéristiques de cette matrice. D e  même, il est possible de modifier l'apprentis
sage en effectuant certaines opérations sur la matrice de Gram préalablement à l'apprentissage. 

Ainsi, s'il existe une structure dans les données, elle doit se refléter dans la. matrice de Gram, 
si, du moins, la fonction noyau choisie est appropriée pour détecter les similarités sous-jacentes. 
Cette fonction noyau agit de fait comme un filtre sensible à certaines « fréquences » et pas à 
d'autres. Par exemple, si la fonction noyau est mal choisie, ou si les données ne présentent pas de 
structures, les éléments de la matrice de Gram auront des valeurs indifférenciées. Toute entrée 
est alors proche de n'importe quel autre point, et tous les éléments sont classés clans une seule 
classe. C'est du sous-apprentissage sévère. Dans les cas où les éléments hors diagonale sont de 
valeur proche de 0, seul un apprentissage par cœur devient possible. 

Inversement, un moyen d'influencer l'apprentissage est de modifier la matrice de Gram. Ainsi, 
par exemple, en vertu de l'équation (14.5), l'ajout d'une constante sur les termes diagonaux de 
la matrice de gram G revient à accentuer la régularisation. 
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Chapitre 14 Méthodes à noyaux 

3. Les Séparatrices à Vastes Marges (SVM) 

Nous nous intéressons ici à la classification binaire c'est-à-dire à l'approximation de fonctions 
de décision permettant de distinguer entre deux classes, et ceci par des hyperplans h : X -7 Y, 
d'équation h(x) = (w , x) + w0 = "L.1=o w;x; = 0, en supposant que X soit de dimension d (par 
exemple, X = Rd).  On utilisera alors la fonction de décision g (x) = signe( (w , x) + w0) pour 
prédire la classe ( + ou - ) de l'entrée x. 

Selon le principe de minimisation du risque empirique classique, un tel « meilleur » hyper
plan sera celui qui minimise le nombre d'exemples mal classés par cette fonction de décision 
dans l'échantillon d'apprentissage S = ( (x1, ui ) ,  . . .  , (xm, Um)) .  Ce critère conduit par exemple 
à l'algorithme du perceptron (voir section 3.3). 

Vapnik et ses collègues [BGV92j ont proposé de s'intéresser plutôt à un critère de confiance 
ou encore de robustesse de la fonction de décision obtenue. Ce critère découle de l'étude de la 
théorie statistique de l'apprentissage conduite en particulier par Vapnik et Chervonenkis depuis 
les années soixante [VC71]. Un moyen de traduire la robustesse de la fonction de décision, ou 
encore du classifieur, est de considérer la marge séparant les exemples de la classe '+' des exemples 
de la classes '-' .  

La distance d'un point x' à l'hyperplan d'équation h(x) = w T x + w0 est égale à (w, x') puisque 
w est un vecteur orthogonal à h(x) . Afin de pouvoir comparer plusieurs hyperplans séparateurs 
de vecteurs directeurs w différents, on normalise la distance en la divisant par la norme du 
vecteur w : (w , x) /Il w I l 

Lorsqu'il existe une séparatrice linéaire entre les points d'apprentissage, il en existe en général 
une infinité. On peut alors chercher parmi ces séparatrices celle qui sépare « au mieux » les deux 
nuages de points exemples et contre-exemples. Cet hyperplan optimal est défini par : 

Argmax min{ ll x - xi ll : x E IR.<1 ,  (wTx + wo ) = O , i = l , . . .  , m} 
w,wo 

c'est-à-dire l'hyperplan dont la distance minimale aux exemples d'apprentissage (voir figure 14.5) 
est la plus grande possible. Dans ce cas, la marge normalisée, appelée aussi marge géométrique 
vaut : 2/ 11 w I l ·  

Chercher un hyperplan séparateur de marge maximale présente plusieurs avantages. D'abord, 
même si les arguments théoriques sont délicats (voir chapitre 21) , il est montré que la capa
cité de l'e.space d'hypothè.se.s con.stitué par le.s hyperplan.s .séparateur.s diminue lor.sque la marge 
augmente. Ainsi, on peut espérer que l'hyperplan de marge maximale séparant les exemples des 
deux classes est l'hypothèse satisfaisant au mieux un risque empirique régularisé, favorisant donc 
la performance en généralisation. Ensuite, il existe un unique hyperplan séparateur de marge 
maximale et, le problème étant convexe, il peut être résolu par des méthodes de programmation 
quadratique, donc de manière efficace. 

3 .1  La résolution du problème d'optimisation 

3.1 .1  Formulation primale du problème 

La recherche de l'hyperplan optimal revient donc à résoudre le problème d'optimisation suivant 
qui porte sur les paramètres w et w0 : { lVIinimiser 

sous les contraintes 
! I l  w 112 

U; ( w T Xi + Wo) 2: 1 i = 1 ,  . . .  , m 
(14.17) 
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0 

�------------
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• • 
h(x) < - 1 
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' 

h(x) > +1 

0 

FIG. 14.5: L 'hyperplan optimal est perpendiwlaire au segment de droite le plus cottrt joignant 
un exemple d 'apprentissage à l'hyperplan. Ce segment a pour longueur 11!11 lorsqu'on 
normalise convenablement les paramètres w et w 0 .  

Cette écriture du problème, appelée formttlation primate, implique le réglage de d + 1 para
mètres, d étant la dimension de l'espace des entrées X. Cela est possible avec des méthodes de 
programmation quadratique3 pour des valeurs de d assez petites, mais devient inenvisageable 
pour des valeurs de d dépassant quelques centaines. En effet, les calculs sont de complexité en 
O(d3). Heureusement, il existe une transformation de ce problème dans une formulation duale 
que l'on peut résoudre en pratique. 

3.1.2 Formulation duale du problème 

D'après la théorie de l'optimisation, un problème d'optimisation possède une forme duale dans 
le cas où la fonction objectif et les contraintes sont strictement convexes. Dans ce cas, la résolution 
de l'expression duale du problème est équivalente à la solution du problème original. Ces critères 
de convexité sont réalisés dans le problème (14.17) . Pour résoudre ces types de problèmes, on 
utilise une fonction que l'on appelle lagrangien qui incorpore des informations sur la fonction 
objectif et sur les contraintes et dont le caractère stationnaire peut être utilisé pour détecter 
des solutions. Plus précisément, le lagrangien est défini comme étant la somme de la fonction 
objectif et d'une combinaison linéaire des contraintes dont les coefficients œ.; ;::: 0 sont appelés 
multiplicateurs de Lagrange ou encore variables duales . 

m 
L(w, wo , a) = !_Il w 11 2 - 2:: <Xi (ui - ( (wxJ') + wo ) - 1 )  

2 i=l 
(14.18) 

Un théorème de Kuhn-Tucker, couronnant des travaux commencés par Fermat (1601-1665), 
puis poursuivis par Lagrange ( 1736-1813), démontre que le problème primai et sa formulation 

3 Les problèmes d'optimisation pour lesquels la fonction et les contraintes sont linéaires ressortent des techniques 
de programmation linéaire, tandis que les problèmes d'optimisation da.ns lesquels la, fonction est quadratique 
et les contraintes linéaires ressorl; des techniques de la progra.mma.Lion qua.dratique : voir le chapitre 3. 
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Chapitre 14 Méthodes à noyaux 

duale ont la même solution. Celle-ci correspond à un point-selle du lagrangien (il faut le minimiser 
par rapport a.ux variables primaires w et w0 et le maximiser par rapport aux variables duales 
ai) · 

Au point-selle, la dérivée du lagrangien par rapport aux variables primaires doit s'annuler : 

d'où : 

et : 

ôL 
ôw 

( w, w0, a) = 0,  
ôL 

-(w, wo ,a )  = 0 
ôwo 

w* 

m 
L O:i Ui 
i=l 

m 

0 

L ai ui xi 
·i=l 

(14.19) 

(14.20) 

(14 .21 )  

Nous vérifions ici le théorème de représentation selon lequel le vecteur paramètres w• de la 
fonction optimisant le critère régularisé est combinaison linéaire impliquant les exemples d 'ap
prentissage x 1 ,  . . .  , Xm. 

Plus précisément, il est montré (conditions de K arush-Kuhn-Tîtcker) que seuls les points qui 
sont sur les hyperplans frontière (w"x"[) + w� = ± 1  jouent une rôle. Ces points pour lesquels 
les multiplicateurs de Lagrange sont non nuls sont appelés vecteurs de support par Vapnik. Nous 
utiliserons aussi le terme plus imagé d'exemples critiq11es puisque ce sont eux qui déterminent 
l'hyperplan optimal, tandis que les autres exemples ne jouent pas de rôle dans cette analyse4. 

L'hypothèse optimale présente ainsi deux propriétés remarquables de parcimonie. D'une 
part, elle ne s'exprime qu'à l'aide d'un sous-ensemble (éventuellement très restreint) des exemples 
d 'apprentissage, les exemples critiques. D'autre part, parce qu'elle correspond à la solution la 
plus « robuste », elle tolère d'être spécifiée avec moins de précision, donc avec moins de bits. On 
retrouve là un lien avec les principes inductifs par compression d 'information (par exemple le 
« principe de minimisation de la taille de description » ou MDLP) (voir chapitre 21 ) .  

En substituant (14.20) et (14 .21) dans (14.19), on élimine les variables primaires et l'on ob
tient la forme duale du problème d'optimisation, dans laquelle on cherche les multiplicateurs de 
Lagrange tels que : 

(14.22) 

L'hyperplan solution correspondant peut alors être écrit : 

'tn 

h•(x) = (w� x) + w0 = L a; Ui . (xi , x} + w0 (14.23) 
i=l 

où les a; sont solution de (14.22) et w0 est obtenue en utilisant n'importe quel exemple critique 
(xc, Uc) dans l'équation : 

me 
Wo = Uc - w T Xe = Uc - L u.;aix"[ Xe 

i=l 

(14.24) 

4 On pourrait au contraire estimer que la dista.nce des autres exemples à l'hyperplan séparateur doit participer 
1.wssi à l'évaluation de la. qua.lité de l'hyperpla.n. C'est Je cas chu1s l'1J.nalyse Pa.C-bayésienne des SVM. 
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446 PARTIE 4 Apprentissage par approximation et interpolation 

où me est le nombre d'exemples critiques, c'est-à-dire d'exemples situés sur la marge. Pour des 
raisons de stabilité numérique, on fait en général ce calcul pour tous les exemples critiques et on 
calcule w0 en prenant la moyenne des résultats. 

Deux choses sont remarquables. D'abord, l'hyperplan sofotion ne requiert que le calc7J,l des 
produits scalaires (xi . x} entre des vecteurs de l'espa.ce d'entrée X. C'est ce qui va permettre 
d'utiliser l'astuce des noyaux. Ensuite, la soltttion ne dépend plus de la dimension d de l 'espace 
d 'entrée, mais dépend de la taille m de l'échantillon de données et même, plus précisément, du 
nombre me d'exemples critiques qui est généralement bien inférieur à m. Les méthodes d'opti
misation quadratique standards suffisent donc pour de nombreux problèmes pratiques. 

3.2 Le cas d'un échantillon non linéairement séparable dans X 

L'analyse précédente suppose que les classes d'exemples sont linéairement séparables dans 
l'espace d'entrée X. Ce cas est rare dans la pratique et c'est ce qui a motivé en particulier le 
développement des perceptrons multicouches (chapitre 10).  En un sens, les couches cachées de 
ces réseaux connexionnistes calculent de nouvelles corrélations et, partant, de nouveaux descrip
teurs des formes d'entrée, ce qui permet à la couche de sortie de trouver une séparatrice simple, 
éventuellement linéaire, entre les entrées ainsi redécrites. La question est naturellement d'identi
fier les bons descripteurs. Dans le cas des réseaux connexionnistes, une manière de procéder est 
d'introduire des couches cachées complètement connectées entre elles et avec les couches d'entrée 
et de sortie et de faire confiance à l'algorithme de calcul des poids des connexions pour découvrir 
les corrélations pertinentes. Une autre manière de faire est de réfléchir à la nature du problème et 
d'introduire les bons blocs de neurones, comme par exemple dans le réseau à convolution Le Net 

développé pour reconnaître les chiffres manuscrits [1VIBB+92j . 
L'approche par fonctions noyau offre une autre possibilité. Nous l'avons vu en section 1 .2 ,  les 

fonctions noyau sont associées à un produit scalaire dans un espace de redescription, or un produit 
scalaire est un type de corrélation particulier entre les points de l'espace de redescription F,  c'est
à-dire entre les projections des formes d'entrée �(x) .  L'utilisation de fonctions noyau va donc 
permettre d'exploiter automatiquement un certain type de corrélation entre les formes d'entrée, 
et, si possible, d'identifier les exemples critiques par rapport auxquels une frontière de décision 
pourra être trouvée. Le choix de la (ou des) fonction noyau va naturellement implicitement 
déterminer le type de corrélations considérées (voir section 5). Ainsi, par exemple, si l'on estime 
que ce sont des corrélations mettant en jeu des sous-régions de 10 pixels dans une image qui 
permettent de distinguer des classes d'objets, on choisira une fonction noyau permettant de 
tester toutes les corrélations de 10 pixels au moins. 

Soit donc <I> une transformation non linéaire de l'espace d'entrée X en un espace de redescription 
<I>(X) : 

Le problème d'optimisation se transcrit dans ce cas par : f Max. { z:::;:,,  <>; - ! L�1�• <>;<>;u;u;(<l>(x,) ' <l>(x; )) } 
œi ;:::: 0, i = 1, . . .  , m l 2=7�1 Û'iUi = Ü 

L'équation de l'hyperplan séparateur dans le nouvel espace devient : 
rn 

h(x) L 0:; ui (<I>(x) . <I>(xi)} + w� 
·i= l  

(14.25) 

(14.26) 

(14.27) 
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Chapitre 14 Méthodes à noyaux 

où les coefficients a7 et w0 sont obtenus comme précédemment par résolution de (14.26). 

signe (Lai tii li:(x, xi) +  Wo) 
' 

X 

sigue ( L !'.>, tt,. 1<(x, x;) + wo) . 

Comparaisons 
li:(x,.x;) 

Points critiques 
X6 , X14, . . .  

Vecteur d'entrée x 

FIG. 14.6: Cette figure réwme le fonctionnement des séparateurs à vastes marges et montre le 
rôle des fonctions noyait. Lors de l 'apprentissage, ici de chiffres mantiscrits, un certain 
nombre d 'exemples critiqties sont retenus pour définir la fonction de décision (ici deux 
exemples positifs de '1 ' et deux exemples négatifs, 'un '4' et un 'T). Lorsqu 'tme nouvelle 
entrée est présentée au système, elle est comparée aux exemples critiq1J,CS à l'aide des 
fonctions noyau qui réalisent un prodiàt scalaire dans l 'espace de redescription <I> (X).  
La sortie est calcttlée en faisant tme somme pondérée (tme combinaison linéaire) de 
ces comparaisons. 

Comme nous l'avons vu, les fonctions noyau correspondent à un (ou des) produits scalaires 
dans un espace de redescription F.  On peut donc remplacer le problème précédent clans lequel il 
fallait déterminer la bonne transformation non linéaire <I>, par celui du choix d'une bonne fonction 
noyau 1;;(-, ·) . Le problème d 'optimisation associé devient alors : 

I Max. { 2:;':, '" - ! 2:;:';� i <>;<>;u,u; "( x,, x; ) } 
l ai � 0, i = 1 ,  . . .  , m 

E;:l Û:iUi = 0 
dont la solution est l'hyperplan séparateur donnant la fonction de décision : 

h(x) = signe{ f o:; 'Ui K(x, xi) + w0 } 
i=l 

(14.28) 

(14.29) 

où les coefficients 0:7 et w0 sont obtenus comme précédemment par résolution de (14.28). Le 
processus total est illustré par la figure 14.6. 

3 .3 Échantillon difficilement séparable et marge douce (ou poreuse) 

Nous avons supposé jusqu'ici qu'il existait un hyperplan (éventuellement dans l'espace de 
redescription) permettant de séparer les exemples des deux classes. Or, d'une part, il n'est pas 
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448 PARTIE 4 Apprentissage par approximation et interpolation 

nécessairement souhaitable de rechercher absolument un tel hyperplan, cela peut en effet conduire 
à une suradapta.tion aux données, d'autre part, il se peut que du bruit ou des erreurs da.ns les 
données ne permette tout simplement pas de trouver un tel hyperplan. Pour ces raisons, une 
version moins contrainte du problème de la recherche d'une séparatrice à vastes marges est le 
plus souvent considérée. 

L'idée est de pénaliser les séparatrices admettant des exemples qui ne sont pas du bon côté 
des marges, sans cependant interdire une telle possibilité. On définit pour cela une fonction de 
coüt particulière introduisant une pénalité pour tous les exemples mal classés et qui sont à une 
distance � de la marge qu'ils devraient respecter. On considère généralement des fonctions de coüt 
qui soient compatibles avec la fonction de perte traditionnelle {O, 1 }-perte qui compte un coüt de 
1 pour chaque exemple mal classé. En particulier, on cherche des fonctions de coüt qui conduisent 
à un critère inductif compatible avec le critère classique de minimisation du nombre d'exemples 
mal classés et donc à des solutions optimales égales ou proches. On parle de fonctions de coût de 
substitution ( surrogate loss functions) Toute une gamme de fonctions sont possibles. Les deux 
plus étudiées sont la « fonction coude » ( hinge loss) et la fonction q1wdratique as symétrique (voir 
figure 14.7). On parle alors de << marges douces » (soft margin)5. 

4 

3 

2 

-2 -1 0 

- 0-1 
- hinge 

square 
- logistic 

/ 
2 3 4 

FIG. 14.7: Approxirnations de la fonction de perte {O, l }  {ligne faisant 'U1ie marche) par les fonc
tion de perte « coude » (ligne), « quadratique » {courbe svrnétriq'lte en 1), et « logis
tiq1te » {co1J,rbe en descente dov.ce). L 'axe des abscisses corres7Jond à, la q1J,Q,ntité y h(x) 
qui est négative si l 'exemple x est mal classé par h.  

On a alors : 

lo- 1 (h(x), y) = Ly h(x)>O ::; max{l - y h(x), O} = llin (h(x), y) 

éo-1(h(x),y) = Lyh(x)>O :S max{l - y h(x), 0 }2 = lquad (h(x) , y) 

Approximation linéaire (fonction coude} 

On cherche maintenant à minimiser un risque régularisé avec un taux de compromis >. 

m 
1 � 2 Rreg(h) = - L_,, lli n ( h (x) , ui) + >. Il h I l 

m 
·i=l 

(14.30) 
(14.31) 

(14.32) 

� En raison du manque d'espace, nous ne discutons pas plus en détail les fonctions de 1;oût de .rnb.5titulion ici. 
Il faut Cf:pendant être conscient que pour être valables, ces fonctions doivent, vérifier un certain nombre de 
conditions. Leur choix doit se faire en fonction de la tâche : classification, régression ,  estimation de densité. 
De même, il est parfois utile d'avoir une fonction de classification aittO·C(Ûibrée, c'est-à-dire pouvant être 
interprétée en terme de probabilité d'appartenance à la classe calculée. Ici encore, le choix de la. fonction de 
coût de substitution est importa.nt (voir par exemple [SC08] pour une étude dét>�illée et thôorique). 
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Chapitre 14 

soit encore : 

Méthodes à noyaux 

( :M aximiser 

� l avec 

I:7:1 ei + >. m Il w 1 1 2 { ui ( xi ,w) 2: 1 - fi 

ç. 2: 0 

i = l, .  . .  , m  

Le passage par la formulation duale conduit à : 

( l\l [� m. 1 �·m. �·m, 
( )] 1 1 aXo: Di= l Q;i - 2 Di=l L-.i= l Q;iO:jUitlj/'i, Xi ' Xj 

� î:/i, 0 s; lXi s; c = 2�'.m, 
l L7:1 û:(Ui = Ü 

(14.33) 

(14.34) 

Le coefficient C règle le compromis entre la marge possible entre les exemples et le nombre 
d'erreurs admissibles. Il doit être choisi par l'utilisateur. Une valeur de C grande correspond à 
une valeur de ).. petite, c'est-à-dire à une grande pénalisation associée à chaque exemple mal 
classé. Il est à noter que puisque C = 2Jm , l'intervalle des valeurs possibles pour les lti décroît 

lorsque le nombre d'exemples m augmente. 

Pour le cas cl 'une fonction de coût quadratique, moins utilisée, nous reportons le lecteur 
par exemple à 1Her02], pp.55-56. 

3.4 Utilisation de fonctions noyau illustrations 

-- EXEMPLE avec X = IR-----------------------------

Afin d'illustrer le fonctionnement des méthodes à noyaux, nous allons considérer un des 
problèmes de discrimination les plus simples imaginables. On suppose que l'espace des entrées 
est réduit à IR, c'est-à-dire ;}, une dimension. On suppose que l'on ;;i cinq points d'apprentissage 
associés à deux classes '+l' et '-1' : 

(x3, -1) (x4, -1) 

�---x-v--�x!f.----�()---;:()-�x'----
( x 1 ,  1) (x2, l )  (xs , l) 

Frc. 14.8: Un problème de discrimination à une dimension. 

Il n'est pas possible de trouver une séparatrice linéaire (un seul seuil sur l'axe IR) permettant 
de distinguer les exem pies ' l ' des exemples '-1 '. 
Supposons que l'on choisisse d 'utiliser la fonction noyau : 11;(x, x') = (x ·x' + 1)2 . Cela signifie 
que l'on est disposé à considérer les corrélations au deuxième ordre entre les positions des 
exemples. 

En choisissant C = 100, le problème d'optimisation associé esL : 

( 5 5 

� 
•:X ;�o 0; - l J�, O; OjU;Uj (x, · Xj + ! )' 

l 2:: aiui = 0 
i,j=l 
0 s; l'i"; s; 100 (Vi) 
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450 PARTIE 4 Apprentissage par approximation et interpolation 

Un programme de résolution de problème quadratique de ce type retourne la solution 

Cl'1 = 0 ;  Cl'2 = 2.5 j Cl'3 = 0 ; 0:4 = 7.333 ; Cl'5 = 4.833 

La frontière de décision correspondante, de la forme D(x) = L:: 1  a:; ui "'(x, x, ) + w0, 
est ainsi : 

D(x) 2.5 (1 )  (2:c + 1)2 + 7.333 (1 )  (5x + 1)2 + 4.833 (1 )  (6x + 1)2 + w0 
0.6667 x2 - 5.333 x + Wo 

où w0 est obtenue en résolvant h(2) = 1, ou h(5) = - 1  ou h(6) = L puisque x2, x4 et x5 
sont sur la droite tii(w T <1>(x) + w0 = 1 pour i E {2 ,4 ,5} .  Ce qui donne w0 = 9, d'où : 

h(x) = signe{0.6667 x2 - 5.333 x + 9} 

C'est une frontière qua.dratique qui se traduit par deux seuils dans l'espace d'origine X =  IR. 
Les exemples x2,x4,xr. sont les exemples critiques. 

classe '-1' 

FIG. 14.9: Un problème de discrimination à une dimension. La séparatrice est issue d'-urie fonc
tion à deîJ,X dimensions qîJ,i se traduit par de7Lx seuils s�ir X = lR. 

-- EXEMPLE avec X =  IR2 : la fonction XOR --------------------

Soient des données décrites en deux dimensions ,'\:' = IR 2 ,  et soient les exemples d'apprentis-
sage décrits dans la table suivante : 

• • 

Indice i X · '· U; 
1 ( 1, 1) l 
2 (1 ,  -1) -1 
3 (-1 ,  -1) 1 
4 (-1,  1) - 1  _,j -1 1 x, 

• • 

Supposons que l'on choisisse la fonction noyau polynomiale de degré 2 : 

i;:(x,x') = (1 + (x · x'))2 

= (1 + (x1x� + :c2x; )) 2 

= l + 2(x1x; + xzx; ) + (:c1x� + x2x;)2 
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Chapitre 14 Méthodes à noyaux 

qui correspond à la projection il\ : 

On doiL alors résoudre le problème : 

( 4 4 

l 
•:x '�' a, - l J�, o,o1u,ui (x, · xi + L)' 

l L Ü:iU;, = 0 
i,j=l 
0 ::; et; ::; C (Vi) 

où l'on doit maximiser : 

C\'.1 + 0'.2 + 0'.3 + 0'4 
1 2 --(9Œ1 - 2a1ll'2 - 20:1U3 + 2ll'1Cl:4 + 
2 

9a; + 2a2a3 - 2a2a� + 9a; - 2a3a� + 9(.Y�) 

Soit, en dérivant par rapport à chaque multiplicateur de Lagrange a:i : 

( 90'.·1 - a2 - CT3 + CT4 

� a1 - 9a2 - 0'.3 + 0'.4 1 
ll'1 - Ct2 - 9Œ3 + ll'4 1 

l 0'1 - a:2 - Ct3 + 9a:4 1 

On trouve alors la valeur optimale des multiplicateurs de Lagrange : 

1 
8 

Les quatre exemples sont donc tous des exemples critiques, et la fonction de décision est 
alors : 

h(x) 

soit : 

{ "'• } signe L o:; ui K(x, xi) + Wo 
i= l 

signe{ � t U; [(x T · xi) + 1]2 } 
i=l 

{ l 4 

. } h(x) = ::iigne S L ui [l + (x · xi)]2 
i=l 

Après calculs, on arrive à l'éq'uation de la séparatrice dans L'espace d 'entrée ,'\:' : 

qui est une fonction non linéaire (voir figure 14.10, à gauche) . 
Quelle est l'équation de la séparatrice da.ns l'espace de redescription F ?  On a. : 

d 4 
D(x) = L o:;uiK(x;, x) + Wo = L O'.;ui(</>(xi) ,  <b(x)) + Wo = w* T <J?(x) + Wo 

i=l i=l 

avec : w* = I::=l a;u;4">(xi), et w0 = 0 dans ce problème symétrique par rapport à l'origine. 

On a alor::i : w� = }[-\I>(x1) + iP(x2) + \I>(x;�) - \I>(x4)]. 

451 



Vl Q) 
0 .... >w 
0 ....... 
0 N 
@ 
.µ ..c 
Ol ·;:: >a. 0 
u 

452 PARTIE 4 Apprentissage par approximation et interpolation 

En cakula.nt les projections <!>(xi) des quatre points, on trouve : 

w' 

D'où l'équation de la frontière de décision dans l'espace de redescription F : 

DF(x) = w*T <I>(x) 
= (O, o, - 1 ; J2, o , o, o) ( 1 , J2x1, J2x2, 

= - V2x1x2 = 0  

qui est donc une équation linéaire dans l'espace F (sixième coordonnée constante) (voir figure 
14.10 à droite). 

D(x,,x,)e-1/ 
I 

I 
I 

• •  
--· ;,. .. ' 

0 

·- . .. 
·-

· I •, ' D(x,.z,)s+I ', ' ·2 ' 
·2 .( 0 

' 
', D(x,.x,)=+I 

\ ' ' 
• . 

D(.t1,x,)a�---- -• 

.. . . ... 
.• 

I 

/D(.t1,x,)•- 1  , 
2 

.• .••••••• ••••.•• .•.• _ _ D(x,,x,) e+i 
1 maximum 

r,;2 IIW&in '/ l.X1X2 .Jï. t• 2 ( Ot-----�-----1 V x,,.t,)•O 

.1 •••• •· ••• .11••• •••• .• • • • • D(x,.x,) •- 1 

·2 
·2 ·I 

FIG. 14.10:  Les frontières de décision pour le vroblème dit XOR. À gaitche dans l'espace d'entrée 
X, à droite dans l'espace de redescription F en projetant siir deux coordonnées parmi 
les 6. 

3.5 Séparateurs à Vastes Marges et généralisation 

Selon la théorie statistique de l'apprentissage, la dimension de Vapnik-Chervonenkis de la 
classe des séparateurs linéaires de marge Î est égale à R2 /Î2 , où R est le rayon de la plus petite 
sphère englobant tous les points d'apprentissage. 

Il a été montré plus récemment [SSTSW99, WSSOl] qu'il est possible de borner l'erreur en 
généralisation en utilisant le spectre d'un opérateur intégral associé et le spectre6 de la matrice 
de Gram K;(xi, x.i ). En effet, ces nouvelles analyses tirent avantage du fait que, pour la plupart 
des applications, la distribution des données n'est pas isotrope dans l'espace, et, de ce fait, les 
bornes utilisant la mesure de sphère sont moins précises. 

6 Le spectre d'une rna.t.rice est. l'ensemble de ses vaJeurs propres. 
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Chapitre 14 Méthodes à noyaux 

4. Autres types d'induction avec fonctions noyau 

4.1 La régression 

Nous avons vu dans la section 1 .2 qu'il est possible d'utiliser l'approche par fonction noyau 
pour résoudre des tâches de régression non linéaire, c'est-à-dire de prédiction d'une valeur réelle 
à partir d'une entrée prise dans un espace, éventuellement multidimensionnel, typiquement 1R. d .  

Le problème inductif revient à chercher une fonction h(x) = y E 1R. telle que, pour tous les 
points d'apprentissage {(xi , ui)h<i<m, h(xi) soit le plus « proche » possible de 'Uï ,  tout en se 
plaçant dans un espace d'hypothèses contrôlé pour éviter le risque de sur-apprentissage. 

Une analyse de la convergence du risque empirique sur le risque réel, mesuré en terme d'écart 
quadratique, ainsi que la recherche d'une solution parcimonieuse en terme d'exemples support, 
a conduit Vapnik à proposer d'utiliser la fonction de perte suivante : 

IY - h(x)ls = max{O, IY - h(x) I - ê} (14.35) 

Alors, afin d'estimer la régression linéaire : 

h(x) = (w · x) + Wo (14.36) 

avec une précision de €, on minimise : 

(14.37) 
i= 1 

On peut réexprimer ce problème sous forme d'un problème d'optimisation sous contraintes 
(voir [Vap95]) : 

J Minimiser 

l sous les contraintes 

T(w, Ç, Ç*) = � Il w 11 2 
2 f ( ( w · xi) + wo) - ui 

) Ui - ((w · xi )  + wo) 
l Ç;, ç; � 0 

< € + çi 
< € + çi 

(14.38) 

pour tous les i = 1 , ,  , , , m. On peut noter à nouveau que toute erreur plus petite que € ne 
requiert pas une valeur non nulle de Ç ou de �i et ne doit donc pas être prise en compte par la 
fonction objectif (14.38). La figure 14 .11  illustre le rôle des contraintes. 

Comme dans le cas de la classification, on peut généraliser à la régression non linéaire en 
passant par un espace de redescription des entrées grâce à l'utilisation de fonctions noyau. L'in
troduction de multiplicateurs de Lagrange conduit au problème d'optimisation suivant, dans 
lequel les constantes C > 0 et Ç � 0 sont choisies a priori : 

1 Maximiser 

l sous les contcaintes 

i=l 

i,j=l { 0 ::; üi, a:� ::; C i = 1 ,  . . .  , m 

L:�:l (o:i - 0:7)  = 0 

i=l 

(14.39) 
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+E 

E 

-E +E 

FIG. 14. 1 1 :  Dan.s la régre.ssion par SVM, au lieu d 'impo.ser une marge entre les point.s des deux 
clas.ses, on impose une sorte de « chau.s.sette » autour de.s point.s grâce au paramètre 
€.  Le compromi.s entre la complexité du modèle {la fonction de régression) et la fidélité 
aux points d'apprentissage est règlée par la variable ressort ç .  

L'estimation de la régression prend alors la forme : 

m 

h(x) = 2:: (o:; - o:i) k(xi, x )  + Wo ( 1 4.40) i=l 
où b est calculé en utilisant le fait que la contrainte ((w · xi) + wo) - ui < € + �i devient une 
égalité avec fi = 0 si 0 < O:i < C, et la contrainte ui - ((w · xi)  + wo ) :::; € + fi devient une 
égalité avec �; = 0 si 0 < o:? < C.  

4.2  Induction avec une seule classe ou non supervisée 

À partir du moment où l'on considère l'astuce des noyaux (utilisation des fonctions noyau 
pour changer d'espace de description dans lequel des méthodes linéaires s'appuyant sur des 
produits scalaires peuvent être employées), il est tenta.nt de chercher à l'utiliser dans tous les 
domaines de l'apprentissage. C'est ce qui a été également fait en apprentissage non supervisé. 
Contrairement aux problèmes d'apprentissage supervisé dans lesquels la tâche fondamentale est 
de prédire l'étiquette d'une nouvelle forme d'entrée, et pour lesquels le critère de performance 
est assez aisé à définir, ces problèmes sont moins faciles à préciser. Il s'agit essentiellement de 
trouver une caractérisation des données permettant de déterminer des régularités intéressantes 
sur leur structure ou sur la distribution de probabilité sous-jacente (voir chapitre 18). 

Les méthodes d'apprentissage non supervisé incluent : 
• La recherche d'un « repère » ou référentiel permettant de décrire au mieux les données 

en comprimant leur description. Les techniques d' Analyse en Composantes Principale.s par 
noyau (Kernel PCA) répondent en partie à ce problème (voir [SS02] pour une description 
généra.le). 

• La recherche de sous-variétés dans les données préservant leur topologie (voir [LV07]). 
• La recherche de nuages de points ( clustering) ou de catégories dans les données. 
• L'estimation de densité sous-jacente aux données. 

Dans cette section, nous étudions un problème plus simple, binaire : celui de trouver une 
région de l'espace d'entrée X contenant une grande partie des données (proportion à préciser) . 
Comme dans tout problème d'induction, le principe est d'identifier cette région sur la base d'un 
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Chapitre 14 Méthodes à noyaux 

échantillon d'apprentissage jugé représentatif. Une tâche souvent associée à ce problème est celui 
de l'identification de formes exceptionnelles ou anormales ( outliers) .  

Suivant en  cela le principe philosophique de Vapnik selon lequel il ne faut pas résoudre un 
problème plus difficile ou plus général que celui considéré, i l  n'est pas nécessaire d'induire la 
densité de probabilité génératrice des données. Il suffit de trouver une frontière de décision entre 
la région considérée, couvrant une proportion minimale des données, et le reste de l'espace X. 
C'est l'objet des SVM mono-classe ( one-classe SVM) .  

À l'instar des autres problèmes inductifs, i l  est nécessaire de  résoudre un compromis entre 
disposer d'une classe de fonctions de décision suffisamment riches pour bien approcher la région 
recherchée et éviter cependant de risquer d'être victime de sur-adaptation. La méthode des SVM 
permet de résoudre ce problème de régularisation. 

En fait, l'origine de la méthode proposée réside dans une question théorique : peut-on détermi
ner avec précision le centre de masse de données générées à partir d'une distribution génératrice 
inconnue sur la base d'un échantillon de données tirées aléatoirement et indépendamment ? Soit 
lEp X [<J?(x)] = ri' <J?(x)dP X (x) le « vrai » centre de masse. Une analyse statistique permet de 
borner la valeur de I l ;;. 2:: �'�1 <J?(x.; )  - lEpx [<J?(x)] l l  et de montrer que cette borne ne dépend pas 
de la dimension de l'espace, mais est de l'ordre de /l/m comme attendu, ainsi que du rayon de 
l'hypersphère englobant les projections de données dans <I>(X).  

Cette analyse suggère un algorithme de détection de nouveauté ou d'anomalie. Considérons 
en effet la boule ou hypersphère minimale englobant les m points cl 'apprentissage clans l'espace 
<I>(X). La probabilité qu'un nouveau point ne soit pas englobé dans une boule minimale centrée en 
� 2::��1 <I> (xï) est � ,.,,.�1 (par un raisonnement simple de symétrie entre les données et l'emploi 
d'une inégalité triangulaire ; voir par exemple [STC04], pp.116-117). On pourra ainsi considérer 
que tout point tombant en dehors de cette boule, représentant les exemples « normaux », est 
anormal. 

• 
• • 

• • 
• 

• • • • 
• : • •• 

• • • • • • • • • • • • • • • • • • • • 
• • 

• 
• 

FIG. 14.12: Exemple d 'tme « hypersphère » définie stir un ensemble de points d'apprentissage. Les 
points entourés sont les exemples support. Les points bleus, extériettrs à l'hypersphère, 
sont jugés « no1J,vea1J,X » .  

Une analyse plus fine7 prenant en compte le compromis entre le rayon de l'hypersphère et la 
sensibilité à des points normaux mais peu représentatifs de la distribution de probabilité considé
rée conduit au problème suivant. Étant donné un échantillon cl 'apprentissage S = (xi , . . .  , x,,i), 

7 Voir par exemple [STC04J, pp.196-205. 
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trouver le vecteur lt* optimisant l'expression : 

( Maximiser 

� sous contraintes de : 
L.,i=l Û:i = 1 

l 
{ "" 1'/1, 

0 s o:.; s C, i = 1, . . .  , m. 

En choisissant alors i tel que 0 < o:; < C, on calcule : 

r* 

D = � o:;o:jK.(x.; , xj) - (r*)2 - 1 
i.j=l 

Et la fonction de décision : 

m 

h(x) H [K.(x,x) - 2 � o:;K(Xi ,x )  + D] 

où H est la fonction de Heaviside : 

Vx E IR, 

i=l 

H(x) = { � :� x < O  
X �  Ü. 

(14.41) 

( 14.42) 

(14.43) 

La fonction h retourne la valeur 1 pour une entrée tombant en dehors de l'hypersphère, et 
devant donc être interprétée comme une forme nouvelle. 

Encore une fois, la résolution du problème n'implique généralement qu'une partie réduite des 
exemples d'apprentissage qui se trouvent être sur la frontière de l'hypersphère calculée. 

Dans le cas où les données sont normalisées, on peut montrer que le problème peut également 
être résolu en cherchant un hyperplan dans <P(X) séparant au maximum les données de l'origine. 

4.3 Induction de sorties structurées 

Il est des tâches correspondant à l'induction de fonctions liant des entrées à des sorties ayant 
une structure. Par exemple, un système d'analyse grammaticale prend en entrée du texte et 
produit en sortie un arbre syntaxique correspondant à la structure syntaxique de la phrase (voir 
figure 14.13) .  D'autres tâches consistent à associer la structure tertiaire d'une protéine à la 
séquence de ses acides aminés. On pourrait aussi imaginer vouloir associer une structure spatiale 
d'éléments saillants (e.g. des personnages) à partir d'une image video. 

Une première approche du problème pourrait être de décomposer la structure visée en sous
composants et d'apprendre des fonctions de reconnaissance pour chacun de ces composants puis 
de les assembler d'une manière ou d'une autre. Mais cela nécessiterait la modélisation d'un 
grand nombre cl 'interdépendances entre ces sous-composants. Surtout, cela ne permettrait pas de 
représenter et de tirer parti de relations de similarité dans l'espa.ce de sortie, et donc de généraliser. 
Une autre approche pourrait être d'apprendre directement à prédire chaque sortie possible ( e.g. 
chaque arbre syntaxique). Mais le nombre de sorties possibles est en général exponentiel avec 
le nombre de sous-composants en jeu, et il est impossible d'imaginer cl 'avoir suffisamment de 
données pour apprendre à prédire chacune de ces sorties. 
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J ea.n aime la 

belle Marie .. 

/p� GN GV 

1 / �  N V GN 

/I� Del Adj N 
1 1 1 

Jean aime la belle Marie 

FIG. 14.13: Exemple d'tme transformation de texte en arbre syntaxique. 

L'idée centrale des méthodes d'apprentissage de fonctions à sorties structurées est de passer 
par un espace de redescription qui prend en compte à la fois l'espace d'entrée X, mais aussi 
l'espace de sortie Y. Ainsi, au lieu de passer (virtuellement) par un espace de redescription �(X) 
comme dans l'approche standard des méthodes à noyaux, on passe désormais (virtuellement) 
par un espace de redescription W (X, Y). Cet espace de redescription qui mêle des descripteurs 
appartenant à l'espace d'entrée et à l'espace de sortie permet de prendre en compte des propriétés 
combinées de ces deux espaces. Au lieu de la forme classique : h(x) = 2::�:1 o:; fi;(x, xi) + w 0 ,  les 
fonctions hypothèse auront la forme8 : 

m m 

L <Xi (w (x, y) ,  w(xi,yi ) )  + Wo (14.44) 
i=l i=l 

Mais de quel problème d'optimisation une fonction de ce type peut-elle être solution?  L'ap
proche actuelle prend pour point de départ le problème multi-classe. Jusqu'à présent, nous 
n'avons traité avec les SVM que le problème de discrimination à deux classes. Supposons que 
nos exemples appartiennent à plus de deux classes. Comment formaliser ce problème ? 

On va supposer qu'il existe un vecteur wy pour chaque classe y.  Chaque exemple x a donc un 
score par rapport à chaque classe y grâce à une fonction dite de compatibilité g(x, y)  = wy �(x). 
La règle de classification étant alors : 

h(x) = Arg.lvlaxg(x, y)  
yEY 

Cette règle fournit la bonne réponse (au moins pour les exemples d'apprentissage) sous ré
serve que les vecteurs de poids calculés W = ( w1 ,  . . .  , xi YI ) aient été déterminés pour respecter 
g(x, y) < g(x, y )  pour toutes les sorties incorrectes y -:/:- y. 

Pour un échantillon d'apprentissage Sm = { (x1 ,y1 ) ,  . . .  , (xm ,y ) } ,  cette contrainte conduit à 
la forme primale du problème suivant, où l'on requiert l'existence d'une marge minimale (= l) 
entre les différentes classes : 

{ tel que : 

Minw ! l lw l l2 
g(xi, Yi ) - g(xi, y )  2". 1 ('Vi E { l ,  . . .  , m }  et y -:/:- y.; )  

Pour u n  problème à k = I Y I  classes, ce problème d'optimisation a m(k - 1 )  inégalités au total, 
linéaires en w puisque l'on peut écrire : g(xi, Yi) - g(xi, y) = (wy, - wwy ) · �(x.; ) . C'est donc 
un problème pouvant être résolu par programmation quadratique convexe. 

8 Pour rappeler que la sortie est un objet structuré, nous utilisons par extension la notation y usuellement 
utilisée pour les vecteurs. 
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458 PARTIE 4 Apprentissage par approximation et interpolation 

Cependant, comme nous l'avons dit, cette formulation ne permet pas une généralisation à l'in
térieur de l'espace de sortie Y. D'où une nouvelle formulation pour la fonction de compatibilité : 
g(x, y ) = w · ll! (x, y ) . Le problème devient alors : 

{ tel que : 
Minw � l lw l l2 

W · W (Xi, Yi) - W · W (Xi, Y) � 1 ('ï/i E {l,  . . .  , ni }  et y "i- Yi )  
(14.45) 

En d'autres termes, on cherche un vecteur w d'une fonction de compatibilité g linéaire par 
rapport aux descripteurs d'un espace de redescription W (X, Y),  tel que pour chaque exemple 
d'apprentissage, cette fonction donne un score à la classe correcte supérieur d'au moins 1 au 
score donné pour toute autre classe, tout en limitant la complexité (c'est-à-dire en minimisant 
la norme l lw l l ) .  

Pour résoudre complètement ce problème, il faut résoudre certaines difficultés : 
• Le nombre de contraintes linéaires est encore de m(IYI - 1) ,  et il faut donc des techniques 

particulières pour y faire face ( e.g. algorithme de sections de plans ( « wtting-plane algo
rithm » ) ) . 

• Il faut pouvoir tenir compte d'erreurs dans les données et admettre des marges douces, donc 
introduire des variables ressort. 

• Il faut surtout définir un bon espace de redescription '1! (X, Y), soit directement, soit indi
rectement via la. définition d'une fonction noyau appropriée ,..;( (x, y) , (xi , Yi)) . C'est là le 
plus gros problème. Par exemple, dans le problème de l'analyse syntaxique de textes, il a 
été suggéré de compter combien chaque règle de production de la grammaire sous-jacente 
avait été employés pour un couple (x, y) . Il faut surtout, si l'on peut, tenir compte des 
décompositions raisonnables dans l'espace X x Y pour simplifier le problème. 

L'apprentissage de fonctions produisant des sorties structurées est un problème très important 
en raison en particulier du grand nombre d'applications faisant intervenir de telles fonctions. Si  
le nombre de travaux se rapportant à ce problème s'accroît rapidement et a déjà apporté des 
solutions d'une ingéniosité impressionnante, il reste encore beaucoup à faire. Nous renvoyons le 
lecteur intéressé à un article de synthèse constituant une bonne porte d'entrée à cette famille 
d'approches [JHYY09]. (Voir aussi la section 4 du chapitre 20). 

5.  Ingénierie des fonctions noyau 

5 . 1  Les fonctions noyau : signification et capacité d'approximation 

5 . 1 . 1  Signification des fonctions noyau 

La section 1 a montré que l'utilisation de fonctions noyau était liée à des raisons fondamentales 
diverses. En résumant, on peut dire que le choix d'une fonction noyau correspond implicitement 
au choix : 

• d'une mesure de similarité entre éléments de l'espace d'entrée X ;  
• d'une projection des éléments de X dans un espace vectoriel F doté d'un produit scalaire ; 
• d'un espace fonctionnel doté d'une base de fonctions analysantes ( e.g. base de J\tfercer ou 

base d'un espace de Hilbert à noyau reproduisant (RKHS)) dans laquelle est cherchée une 
fonction hypothèse ; 
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• d'un critère inductif régularisé puisque le théorème de représentation montre que chaque 
noyau correspond à un terme de régularisation ; 

• d'une fonction de covariance définissant comment les éléments de X sont corrélés ; 
• d'une mesure de probabilité siir un ensemble de fonctions comme le montre l'interprétation 

des fonctions noyau comme fonction de covariance. 
Le choix d'une fonction noyau est donc essentiel pour l'apprentissage et doit refléter au mieux 

toute connaissance a priori sur le domaine étudié. 

5.1.2 Les fonctions noyau et la capacité du RKHS associé 

Nous avons vu qu'une fonction noyau induisait l'espace de fonctions dans lequel était cherché 
une fonction hypothèse satisfaisant au mieux un critère inductif régularisé. Le chapitre 2 a par 
ailleurs amplement insisté sur l'importance du contrôle de la capacité de l'espace des hypothèses 
pour garantir, en probabilité, un lien entre le risque empirique et le risque réel. Il semble donc 
essentiel de contrôler le choix de la fonction noyau afin d'éviter le risque de sous-apprentissage 
(espace de fonctions trop pauvre) ou de sura.pprentissa.ge (espace de fonctions trop riche) . En 
fait, de nombreuses fonctions noyau sont associées à des espaces fonctionnels universels, c'est-à.
dire permettant d'approcher n'importe quelle fonction sur les points d'apprentissage (en d'autres 
termes des espaces fonctionnels de dimension de Vapnik-Cervonenkis infinie). 

Définition 14.3 (Noyau universel) 

Une fonction noyait continue sur un espace compact métrique X est dit universel si l'espace 
de Hilbert à noyau reprodttisant (RI<HS) :F associé est dense dans l'espace C(X) des fonctions 
continues de X dan.s IR, c 'est-à-dire si pour toute fonction g E C(X)  et pour tout é > 0, il existe 
une fonction f E :F telle que : 

I l! - 9 l loo ::; c 

où I l · 1 100 indique la norme suprernum l l x l loo  := supse[O,l] x(s) .  

Une fonction noyau universelle permet en particulier de séparer tout sous-ensemble de points 
de X en deux sous-ensembles quelconques disjoints, ce qui correspond à une dimension de Vapnik
Cervonenkis infinie. 

Il peut être montré que les fonctions noyau strictement positives peuvent séparer ainsi tout 
sous-ensemble fi.ni de points. De nombreuses fonctions noyau standard possèdent cette propriété : 

• les noyaux exponentiels : ,..;(x, x') = exp ( (x, x'}) 
• les noyaux gaussiens (RBF) : t.:(x, x') = exp - llx-tll 

'Y 
• les noyaux binomiaux : t.:(x, x') = (1 - (x, x'} )-a 
Si l'espace fonctionnel correspondant à l'espace des hypothèses est de capacité d'approximation 

universelle, l'induction n'est possible que si le critère inductif est proprement régularisé. C'est ce 
que réalise en particulier la technique des Séparateurs à Vastes r-.farges (SVM). 

5.2 L'espace des fonctions noyau : règles simples de construction 

Les fonctions noyau ont pour propriété d'être positives définies, c'est-à-dire d'être associées à 
des matrices de Gram : K = (k(xi, Xj) k:i positives semi-définies. La construction de fonctions 
noyau à partir de fonctions noyau connues utilise des opérations qui préservent cette propriété. 
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460 PARTIE 4 Apprentissage par approximation et interpolation 

Théorème 14.5 (Règles de construction) 

Soient /'\:1 et /'\:2 deux fonctions noyau sur X x X, X E  JRd, c E JR+ , J( - )  ime fonction réelle sur 
X, poly(-) ·un polynome avec des coefficients positifs ou nttls, <P(-) une fonction de X sttr JR0, 
/'\:3 une fonction noyau définie sur <P(X) x <P(X), A une matrice positive semi-définie, Xa et xb 
des variables avec x = ( Xa, xb) et /'\:a et /'\:b des Jonctions noyau dans leur espace respectif. A lors 
les fonctions suivantes sont des fonctions noyau : 

( i) /'\:(X, x') = c /'\:1 (x, x') 

(ii) /'\:(X, x') = f (x) /'\:1 (x, x')f(x')  

( iii) /\;(X, x') = poly (/'\:1(x, x')) 
(iv) /'\:(X, x') = exp(/'\:1 (x, x')) 

(v) /\;(X, x') = /'\:1(x,x') + /'\:2(x,x')  

(vi) /\;(X, x') /'\:1(x,x') /'\:2(x,x')  
(14.46) 

= 

(vii) /'\:(X, x') = /'\:3 ( <I>(x), <I>(x')) 

(viii) /'\:(X, x') = xT A x' 

(ix) /\;(X, x') = /'\:a (Xa ,  x�) + /'\:&(xb,  x�) 

(x) /'\:(X, x') = /'\:a (xa ,  x�) /'\:b(xb,  x�) 

La règle de construction (v) correspond à une simple « addition » de deux espaces. En effet : 

/'\:(x, x') = /'\:i (x,x
' ) + /'\:2(x,x') 

= (<P1 (x), <I>1(x')} + (<I>2(x), <I>2(x')) 
= ([1?1 (x), <P2(x')], [1?1 (x),  <P2(x')]) 

( 14.4 7) 

On peut facilement généraliser cette règle de construction à la somme tensorielle de noyaux. 

Théorème 14.6 (Noyau somme directe) 

Soient A;1 et /'\:2 deiix fonctions noyait définies respectivement sur Xi x Xi et sur X2 x X2, alors 
leur somme directe 

(14.48) 

La règle de construction (vi) est particulièrement importante. Elle permet de combiner des 
caractéristiques ou attributs des deux espaces de redescription associés à /'\:1 et à /'\:2 entre eux. 
On obtient ainsi le prodttit tensoriel de noyaux. Par exemple, ici, les attributs de l'espace de 
redescription sont les produits de toutes les paires d'attributs du 1er et du 211d espaces. En effet : 
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D ,  D2 

= L 1>1 (x)icl>1 (x')i L 1>2 (x)j1>2(x')j 
i=l j=l 
D 1 D1 

= L L cl>1 (x)i cl>1 (x')i cl>2(x)j cl>2(x')j 
i=l j=l 
D, Dz 

= L L <I>(x)i.i <D(x')ij 
i=l j=l 

en posant cl>(x).;j = 1>1 (x)i <I>2(x)j . 

(14.49) 

-- EXEMPLE: Fonction noyau à exposant simple -------------------

Soit la fonction noyau : r•(x, x') = ll:t (x, x' )" , on obtient p:�r induction l'espace associé qui 
est constitué de tous les monômes de degré s : 

(14.50) 

avec i satisfaisant I.:;=1 ii = s. 

Par exemple, pour s = 5, et d = 3 la dimension de X, on pourrait avoir <l>;(x) = xix�x� où 
les :çi sont les coordonnées de x dans X. 
Chacune des composantes il>i(x) est un monôme de degré s. Il peut en effet être intéressant 
de considérer les combinaisons de s attributs de base des objets dans X. 
Par exemple, en reconnaissance de scènes visuelles, lorsque les images sonc décrites à l'aide de 
pixels, ne prendre que les produits scalaires directs entre les images correspond à multiplier 
les intensités des pixels entre elles. Cela signifie aussi que l'on pourrait redistribuer les pixels 
arb'itrairement dans l'image sans changer le résultat. Mais la reconnaissance d'objets peut 
impliquer la présence de plusieurs caractéristiques structurelles ou relationnelles à l'intérieur 
de l'image. Ainsi, un '8' implique la. présence d'un arc de cercle convexe dans le sommet 
de l'image et d'un arc de cercle concave en bas de l'image. L'absence d 'une seule de ces 
caractéristiques suffit à éliminer la possibilité d'un '8'. Il s'agit donc d'un critère très non 
linéaire au niveau des pixels. Pour parvenir à le prendre en compte, il faut considérer des 
régions entières de l'image, c'est-à-dire des combinaisons de pixels. 
Il faut noter que l'on arrive très vite à des espaces de redescription de très grande dimension. 
Ainsi, la taille de l'espace de redescription pour IX 1 = d et pour un degré s d'un noyau à 
exposant simple est de : 

l<I>(X) I  = ( s + : - 1 ) 
(14.51) 

où l'on utilise la notation anglo-saxonne pour dénoter le coefficient binomial C!+<1- t · 
Ce qui donne par exemple pour des images en 16 x 1 6  pixels, et des combinaisons de 5 
pixels (s = 5) : l<P(X)I � 1 010 .  Il est heureux que la fonction noyau à exposant simple nous 
permette de ne pas manipuler directement ce genre d'espace. 

Plus généralement, les fonctions noyau polynomial, noyau de to'us Les sous-ensembles et noyau 
ANOVA utilisent les règles de construction (14.46) et correspondent à un produit scalaire dans 
un espace de redescription construit à partir de certaines combinaisons des attributs de l'espace 
X (voir figure 1.4.14). 
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L� y 
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F 

FIG. 14.14: Construction d'un espace de redescription à partir de combinaisons des attributs de 
l'espace d 'origine X . 

-- EXEMPLE Caractéristique associée à un noyau polynom ial -------------

<I>p(x) = xi X� X4 X� . . .  X� (14.52) 

Les noyaux polynomiaux 
L'application de la règle (iii) permet de construire des noyaux polynomiaux définis comme 

i'l:(x, x') = poly (/'\:1 (x, x')) où poly est un polynôme à coefficients positifs. 

Définition 14.2 (Noyau polynomial) 

Un cas particulier est appelé noyau polynomial 

i'1:8(x,x') t ( � ) Rp-s (x, x')8 
s=O 

(14.53) ( (x, x') + R)P 

Contrairement au noyau à exposant simple qui ne considère que les monômes d'un degré donné 
p, le noyau polynomial permet de prendre en compte tous les monômes de degré :::; p .  

La dimension de l'espace de redescription <I> (X) pour le noyau polynomial i'l:(x, x') = ( (x, x') + 
R)P est : 

Il faut noter qu'augmenter le paramètre p peut conduire à du surapprentissage. Le paramètre 
de pondération R permet de contrôler le poids de chaque monôme. Ainsi, le poids des monômes 

d'ordre s est ( � ) RP-s. De ce fait, augmenter R diminue les poids des monômes d'ordre élevés. 

Les noyaux « tous sous-ensembles » 
Un autre type de combinaison des attributs d'origine consiste à considérer les attributs <I>i 

de l'espace de redescription <I>(X) constitués de tous les sous-ensembles d'attributs d'origine, y 
compris le sous-ensemble vide. 

Comme pour les noyaux polynomiaux, on considère ainsi toutes les combinaisons d'attributs 
jusqu'à un ordre donné p. Mais, contrairement aux noyaux polynomiaux, l'exposant de chaque 
attribut retenu vaut l .  
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Soit A un sous-ensemble des d attributs d'origine : A Ç {l ,  2, . . . , d}. On a :  

avec i = (ii , i2 , . . .  , id) E {O, l }d . 
On a alors : 

11:c (x, x') (<P(x), <P(x') )  L II XiX� 
A Ç{l,  ... ,d} iEA 

d II ( 1  + xixD (14.54) 
i= 1 

où la dernière équation découle d'une application de la loi distributive. On définit ainsi le noyau 
« tous sous-ensembles ». 

Définition 14.3 (Noyau « tous sous-ensemble » )  
Le noyau « tous sous-ensemble » est défini par : 

d 
11:c (x, x') II (1 + x.;x�) (14.55) 

i=l 

On remarquera qu'il s'agit d'un noyau défini comme une somme de produits dans l'espace des 
caractéristiques (les dimensions de l'espace de redescription) , mais qui se calcule, dans X, comme 
le produit de sommes. 

- EXEMPLE Caractéristique associée à un noyau « tous sous-ensemble » -------

(14.56) 

Les noyaux ANOVA 
Une autre méthode pour prendre en compte des combinaisons d'attributs de base fait appel aux 

fonctions noyau ANOVA. Similaires aux fonctions noyau « tous sous-ensembles », elles permettent 
de ne prendre en compte que des sous-ensembles de variables de cardinal donné p. 

Définition 14.4 (Noyau ANOVA) 

Le noyau ANOVA est défini par : 

11:v(x, x' )  L <PA(x) <PA (x') 
IA l=P 

p "'"' II Xi X� � ,I J 
1:$i1 <i2< ... <i,,:$d j=l 

(14.57) 

- EXEMPLE; Caractéristique associée à un noyau ANOVA -------------

(14.58) 

p 
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464 PARTIE 4 Apprentissage par approximation et interpolation 

Il est possible de généraliser les noyaux AN OVA. On peut en effet remarquer qu'il est tentant 
de remplacer les produits scalaires de base Xi X� par des noyaux de base A:i(x , x') = ai xi ;i;�. On 
peut même aller plus loin et remplacer ces fonctions noyau par des fonctions noyau générales 
permettant de comparer les objets x et x', et définies éventuellement sur des sous-ensembles 
non nécessairement disjoints des d attributs de base. On a alors une version plus générale des 
fonctions noyau ANOVA : 

p 
Kp (x,x') II Ki:i (x, x') (14.59) 

Ce point de vue mène alors assez naturellement à l'idée de comparer des objets structurés 
ou composites entre eux. En effet, la comparaison peut se faire par une sorte de calcul récursif 
dans lequel la comparaison au plus haut niveau résulte de comparaisons menées à des niveaux 
inférieurs , elles-mêmes pouvant éventuellement être définies récursivement, jusqu'à un niveau de 
description élémentaire. 

Avant de passer à la description de fonctions noyau définies sur des structures, il est intéressant 
de noter que les noyaux polynomiaux, « tous sous-ensembles » ou AN OVA peuvent se prêter 
facilement à des procédés de calcul récursifs. Nous reportons le lecteur à [STC04] par exemple, 
pour des détails sur ces approches. Mais, ces procédés de calcul, d'abord poursuivis pour des 
raisons de complexité calculatoire, ont également inspiré les chercheurs à définir des fonctions 
noyaux applicables sur des objets structurés. C'est ainsi par deux chemins, a priori indépendants, 
que l'on aboutit à la même idée. 

Les noyaux gaussiens 
La fonction noyau gaussienne est très employée. 

Définition 14.5 (Noyau gaussien) 

Le noyau gaussien est défini par : 

Il s'agit bien d'une fonction noyau car : 

ce qui donne : 
/\;p(X,X/) = C(-XT X/2<72) C (xTx'/<72) e (-(x')T x'/2<72) 

(14.60) 

et en vertu de (ii) et (iv) et du fait que K(x, x') = x T x' est une fonction noyau, il s'agit bien 
d'une fonction noyau. 

L'espace de redescription associé est de dimension infinie. 
Il est important de noter que le noyau gaussien n'est pas restreint à l'utilisation de la distance 

euclidienne. On peut remplacer x T x' par un noyau non linéaire 11;(x ,  x') , ce qui donne : 

Kr(x,x') = exp{- 2�2 (K (x , x ) + 11;(x', x') - 2K(x,x')) } (14.61) 

Le paramètre ü permet de contrôler la flexibilité de la fonction noyau comme le degré d d'une 
fonction noyau polynomiale. De petites valeurs de ü correspondent à de grandes valeurs de d, 
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Chapitre 14 Méthodes à noyaux 

permettant de s'adapter aisément à tout échantillon d'apprentissage et clone à être sujet au 
sur-a.pprentissage. Dans ce cas, la. matrice de Gra.m devient proche de la matrice identité. Au 
contraire, de grandes valeurs de Ci réduisent la fonction noyau à une fonction constante, donc à 
une grande difficulté à s'adapter à autre chose qu'à des classifications triviales. 

On peut aussi se représenter chaque point x comme associé à une fonction dans un espace de 
Hilbert : 

l l x  - · 1 1
2 

x >---+ !!?(x) = K(x, ·) = exp (- 2 ) 
2o- (14.62) 

Chaque point cl 'apprentissage représente ainsi une fonction de base potentiellement dans une 
direction orthogonale aux autres fonctions. Mais plus proches sont deux points x et x', et plus 
les directions de leurs fonctions associées sont alignées. 

5.3 Construction de fonctions noyau sur des espaces non vectoriels 

Connaissant à la fois la signification des fonctions noyau et leurs propriétés, il est possible de 
chercher à construire des fonctions noyau plus complexes, adaptées à des domaines d'application 
particuliers. Il est nécessaire que la fonction noyau K(x, x') soit symétrique et définie semi
positive, et qu'elle exprime la forme appropriée de similarité entre les objets manipulés. Dans 
la suite, nous examinons un certain nombre de fonctions noyau qui ont été développées pour 
traduire des distances clans des espaces particuliers. 

L'idée générale est de remplacer les n coordonnées réelles de l'espace de redescription R par 
n fonctions noyau de base servant à comparer des aspects des objets considérés. 

5.3.1 Noyaux sur des ensembles 

L'un des exemples les plus simples de fonction noyau s'appliquant à des données symboliques 
est celui du noya1J, ensemble. Soit un espace d'entrée constitué de tous les sous-ensembles possibles 
d'un ensemble A, par exemple les lettres d'un alphabet, ou les pixels d'une image. Si A1 et A2 sont 
deux sous-ensembles de A (e.g. deux ensembles de lettres, ou deux sous-images particulières), 
une fonction noyau simple permettant de mesurer leur similarité est : 

où A1 n A2 est l'intersection de A1 et de A2 et IAI est le cardinal de l'ensemble A. 
On mesure clone la. taille de l'ensemble des parties définissables sur l'intersection entre les 

ensembles A1 et A2 (la. taille de l'ensemble des parties d'un ensemble de taille n étant 2"'). 

Cette mesure est très utilisé dans la classification de textes, après que des prétraitements aient 
ramenés ces textes à des « sacs de mots » ( bags of words, aussi appelée « modèle de l'espace 
vecteur », vector space rnodel (VSi\ir) )  . 

Il est également possible de pondérer les sous-ensembles de A par une distribution de proba
bilité µ, sur ses éléments. On peut alors définir le noyau intersection par : 

c 'est-à-dire la probabilité de l'intersection des deux sous-ensembles. 
On peut montrer que ces fonctions sont bien des fonctions noyau car elles correspondent à des 

produits scalaires dans un espace de redescription. 
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5.3.2 Noyaux sur des textes 

L'approche la plus rudimentaire pour représenter des textes est d'utiliser la représentation 
en sacs de mots. Si cette approche a le mérite de la simplicité et, en général, de l'efficacité, 
en revanche elle ignore des aspects importants des textes, en particulier leur sémantique. Ainsi, 
des mots synonymes ne sont pas pris en compte dans la similarité entre textes, tandis, qu'au 
contraire, des mots à plusieurs significations vont compter dans la similarité alors même qu'ils 
sont peut-être employés dans des sens différents. De même, la position des mots n'est pas prise 
en compte. 

Pour considérer la sémantique des mots, ou du moins leur proximité sémantique, une manière 
simple consiste à utiliser une matrice de similarité ou de sémantique S qui sera employée dans 
la définition du noyau : 

où d1 et d2 sont des textes ou des documents, et ef>(d) est la projection de d dans un espace de 
redescription. 

La matrice S peut résulter de la composition de plusieurs étapes de traitement. Par exemple, 
une opération de pondération des termes, qui peut utiliser l'approche tf-idf9, et une opération 
mesurant la proximité entre les mots : 

S = RP 

où R est une matrice diagonale spécifiant le poids des termes, et R est la matrice de proximité, 
dans laquelle P ij > 0 quand les termes ti et tj sont sémantiquement liés. 

Une manière de calculer automatiquement cette matrice de proximité est de calculer les co
occurences des termes dans les documents (des termes en co-occurrences fréquentes étant jugés 
sémantiquement liés). Une méthode particulière pour cela est l'analyse sémantique latente (LSA) 
(voir chapitre 18). Le lecteur intéressé pourra trouver des détails sur ces techniques en particulier 
dans [STC04j. 

5.3.3 Fonctions noyau sur des séquences et des chaînes de caractères 

Les fonctions noyau sur les séquences et les chaînesJO s'appuient généralement sur une projec
tion explicite dans un espace de redescription choisi pour que les distances ou similarités cl 'intérêt 
se calculent efficacement. Il s'agit donc de déterminer quelle notion de similarité devrait être cal
culable dans l'espace de redescription. Par exemple, souhaitons-nous regrouper les chaînes ou 
séquences par longueur, par composition similaire en sous-séquences, ou toute autre propriété ? 

La plupart des fonctions noyau proposées jusqu'ici reposent sur le comptage de sous-chaînes 
ou de sous-séquences communes aux objets comparés. En génomique, par exemple, cela a un sens 
car on suppose que l'évolution a opéré par mutations, délétions et insertions successives et, par 
conséquent, le comptage de sous-séquences ou de sous-chaînes en commun permet d'estimer une 
distance évolutive entre génomes, et éventuellement, une similarité de fonction . 

9 La représent11tion lf-idf pr<rnd en com pte la fréquence du terme dans le document, étudié (tf) et la fréquence 
<lu terme dans l'ensemble des documents (id!). Plus précisément, soit le document d; et le terme t., , alors la 
fréquence du terme dans Je document est : df.; = � . où n.,; est Je nombre d'occurrences du terme t; L; ,_, n,1,;,j 
dans d.i . Le dénominateur compte Je nomure d'occurrences de tous les termes dans Je document. La fréquence 
inverse du document (id!) est défini par : idf;. = log l{d; ,1,��d; }I ' où ID I  est le nombre total de documents, et 

l{d; : t, E di}I est le nombre de documents où Je terme t; apparaît. Alors tf-idf;,j = tL,; · iclf,. 
1° Conformément à l'usage en informatique, nous appellerons chaîne une suite consécutive d'éléments de base, 

ta,ndis que le terme séquence sera utilisé pour une suite ordonnée mais non nécessairement consécutive d'élé
ments. 
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Soit s une séquence définie sur un alphabet fini de symboles IE I .  La séquence vide est notée é. 
On note En l'ensemble de toutes les chaînes de taille n, et E* l'ensemble de toutes les chaînes : 

OO 

n=O 

Les fonctions noyau considérées sont définies par une projection explicite de l'espace X de 
toutes les séquences finies définies sur l'alphabet E sur un espace vectoriel <J?(X). Le plus sou
vent, les coordonnées de <J?(X) correspondent à un sous-ensemble I de séquences de l'espace 
d'entrée. Par exemple, cela pourrait être l'espace de toutes les séquences de longueur p, c'est
à-dire un espace de redescription de dimension IEIP. Les projections <I> sont définies comme des 
applications : 

<l> :  S ->  (ef>.u(s))uEI E <J?(X) 

où I désigne l'ensemble des coordonnées de <I>(X).  
Pour chaque espace de redescription, il peut y avoir plusieurs projections possibles. Par exemple, 

pour un même espace de redescription, une projection peut consister à calculer chaque coordon
née ef>11 (s) comme étant le nombre de fois où la chaîne u est présente dans s, tandis qu'une autre 
projection pourrait consister à calculer chaque coordonnée comme étant le nombre de fois où la 
séquence u est présente dans s. Dans ce dernier cas, on peut envisager de pondérer la somme des 
séquences présentes par le nombre de trous dans les séquences considérées. 

Comme exemples de fonctions noyau envisagées dans la littérature, nous noterons les suivantes, 
souvent utilisées, mais n'épuisant pas l'ensemble des fonctions proposées (voir [STC04] pour une 
description plus complète de ces fonctions noyau) . 

Fonction noyau spectre 
Le spectre d'ordre p d'une séquence s est l'histogramme des fréquences de toutes ses sous

chaînes de longueur p. La comparaison des p _spectres de deux séquences permet de mesurer 
un certain type de similarité entre ces séquences. Le produit interne entre p _spectres est une 
fonction noyau, appelée fonction noyau spectre ( spectrum kernel function). 

Définition 14.6 (Fonction noyau spectre) 

À une Jonction noyau à p _ .spectre est a.ssocié un espace de redescription indicé par I = EP, et la 
projection définie par : 

La fonction noyau spectre correspondante est défi.nie par : 

/'i,p(s, t )  = (<I>P(s), <I>P(t)) = L ef>�(s)ef>�(t) (14.63) 
uEEP 

-- EXEMPLE Fonction noyau 3 spectre ----------------------

Soient deux chaînes construites sur l'alphabet {A,  C ,  G ,  T} : 
s = GAGTTCTAAT 
t = GGATCACTAA 

Les sous-chaînes de longueur 3 présentes dans ces deux chaînes sont : 
GAG, AGT, GTT, TTC, TCT, CTA, TAA, AAT 
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468 PARTIE 4 Apprentissage par approximation et interpolation 

GGA, GAT, ATC, TAC, CAC, ACT, CTA, TAA 
Les sous-chaînes en commun sonL CTA et TAA, ce qui donne un produit interne ""(s, t) = 2. 

Des méthodes de calcul récursives permettent de calculer efficacement cette fonction noyau. 

Fonction noyau de séquences avec pondération en fonction des trous 
Cette fonction noyau prend en compte les trous dans les sous-séquences prises comme coordon

nées de l'espace de redescription. Ainsi, comme dans la fonction noyau p _spectre, la. ressemblance 
entre deux séquences est d'autant plus importante que le nombre de sous-séquences communes 
est grand, mais le poids de ses sous-séquences prend en compte leur dispersion dans les séquences 
comparées. 

EXEMPLE Pondération des sous-séquences ( 1 )  ----

Par exemple, la séquence ACG est présente dans les séquences ACGT, ACTTQA et AGGÇATQA, 
mais la première occurrence est plus significative car elle apparaît comme une sous-séquence 
consécutive de la séquence considérée, alors que la dernière est l:'\ moins significative car 
impliquant une grande dispersion de la sous-séquence ACG dans AGGCATGA. 

Afin de pondérer les occurrences des sous-séquences, on introduit un facteur d'amoindrissement 
À E [O, l ] .  Ainsi, si la sous-séquence ·u de longueur j'Uj est trouvée dans la séquence s avec une 
longueur l ('U), alors on pondère la sous-séquence u avec le poids .>-t(u)- lul. 

-- EXEMPLE Pondération des sous-séquences (2) ------------------

En reprenant l'exemple précédent, et avec >. = 0.9, on aurait le poids de la sous-séquence 
u = ACG valant 1 dans ACGT, 0,95-3 = 0.81 dans ACTTGA et 0.97-3 = 0.94 :::; 0.66. 

5.3.4 Fonctions noyau à convolution 

Étant donné un ensemble d'objets composites, c'est-à-dire constitués de sous-parties, est-il 
possible de définir une relation de similarité, c'est-à-dire ici une fonction noyau, entre ces objets ? 

Par exemple, supposons que l'objet11 x E X soit composé de sous-parties Xp E Xp, où p = 
1 ,  . . . , P (les ensembles Xp n'ayant pas à être égaux ou de tailles égales) .  Ces sous-parties elles
mêmes pouvant à leur tour être des objets composites. 

-- EXEMPLE Chaînes-------------------------------

Soit; la chaîne x = ATG et P = 2. La chaîne peut être considérée comme composée de x1 = AT 
et X2 = G, ou bien de X1 = A et de X2 = TG . 

On peut considérer l'ensemble des décompositions licites comme une relation R(x1 , x2, . . .  , X p ,  x) 
signifiant que « x1 , x2, . . .  , xp constituent l'objet composite x ». 

Haussier [Hau99j a. été l'un des premiers à examiner comment définir une fonction noyau 
entre objets composites à partir de mesures de similarité entre leurs sous-parties, c'est-à-dire de 
fonctions noyau plus locales K.p définies sur Xp x Xp. L'idée est de mesurer la similarité entre 
les sous-objets grâce à des fonctions noyau locales, puis en remontant récursivement, niveau par 
niveau, d'effectuer la somme des différentes contributions à la ressemblance globale. On parle de 
1 1  On continue ici ;;\, noter x les objets de X même si ce ne sonl; plus des vecteurs. 
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noyau de convolution car le calcul réalise une sorte de moyenne sur les différents choix possibles 
de décompositions en sous-objets. 

Définition 14.7 (Fonction noyau de convolution) 

Le noyau de convolution de li1 , li2, . . .  , lip selon la relation de décomposition R est défini par : 

p 
(ii1 * . . .  * iip )(x, x') L II lir(xr, x�) (14.64) 

R p=l 

où la somme est calculée selon toutes les décompositions permises par R pour décomposer l'objet 
x en x1 , . . .  , xp et l'objet x' en x� ,  . . .  , x� .  

Par convention, on posera qu'une somme « vide » est égale à 0 ,  c'est-à-dire que si x ou x' ne 
peut pas être décomposé, alors (ii1 * . . .  * lip )(x, x') = O. 

S'il n'y a qu'un nombre fini de décompositions possibles on dit que R est finie et on peut 
montrer que la fonction de convolution ainsi définie est une fonction noyau. 

Les exemples les plus simples de fonctions noyau à convolution sont les noyaux toits sous
ensembles ( all-subsets kernels) ,  les noyaux polynomiaux et les noyaux AN OVA. 

5.3.5 Calcul des fonctions noyau à convolution 

Notons que la définition récursive d'une fonction noyau a une traduction algorithmique per
mettant d'organiser de manière efficace les calculs. La programmation dynamique est en général 
utilisée. Une description des algorithmes correspondants peut être trouvée dans la littérature, à 
commencer par [STC04]. 

Nous présentons l'algorithme de calcul du noyau « toutes sous-séquences » pour donner un 
exemple de type d 'algorithme. Le noyau « toutes sous-séquences » associe à chaque chaîne un 
vecteur dont chaque composante est le nombre d'occurrences il>� (x) d'une sous-séquence continue 
ou non dans la chaîne x. 

Par exemple, toutes les sous-séquences des chaînes bac, baa et cab sont données dans la table 
suivante ( e.g. la chaîne baa contient les sous-chaînes ba et b_a d'où le 2 dans la colonne ba) : 

bac 
baa 
cab 

1 
1 
1 

a b c aa ab 

1 1 1 0 0 
2 1 0 1 0 
1 1 1 0 1 

ac b a  be 

1 1 1 
0 2 0 
0 0 0 

c a  c b  bac 

0 0 1 
0 0 0 
1 1 0 

baa 

0 
1 
0 

cab 

0 
0 
1 

Cela permet de compter le nombre d'alignements entre chaînes grâce à la fonction noyau 
ii(x,y) = l:uEE' <P�(x) <P�(y). Par exemple : 

ii(baa, bac) = 1 + 3 + 2 = 6 

L'expression ii(x1 , Xz, . . .  , Xn, y1 , yz, . . .  , Ym) compte le nombre d'alignements entre les chaînes 
x et y que l'on a décomposées en caractères. On peut noter que ce calcul peut être décomposé 
en les alignements dans lesquels Xn n'est pas utilisé, soit ii(x1 , x2, . . .  , Xn-1 , y1 , y2,  . . .  , ym )  et les 
alignements dans lesquels Xn est aligné avec l'une des y1 . . .  Ym. Ce dernier compte est stocké 
dans une variable auxiliaire notée Aux. 
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A lgorithme 22 : Calcul du noyau toutes sous-séquences 
Entrées : X1, . . .  , Xn, Y i ,  . . .  , Ym 
Résultat : K[n][m] = x:(x1, . . .  , Xn , y1,  . . .  , ym )  
début 

pour j E {l ,  .. , m} 
faire 
1 K[O][j] <- 1 

fin pour 
pour i E {l ,  .. , n} faire 

dernier <- 0 
Aux [O] <- 0 
pour j E {l,  .. ,m}  faire 
I Aux [j] <- Aux[de1·nier] 

fin pour 
if xi = Yi then 
1 Aux[j] <- Aux[dernier] + K{i - l][j - l] 

end 
dernier <- j 
pour j E {l,  .. ,m}  faire 
1 K[i][j] <- K[i - l][j] + Aux[j] 

fin pour 
fin pour 
retourner K[n][m] 

fin 

5.3.6 Fonctions noyau sur les arbres 

/* L ' alignement vide 

Les arbres et les graphes s'inscrivent naturellement parmi les objets composites et structurés. 
La comparaison de tels objets a été abordée depuis longtemps, en particulier dans ce qui s'appelait 
la « reconnaissance des formes structurelle ». Cependant, l'avènement des méthodes à noyaux a 
conduit à un renouvellement des recherches dans la mesure où ces méthodes sont génériques et 
peuvent s'appliquer à une grande variété de domaines dès lors que l'on est capable de concevoir 
une fonction noyau, c'est-à-dire, in fine, une mesure de similarité appropriée. 

Les techniques de calcul récursif découvertes pour certains types de données ont amorcé une 
pléthore de travaux pour définir, selon une même approche, des noyaux sur des objets structurés 
susceptibles d'être décomposés en sous-objets, et ainsi de suite. 

La structure d'arbre, par exemple, est omniprésente en informatique, et est spécialement utile 
en biologie évolutive, en traitement du langage naturel, dans le traitement des programmes 
informatiques ou des documents XlVIL, ou encore pour certains traitements d'image. Il est donc 
important d'être capable de détecter des régularités dans ces types de données et cela requiert 
de pouvoir calculer des ressemblances entre arbres. 

Étant donné un arbre T, l'arbre S est un sotts-arbre de T si et seulement si il est sous-graphe 
connecté de T et les étiquettes des sommets et des arcs de 8 s'apparient avec les étiquettes des 
sommets et arcs correspondants dans T. Nous noterons S(T) l'ensemble des sous-arbres de T. 

La plupart des fonctions noyau partagent la même structure : les fonctions noyau évaluées 
sur les arbres T1 et T2 , x:(T1 , T2) ,  sont exprimées comme une somme de fonctions noyau locales 
x:s(S1, S2) définies sur toutes les paires de sous-arbres possibles 81 et 82 des arbres T1 et T2. 

À titre d'illustration, nous considérons la fonction noyau to11,s sow;-arbres. 
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Définition 14.8 (Fonction noyau tous sous-arbres) 

La fonction noyau tous sous-arbres est définie comme : 

où /'\:s (S1 , S2) est elle-même iine fonction noyau entre arbres. 

Il en découle que la fonction /'\: est un noyau, si les fonctions /'\:s le sont. Plusieurs fonctions 
locales n,s sont possibles. 

l .  Si cette fonction locale retourne 1 lorsque les sous-arbres comparées sont égaux et 0 sinon 
(fonction J de Kronecker) : 

alors /'\:(T1, T2) compte simplement le nombre de sous-arbres communs entre T1 et T2. 

2. Il est aussi possible de compter le nombre de sous-arbres communs d 'une taille N donnée 
(mesurée en nombre de nœuds). 

où n(Si) est le nombre de nœucls de Si, et N une profondeur prédéfinie. 

3. On peut également prendre en compte des sous-arbres communs qui ne sont pas à la même 
profondeur dans T1 et clans T2 dans une limite fixée à D. 

où d(Si) est la profondeur de la racine de S; dans l'arbre T;, et D est la différence maximale 
tolérée entre les profondeurs des sous-arbres. 

La. figure 14.15 montre une base possible de sous-arbres définissant l'espace de reclescription 
n. 

Ces fonctions noyau peuvent être calculées en utilisant la programmation dynamique avec une 
complexité proportionnelle au carré du nombre de sommets [STV04]. 

5.3.7 Fonctions noyau sur et entre graphes 

Les applications impliquant des structures de graphes sont de plus en plus nombreuses. D'une 
part, la description d'objets sous forme de graphe est très générale, d'autres part, les objets eux
mêmes peuvent être liés par des réseaux d'inter-relations qui forment des graphes. Les réseaux 
sociaux, les molécules complexes rencontrées en biologie, les codes HTML ou XML, les ontologies, 
appellent naturellement une représentation par graphes. 

On distinguera deux types de structures : 

1 .  Les structures internes, lorsque la description des objets s'opère en termes de graphe. C'est 
le cas de molécules biologiques. 

2. Les stnictiires externes, lorsque les objets sont liés entre eux par les relations d'un graphe, 
comme dans les réseaux sociaux. 

1 - Fonctions noyaux entre objets à structure interne sous forme de graphe 
La comparaison d'objets décrits par des graphes (structure interne) fait naturellement appel 

à des noyaux de convolution dans lesquels on combine la comparaison de sous-structures pour 
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FIG. 14.15: À gau.che un arbre. À droite, une décomposition en sous-arbres de tailles crois
.santcs. 

obtenir un score de ressemblance global. Une application typique concerne la prédiction de la 
toxicité ou de la. bio-activité de nouvelles molécules chimiques par comparaison avec la structure 
de molécules connues et répertoriées dans des chimiothèques. 

Fonctions noyaux entre chemins 
Les fonctions noyau de comparaison entre arbres s'appuyaient sur une décomposition en sous

arbres et sur des fonctions noyau locales de comparaison de sous-arbres. Il est tentant de recourir 
à la même approche dans le cas des graphes, en décomposant ceux-ci en chemins et en comparant 
ces derniers entre eux. 

La majorité des fonctions noyau proposées pour la comparaison de graphes font appel à des 
sous-graphes sous la forme de chemins ou de séquences d'étiquettes obtenues par traversées des 
graphes considérés (voir par exemple la figure 14.16). 

b 

a 

d 

FIG. 14.16: Exemple de graphe étiqu,eté. Les sormnets sont étiquetés en majuscu,les et les arcs en 
rninusc1ûes. Le chemin en gras prod1àt la séquence (A,c,C,d,D,a,B). 

L'idée générale est de définir un espace de redescription n en engendrant des chemins par 
marches aléatoires dans l'espace des graphes selon une distribution de probabilité à définir. A 
partir de ces chemins c = (x 1 , Xz , . . .  , xi) , on obtient des séquences s = (vxp ex,,x2 , Vx2 ,  . . .  , vx , )  
où les vx, sont des sommets du graphe, et  les ex;,xJ sont les arcs entre sommets. 

On suppose l'existence de fonctions noyau pour la comparaison de nœuds (11:n(n , n1 ) )  et pour 
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Chapitre 14 Méthodes à noyaux 

la comparaison d'arcs (K.a (a, a') ) . 

Un exemple de fonction noyau sur les nœuds pourrait être : Kn(n, n') = ô(n, n'), où ô est la 
fonction Dirac. Si les étiquettes des nœuds sont à valeur réelle, on peut alors prendre la fonction 
noyau gaussienne : Kn (n, n' ) = exp(- 1 1/ (n) - f(n') i ! 2/2a-2). 

Une fonction noyav. entre chemins peut alors prendre la forme IKTI031 

si 1 =f. l' 
(14.65) 

( o  
�l fi:n (nc1 , n�, ) IT!=z Ka(O.c,_ , ,c ; >  o.�, . c' ) X K.(nhp n�,' ) 1 ·- 1 . � � 

Kc( c, c') 
si 1 = l' 

où c et c' sont deux chemins de longueur l et l' respectivement. 

Fonctions noyaux entre graphes 
Les fonctions noyau entre graphes (estimant une ressemblance entre graphes) diffèrent es

sentiellement par la manière d'engendrer des chemins et par les pondérations éventuellement 
utilisées. 

En effet, lorsque les graphes considérés sont acycliques, les calculs impliqués dans la définition 
des noyaux à convolution peuvent s'effectuer par programmation dynamique. En revanche, il 
faut prendre des précautions pour les graphes cycliques, sous peine de considérer des séquences 
infinies. Dans ce cas, on utilise en particulier des poids inférieurs à 1 pour parvenir à des équations 
de point fixe. 

Par exemple, une fonction noyau a été proposée (voir [STV04j) de la forme : 

(14.66) 

où "-t ( c1, c2 ) est une fonction noyau locale définie sur des chemins de même longueur et inférieure 
à l .  Les probabilités conditionnelles P(ci lGi) sont définies à partir des probabilités de départ, de 
transition et de terminaison sur les sommets de Gi· Cette fonction noyau consiste à mesurer la 
similarité des distributions de probabilité de chemins aléatoires sur les deux graphes G 1 et Gz. 

Nous avons utilisé la notation "-G pour souligner que l'espace de redescription R associé est 
défini globalement, à partir de la. notion de graphe et indépenda.mment des arguments de la fonc
tion noyau. De même, la. description en « sacs de mots » est indépendante des textes comparés. 
On parle de redescription globale. Nous allons voir dans la suite que la définition des espaces 
de redescription peut dépendre des données comparées. 

2- Fonctions noyaux entre objets liés par un graphe (structure externe) 

Une tâche d'apprentissage classique sur graphe consiste à induire la vale1J.r {réelle) associée 
à certains nœuds à partir de la connaissance de la valeur en certains autres nœtids. Tl s'agit ainsi 
de la traduction du problème classique cl 'induction cl 'une fonction réelle à partir d'exemples, sauf 
que la notion de voisinage est maintenant induite par la notion d'adjacence sur un graphe et que 
l'on a une connaissance a priori plus forte des points sur lesquels il faut faire la prédiction (tâche 
d'apprentissage transd uctif). 

La similarité entre nœuds d'un graphe peut être évaluée de plusieurs manières. 

l. La similarité entre les nœuds n1 et n2 peut correspondre à la « facilité » avec laquelle 
on passe de l'un à l'œutre dans le graphe. Une mesure consiste à considérer un chemin 
optimal entre les deux nœuds. La sensibilité de cette mesure à l'insertion ou à la délétion 
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de nœuds dans le graphe, nœuds correspondant généralement aux données d'apprentissage, 
fait préférer une mesure plus globale, correspondant à une sorte de « résistance » (par 
analogie à une résistance électrique) dans le graphe entre les nœuds. Une fonction noyau 
de diffusion a été proposée dans cette optique [KL02j. L'idée est de mesurer la facilité 
de passage entre deux nœuds du graphe. Pour cela, une possibilité est de faire appel au 
Laplacien de graphe (voir plus bas pour une définition plus précise) défini par : 

( di � - 1  

l o 
si i = j et le degré du nœucl ni est di 
si les nœuds ni et nj sont directement connectés 
sinon 

On définit alors la matrice de Gram Gi,j = "'(ni, nj) associée au noyau par : 

1 G � exp (-f!L) � I + (-f!G ) + (-��)' + · I (14.67) 

Parce que la fonction exponentielle est associée au développement limité 1 + -f; + ';� + 
. . .  + �:; + . . . , la matrice de Gram associée au noyau de diffusion prend successive

.
ment

. 
les 

corrélations de plus en plus lointaines entre nœuds dans le graphe en les affectant de poids 
de plus en plus réduits. 

2. Une autre mesure de similarité prend en compte la similarité entre les « relations » des 
clwx nœ'l.ids. Deux nœuds sont jugés d'autant plus semblables qu'ils sont liés (étroitement) 
à des nœuds communs dans Je graphe. 

Ces deux notions de similarité font appel à la notion de marches aléatoires dans le graphe, 
comme pour la comparaison de graphes. Cependant, cette fois-ci, l'espace de redescription associé 
à la fonction noyau /\:n(n1, n2 )  dépend des deux nœuds comparés puisqu'elle s'appuie sur la 
comparaison des nœuds voisins de n1 et de n2. Il s'agit donc de redescriptions locales. 

Laplacien de graphe 

De même que la transformation de Fourier est essentielle dans l'analyse fonctionnelle, la. notion 
de Laplacien de graphe est au cœur de l'étude des graphes et des variations sur les graphes. 
La matrice cl 'incidence et la matrice « Laplacien de graphe » peuvent être considérées comme 
les analogues discrets des opérateurs gradient et Laplacien dans les espaces euclidiens. 

Soit G un graphe arbitraire doté d'un ensemble N de m sommets12 et d'un ensemble d'arcs 
entre ces sommets A. Pour chaque arc a =  {n1 , n2}, on choisit arbitrairement l'un des sommets 
comme « positif » et l'autre comme « néga.tif ». La matrice "V définie par : 

( +l si le sommet ni est l'extrémité positive de l'arc ai � - 1  si le sommet n; est l'extrémité négative de l'arc aj 
l 0 sinon 

est appelée matrice d 'incidence du graphe G. 
Soit maintenant une fonction f définie sur les sommets du graphe G, c'est-à-dire f : N � IR, 

alors "V f : A � IR est définie par : 

(\7 f)(a) = f(ni ) - f(n2 ) 
12 On ne prend pa.s m a.u ha.sard ici. Souvent en effet, les sommets du graphe correspondront aux exemples d'a.p

prent.issage, voir par exemple If! chapitre 19 sur 1·,�pprentiss;�ge transductif et l'<>pprenLissage semi-supervisé. 
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Chapitre 14 Méthodes à noyaux 

où n1 est l'extrémité positive de l'arc a.. Il s'agit de l'analogue le plus proche possible de l'opérateur 
différentiel sur un graphe. 

La matrice d'adjacence d'un graphe G est telle que chaque composant Aij est le poids de l'arc 
a = {ni, nj}. Ces poids doivent être non négatifs et symétriques. 

Définition 14.9 (Laplacien de graphe) 

Soit D la. matrice diagonale des degrés de chaque sommets, c 'est-à-dire que Dnn est le nombre 
d'arcs incidents à n, et soit A la matrice d 'adjacence de G. Alors la matrice 

- � = D - A 

est appelée le Laplacien du graphe G. 

Ce Laplacien est l'analogue du Laplacien défini sur IR.d 

f >-> \J f = t 82; 
. ôx,,. 
t=l 

Il s'agit d'un opérateur symétrique, semi-défini positif et singulier. Le vecteur propre (1 ,  . . .  , 1 )  
est associé à la  valeur propre À1  = 0,  dont la  multiplicité égale le nombre de composantes connexes 
du graphe G. 

Soient les valeurs propres 0 = ).1 :::; . . .  :::; Àm du Laplacien � et { ef>di=l, ..  .,m l'ensemble des 
vecteurs propres orthogonaux associés. Alors, de même que les fonctions de base de Fourier 
dont des fonctions propres du Laplacien continu sur IR.d, les vecteurs propres de � peuvent 
être considérés comme les équivalents discrets d'une base de Fourier sur le graphe G, dont les 
fréquences augmentent avec la valeur des valeurs propres associées. En d'autres termes, toute 
fonction définie sur les sommets d'un graphe G peut être vue comme somme de fonctions de 
base définies sur ce graphe, et ces fonctions de base « oscillent » d'autant plus fortement sur le 
graphe que la valeur propre associée est élevée (pour ).1 = 0, les fonctions propres associées sont 
constantes sur chaque composante connexe du graphe) (voir [Sta96j pour plus de détails, et les 
figures 19.8 et 19.9 du chapitre 19 pour une illustration). 

Une fonction f peut donc être décomposée comme somme de fonctions de base sur G : 

i=l 

où les </>i sont les fonctions de base et les fi sont les coefficients associés (voir aussi la section 5.2 
du chapitre 19). 

La matrice du Laplacien étant semi-définie positive, elle peut être employée comme matrice de 
Gram correspondant à une fonction noyau. On peut en effet démontrer que, pour toute fonction 
f : n E N - IR, on a : 

(14.68) 

où l'inégalité est due au fait que A n'a que des composantes non négatives. 
L'équation 14.68 mesure aussi la régularité de la fonction f sur le graphe. En gros, f est 

régulière si les variations f(ni) - f(n.1 )  sont faibles quand AiJ est grand. 
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On peut voir comme un cas particulier le cas de chaque fonction de base, pour lesquelles on 

( 1 4.69) 

Ainsi, les fonctions de base associées à des petites valeurs propres sont plus régulières. En consé
quence, on peut aussi ré-exprimer la régularité de la fonction f comme : 

·r n 

( 14 .70) 
i=l 

Pour réaliser l'induction de f à partir de la connaissance de valeurs sur un sous-ensemble de 
nœuds (on parle aussi d'apprentissage par transduction dans ce cas), on émet le plus souvent 
l'hypothèse que la fonction f est aussi régulière que possible sur le graphe. 

En supposant qu'il y ait n sommets dans le graphe G, on considérera des fonctions noyau 
associées à des matrices de Gram de la forme : 

m 
K I:: µ,i <Pi</>"[ ( 14 .7 1 )  

i= I  

où les </>i sont les vecteurs propres du Laplacien du graphe, et les µ,i � 0 sont les valeurs propres 
de la matrice de Gram associée à r;,. 

La matrice de Gram K définit un espace de Hilbert à noyau auto-reproduisant de norme 
associée : 

1 1J 1 1i = u, nl< = f R 
i=l µi 

-2 
pour une fonction prenant la forme : f = 2::�':1 fi</>i (on prendra �', si µi = 0). 

5.3.8 Les noyaux génératifs 

Il arrive que l'on dispose d'information sur le processus générant les données. Il peut alors être 
intéressant d'en tirer parti pour définir des fonctions noyau mieux adaptées à la tâche considérée. 
Plusieurs approches ont été proposées. Nous décrivons brièvement ici les fonctions noyau dérivées 
de la matrice d'information de Fisher13 . 

L'idée sous-jacente dans cette approche est de mesurer l'effort d'adaptation nécessaire du mo
dèle existant pour accommoder la donnée considérée. En particulier, il est nécessaire de disposer 
d'un modèle de génération des données qui soit paramétré continüment de telle manière que les 
dérivées par rapport à ces paramètres puissent être calculées. 

Soit un modèle paramétrique p8a(x) = p(xi8°) correspondant à la probabilité que l'entrée x 
soit produite par le processus génératif dont le vecteur de paramètre e est mis à o0 . 

On peut mesurer ce qui est nécessaire pour que le modèle accommode une nouvelle donnée 
en calculant les dérivées partielles de p11o (x) par rapport à chacun des paramètres et en me
surant dans quelle direction aller pour augmenter la vraisemblance de cette donnée. On peut 
alors comparer deux données x.; et Xj en comparant les adaptations nécessaires pour augmenter 
la vraisemblance de chacune. Si les adaptations sont similaires, les données seront considérées 

13 Sir Ronald Aylmer Fisher (1890-1962) est l'un des pionniers qui a posé les fondations des statistiques actuelles. 
Il a en particulier établi les principes de l'a.nalyse d'expériences et élaboré les outils d'ana.lyse de la variance. 
Il est également. à l'origine du principe de vn�isernblance rn3xirn1.de. 
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comme proches. Plus précisément, on comparera les gradients associés à l'accommodation de 
chacune des données. 

Formellement, soit log L9o la log-vraisemblance du modèle associé à e0 (x). Le score de Fisher 
est le gradient de la log-vraisemblance. 

g(f7, x) = 
( ô log Le (x) ) N 

ôei i=l 

en supposant qu'il y ait N paramètres pour définir le modèle. 
La matrice d 'information de Fisher pour le modèle est : 

où l'espérance est calculée par rapport aux points x engendrés par la distribution générative des 
données. 

Le score de Fisher correspond à une application sur IRN , ce qui suggère une fonction noyau. 

Définition 14.10 (Noyau de Fisher) 

Le noyau de Fisher par rapport au modèle génératif de vecteur de paramètre e0 est : 

11;(x,x') = g(0°, x)T 1-1 g(0°,x') 

Le noyau de Fisher a été utilisé pour plusieurs types de données. Nous renvoyons le lecteur à 
[STC04j pour plus d'informations. 

5.4 Aspects calculatoires 

La formulation primale des méthodes à noyaux implique une complexité de l'ordre de O(d3), où 
d est la dimension de l'espace d'entrées. Le passage par un espace de redescription de (très) grande 
dimension interdisait donc d'envisager d'y avoir recours. Heureusement, la formulation duale et 
l'astuce des noyaux permettent de passer à une complexité calculatoire de l'ordre de O(trn3) où 
t est la complexité associée au calcul de la fonction noyau et où rn est le nombre d'exemples. Il 
n'en reste pas moins que la complexité reste élevée lorsque le nombre d'exemples est important. 
C'est pourquoi de nombreux travaux ont porté sur la réduction de cette complexité. L'article de 
revue [KIKS09j en dresse un panorama. 

Il est également important de rendre le calcul des quantités K(x, x') efficace puisqu'il doit 
être répété de très nombreuses fois. Une complexité de l'ordre de O(lxl  + lx'I) ou de l'ordre de 
O(lxl  · lx'I) est généralement considérée comme correcte. 

6 .  Les méthodes à noyaux en pratique 

6.1 Aperçu des approches calculatoires 

Par contraste avec les méthodes d'optimisation adaptées par exemple aux réseaux connexion
nistes multicouches qui explorent un espace à multiples optima locaux, les méthodes requises 
pour les méthodes à noyaux explorent un problème a priori plus simple puisqu'il s'agit d'une 
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optimisation d'un problème quadratique qui ne présente qu'un optimum global, qui plus est dans 
un paysage quaclra.tique. 

Plus précisément, le problème à résoudre a la forme générale de la minimisa.tion d'un risque 
régularisé : 

hs = ArgMin [REmp(h) + >- l lh l l2] 
hE1t 

pour lequel il existe une solution de la forme : 

h'S(x) = (w(a), <I>(x)} = ( °L  ni<I>(xi), <I>(x)) 

Notons que l'on a :  
i=l 

m m 

l lw(a) ll 2 = L L O:i O:j 11:(xi , Xj ) 
i=l j=l 

( 14.72) 

m 

( °L  ai r.:(xi, x))  ( 14 . 73)  
i=l 

( 14.74) 

où K est la matrice noyau symétrique (ou encore matrice de Gram) de coefficients Ku . 

K (xi , Xj) et a T est la transposée du vecteur o:. 
En introduisant les équations 14.73 et 14.74 dans l'équation 14.72, on obtient : 

h5 = ArgMin [2-f e(h (xï ) , u.ï) + >- l lh l 12] 
hE1t m i=l [ 1 m ] = ArgMin - L e( (w' <I>(xi)}, ui) + >- l l h l l2 

w rn i= l  
( 14.75) 

Une somme finie de fonctions convexes, toutes définies sur le même ensemble convexe, est 
aussi une fonction convexe. De plus, la fonction noyau r.: étant, par définition, définie positive, 
la forme quadratique ex TK a est convexe par rapport à a. L'hypothèse h5 est donc la solution 
d'un problème convexe de dimension finie. 

De nombreuses méthodes existent pour résoudre ces problèmes. Ce qui rend spécifique le 
problème lié aux SVM est le grand nombre d'exemples qui peut être traité et la dimension 
éventuellement élevée de X. En revanche, on peut essayer de tirer profit du fait que, souvent, le 
nombre d'exemples critiques, ceux qui déterminent la solution, est réduit. Parmi les approches 
existantes, on citera., sans prétention à l'exhaustivité : 

• Les méthodes de gradient et de gradient conjug1té sont des méthodes de référence pour ces 
problèmes. Elles requièrent cependant, pour être efficaces, de stocker en mémoire la matrice 
noyau K afin de calculer des inversions de matrices. Cette matrice n'est pas, en général, 
parcimonieuse, et il faut donc être prêt à stocker de l'ordre de m(m + 1 )/2 coefficients, 
chacun requérant de l'ordre de 8 octets (en double précision) . Cela limite l'usa.ge de ces 
méthodes à des échantillons de taille inférieure au million d'éléments pour le moment. 

• Les méthodes de point intérieur sont appropriées pour des tailles d 'échantillon petites à mo
dérées et elles sont à la fois fiables et précises. L'idée générale de ces méthodes est de résoudre 
simultanément la forme prima.le et la forme duale du problème, en imposant les conditions de 
Karush-Kuhn-Tucker de façon itérative. Cependant, comme pour les méthodes de gradient, 
ces méthodes précalculent la matrice K ,  ce qui est maladroit lorsque de nombreux exemples 
ont une influence faible ou nulle sur la solution. 
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• Lorsque l'échantillon de données est de grande taille (plusieurs centaines de milliers ou plu
sieurs millions) , les méthodes de décomposition sont souvent une solution envisageable. Elles 
consistent à décomposer le problème en sous-problèmes qui sont résolus de manière itérative. 
Ici, c'est le vecteur 0: qui est considéré et optimisé par sous-parties. C'est en particulier le 
cas de la méthode SMO (Sequential 1\!linimal Optimization) proposée par Platt [Pla99j qui 
pousse l'approche à son extrême en ne considérant à chaque pas que deux composantes du 
vecteur a. 

• Une autre approche adaptée aux très grands échantillons d'apprentissage est une optimi
sation en-ligne dans laquelle les exemples sont considérés séquentiellement, sans réexamen 
ultérieur en général. Cela permet à la fois de réduire la complexité calculatoire, mais aussi 
d'obtenir une méthode qui peut bénéficier naturellement de la connaissance préalable d'une 
solution approchée. Cela ouvre aussi la voie à un apprentissage adaptatif, lorsque les données 
ne sont plus stationnaires. La méthode LASVM [LCB06j en est un exemple. 

6.2 Aperçu de logiciels spécifiques 

Il existe de nombreuses boîtes à outils et packages numériques dédiés à l'optimisation convexe 
(quadratique) sous contraintes et qui peuvent donc être utilisés dans les méthodes à noyau et en 
particulier pour les SVM. Cependant, des logiciels ont été spécifiquement conçus pour les mé
thodes à noyau. Ils sont généralement libres d'utilisation et de droit. Une liste assez complète peut 
être trouvée sur des sites tels que : www . kernel-machines . org et www . support-vector-machines . 

org. Nous en mentionnons certains des plus connus ici, sans prétendre qu'ils sont meilleurs que 
les autres. Chaque package a en général son domaine d'application privilégié, et il est intéressant 
de déterminer à quel domaine se rapporte son propre problème. À ce sujet, le tableau 10. l figu
rant en p.280 de [SS02] constitue un arbre de décision utile pour savoir à quel type de problème 
on a affaire et quelle famille de méthode est a priori la plus adaptée. 

LIBSVM 
Ce logiciel permet de traiter des problèmes de classification, de régression et d'estimation de 

densité. Il est codé en C++ et en Java. Il est régulièrement mis à jour et des interfaces existent 
avec d'autres langages tels que R, MATLAB, Python, Perl ou logiciels tels que Weka. Par ailleurs, ce 
logiciel est accompagné d'outils appelés LIBSVM Tools ainsi que d'une interface graphique très 
appréciable pour faire des démonstrations pédagogiques en classification ou en régression. 

SVMl·ight 

SVMlight , écrit en C a été l'une des premières implantations permettant de faire de la classifica
tion ou de la régression sur des bases de données de taille importante. Ce logiciel fait maintenant 
partie d'un logiciel plus général, SVMstrnct, dédié à la prédiction de données multivariées ou struc
turées, tels que des arbres, des séquences ou des ensembles. Cela permet en particulier d'aborder 
des problèmes comme l'analyse de texte ou l'alignement de séquences biologiques. 

R 
R est un logiciel statistique qui peut être utilisé pour le calcul de SVMs pour la classification 

ou la régression en ayant recours, par exemple, à la fonction svm développée par D. Meyer à 
partir du package e1071. L'emploi conjoint des ressources graphiques de R permet d'aborder 
des échantillons de taille moyenne et de réaliser des interfaces faciles avec d'autres traitements 
statistiques. De plus, le package svmpath développé par T .  Bastie permet de calculer le chemin 
de régularisation complet pour des petits échantillons et avec recours à la fonction de perte coude 
(hinge loss) (voir section 6.3) . 
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PARTIE 4 Apprentissage par approximation et interpolation 

SimpleSVM 
Écrite en Matlab, cette boîte à outils utilise la. méthode d'optimisation itérative et de maintien 

des contraintes actives pour pouvoir traiter des échantillons d'apprentissage de (très) grande 
taille. SimpleSVM permet de réaliser de la classification à une classe (One Glass SVM), de la 
classification et de la régression. Réalisant un apprentissage en ligne, SimpleSVM permet à la fois 
de faciliter l'apprentissage si une solution approchée est connue et fournie en entrée, et de réaliser 
des apprentissages lorsque l'environnement est non stationnaire. 

6.3 La détermination des hyper-paramètres 

Les paramètres à régler pour utiliser les SVM sont : 

l .  la fonction noyau employée (avec éventuellement ses propres paramètres) ; 

2 .  le paramètre C contrôlant le compromis entre fidélité aux données et tolérance aux écarts. 

Leur détermination revient à sélectionner le modèle (la classe d'hypothèses) le plus approprié 
(voir chapitre 3). 

Le choix de la fonction noyau est prépondérant. Les figures 14.17 et 14.18 réalisées grâce à un 
logiciel de démonstration en Java14 pour des données décrites sur un plan montrent les frontières 
de décision obtenues avec des fonctions noyau différentes. 

Frc.  

O•,. f'�I C06n0 Ot'>4-tl 

.,. 
• ., . ... . 

• • . . 
•• . • 

-o.: 

-0? . . 

-0"7 -«2 .,, 
·J 

• bt...tal• 11F . rnRrut· 51.c. �1·��;f� 
47 exemples (:1 +, 25 -) / ,,,t:-

• Exemp "IS critiq_1ies : 4 + et -

• Ici fonction polynomiale de degré 5etC= 10000 

14.17: Dans la fenêtre de gatiche, quarante-sept exemples d 'apprentissage (vingt-deux de la 
classe '+ ' et vingt-cinq de la classe '- ') ont été disposés par l'utilisateur. La fenêtre 
de droite montre la frontière de décision obtemie avec un SVM de noyait polynomial 
de degré 5 avec une constante C = 10000 {c'est-à-dire avec une faible tolérance aux 
exemples mal classés). La frontière .s 'appuie sur sept exemples critiq1;,es dont q1;,atre 
dan.s la classe '+ 1 et trois dan.s la classe '- '. 

La. démarche habituelle pour choisir la fonction noyau et le paramètre C consiste à utiliser 
une procédure de validation croisée pour estimer la performance correspondant à chaque choix. 

1'1 Disponible 11 http : //svm . des . rhbnc . ac .  uk/pagesnew/GPat . shtml 
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• 47 exemples (,!2 +, 25 -) (5-, 4+) 

• Exemples critiqries : 4 + et 3 -

(10-, 11+) 

(3-, 4+) 
Ici jonction polynomiale de degré 2, 5, 8 et C = 10000 

(8-, 6f.) 

Ici fonction Gaussienne de a =  2, 5, 10 

(4-, 5+.) 
et C = 10000 

FIG. 14.18: Pour les mêmes exemples d 'apprentissage que cetix de la figure 14.11, on voit l 'effet 
de différents choix de fonctions noyau {polynomiale de degré 2, 5 et 8 en haut et 
gaussienne d 'écart-type 2, 5 et 10 en bas). Le nombre d 'exemples critiques de chaque 
cla.sse est indiqué entre parenthèses en-dessous des imagettes. 

Cependant, il s'agit là d'une approche par essais et erreurs seulement guidée par l'art de l'expert. 
Des recherches récentes ont porté sur des méthodes plus systématiques, et si possible automa
tiques, d'exploration. 

Ainsi, on voudrait pouvoir sélectionner automatiquement la meilleure fonction noyau 15 , ou bien 
même apprendre une combinaison de fonctions noyaux pour faire face à des données hétérogènes 
par exemple [SRSS06]. 

De même, des techniques ont été testées pour le réglage automatique du paramètre C. Celui-ci 
peut en effet être considéré comme un paramètre de régularisation : plus la valeur de C est 
grande, plus on favorise les frontières de décision respectant les exemples, c'est-à-dire les plaçant 
du bon côté des marges. Inversement, des valeurs de C petites correspondent à des solutions plus 
régulières. Il est donc tentant de chercher à importer les méthodes cl 'optimisation du para.mètre 
de régularisation vues pour les méthodes linéaires (voir section 5.2 clans le chapitre 9) dans le 
cadre des méthodes à noyaux. Là aussi on fera varier continûment la valeur de C sur [O, oo[, et 
on cherchera la valeur pour laquelle l'erreur estimée par validation croisée est minimale. Au lieu 
de fa.ire varier les coefficients attachés à chaque variable, comme dans la régression linéaire par 
exemple, ce sont les multiplicateurs de Lagrange <Xi attachés aux exemples d'apprentissage qui 
seront ici contrôlés par les variations de C. La. formulation duale du problème d 'optimisation 
à résoudre (voir l'équation 14.22) montre que l'on est proche d'une pénalisation L1 , ce qui 
est conforme à la parcimonie observée des solutions en terme cl 'exemples support. Par ailleurs, 
l'exploration du chemin de régularisation peut être conduite par morceaux (car les multiplicateurs 
de La.grange O:i ( C) sont des fonctions linéaires par morceaux en fonction de C), donc avec un 

15 Voir le Workshop K ernel Dearning .· A utomatic Selection of Optimal K ernels à l'adresse : http : / /www . es . nyu . 

edu/learning_kernels/ comme point d'entrée v(�rs d'aut.rns références sur ce sujet. 
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482 PARTIE 4 Apprentissage par approximation et interpolation 

coüt raisonnable [HRTZ04]. Lorsque C s'accroît (ce qui correspond à un À décroissant), la marge 
décroît ca.r le système tente de mettre tous les exemples du bon côté de la marge. Les valeurs ai 
associées aux points initialement mal placés par rapport à. la marge passent de la. valeur ex.; = 1 
à la valeur O:i = 0 quand ils passent en dehors de la marge. Leur valeur passe de 1 à 0 tandis 
qu'ils sont exactement sur la marge. 

La figure 14.19 (tirée de la thèse de G. Loosli [Loo06]) illustre l'effet de la variation de C dans 
le système v-SVM. 

Suiv l d,.. h a
w 

v= I ( C- =) - v = n (C -0) 

Su i •t du ' "'"..,' tJe r Q.,Jiu t1Atio11 

. .. .. : . 
. .. . . 

• 
. . . . .. ' 

• 
' 

FIG. 14.19: Pour deux valeurs de C .  À gauche, la valeur de C en abscisse variant de oo à 0, 

et les valeurs des coefficients des exemples d 'apprentissage en ordonnées (yiai). À 
droite, la frontière de décision correspondante. Les exemples mal positionnés sont en 
encerclés. 

6.4 Limites des méthodes à noyaux 

Les méthodes à. noyaux présentent certains inconvénients et difficultés de mise en œuvre qui 
peuvent limiter leur mise en pratique. Le premier problème est lié au manque d 'interprétabilité 
des hypothèses produites. Il est en général impossible de comprendre d'où vient la puissance (ou 
le manque de puissance) de la fonction de décision obtenue. Par exemple, il n'est pas possible de 
distinguer les variables pertinentes de celles qui ne le sont pas. De même, sauf par la définition 
des fonctions noyaux utilisées, il est impossible de tirer parti de connaissances a. priori pour 
influencer et aider l'apprentissage. En ceci, encore davantage que les réseaux de neurones, les 
méthodes à. noyaux sont des méthodes de type « boîte noire ». 

Dans cet ordre idée, il est essentiel de réaliser que la force des méthodes à noyau, c'est-à-dire 
leur généralité, s'appuyant sur la propriété que de nombreux algorithmes peuvent se mettre sous 
une forme dans laquelle les données n'interviennent que par des produits scalaires (x ,  x') , est aussi 
une faiblesse, dans la mesure où seules les informations de distances entre points d'apprentissage 
sont prises en compte. Si d'autres informations, telles que l'orientation dans l'espace X, sont 
importantes, elles seront, par nécessité, ignorées. 

Par ailleurs, les méthodes à noyaux n'échappent pas au « fléau de la dimensionalité » dénoncé 
par Belhnan en 1961 [Bel6lj selon lequel, dès que le nombre de dimensions de l'espace des entrées 
est important (supérieur à une dizaine), la performance en apprentissage, pour un échantillon 
cl 'apprentissage de taille m limitée, dépend de manière cruciale de la fonction de distance choisie 
pour comparer les entrées. Cela se traduit par la nécessité de définir la ou les fonctions noyau uti
lisées de manière appropriée au problème, ce qui est souvent loin d'être trivial. Malheureusement, 
les résultats sont généralement très sensibles à la fonction noyau retenue. 

Grâce à la propriété de parcimonie qui peut être associée à l'utilisation de SVM, à savoir 
qu'une faible proportion des exemples sont critiques lorsque les classes ont peu de recouvrement 
(faible erreur de Bayes), la fonction de prédiction est facile à calculer. En revanche, le problème 
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Chapitre 14 Méthodes à noyaux 

d'optimisation quadratique de l'apprentissage d'un hyperplan optimal implique une complexité 
ca.Iculatoire en m 2 multipliée par le nombre d'exemples critiques. De nombreux travaux visent 
à étendre le domaine d'application des SVM à de grandes tailles de bases de données. Il reste 
cependant difficile, pour le moment, de traiter des bases de taille m ;::_ 105. 

7. Bilan et perspectives 

Le développement des méthodes à noyaux et particulièrement des séparateurs à vastes marges 
marque le point de convergence de plusieurs concepts essentiels : le pa.ssage au non linéaire, grâce 
à l'astuce des noyaux, d'une grande famille d'algorithmes linéaires ne s'appuyant que sur des 
produits scalaires dans l'espace des entrées X, la. régularisation automatique grâce au théorème 
de représentation, la marge comme mesure de capacité de l'espace des hypothèses, la notion de 
sélection de modèle a posteriori. 

Finalement, les méthodes à noyaux encapsulent les données par rapport à l'algorithme et 
permettent ainsi l'utilisation d'un algorithme générique sur différents types de données et pour 
plusieurs tâches. 

On comprend dès lors l'excitation des théoriciens et des praticiens pour cette nouvelle boîte à 
outils. De plus, ces méthodes peuvent être étendues à des espaces non vectoriels par la définition 
de distances et de similarité via des fonctions noyau adéquates. Finalement, il existe un lien fort 
entre ces méthodes et la recherche d'expressions parcimonieuses des régularités du monde, grâce 
à la régularisation en utilisant la norme f1 ,, ce qui est au cœur de la théorie de l'information et 
qui est très séduisant comme démarche générale pour l'apprentissage. 

Il reste cependant beaucoup à faire pour mieux maîtriser ces méthodes et les étendre à d'autres 
applications. 

Par exemple, on sait encore très peu de choses sur la convergence du risque réel vers le risque 
empirique dans le cas de données et de sorties structurées (voir chapitre 20). Globalement, les 
solutions trouvées sont surtout de nature heuristique sans que les outils formels n'aient, encore, 
suivi. 

Un domaine de recherche lié à celui-ci concerne l'apprentissage des fonctions noyau à partir 
des données. 

De nombreux travaux portent sur le développement d'algorithmes à noyaux en ligne afin 
de pouvoir traiter de grandes bases de données (puisque le coût calculatoire des méthodes à 
noyaux est à peu près une fonction quadratique du nombre d'exemples) et les flux de données. 
L'adaptation à des concepts cibles dérivants reste encore à explorer (voir chapitre 20). 

Finalement, il faut aussi réaliser les limites potentielles de ces approches. Ainsi la plupart 
des travaux privilégient l'utilisation de fonctions noyau gaussiennes, ou en tous les cas à support 
borné. Si les praticiens se sentent plus à l'aise avec ce genre de fonction noyau en raison de leur 
plus grande interprétabilité comme mesure de similarité, cela se traduit aussi, implicitement, par 
un biais vers la recherche de régularité « lisses », c'est-à-dire dont les dérivées sont sévèrement 
bornées. Or, il existe de nombreux domaines dans lesquels ce biais n'est pas approprié. En général, 
les régularités complexes impliquent des interdépendances non locales dans les données qui ne 
peuvent pas être capturées simplement si on utilise des noyaux « locaux » (voir la section 6 du 
chapitre 10, et l'excellent article de Bengio et Le Cun [BL07]) .  Plus généralement, il est douteux 
que les méthodes à noyaux puissent représenter les concepts relationnels complexes sous-jacents 
à certains problèmes. Cependant, il s'agit là de questions ouvertes. 
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484 PARTIE 4 Apprentissage par approximation et interpolation 

Notes historiques et sources bibliographiques 

Le recherche de régularités dans les données en apprentissage artificiel a été dominée par 
deux courants distincts, l'un se concentrant sur l'apprentissage dans des espaces d'hypothèses à 
bases d'expressions symboliques et structurés par des opérations logiques, l'autre de nature plus 
géométrique et statistique. Dans ce dernier courant, trois grandes étapes peuvent être discer
nées. La première, née dans les années trente, en particulier avec Fisher, puis ensuite dans les 
années soixante avec le perceptron et autres techniques connexionnistes, s'est intéressée à des 
méthodes efficaces de recherche de régularités linéaires dans l'espace des entrées. Une deuxième 
étape, démarrée dans les années quatre-vingts a permis de dépasser les limitations des premières 
techniques en autorisant la recherche de régularités non linéaires. Ce fut la révolution des réseaux 
de neurones et des arbres de décision. Cependant ces méthodes avaient un caractère très heuris
tiques et étaient l'objet d'analyses théoriques incomplètes car très difficiles. La troisième étape 
a eu lieu vers le milieu des années quatre-vingt-dix avec l'émergence des approches à noyaux 
permettant la recherche de régularités non linéaires avec l'efficacité et des fondements théoriques 
réservés jusque là aux méthodes linéaires. Cela a provoqué une vague de travaux sur des dé
veloppements de nouveaux algorithmes et de nouvelles analyses dans plusieurs communautés : 
apprentissage artificiel, statistique et même un renouveau d'intérêt en mathématique pour les 
espaces fonctionnels définis à partir de fonctions noyaux. 

Plus précisément, tout en restant très schématique, l'histoire des méthodes à noyaux en ap
prentissage est marquée par les avancées suivantes. 

• L'idée d'utiliser des fonctions noyau comme équivalent au calcul de produits scalaires dans un 
espace de redescription date de 1964 avec l'article de Aizermann, Bravermann et Rozoener 
[ABR64] sur la méthode des fonctions potentielles, citée dans la première édition du livre si 
influent de Duda et Hart [DH73]. 

• Cette idée a été reprise par Boser, Guyon et Vapnik en 1992, [BGV92], et combinée avec 
l'idée de recherche d'hyperplans à vastes marges, pour définir la méthode des Séparateurs à 
Vastes r-.farges (SVM). 

• Entre temps, Vapnik avait introduit le principe de minimisation du risque structurel (SRM) 
pour résoudre le problème du contrôle de l'induction (et de la sélection de modèle) [Vap82]. 
Il en a fait une justification des SVM, remise en cause plus tard comme insuffisante. 

• Une analyse plus prometteuse a été proposée en 1998 par Shawe-Ta.ylor et al. [STBWA98] 
introduisant l'idée de fonction de félicité (luckiness framework) caractérisant une probabilité 
d'adéquation entre l'algorithme d'apprentissage et les données présentes. 

• Pour faire face à la tendance des SVM à marge dure de faire du surapprentissage, la tech
nique des marges douces et des variables ressort a été publiée en 1995 [Vap95]. Des fonctions 
de perte appropriées, c'est-à-dire plus facilement calculables mais conduisant au même opti
mum, telle que la fonction coude (hinge loss), ont été ensuite proposées. D'autres analyses, 
fondées sur une idée de robustesse de l'apprentissage à des variations de l'échantillon d'ap
prentissage ont été également proposées un peu plus tard [BE02]. 

• La pleine réalisation du potentiel des fonctions noyau pour étendre leur portée au delà des 
SVM est due en particulier à Scholkhopf [Sch97 ] .  Haussier, de son côté, a fait œuvre de 
pionnier en montrant en 1999, dans un rapport technique [Hau99], comment construire des 
fonctions noyaux calculables pour des structures de données complexes non vectorielles. 

• Le lien entre fonctions noyau et espace fonctionnel de Hilbert, et en particulier l'équivalence 
avec un opérateur de régularisation, a été explicité en apprentissage par Smola et Scholkhopf 
[SS98bj puis par d'autres. La preuve originale du théorème de représentation peut être trou-



Vl Q) 
0 L.. 
>w 
0 T"-f 
0 N 
@ 
� ..c 
Ol 
ï:::: 
>a. 
0 
u 
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vée dans [SHS'�'Ol j. Une version plus simple de ce théorème avait été prouvé préalablement 
par Kimeldorf et Wa.hba. [KW70]. 

• Les années récentes ont vu une analyse extensive du coût calculatoire des méthodes à noyaux 
(voir par exemple [Joa99]). Il s'en est suivi la mise au point de tout un ensemble de logiciels, 
cités en partie dans la section 6.2. 

La très large popularité des méthodes à noyaux est associée à la publication de nombreux 
ouvrages entièrement dédiés. Nous citerons en particulier les ouvrages suivants : 

• L'ouvrage de Shawe-Taylor et Cristianini [STC04] qui prend le parti de mettre l'accent sur 
les fonctions noyaux et toutes leurs déclinaisons à des structures de données variées. Leur 
livre précédent était tourné vers la description des SVrvI [CSTOOj. 

• L'ouvrage de Herbrich [Her02] assez théorique mais très complet sur les problèmes de clas
sification. 

• L'ouvrage de Scholkhopf et Smola [SS02] plus heuristique que les précédents et présentant 
en particulier des méthodes à noyaux pour des tâches diverses : classification, régression, 
analyse en composantes, etc. Un ouvrage très complet. 

• L'ouvrage de Steinwart et Christmann [SC08] qui est le plus théorique. Plus difficile à lire 
que les autres, il offre aussi des points de vue différents et souvent novateurs. 

Résumé 

• Les méthodes à noyaux permettent de convertir la plupart des méthodes d 'appren
tissage linéaires en méthodes adaptées à la recherche de régularités non linéaires 
en conservant en grande partie les avantages des méthodes linéaires : facilité de 
mise en œuvre et bons fondements théoriques. 

• Les fonctions noyau permettent une redescription implicite de l'espace des entrées 
dans un espace dont les dimensions sont des corrélations entre dimensions de des
cription des entrées. L'espace de redescription peut également être vu comme un 
espace fonctionnel dans lequel on cherche une approximation de fonction. 

• Les fonctions noyau calculent implicitement le produit scalaire des projections de 
deux points de l'espace d'entrée. 

• Si on peut attacher une sémantique à la projection </> vers l'espace de redescription, 
il est possible d'interpréter le résultat de l'apprentissage. Sinon, l'apprentissage 
opère comme une « boîte noire ». 

• Les fonctions noyaux ont la propriété que toute matrice de Gram associée de 
dimension finie est positive semi-définie. Le théorème de Mercer est une formulation 
équivalente de cette propriété pour les espaces vectoriels. 

• Il est possible de construire des fonctions noyaux complexes qui peuvent être adap
tées à des données non vectorielles en utilisant des opérations simples de combi
naison de fonctions noyau plus simples. 

• Les SVM se caractérisent par l'utilisation de fonctions noyau, l'absence de mi
nima locaux et la capacité de contrôle de l'induction fournie par l'optimisation 
des marges. Les SVr..1J permettent la recherche de régularités dans des espaces de 
grandes dimensions en contrôlant le risque de sur-apprentissage. 

• Les méthodes à Vastes M arges forment une classe de méthodes rigoureusement fon
dée, parmi les plus utilisées et qui offrent un cadre unificateur pour de nombreuses 
techniques d'apprentissage. 
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C hapitre 1 5  

L'apprentissage bayésien et son 

approximation 

Nous savons depuis le chapitre 2 que l 'apprentissage bayésien consiste à partir d 'hy
pothèses a priori pour les réviser en fonction des données d 'apprentissage. Cette opé
ration est optimale au sens probabili.ste : les hypothèses a posteriori obtenues de la 
sorte sont en effet les plu.s vraisemblables. 
D 'un point de vue opérationnel, l 'application de l 'apprentissage bayé.sien néces.site 
donc, en principe, d 'une part une connaissance a priori sur la vraisemblance des hy
pothèses en concurrence, mais d 'autre part celle la probabilité des données d 'appren
tissage conditionnellement à ces hypothèses. Si ces valeurs sont connues, l 'hypothèse 
la plu.s vraisemblable compte tenu de.s données pourra être .sélectionnée. En pratique, 
ce.s valeur.s ne sont pas connues exactement : elles doivent être estimées. Le but de ce 
chapitre est donc de présenter qitelques méthodes permettant de réaliser ces estima
tions. 
Il existe une littérature très abondante sur le sujet, provenant des statistiques et de la 
reconnaissance des formes ; cette dernière discipline insiste sur le côté algorithmique 
de l'estimation. Nous nous plaçons également de ce côté. Nous présenton.s d 'abord 
les bases de l'apprentissage bayésien, en particulier dans le cas de la classification, et 
nous décrivons rapidement les liens entre cette approche et d 'autres concepts utiles 
poitr l 'apprentissage automatiqite comme la régression, la comparaison de distribit
tions de probabilités et le principe J\11 DL.  Nous décrivons ensttite les méthodes para
métriques d 'e.stimation, qui connai.s.sent un regain de faveur en raison de leurs lien.s 
avec le.s fonction.s noyau, elle-même.s liées aux séparateurs à vastes marges (chapitre 
9) et aux réseaux connexionnistes (chapitre 10). Les méthodes non paramétriques, ou 
k phis proches voisins, sont ensiLite présentées, avec ime insistance sur l 'aspect al
gorithmique. Pour finir, les méthodes semi-paramétriques sont abordées et le lien est 
établi avec d'autres méthodes d 'apprentissage, comme les arbres de décision (chapitre 
13.} 
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orc1 L'HISTOIRE d'un étudiant en mathématiques qui décide pour se changer les idées 
de s'initier à l'ornithologie, l'art et la science d'identifier les oiseaux. Il se rend vers 
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Chapitre 15 L'apprentissage bayésien et son approximation 

un étang sur lequel il a déjà aperçu nager des gros oiseaux. Il y en a quelques-uns 
ce jour-là. lVIais comment savoir à quelle espèce ils appartiennent ? Non loin de là se 

trouve un autre observateur équipé d'une longue-vue. « Pardon, dit l'étudiant, savez vous quel 
genre d'oiseaux on voit ici? » « Certainement, répond l'autre. Il n'y a jamais que des cygnes 
et des oies. Et depuis des années que je viens ici, j'ai eu l'occasion de compter au total environ 
trois fois plus de cygnes que d'oies. » « Très bien, merci » ,  dit l'étudiant, avant de se livrer à une 
observation plus attentive. 

Il remarque vite que sans une paire de jumelles, tout ce qu'il peut voir sont des oiseaux plutôt 
blancs et d'autres plutôt sombres. « Excusez-moi de vous interrompre à nouveau, dit-il à son 
voisin, pouvez-vous m'indiquer le nom des oiseaux blancs et celui des oiseaux noirs ? » L'expert, 
un peu agacé, lui répond que c'est plus compliqué que cela : « Il y a des cygnes sombres : les 
jeunes (ils ont moins d'un an). Les adultes sont blancs. La durée de vie d'un cygne est d'environ 
vingt ans, soit dit en passant. D'a.utre part, les oies sauvages sont sombres, mais des oies blanches 
de la. ferme d'à côté viennent parfois jusqu'ici. Je dirais qu'une oie sur dix est blanche. Est-ce 
que cela vous suffit ? » « Parfaitement, merci ». Avisant au loin un oiseau sombre, l'étudiant 
fait un petit calcul puis montre le bestiau à l'expert. « Je vous prends le pari que nage ici une 
oie ». L'autre, à la longue-vue, regarde, voit, s'étonne. « Il s'agit bien d'une oie. Vous n'êtes point 
débutant ! ». « Sachez qu'un bon calcul remplace une lorgnette. » 

Que sait l'étudiant ? Que neuf oies sur dix sont sombres, qu'un cygne sur vingt est sombre 
et qu'un oiseau a trois chances sur quatre d'être un cygne. Que peut-il déduire rationnellement 
quand il observe un oiseau sombre ? 

Avant toute observation, la probabilité a priori pour un oiseau d'être un cygne vaut 3/4 et elle 
vaut 1/4 d'être une oie. La probabilité qu'un oiseau soit sombre sachant qu'il est un cygne vaut 
1/20, celle qu'il soit clair sachant qu'il est un cygne vaut 19/20. La probabilité qu'un oiseau soit 
sombre sachant qu'il est une oie vaut 9/10, celle qu'il soit clair sachant qu'il est une oie vaut 
1/10. 

De manière plus formelle : 
• P(oiseau = cygne) = 3/4. Notons en raccourci : P(cygne) = 3/4 
• P(oie) = 1/4 
• P(coule-ur = sombre 1 oiseau = cygne) = P(sombre 1 cygne) = 1/20 
• P(clair 1 cygne) = 19/20 
• P(sombre 1 oie) = 9/10 
• P(cla.ir 1 oie) = 1/10 
Comme l'oiseau observé est sombre, i l  faut calculer la probabilité conditionnelle P(oie 1 

sombre) qu'il soit une oie sachant que sa couleur est sombre et la probabilité conditionnelle 
P(cygne 1 sombre) qu'il soit un cygne sachant que sa couleur est sombre. Il faut ensuite com
parer ces deux probabilités conditionnelles. La plus forte des deux donnera l'hypothèse (oie ou 
cygne) la plus probable, c'est-à-dire la meilleure pour résumer les connaissances. 

La règle de Bayes, connue de tous les étudiants en mathéma.tiques, permet d'a.ffirmer que : 

Donc : 

. ) 
P ( s01nbre 1 oie)P(oie) P (oie 1 sombre = ( ) P sombre 

P(sombr·e 1 cygne)P(cygne) P(cygne 1 sombre) = ----------
P(sombre) 

P(cygne 1 sombre) 
P (oie 1 sombre) 

= 
P(sombre 1 cygne)P(cygne) 

P(sombre 1 oie)P(oie) 

489 
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490 PARTIE 4 Apprentissage par approximation et interpolation 

et avec les valeurs numériques de notre exemple : 

P(cygne 1 sombre) 

P(oie 1 sombre) 

( 1 /20).(3/4) 
(9/10) . ( 1/4) 

1 
6 

Il y a six chances sur sept que l'oiseau soit une oie : un pari à prendre à six contre un. 
Dans cette histoire, il a été question de décision, mais pas d'apprentissage. Où est-il caché ? 

En réalité, il est complètement résumé par les chiffres que donne l'expert. Par conséquent, ce 
chapitre développera non seulement les aspects de décision grâce à la. règle de Bayes, mais surtout 
la manière dont l'expert a. réussi à apprendre ces chiffres à partir d'exemples, de façon à ce que 
cette règle de décision soit la plus efficace possible. 

1 .  L'apprentissage bayésien 

1 . 1  Présentation 

L'introduction générale à l'apprentissage bayésien a été donnée au chapitre 2. Rappelons que 
son but est de choisir l'hypothèse h E 1t qui minimise en moyenne l'erreur commise vis-à-vis de 
la fonction cible f, après observation de l'ensemble d'apprentissage S. 

On possède un échantillon d'exemples supervisés : 

On cherche à apprendre la meilleure hypothèse h E 1t pour les expliquer, c'est-à-dire à trouver 
l'application de X dans U qui généralise en moyenne le mieux les couples de S. On suppose ici 
que l'ensemble X des valeurs xi est numérique. En revanche, les ·ui sont des valeurs de supervision 
qui peuvent être de natures variées. Par exemple : 

• Si X = IRd et u; E {w1 ,  . . .  , wc} , on veut apprendre une règle de classification. 

• Si X = IRd et u.; E [O, l ] ,  on veut apprendre une fonction aléatoire. 

• Si X = IRd et ui E IR, on veut apprendre une fonction réelle de d variables réelles. 
La règle bayésienne d'apprentissage, ou décision ba.yésienne, consiste à élire comme meilleure 

hypothèse dans 1t celle qui a la plus grande probabilité connaissant les données d'apprentis
sage. Il s'agit donc d'une méthode générale dont nous allons allons d'abord décrire le principe 
avant de l'instancier sur quelques exemples. L'apprentissage d'une règle de classification sera 
particulièrement détaillé, compte tenu de son importance pratique. 

Pour simplifier dans un premier temps, nous allons d'abord nous placer dans le cas où 1t est 
un ensemble fini, par exemple un ensemble de deux classes comme {oie, cygne}. 

Le cas où 1t est fini 
Commençons par ajouter provisoirement une nouvelle contrainte : supposons que l'on puisse 

définir une probabilité P(S) de voir apparaître l'échantillon d'apprentissage S. Cela est facile à 
écrire si l'ensemble des échantillons possibles est lui aussi fini, mais c'est en général une hypothèse 
irréaliste. i\llais peu importe, cette valeur disparaîtra rapidement des calculs. 

Il est alors possible, puisque 1t est aussi fini, de définir la probabilité P (h) et la probabilité 
P (h 1 S) de h sachant S, ceci pour tout élément de 7-l. 
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Chapitre 15 L'apprentissage bayésien et son approximation 

La politique bayésienne consiste par définition à chercher l'hypothèse h" la plus probable 
connaissant les exemples. h" est définie par : 

h* = ArgMax P(h 1 S) hE1t 
La formule de Bayes nous dit que : 

P(h, S) = P(h 1 S) P(S) = P(S 1 h) P(h) 

Définition 15.1 (Règle du maximum A posteriori : MAP) 

L 'hypothèse h* choisie par l'apprentissage bayésien est telle que : 

P(S 1 h )  P(h)  
h* = ArgMax = ArgMax P(S 1 h) P(h) 

hE1t P(S) hE1t 

La valeur P(h) est appelée probabilité a priori de l'hypothèse h.  

(15 .1)  

(15.2) 

Une fois les données d'apprentissage observées et la règle de Bayes appliquée, la probabilité de 
l'hypothèse h devient P(h 1 S) : c'est la probabilité a posteriori de h. 

La règle bayésienne d 'apprentissage désigne donc dans 1t la règle de plus forte probabilité a 
posteriori. Cette règle s 'appelle atissi la règle rvIAP (maximum a posteriori). 

Quand on suppose que les exemples sont des tirages indépendants (i.i.d.), ce qui est une 
hypothèse naturelle (voir le chapitre 2), on peut écrire : 

P(S 1 h) = P(h) II P(zi 1 h) 
i= 1 

Dans ce cas, la règle bayésienne d'apprentissage M AP consiste à choisir h* comme : 

h* = ArgMax [P(h) II P(z.i 1 h)] 
hE'H. ·i= l  

ce qui peut aussi s'écrire : 

h* = ArgMa.x [log(P(h)) + L log(P(zi 1 h))] hE1t i= 1 

Il est courant de se placer dans un cas simplifié, si c'est justifié : 

Définition 15.2 (Le classificateur bayésien naïf ou naive bayesian classifier) 

Si l'on suppose que les attributs de description { a1,  . . .  , ad} de l'espace d'entrée X sont indépen
dants les tms des atdres, alors on peut décomposer p(xlh) en P (a1 = V1x lh ) . . .  P(ad = 'Vdx lf) 
soit TI 1= 1 P ( a.i = Vix 1 h ) .  Le classifieur utilisant la règle du axim urn a posteriori basé sur ces 
hypothèses est appelé classifieur bayésien naïf. 

Il faut noter que les attributs de description sont rarement indépendants les uns des autres 
(par exemple le poids et la taille). Pourtant le classifieur bayésien naïf donne souvent des résultats 
proches de ceux obtenus par les meilleures méthodes connues. Domingos et Pazzani, par exemple, 
dans [DP97] étudient pourquoi. 
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492 PARTIE 4 : Apprentissage par approximation et interpolation 

Définition 15.3 (Règle du maximum de vraisemblance : MLE) 
Si on suppose que toutes les hypothèses sont éqitiprobables dans 1t, la règle M AP se simplifie 
et prend le nom de règle du maximum de vraisemblance : Maximum Likelihood Estimator o·u 
MLE) : 

m 

h* 
= ArgMax IJ P (zi 1 h) = ArgMax L log(P(z.; 1 h)) hE1t i=l hE'lt i=l 

(15.3) 

Relâ.chons maintenant l'hypothèse peu crédible selon laquelle il est possible de définir une 
probabilité P(S), mais gardons un cadre probabiliste en supposant qu'il existe une densité de 
probabilité p(S) associée à chaque échantillon S. On peut dans ce cas définir aussi p(S 1 h) ,  la 
densité conditionnelle de S connaissant l'hypothèse h. 

Dans ce cas, la règle !VI AP s'écrit : 

h* = ArgMax p(S 1 h) P(h) hE1t 
et la règle du maximum de vraisemblance : 

Le cas où 1t est infini 

m 
h* = ArgMax L log(p(zi 1 h ) )  hE1t i=l  

Dans ce cas, i l  n'est plus possible de définir une probabilité P(h) . Néanmoins, on peut supposer 
qu'il existe une distribution de probabilités sur 1t et donc qu'une densité de probabilité p(h) peut 
être définie pout tout h. De même, il existe des densités conditionnelles p(h 1 S) et p(S 1 h ) .  

On cherche alors l'hypothèse h*  telle que : 

soit, avec la règle M AP : 

h* = ArgMax p(S 1 h) p(h) hE1t 

m 

h* = ArgMax [log(p(h)) + L log(p(zi 1 h))] 
hE1t i= 1 

1 .2  Un petit retour en arrière 

La règle bayésienne optimale a été présentée au chapitre 2 sous une forme légèrement différente, 
pour des raisons de cohérence des notations dans ce chapitre : 

avec : 

h* = ArgMin l(hlf) P:F(f) Px (x i!) 
hE1t 

• p:F (f) est la densité de probabilité a priori de la fonction cible, c'est-à-dire que l'état réel 
du monde soit f. 

• Px (x lf )  est la probabilité de l'observation x connaissant la fonction cible f. 

• l(hlf) est le coût de choisir h au lieu de la vraie fonction f. 
Ici, nous utilisons la fonction de perte la plus simple (voir annexe 1) : { 0 si ui = h(xi) 

l('ui, h(xi)) 
1 si ui =/:- h(xi) 

(15.4) 
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Chapitre 15 L'apprentissage bayésien et son approximation 

1 .3  L'apprentissage bayésien d'une règle de classification 

La première application de l'apprentissage bayésien est la reconnaissance statistique des formes 
ou l 'apprentissage d 'une règle de classification : l'espace X est égal à 1Rd et on veut apprendre une 
application de 1Rd dans { w1,  . . .  , wc }. On suppose qu'à chaque classe wi il est possible d'associer 
une probabilité a priori P(w.;) et que tout vecteur correspondant à un point de la classe wi peut 
être considéré comme le résultat d'un tirage aléatoire indépendant de densité p(x 1 wi). 

Si on veut utiliser les données cl 'apprentissage pour attribuer avec la meilleure vraisemblance 
une classe à un point x quelconque, il faut calculer la probabilité a posteriori P(wi 1 x) d'observer 
ce point conditionellement à chaque classe ; ce calcul se fait, à partir des valeurs précédentes, par 
la règle de Bayes1 : 

P(  . I ) 
_ p(x 1 wi) P(wi) 

W,. X -
p(x) 

(15.5) 

La décision par la règle du maximum a posteriori (M AP )  s'écrit alors en cherchant la classe w* 

de plus grande probabilité a posteriori : 

w* = ArgMax p(x 1 wi) P(wi) (15.6) 
i=l,C 

Le problème de l'apprentissage d'une règle de classification serait donc résolu si l'on connaissait 
P(w.;) et p(x 1 w.;). C'est là l'essence des méthodes génératives . Comme on le verra au paragraphe 
1.5, ce problème se ramène essentiellement à estimer chaque p(x 1 wi) à partir des échantillons 
d'apprentissage supervisés par la classe wi. 

La séparation des classes peut aussi se formuler de manière géométrique, selon l'approche dite 
discriminante. 

Définition 15.4 

On appelle surface séparatrice Y i.i entre les deux classes wi et w1 le lieu des points où les proba
bilités a posteriori d 'appartenir à wi et à wj sont égales. 

Yij est définie par : P(wi 1 x) = P(w.i 1 x)  

1.4 La classification bayésienne est optimale en moyenne . . .  

On a donc défini la  règle de classification bayésienne h*  en attribuant au point x la  classe w* 

qui a la plus forte probabilité conditionnellement à x parmi toutes les classes : 

h* attribue la classe w* = ArgMax [P(wi 1 x)] = ArgMax [p(x 1 w.i) P(wi)] 
iE { l ,  ... ,C} iE{l, . .  .,C} 

(15.7) 

Cette règle est optimale en moyenne : parmi toutes les règles de classification possibles, elle 
est celle qui minimise la probabilité d'erreur, connaissant la probabilité a priori des classes wi. 

Ce résultat nous est déjà connu : on a traité aux chapitres 2 et 3 de cette notion de probabilité 
cl 'erreur et on a vu que la règle de classification bayésienne minimise l'espérance (la moyenne 
statistique) de mauvaise classification de l'objet x quand il parcourt X. 

1 Cette formule mélange probabilités et  densités de probabilités ; i l  est facile de  vérifier sa  validité en partant de 
sa forme originale P (w, 1 x) = P(xEP�!�·��(wiJ .  V est un volume fini de lRd et on a par définition : 
P(x E V) = fv p(x)dx. 
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494 PARTIE 4 Apprentissage par approximation et interpolation 

La valeur R(h*) est appelée erre1tr bayésienne de classification ; les algorithmes cl 'apprentissage 
de règles de classification visent donc souvent à l'approcher. Une démonstration directe de cette 
optimalité est donnée en annexe 6. 

1 .5  . . . mais on ne peut que l'approcher 

Le problème de l'apprentissage d'une règle de classification serait résolu, sous les hypothèses 
précédentes, si l'on possédait une connaissance exacte pour chaque classe de la probabilité a 
priori P(w.; ) et de la densité conditionnelle p(x 1 w.; ) .  Mais on ne dispose en pratique que des 
données d'apprentissage S = { (x1 , ui ) ,  . . .  , (xm , Urn )} .  

Considérons l'une après l'autre les deux valeurs qui interviennent dans la  formule 

h* attribue la classe w* ArgMax [p(x 1 wi) P(wi)] 
·iE {1,. .. ,C) 

L 'estimation de la probabilité a priori des classes 
Pour estimer les valeurs P(wi), les probabilités a priori des classes, on peut procéder de plu

sieurs manières. 

l. Soit on dispose de connaissances a priori sur les données, extérieures à l'ensemble cl 'ap
prentissage S. Dans ce cas, on doit les utiliser. Par exemple, si on cherche à reconnaître 
les lettres manuscrites, on doit se fier aux statistiques de leur apparence dans les textes2 , 
même si cette proportion n'est pas respectée dans S. 

2 .  Sinon, en l'absence cl 'information particulière, on peut les supposer égales entre elles et 
donc prendre !'estimateur : �) = !J. 

3. On peut aussi (ce qui est fréquemment fait implicitement) supposer l'échantillon d'appren
tissage représentatif et les estimer par les fréquences d'apparition de chaque classe dans cet 
ensemble3 : � = � ·  

4 .  Il existe aussi u n  estimateur intermédiaire (formule d e  Laplace) 

--
( ) 

m.; + M/C 
p Wi = 

m + NI 

où NI est un nombre arbitraire. Cette formule est employée quand m est petit, donc quand 
les estimations mdm sont très imprécises. M représente une augmentation virtuelle du 
nombre d'exemples, pour lesquels on suppose les classes équiprobables. 

Le second cas s'applique par exemple à la reconnaissance des chiffres manuscrits sur les 
chèques ; en revanche, pour les codes postaux, la troisième méthode est préférable si la base 
de données a été bien constituée (la proportion de chiffres 0 y est supérieure à celle des autres). 

Si le troisième cas semble plus naturel, il peut aussi être trompeur : dans certains problèmes, les 
classes ne sont pas représentées de la même manière dans l'ensemble d'apprentissage et dans les 
exemples qu'il faudra classer. Par exemple, un diagnostic médical peut s'apprendre à partir d'un 
ensemble d'a.pprentissa.ge comportant un nombre équilibré d'exemples et de contre-exemples, 
alors que la maladie est rare. Il faudra alors corriger ce biais. 

La. question de la. probabilité a priori des classes a déjà été abordée au paragraphe 6.1 du 
cha.pitre 3 .  

2 0.15 pour la lettre e ,  0.08 pour la lettre s, etc. 
3 Rappelons que le nombre d'exemples total est noté m, alors que m; désigne le nombre d'exemples supervisés 

par la classe i. 
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Chapitre 15 L'apprentissage bayésien et son approximation 

L 'estimation des densités conditionnelles a priori 
Il reste donc à estimer les densités p(x 1 w.; ) . Dans un problème d'apprentissage de règle de 

classification, on dispose d'un échantillon d'exemples supervisés : le problème se ramène donc à 
estimer chaque p(x 1 wi) à partir des échantillons d'apprentissage supervisés par la classe Wï. 

Indépendamment pour chaque classe, on se trouve donc finalement à devoir estimer une densité 
de probabilité à partir d'un nombre fini d'observations. C'est un problème tout à fait classique 
en statistiques. Il faut introduire des hypothèses supplémentaires pour le résoudre (un biais, en 
terme d'apprentissage artificiel). On a l'habitude de distinguer (voir le chapitre 2) : 

• Les méthodes paramétriq11,es, où l'on suppose que les p(x 1 wi) possèdent une certaine forme 
analytique ;  en général, on fait l'hypothèse qu'elles sont des distributions gaussiennes. Dans 
ce cas, le problème se ra.mène à estimer la moyenne et la covariance de chaque distribution ; 
la probabilité d'appartenance d'un point x à une classe se calcule alors directement à partir 
des coordonnées de x. Ce sera l'objet du paragraphe 2. 

• Les méthodes non paramétriques (para.graphe 3), pour lesquelles on estime localement les 
densités p(x 1 wi) au point x en observant l'ensemble d'apprentissage a.utour de ce point. 
Ces méthodes sont implémentées par la technique des fen�tres de Parzen (paragraphe 3.2) 
ou l'algorithme des k-pfos proches voisins (paragraphe 3.3).  

• Les méthodes semi-paramétriques, (paragraphe 4) pour lesquelles nous ne connaissons pas 
non plus la forme analytique des distributions de probabilités. Nous supposons cependant 
que ces distributions appartiennent à des familles et que les « hyper-paramètres » qui les 
caractérisent à l'intérieur de cette famille peuvent être déterminés. 

1.6 La règle bayésienne et la régression aux moindres carrés 

Considérons maintenant le problème de la régression, c'est-à-dire de l'apprentissage cl 'une 
fonction f : X -----+ IR à partir d'un ensemble d'exemples S : 

Nous sommes ici dans le cas où l'espace des hypothèses et celui des échantillons possibles sont 
tous deux infinis : nous emploierons donc des densités de probabilités. 

Plaçons-nous d'autre part sous l'hypothèse que la partie supervision de chaque exemple s'écrit : 

où ei est un tirage aléatoire d'une distribution gaussienne de moyenne nulle et de variance 
inconnue CJ2. En d'autres termes, on considère qu'il s'agit cl 'apprendre la fonction f à partir 
cl 'exemples bruités4 . 

On cherche maintenant dans un ensemble de fonctions hypothèses 1-i quelle est h*, la plus 
probable d'être la fonction f. On sait que : 

h" = ArgMa.x p(h  1 S)p(h) 
hE'H 

Si on suppose toutes les fonctions équiproba.bles clans 1-i et les exemples inclépenda.nts, on peut 
appliquer la règle du maximum de vraisemblance : 

m 

h* = ArgMax p(S 1 h) = ArgMax Il p(zi 1 h) 
hE'H hE'H i=l 

•1 Cette hypol;hèse est souvent. ré1J.liste et en p;irticulier très employée d<tns le tra.itement du signal et des im1tges. 
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496 PARTIE 4 Apprentissage par approximation et interpolation 

La relation : 

contraint la valeur ui à être le résultat d'un tirage aléatoire d'une distribution gaussienne de 
centre f(xi) et de variance o-2. Par conséquent, p(ui 1 h) est le résultat d'un tirage aléatoire 
d'une distribution gaussienne de centre h(xi) et de variance o-2. Ces contraintes sur la relation 
entre les Xi et les u.; étant ainsi formalisées, l'a.pprentissa.ge par maximum de vraisemblance se 
transforme en : 

1 - ---L ( u · - h ( x · ) ) 2 h* = ArgMa.x ---e 2.,2 · ' ' 

hE'H V27ro-

d'où, en prenant le logarithme : 

m. l 
m 

h* = ArgMin 2:: 20-2 (ui - h(xi))2 = ArglVIin 2:: (ui - h(xi))2 
hE'H i=l hE'}-( i=l 

(15.8) 

Par conséquent, l'hypothèse h* la plus probable dans 1i est celle qui minimise la somme sur 
tous les exemples xi du carré de la différence entre la valeur h • (xi) au point xi et la valeur 
bruitée de la fonction /(xi), donnée par Ui = J (xi) + ei. 

h* est donc la meilleure fonction à la fois au sens de la minimisation des moindres carrés et 
au sens de la règle du maximum de vraisemblance, quand on émet l'hypothèse que le bruit de 
mesure sur les exemples est gaussien. 

Un exemple classique est celui de la régression linéaire dans un plan : la meilleure droite pour 
approximer un ensemble de points du plan (si l'on suppose ces points issus d'une même droite, 
mais déplacés par un bruit gaussien) se calcule comme celle qui minimise la somme des distances 
des points à elle-même (figure 15. 1 ) .  

. . 

Fic. 15.1: La meillettre droite pour approximer tin ensemble de points . 

1 .  7 La règle bayésienne et la minimisation de l'entropie croisée 

Plaçons-nous maintena.nt dans un autre cas d 'apprentissa.ge : celui d'une fonction a.léatoire à 
deux valeurs f :  IR �  {O, l } .  

Les données d'apprentissage qui résument la connaissance sur f sont rassemblées clans l'en
semble S = { (x1, ·ui ) , . . .  , (xi, u.; ) , . . .  , (x11., u111. )} ,  avec ui = f (x.; ) = 0 ou l .  

L'espace des hypothèses est un ensemble 1i dans lequel on cherche la meilleure fonction h*, au 
sens bayésien, pour approcher .f à partir de S. 
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Chapitre 15 L'apprentissage bayésien et son approximation 

La probabilité que les données aient été engendrées par la distribution de probabilités h s'écrit, 
en supposant les données indépendantes entre elles : 

P(S 1 h) = II P(z.i 1 h) 
i=l  

En utilisant la.  règle des probabilités conditionnelles : 

m 

P(S 1 h) = II P(ui 1 h, xi) P(xd 
·i=l 

En notant que P(ui 1 h, xi) vaut h(x.i ) si u.i = 1 et 1 - h(xi) si ui = 0, on peut écrire : 

P(lLi 1 h ,xi) = h(x.;)u;, ( 1 - h(x.i ) ) l-u; 

D'où : 
rn, 

P(S 1 h) = II h(xd'' ( 1  - h(xi ) ) 1 - ·u; P (xi) 
·i=l 

La règle bayésienne d'apprentissage h* s'écrit donc : 

m 

h* = ArgMax P(S 1 h) = ArgMax II h(x.it' ( 1  - h(xi))1-u' P(xi) 
hEft hE'H ·i=l 

(15.9) 

P (xi) peut être supposé indépendant de h : il est raisonnable de supposer que la proba.bilité 
d'observer telle ou telle donnée est indépendante de l'hypothèse que l'on fait. Par conséquent : 

h* = Argîviax II h(xi)'u; (1  - h(xi))l-u; 
hE'H. ·i= l  

D'où, en  passant au logarithme : 

m 

h* = ArgM�ix L ui log[h(xi)) + ( 1  - ui) ( 1  - h(xi)] 
hE'H. i=l 

(15.10) 

( 15 . 11 )  

Le terme de droite est l'opposé de l'entropie croisée entre la  distribution des exemples sur {O ,  1} 
et la distribution h. Par conséquent, la meilleure fonction aléatoire au sens bayésien est celle 
qui maximise ce terme. Rappelions que l'entropie croisée a été utilisée pour l'apprentissage des 
arbres de décision : chaque choix pendant la phase de construction est donc localement optimal 
au sens bayésien (voir le chapitre 13) . 

1 .8 La règle bayésienne et la longueur minimale de description 

Nous anticipons sur un aspect qui sera abordé au chapitre 21 : les rapports entre le principe 
M DL et l'apprentissage bayésien. On peut en effet interpréter la décision bayésienne comme un 
compromis optimal entre la qualité et la complexité de la solution. Pour cela, il faut raisonner 
en termes de codage. Rappelons le premier théorème de Shannon [CT91], qui assure le résultat 
suivant : 
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PARTIE 4 Apprentissage par approximation et interpolation 

T héorème 15.1 

Soit un ensemble fini d'objets { 01, . . .  , On}, chacun potivant apparaître avec la probabilité P1 , . . .  , P n .  
Un code binaire assigne à chaque objet un  message sous la forme d 'une séquence de bits, de ma
nière bi-univoque. Le code binaire optimal, c 'est-à-dire celui qui minimise en moyenne la longueur 
du message transmis, nécessite -log2 Pi bits pour transmettre le message signifiant que l'objet 
oi est apparu. 

Nous supposons ici 1-i de taille finie et nous notons r le code optimal correspondant à la 
distribution des hypothèses clans 1-i. La transmission de l'hypothèse hi par le code r nécessite 
un nombre de bits que nous notons Lr et qui vaut : 

De même, si nous voulons transmettre les données S en supposant que l'émetteur et le récepteur 
connaissent tous les deux l'hypothèse hi, il faut choisir un code optimal correspondant à la 
distribution conditionnelle des événements P (S 1 hi)· Notons ce code A. La longueur du message 
est alors : 

M aintenant , pour transmettre à la fois les données et une hypothèse hi, il nous faut clone au 
mieux : 

On appelle souvent L(hi, S) la longtteur de description de la solution hi· Elle reflète cl 'une certaine 
façon la qualité de hi, puisqu'elle s'interprète comme le coût de transmettre à la fois une hypothèse 
et les données connaissant cette hypothèse. Pour expliquer ceci, prenons un exemple. 

FIG. 

0 
Cl 

. . .  o .. 

D 

D 

.... . . . . .  o . .  

15.2: L 'hypothèse constitttée d 'un seul rectangle {en trait contimt) est courte à coder, mais sa 
précision n'est pas bonne : beaucoup de points sont loin de la frontière. Celle constituée 
de deux rectangles (en pointillés) est à la fois assez courte à coder et précise : seuls 
deux points ne sont pas sur la frontière. Une troisième hypothèse est celle constituée 
de rectangles entourant chaque point : elle est très précise, mais son codage est le plus 
long. Un bon compromis est donc l 'hypothèse constituée de deux rectangles. 
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Chapitre 15 L'apprentissage bayésien et son approximation 

-- EXEMPLE 
lma.ginons de disposer de données S qui sont des points de JR 2 et supposons qu'une hypothèse 
h se décrive comme une union de rectangles contenant les données. 
Il existe un code optimal r pour calculer la longueur de description Lr(h) d'une hypothèse 
h, que nous ne connaissons pas. Il est cependant vraisemblable que coder chaque rectangle 
par les coordonnées de ses deux sommets opposés en diagonale soit une bonne approche. Le 
nombre de rectangles est donc sans doute relié directement à la complexité du codage de 
l'hypothèse. 
Nous pouvons mesurer la qualité de la description d'une donnée en observant si elle est 
proche ou non de la frontière d'un rectangle qui la contient. Pour cela, faisons passer une 
droite horizontale et une droite verticale pa.r ce point et mesurons à quelle distance à gauche, 
à droite, en haut et en bas elle rencontre la première frontière du rectangle. La plus faible 
de ces quatre valeurs nous donne une idée de la qualité de la description de ce point : il est 
satisfaisant qu'une frontière de rectangle passe près du point. Nous pouvons sommer une telle 
valeur sur tous les points et en prendre l'inverse : nous disposons d'une mesure de qualité 
d'une hypothèse connaissant les données. Le codage de cette hypothèse, à supposer qu'on 
connaisse le code optima.1 A ,  prend exactement la longueur de description LA(S 1 h). 
Regardons maintenant deux cas extrêmes : 
• On choisit comme hypothèse un rectangle unique, couvrant juste les données. Son co

dage Lr(hi) sera très court, mais la valeur de Q(S, h) est en revanche élevée. Au total, 
L(hi, S )Lr (h;) + LA (S 1 h;) sera forte. 

• On choisit comme hypothèse l'union de tout petits rectangles, chacun entourant une don
née. Cette fois la valeur de Q(S, h) sera excellente, mais le codage de l'hypothèse sera long. 
Au final, L(h;,S) sera forte pour les raisons inverses. 

En réalité, il existe un compromis pour lequel L(hi, S) est minimale. La figure 15.2 en donne 
une idée sur un exemple. 

En revenant au cas général, l'hypothèse a.yant la longueur de description minimale est donc 
en un certain sens la meilleure hypothèse. Elle est caractérisée par : 

h* = ArgMin [- log2 P(h) - log2 P(S 1 h)] 
hE?t 

En changeant le signe et en prenant l'exponentielle, on constate que h* est également la meilleure 
hypothèse bayésienne : 

h* = ArgMax P(S 1 h) P(h) 
hE?t 

1 .9 L'apprentissage bayésien non supervisé 

( 15 . 12) 

Un autre aspect de l'apprentissage bayésien est sa capacité à être utilisé en apprentissage non 
supervisé, c'est-à-dire à segmenter des données en familles homogènes. Nous traitons ce cas au 
chapitre 18. 

2. Les méthodes paramétriques 

L'une des approches classiques pour estimer des distributions de probabilités est de les repré
senter à l'aide de fonctions paramétrées. Il s'agit alors d'optimiser la valeur de ces paramètres 
pour que les fonctions s'adaptent aux données d'apprentissage. On peut alors appliquer la règle 
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500 PARTIE 4 Apprentissage par approximation et interpolation 

de décision bayésienne en remplaçant les probabilités vraies par leur estimation. Le chapitre 2 a 
déjà abordé ce sujet. 

En classification, il s'agit donc d'estimer les grandeurs P(wi) et p(xlwi) pour chaque classe w·i· 
Nous avons déjà appris à estimer P(wi), où mi est le nombre de formes appartenant à la classe 
w.; et m le nombre total de formes observées (paragraphe 1.5). Reste à estimer p(xlwi) · 

2 . 1  L'estimation par maximum de vraisemblance 

Nous allons supposer que la fonction de densité de probabilité p(xlw) dépend d'un ensemble 
de paramètres que nous notons () =  (()1, . . .  , ()L )T . L'ensemble des valeurs que peut prendre () 
est noté 0 .  Dans le cas d'un problème de cla.ssification, nous aurons une fonction par cla.sse 
afin de représenter p(xlwi) pour chaque classe Wi, ou plus précisément, dans cette approche 
paramétrique, p(xlBi)· 

Nous disposons d'un échantillon de données S = { x1,  . . .  , Xm} de taille m dont nous extrayons 
le sous-ensemble de Si de taille mi rela.tif à une classe wi : 

En supposant que ces données soient tirées indépendamment les unes des autres suivant la loi de 
distribution p(xlBi), la densité de probabilité de l'échantillon total s'écrit : 

·mi 
II p(xdBi) 
i=l 

où .L:,(Bï) est la vraisemblance du vecteur de paramètres {)i pour l'échantillon Si. 
La méthode du maximum de vraisemblance consiste à prendre pour estimation iJi la valeur 

du vecteur de para.mètres inconnu {)i qui maximise la vraisemblance que les données aient été 
produites à partir de la distribution p(x l@.; ) . 

êi Argiviax .L:,(Bi) 
O ;.E0 

Il est plus facile de minimiser l'opposé du logarithme de cette expression, d'où : 

Ôi = ArgMin { - log .C(élï) }  
O.; E0 

= ArgMin { - f ln p(x.; IB.;)} 
o., Ee i=l 

(15.13) 

Il est à noter que les estimateurs obtenus par la méthode du maximum de vraisemblance sont 
excellents5. Cependant cela n'en garantit pas la qualité pour des échantillons de taille réduite. 

Pour la plupart des choix de fonctions de densité, l'optimum êi devra être estimé en utilisant 
des procédures numériques itératives (voir par exemple le chapitre 3 ) .  Pour certaines formes 
fonctionnelles, notamment pour le cas particulier des densités normales (gaussiennes), la solution 
optimale peut être déterminée de manière analytique, en cherchant la valeur de B qui annule la. 
dérivée de l'équation 15.13. 

5 En termes techniques, asymptot.iquernenL sans biais et de vari<tnce rninim1J.le. 
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Chapitre 15 L'apprentissage bayésien et son approximation 

2.2  L'estimation des paramètres d'une distribution gaussienne 

On suppose ici que chaque classe possède une distribution de probabilités de forme paramé
trique. On traite en général uniquement le cas gaussien, c'est-à-dire que l'on suppose que la dis
tribution de probabilités de chaque classe est une loi normale, entièrement définie par l'ensemble 
des paramètres (} = (µ, Q )  composé de son vecteur moyenne et de sa. matrice de covariance. 

Faire une telle hypothèse est un biais fort dont la validité peut éventuellement être contrôlée 
par un test statistique ; il faut garder à l'esprit que cette supposition est dépendante du choix 
de l'espace de représentation et ne possède aucune justification théorique a prion,'6. Mais elle 
permet d'obtenir une solution analytique simple et un algorithme peu complexe d'apprentissage 
inductif dans !Rd. 

Rappelons que la moyenne µ d'une densité de proba.bilité p dans !Rd est un vecteur de dimension 
d et sa covariance une matrice Q(d x d) .  Si IE[p] dénote l'espérance mathématiqtte de la variable 
aléatoire p, on a : 

µ IE[x] 

Q IE[(x - µ)(x - µ)T] 

Une distribution de probabilités gaussienne a pour caractéristique d'être entièrement définie 
par le paramètre (} composé de son vecteur moyenne et de sa matrice de covaria.nce. En effet, 
en supposant donc la classe wi gaussienne7, sa densité de probabilité s'écrit, dans un espace 
multidimensionnel : 

( 15 . 14) 

Ce n'est qu'une généralisation de la définition en dimension d = 1, plus familière : 

(15.15)  

Rappellons aussi (voir figure 15.3) que la surface d'équidensité d'une distribution gaussienne 
est une quadrique (à deux dimensions, c'est une ellipse) .  

Compte tenu des m i  points d'apprentissage si = {x1, . . .  , X:i · · · · · Xm, } , relatifs à la classe Wi 
(supposée gaussienne), il est démontré en annexe 4 que les meilleures estimations de sa moyenne 
µi et de sa matrice de covariance Qi au sens du ma.ximum de vraisemblance (c'est-à-dire celles 
qui maximisent la probabilité d'observer les données d'apprentissage) se calculent simplement 
par : 

6 La loi des gra.nds nombres est souvent invoquée à tort pour justifier ce biais. 
1 0 u normale, cl 'où b;t notation classique N. 

(15 .16)  

(15 .17)  
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502 PARTIE 4 Apprentissage par approximation et interpolation 

2.3 Le résultat de l'apprentissage 

On peut facilement interpréter dans le cas gaussien la règle bayésienne de décision en termes 
de surfaces séparatrices ; en effet, le lieu des points où les probabilités d'appartenir aux deux 
classes w.i et w.i sont égales a pour équation : 

p(X 1 Wi)  

Après simplification et passage au logarithme, on obtient une forme quadratique du type : 

X T �X + X T ef> + Q; = Ü (15.18) 

où la matrice �, le vecteur 4> et la constante 0: ne dépendent que de µi, µj, Qi et Qj- On constate 
donc que faire une hypothèse gaussienne sur la répartition de chaque classe revient à supposer 
des surfaces de décision quadriques ; à deux dimensions, ce sont des coniques. La figure 15.3 
montre un exemple de cette propriété. 

0 
FIG. 15.3: A deux dimensions, la surface séparatrice de deux classes gaussiennes bidimension

nelles est une conique (ici une branche d'hyperbole) et les stirf aces d 'éqtâdensité d 'une 
distribution gaussienne sont des ellipses. On a représenté pour chaqtie classe l 'ellipse 
d 'équidensité telle que la probabilité d'appartenir à la classe soit supérieure à 0.5 quand 
on est à l'intérieur de cette ellipse. 

-- EXEMPLE Un exemple â deux dimensions-------------------

Considérons l'ensemble d'apprentissage suivant, comportant huit exemples, quatre pour cha-
cune des deux classes : 

La modélisation gaussienne de la classe w1 amène les para.mètres suivants, en notant x1i les 
vecteurs des exemples de cette classe : 

- 1 4 1 (0 + 1 + 3 + 4) (2) µl = 4L:j=lXlj = 4 4 + 1 + 3 + Û 2 
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Chapitre 15 L'apprentissage bayésien et son approximation 

FIG. 

Pour j = 1 ,  par exemple, le terme de cette somme vaut : 

On trouve au total : 

(0 - 2) ( 4 -4) (0 - 2 4 - 2) = 
4 - 2 -4 4 

- 1 ( (  4 (Ji = 4 -4 
-4) ( 1 
4 + 1 �) + G 

-- - - 1  
D'où : 1 Qi I= 4 et : Q1 

De même, on trouve : 

- ( 6 ) - (5/2 
µ2 = 2 : Q2 = 3/2 

(5/8 
3/8 

3/8) 
5/8 

3/2) - - - i ( 5/8 
512 , 1 Q1 I= 4 et Q2 = _318 

( 5/2 
-3/2 

-3/8) 
5/8 

-3/2) 
5/2 

Puisque les deux classes ont une matrice de covariance de même déterminant, la surface 
discriminante entre w1 et w2 est simplement définie par l'équation : 

-3) (X1 - 6) 
5 X2 - 2 

Après développement, on trouve la surface d'équation : 

(xi - 4)(x2 + 4/3) = 0 

Autrement dit, cette surface séparatrice est une hyperbole dégénérée en deux droites qui 
partage le plan en quatre zones, deux affectées à la classe wi et deux à w2. Cet exemple est 
représenté sur la figure 1 5 ...t. 

1 

.Cfl * 1 !:::. 1 
D 1 

1 
!:::. 

• 1 • 
µl 1 µ21:::. D 1 

llJ 14 �Ci 
- - - - -4- - - - - ..J _ _ _ _ _ _ _ _  _ -3 1 * 

1 
1 

15.4: De1tx classes sv.pposées 9a1tssiennes sont représentées chamwe par q11.atre points d 'ap
prentissage notés par D et 6 .  L 'estimation des moyennes 'jiJ. et -;i2 est indiquée. La 
surface séparatrice entre les dwx classes est l'hyperbole dégénérée composée des deux 
droites en pointillé. Par conséqttent, les deux points * sont classés comme appartenant 
à la classe D .  
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504 PARTIE 4 Apprentissage par approximation et interpolation 

2.4 Des hypothèses simplificatrices 

Dans un espace de dimension d avec C classes, le nombre de paramètres évalués par les formules 
15.16 et 15.17 est d pour chaque moyenne, et d(d + 1 )/2 pour chaque matrice de covariance, qui 
est symétrique ; soit au total : ( d2 + 3d) /2 paramètres par classe et C ( d2 + 3d) /2 au total. Si le 
nombre mi de points de la classe courante est faible, la précision de ces estimations est mauvaise. 
On peut donc être amené à faire des hypothèses plus simples ; par exemple supposer que toutes 
les classes ont la même matrice de covariance, ou que celle-ci est diagonale pour chaque classe, 
ou même les deux à la fois. Voyons les conséquences de chacun de ces biais supplémentaires. 

Toutes les classes sont supposées avoir la même matrice de covariance 
Dans ce cas, l'estimation des valeurs de la matrice de covaria.nce par la. formule 15.17 peut se 

faire une seule fois sur tous les points de l'ensemble d'apprentissage et non plus classe par classe. 
Ceci conduit donc à une matrice unique que l'on note Q ;  les moyennes sont cependant estimées 
séparément pour chaque classe par une valeur ·� .  Le nombre de paramètres à estimer vaut : 
Cd + (d2 + d)/2 . 

La règle de décision peut être interprétée de la façon suivante : pour un point inconnu x, on 
mesure sa « distance de Mahalanobis » aux vecteurs moyens de chaque classe et on lui attribue 
la classe la plus proche au sens de cette distance. Celle-ci s'exprime par la formule : 

(15.19) 

Cette règle de décision revient implicitement à effectuer une transformation linéaire des coordon
nées de chaque point et à prendre la classe dont Je centre de gravité est alors le plus proche. Cette 
transformation « allonge » chaque axe proportionnellement à la valeur propre correspondante 
dans Q. 

Les surfaces séparatrices sont des hyperplans : on se trouve donc ici à une intersection très 
simple des méthodes bayésiennes et des méthodes de surfaces séparatrices linéaires décrites au 
chapitre 9 .  

La classification bayésienne naïve 
On suppose ici que chaque classe possède une matrice de covaria.nce diagonale. Cette hypothèse 

revient à dire que les a.ttributs sont statistiquement décorrélés. Ceci n'étant en général pas vrai, 
on introduit là un autre type de biais. Cette hypothèse mène à l'estimation de 2Cd paramètres 
et conduit à des séparatrices quadriques de formes particulières (mais pas des hyperplans). Cette 
hypothèse est souvent appelée la méthode bayésienne naïve. 

Dans cette simplification, la probabilité d'observer x T = (::i:1 , . . .  , xd) pour un point de n'im
porte quelle classe wi est la probabilité d'observer x1 pour cette cla.sse, multipliée par celle 
cl 'observer Xz pour cette classe, etc. Donc, par hypothèse : 

d 
w* = ArgMax P(wi) Il p(xi J wi) 

Le problème de trouver la classe 

iE{l,. . .,C} i=l 

w· = ArgMax [P (w.; J x)] 
iE{l ,  ... ,C} 

se ramène donc ici à estimer pour chaque classe la valeur p(x1 , . . .  , xd J w.; ) P(wi) à partir des 
données d'apprentissage. 
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Chapitre 15 L'apprentissage bayésien et son approximation 

Dans les espaces de grande dimension, la méthode naïve présente un énorme avantage, qu'il 
est facile cl 'illustrer sur un exemple. Supposons que les valeurs de chaque attribut soient bornées, 
disons entre 0 et 1 pour fixer les idées. Une façon d'estimer p(x1, . . .  , xd 1 w.;) est de diviser l'espace 
utile [O, l]d en hypercubes et de compter le nombre de points d'apprentissage appartenant à Wi 
qui se trouvent clans chacun. Si chaque segment [O, l] est divisé en k parties égales, l'espace sera 
composé de kd éléments de volumes hypercubiques. Si  clans l'un d'entre eux on compte ni points 
d'apprentissage (pour un total de mi) ,  la probabilité p(x 1 wi) sera estimée par la valeur n.Jmi 
pour tout point x de cet élément de volume. Pour obtenir une bonne précision à cette estimation, 
les valeurs n.; doivent être suffisamment importantes. D'un autre côté, on aura. une description 
de la classe w.; d'autant plus exacte que k est grand ; mais pour garder une précision d'estimation 
donnée quand on augmente k, le nombre de points d'apprentissage doit croître exponentiellement 
avec k. C'est ce que l'on appelle le fléau de la dirnensionnalité ou encore la malédiction de la 
di rn ensio n n alité. 

Dans la méthode naïve, chaque estima.tion est réalisée indépendamment sur chaque axe. Pour 
garder une précision donnée quand on augmente k, le nombre de points cl 'apprentissage n'a 
besoin que d'augmenter linéairement avec k 

Cette méthode, malgré sa simplicité, est donc très employée dans des espaces de grande di
mension. Par exemple, en classification de textes, les attributs sont souvent les mots de la langue 
et leur valeur est le nombre de fois qu'ils sont présents dans un texte. La dimensionnalité est par 
conséquent de l'ordre de dix mille . . .  ce qui n'empêche pas les méthodes bayésiennes naïves de 
fournir des résultats de bonne qualité. 

Chaque classe a une matrice de covariance proportionelle à la matrice identité I 
Cette hypothèse impose de plus une isotropie à l'espace de représentation. Elle permet de 

n'avoir à estimer que C(d + 1) paramètres. Les surfaces qui discriminent chaque classe d'une 
autre ne sont des hyperplans que si les variances des deux classes sont égales, mais dans ce cas 
ils sont de plus parallèles aux axes. 

2.5  Les cas non gaussiens et multigaussiens 

On a dit plus haut que le seul cas paramétrique que l'on traitait analytiquement était celui de 
la distribution gaussienne. Ce n'est pas tout à fait exact : on sait en particulier aussi résoudre le 
problème en modélisant les classes par des distributions uniformes sur des volumes finis, ou par 
des distributions exponentielles ; mais ces solutions ne possèdent pas beaucoup d'intérêt pratique. 

Une autre cas plus intéressant est celui où l'on suppose que les classes possèdent une distri
bution de probabilités qui est la somme pondérée de NI distributions gaussiennes. Il est traité 
dans la section 4.2 ainsi que clans la section 3 . 1  du chapitre 18 clans le cadre des méthodes 
d'apprentissage non supervisé . 

2.6 L'analyse discriminante 

Les méthodes décrites précédemment s'appuient sur l'estimation des densités de probabilité 
conditionnelles à chaque classe p(xlwi) et sur la mise ne œuvre d'un principe de maximum de 
vraisemblance. Toujours dans les approches paramétriques, qui font des hypothèses sur la forme 
des densités de probabilité conditionnelles aux classes, on peut adopter un point de vue différent. 

L'idée est de considérer le logarithme du rapport : 

{ P(w = wklX = x) } 
log 

P(w = wt!X = x) (15.20) 
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506 PARTIE 4 : Apprentissage par approximation et interpolation 

pour tous les couples de classes (wk , w1) et de retourner la classe pour laquelle ce logarithme est 
toujours positif. 

La densité totale sur X est : p(x) = I:f=1 P(wi) p(xlwï). 
Pour chaque classe, on a : 

P(w = wtlX = x) 

2.6.1 L'analyse discriminante linéaire 

Dans le cas où l'on suppose que les distributions de toutes les classes sont des gaussiennes 
multivariées et égales, c'est-à-dire de même matrice de covariance : �k = � ("ifk), le critère de 
décision (15.20) se simplifie. 

En notant : p(xlwk) = (2r.J"f2\�:::1;; l1'2 exp{- �(x - µk)T�; 1 (x - µk)} ,  on obtient : 

{ P(w = wklX = x) } 
log = 

P(w = wdX = x) 
P(wk) 

+ log -
(

-
) p Wt 

qui est une équation linéaire en x ! Cela signifie que dans l'espace des entrées X, les frontières de 
décision entre les classes wk sont des hyperplans, à l'instar des pavages de Voronoï. 

On a ainsi pour chaque classe une fonction de décision : 

( 1 5.22) 

et la classe décidée est : w* = ArgMaxk ôk(x). 
Il faut alors estimer les paramètres P(wk), flk et �k pour toutes les classes k, comme dans les 

techniques présentées plus haut. 

2.6.2 L'analyse discriminante non linéaire 

Si maintenant, on suppose que les matrices de covariance ne sont pas égales, alors on obtient 
des fonctions de décision : 

(15.23) 

qui sont des équations qtrndratiques en x. 
Dans tous les cas, on rencontre le problème de l'estimation de très nombreux paramètres lorsque 

les données sont décrites en grande dimension. (Pour plus de détails, voir [HTF09j, 106-113) . 

2 .  7 La prédiction bayésienne de la distribution des paramètres 

Au lieu de chercher à identifier une distribution sous-jacente aux données par estimation d'une 
fonction paramétrée, on peut résoudre directement le problème de la prédiction de la valeur 
Yi correspondant à l'observation x., Pour cela, il existe une approche conceptuellement très 
intéressante et idéalement optimale, même si elle est difficile à mettre en pratique et nécessite de 
nombreuses approximations. 
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Chapitre 15 L'apprentissage bayésien et son approximation 

L'idée essentielle est la suivante. Au lieu de chercher la valeur optimale des paramètres8 B en 
maximisant leur vraisemblance sur les données, on décrit ces paramètres comme des distributions 
de probabilités. Celles-ci sont initialement fixées sous forme d'une distribution a priori, puis 
transformées en distribution a posteriori par l'utilisation du théorème de Bayes. Au lieu de 
chercher une valeur spécifique de B, on cherche donc ici à trouver la distribution des valeurs 
s'adaptant le mieux aux données (voir figure 15.5). La prédiction pour l'événement x s'effectue 
alors en pondérant les valeurs prédites de B par la probabilité a posteriori correspondante. 

, .; 
, 

.. -, 

p(hlS) 
a posteriori 

p(h) 
a priori 

H 

FIG. 15.5: Illustration schématique de la méthode de prédiction bayésienne. Soit un paramètre fJ 
caractérisant la dépendance fonctionnelle entre les entrées et les sorties. La distribu
tion a priori représente notre connaissance initiale sur la distribution possible de B qtâ 
est typiquement assez lâche. Une fois que les données d 'apprentissage ont été prises 
en compte, la distribution a posteriori calculée par le théorème de Bayes est générale
ment beaucoup plus focalisée autour d'une ou plusieurs valeurs spécifiques qui sont les 
plus cohérentes avec les données. Il est alors possible d'utiliser cette distribution pour 
calculer tine prédiction pour une observation nouvelle Xn. 

Reprenons les notations précédentes, en remarquant que cette fois e est un vecteur9 aléatoire 
de densité de probabilité p(B) connue. 

On cherche la densité du vecteur x étant donné l'échantillon S : 

p(xlS) = j p(x, B IS) d(B) 

La formule de Bayes permet d'écrire : 

p(x, BIS) = p(xlB, S)  p(BIS) 

Le premier facteur est indépendant de S puisque nous supposons que la valeur de la densité de 
x est entièrement fixée par la valeur du vecteur des paramètres B. 

Nous avons donc : 

p(xlS) = j p(xlB) p(OIS) dB (15.24) 

Ainsi, au lieu de chercher une valeur spécifique de B, la méthode de prédiction bayésienne 
calcule une moyenne pondérée sur toutes les valeurs de B. 

8 Dans le cas de l'hypothèse cl 'une distribution gaussienne, ces paramètres sont la moyenne tt et la matrice de 

cova,riance Q. 
9 L'ensemble des paramètres est regroupé sous la forme d'un vecteur. 
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508 PARTIE 4 Apprentissage par approximation et interpolation 

Le facteur de pondération p(OIS), qui est la distribution a posteriori de e, est déterminé en 
partant d'une distribution choisie a priori p(O) qui est ensuite mise à jour par utilisation de 
la règle de Bayes sur l'échantillon d'apprentissage S. Comme les exemples de cette séquence 
sont supposés résulter d'un tirage aléatoire suivant une certaine distribution sous-jacente (tirage 
i.i.d. ) , on peut écrire : 

en utilisant à nouveau le théorème de Bayes : 

p(OIS) = p(SIB) p(B) 
p(S) 

'l(t 

i=l 

p(B) rrm 
p(S) i=l 

p(x;IB) 

où le facteur de normalisation p(S) est choisi pour que J p(BIS)dB = 1 .  

(15.25) 

L'évaluation d'une intégrale comme celle de l'équation 15.U n'est possible de manière analy
tique que pour une classe de fonctions de densité pour lesquelles la densité a posteriori p(BIS) 
a la même forme que la densité a priori p(B). Dans ce cas particulier, on parle de densité.s a1l
toreprodiictibles [DH73J. L'exemple le plus commun de telles densités est celui de la distribution 
normale (gaussienne) . 

Illustration avec une loi normale unidimensionnelle 
Supposons que les observations x soient décrites par une mesure unidimensionnelle qui suit 

une loi normale de moyenne inconnue µ et de variance O' connue. Le paramètre B est donc ici 
simplement égal à µ  

L'approche de la prédiction bayésienne nous dicte de chercher la densité de probabilité de la 
variable µ aléatoire en fonction des données d'apprentissage S. Nous supposons que le paramètre 
µ suit également une loi normale de moyenne µ0 et de va.riance 0'0. Pour exprimer notre ignorance 
a priori sur la valeur de µ, nous prenons une grande valeur pour la variance O"o. 

l { (µ - µ0 )2 } 
p0(µ ) = , exp - 2 

(2n0"5)2 20'0 

La donnée d'une séquence d'apprentissage S permet de réviser cette densité de probabilité en 
utilisant le théorème de Bayes suivant l'équation (15.25) : 

Po(µ) rrm p(µIS) = 
p(S) . 

p(xi lP,) 
'!=1 

En utilisant le fait que : 

p(xlµ) = 
il est facile de montrer que la distribution a posteriori p(µIS) est également normale avec : 

( 

� IL = 
1 l = 

0'2 

rn0"2 0 
2 2 mO'o + r; 

m 1 + 0' 2 0'2 0 

0' 2 x + m 0'2 + r;2 Po 
0 
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Chapitre 15 L'apprentissage bayésien et son approximation 

où :X est la moyenne : :X = l... L�1 xi. ni i-
Ces équations montrent qu'au fur et à mesure que le nombre m de données augmente, la 

moyenne µ de la distribution a posteriori approche la moyenne de l'échantillon d'apprentissage 
:X. De même, l'écart type <J decroît vers zéro. 

Ainsi l'approche de la prédiction bayésienne calcule une moyenne pondérée sur toutes les 
valeurs de e au lieu de choisir une valeur spécifique. Cependant si la densité a posteriori p(BIS) 
présente un pic étroit centré sur une valeur ê, alors p(BIS) :::::: p(hlÔ), et nous retrouvons le 
résultat donné par la méthode du maximum de vraisemblance. Cela arrive généralement pour 
les échantillons d'apprentissage de grande taille. 

Bien que cela ne soit pas le sujet de ce chapitre, il est utile de noter dès à présent que le 
principe du maximum de vraisemblance et l'apprentissage bayésien ne se prêtent pas aux mêmes 
méthodes de calcul. Le premier se traite comme un problème d'optimisation : il faut chercher le 
minimum d'une fonction d'erreur. En revanche, dans le second, l'essentiel du calcul implique une 
intégration sur des espaces de grandes dimensions. Dans ce dernier cas, les méthodes classiques 
d'intégration ne conviennent pas et il faut se tourner vers des méthodes approchées, par exemple 
les méthodes de Monte-Carlo (voir le chapitre 3 ) .  

3. Les méthodes non paramétriques 

Très généralement, on appelle méthodes non paramétriques les méthodes permettant à la. com
plexité de la solution (l'hypothèse ou la fonction de décision construite) d'augmenter avec le 
nombre de données. Ces méthodes incluent les méthodes de plus proches voisins, les méthodes 
à noyaux (chapitre 14) et les réseaux connexionnistes dans la mesure où leur architecture peut 
évoluer automatiquement durant l'apprentissage. 

3.1  Généralités : le problème de l'estimation locale d'une densité 

Les méthodes non paramétriques traitent de l'estimation d'une densité de probabilités pour 
laquelle aucune régularité fonctionnelle n'est supposée a priori. Ces méthodes reposent cepen
dant sur l'hypothèse fondamentale que les distributions ou fonctions recherchées sont localement 
régulières. 

Soit une densité de probabilité inconnue p(x). La probabilité Q pour qu'une forme x issue de 
cette distribution soit observée dans la région n E X est : 

Q = l p(u) du 

L'annexe 3 explique comment on obtient une bonne estimation de Q à partir de la moyenne 
des points observés dans la région n : 

Q :::::: k/m. (15.26) 

Par ailleurs, en faisant l'hypothèse que la densité cherchée p(x) est continue et ne varie pas 
significativement dans la région R, on peut faire l'approximation : 

Q = l p(u) du :::::: p(x) V 
· n 

où V est le volume de la région n. 

(15.27) 
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510 PARTIE 4 Apprentissage par approximation et interpolation 

De (15.26) et (15.27) on déduit : 

k/m 
p(x) ::::; v 

Application à l'apprentissage d'une règle de classification 

(15.28) 

Dans le cas où l'on cherche à apprendre une règle de classification, la méthode bayésienne 
consiste à estimer en un point x donné la densité de probabilité de chaque classe afin de choisir 
celle qui possède la valeur la plus grande. 

Nous omettons dans ce qui suit ] 'indice correspondant au numéro de classe, puisque le problème 
est le même pour chaque classe. Comme ce n'est qu'après l'estimation séparée pour chaque classe 
qu'on les compare, on peut agir comme s'il n'y avait qu'une seule densité de probabilité à estimer. 

Néanmoins nous allons indexer les termes par m, la taille de l'échantillon : on verra que cette 
précision est nécessaire quand on étudie les propriétés de convergence. 

On suppose donc être en possession de m points de !Rd obtenus par tirages indépendants selon 
une densité qui cara.ctérise la classe w. Comment estimer p(x 1 w) au point x à partir d'un 
ensemble cl 'apprentissage ? Le principe vient cl 'être expliqué : on définit autour de x une certaine 
région R.,.n (en pratique, une hypersphère ou un hypercube) et on compte le nombre km de points 
de l'échantillon d'apprentissage qui sont inclus dans ce volume (figure 15.6). 

D D D D D DO D 
D � (D D D D 

C@Cb D 
D D D 

ffb 

FIG. 15.6: Les points D sont des tirages indépendants selon une certaine distribution dans le plan 
ffi.2, dont La densité est plus forte au point A qtt 'au point B .  En effet, po·ur le rnêrne 
volume auto'ltr du, point A et du point B, km va'ltt respectivement 6 et 1 .  Pour obtenir 
km = 6 autour du point B, il faîl,t a11.gmenter le volume. 

On a vu que l'estimateur de p(x 1 w) pour un échantillon de taille m se définit par : 

- (  I ) 
km/m 

Pm X w = -,1--m 
(15.29) 

où Vm est le volume de la région Rm considérée. 
On peut démontrer (voir annexe 3) que, quand m augmente, cet estimateur converge vers la 

valeur cherchée p(x 1 w ) ,  quand les conditions suivantes sont remplies : 

lim km = oo m-oo 
lim (k.,.,. Jm) = 0 m-oo 
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Il y a en pratique deux solutions pour remplir ces conditions : 
• Soit définir Vm à partir d'une région R.0 de forme et de volume V0 fixés : par exemple un 

hypercube de côté unité, mais on verra que c'est loin d'être le seul cas possible. On prend 
alors : 

Vm = Vo/ f(m) 

où f est une fonction croissante de m. Ceci conduit aux méthodes des fonctions noyau, en 
particulier aux fen�tres de Parzen. 

• Soit fixer le nombre km , se donner une famille de volumes paramétrée par une variable 
(par exemple les hypersphères centrées en x, de rayon variable) et ajuster cette variable 
pour que le volume contienne exactement km points de l'ensemble d'apprentissage. Cette 
technique d'estimation est connue sous le nom de méthode des k-pltts proches voisins. Utilisée 
dans le problème de la classification, elle se traduit par un algorithme qui ne nécessite pas 
l'estimation explicite de la densité de chaque classe au point à classer, mais en permet plus 
simplement un choix direct. 

3.2 Les fonctions noyau et les fenêtres de Parzen 

Rappelons quelques notions introduites dans le chapitre 14. Ici, cependant, les fonctions noyau 
seront définies sur X au lieu de l'être sur X x X ,  mais le sens général de mesure d'une similarité 
persiste. Une fonction noyau ( kernel) "' est donc ici une fonction bornée sur X d'intégrale égale à 
l .  On suppose en général que K, présente un pic centré en O. Par conséquent, n;(x.; - x1) détermine 
une mesure de proximité entre les points Xi et xi. On impose aussi en général que cette fonction 
soit symétrique : "'(-x) = -K,(x). 

Dans cette perspective, l'estimation locale de la densité p(x) se calcule comme une somme 
pondérée des exemples Xj pondérée par leur distance à x : 

1 m 
p(x) = - L r.(x - Xj ) m j=l 

( 15 .30) 

ce qui peut aussi être interprété comme une moyenne des fonctions noyau centrées sur chaque 
exemple. 

Pour une classe wk donnée, on a : 

P(wd "°' 
n;(x X ) ---;n;_:- Ux; Ew k - i 

Le P(w;) ( ) --' X - X· ·i=l m . ;. /'i, i 

Si les probabilités des classes sont estimées par le rapport mk/m où mk est le nombre d'exemples 
de la classe wk et m le nombre total d'exemples, on en déduit : 

(15.31) 

ce qui revient à prendre la proportion pondérée d'exemples autour de x de la classe wk . 

Une difficulté de ces méthodes est le choix de la fonction r;,. Une autre difficulté provient de leur 
médiocre capacité à être utilisées dans des espaces de représentation X de grande dimension. En 
effet, les estimations sont fondées sur la détermination d'un volume dans l'espace des données. Or, 
dans les espaces de grande dimension, un volume qui couvre suffisamment de données n'est plus 
valide pour une estimation locale, car son rayon tend à devenir grand par rapport à l'intervalle 
des valeurs possibles pour les données. 

5 1 1  
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Le paragraphe suivant explore ces méthodes d'estimation par voisinage dans X .  Les cas des 
fonctions noyau définies comme des hypercubes ou des distributions gaussiennes y sont en par
ticulier traités. La méthode qui en résulte s'appelle la méthode des fenêtres de Parzen. 

3.2.1 Les fenêtres de Parzen : le cas élémentaire 

Commençons en définissant la région élémentaire (le noyau) Rm comme un hypercube de coté 
h,,,.,, centré en x. On a dans ce cas : 

i=m 
_ 

( ) = _1_ '°' ef>(x - x.;) 
Pm X L.. mVm . h,.,,, •=1 

où <P est la fonction caractéristique de l'hypercube unité : 

si Xi E [- 1/2, 1/2] 
sinon 

Les conditions de convergence citées plus haut au paragraphe 3.1 sont remplies par exemple en 
prenant, pour une valeur ho fixée : 

ho hm = -
rn 

La formule 15.29 définit par conséquent !'estimateur de p(x 1 w). km est le nombre de points 
d'apprentissage de la classe w inclus dans l'hypercube centré en x de côté hm· En pratique, pour 
estimer Pm(x 1 w),  il ne reste qu'à fixer la valeur ho : on en déduit la valeur de hm, puis celle de 
Pr;, (x 1 w) par comparaison des coordonnées des points de l'ensemble d'apprentissage avec celles 
de X. 

FIG. 

ho 

-
1 
1 
1 
1 
1 
1 
1 
1 
1 

15. 7: Estimation de densité par la méthode des fenêtres de Parzen. Il y a q1J,atre points 
d 'apprentissage, dans un espace à une dimension. Les hyperciibes sont des segments 
de largeur ho centrés sur les points d 'apprentissage. La densité (en trait plein) est 
calctdée comme la somme des fenêtres centrées sttr chaqtte point. Ici, cette fenêtre est 
étroite (ho est petit) : la densité résultante est pe·u lisse. La smjace so·us la cottrbe en 
trait plein est égale à 1. 

Le choix de ho influe sur le résultat de la façon suivante : si cette valeur est choisie petite, 
la probabilité estimée que le point x ait été engendré par le processus w est nulle partout, sauf 
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FIG. 15.8: La même estimation pour ho pfos grand : la densité est estimée de manière plus lisse. 

au voisinage immédiat des points de l'ensemble cl 'apprentissage ; on a donc dans ce cas modélisé 
p(w) comme un « peigne ». Si elle est choisie grande, p(w) est en revanche modélisée de manière 
« lisse » (figures 15.7 et 15.8). 

3.2.2 Généralisation à des fonctions noyau gaussiennes 

La technique précédente a l'avantage de se réduire à un algorithme simple, mais présente 
l'inconvénient de la sensibilité du choix de la valeur ho .  D'autre part, dès que l'on s'éloigne des 
points d'apprentissage, la densité est estimée comme nulle. On peut remédier à ce problème en 
s'arrangeant pour que l'appartenance au volume élémentaire Vm autour du point x ne soit plus 
une fonction caractéristique (à valeur binaire) d'appartenance à un volume, mais une probabilité. 

C'est ce qui a été présenté ci-dessus en introduction : la densité est estimée comme la somme de 
noyaux, qui sont donc des densités élémentaires centrées sur les points d'apprentissage. Souvent, 
ces noyaux sont des distributions gaussiennes (voir la figure 15.9) .  Le résultat est plus ou moins 
lisse selon la valeur de la variance, mais il n'y a plus de point de l'espace où la densité soit estimée 
comme nulle. 

, , 
, , 

, , 
' 

' 
/ ' ,' ' , , ' 

� 
FIG. 15 .9 :  Fenêtres de Parzen : estimation a.vec un noyau gaussien. 

Sans entrer dans les détails, on peut voir intuitivement cette généralisation de la façon suivante : 
pour estimer la valeur p,.,Jx 1 w), on additionne sur les m points de l'ensemble d'apprentissage des 
valeurs entre 0 et 1 qui sont fonction de la distance entre x et le point courant, avant de diviser 
cette somme par un coefficient normalisateur. Cette fonction n'est donc plus binaire comme dans 
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514 PARTIE 4 Apprentissage par approximation et interpolation 

le cas précédent, mais calculée de façon continue. On doit évidemment la choisir (ainsi que la 
normalisation finale) de façon que Pm (x 1 w) soit effectivement une estimation de densité de 
probabilité. La figure 15.9 montre l'estimation réalisée à partir des mêmes points que dans les 
figures 15.8 et 15.7 pour des noyaux gaussiens. 

3.2.3 Astuces de calcul 

Reprenons l'équation 3.2.3 qui donne l'estimation de la probabilité de la classe Wv au point x : 

l::x·E . 11:(x - Xi) 
1 Wk 

En décision bayésienne, il faut calculer P(wklx) pour chaque classe et choisir d'attribuer au 
point x la classe pour laquelle cette probabilité conditionnelle est la plus forte. 

Le dénominateur n'a pas besoin d'être calculé, puisqu'il est identique pour toutes les classes. 
En revanche, il semble qu'il faille, à chaque décision, calculer le numérateur pour chaque classe, 
ce qui oblige au total à m estimations de la fonction noyau au point x. 

On peut éviter tous ces calculs en utilisant une fonction noyau r.: cette fois définie sur X x / calX 
et possédant une propriété supplémentaire : il faut qu'il existe une fonction <D de Ill d dans un 
espace vectoriel Fn de dimension n telle que : 

11: (x , y) = (<D(x), <D(y)} 

où ( . , . ) désigne le produit scalaire dans Fn. 
Pour chaque classe wk dont on possède mk points d'apprentissage, le calcul du numérateur 

s'effectue alors ainsi, pour un noyau 11: : 

= 2_ L ( <I> (X) ' <D (Xi)) mk x,i Ewk 

-
1 

(<I>(x) , L <P(xi)} 
mk XiEU..'k 

On peut précalculer une fois pour toutes l::x,Ewk <I>(xi) à partir de l'ensemble d 'apprentissage. 
La décision de classification d'un point x nécessite désormais seulement C produits scalaires 
en dimension n : c'est un calcul en temps constant, indépendant de la taille m de l'ensemble 
d'apprentissage. 

Par exemple, pour d = 2 ,  on peut définir le noyau 11:3 (polynomial d 'ordre 3 )  en posant par 
définition io (voir aussi le chapitre 14) : 

ll:3 (x,y) = X ·  y 

On peut alors vérifier que la définition suivante de <D3 

vérifie bien : 

10 Le produit s<:a.laire dans IR.2 est noté c:lassiquement x · y .  
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Chapitre 15 L'apprentissage bayésien et son approximation 

Utiliser le noyau ""3 revient à transformer les données de manière non linéaire en les projetant 
de la. dimension d = 2 à la dimension n = 4 par la. fonction <I>3. Il est assez facile de généraliser 
cette propriété : au noyau polynomial d'ordre p est associée une fonction <I>p qui transforme les 
données de la dimension d à la dimension n = (d+�-1 ) .  La valeur n augmente rapidement : 
par exemple, pour un noyau polynomial d'ordre p = 3 et un espace de représentation initial de 
dimension d = 6, on projette dans un espace de dimension n = 168. 

Si  on veut utiliser une fonction noyau gaussienne, ce calcul ne peut plus se faire exactement. 
En effet, la fonction <I> correspondante est de dimension infinie (intuitivement, parce que ex = 
I:::,1 :frxi) . On peut cependant l'approcher par une somme pondérée de noyaux polynomiaux, 
d'aussi près que l'on veut en augmentant p, le plus grand de leurs ordres (et donc n) . 

3.3 Les k-plus proches voisins (k-ppv) 

L'un des problèmes avec les méthodes par fonctions noyau provient de ce que leur taille est fixe. 
Si celle-ci est trop grande, l'approximation peut être trop « lissée » par rapport à la réalité. Si elle 
trop petite, l'estimation dans des régions de faible densité peut être nulle ou très approximative. 
Il faudrait donc que cette taille soit fonction de la position dans l'espace X. C'est ce que réalise 
la méthode par plus proches voisins. 

Dans celle-ci, le nombre k de points dans la région autour de x est fixé et on fait au contraire 
varier le volume li. On considère donc une hypersphère (en général on utilise une distance eucli
dienne) centrée en x et on modifie son rayon jusqu'à ce qu'elle contienne k points. L'estimation 
de la densité est alors donnée par le rapport k/m li où m est le nombre total de points dans 
l'échantillon de données. 

D'un certain côté, cela revient à choisir une fonction noyau simple, constante sur l'hypersphère 
contenant les k points et nulle ailleurs. Mais cela permet de passer directement à une règle de 
décision : on classe une forme inconnue x en prenant la classe qui est majoritaire dans les k 
points d'apprentissage les plus proches. Cette règle est appelée règle des k-plus proches voisins 
( « k-nearcst-neighbo11,r classification nûe » )  où k est le nombre de voisins considérés. 

Dans le cas où k = 1, la. règle s'appelle la règle de classification du plus proche voisin. Elle 
assigne à x simplement la même étiquette que le point d'apprentissage le plus proche. Dans ce 
cas, les frontières de décision dans l'espace X prennent la forme d'un pavage convexe (voir la 
figure 15.12) .  Il est remarquable que cette règle extrêmement simple possède un comportement 
asymptotique excellent vis-à-vis du risque minimal de Bayes, comme on le verra au paragraphe 
3.3.2. 

Il est conseillé de se reporter à [DH73] et [DK82J pour une étude approfondie des méthodes de 
plus proches voisins. Le lecteur francophone lira avec profit [CL96]. 

3.3.1 Le principe 

La règle de décision par k-ppv est facile à illustrer, comme sur la. figure 15 .10 . 
On y a représenté un problème à deux classes : les points à classer sont notés • et les points 

alentour sont les données d'apprentissage, appartennant soit à la classe notée D, soit à celle notée 
<>. On cherche, au sens de la métrique choisie pour le problème (sur ce dessin, euclidienne), les 
k-plus proches voisins des points x ;  pour k = 1, dans les deux cas, c'est un des points notés O .  
On affecte donc aux deux points • la classe D .  Pour k = 3, le voisinage du premier point • compte 
deux points <> et un point D : c'est la classe <> qui est majoritaire, et ce point est classé comme 
appartenant à la classe <>. Pour l'autre point, la décision pour k = 3 confirme l'appartenence à 
la classe o .  
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516 PARTIE 4 Apprentissage par approximation et interpolation 

0 OO 0 
0 

O o 

@ 0 
0 

0 0 

FIG . 15 .10 :  Décision par 1-ppv et 3-ppv dans un ensemble d 'exemples appartenant à de'ux classes. 

La figure 15 . 1 1  représente la même opération pour un problème à trois classes. Pour k = 1, les 
points • sont classés comme D ; pour k = 3, la règle de décision produit une ambiguïté pour le 
premier point : on ne peut pas se décider entre les trois classes. 

Le déroulement de la méthode est donné dans l'algorithme 23. 

0 0 0 
0 0 

O o 

@ 0 
0 

�@ 0 
0 

0 0 
6 6 

Ê!'6 

FIG. 15 . 1 1 :  Décision par 1-ppv et 3-ppv dans un ensemble d'exemples appartenant à trois classes. 

3.3.2 La validité bayésienne 

Quelle est la validité de cette règle en apparence naïve ? Elle est conforme aux règles de 
l'estimation bayésienne définies au paragraphe 3.1 ,  sous l'hypothèse que les probabilités a priori 
des classes sont bien estimées par leur proportion d'échantillons d'apprentissage . 

La règle des k-ppv fait implicitement une estimation comparative de toutes les densités de 
probabilités des classes apparaissant dans le voisinage de x et choisit simplement la plus probable : 
elle approxime donc la décision bayésienne. 

Pour s'en convaincre, il suffit de supposer que les m points de l'ensemble d'apprentissage 
comportent mi points de la classe w.; et que sur les k-plus proches voisins de x, il y a km; points 
de cette cla.sse. On a, d'après l'équation 15.29 : 
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Chapitre 15 L'apprentissage bayésien et son approximation 

Algorithme 23 : Algorithme des k-plus proches voisins 

début 

fin 

On cherche à classer le point x 
pour chaque exemple (y, w) de l 'ensemble d 'apprentissage faire 
1 calculer la distance D (y, x) entre y et x 

fin 
Dans les k points les plus proches de x 

compter le nombre d'occurences de chaque classe 
Attribuer à x la classe qui apparaît le plus souvent 

On formule maintenant l'hypothèse que mdm est un estimateur de P(wi), la probabilité a 
priori de la classe de rang i. On peut donc noter : mifm, = P';;, (wi) · 

On en déduit : 

Par conséquent, la classe qui a le plus de points cl 'apprentissage dans les km (celle pour laquelle 
la valeur km; est maximale) est aussi celle qui maximise la valeur Pm(x 1 wi ) P:,(wi ) qui est égale, -
par la règle de Bayes, à : Pm (w.i 1 x) p(x). Cette classe est clone celle qui maximise la valeur 
P';;,(wi 1 x).  Son choix approxime par conséquent la règle de classification bayésienne. 

Rappelions que tout ce calcul ne vaut que si mdm est un estimateur de P (wi). Il fa.ut donc 
n'appliquer la règle des k-ppv qu'après s'être assuré de la validité de cette hypothèse. 

3.3.3 Quelques propriétés de convergence 

Il est assez facile de démontrer que la probabilité d'erreur Rk-ppv de la règle des k-ppv converge 
vers le risque bayésien RB quand m, le nombre total d'échantillons, croît vers l'infini, et ceci pour 
tout k. Cette propriété est démontrée en annexe 5 pour k = l.  

On a de plus les propriétés suivantes, clans le cas de deux classes, toujours à la limite sur m : 

(15.32) 

avec : 

(15 .33) 

et pour un nombre quelconque C de classes : 

(15.34) 

Ces formules valident donc l'intuition que l'augmentation de k améliore l'estimation réalisée ; 
en même temps, elles prouvent que la règle simple du plus proche voisin ( 1-ppv) est asymptoti
quement efficace. On résume souvent plaisamment la formule 15.32 par l'expression : « la moitié 
de l'information sur la classification optimale d'un point inconnu est disponible dans son seul 
plus proche voisin } >.  

Mais les formules ci-dessus ne sont valables que pour m assez grand, ce qui est une remarque 
pratique importante. Pour plus de détails, on se reportera avec profit à [Rip96j (pp.192-197). 
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518 PARTIE 4 Apprentissage par approximation et interpolation 

3.3.4 Considérations pratiques 

Bien sûr, dans la problématique de l'apprentissage, le nombre m est fini ; il faut alors trouver un 
compromis entre une valeur faible de k, qui semble moins favorable selon les f ormules ci-dessus, et 
une valeur exagérément grande11 . Diverses considérations théoriques et expérimentales mènent 
à l'heuristique suivante : choisir k autour de Jm/C où m/C est le nombre moyen de points 
d'apprentissage par classe. On remarquera que d, la dimension de l'espace de représentation, 
n'apparaît pas dans cette formule. 

Un autre problème pratique est : quelle décision prendre en cas d 'égalité? On peut augmenter 
k de 1 pour trancher le dilemme, mais s'il y a plus de deux classes, l'ambiguïté peut subsister. 
Une autre solution consiste à tirer au hasard la. classe à attribuer au point ambigu ; son analyse 
montre qu'elle n'est pas mauvaise. 

Enfin, un grand nombre d'auteurs ont proposé des variantes de la règle du k-ppv ; par exemple, 
au lieu de compter simplement les points de chaque classe parmi les k (ce que l'on peut traduire 
par les faire voter avec une voix chacun) ,  on a pensé pondérer ces votes par la distance au point 
x ,  qui est de toute façon calculée. On est dans ce cas dans des méthodes intermédiaires entre les 
k-plus proches voisins et les fenêtres de Parzen. 

3.3.5 Les surfaces séparatrices de la règle de décision k-ppv 

Il est courant d'appeller zone de Voronoï d'un exemple le lieu des points de 191.d qui sont plus 
proches de cet exemple que de tout autre exemple. 

Des considérations géométriques permettent de prouver que la zone de Voronoï d'un exemple 
est l'intersection de m - 1 demi-espaces, définis par les hyperplans médiateurs entre cet exemple 
et tous les autres. La zone de Voronoï d'un exemple est donc un volume convexe (pour d = 2,  
c'est un polygone convexe) et la. frontière entre deux zones de Voronoï est un « polygone » en 
dimension d - l.  

Pour k = 1,  la surface séparatrice entre deux classes est la surface séparatrice entre les deux 
volumes obtenus par l'union des surfaces de Voronoï des exemples de chaque classe (voir la 
figure 15.12) .  On peut montrer que pour k > 1, les séparatrices sont encore des hyperplans par 
morceaux. 

1 1 1 0 1 : 0 2 
1 

� � ..J..., , ..-" ........ 
0 3  

0 4  / 
/ 

/ 

/ 

')---<: 0 5  
1 ' 
1 ', 
1 0 6 ' 
1 

', 
1 ' 
1 ', 

FIG. 15 . 12 :  Un ensemble de voints avpa.rtenant à de11.i; classes et leurs zones de Voronoï. La 
sévaratrice entre les detix classes var la règle de décision 1-vvv est en trait plein. 

1 1 Prendre k = m mène à a.u résulta.t suiva.nt : un point sera. toujours cla.ssé comme a.ppa.rtena.nt à la. cla.sse la. 
plus nombreuse dans ! 'ensemble cl 'apprentissage. 
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3.3.6 Algorithmique avancée pour les k-ppv 

L'algorithme de base de la décision par k-ppv consiste à calculer les m dista.nces du point x 
à classer aux m points d'apprentissage, et à identifier les k points les plus proches pour choisir 
la classe majoritaire dans ces k points. C'est à chaque fois un calcul en O('!Tt x d) qu'il faut 
effectuer. Ceci est à comparer à la quantité de calculs que requiert une décision quand l'ensemble 
d'apprentissage a été « compilé » par apprentissage paramétrique, par exemple sous la forme de 
distributions gaussiennes explicites : au plus en O(Cd2) .  En général, la comparaison n'est pas à 
l 'avantage de la règle des k-ppv, en tout cas dès que l'on dispose d'un ensemble d'apprentissage 
un peu conséquent, comme il faut le souhaiter. C'est pourquoi une algorithmique particulière 
a été développée, visant soit à réduire l'ensemble d'apprentissage (méthodes de nettoyage et de 
condensation) sans changer le résultat des futures décisions par k-ppv, soit à l'organiser sous des 
structures de données permettant d'accélérer la décision (méthodes rapides de k-ppv). 

Nettoyage et condensation de l'ensemble d'apprentissage 

Le nettoyage d'un ensemble d'apprentissage est une technique très généra.le, reliée ma.théma
tiquement aux méthodes de validation statistique d'un apprentissage. On la présente ici comme 
une technique inséparable de l'algorithme de condensation : l'usage recommande en effet de ne 
pas utiliser le second sans le premier. 

Algorithme 24 : Algorithme de nettoyage 

début 
Diviser aléatoirement l'ensemble d'apprentissage en deux sous-ensembles 81 et S2 
tant que la stabilisation de S1 et 82 n'est pas réalisée faire 

Classer tous les points de S1 sur S2 par la règle du 1-ppv 
Eliminer de S1 tous les points dont la classe n'est pas la même que celle de leur plus 
proche voisin dans S2 
Classer tous les points de S2 sur le nouveau S1 par la règle du 1-ppv 
Eliminer de 82 tous les points dont la classe n'est pas la même que celle de leur plus 
proche voisin clans S1 

fin tant que 
L'ensemble d'apprentissage nettoyé est composé de S'i U S2 

fin 

L'algorithme de nettoyage n'est pas très utile en soi, dans la mesure où il réduit générale
ment assez peu la taille de l'ensemble d'apprentissage ; mais il constitue un prétraitement très 
efficace à la condensation. En effet, la même idée guide ces deux algorithmes : éliminer les points 
inutiles du point de vue de la décision par plus proche voisin. i\ilais ils ne s'intéressent pas à 
l'élimination des mêmes points : la condensation ne garde que les points proches de la frontière 
des classes ; le nettoyage élimine les points isolés et par conséquent définit ces frontières comme 
plus simples. Sur les exemples des figures 15.14, 15.15 et 15.16, on voit quatre versions du même 
ensemble d'apprentissage (à deux dimensions et à deux classes) : son état original, le résultat de 
son nettoyage, le résultat de sa condensation et celui de la condensation après le nettoyage. 

Ces méthodes sont valides au sens où elles ne changent pas le résultat de la classification par 
k-ppv quand le nombre m d'exemples augmente indéfiniment. En pratique, il a été constaté que 
leur efficacité diminue considérablement quand la dimension d de l'espace de représentation aug
mente, même si le nombre des points de l'ensemble cl 'apprentissage augmente en proportion. 
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520 PARTIE 4 Apprentissage par approximation et interpolation 

A lgorithme 25 : Algorithme de condensation 

début 
Ordonner les m exemples d'apprentissage de x1 à Xrn 
Initialiser S par x1 et G par x2 à Xm 
tant que S et G ne sont pas stabilisés faire 

pour chaque point Xi de G faire 
si Le 1 - ppv de Xi dans S n'a pas la même classe que xi alors 
1 Enlever xi de G et le mettre dans S 

fin si 
fin 

fin tant que 
L'ensemble d'apprentissage condensé est S 

fin 

0 1  0 2  
0 12 0 13 

0 o"i6 
0 18 
0 9  

0 8  

0 3  
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FIG. 15.13: Un ensernble d 'exemples appartenant à dettX classes. La surface séparatrice par la 
règle du. 1-vpv e.st une ligne bri.sée compo.sée de segm,ents de médiatrices entre cov,ples 
de points de classe différente. 

Parcours accéléré de l'ensemble d'apprentissage 

Les méthodes précédentes ont pour but de réduire la taille de l'ensemble d'apprentissage et 
donc en proportion le temps nécessaire au classement d'un point inconnu. Il existe d'autres 
techniques pour réduire ce temps tout en préservant exactement l'ensemble d'apprentissage. La 
plupart sont basées sur l'inégalité triangulaire de la distance euclidienne .6.. On suppose pour 
cette méthode que l'on a calculé par avance toutes les distances entre les points d'apprentissage. 

L'idée est alors la suivante : soit x le point à classer ; on est en train de parcourir l'ensemble 
des points d'apprentissage et le plus proche voisin de x est pour le moment un certain point 
d'apprentissage y à la distance .6.(x,y) = o. Soit z le point suivant dans l'ensemble d'appren
tissage. Si .6. (x, z)  s; ô, on réactualise ô et y. Sinon, on peut affirmer que parmi tous les points 
d'apprentissage restant à examiner, on doit définitivement éliminer deux catégories : 

• ceux situés à l'intérieur de la. boule de centre z et de rayon .6.(x, z) - ô ;  

• ceux qui sont à l'extérieur de la boule de centre z et de rayon .6.(x, z) + o. 
En effet, pour tout point v ,  le triangle ( x, v ,  z) vérifie : 

.6. (x, z) $ .6.(x, v) + .6.(v,  z) 
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r - - , - - - r - - � - - - T - - - r - - , - - - r - - ,  
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FIG. 15 .14 :  Un sous-ensemble de l'ensemble précédent, définissant la même s1ffface séparatrice 
(ensemble simplifié pour pouvoir faire tourner les algorithmes « à la main » ). 

0 l 

D 10 

FIG. 15.15: L 'ensemble simplifié après condensation et la nouvelle surface séparatrice par la règle 
d'U 1-ppV. 

Si v est un point cl 'apprentissage restant appartenant à la première catégorie, on a : 

.6.(v,z)  S .ô.(x , z )  - o 

soit : 
.6.(v, z )  + [J $ .6.(x, z )  

Donc en combinant les deux inégalités : 

.ô.(v, z) + [J $ .6.(x, v) + .6. (v, z) 

d'où : 
fJ $ .6.(x, v) 

ce qui prouve que le point v ne peut pas être le plus proche voisin de x. 

Un raisonnement analogue mène à éliminer les points appartenant à la seconde catégorie (voir 
la figure 15.17) .  

En utilisant ce principe brutalement, il faut pour commencer ca.lculer m(m - 1)/2 distances, 
ce qui prend évidemment du temps ; cependant, ce calcul n'est à mener qu'une seule fois, alors 
que la décision de classement d'un point inconnu est accélérée systématiquement. 

0 n peut grandement améliorer cette technique. Une première manière est de sélectionner as
tucieusement le point suivant z dans l'ensemble d'apprentissage, au lieu de garder cet ensemble 
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522 PARTIE 4 Apprentissage par approximation et interpolation 

0 1  0 2 0 1  

0 9  0 1 0 4  

0 7 0 5  0 7  

0 10 O ô  0 10 

FIG.  15.16: À gauche, l'ensemble simplifié après nettoyage et la no'u'Uelle stnface séparatrice par 
la règle du, 1 -ppv. À droite, l'ensemble simvlifié avrès nettoyage vuis condensation. 

dans un ordre fixe (arbitraire). Cette combinaison sélection élimination est connue comme l'algo
rithme AESA. Elle est plus efficace que la version élémentaire présentée, mais demande encore de 
mémoriser toutes les distances. Cette contrainte peut être levée en la combinant avec une orga
nisation arborescente de l'ensemble d'apprentissage pour appliquer une technique de séparation 
évaluation branch and bound. On trouve en particulier dans [Vid94bj une méthode sophistiquée 
(LAESA) dont la complexité est en pratique indépendante de m. 

-- EXEMPLE; 
Plaçons nous dans IR�, avec l'ensemble d'apprentissage suivant (la classe des exemples n'a 
pas besoin d'être précisée ici) : 

On calcule d'abord la. demi-matrice des distances entre les exemples. Ici, on a tabulé le carré 
de ces distances : 

Yi Y2 Y3 Y4 Y5 
Yi 0 41 34 41 4 
Y2 0 ] 64 25 
Y3 0 -!9 18 
Y4 0 25 
Y5 0 

S . 1 . (3) 011; e poinL x = 3 dont on cherche le plus proche voisin dans A. 

On calcule .6. (x, yi)  = J5, et Yi devient le plus proche voisin courant, à la distance o = J5. 
Le lecteur est invité ici à tracer le cercle de centre x et de rayon o ainsi que les deux cercles 
de centre y2 , tangents intérieurement et extérieurement au premier cercle, puis à placer les 
quatre autres points de S sur cette figure. 
On calcule ensuite .6.(x, y2) = Vl8  qui est stricLement supérieur à o. y2 n'est donc pas le 
nouveau ppv. Quels points de S peut-on d'ores et déjà éliminer (marquer) ? 

y3 ? Oui, car .6.(y3, Y2) S .6.(x, Y2) - o (puisque JT S Jï8 - J5). 
Y4 ? Oui, car .6.(y4,y2 ) � .6.(x,y2) - 6 (puisque V64 � Vl8 + J5). 
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Chapitre 15 L'apprentissage bayésien et son approximation 

FIG. 15.17: Méthode accélérée de recherche du plus proche voisin. Le ppv cotirant de x est y, à 
la distance o. Le point d 'apprentissage suivant, z, n'est pas à distance inférieure à o 
de x. Aucun point du type v1 ou v2 ne peut plus être le ppv de x .  En revanche, il 
faudra calculer la distance .6. ( x, v 3 ) .  

y5 ? Non12 . car on n'a : 
• ni b.(y5 , y2 )  � .6.(x,y2) - o (puisque J25 > J1s - v5) . 
• ni .6.(y5, y2 )  � .6.(x,y2) + o (puisque J25 < J1s + v5). 

On passe au point d'apprentissage suivant non marqué, y5 et on constate que .6.(x,y5) 
1 < o. y5 est donc le ppv de x clans S.  

4. Les méthodes semi-paramétriques 

Nous supposons dans cette section que, contrairement aux méthodes d'estimation paramé
triques, nous ne connaissons pas a priori la forme analytique des distributions de probabilités. 
En revanche, nous supposons cependant que ces distributions suivent des lois dont les « hyper 
paramètres » peuvent être déterminés de manière systématique. 

Il n'existe pas à notre connaissance de catalogue exhaustif des méthodes semi-paramétriques. 
Il risquerait fort de toute façon d'être rapidement obsolète. Nous avons choisi ici de présenter 
succinctement trois méthodes pour leur intérêt dans les applications pratiques. 
4.1 La discrimination logistique 

La discrimination logistique s'intéresse aux problèmes à deux classes. Elle est issue de l'ob
servation suivante : pour de nombreuses formes de distributions, la règle de décision bayésienne 
peut se ramener à une équat ion linéaire du type : 

(15.35) 

1 2  Not,<:H' que s'il existait dans l'ensemble d'apprentissage le point, y0 = (=!) , il ne serait pas éliminé non plus, 

bien que très éloigné de x. 
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524 PARTIE 4 : Apprentissage par approximation et interpolation 

A lgorithme 26 : Recherche rapide du plus proche voisin 

début 
On cherche le ppv de x dans A =  {y1 , . . .  , Yni } 
Calculer toutes les distances 6.(yi,Yj) ; o = +oo ; i = 1 
tant que i < m et Y·i non marqué faire 

Calculer 6.(x, y.; )  
si 6.(x, yi) < J alors 
1 o = 6.(x, Yi) ; ppvyi 

sinon 
j = i + l  
tant que j $ m faire 

si 6.(y.; , yj )  $ 6.(x,yi) - o ou6.(yi ,YJ )  2: 6.(x,yi) + o alors 1 marquer YJ 
fin si  

fin tant que 
fi n  si 

fin tant que 
fin 

où 8 est un vecteur de p paramètres et 80 une constante. 
Cette approche ne suppose pas de forme analytique pour les distributions d'appartenance 

aux classes, mais seulement pour leur rapport p(xlwi)/p(xlw2), ce qui est une hypothèse beau
coup moins forte. Comme un grand nombre de distributions statistiques courantes vérifient cette 
condition, elle est raisonnable et intéressante. 

Par exemple, toutes les lois de probabilité de la famille exponentielle : 

respectent cette hypothèse. Ceci inclut aussi bien des distributions de lois continues que des dis
tributions de lois discrètes, par exemple les lois normales (avec égalité des matrices de covariance) , 
la loi gamma, la loi bêta, la loi de Poisson, la loi binômiale, la loi multinômiale, etc. 

Dans tous ces cas, la fonction de décision prend la forme suivante : 

d(x) 

et l'on attribue la forme x à la classe w1 si d(x) 2: 0 et à la classe w2 sinon. Soit, par rapprochement 
avec l'équation (15.35) : 

'llx,  
alors x est attribuée à w 1 ,  

alors x est attribuée à w2 
(15.36) 

Cette règle de décision fait clairement ressortir que la fonction de décision est linéaire en x. 
De plus, c'est la fonction de décision qui est paramétrée, et non, comme dans les approches 
paramétriques, les vraisemblances conditionnelles p(xlwi)· 

Par ailleurs, il est aisé de montrer que l'équation (15.35) est équivalente à une comparaison de 
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Chapitre 15 L'apprentissage bayésien et son approximation 

fonctions de type sigmoïde : 

p(w1 lx) 
é(x) 

1 + ed(x) 

p(w2 lx) = 
1 

1 + ed(x) 

(15.37) 

Nous avons déjà rencontré des expressions de ce type dans le cadre des réseaux connexionnistes 
(chapitre 10). Ici, elles sont appelées fonctions logistiques. On voit d'après ces deux inégalités que 
si l'approche bayésienne exposé ci-dessus s'appuie sur les distributions conditionnelles p(xlwi), 
l'approche de la discrimination logistique s'a.ppuie en reva.nche sur les probabilités des classes 
P(wilx). 

Pour calculer les paramètres 80 et 8, i l  faut utiliser un échantillon d'apprentissage S constitué 
d'exemples de la classe w1 et d'exemples de la classe w2. Anderson, dans [And82j, a montré 
que ces paramètres peuvent être obtenus par maximisation de la vraisemblance des paramètres 
conditionnellement aux exemples : 

L = Il p(w1 lx) Il p(w2lx) 
XEW1 XE"'-12 

Il ed(x) 
Il 1 

1 + ed(x) 1 + ed(x) 
xEw1 xEw2 

Il a été de plus montré que sous des conditions très générales IAlb78j, le maximum de L est 
unique. 

Cette a.pproche se généralise facilement au cas multi classes. Il faut alors considérer les fonc
tions : 

4.2 Les mélanges de distributions 

Dans la section précédente, nous avons vu qu'une approche, pour rendre plus souple le type 
de distributions qu'il est possible d'approximer, tout en conservant un moyen de contrôle sur 
l'espace d'hypothèses, est d'utiliser des fonctions de discrimination paramétrables, comme la 
fonction logistique. Une autre approche consiste à supposer que les distributions peuvent être 
décomposées en un produit de distributions plus simples. Dans les modèles de mélanges de 
distributions, une distribution complexe p est paramétrée comme une combinaison linéaire de 
distributions plus simples, souvent la distribution normale, sous la forme : 

p(x) ( 15.38) 
i=l 

où les Ài 2: 0 sont appelés coefficients de mélange et satisfont à la condition : :Li Ài = 1.  
Les distributions Pi sont appelées les composantes de mélange et ont leurs propres paramètres 
(moyenne, écart type, etc.). Remarquons le lien avec les fonctions noyau : ainsi on peut avoir 
P.; = K;(x - xi) où xi est le centre du noyau et M = m .  Tl y a dans ce cas autant de composantes 
au mélange que de points d'apprentissage. 

Quelques points sont à noter : 
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526 PARTIE 4 Apprentissage par approximation et interpolation 

• Les mélanges de distributions ne prennent pas en compte directement l'étiquette des exemples. 
Ce sont des moyens d'exprimer des densités de probabilités. Leur estimation ressort donc 
des techniques d'apprentissage non supervisé (voir au chapitre 18). Il est cependant possible 
de les utiliser pour des tâches de classification en estimant la distribution de probabilités 
pour chaque classe tour à tour : 

i\1 
p(xlwk) 2:: Ài Pi(xlwk )  (15.39) 

i=l 

• Une propriété importante des mélanges de distributions est que pour un large choix de 
fonctions de base, elles permettent d'approximer avec un degré arbitraire de précision n 'im
porte quelle distribution continue, du moment que le mélange a un nombre suffisant de 
composantes et que les paramètres sont bien choisis [MB88aj. 

• Un choix usuel pour les distributions composantes ou fonctions de base est de prendre des 
fonctions gaussiennes représentant la probabilité conditionnelle cl 'observer x quand la classe 
est wk : p(xlwk ) .  La plupart des ouvrages comportant une section sur ces méthodes traitent 
de ce cas (par exemple [Bis95]). 

• L'idée des approches semi-paramétriques est de faire varier systématiquement le nombre 
de paramètres du modèle en fonction de la difficulté du problème traité. Dans le cas des 
mélanges de distributions, ce principe se traduit par une procédure de choix du nombre NI 
de fonctions de base utilisées dans le mélange. M alheureusement, il semble que ce choix soit 
un problème notoirement difficile [MB88a, FL94[. 

• Concernant l'apprentissage d'un mélange de distributions, il est possible d'interpréter les 
coefficients de mélange Ài comme des probabilités a priori des composantes du mélange. 
Dans ce cas, pour un point xi donné, il est possible d'utiliser le théorème de Bayes pour 
évaluer la probabilité a posteriori correspondante : 

( . 1  ) Àï p(xdi) p i x1 = 
L:j Àj p(xdj) 

(15.40) 

La valeur de p(ilx1) peut être vue comme la responsabilité que la composante i assume 
pour « expliquer » la donnée xi (d'où la notation Rt·i ) - En prenant le logarithme de cette 
expression on obtient la vraisemblance : 

(15.41) 

Malheureusement, la maximisation de cette vraisemblance est beaucoup plus complexe que 
pour une distribution à une seule composante à cause de la somme dans le logarithme. Un 
algorithme élégant et puissant pour réaliser cette optimisation est l'algorithme EM (voir 
l'annexe 7) . 

4.3 Le cas des réseaux connexionnistes et des arbres de décision 

Les réseaux connexionnistes et les a.rbres de décision sont aussi des familles d'estimateurs 
semi-paramétriques. Rappellons que les premiers peuvent servir de mécanisme (sophistiqué) pour 
estimer une densité de probabilité (voir le chapitre 10, paragraphe 3.4). 

Quant aux seconds, on peut considérer qu'ils réalisent une estimation à valeur constante dans 
chaque feuille de l'arbre. Un arbre de décision partitionne en effet l'espace X des observations 
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Chapitre 15 L'apprentissage bayésien et son approximation 

possibles récursivement en sous-régions jusqu'à des sous-régions suffisamment homogènes corres
pondant aux feuilles de l'arbre et dont l'étiquette sert à caractériser les formes qui s'y trouvent. 

Nous n'approfondissons pas ces aspects ici mais nous conseillons de consulter la référence 
[CM98]. 

Il est également possible d'organiser les mélanges de distributions de manière hiérarchique avec 
plusieurs composantes correspondant à une composante du niveau supérieur, et ainsi de suite 
(voir la figure 15 . 18). Certains réseaux de neurones peuvent être vus comme de tels modèles 
hiérarchiques. 

FIG. 15.18: Un exemple de structure hiérarchique pour un mélange de distributions. Chaque ni
veau de la hiérarchie correspond à un modèle de distribution, chaque niveau inférieur 
donnant une représentation plu.s raffinée et détaillée. 

4.4 Le cas des réseaux connexionnistes 

Sans revenir dans le détail du fonctionnement des réseaux de neurones artificiels qui font 
l'objet du chapitre 10, il existe une fa.mille de réseaux qui peuvent naturellement se prêter à 
une interprétation sous forme de modèles paramétriques. II s'agit des ré.seaux à passe avant dans 
lesquels le signal d'entrée, correspondant à la forme x, est propagée d'une couche de neurones à 
la suivante jusqu'à la couche de sortie qui produit la sortie y. 

Ces réseaux peuvent être utilisés pour une grande variété de tâches suivant les fonctions de 
base réalisées par chaque nœud du réseau. Nous distinguerons en particulier ici deux types de 
réseaux correspondant à deux types de fonctions. 

l. Les perceptrons rnulti-couches. Ce sont des réseaux de neurones dans lesquels les neurones 
réalisent une sorte de fonction à seuil Ces réseaux sont généralement utilisés comme des 
fonctions de discrimination ou de classification permettant de distinguer les formes appar
tenant à une classe ou à une autre. L'intérêt de ces réseaux est qu'ils peuvent apprendre 
des fonctions de discrimination arbitrairement complexes dans l'espace des formes d'en
trée X. En réglant le nombre de couches de neurones ainsi que le nombre de neurones 
par couche, il est possible de contrôler en partie et de manière systématique la complexité 
des frontières de décision. D'où l'appartenance de ces systèmes à la famille des modèles 
semi-paramétriques. 

2 .  Les réseaux de neurones à fonctions de base radiales. Ces résaux sont similaires aux perc
petrons multi-couches sauf en ce qui concerne la couche d'entrée pour laquelle les fonctions 
réalisées par les neurones de la première couche sont des fonctions que l'on appelle à base 
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528 PARTIE 4 Apprentissage par approximation et interpolation 

radiale. Ces fonctions réalisent une sorte de voisinage autour de points particuliers, un peu 
connue des gaussiennes De ce fait, il est possible d'interpréter le fonctionnement de ces 
résaux comme des modèles hiérarchiques de distributions de probabilité à symétrie radiale. 

4.5 Les méthodes par segmentation 

Au lieu d'estimer une densité par un « pavage » sur l'espace X ,  ce qui est l'essence de l'ap
proche des fonctions noyau, ou de définir une nouvelle règle de décision par vote majoritaire 
dans un voisinage de la forme considérée, ce qui est réalisé par la méthode des plus proches 
voisins, il est aussi envisageable de segmenter récursivement l'espace X en sous-régions jusqu'à 
ce que soient obtenues des régions suffisamment homogènes du point de vue de l'étiquette des 
formes d'apprentissage s'y trouvant. Dans cette approche, on définit récursivement un pavage 
hiérarchique de l'espace des entrées X pour approximer au mieux la distribution des données. 

La figure 4.5 montre un exemple très simple de segmentation d'un espace d'entrée à deux 
dimensions { a 1 ,  a2 }.  On peut représenter cette segmentation hiérarchique de l'espace par un 
arbre de décision, ou encore arbre de segmentation ou arbre de classification. 

9 
8 0 

0 
7 
6 * 0 

5 * * 0 

4 * 0 
0 0 3 0 

2 * 0 

1 * * * * 
0 

() 2 ;{ 4 !) fi 7 R � 

FIG. 15.19: Un arbre de décision utilisant des séparatrices linéaires perpendiculaires aux axes et 
la partition de l'espace X qu'il induit. 

Un arbre de décision partitionne l'espace X des observations possibles récursivement en sous
régions jusqu'à des sous-régions suffisamment homogènes correspondant aux feuilles de l'arbre et 
dont l'étiquette sert à caractériser les formes qui s'y trouvent. Les arbres de décision sont donc 
un moyen de représenter une partition hiérarchique de l'espace d'entrée. L'apprentissage d'une 
telle partition s'opère donc naturellement sur l'arbre de décision qui est construit récursivement 
de la racine vers les feuilles. Comme dans la méthode des plus proches voisins, la segmentation 
de l'espace se déroule de manière adaptative en fonction des données d'apprentissage . 

Dans cet ouvrage, le chapitre 13 leur est entièrement consacré. 

Notes historiques et sources bibliographiques 

Nous nous sommes contentés ici d'un survol. Plusieurs publications sont à recommander pour 
aller plus loin : IEH81, TSM85, RW84I. 
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E. Parzen a proposé en 1962 [Par62] d'estimer les densités de probabilités par des superpositions 
de « fenêtres ». Un grand nombre de travaux de probabilistes et de statisticiens ont approfondi 
cette approche. Les applications en apprentissage ont connu un renouveau a.vec l'application à 
certains types de réseaux connexionnistes [Web99], fondés sur des fonctions dites « radiales de 
base » qui sont des fenêtres de Parzen de type particulier. 

Les méthodes des k-plus proches voisins pour la reconnaissance des formes remontent aux an
nées 1950, mais les algorithmes et les preuves de convergence sont un peu plus récentes : T. Cover 
et P. Hart en ont posé les principes en 1967 [CH67]. Le livre de J. Kittler et P. Devijver [DK82] a 
apporté un grand nombre de résultats théoriques et pratiques supplémentaires. Les algorithmes 
rapides sont nombreux, comme on peut le voir en lisant la compilation de B .  Dasarathy [Das90]. 
L'algorithme AESA et ses variantes, les meilleurs du genre, proviennent de E. Vidal, J. Oncina 
et de leurs équipes, en particulier [Vid94b, M098]. Le domaine de recherche est toujours actif 
(voir par exemple [GBM006]). Une revue remarquable des méthodes rapides de recherche du 
plus proche voisin est donnée dans [CNBYMOl]. On lira. aussi avec intérêt les articles recueillis 
par D .  Aha [Aha97] où la technique « paresseuse » de la recherche de formes similaires dans un 
ensemble d'exemples est étendue à de nombreux domaines de l'apprentissage, y compris à des 
données symboliques. 

Résumé 

• L'apprentissage bayésien consiste à partir d'hypothèses a priori pour les réviser en 
fonction des données d'apprentissage. 

• Cette opération est optimale au sens probabiliste : les hypothèses a posteriori 
obtenues de la sorte sont en effet les plus vraisemblables. 

• L'apprentissage bayésien requiert d'une part une connaissance a priori sur la vrai
semblance des hypothèses en concurrence et d'autre part celle la probabilité des 
données d'apprentissage conditionnellement à ces hypothèses. Ces valeurs doivent 
être estimées à partir de l'ensemble d'apprentissage. 

• Les méthodes d'estimation para.métrique font l'hypothèse que la. distribution à 
estimer possède une certaine forme analytique et trouvent les meilleurs paramètres. 

• Les méthodes d'estimation non paramétrique estiment une densité conditionnelle 
en un point en examinant comment l'ensemble d'apprentissage se comporte au 
voisinage de ce point. 

• Les méthodes des k-plus proches voisins ont l'avantage de la simplicité. Une algo
rithmique efficace existe pour les rendre rapides. 

529 



\/') 
Q) 

e 
>w 
0 ..-1 
0 N 
@ 
.µ .c. 0) ·;:: >-0.. 0 
u 



Vl Q) 
0 L.. >w 
0 T"-f 
0 N 
@ 
� ..c Ol ï:::: >a. 0 
u 

C hapitre 1 6  

L'apprentissage de réflexes par 

renforcement 

L 'un des problèmes les pltls fascinants en apprentissage est celtli de l 'adaptation en 
ligne, par renforcement. Il e.st en effet omniprésent dan.s le.s système.s naturels, y com
pri.s chez les plus simples organi.sme.s, et correspond à une large classe d'applications 
dan.s laquelle il n'est pa.s envisageable de fournir les informations détaillées nécessaires 
à l 'apprentissage supervisé. Dans sa forme la plits simple, cet apprentissage implique 
un système agissant dans le monde et soumis de ce fait à tme séquence de signaux 
correspondant aux états successifs dtt système. De temps en temps, un signal de ren
forcement positif ou négatif sanctionne la .séquence de décision.s pri.ses par le système. 
La tâche du système est de chercher une stratégie de conduite, appelée « politique » 
dan.s ce contexte, qui maximise l'espérance de renforcement dans les situation.s à ve
nir. Cela passe généralement par une estimation des espérances de renforcement soit 
en fonction des états, soit en fonction des actions du système dans le monde. 
L 'apprentissage par renforcement est difficile pour deux raisons principales. D 'une 
part, le .signal de renforcement fourni au sy.stème en retour de se.s actions e.st trè.s 
pauvre ; c'est généralement un .simple .scalaire et il n'apporte donc que peu d 'infor
mations sur le monde et .sur les décision.s à prendre. D 'autre part, le délai qui .sépare 
le signal de renforcement des décisions qui y ont condiLit rend ardite l 'attribittion de 
mérite ou de blâme à chactme des décisions prises dans le passé. 
Malgré ces difficultés, l 'apprentissage par renforcement a suscité de nombreux travaux 
depuis plus de quarante an.s en automatique et en apprenti.s.sage artificiel. La notion 
d 'un système autonome interagissant directement avec l 'environnement et tirant de 
cette expérience une connaissance du monde suffisante pour y « survivre » et pros
pérer est en effet très séduisante intellectuellement. EnsiLite, c 'est finalement, poiir le 
moment, l 'un des rares apprentissages artificiels étudiés qui s 'inscrive dans la durée. 
Finalement, de très nombreuses applications potentielles existent dans les domaines 
du contrôle de processu.s, de la navigation, de la conduite de robot, de l'apprentissage 
dans les jeux, de la planification financière, etc. 
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Chapitre 16 L'apprentissage de réflexes par renforcement 

U
N CANARD automatique, un programme, un robot peuvent-ils apprendre à se compor
ter dans un environnement inconnu, ou en tout cas dont ils ne perçoivent l'existence 
que de l'étroite fenêtre de leurs sensations et par des réponses agréables ou désa
gréables à leurs actions ? On sait qu'un chien se dresse par punition-récompense et 

que des animaux généralement jugés moins intelligents, comme les oies ou les corbeaux, sont ca
pables de modifier durablement leur comportement en fonction d'essais et de réponses du monde 
extérieur. l\tiais ce type d'apprentissage, fondamental dans le monde animal, est-il moclélisable et 
transposable pour des programmes? 

Il semble désormais que la réponse soit positive, grâce aux techniques de l 'apprentissage par 
renforcement. Il est aujourd'hui possible d'imaginer un robot arrivant sur une planète inconnue où 
il doit tout découvrir : les éventuelles chausses-trappes, les endroits lui permettant de recharger 
ses batteries, l'action de ses roues clans cet environnement inconnu. Son objectif est de survivre le 
mieux possible dans ce monde. Pour cela, il doit identifier les différents états dans lesquels il peut 
se trouver, apprendre à associer des effets à ses actions pour chaque état possible et découvrir 
comment ce monde extérieur associe une réponse aux états. 

Dans cette situation d'apprentissage, l'espace des hypothèses est particulier puisqu'il s'agit 
d'apprendre deux fonctions : l'une faisant passer d'état en état et l'autre faisant effectuer 
une action à partir d'un état, l'une et l'autre tenant compte de la récompense ou de la punition 
associée par le monde extérieur. Il s'agit clone d'un problème cl 'optimisation numérique, mais 
dans lequel les techniques par exploration définies au chapitre 3 ne sont que de peu cl 'utilité. 

Naturellement, le robot de l'illustration ci-dessous n'est pas doté de facultés cl 'apprentissage ; il 
n'est pourtant pas impossible d'envisager des systèmes mécaniques améliorant leur comportement 
par apprentissage par renforcement, mais il est beaucoup plus facile cl 'utiliser des machines 
programmables pour cela. 

FIG. 16. 1 :  Une réplique réalisée par Frédéric Vidoni en 1998 du canard de J. de Vattcanson (c. 
1141). Musée des automates de Grenoble. 
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PARTIE 4 Apprentissage par approximation et interpolation 

Notations utiles pour ce chapitre 

L'ensemble des états 
L'ensemble des actions 
L'ensemble des signaux de renforcement (souvent IR) 
Un état 
Une action 
La. probabilité que l'action a soit choisie dans l'état s par la politique 7r 
L'espérance de gain quand l'action a est prise dans l'état s 
L'espérance de gain dans l'état s 
Le signal de renforcement reçu par l'agent à l'instant t 
Le gain cumulé à partir de l'instant t 
Espérance en suivant la politique 7r 
Le taux de diminution des renforcements 

1.  Description du problème 

Nous nous intéressons à un agent situé dans un certain environnement qu'il ne connaît pas, ou 
du moins qu'il ne connaît qu'imparfaitement. Cet agent cherche à recevoir des récompenses et à 
éviter les punitions, qui dépendent de ses actions. Comment doit-il s'y prendre ? Quelle ligne de 
conduite doit-il suivre ? 

Reprenons les choses plus formellement. Les récompenses et punitions , pour lesquelles nous 
utiliserons désormais le terme de signal de renforcement, dépendent de l'état présent du système, 
ou de la transition entre deux états. Plus précisément, nous supposons qu'à chaque état, ou à 
chaque transition, correspond un signal de renforcement, éventuellement nul. Si l'agent cherche à 
maximiser une certaine espérance de gain, il doit donc chercher à atteindre les états correspondant 
aux signaux les plus favorables (les récompenses) . Pour cela, l'agent doit être capable de mesurer 
son état courant et d'identifier les actions qui sont les plus à même de le conduire vers les états 
favorables. Les problèmes à résoudre sont les suivants : 

1 .  L'agent ne connaît pas son environnement, ce qui signifie : 
• qu'il ne connaît pas les signaux de renforcement associés à chaque état ; 

• qu'il ne connaît pas la topologie de l'espace des états, c'est-à-dire notamment les états 
accessibles à partir d'un état donné. 

2 .  L'agent ne connaît pas l'effet de ses actions dans un état donné, c'est-à-dire la fonction qui 
associe à chaque couple (état, action) un état résultant. 

Dans les méthodes d'apprentissage par renforcement, l'agent n'a pas de connaissances a priori 
sur le monde et il opère par une sorte de reconnaissance des états du monde et une interpolation de 
ses observations. Il est évident que ce type d'apprentissage par identification progressive nécessite 
un long apprentissage. En contrepartie de cette relative inefficacité, et parce qu'il s'accomode 
de présupposés très faibles, il s'agit d'un apprentissage applicable dans une grande variété de 
situations. En fait, la seule hypothèse est que le monde est de nature stochastique (les actions 
peuvent avoir des effets non déterministes) et stationnaire (les probabilités de transition entre 
états, et les signaux de renforcement, restent stables au cours du temps) . 
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Chapitre 16 L'apprentissage de réflexes par renforcement 

1 . 1  La modélisation d'un agent en action dans le monde 

Environnement 

_ ) 
Action a(t) 

FIG. 16.2: Le schéma abstrait d 'un agent en interaction avec le monde suivant trois canaux 
perception, renforcement immédiat et action instantanée. 

La théorie de l'apprentissage par renforcement s'appuie sur une modélisation des agents et 
des environnements qui est une idéalisation manipulable des situations réelles d'apprentissage, 
sans être triviale au point de trop s'éloigner de la réalité. Cette modélisation suppose que l'agent 
communique avec son environnement par trois canaux distincts : 

• Un canal perceptif par lequel l'agent mesure l'état dans lequel il se trouve dans l'environne
ment. Ce canal correspond aux données fournies par un ensemble de capteurs, par exemple 
des caméras, des capteurs de proximité à ultra.sons, des centrales inertielles, etc. Les infor
mations fournies sont souvent partielles et parfois erronées. Nous notons s(t )  l'ensemble des 
informations passant par ce canal à l'instant t .  

• Un canal spécifique aux signav,x de renforcement renseignant l'agent sur la qualité de l'état 
courant. On suppose dans l'apprentissage par renforcement que ce canal ne transmet qu'un 
scalaire1 . Nous notons r(t) l'information transmise par ce canal. Ce signal n'est généralement 
pas disponible dans tous les états, mais seulement pour quelques états particuliers. Par 
exemple, c'est seulement à la fin d'une partie d'échecs que l'on dispose de la sanction : 
perte, gain ou nulle. 

• Un canal qui tra.nsmet à l'environnement l'action de l'agent. Nous notons a(t )  l'informa
tion ainsi transmise de l'agent vers l'environnement. Généralement, ce signal déclenche une 
modification de l'état de l'environnement, comme quand un robot fait tourner ses roues ou 
quand un joueur d'échecs joue un coup. Ici aussi, la modification de l'état peut être non 
déterministe dans la mesure où l'agent n'a pas une connaissance parfaite de l'environnement. 

Nous notons E l'espace des états clans lesquels peut se trouver l'agent, R l'espace des signaux 
de renforcement, c'est-à-dire un intervalle de la forme [-a, +b] avec a , b  E m.+, et A l'espace des 
actions disponibles pour l'agent. Dans ce cadre, nous posons donc qu'à chaque instant t ,  l'agent 
perçoit le monde comme étant dans l'état St E E:. Il choisit alors d'effectuer l'action at E A parmi 
les actions possibles dans l'état courant. À la suite de cette action prise dans cet état, il reçoit 
un signal de renforcement immédiat rt E 'R. 

L'agent peut donc être considéré comme réalisant une fonction de E dans A : St f-> at· Suivant 
la terminologie en usage, nous appelons politique cette fonction de comportement, et nous notons 

1 Dans le ca.s des orga.nismes naturels, un certain précâblage existe pour percevoir ce type de signal comme une 
douleur ou un plaisir plus ou moins forts. 
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536 PARTIE 4 Apprent issage par approximation et interpolation 

1rt la politique à l'instant t. Plus précisément, une politique est une fonction définie de & x A 
clans Ill, qui associe à chaque état s et chaque action a possible dans s, la. probabilité 7r(s , a) 
associée de choisir l'action a dans s. Si les probabilités sont uniformément nulles sauf pour une 
action, l'agent est déterministe. 

L'environnement peut être considéré pour sa part comme implémentant une fonction de 
& X A dans & X n : (st, at) 1--+ (st+l> rt)· Pour des raisons de clarté, il est utile de décomposer 
cette fonction en deux fonctions. La première est une fonction de transition entre états notée 
T. Elle traduit la dynamique du monde ; elle est définie de & x A dans & : (st, at) i--+ st+l· La 
seconde est une .fonction de renforcement immédiat R de & x A dans 'R., : (st, at) i--+ rt. Chacune 
de ces fonctions est stochastique, soumise à des aléas imprévisibles, qu'on suppose issus cl 'une 
clistribu tion stationnaire. 

1 .2  Les notions fondamentales 

Dans cette section, nous a.llons formaliser les concepts introduits par la théorie actuelle de 
l'apprentissage par renforcement et décrire les problèmes et les grandes familles d'approches. 

L'apprentissage par renforcement considère un apprenant plongé dans un environnement et 
devant essayer, par ses actions, de maximiser une mesure de gain dépendant des signaux de 
renforcement reçus tout au long de son existence clans le monde. L'une des premières questions 
consiste donc à spécifier cette mesure de gain. 

1 .2 . 1  Les mesures de gain 

Précisons d'emblée qu'il n'y a pas de mesure de gain universelle valable pour toutes les si
tuations. Chaque domaine d'application est susceptible de posséder une mesure adaptée. Ainsi, 
le joueur d'échec est sans doute sensible au compte des pièces gagnées ou perdues en cours de 
partie, à certains critères tels que le contrôle du centre, mais ce qui l'intéresse avant tout est 
l'issue ultime de la partie : gain, perte ou nulle. En revanche, pour un fournisseur cl 'énergie 
électrique qui essaie de réguler sa production en fonction de la demande, laquelle dépend de 
la météorologie, de l'heure de la journée, de la situation économique, etc., il est important de 
mesurer les gains et les coûts tout au long du processus de production. La mesure de gain doit 
donc être différente dans ce cas. En général, on s'intéresse à une mesure de gain cumulée dans 
le temps. Ainsi, que l'on ne tienne compte, comme aux échecs, que du du gain ultime, ou bien 
que l'on moyenne les gains réalisés en cours d'action, ou encore que l'on tienne compte, comme 
en économie, de gains pondérés par des taux cl 'intérêt, toutes les options sont envisageables et 
dépendent de l 'application concernée. Cependant, trois mesures ont été plus particulièrement 
distinguées dans les recherches sur l'apprentissage par renforcement (on suppose que l'on part 
de l'état sa) . 

• Gain c1im1.Llé avec horizon fini : 

ra + r1 + r2 + . . . + r1'-1 Isa 

• Gain cumulé avec intérêt et horizon infini : 

OO 

T-1 
L rt Isa 
t=a 

R ro + ')' r1 + ')'2 r2 + . . . lso = L ')'1 rt Isa 
t=O 

où ')' joue le rôle d'un taux d'intérêt : 0 :s; ')' :s; 1 .  

(16 .1)  

(16.2) 
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Chapitre 16 L'apprentissage de réflexes par renforcement 

• Gain en moyenne : 

Ry 
T-1 

-
1
- L rt lso T - 1  t=O 

(16.3) 

Il faut noter que le choix de la mesure de gain a une grande influence sur le choix de la meilleure 
politique par le système (voir la. figure 16.3). II est donc essentiel de peser soigneusement sa. 
définition avant de se lancer dans le processus d'apprentissage. 

Avec T = 4 et / = 0.9, quelle politique choisir ? 

6 16 

o--o---o-o--oJ +10 
0 59 +11 
0 58.4 

L. 1 � T 1my_,00 T L.,t=O r1 

2 

10 

11 

FIG. 16.3: Dans l 'exemple ci-dessus, le choix de la meilleure stratégie, parmi les trois possibles, 
dépend du critère de gain adopté. Avec k = 4 et 'Y = 0.9, quelle est la meilleure 
politique dans l'état initial ? Si l'on vise la première formule de gain, il faut choisir 
la première politique puisqu 'elle conduit au meilleur gain. Pour la deuxième formule 
de gain, il faut opter pour la seconde politiqiie. Et pour la troisième formule, il faitt 
choisir la troisième politique (d'après un exemple d'Û à /KLM96j). 

Par ailleurs, l'une des caractéristiques essentielles de ces critères de gains est qu'ils sont additifs. 
Cela permet d'appliquer le principe d 'optimalité de Bellman [Bel57aj ( « Les sous-politiques d'une 
politique optimale sont elles-mêmes optimales » )  qui est à la base des algorithmes de program
mation dynamique permettant de résoudre efficacement les problèmes de décision markoviens 
[Bel57b]. 

1 .2.2 La mesure de performance de l'apprentissage 

Dans ce qui précède, nous avons introduit les éléments de mesure des performances de l'agent 
dans son univers. Une autre question concerne la mesure de performance de l'apprentissage lui
même. Sans entrer dans les détails, il est clair qu'il s'agit d'un paramètre important. En effet, 
l'apprentissage par renforcement suppose un agent apprenant par essais et erreurs. Les erreurs 
peuvent coûter cher : soit parce qu'elles correspondent à des dégradations de l'environnement 
(par exemple si un robot heurte des objets ou un autre robot durant son apprentissage) ou 
à des dégradations de l'agent lui-même, ou encore parce qu'ils exigent de très longues sessions 
d'apprentissage. C'est pourquoi il est intéressant de caractériser l'apprentissage en fonction de ses 
propriétés de convergence vers une politique optimale, ou bien aussi en fonction de la complexité 
en calculs ou encore en nombre d'expériences (paires situation, action) nécessaires. Par exemple, 
un ordre de grandeur pour l'apprentissage du jeu d'Othello par renforcement est du million de 
parties d'essai à jouer par l'agent avant d'avoir un bon niveau de jeu. Ce qui est tolérable pour 
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538 PARTIE 4 Apprentissage par approximation et interpolation 

ce type de tâche, facile à simuler, peut l'être beaucoup moins lorsque l'apprentissage implique 
un agent réel, par exemple une sonde d'exploration planétaire. 

On cherche donc autant que possible à analyser les propriétés de convergence asymptotique 
vers une politique optimale, ainsi que les complexités calculatoire et en nombre d'essais (mesurés 
en nombre d'actions ou de séquences d'actions par exemple) de cette convergence. 

1 .3  Les processus décisionnels de Markov 

L'apprentissage par renforcement implique un problème de décision séquentielle, ou de déci
sions répétées, dans l 'incertain. En effet, chaque décision de l'agent a une influence potentielle 
sur les problèmes de décision subséquents. De ce fait, les entrées ne peuvent plus être considérées 
comme indépendantes et identiquement distribuées (i.i.d.), comme dans le cadre dominant de 
l'a.pprentissage statistique. On retrouve ici les problèmes de planifica.tion connus depuis long
temps en intelligence artificielle, et, particulièrement, les problèmes de recherche de chemin les 
plus courts dans un graphe. Par ailleurs, les conséquences des décisions possibles sont incertaines, 
soit que le monde soit insuffisamment connu (ou qu'il comporte des agents étrangers), soit que le 
calcul parfait des conséquences soit trop coûteux, particulièrement dans des contextes de (quasi) 
temps réel. 

Les problèmes de décision dans l'incertain font l'objet de nombreuses formalisations et mé
thodes de résolution. Les processus décisionnels de Markov (PDi\tl) sont l'une de ces approches, 
la plus classique. Ils généralisent les méthodes de recherche de plus court chemin dans un en
vironnement stochastique. Lorsque l'on suppose que l'on peut rendre compte des situations où 
se trouve l'agent par des états, des transitions entre ces états par des actions et que l'on peut 
associer à ces transitions d'états des récompenses ou renforcem,ents, on peut a.lors formaliser un 
problème de décision markovien comme une recherche dans l'espace des chaînes de Markov visi
tant des états sous l'effet des actions et valuées par les renforcements. La solution d'un problème 
de décision markovien n'est pas une séquence de décisions, qui dépend d'aléas incontrôlables, 
mais une politiq1œ ou une stratégie qui spécifie l'action à prendre en chacun des états rencontrés 
pour maximiser l'espérance de gain. 

1.4 Les problèmes et les grandes approches 

Le problème cl 'optimisation ayant été défini, plusieurs approches sont envisageables pour le 
résoudre. 

La première consiste à chercher à apprendre directement tm modèle de l'environnement en 
estimant d'une part la fonction de renforcement immédiat associée à chaque état, ou à chaque 
couple (état, action) R définie de E dans R : St '""" rt, et, d'autre part, la fonction de transition 
T caractérisant la dynamique de l'environnement définie de E x  A clans E : (s t > at) '""" St+l · Le 
problème est alors celui d'un apprentissage supervisé s'appuyant sur les exemples glanés en cours 
d'expérience. L'inconvénient de cette approche, outre qu'elle nécessite de chercher à tester toutes 
les situations possibles, et cela plusieurs fois, est de ne pas tenir compte des interactions entre 
les états. 

Une autre approche prend en compte ces interactions par l'introduction de fonctions d '1dilité. 
Il s'a.git de fonctions traduisant l'espérance de gain à partir d'un état ; fonction notée V(s)  et 
définie sur E, ou à partir d'un couple (état, action) ; fonction notée Q(s, a )  et définie sur E x  Z. 
Ces fonctions estiment sur le long terme la qualité des états ou des couples (état, action). Elles 
sont donc à différencier des fonctions de renforcement immédiat. Dans ce cas, l'apprentissage 
consiste à agir dans le monde et à calculer pour chaque état ou couple (état, action) l'espérance 
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Chapitre 16 L'apprentissage de réflexes par renforcement 

de gain associée. Un apprentissage de ces fonctions d'utilité peut tirer profit des interdépendances 
entre états. 

Finalement, il est possible d'envisager de travailler directement dans l 'espace des politiques 
plutôt que de passer par l'intermédiaire de fonctions locales aux états. C'est par exemple ainsi 
qu'opère le mécanisme de sélection darwinienne dans la nature (voir chapitre 8). Chaque agent 
correspond à une certaine politique, et en moyenne les agents de performances médiocres sont 
éliminés au profit d'agents supérieurs. Ce type d'approche a également fait l'objet d'expériences 
dans le cadre de modèles d'évolution simulée (voir chapitre 8). Le succès dépend en grande 
partie de la structuration de l'espace des polit-iques. Si celle-ci est faible, il fa.ut avoir recours 
aux méthodes d'apprentissage de fonctions locales, c'est-à-dire aux méthodes d'apprentissage 
par renforcement proprement dites que nous allons désormais examiner. 

L'apprentissage par un mécanisme local d'évaluation d'une fonction d'utilité requiert l'ex
ploration de l'espace des possibilités par l'agent et un mécanisme d'essais/erreurs. La fonction 
d'utilité traduit les circonstances les plus favorables ou non, et, implicitement, permet d'identifier 
les séquences d'actions conduisant aux meilleurs gains. Il y a donc une tension entre l'activité 
d'exploration, nécessaire pour obtenir une information fiable et précise, et l'exploitation de ces 
informations pour atteindre le meilleur gain possible. Cela se traduit par le fameux compromis 
exploration contre exploitation. 

1 .5  Le dilemme exploration contre exploitation 

Plaçons-nous dans le cas d'un agent ne connaissant pas son environnement et cherchant à 
maximiser une mesure de gain cumulée. Pour ce faire, il doit naturellement commencer à explo
rer son univers pour en découvrir les potentialités, mais très vite il se trouve devant un dilemme. 
Ayant découvert que certains comportements semblent plus profitables que d'autres, doit-il cher
cher à les reproduire au maximum afin de maximiser le gain recherché au risque de passer à côté 
d'opportunités non encore identifiées, ou doit-il continuer son exploration au risque de perdre du 
temps et de ne pas réaliser un bon gain cumulé ? Ce problème est classique dans tous les scénarios 
où un agent doit prendre des décisions « en ligne » et optimiser une mesure de performance le 
long de sa. trajectoire. Une modélisation simple de ce genre de situations est celle d'un joueur 
pla.cé devant l'une de ces machines que l'on appelle2 le « bandit à deux bras » (voir figure 16.4). 

Le principe est le suivant. Un joueur dispose de m jetons avec lesquels il peut jouer avec cette 
machine. Pour chaque jeton inséré dans la fente, le joueur peut tirer sur l'un ou l'autre des bras. 
Il reçoit alors un certain nombre de pièces correspondant à son gain. Les bras sont notés A1 et 
A2, ils ont une espérance de gain respective de µ1 et µ.2 avec une variance respective de <Y� et <Yi. Cela signifie que le gain associé à chaque bras est aléatoire, avec une certaine moyenne et un 
certain éca.rt-type stationnaires. Les tirages aléatoires sont supposés indépendants . Le joueur ne 
connaît ni les moyennes ni les variances associées à chaque bras et doit donc les estimer en cours 
de jeu. Le joueur ne sait donc pas quel est le bras dont l'espérance de gain est la meilleure, et il 
doit essayer de maximiser son gain avec ses m jetons. Quelle doit alors être sa stratégie de tirage 
des bras étant donnée son estimation courante des moyenne et variance de chaque bras ? 

Une stratégie extrême est de tirer une fois chaque bras, de noter celui qui a donné le meilleur 
résultat, puis de jouer désormais systématiquement celui-ci. Cela correspond à une stratégie 
d 'exploitation pure : ne plus explorer plus dès qu'on possède des éléments d'information mini
maux. Bien sür, il existe un risque que les deux tirages initiaux n'aient pas révélé le meilleur 
bras à cause de la variance des résultats et qu'en conséquence ce soit le plus mauvais bras qui ait 
été tiré systématiquement à partir de là. Plus généralement, on appelle stratégie d'exploitation 

2 La machine <1 sous c:Jassique de casino esL appellée en argot américain « ba,ndit. m<�nchot » (one-<inned luLndit). 
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FIG. 16.4: Une machine à sous appelée « bandit à deux bras ». Chac1m des bras est associé à un 
gain aléatoire sttivant une distribution normale. Par exemple, ici, le bras A1 correspond 
à une loi de moyenne 4 et de variance 6', alors qne le bras A2 correspond à ·une loi 
de nioyenne 2 et de variance 4. Il peut bien sûr arriver que sur un tirage le bras A1 
donne un réwltat inférieur au résultat obtenu avec un tirage de A2 . 

toute stratégie qui choisit l'action dont l'estimation courante de gain est la plus élevée. 
La stratégie extrême inverse consiste à tirer l m;-1 J fois sur le bras gauche et l .,.."';-1 J fois sur le 

bras droit3 , puis à tirer le dernier ou les deux derniers coups sur le bras dont la moyenne observée 
est la meilleure. Cela correspond à une exploration ptire, dans laquelle on alloue quasiment toutes 
les décisions à. l'exploration de l'environnement avant de choisir la décision ultime. Celle-ci est 
alors prise avec une connaissance aussi grande que possible, mais au prix de n'avoir pas cherché 
à optimiser le gain durant la phase d'exploration. 

On sent bien que la stratégie optimale doit se situer entre ces deux types de politiques et 
qu'elle correspond à la résolution d'un compromis entre exploitation et exploration. Sa résolution 
analytique (voir par exemple [Hol75J) montre que, dans le cas du bandit à deux bras, la meilleure 
stratégie consiste, au fur et à mesure de l'acquisition d'informations sur les probabilités de gain 
de chaque bras, à accroître exponentiellement le nombre de tirages du bras paraissant le meilleur 
par rapport à l'autre (on peut trouver également une analyse simplifiée du bandit à cieux bras 
dans INiit961) . 

Nous verrons dans la suite que la tâche d'a.pprentissage par renforcement implique également 
la résolution d'un conflit entre exploration et exploitation. Si les leçons générales du problème des 
bandits à. deux bras restent valables, elles doivent être affinées pour chaque type d'environnement. 
En général, il est d'ailleurs impossible d'obtenir une solution analytique par insuffisance de 
connaissances sur le modèle sous-jacent de l'environnement . 

La résolution du compromis exploitation contre exploration se traduit par une méthode de 
sélection de l'action at à un instant donné t en fonction des évaluations associées à chaque action 
ai possible. Plusieurs méthodes ont été proposées. Les méthodes dites non dirigées reposent sur 
les évaluations des actions, alors que les méthodes dites dirigées utilisent en plus des heuristiques 
exploitant des informations acquises lors de l'apprentissage. 

3 La nob;i,tion LxJ indique l'enLier immédiat<�menL inférieur à :r;. 
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Chapitre 16 L'apprentissage de réflexes par renforcement 

1. Méthodes non dirigées 
• Prendre la meilleure action pendant N1 pas de temps, puis tirer uniformément at clans 

A pendant N2 pas de temps. 
• Méthode e-greedy. Tirer la meilleure action connue (selon la fonction <l'utilité courante) 

avec une probabilité 1-E, ou tirer uniformément clans A avec une probabilité ê (E E [O, l]). 
• Méthode softrnax. Tirer l'action at selon une distribution de Boltzmann : 

Pl(a) = 
exp( - Qt(s,a) ) T, 

l:a' exp(- Q,�;a' ) )  

où Tt est la « température » à l'instant t ,  et limt_,00 Tt = 0,  et où Qt(s, a) est supposée 
être la fonction <l'utilité associée à l'action a clans l'état s. 

2 .  Méthodes dirigées 
• Méthode basée sur la récence. La fonction cl 'utilité associée aux actions prend un compte 

un bonus favorisant les actions qui n'ont pas été choisies depuis longtemps. Par exemple, eJ Ôns,a où Ôns,a est le nombre d'itérations depuis la dernière fois que l'action a a été 
sélectionnée dans l'état s. (é < 1) .  

• Méthode de l'estimation d 'incertitiide. Le bonus est _c_ , où c est une constante, et n8 a n.., , o  ' 
est le nombre de fois où l'action a a été utilisée clans l'état s .  

Ces différentes méthodes impliquent des paramètres arbitraires, qui doivent être choisis par 
l'utilisateur afin <l'améliorer l'efficacité de l'apprentissage. Cela dépend de chaque problème. En 
revanche, nous verrons que la théorie indique que, si l'hypothèse de Markov est vérifiée et si 
tous les états sont parcourus un nombre infini de fois, alors les valeurs des fonctions cl 'utilité 
convergent vers leur valeur optimale. Toutes les méthodes présentées ci-dessus sont clone a priori 
correctes. 

Des travaux récents [ACBF02] ont relancé une grande activité de recherche sur le problème 
des bandits et sur son application à des problèmes cl 'apprentissage et à des problèmes de jeu en 
particulier. Nous en donnons un bref aperçu clans la section 10. 

2 . Si tout est connu l'utilité de la fonction d'utilité 

L'idée profonde sous-jacente à l'apprentissage par renforcement est de permettre à l'agent 
<l'optimiser sa conduite sur le long terme (celle qui maximise son gain cumulé) sur la base 
de décisions locales ne nécessitant pas de recherche en avant. Il faut clone que l'information 
disponible localement, au moment et au lieu où se trouve l'agent, reflète l'espérance de gain à 
long terme. Cette information locale, résumant les potentialités à long terme des actions possibles, 
est traduite par une valeur numérique appelée iitilité. Plus généralement, on parle de fonction 
d 'ittilité pour désigner la fonction associant à chaque état, ou à chaque paire (état, action), sa 
valeur cl 'utilité. Nous étudierons deux fonctions cl 'utilité particulières : la première associe à 
chaque état s l'espérance de gain à partir de cet état si l'on suit la politique n 

(16.4 ) 
La seconde associe à chaque couple ( état, action) (s, a) l'espérance de gain en partant de l'état 
s, en effectuant l'action a, puis en suivant la politique 7r : 

(16.5) 
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542 PARTIE 4 Apprentissage par approximation et interpolation 

Dans le cas d'un gain cumulé avec intérêt et horizon infini, les deux formules deviennent 

V?!'(s) = E?!' { f: ,./ r1+k+1 I St = s} 
k=O 

Q?!' (s, a )  = E?!' { f: "fk rt+k+l I s1 = s , ai = a} 
k=O 

Nous venons de définir l'espérance de gain, donc l'utilité, en fonction d'une politique donnée. 
Il se trouve que l'on peut définir une relation d'ordre partiel sur les politiques en fonction des 
va.leurs d'utilité associées4 . Plus précisément : 

Définition 16.1 (Ordre sur les politiques) 

Une politique 1f est dite supérieure à ·une œutre politique 1f1 si et seulement si l 'espérance cle gain 
s·ui'Vant 1f est sttpérie·ure O'!L égale à l 'espérance de gain s·uivant 7f1 po·ur tous les états s E E .  En 
d 'autres termes, 7f � 7f1 ssi V?!'(s )  � V?!''(s),V's E E. 

Cet ordre partiel permet de définir le concept de politique optimale : 

Définition 16.2 (Politique optimale 7r*) 

Une politique optimale est mie politiq1J,e S11,périev,re 011, égale à toutes les autres politiques. Dans 
le cas des process1ts markoviens, il en existe to1tjours une. On note 7f* cette politique optimale, 
ott les politiques optimales s 'il y en a plusietcrs. 

On a alors les fonctions d'utilité correspondantes : 

V* (s) = max V1T (s) ,  
1T 

V's E E 

Q* (s ,a )  = max Q?!' (s,  a ) ,  
1T 

V' s E E et V' a E A 

En les utilisant, il devient facile d'obtenir un comportement optimal. 
Supposons que l'agent dispose des valeurs V*(s) , V's E 

E. Placé dans l'état s, l'agent n'a qu'à faire une re
cherche en avant à un pas pour déterminer l'action à 
prendre. Pour chaque action a disponible, il examine 
les états accessibles s' (il peut y en avoir plusieurs 
pour une même action si l'environnement est non dé
terministe, chacun avec une certaine probabilité cl 'ob
tention) et note pour chacun d'eux sa valeur v· ( s') .  
L'action a• associée avec la meilleure espérance de 
gain est l'action qu'il faut choisir : 

s 

(16.6) 

s' 
R<L3 s,s' 

a; = ArgMax L P:s' [ R�s' + "{V* (s' )] TAB. 16.1: Passage de s à s' en choisis-

aEA s' 
(16.7) sant une action a (ici a3)· 

4 Plus précisément, cette rela.tion d'ordre existe dans Je cas des processus markoviens, pour lesquels on suppose 

que la. donnée d'un état suffit à résumer toute l'histoire antérieure du système (voir le chapitre 12) .  En d'autres 
termes, les décisions peuvent. <�lors être prises sans connaJtre l 'histoirf� pa.ssée du sysLèrnEJ. Cett,e hypothèse est 

toujours citée dans la théorie de l'apprentissage par renforcement. 
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Chapitre 16 L'apprentissage de réflexes par renforcement 

Supposons maintenant que l'agent dispose des valeurs Q* (s ,  a) ,  'Vs E E et 'Va E A. Dans ce cas, 
la détermination de la conduite optimale dans la. situation courante s est encore plus simple, il 
suffit de choisir l'action a maximisant Q*(s, a) : 

a� = Argïvla.x Q* (s ,a) aEA (16.8) 

Dans les deux cas, la décision peut donc être obtenue très facilement. Si l'on dispose des valeurs 
d'utilité V*(s) ,  il faut effectuer une recherche en avant d'un pas, tandis que cela n'est même 
pas nécessaire dans le cas où l'on dispose des valeurs d'utilité Q*(s, a) .  Pourtant, la différence 
entre les deux méthodes est plus profonde qu'il n'y paraît. L'équation (16.  7) nécessite en effet 
la connaissance de l'environnement sous la forme des probabilités de transition P;8, ,  et des 
renforcements associés n�s' reçus lorsque l'agent passe de l'état s à l'état s' sous l'action a. 
Cette connaissance n'est pas nécessaire dans le cas de l'équation (16.8).  Bien sûr, cette énorme 
simplification se paie par le fait qu'il faut maintenant travailler dans l'espace produit E x A au 
lieu de l'espace E. 

3. L'apprentissage des fonctions d'utilité quand l'environnement 

est connu 

Dans cette section, nous allons supposer que l'agent a une connaissance de l'environnement 
sous la forme des probabilités de transition P:8, et des renforcements fü>sociés R�8, .  En revanche, 
il ne connaît pas les fonctions d'utilité. Cela signifie qu'il a une connaissance locale de son 
environnement, mais qu'il n'a pas d'information sur l'impact à long terme des décisions qu'il 
pourrait prendre. Comment peut-il alors les apprendre? 

Nous allons avoir deux problèmes à résoudre. D'une part, nous l'avons vu, une fonction d'utilité 
dépend de la politique suivie. Il nous faut donc voir comment apprendre ces fonctions dans le 
cadre d'une politique donnée. D'autre part, nous cherchons à obtenir, ou du moins à approcher, 
une politique optimale. Il nous faut donc voir comment passer de fonctions d'utilité associées à 
des politiques a priori sous-optimales à la détermination d'une politique optimale. Nous allons 
étudier ces deux problèmes l'un après l'autre. 

3.1  L'évaluation d'une politique par propagation locale d'information 

Dans un premier temps, nous cherchons à évaluer une politique 7r en déterminant les valeurs 
V" (s ) , 'Vs E E. 

Intuitivement, une approche simple serait de placer l'agent en chaque état s et de lui faire 
suivre à partir de là la. politique 7r ,  éventuellement de nombreuses fois pour moyenner sur toutes 
les trajectoires possibles si le monde est non déterministe. Il suffirait alors de calculer la moyenne 
des gains cumulés obtenus pour connaître une estimation de l'espérance de gains à partir de s. 
Nous allons développer la formule correspondante dans le cas du gain cumulé avec intérêt et 
horizon infini, mais ce qui importe est l'idée générale qui se transfère sans problème à d'autres 
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E,. { Rt 1 St = s} 
= E'TT { f 'Yk 1'1+k+l 1 St = s } 

k=O 

= E'TT { rt+1 + 'Y f ·l r1+k+2 I St = s} 
k=O 

L n(s, a)  L P;s' [ R�s' + 'Y E'TT { f 'Yk rt+k+2 I St+l = s'}] 
a s' k=O 

L n(s, a) L P:s' [ n�s' + 'Y v'TT (s')] 
a s' 

(16.9) 

Ce résultat est remarquable car il met en valeur le fait que l'on peut ramener un calcul de 
gain prenant en compte toute une trajectoire (ou un ensemble de trajectoires) à partir de s à 
un calcul de gain s'appuyant sur les estimations V" (s') des états s' accessibles à partir de l'état 
courant s.  Il permet d'exploiter ainsi une dépendance ou corrélation entre les espérances de gain 
des états. L'utilité d'un état suivant la politique n est égale à une somme pondérée suivant les 
probabilités de transition aux états successeurs des utilités de ces états successeurs plus le signal 
de renforcement reçu lors de la transition de s à s'. C'est l 'équation de Bellman5 pour V'TT . 

Il se trouve que l'on peut démontrer que la. valeur V"(s) est l'unique solution de l'équation de 
Bellman. Par ailleurs, l'équation de Bellman peut être utilisée dans une procédure d'approxima
tion itérative (voir algorithme 27) : 

Vk+i(s) = E"{r1+i + 'Y  Vk (st+1) 1 St = s} 

L n(s, a)  L P;,,, [n�s' + 'Y Vk(s')] (16.10) 

pour tout s E &. Il est clair que Vk = V" est un point fixe de cette règle itérative. Par ailleurs, il 
est possible de montrer que la séquence { V k}  converge vers V"  lorsque k ---+ oo si 'Y < 1 ou si les 
gains sont calculés sur un horizon limité. Intuitivement, cette convergence se justifie par le fait 
que chaque mise à jour d'une valeur Vk (s) s'appuie sur d'autres estimations Vk (s') , mais aussi sur 
le signal de renforcement observé r1+i · Il y a donc bien un gain d'information sur l'environnement 
à chaque itération. 

3.2 Un théorème conduisant à l'amélioration de politique 

Nous avons vu comment il était possible en principe d'approcher l'espérance de gain en chaque 
état pottr ttne politiqtte donnée. Cela permet à l'agent de prendre des décisions rapides sur la base 
d'informations locales. Cependant, l'agent cherche aussi à améliorer sa politique, et éventuelle
ment à trouver la politique optimale pour un environnement donné. Il existe un théorème qui 
arrange bien les choses car il relie les valeurs d'utilité locales V'TT ( s )  et les valeurs relatives de po
litiques entre elles. Il va donc être possible de s'appuyer sur les premières pour savoir dans quelle 
direction modifier les secondes afin de les améliorer. Nous ne saurions trop souligner l'importance 
de ce théorème, qui fonde la plupart des méthodes d'apprentissage par renforcement. 

5 Cette équation fa.it intervenir le principe de Bellma,n, qui est à la base des méthodes de programmation 
dyM1mique. Ce principe a été appliqué pa.r exemple >�u chapitre 12 dans l';tlgorithrne de Viterbi. 
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Chapitre 16 L'apprentissage de réflexes par renforcement 

Algorithme 27 : Algorithme d'évaluation itérative d'une politique 
Données : la politique 1f à évaluer 
Résultat : V � V11' 
début 

Initialisation : V(s) 
répéter 

� - 0 

0, pour tous s E &+ 

pour tous les s E & faire 
v +--- V(s) 

(les états accessibles depuis s) 

V(s) +--- �a 7r(s, a) �s' P:8, [R�8, + 'Y V (s')] 
� - ma.x(�, lv  - V(s) I )  

fin 

fin 
jusqu'à � < B (un petit nombre réel positif) 

Théorème 16.1 (Relation d'ordre sur les politiques) 

Soient 7r et 1f1 deux politiques déterrnini.stes, telle.s que, pour tout état s E & 

(16 .11 )  

A lors la politique 1f1 doit être au moins aussi bonne que la politique 7r ,  ce qui signifie que, pour 
tout état s E E : 

V"'1 ( s) 2::: V" ( s) ( 16 . 12) 

De plus, si l'inégalité large dans l'équation (16.11)  est remplacée par un inégalité stricte, alors 
il en est de même dans l'équation (16.12) .  

Ce théorème indique donc que si l'on trouve une modification 1f1 de la politique 1f qui vérifie 
l'équation (16.12), alors on obtient une meilleure politique. Concrètement, cela peut se traduire 
par une procédure d'amélioration de politique. Prenons en effet une politique déterministe 7r, et 
une autre politique déterministe 1f1 identique à 7r, sauf pour un état s pour lequel : 1f1 ( s) = a -::f 
7r(s). Alors, pour tous les états autres que s, l'équation (16.11)  est vérifiée. Si de plus nous avons 
Q11'(s, 7r1(s)) 2::: V11'(s) ,  alors la nouvelle politique 1f1 est meilleure que 1f .  

Il est facile d'étendre cette procédure à une procédure qui améliore une politique 7r sur tous les 
états s .  Pour cela, il suffit de prendre une politique 7r1 qui pour chaque état s sélectionne l'action 
qui semble la. meilleure selon la fonction d'utilité Q"'(s, a) 

7r' ( s ) ArgMax Q11' (s, a) 
aEA 

ArgMax E {  r + 'Y V11'(s') } 
( 1 6.13) aEA 

ArgMax L P:s' [R�s' + 'Y V11'(s')] 
aEA s' 

où r est le renforcement obtenu en passant de l'état s à l'état s' par l'action a .  
Cette procédure de type gradient6 choisit donc pour chaque état l'action qui semble la meilleure 

à un pas en avant, selon la fonction d'utilité V11' associée à la politique 7r. Il est facile de montrer 

6 Voir le chapitre 3. 
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546 PARTIE 4 Apprentissage par approximation et interpolation 

que si la nouvelle politique r.' choisie selon cette procédure n'est pas meilleure que la politique 
1l') c'est que l'on a : v1T' = 

v1T 
= 

v· ) donc que l'on a atteint la politique optimale. 
Tout ce qui précède a été obtenu pour le cas de politiques déterministes, mais peut être étendu 

sans problème au cas des politiques non déterministes. Nous reportons le lecteur intéressé à 
[SB98j par exemple. 

3.3 Processus itératif d'amélioration de politique 

La section précédente a montré comment passer d'une politique r. décrite par sa fonction d'uti
lité V" à une meilleure politique. Il est facile de voir comment on peut itérer ce processus. L'idée 
est d'alterner les phases d'évaluation de politique (section 3.1) avec les phases d'amélioration de 
politique (section 3.2). Nous pouvons alors obtenir une séquence de politiques en amélioration 
monotone : 

E viro A E Vr.1 A E A * E V* 7r 0 ---> ---> 7r l ---> ---> 7r 2 ---> . . . ---> 7r ---) 

E A où ---> dénote une phase d'évaluation et ---> une phase d'amélioration. 
Cette procédure itérative converge en un nombre fini d'itérations vers la politique optimale si 

la politique est représentée par un processus markovien à nombre d'états fini7. Par ailleurs, la 
convergence observée empiriquement est généralement très rapide. Cependant, la phase d 'éva
luation de politique est très coüteuse puisqu'elle requiert de nombreux passages sur chaque état 
s E [ qui peuvent être très nombreux. Mais est-il possible de faire l'économie de la détermination 
précise des valeurs d'utilité relative à chaque politique 7r et 7T1 que semble requérir théorème 16.l ? 

Il est heureusement envisageable de ne pas attendre la convergence de la phase d ' évaltiation 
de politique avant de lancer une nouvelle phase d'amélioration de politiq'ue. D e  fait, on dispose 
de théorèmes démontrant qu'il y aura convergence ultime sur la politique optimale même si 
l'alternance entre évaluation et amélioration se fait sur des granularités beaucoup plus fines que 
le processus alternatif décrit plus haut. Par exemple, on peut alterner une seule itération du 
processus d'évaluation de politique entre chaque phase d'amélioration, et dans ce cas, on obtient 
l' cilgorithm e d 'itération de valeiir : 

Vk+1(s) = max E{r + 1 Vi (s') } aEA 
= max """ P:9, [n�" ' + / Vi(s')] 

aEA � ' '  y� 
s' 

(16.14) 

Cette équation de mise à jour à réaliser pour tout s E [, est en fait une version itérative de 
l'équation de Bellma.n (16.9) qui suppose que cette règle itérative converge vers un point fixe 
correspondant à la fonction d'utilité optimale V*(s) . On notera que l'équation 16.14 suppose 
connu le modèle du monde (c'est-à-dire les fonctions de transition P:s' et de renforcement n�8,) . 

L'action choisie à chaque instant est alors l'action maximisant le gain indiqué par la fonction 
d'utilité Vk ( s)  courante : 

7r(s) ArgMax L P;s' [n;s' + / Vk (s')] 
a.EA s' 

L'algorithme d'itération de valeur converge lorsque l'on entrelace chaque phase d'éva.lua.tion 
avec une phase d'amélioration. Cependant, on obtient généralement une meilleure vitesse de 
convergence lorsque plusieurs phases d'évaluation ont lieu entre chaque phase d'amélioration. 

1 Dans c:e ca.s, en effet., le nombre de politiques est fini. 
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Chapitre 16 L'apprentissage de réflexes par renforcement 

Tel quel, cet algorithme requiert néanmoins que tous les états soient visités à chaque phase. 
Dans la. plupart des applications intéressantes, cela est irréaliste8 . Heureusement, il est possible 
d'utiliser une mise à jour asynchrone des éva.lua.tions, visitant certains états plusieurs fois tandis 
que d'autres ne le sont qu'une fois. La convergence requiert cependant qu'aucun état ne cesse 
d'être visité. Il s'agit là d'une condition de convergence universelle pour les règles de mise à jour 
par propagation locale des informations. Cette remarque ouvre la possibilité d'apprendre en ligne 
en cours d'expérience, en mettant à jour les valeurs d'utilité des états rencontrés. 

4. Sans modèle du monde la méthode de Monte-Carlo 

Les méthodes précédentes supposent que l'on connaisse l'environnement à travers des proba
bilités de transition d'états et de renforcement : P:s' et R�8,. Si ce n'est pas le cas, le principe 
général est d'estimer ces valeurs par un échantillonnage obtenu en ligne, au cours des actions. 

Les méthodes de Monte-Carlo supposent l'observation d'épisodes complets9 et le calcul de gains 
moyens. Leur principe est d'estimer directement les valeurs d'utilité en calculant des moyennes 
de gain pour chaque état ou chaque paire ( état, action) en fonction des expériences de l'agent. 

Supposons que l'on cherche la valeur V"(s) pour l'état s et la politique 1r. Il suffit de considérer 
toutes les séquences d'états qui ont suivi l'état s et de calculer la moyenne des gains observés. 
On réalise alors empiriquement l'approximation de l'espérance : V"(s) = E7T{Rdst = s}. Sans 
entrer dans les détails, notons que cette méthode ne s'appuie plus sur la corrélation entre les états 
mise en évidence par l'équation de Bellman. Cette perte d'information nuit à la convergence du 
processus, mais permet en revanche de ne pas avoir à échantillonner uniformément tous les états 
et de s'a.pesa.ntir sur les états les plus importants en ignorant les états inintéressants. 

Afin d'améliorer la politique suivie, il est possible d'utiliser le même principe d'alternance de 
phase d'évaluation (selon la méthode ci-dessus) et de phase d'amélioration. Cependant, comme 
l'environnement est inconnu, il n'est plus possible de travailler avec l'équation (16.14) . Il faut 
avoir recours à une procédure itérative portant sur les fonctions d'utilité Q.,,. (s, a). On aura donc : 

n(s) ArgMax Q(s, a) 
aEA 

et une procédure d'amélioration itérative de politique : 

Q"k (s, 7rk+ l (s)) Q"k (s ,  ArgMax Q"k (s , a)) 
aEA 

max Q"k (s, a) 
aEA 

(16.15) 

(16.16) 

Pour plus de détails sur les conditions d'application de cette procédure, nous reportons le lecteur 
à [SB98j. 

8 Par exemple, le backgammon est associé à un espace d 'environ 1020 états. 
9 Des séquences d'états et d'actions s'arrêtant dans des états terminaux. 
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548 PARTIE 4 Apprentissage par approximation et interpolation 

5. La méthode des différences temporelles 

La méthode des différences temporelles ( temporal-difference learning) combine des idées des 
méthodes issues de la programmation dynamique et des méthodes de Monte-Carlo. Comme les 
premières, elles prennent en compte les corrélations entre les états pour mettre à jour leur évalua
tion. Comme les secondes, elles n'ont pas besoin d'une connaissance a priori sur l'environnement. 
La méthode des différences temporelles s'appuie également sur une alternance de phases d 'éva
luation et de phases d'amélioration. Décrivons tour à tour les deux phases. 

5 . 1  L'évaluation suivant la méthode des différences temporelles 

Nous avons vu que l'estimation de la valeur d'utilité selon la méthode de Monte-Carlo repose 
sur une approximation de la formule : 

qui se traduit par une opération itérative de mise à jour : 

V(s) � V(s) + a [Rt - V(s)] 

où Rt est le gain mesuré après l'instant t en partant de l'état s, et a est un paramètre constant. 
Cela se démontre par la série d'égalités suivante. On suppose que l'espérance définissant la valeur 
de V"(s)  est estimée par moyennage sur m + 1 épisodes observés après passage par l'état s :  

l m+l 
- 2= R -
ni + 1 ' 

i=l 
1 ( 

R 
m + 1 m+l 

1 
-- (Rm+1 + rn V�(s) + v,;:(s) - V�(s)) 
rn + 1 

1 
-- (Rm+1 + (m + 1 )  V�(s) - v,;:(s)) 
m +  1 

1î 
1 [ 1î l = Vm (s) + -- Rm+l - Vm(s )  rn + 1 

L'intérêt de cette méthode de mise à jour incrémentale est qu'elle ne nécessite que la mémorisation 
de V�(s) et m et un calcul simple après chaque observation d'un épisode. On peut généraliser 
cette procédure à la forme générale suivante : 

N ouvelleEstimation � AncienneEstimation + a [Cible - AncienneEstimation] (16.17) 

dans laquelle [Cible - AncienneE stirnation] est une erreur sur l'estimation courante qui est 
réduite en allant d'un pas vers la Cible. Cette cible indique donc la direction dans laquelle aller. 
Elle peut être sujette à des variations aléatoires. Le pas a peut être une constante ou une variable 
décroissant lentement, ce qui est souvent utilisé pour stabiliser la valeur estimée. 

La méthode de la programmation dynamique (voir l'équation (16.13)) utilise la formule : 
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Chapitre 16 L'apprentissage de réflexes par renforcement 

où r est le renforcement obtenu en passant de l'état s à l'état s'. 
La méthode des différences temporelles est basée sur une mise à jour au coup par coup de 

cette estimation : 

vt:1 (s) � V/' (s) + a; [r + 1 V/' (s1) - V/' (s)] (16.18) 

On parle dans ce cas de retour échantillonné (sample backup) parce que la mise à jour s'effectue 
à partir d'observations individuelles obtenues durant l'action. Par contraste, les méthodes de 
retour complet (full backup) s'appuient sur une distribution complète des successeurs possibles. 
C'est le cas de l'équation d'estimation utilisée dans la programmation dynamique. La possibilité 
d'utiliser un retour échantillonné pour estimer incrémentalement les valeurs d'utilité est cruciale 
pour la faisabilité d'un apprentissage en ligne durant l'expérience de l'agent clans le monde. Cela 
conduit à l'algorithme 28. 

Algorithme 28 : Évaluation par la méthode des différences temporelles 

début 
Initialiser V(s) arbitrairement, et 1f à la politique à évaluer. 
répéter 

pour chaque épisode faire 
Initialiser s 
répéter 

pour chaque étape de l 'épisode faire 

fin 

a � l'action donnée par 1f pour l'état s 
Exécuter l 'action a ;  recevoir le renforcement r ;  et mesurer l'état suivant 
s' 
V"(s) <- V(s) + a  [r + "f V"(s') - V7T (s)] 
s � s' 

jusqu'à s est terminal 
fin 

jusqu'à critère d 'arrêt (convergence suffisante) 
fin 

Cet algorithme offre la possibilité de mettre à jour les valeurs d'utilité tout en agissant clans 
le monde et en tirant parti des observations ainsi réalisées. Il faut cependant, pour en assurer la 
convergence théorique, que tous les états soient visités infiniment souvent sur un temps infini. 
Les propriétés et conditions de cette convergence sont encore du domaine de la recherche (pour 
les détails, on peut se se reporter à [SB98j) .  

5.2 L'amélioration de politique avec les différences temporelles 

Comme pour les méthodes de programmation dynamique et de Monte-Carlo, il faut préciser 
comment passer de l'évaluation de la politique à l'amélioration de la politique. Nous a.llons 
considérer deux approches typiques dont les principes sont de portée générale. La prern ière est 
fondée sur une approche similaire à celles évoquées plus haut reposant sur une alternance de 
phases d'évaluation de politique et de phases d'amélioration. La seconde court-circuite d'une 
certaine manière l'idée même de politique. 
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550 PARTIE 4 Apprentissage par approximation et interpolation 

5.3 SARSA : une méthode d'amélioration « sur politique » 
L'idée de base de l'algorithme SARSA ( [SB98j section 6.4) est la suivante : à chaque choix d'ac

tion dans l'état courant St , l'agent suit approximativement (nous verrons pourquoi et comment) 
la politique coura.nte rr. Après observation du nouvel état courant s' et du renforcement reçu 
r, il met à jour la valeur d'utilité de la situation rencontrée et est alors prêt à choisir l'action 
suivante. Il s'agit donc d'une méthode itérative alternant évaluation et amélioration. On qualifie 
ce genre d'approche de méthode stir politique (on-policy) car elle suppose que l'agent s'inspire à 
chaque instant de la politique courante rr pour le choix de ses actions. 
Afin de s'affranchir de la nécessité de connaître un modèle de l'environnement, l'approche 

SAR.SA estime la fonction cl 'utilité Q" (s, a )  pour la politique courante et pour toutes les paires 
( état, action). La méthode des différences temporelles conduit alors à la mise à jour suivante : 

Q"(s, a) � Q"(s, a) + a [r + 7 Q" (s1 , a') - Q"(s, a)] ( 1 6. 1 9) 

Cette mise à jour est effectuée après chaque transition partant cl 'un état s non terminal. Si s' est 
un état terminal, alors Q ( s', a') est défini comme égal à :,;éro. Comme cette règle de mise à jour 
utilise les valeurs de s , a , r, s' , a', elle a été baptisée algorithme SAR.SA. 
L'amélioration de politique se fait alors grâ.ce à la procédure suivante. À chaque choix d'action, 

l'agent utilise les valeurs estimées Q" ( s, a) pour sélectionner l'action à exécuter. Pour négocier le 
compromis exploitation contre exploration, l'agent utilise une procédure dite €-glo'utonne c'est
à-dire une méthode de gradient bruité : l'agent sélectionne en général l'action a associée à la 
meilleure valeur d'utilité Q"(s ,a ) .  De temps en temps cependant, avec une probabilité é, il 
sélectionne aléatoirement une autre action, ce qui permet ainsi d'explorer les politiques possibles. 

A lgorithme 29 : Algorithme SARSA d'amélioration de politique 

début 
Initialiser Q(s, a) arbitrairement. 
répéter 

pour chaque épisode faire 
Initialiser s 
Choisir l'action a par une procédure €-gloutonne dérivée des valeurs de Qw(s, a )  
répéter 

pour chaque étape de l'épisode faire 

fin 

Exécuter l'action a ;  recevoir le renforcement r ;  et mesurer l'état suivant 
s' 
Choisir l'action a' à partir de s' en utilisant une procédure €-gloutonne 
dérivée des valeurs de Q" (s ,a )  
Q.,, (s, a) � Q"(s, a) + a [r + �rQ" (s', a') - Q" (s,a)]  
s � s' ; a �  a' 

jusqu'à s est terminal 
fin 

jusqu'à critère d 'arrêt (convergence suffisante) 
fin 

La procédure SARSA converge avec une probabilité de 1 vers une politique optimale si toutes 
les paires (état, action) sont visitées infiniment souvent sur une durée infinie et si le coefficient é 
est bien réglé (par exemple, en posant e = i) . 
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Chapitre 16 L'apprentissage de réflexes par renforcement 

5.4 Le Q - learning : une méthode d'amélioration « hors politique » 
L'algorithme du Q-learning 1Wat89j utilise la dépendance explicite de la fonction d'utilité 

Q(s ,a )  sur les actions, pour à la fois mettre à jour ces valeurs, donc converger vers la fonction 
optimale Q* (s, a) ,  et aussi pour déterminer l'action à prendre dans la situation courante. Dans 
cette technique, la mise à jour des valeurs cl 'utilité se fait selon l'équation suivante : 

Q(s, a) � Q(s ,a )  + a: [r + 'Y  maxQ(s' , a') - Q(s, a)] 
a'EA 

(16.20) 

tandis que l'action a sélectionnée dans l'état courant s est déterminée par une politique du genre 
e-gloutonne assurant le compromis exploitation contre exploration. Il faut noter qu'il n'existe pas 
pour le moment de méthode générique pour résoudre ce compromis dans le cas du Q-learning et 
que la pratique est d'utiliser des règles ad hoc déterminées empiriquement pour chaque situation. 
Comme pour toutes les procédures de mise à jour stochastiques dans des processus markoviens, 

la convergence vers la valeur optimale Q*(s,  a) nécessite que chaque état soit visité infiniment 
souvent et que le paramètre a: décroisse de manière appropriée. 
Il est intéressant de noter que la convergence de la méthode est assurée quelle que soit la ma

nière dont les actions sont sélectionnées à chaque instant, pourvu que tous les éta.ts soient visités 
infiniment souvent. C'est pourquoi on parle de méthode hors politiqiie ( off-policy). En revanche, 
les vitesses de convergence observées sont souvent plus lentes que celles d'autres méthodes. Cela 
semble le prix à payer pour l'utilisation d'une méthode qui a révolutionné l'apprentissage par 
renforcement grâce à sa très grande aisance d'emploi et à la facilité d'établir des preuves à son 
propos. 

5.5 TD (À) : les méthodes de différences temporelles à plusieurs pas 

Pour présenter les méthodes TD(>.), le mieux est de présenter d'abord le ca.s particulier TD(O). 
Cette méthode effectue ses mises à jour des valeurs cl 'utilité en ne regardant qu'un seul pas en 
avant. Même si cela suffit à garantir la convergence selon les conditions déjà soulignées, celle-ci 
peut être lente. Les méthodes TD(>.) la généralisent en effectuant des mises à jour selon un 
horizon plus lointain. 
L'idée est la suiva.nte : lorsque le renforcement rt+l entre l'état courant St et le suivant st+1 

atteint avec l'action at a été mesuré, on peut mettre à jour la valeur V(st) mais a.ussi, par 
ricochet, les valeurs des états antérieurement visités V(st-i ) - En général, on ne met pas à jour 
uniformément les valeurs des états visités dans le passé, mais on utilise une pondération diminuant 
l'effet de la mise à jour au fur et à mesure que l'on remonte dans la séquence des états. 
La formule générale de mise à jour s'écrit : 

V (u) � V (u) + a: h+1 + -yV (st+d - V (st)] e(u) (16 .21)  

où u est n'importe quel état pour lequel e(u)  =/:- O. La trace d'éligibilité e (u)  détermine ainsi les 
états sujets à mise à jour. Une expression habituelle de trace d'éligibilité est : 

t(À')')t-k Ô$h > OÙ Ô$,Sk = {� k=l e(s) 

avec 0 :::; À < 1 pour assurer la convergence. 

si s = sk 
sinon 

(16.22) 

L'éligibilité cl 'un état s définit ainsi le degré auquel il doit être sensible à la mise à jour actuelle. 
Quand À =  0, on retrouve la méthode TD(O). Quand À = 1 ,  on retrouve à peu près la méthode 
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552 PARTIE 4 Apprentissage par approximation et interpolation 

de Monte-Carlo, c'est-à-dire que l'on met à jour chaque état à raison du nombre de fois où il a 
été visité durant l'épisode servant de base à la mise à jour. 
Il est aussi possible de modifier en ligne la trace d'éligibilité : 

e(s) ,__ 
{1>.e(s) + 1 1>.e(s) si s = l'état courant 

sinon 

L'algorithme TD(>.) est évidemment nettement plus coûteux à mettre en œuvre que TD(O), 
mais il converge en général beaucoup plus rapidement pour des valeurs de À assez grandes (mais 
toujours < 1) . Plusieurs travaux ont été consacrés à l'analyse des traces d'éligibilité. Elles peuvent 
être appliquées aux algorithmes de Q-learning, conduisant aux méthodes appelées Q(>.)-learning. 

6.  La généralisation dans l'apprentissage par renforcement 

6.1 Le problème 

Jusqu'à présent nous avons implicitement supposé que les états et les actions étaient énumé
rables et qu'il était possible de représenter les différentes fonctions (par exemple la fonction 
d'utilité V) par des tables de valeurs. Or, excepté pour des environnements très simples, cela 
implique des tailles de mémoire irréalistes. De plus, dans de nombreuses applications, l'espace des 
états, et parfois aussi celui des actions, est continu, rendant impossible l'usage direct de tables. 
Finalement, les algorithmes de mise à jour de tables font une utilisation assez peu efficace de 
l'information glanée en cours d'expérience dans la mesure où, alors qu'il est fréquent que des états 
similaires aient des valeurs d'utilité et des actions optimales attachées similaires, la modification 
d'une valeur dans la table n'entraîne pas celle des autres. Dans ces conditions, l'utilisation de 
tables semble peu opportune et il faut chercher une représentation des politiques à la fois plus 
compacte et permettant une utilisation plus efficace de l'information. 
Une idée assez immédiate est d'avoir recours à des techniques de généralisation dans l'espace E 

des états, et éventuellement dans l'espace A des actions. De cette manière, lorsqu'une situation 
impliquant un état et une action donnés est observée, l'information obtenue à cette occasion peut 
être transférée par généralisation aux états et actions similaires. Il devient alors envisageable 
d'appliquer l'ensemble des techniques d'induction supervisée à ce problème. 
Les fonctions que l'on peut vouloir apprendre incluent : 
• l'apprentissage direct d'une politique 7r : E - A ;  

• l'apprentissage de la fonction d'utilité V : E - IR ;  

• l'apprentissage de la fonction d'utilité Q : E x A ; - IR 

• l'apprentissage de l'environnement : 
- la fonction de transition : 

déterministe : E x A - E, 
- ou non déterministe : E x A x E - [O, l ] ;  

- la fonction de renforcement : E x E - IR. 
Certaines de ces fonctions, à sa.voir la fonction de transition et la. fonction de récompense, 

sont du ressort direct de nombreuses méthodes classiques d'apprentissage supervisé, telles des 
méthodes connexionnistes (chapitre 10), l'induction d'arbres de décision (chapitre 13) ou des 
méthodes par k-plus proches voisins (chapitre 15) . Il est en effet facile d'obtenir de nombreux 
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Chapitre 16 L'apprentissage de réflexes par renforcement 

exemples, et la fonction cible est généralement fixe ou peu changeante (sauf si l'environnement est 
gravement perturbé) . D 'a.utres posent plus de problèmes, comme la. fonction de politique car il est 
difficile d'obtenir des exemples à partir desquels apprendre. Dans tous les cas, il est souhaitable 
de disposer de méthodes d'apprentissage qui permettent la prise en compte incrémentale des 
exemples au fur et à mesure que l'exploration du monde les rend disponibles et qui ont la 
capacité de suivre une fonction cible changeante. 

6.2 Généralisation par approximation de la fonction d'utilité 

Nous supposons dans un premier temps que le probème de prédiction porte sur la fonction 
d'utilité sur les éta.ts : 11. L'idée est d'affiner une estima.tion de la fonction optimale 11* par des 
itérations successives d'une estimation vt au temps t en fonction de l'expérience courante de 
l'agent dans le monde. On suppose ici que les fonctions estimées Vi ne sont plus des tables de 
valeurs mais font partie d'une classe de fonctions que l'on supposera paramétrée par un vecteur (}. 
Cela signifie que la fonction estimée Vi dépend entièrement de Ot variant d'un instant t au suivant. 
L'une des nouveautés par rapport à un problème de régression classique est que l'apprentissage 
s'opère ici en ligne avec des exemples issus d'une distribution dépendant de l'action de l'agent et 
non d'une distribution d'exemples indépendamment et identiquement distribués (i.i.d.) comme 
c'est le cas général en induction. 
Typiquement, l'estimation V, peut être réalisée par un réseau connexionniste dont les poids 

sont réglés en cours d'apprentissage, ou par un arbre de décision. Dans ce dernier cas, le vecteur 
Ot décrit les branchements de l'arbre appris. 
Les exemples servant à l'apprentissage dépendent des méthodes de prédiction de gain utili

sées. Par exemple, il est courant de prendre l'estimation de gain calculée selon la méthode des 
différences temporelles : s i--. r + 'Y vt ( s ' ) .  
L'utilisation de méthodes de généralisation pose plusieurs questions : 
1 .  L'application d'une méthode de généralisation dans l'espace des états signifie que l'observa

tion d'une situation ou d'une séquence de situations particulière entraîne la modification de 
l'estimation de l'utilité non seulement pour la situation concernée mais aussi pour d'autres 
situations. Existe-t-il des garanties que cette méthode converge ? Et si oui, converge-t-elle 
vers la. fonction d'utilité optima.le, 11* dans le cas de la. fonction d'utilité définie sur les 
états? 

2.  Les méthodes itératives d'amélioration de politique entremêlant phases d'évaluation et 
phases d'amélioration peuvent-elles encore s'appliquer avec des garanties de convergence 
vers la politique optimale ? 

3. Les techniques d'exploration €-gloutonnes continuent-elles à être efficaces pour, d'une cer
taine manière, échantillonner l'espace des exemples ? 

4. Quelle mesure d'erreur utiliser pour évaluer la performance de l'approximation de la fonc
tion d'utilité ? Est-il encore approprié d'utiliser la mesure d'erreur quadratique qui est 
employée pour la régression ? 

Au moment de la rédaction de cet ouvrage, ces questions font l'objet de recherches et n'ont 
pas encore de réponses définitives. Répondre aux deux premières questions est d'autant moins 
facile que l'apprentissage par renforcement implique souvent à la fois un apprentissage de type 
incrémental capable de prendre en compte les exemples a.u fur et à mesure de leur arrivée, mais 
aussi un environnement qui peut évoluer au cours du temps. De plus, sans même avoir affaire 
à un environnement changeant, les exemples eux-mêmes évoluent du fait qu'ils correspondent 
souvent à des évaluations de gain qui sont adaptatives, comme c'est le cas par exemple pour la 
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méthode des différences temporelles. Les problèmes de convergence et de vitesse de convergence 
sont clone encore plus aigus que pour l'induction classique. 
De nombreux travaux ont été publiés concernant des expériences d'apprentissage par renfor

cement avec généralisation : Boyan et Moore [B1vl95aJ ont utilisé des méthodes de plus proches 
voisins dans une approche d'itération de valeur ; Lin [Lin91J a mis en œuvre un réseau connexion
niste avec apprentissage par rétropropagation de gradient pour apprendre la fonction d'utilité 
Q(s , a) dans le Q-learning ; Watkins [Wat89] , toujours dans le cadre du Q-lea.rning, a utilisé 
la technique de CMAC (Cerebellar Madel Articulatory Controller) due à Albus [Alb75, Alb8lj) 
(voir la section 6.3) et a été suivi par de nombreux autres chercheurs ; Tesauro [Tes95J a utilisé 
un réseau connexionniste pour apprendre la fonction V(s) dans le cas du jeu de Backgarnmon et 
Zhang et Dietterich [ZD95] ont utilisé un réseau connexionniste dans une technique de différence 
temporelle TD(>.) pour apprendre des stratégies d'ordonnancement de tâches pour des ateliers. 
Dans l'ensemble, même si des résultats spectaculaires ont été rapportés, des interférences 

pernicieuses sont observées entre la mise à jour adaptative des valeurs <l'utilité et l'apprentissage 
par généralisation. En effet, alors que dans les environnements discrets avec maintien de tables 
de valeurs, il existe des garanties que toute opération qui met à jour la valeur d'utilité (selon 
les équations de Bellman) ne peut que réduire l'erreur entre la valeur courante estimée et la 
valeur optimale, de telles garanties n'existent plus dans le cas continu avec des techniques de 
généralisation. Il semble en particulier que les méthodes de différences temporelles à plusieurs 
pas ne soient pas appropriées dans les méthodes de généralisation, et qu'il faille réexaminer les 
méthodes d'évaluation locales de valeur cl 'utilité dérivées des équations de Bellrnan. Boyan et 
Moore, par exemple, ont les premiers attiré l'attention sur ce problème en 1995 [BM95aj en 
donnant des exemples de fonctions d'utilité dont l'erreur croissait de manière arbitrairement 
grande par l'utilisation de techniques de généralisation. Certaines solutions ad hoc pour des 
classes de problèmes particulières ont été proposées, mais elles ne conduisent généralement qu'à 
des optima locaux. La question des conditions nécessaires et suffisantes pour la convergence dans 
le cas de l'utilisation de méthodes de généralisation de fonctions d'utilité reste donc ouverte. 
Parmi les causes potentielles de problèmes figure le fait que lors de l'apprentissage par ren

forcement, les exemples utilisés pour l'apprentissage résultent d'un échantillonnage qui reflète 
la politique courante, laquelle n'est pas la politique optimale cible. Il semble que les méthodes 
d'exploration classiques, telles que la méthode .::-gloutonne, ne soient pas adaptées à cette situa
tion. Là encore, des recherches sont nécessaires pour mieux comprendre les interactions entre 
échantillonnage, apprentissage et amélioration de politique. 
Finalement, la question de la mesure d'erreur à utiliser pour la généralisation a été soulevée. 

En effet, contrairement à la tâche de régression pour laquelle l'écart quadratique est approprié, 
l'apprentissage par renforcement vise moins à approximer correctement les fonctions d'utilité qu'à 
fournir la meilleure politique. Ce qui compte n'est pas l'écart à la fonction optimale d'utilité, 
mais le fait que l'estimation d'utilité conduise bien à ce que la meilleure politique soit choisie. Il 
s'a.git donc de respecter l'ordre relatif des politiques afin que la meilleure, rr* ,  soit en tête. Nous 
verrons dans la section 6.4 que cela a conduit récemment à réexaminer l'ensemble du problème. 
Étant données toutes ces interrogations, les deux approches par estimation de fonction les 

plus employées actuellement reposent toutes les deux sur une technique de descente de gradient 
pour réduire l'écart quadratique entre les valeurs estimées à l'instant t et la cible courante, par 
exemple celle rapportée par la méthode de différences temporelles. 

• La première approche consiste à utiliser un réseau connexionniste (généralement un percep
tron multicouche) comme réalisation d'un vecteur de paramètre Ot en le modifiant par une 
technique de rétropropagation de gradient selon une formule telle que la suivante (ici pour 
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Chapitre 16 L'apprentissage de réflexes par renforcement 

la fonction cl 'utilité V )  

(16.23) 

où v1 représente la cible, c'est-à-dire l'estimation courante de V"(s1 ) ,  et a est un pas d'ap
prentissage décroissant. 

• La seconde approche consiste à utiliser une combinaison linéaire de n fonctions de base pour 
approximer la fonction cible. L'ensemble des fonctions de base <I>(s )  = {</>1(s) ,  . . .  , </>,.(s)} 
est défini sur l'espace t: des états. L'approximation de la. fonction d'utilité correspond à la 
formule : ,, 

Vi(s) = 9/ <T? (s) = L: B1(i) </>i(s) (16.24) 
i=l 

Dans ce cas, le gradient de la fonction Vi par rapport à 91 devient : \l o, Vi(s) <I>(s). Cette 
règle a l'avantage d'être simple et de conduire à un seul optimum. Comme de plus elle est 
assez efficace en termes de données et de calculs, elle a la faveur de nombreux chercheurs et 
praticiens. 
Une approche duale consiste à apprendre non pas la combinaison de fonctions de base, mais 
à apprendre ces fonctions de base elles-mêmes. Souvent cela correspond à apprendre des 
voisinages dans l'espace. Ces méthodes font l'objet de la section suivante. 

6.3 Méthodes de généralisation par partition de l'espace 

L'idée de ces méthodes est de décider de la réponse en un point (par exemple l'utilité associée 
à un état, ou à un couple (état, action)) en fonction des valeurs connues dans son voisinage. 
L 'apprentissage consiste dans ce cas à définir le voisinage en chaque point. Le chapitre 15 traite 
ce problème en général, nous indiquons donc ici seulement les grandes approches testées en 
apprentissage par renforcement. 

• Techniques var couverture de voisinages uniformes. L'idée est d'associer à chaque point dont 
la valeur est connue un voisinage, par exemple une boule (voir la figure 16.5). La valeur d'un 
point inconnu est décidée en fonction des voisinages, par exemple des boules, dont elle fait 
partie. On utilise souvent une fonction linéaire des valeurs des boules dont le point fait 
partie. On peut modifier la densité des boules, ou bien leur forme, ce qui revient alors à 
rendre non linéeaire l'approximation. 

FIG. 

X y 

16.5: La valeur cherchée au voint X (var exemvle V(X))  dévend des valwrs des voints Y 
dont les voisinages incfoent X (d'après /SB98/, p.203). 

• Techniques par partition adaptative de l'espace. Une idée qui a fait l'objet de travaux récents 
consiste à définir adaptativement une partition de l'espace. Dans ce cas, chaque partition 
est exclusive des autres, et la valeur d'un point est celle associée à la partition à laquelle il 
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556 PARTIE 4 Apprentissage par approximation et interpolation 

appartient (voir figure 16.6).  La granularité de la partition est d'autant plus fine que la valeur 
estimée connaît des variations importantes, dans un esprit similaire à une décomposition en 
éléments finis. Le lecteur est invité à se reporter par exemple à [M A95, MM99, ReyOO]. 

FIG. 16.6: Sur cet exemple où l 'on suppose qtte l'espace des états est bidimensionnel, la partition 
de l'espace est à granularité variable, d'autant plus fine qtte les variations de la fonction 
e.stimées sont importante.s. 

• Techniques par utilisation de fonctions noyait. Les fonctions noyau permettent de définir un 
voisinage variable autour des points. Une fonction radiale typique est la fonction gaussienne 
dont la variable est la distance entre le centre c et le point s : 

(16.25) 

Ces fonctions de voisinage présentent l'avantage d'être adaptatives et différentiables, d'où 
leur emploi fréquent . 

• Approches hiérarchique.s. Une approche pour essayer de faire face à la malédiction de la 
dimensionalité est de les traiter comme des hiérarchies de problèmes d'apprentissage avec des 
granularités croissantes. Par exemple, l'une des méthodes employées consiste à utiliser une 
hiérarchie sous forme de porte logique (voir figure 16.7). Chaque boîte reçoit une description 
de l'environnement et prescrit un comportement, la porte choisit lequel est effectivement 
appliqué. L 'apprentissage peut alors consister à apprendre les boîtes ou bien le critère de 
sélection de la porte. 
En approfondissant, il devient intéressant de voir s'il est possible de décomposer un com
portement en tâches indépendantes, ou quasi indépendantes, et de structurer un problème 
en fonction des interrelations entre sous-problèmes. Cela ouvre la voie à l'intégration de 
plusieurs comportements, qu'ils soient issus de plusieurs types ou niveaux de descriptions, 
ou qu'ils résultent d'univers multiagents. L'article [DieOO] constitue un bon point d'entrée 
pour la littérature consacrée à cette approche. 

6.4 Méthodes directes d'apprentissage de politique 

Les difficultés liées aux méthodes de généralisation pour approximer les fonctions d'utilité, 
concernant en particulier la convergence, non garantie, et la qualité de l'approximation, parfois 
très mauvaise, ont relancé l'idée d'opérer une recherche directe dans l'espace des politiques plutôt 
que de passer par l'apprentissage de fonctions d'utilité. Au lieu de chercher à minimiser un écart 
quadratique par rapport à la fonction d'utilité vraie, le principe consiste à exprimer les politiques 
comme des fonctions paramétrées, par un vecteur (), et à chercher une valeur de () correspondant 
à une politique optimale, c'est-à-dire maximisant l'espérance de gain E" (Rt). 
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FIG. 16. 7: Une hiérarchie organisée sous forme de porte logique. 

Pour ce fa.ire, on passe généralement par une expression paramétrée par B de l'estimation 
de gain, noté ry(B) , et on opère ensuite une descente de gradient pour trouver la valeur de B 
maximisant cette expression. Les difficultés de cette approche sont nombreuses. La première est 
d'évaluer précisément l'espérance de gain 17(6). La seconde consiste à trouver une paramétrisation 
pratique de la politique, et donc du gain. Un réseau connexionniste multicouche est souvent utilisé 
à cet effet. La troisième concerne la possibilité d'utiliser une technique de descente de gradient 
sur ry( B) . Cette fonction est rarement différentiable, et il faut donc avoir recours à des astuces 
permettant de reformuler le problème. Finalement se pose l'éternel problème de la combinaison 
entre évaluation de l'espérance de gain et amélioration de la politique. L'approche par recherche 
directe de politique n'est donc pas évidente, mais elle connaît actuellement un vif intérêt (voir 
par exemple [BM99, BaxOO, GUOO, Wil92b]). 
Nous donnons ici des éclairages ponctuels sur des pistes étudiées actuellement. 

6.5 Les méthodes « actor-critic » 

Les méthodes « actor-critic » séparent la partie fonctions d'évaluation et de prédiction ( critic) 
de la partie politique ou choix de l'action (actor). La partie actor associe une action à un état 
d'une manière probabiliste. Le critic correspond à la fonction d'utilité conventionnelle qui associe 
le gain espéré aux états. Ainsi, le critic résout un problème de prédiction, tandis que !' actor résout 
un problème de contrôle. 
Lorsque le critic et l'actor utilisent la même fonction d'utilité, pour prédire le gain et pour 

sélectionner la prochaine action, on retrouve les méthodes d'apprentissage par renforcement 
telles que TD-learning. Mais il est possible d'envisager que l'actor utilise un espace de politique 
différent, ne reposant pas sur les critères utilisés par le critic. Dans ce cas, celui-ci est utilisé 
pour fournir une évaluation de la qualité instantanée de la politique, et surtout, de fournir des 
informations permettant de mettre en œuvre une méthode d'optimisation par gradient de la 
politique. 
L'un des intérêts de ce découplage est de permettre l'utilisation d'un espace de politiques choisi 

pour ses qualités propres. 

6.6 Apprentissage par renforcement bayésien 

Dans l'apprentissage par renforcement bayésien développé récemment, le but est de trouver une 
approche bien fondée au problème de l'exploration en représentant explicitement l'incertitude des 
renforcements, des modèles de transitions entre états et des fonctions de valeurs. Une distribution 
de probabilité est ainsi définie sur l'espace des modèles décisionnels de !vlarkov (MDP) , au lieu de 
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ne maintenir qu'une seule estimation de vraisemblance maximale. Cette distribution est utilisée 
pour choisir l'action d'utilité attendue maximale. 
La difficulté principale de cette approche est de définir une distribution a priori sur l'espace 

des rvID P. 
Pour plus de détails, nous renvoyons le lecteur à un papier fondateur sur ce sujet [WFRTOO]. 

7. Contrôle optimal par recherche arborescente et algorithme UCT 

Le problème du contrôle optimal consiste à déterminer à chaque instant l'action qui maximise 
le gain à venir. Une approche, motivée en particulier par des applications sur les jeux, vise à 
résoudre le problème du contrôle optimal en effectuant une recherche arborescente dans un arbre 
dont la racine correspond à l'état courant du système et où les nœuds sont les états accessibles 
tandis que les arcs représentent les différentes actions possibles. Une branche de l'arbre relie le 
nœud racine à un nœud feuille de l'arbre et correspond à une séquence de coups des joueurs 
depuis une position initiale (la racine) jusqu'à une position finale. La valeur de cette branche 
est simplement la somme (éventuellement actualisée avec 'Y) des renforcements associés aux arcs 
traversés. On cherche naturellement à identifier la branche dont la valeur est la plus élevée afin 
de déterminer l'action à prendre à la racine (première action de la branche jugée optimale). 
On résout généralement ce genre de problèmes en utiliseant un algorithme de recherche dans 

l'arbre des actions possibles. L'algorithme alpha-beta par exemple [RN06j, développe l'arbre des 
coups possibles jusqu'à une profondeur seuil qui dépend des ressources calculatoires disponibles 
entre deux coups. Cette approche, qui est à la base des algorithmes utilisés pour les jeux tels 
que le jeux d'échec, est inopérante dans les cas où le facteur de branchement - nombre d'actions 
possibles en chaque état - est grand (supérieur à quelques dizaines) . Il devient alors nécessaire 
d'avoir une stratégie de choix des actions à envisager qui favorise des parties de l'arbre, que l'on 
espère les plus prometteuses, au dépend des parties jugées les moins intéressantes. On se trouve 
à nouveau devant le fameux compromis exploration v.s. exploitation. 
L'algorithme UCB (pour Upper Confidence Boiinds), introduit en 2002 par Peter Auer, Nicolo 

Cesa-Bianchi et Paul Fischer [ACBF02], résout ce compromis en choisissant à chaque tour, parmi 
toutes les actions possibles, celle qui maximise la somme d'un terme d'exploitation (moyenne 
des gains obtenus en choisissant cette action) et d'un terme d'exploration (terme de variance 
d'autant plus élevé que cette action a été choisie peu souvent dans le passé). On obtient ainsi un 
compromis tel que lorsque l'on joue un grand nombre de fois, la probabilité de choisir un autre 
bras que le bras optimal tend vers zéro avec une vitesse de convergence optimale (en ln n/n où 
n est le nombre de parties jouées). Contrairement à l'algorithme alpha-beta (ou à MinMax dont 
il découle) , UCB choisit l'action qui peut être la meilleure (selon la moyenne augmentée de la 
largeur de l'intervalle de confiance). On parle de stratégie optimiste dans l'incertain. 
Plus précisément, ces algorithmes dérivent de recherches sur le problème du bandit multi

bras (extension du bandit à deux bras présenté en section 1.5).  Un problème de bandit à K 
bras est défini par des variables aléatoires Xi,n avec i � i � K et n � 1, où i est le numéro 
d'un « bras » et n dénote l'instant considéré. Les tirages successifs du bras i rapportent des 
renforcements Xi,1 , Xi,2, . . .  indépendants et identiquement distribués selon une loi de moyenne 
µi. Une stratégie d'allocation est un algorithme déterminant le bras à jouer à l'instant n + 1 en 
se basant sur la séquence des bras déjà tirés et des renforcements observés. Soit Ti (n) le nombre 
de fois où le bras i a été tiré durant les n premiers instants. Le regret associé à la stratégie est 
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alors défini par : 

/{ 

µ*n - µj I: IE[Tj(n)] 
.i=l 

où * def 
µ = max µ,i l S i:::; K 

Le regret est ainsi l'espérance de perte due au fait que la stratégie d'allocation ne joue pas 
systématiquement le meilleur bras. Lai et Robbins [LR85] ont proposé en 1985 une stratégie 
cl 'allocation selon laquelle le bra.s optimal est joué exponentiellement plus souvent que les autres. 
Ils ont montré de plus que le regret obtenu à l'aide de cette stratégie est le meilleur possible. 
Cette stratégie associe une valeur appelée indice de confiance supérie'ur à chaque bras. Des 
travaux ultérieurs ont simplifié le calcul de cet indice qui se base sur l'histoire passée des tirages. 
L'algorithme UCB (dans sa version la plus simple) est esquissé dans l'algorithme 30. 

Algorithme 30 : Algorithme UCB 

début 
Initialisation : Jouer chaque bras une fois 
répéter 

Jouer le bras j qui maximise Xj + J ��('n) où .7;j est le renforcement moyen obtenu en 
jouant le bras j, Tj (n) le nombre de fois où le bras j a été joué et n le nombre total 
de tirages jusque là. 

jusqu'à Fin du jeu 
fin 

D'autres stratégies de type UCB ont été proposées [ACBF02J. 
L'algorithme UCB ne peut cependant pas être utilisé tel quel dans le cas où les gains peuvent 

subvenir bien après l'action choisie. L'algorithme UCT (pour Upper Confidence bounds in Trees) 
[KS06j utilise U CB de façon récursive pour estimer la valeur des nœuds et de la racine dans 
l'arbre des coups possibles. À chaque nœud exploré de l'arbre est associé un algorithme de type 
UCB sélectionnant la prochaine action à entreprendre. Le choix d'une séquence d'actions est ainsi 
décomposé en un ensemble de problèmes plus simples selon une méthode de type Monte-Carlo 
dans laquelle les branches les plus prometteuses sont explorées en priorité. 
Dans ses grandes lignes, l'algorithme UCT développe et explore l'arbre de manière asymétrique 

en réalisant un compromis entre l'exploration des branches qui semblent les meilleures compte 
tenu des feuilles déjà explorées et l'exploration des branches encore mal connues. Des épisodes sont 
lancés depuis la racine jusqu'à des feuilles. En chaque nœud rencontré, s'il reste des successeurs 
non explorés, l'algorithme en choisit un aléa.toirement. Si tous les nœuds fils ont déjà été visités au 
moins une fois, l'algorithme choisit le nœud n maximisant la. valeur UCB de j. Quand une feuille 
est atteinte, sa valeur est intégrée dans la valeur moyenne des nœuds traversés (voir algorithme 
32). 
Plus précisément, l'algorithme UCT engendre itérativement des épisodes et retourne l'action 

associée au plus haut gain moyen observé. Les épisodes sont engendrés par la fonction Explorer 
qui sélectionne et effectue des actions récursivement jusqu'à ce qu'une condition de terminaison 
soit satisfaite : soit que l'état atteint est une feuille, soit que la profondeur limite ait été atteinte. 
Dans la fonction MiseAJottr, le gain total QucT(s, a) est utilisé pour ajuster la valeur estimée 
pour la paire (état, action) à la profondeur donnée, et le nombre de visites de la paire (état, action) 
est augmenté de 1. Soit s1 , a1, s2, a2,  . . .  , ST la séquence d'états et d'actions correspondant à un 
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0 ·1 ·1 

FIG. 16.8: On S'uppose ici q'ue l'arbre exploré à l'instant t est cel'ui de gauche. Les feuUles h, k et o ont 
été atteintes. De ce fait le nœ·ud b est affecté d'une vale·ur UCB de -1/2 + J (2 ln 4)/2 � 
0.677. De même, on a UCB(c) = - 1  + )2(\n 4)/1 >:;:: 0.665. Donc UCB(b) > UCB(c) et b 

est par conséquent choisi po·ur exploration ultérie·ure. Comme UCB(d) = 0 + V2(1n 4)/1 > 

UCB(e) = - 1  + )2(1n 4)/l,  le nœ'ud d est choisi. Puisque la branche passant par i n'a 
pas encore été explorée, elle est sélectionnée. La valeur de La feuille correspondante, -1, est 
remontée pour mettre à jour les vale-urs de ses nœuds ancêtres : V ( d) = (0 - 1 )  /2 = - 1 / 2 ;  
V(b) = [2(-1/2) - l]/3 = -2/3 ; V(a) = [:3(-2/3) - 1]/4 = -3/4. O n  voit sur ce petit 
exemple, que l'algorithme UCT a tendance, au début, à se comporter comme ·un algorithme 
d'exploration en largeur d'abord /RN06j, p·uis à se concentrer petit à petit vers les branches 
ciyant mené à des parties (simulées) gagnées. Glob(ilement, les vcileurs remontées convergent 
vers les Vltleurs MinM ax des nœuds correspondants. 

Algorithme 31 : Algorithme UCT (état) 

Fonction M eillwreAction( état, profondeur) : Booléen 
Résultat : MeilleureAction( état,O) 
début 

répéter 
1 Explorer (état ,0) 

jusqu'à Temps é1JUisé 
fin 

épisode exploré par UCT à partir de s1. Chaque paire (état, action) est alors mise à jour selon :  

(16.26) 

(16.27) 

où Rr est le gain cumulé mesuré depuis (st> at ) . Pour les paires (état, action) jamais rencontrées 
jusque-là, on initialise par : n(st , at )  = 1 et Qucr(stiat) = Rt· 
La performance de l'algorithme est essentiellement déterminée par la fonction selectAction qui 

choisit les actions à essayer. Pour ce choix, l'algorithme UCT utilise la technique UCB . 
Chaque choix d'action, pour chaque nœud s exploré, est traité comme un problème de bandit 

multi-bras indépendant . Un bras correspond à une action a possible et le gain associé au gain 
cumulé mesuré (jusque-là) des chemins explorés partant du nœud : Qucr(st, at,  d) (où d est la 
profondeur du nœud s). Le bras (action) associé à la plus grande valeur de Qucr(st , al > d) + 

C \/ ln( n(st)) est sélectionné, où C > 0 est une constante appropriée, n( St ) est le nombre de fois où n a. ,. ,St 
le nœud s a  été exploré à l'instant t, et n(at, St ) Je nombre de fois où l'action at a été sélectionnée 
dans l'état St à t .  
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Algorithme 32 : Fonction Explorer (état, profondeur) 

Résultat : q (valeur de l'état) 
début 

fin 

si Tenninal(état )  alors retourner 0 
si Feuille(état) alors retourner Evalue (état) 
action := selectAction (état, profondeur) 
( étatSuivant, renforcement) := ActionSimulée (état, action) 
q := renforcement + /  Explorer (étatSuivant, profondeur + 1) 
MiseAJour (état, action, q, profondeur) 

L'algorithme UCT pose certains problèmes théoriques. Ainsi, l'indépendance des gains d'un 
coup au suivant n'est pas assurée puisque les valeurs des trajectoires issues d'un nœud dépendent 
des coups joués ensuite. Or cette indépendance est requise pour la convergence de l'algorithme 
UCB vers le choix optimal. Kocsis et Szepesvàri ont cependant prouvé que les valeurs des nœuds 
calculées par UCT convergent vers la valeur optimale, c'est-à-dire la valeur MinMax. De plus 
r..11 unos et Szepesvàri ont établi que la vitesse de convergence de l'algorithme U CT dépend de la 
profondeur effective de l'arbre, c'est-à-dire du nombre de coups à partir duquel les estimations 
selon l'heuristique ri.1Ionte-Carlo rejoignent la valeur Min-Max exacte. En pratique, cela signifie 
que la convergence sera assez rapide si les valeurs des nœuds sont corrélées à l'intérieur de l'arbre. 
En revanche, lorsque l'arbre ne présente pas de régularités, c'est-à-dire que le meilleur coup est 
caché dans une séquence qui semble peu prometteuse de prime abord, alors l'algorithme UCT 
est a priori peu efficace. 

8. Le cas des environnements partiellement observables 

Dans de nombreuses situations issues du monde réel, l'agent ne peut pas avoir une perception 
parfaite et complète de l'état du monde, mais doit faire face à toute une variété d'incertitudes 
sur cet état. On dit alors que l'état est « partiellement observable ». Souvent, ces observations 
incomplètes se traduisent par une ambiguïté sur l'état réel du monde dans la mesure où plu
sieurs états peuvent correspondre aux mêmes observations (le terme aliasing est fréquemment 
employé en anglais, d'où le terme « situations d'alias perceptuel » parfois utilisé en français, voir 
figure 16.9). 

Le modèle des processus markoviens est alors inapplicable tel quel. Une idée est d'essa.yer de 
remédier au manque instantané d'information par la prise en compte d'une mémoire des événe
ments passés. Des modèles à base de réseaux connexionnistes récurrents ont été expérimentés, 
mais sans qu'ils soient concluants au-delà de problèmes simples. Une autre approche consiste à 
prendre explicitement en compte l'incertitude sur les états. C'est ce que permettent les modèles 
de Markov cachés ou POMDPs (Partially Observable Markov Decision Processes). 

Dans ces modèles, on introduit un nouvel espace n, celui des observations, avec les probabilités 
Ot(ols )  associées d'observer o quand l'état est s ,  et b0 une distribution de probabilité initiale sur 
les états. Afin de calculer, et d'optimiser, l'espérance de gain associée à une politique, il faut 
relier les états, les renforcements (correspondants aux transitions entre états) et les probabilités 
de transition entre états aux observations ou plutôt aux informations dont dispose l'agent. En 
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562 PARTIE 4 Apprentissage par approximation et interpolation 

FIG. 16.9: Un labyrinthe, dit de Lanzi, dans lequel mi agent qui ne perçoit qv,e les 8 cases l'en
tourant ne veut distinguer que les états S6, 87, SB et S9. En revanche, les états 83_ l 
et 83 _ 2 ne sont pas distinguables. 

général, il n'est pas possible de trouver la politique optimale pour un POMDP en utilisant uni
quement l'observation courante <>t · Il faut extraire suffisamment d'information des observations 
passées pour définir des informations dites suffisantes (au sens des statistiques suffisantes) et 
des états estimés, et, ensuite, pouvoir définir une politique optima.le. En pratique cependant, les 
algorithmes existants sont limités à des espaces d'états très restreints et à des horizons temporels 
très limités. L'espace des états estimés croît en effet très vite, et, plus encore, la fonction de 
valeur à estimer, linéaire par morceaux, demande un nombre exponentiel de paramètres pour sa 
représentation. 

Parmi les pistes explorées pour dépasser ces limitations, on peut citer l'apprentissage directe
ment dans l'espace des politiques, sans passer par des fonctions de valeur. On peut ainsi explorer 
un espace de politiques paramétré en utilisant une descente de gradient. Une autre approche 
récente se base sur la notion de représentations var états prédictifs (PSR ou Predictive State 
Representation en anglais) .  Ces représentations sont liées aux probabilités de réalisation de cer
taines trajectoires dans le futur. Des algorithmes d'apprentissage sont en cours de développement 
pour découvrir ces PSR (souvent associées à des états critiques (e.g. portes, obstacles) de l'envi
ronnement) et pour apprendre leurs probabilités de réalisation ISLJ+o3, ABT07j. 

Pour de plus amples détails, nous reportons le lecteur à l'ouvrage récent en deux volumes 
[SB08, BS081. 

9. Exemples d'application 

Il n'est pas question de fournir un panorama complet des domaines d'application des méthodes 
d'apprentissage par renforcement. Nous nous contentons donc de présenter rapidement quelques 
exemples pour lesquels il est facile de trouver davantage de détails clans la littérature scientifique. 

9.1  Le TD-Gammon 

Bien que l'apprentissage par renforcement ne se prête pas naturellement au domaine du jeu 
car l'environnement, commandé par l'adversaire, n'est pas stationnaire, il y a eu de nombreuses 
tentatives de systèmes d'apprentissage pour des jeux divers. La plus ancienne application réussie 
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Chapitre 16 L'apprentissage de réflexes par renforcement 

est celle du jeu de dames américain10 due à Samuel en 1959 [Sam59l. Le programme apprenait 
une fonction d 'évaluation V (s) représentée par une fonction linéaire cl 'un certain nombre de 
facteurs déterminés par Samuel. Il employait un mécanisme d'apprentissage similaire à celui de 
l'algorithme d'itération de va.leur, des différences temporelles et du Q-learning . 

Une autre succès plus récent est celui de Tesauro dans le domaine du backgammon [Tes92, 
Tes94, Tes95]. Ce jeu comporte environ 1020 états, ce qui rend impossible une méthode basée 
sur une table d'états. Il faut donc utiliser une méthode de généralisation clans l'espace des états. 
Tesauro a employé un perceptron multicouche (voir chapitre 10) à une couche cachée avec ap
prentissage par rétropropagation de gradient, pour réaliser un système d'estimation de la fonction 
de valeur : 

Position sur le jeu ----. Probabilité de victoire pour le joueur courant 

Une première version de base de l'algorithme appelé TD-GAMMON ne comportait aucune 
connaissance spécifique du domaine, tandis que les versions ultérieures (TD 1.0, TD 2.0, TD 
2.1) utilisaient des connaissances propres à certaines positions de jeu. Pour toutes ces versions, 
l'apprentissage fut réalisé par simulation de jeu de l'ordinateur contre lui-même. Remarquable
ment, aucune stratégie d'exploration n'était utilisée et l'algorithme choisissait toujours le coup 
apparemment le meilleur. Cela ne pose pa.s de problème au backgammon car les situations de 
jeu obtenues dépendent en partie d'un tirage aux dés ce qui suffit à garantir que tous les états 
seront visités. De plus, il s'agit d'un jeu dans lequel les parties terminent en un temps fini, ce 
qui assure que des renforcements sont reçus assez fréquemment. Les résultats obtenus par les 
différentes versions de TD-GAMMON sont résumés dans le ta.bleau suivant : 

Parties jouées en Cellules sur la. 
Résultats apprent issage couche cachée 

Version de 
Médiocre base 

TD 1.0 300 000 80 Battu de 13 points en 51 
matches 

TD 2.0 800 000 40 
Battu de 7 points en 38 
ma.tches 

TD 2.1 1 500 000 80 
Battu d'un point en 40 
matches 

TD-GAMMON se place parmi les meilleurs joueurs mondiaux. 

9.2 Le jeu de Go 

Le Go est un jeu à deux joueurs cl 'origine chinoise. Deux ad versa.ires placent à tour de rôle 
des pions blancs ou noirs sur les intersections d'un tableau appelé go-ban de dimension normale 
19 x 19, mais qui se joue aussi sur des plateaux de dimensions plus réduites (9 x 9 ou 13 x 13). 
Tl s'agit d'un jeu à information complète car il n'y a pas de hasard et chaque joueur connaît à 
chaque instant toutes les possibilités de jeu. Le vainqueur est le joueur ayant réussi à délimiter 
un territoire plus vaste que celui de son adversaire (voir figure 16.2). 

Ce jeu est l'un des derniers grands jeux (avec le pocker par exemple) pour lesquels les ex
perts humains restent très supérieurs à la machine. En ce qui concerne le Go, deux raisons au 

1 ° Contrairement au jeu de dames joué en Europe continenta.le, le jeu de da.mes nord-a.méricain (checkers) se joue 
sur un da.mier de 8 x 8 cases. De plus certaines règles de prise sont différentes. 
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moins peuvent être invoquées. D'une part, on n'a pas, jusqu'à présent (en 2008), trouvé de fonc
tion d'évaluation d'un Go-ban satisfaisante, qui reflète assez fidèlement la force d'une position. 
D 'autre part, le facteur de branchement du jeu, de l'ordre de 200 en milieu de partie, excède le 
facteur de branchement de jeux comme les échecs (de l'ordre de 30 environ) et ne se prête pas 
facilement à des approches traditionnelles comme l'algorithme alpha-beta qui suppose une explo
ration complète (même si des élagages sont recherchés) de l'arbre de jeux jusqu'à une profondeur 
seuil. 

À ces deux obstacles, l'approche UCT permet de don-
ner une réponse. La première idée est de remplacer l'élusive 
fonction d'évaluation de position par une exploration par 
échantillonnage de Monte-Carlo de parties possibles jusqu'à 
leur conclusion. Ainsi, chaque partie jouée permet cl 'obte
nir un résultat sûr (perte ou gain). C 'est la moyenne de 
gain de ces parties qui joue alors le rôle de fonction d'éva
luation. Par ailleurs, c'est la deuxième idée, au lieu d'une 
exploration complètement aléatoire, l'approche UCT (voir 
section 7) permet de concentrer les explorations vers les ré
gions les plus prometteuses de l'arbre de jeu. Finalement, un 
avantage de cette technique est d'être intrinsèquement any
time, c'est-à-dire de pouvoir fournir une réponse à n'importe 
quel instant, cette réponse s'affinant avec le temps imparti. 

Les systèmes de jeu de Go les plus performants actuels 
utilisent la technique UCT. C 'est le cas par exemple de 

1 1 �r ---( 'JI: ..,. x:;>-1-_l..t ,... ..,. 

=� ">--
-K 

y"y -H K) TT 1 y -K,. 1 1 1 

TAB. 16.2: Exemple de .situation de 

jeu de Go. 

t\foGo [GS07j, qui a remporté le 26 mars 2008 la première victoire homologuée, non-blitz, oppo-
sant une machine à un maître du Go ! 

9.3 Applications au contrôle et à la robotique 

Si les applications de l'apprentissage par renforcement sont de plus en plus nombreuses, elles 
restent encore du domaine de l'art autant que de la science. C 'est pourquoi il est intéressant 
avant de se lancer dans un problème d'étudier ce qui a été fait pour des problèmes connexes. 
Sans chercher, ni pouvoir, être exhaustifs, nous citons ici des travaux remarquables dans le 
domaine du contrôle et de la robotique. Les références associées fournissent un point de départ 
pour explorer la littérature sur ce thème. 

Le contrôle et la robotique se prêtent bien à l'apprentissage par renforcement car il s'agit 
d'applications souvent difficiles à programmer complètement, dans lesquelles l'information n'est 
disponible que lors du fonctionnement de manière incrémentale et dans un environnement parfois 
changeant. Parmi les applications les plus spectaculaires, on compte le robot jongleur de Schaal 
et Atkeson [SA94j. Ce robot comporte deux bras commandés par un système à trois degrés de 
liberté. Il prend une décision d'action toutes les 200 ms et doit tenter de maintenir en l'air une 
sorte de pendule inversé. 

Une autre application concerne des robots mobiles devant pousser des boîtes d'un endroit à un 
autre dans des pièces [MC91J. Ce problème se caractérise par de grandes incertitudes sur l'effet 
des a.ctions. L'approche utilisée employait une décomposition hiérarchique des tâches en sous
tâches. Une application similaire [Mat94j impliquait quatre robots mobiles devant rassembler 
des disques. Outre l'immense espace cl 'états impliqués, la tâche se caractérise par des problèmes 
de contrôle distribué, de communication et, éventuellement, par le partage des connaissances 
apprises. 
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Chapitre 16 L'apprentissage de réflexes par renforcement 

L'apprentissage par renforcement a été également employé avec succès dans une tâche de 
contrôle de plusieurs ascenseurs dans un immeuble de dix étages. L'objectif est de minimiser la. 
moyenne du temps d'attente des utilisateurs. L'approche utilisée avec du Q-learning et un esti
mateur dans l'espace des états à l'aide d'un réseau connexionniste a donné d'excellents résultats 
comparés à l'état de l'art. 

D 'autres applications incluent l'optimisation du remplissage de conteneurs, l'a.llocation dy
namique de canaux pour les téléphones cellulaires [SB97j et l'ordonnancement de tâches pour 
l 'installation et le test de charges pour la navette spatiale [ZD95, Zha96j . 

10. Bilan et perspectives 

L'apprentissage par renforcement s'intéresse au problème général se posant à un agent devant 
apprendre à choisir ses actions dans le but d'accroître son espérance de gain à long terme. La 
structure de son environnement étant généralement supposée inconnue, l 'agent doit apprendre à 
partir de ses interactions avec le monde. 

Dans les approches fondées sur les fonctions d'utilité, l'agent cherche à apprendre l'utilité de 
chaque état ou de chaque paire (état, action) . Il sélectionne alors l'action associée à l'utilité maxi
male. Si la fonction d'utilité estimée est exacte, cette approche conduit à la politique optimale 
sous des conditions très générales [SB98, BT96]. Cependant, pour la plupart des problèmes du 
monde réel, il est impossible de représenter les fonctions d'utilité exactement, en particulier avec 
des tables de valeurs. L'agent doit alors chercher une bonne approximation de la fonction d'utilité 
au sein d'une classe restreinte de fonctions (par exemple sous la forme d'un réseau connexionniste 
ou d'une classe de fonctions noyau) .  Cette approche a permis l'obtention de succès remarquables 
dans l'apprentissage de jeux (jeu de dames [Sam59], backgammon [Tes92, Tes94], jeu d'échecs 
[BTWOO]) , dans le domaine de l'ordonnancement de tâches [ZD95] et dans l'a.lloca.tion dynamique 
de canaux de communication [SB97]) . 

La combinaison entre évaluation et apprentissage par généralisation pose de sérieux problèmes 
non encore résolus. C 'est pourquoi la recherche directe dans l'espace des politiques est une option 
qui retient l'attention des chercheurs. Il faut signaler également les efforts visant à rendre moins 
empiriques les méthodes d'exploration utilisées pour échantillonner les situations [StrOOj. 

Prolongeant l'apprentissage hors politique, certains tra.vaux actuels se penchent sur l'a.ppren
tissage lorsque l'expérience porte sur un environnement qui diffère de l'environnement cible. C'est 
le cas par exemple de l'apprentissage de la bicyclette qui se fait avec une bicyclette à stabilisa
teurs pour lequel les contraintes sont différentes [RanOO]. Ce sera le cas éventuellement de robots 
d'exploration planétaire. 

Par ailleurs, une question essentielle porte sur l'intégration de l'apprentissage par renforce
ment, qui est de fait un apprentissage de réflexes, avec l'activité de planification qui implique un 
raisonnement de nature beaucoup plus stratégique . 

Notes historiques et sources bibliographiques 

L'apprentissage par renforcement a une longue histoire et plusieurs ascendances. L'une d'entre 
elles concerne les théories behavioristes de l'apprentissage par essais et erreurs, association et 
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566 PARTIE 4 Apprentissage par approximation et interpolation 

punitions-récompenses. Une autre réside dans les théories du contrôle optimal et des approches 
par programmation dynamique, en particulier dues à Bellman. Une autre est directement liée 
aux efforts en intelligence artificielle pour simuler des souris cybernétiques, apprendre à jouer au 
tic-tac-toe ou aux dames, ou encore modéliser certains apprentissages au niveau neuronal. 

L'idée d'utiliser une fonction associant à chaque couple (état, action) une estimation de sa 
valeur remonte à Shannon !Sha50] en 1950 qui la proposa dans le cadre du jeu d'échec. L'un 
des premiers articles influents en intelligence artificielle est celui de Minsky en 1961 llVIin61] 
dans lequel il introduisit le problème du credit assignment problem central en apprentissage 
par renforcement. Donald Michie, un disciple de Turing, explora lui aussi plusieurs méthodes 
<l'apprentissage par renforcement dont le système BOXES [MC68J qui, dans le cadre du pendule 
inversé, associe une action à chaque « boîte » dans l'espace des états. Nous citerons également 
Harry Klopf, qui dans les années 1970 fut l'un de ceux qui insistèrent sur la différence entre 
apprentissage supervisé et apprentissage par renforcement. Il introduisit les premiers éléments 
de l'idée d'apprentissage par différence temporelle, idée qui fut reprise et développée par Barto et 
Sutton dans les années 1980 et 1990. Watkins en 1989 [Wat89J réunit les approches de la théorie 
du contrôle et de l'apprentissage par différence temporelle dans le Q-learning qui eut un grand 
impact sur le domaine et aida à la propagation des idées d'apprentissage par renforcement dans 
des cercles plus larges d'utilisateurs et de théoriciens, aidé en cela par le succès de Tesauro sur le 
back-gamrnon. La dernière décennie a connu un développement exceptionnel de ce domaine de 
recherche qui est certainement appelé à connaître d'autres révolutions. 

Le compromis exploitation contre exploration est connu depuis longtemps et a été modélisé 
par le scénario du bandit à deux bras par exemple par [Bel61J qui en a fait une analyse extensive 
dans le contexte de la théorie de la décision et du contrôle adaptatif. Rolland [Hol75] l'a étudié 
également dans le cadre de l 'analyse des algorithmes génétiques afin de montrer que ceux-ci 
réalisent spontanément une allocation optimale entre explora.tion et exploita.tion. On peut aussi 
se référer à [BF85J. 

Le livre de Barto et Sutton [SB98] est un ouvrage irremplaçable pour l'étude de l 'apprentissage 
par renforcement et pour les sources historiques et bibliographiques le concernant. Un excellent 
ouvrage très à jour en français en deux tomes émanant de la communauté PDlVIIA (Processus 
Décisionnels Markoviens et Intelligence Artificielle) devrait paraître prochainement [SB08, BS08J. 
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Résumé 

L'apprentissage par renforcement concerne l'apprentissage par un agent autonome 
d'une politique optimale, c'est-à-dire de l'action la mieux adaptée à chaque situation 
envisageable pour le système décisionnel considéré. La structure de son environne
ment étant généralement supposée inconnue, l'agent doit apprendre à partir de ses 
interactions avec le monde. En particulier, aucun professeur ne lui dit quelle action 
est la meilleure à prendre dans une situation donnée et seul un signal de renforcement 
assez pauvre (un scalaire) l'informe de temps en temps de sa performance liée à ses 
décisions passées. 

Classiquement, l'apprentissage par renforcement est basé sur une fonction d'utilité. 
Divers algorithmes et structures de représentations de l'environnement ont été pro
posés pour apprendre cette fonction d'utilité dans le cadre formel des processus 
décisionnels markoviens (PDM). 

Dans ces approches, l'agent cherche à apprendre l'utilité de chaque état ou de chaque 
paire (état, action). Il sélectionne alors l'action associée à l'utilité maximale. Si  la 
fonction d'utilité estimée est exacte, cette approche conduit à la politique optimale 
sous des conditions très générales [SB98, BT96j. Cependant, pour la plupart des 
problèmes du monde réel, il est impossible de représenter les fonctions d'utilité exac
tement, notamment avec des tables de valeurs. L'agent doit alors chercher une bonne 
approximation de la fonction d'utilité au sein d'une classe restreinte de fonctions (par 
exemple sous la forme d'un réseau connexionniste ou d'une classe de fonctions noyau) . 
La difficulté est de trouver une représentation compacte assurant la convergence des 
méthodes d'apprentissage pour les PD1'"1. C'est pourquoi de nouvelles approches d'ap
prentissage plus direct de la politique sont aussi explorées. 
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Au-delà de l 'apprentissage supervisé 
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C hapitre 1 7  

Apprentissage de combinaisons 

d'experts 

Ce chapitre répond à la question de savoir comment combiner plusieurs classifica
teurs pour qu 'ils s 'entraident à résoudre le même problème d 'apprentissage supervisé. 
Plutôt que de chercher à savoir quel est le meilleur classificateur pour un problème 
donné, il est en efj"et naturel de se demander si une combinaison de plusieurs classifi
cateurs pourrait être plits efficace qiie le meilleur d 'entre eux. Une approche différente 
et complémentaire, le boosting, applique plttsieurs fois le même classificatettr, mais 
change le poids des exemples dans l'ensemble d'apprentissage. D 'autre part, certains 
algorithmes d 'apprentissage ne fonctionnent en principe que pour la séparation de 
deux classes {l'apprentissage de concept). Ce chapitre aborde aussi le problème de 
leur passage à la résolution de problèmes d'apprentissage pour un nombre quelconque 
de classes. 
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1. Principes des méthodes par combinaison 

1 . 1  Introduction 

Il est rare qu 'un décideur ait sous la main un expert omniscient et incontesté lui permettant 
d 'opérer le meilleur choix. Il n'a souvent d'autres ressources que de consulter un comité d 'experts 
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plus ou moins compétents puis de combiner leurs avis pour prendre sa décision. Mais cette 
combina.ison de décisions est-elle meilleure que la décision qu'aurait pris le meilleur expert du 
corn ité ? Peut-on s'arranger pour rendre ce comité cl 'experts de plus en plus performant ? 

Prenons un exemple non technique1 . Soit un joueur de tiercé cherchant à maximiser ses gains. 
Il connaît un certain nombre d'« experts » des courses de chevaux. Aucun d'eux n'est capable 
d'expliciter complètement son expertise, mais, interrogé à propos d'un ensemble de courses, 
chacun d'eux peut fournir des règles grossières (par exemple : « au trot attelé, il faut parier sur 
le cheval ayant gagné le plus grand nombre de courses », ou : « en courses d'obstacles, il faut 
parier sur le cheval ayant la plus grande cote » ) .  Prise isolément, chacune de ces règles est peu 
performante. On peut cependant raisonnablement penser qu'elles sont un peu meilleures que le 
hasard. De plus, si on interroge chaque expert sur des ensembles de courses différents, on peut 
obtenir plusieurs règles de ce type. Le joueur a maintenant deux questions à résoudre. D 'abord, 
quels ensembles de courses devrait-il présenter à chaque expert en vue cl 'extraire les règles les 
plus intéressantes? Ensuite, comment doit-il combiner les avis des experts pour atteindre la 
meilleure décision ? La première question concerne le choix des exemples d'apprentissage soumis 
à l'a.pprenant. La deuxième concerne la manière de combiner l'avis d'apprenants (potentiellement 
différents) entraînés sur des échantillons différents. 

Les recherches en apprentissage artificiel initiées au début des années 1990 montrent qu'il 
est possible d'atteindre une décision aussi précise que souhaitée par une combinaison judicieuse 
d'experts imparfaits mais correctement entraînés. 

1 . 1 . 1  Le méta-apprentissage 

Supposons que nous ayons une décision à prendre, par exemple une décision de classification : 
cet oiseau est-il une oie ou un cygne ? Nous savons qu'il existe plusieurs méthodes qui permettent 
d'élaborer une règle de classification par apprentissage, à partir de l'expérience donnée par des 
ensembles cl 'exemples supervisés. Disons que nous avons appris et testé un classificateur bayésien 
d'une part et un SVM d'autre part. La réponse de chacun des deux classificateurs sur un oiseau 
est un nombre réel : la probabilité P1 qu'il soit une oie pour le premier classificateur (celle qu'il 
soit un cygne vaut 1 - Pi)  et la marge M pour le second (positive quand le SVM décide que 
c'est une oie, négative sinon). 

Pour combiner les deux décisions et tirer profit de notre double apprentissage, nous pouvons par 
exemple calculer la valeur li = P1 - t+ a:M, avec 0: positif2 . Si les deux classificateurs se décident 
pour une oie (respectivement pour un cygne), V sera certainement positive (respectivement 
négative) ,  quelle que soit la valeur choisie pour o:. !viais si les deux classificateurs prennent des 
décisions contradictoires, c'est en fonction de la valeur de a que sera prise la décision finale. Il est 
donc important de choisir a avec effica.cité. On pourrait tenter de fixer sa valeur empiriquement, 
mais le mieux est certainement de . . .  l'apprendre ! Une idée simple pour le réaliser est par exemple 
de la fixer à une première valeur arbitraire, puis de la faire évoluer par descente de gradient en 
mesurant son efficacité sur un ensemble de validation . 

L'apprentissage de a est un exemple de méta-apprentissage, puisque a: n'est un paramètre ni du 
premier classificateur, ni du second, mais de leur combinaison linéaire pour obtenir un troisième 
classificateur. On dit que ü: est un méta-paramètre d'apprentissage. Remarquons que rien ne 
nous dit qu'il est effectivement possible de combiner les deux classificateurs pour en constituer 
un nouveau qui soit meilleur. Il est possible que le SVM soit tellement bien adapté au problème 

1 Repris de Freund et Schapire, les concepteurs du boosting, clans IFS99j. 2 Il serait certainement plus judicieux de calculer une telle comb.inaison linéaire entre des valeurs compara.hies 
eL donc de normaliser b marge M entre 0 et 1. M<1>is ce n'est ici qu'un exemple d'école. 
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et le classificateur bayésien tellement mal que le second ne puisse que dégrader le premier. 
D'une manière générale, le méta-apprentissage peut se définir comme l'apprentissage du ré

glage de la combinaison de programmes d'apprentissage, ou comme l'apprentissage du choix entre 
plusieurs programmes d'apprentissage. Nous traiterons dans la suite de classificateurs, ma.is il 
est possible également de procéder au méta-apprentissage en régression. Comme nous le verrons, 
pour un problème à C classes, on peut soit combiner des classificateurs partiels, qui ne savent par 
exemple que distinguer une classe d'une autre, soit combiner des classificateurs complets. On sait 
aussi multiplier les apprentissages avec le même algorithme, mais en changeant les données (plus 
exactement en changeant la distribution de probabilités des exemples dans l'ensemble d 'appren
tissage) , avant de combiner leurs résultats. Le regroupement des résultats se fait généralement 
par vote pondéré, c'est-à-dire par une combinaison linéaire des décisions suivie d'une décision 
ferme. 

Le méta-apprentissage pose des problèmes techniques et théoriques très intéressants (voir par 
exemple la référence [VD02]). Nous le voyons dans ce chapitre essentiellement sous un aspect 
opérationnel. 

1 .1 .2 Application à la classification 

Dans le problème de la classification à C classes, on peut disposer d'un certains nombre d'ex
perts spécialisés dans des tâches élémentaires consistant à prendre une décision sur deux classes, 
sans rien décider sur les autres. On peut imaginer de construire un classifica.teur très performant 
pour distinguer les caractères manuscrits 'o '  des caractères 'p ' ,  mais qui soit incompétent sur 
les 's ' ou les 'z'. De plus, techniquement parlant, il existe des méthodes d'apprentissage qui par 
nature ne savent traiter que des problèmes à deux classes : c'est le cas des SVM (en tout cas 
dans leur version classique) et des hyperplans, par exemple, comme de la plupart des méthodes 
symboliques. A pp rendre à corn biner efficacement des classificateurs à deux classes ( entra.înés sur 
des données différentes) pour résoudre un problème à C classes est un des problèmes de base du 
méta-apprentissage. 

Une autre manière d'aborder le problème est de mener l'expérience suivante : sur un ensemble 
S, supervisé par C classes, apprenons un arbre de décision et un réseau connexionniste. Ensuite, 
pour un objet de classe inconnue, observons les décisions prises par ces deux classificateurs 
et par une troisième classification par k plus proches voisins. Que conclure si les trois classes 
prédites sont différentes ? En revanche, peut-on considérer qu'une décision unanime est très 
fiable ? Combiner des classificateurs différents, mais ayant acquis leurs connaissances sur les 
mêmes données, est un autre aspect du méta-apprentissage. 

Le méta-apprentissage peut aussi consister à trouver la meilleure valeur de k pour traiter un 
problème par k plus proches voisins ou à régler l'élagage d'un arbre de décision. Comme on le 
sait, ces problèmes peuvent être abordés par l'utilisation d'un ensemble de validation (voir le 
chapitre 3 ) . 

Un autre aspect du méta-apprentissage se présente quand les données peuvent être décrites par 
plusieurs jeux d'attributs différents. Un exemple classique est de décrire une page \Veb soit par 
la fréquence des mots qu'elle utilise, soit par les adresses des pages auxquelles elle se refère (ou 
de celles qui la référencent ou des deux) . Ce cas est traité sous le nom de co-apprentissage dans 
le chapitre 19. Il est en effet un peu différent des précédents et se rapproche de l'apprentissage 
non supervisé ou semi-supervisé. 

Les paragraphes suivants mettent l'accent sur plusieurs techniques de méta-apprentissage : 
• le vote de différents classificateurs appris sur les mêmes données et son extension à l'apprenti

.ssage à deu:i; étage.s ( .stacked generalization) ; 
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• une extension du cas précédent, le codage correcte1;,r de classes, qui permet en particulier de 
corn biner des cla.ssifica.teurs à deux classes en un classificateur à C classes ; 

• le dopage, ou boosting, qui réutilise le même classificateur plusieurs fois en pondérant diffé
remment les données cl 'apprentissage avant de combiner les résultats ; 

• le bagging, qui en est une va.riante ; 
• l'apprentissage en cascade ( cascading) qui utilise différents classificateurs à la suite les uns 

des autres. 

1 .2  Rappels et notations 

Rappelons d'abord quelques notations générales qui seront utiles dans ce chapitre. Nous dis
posons d'un ensemble d'apprentissage supervisé composé de m exemples, S = {(xi,ui)}i=l ,m · 

La supervision d'un exemple est ici une classe parmi C (nous traitons seulement du problème 
de la classification ; l'extension à la régression est en général assez simple) : Ui E { l , C} .  

Les classes sont notées w i ,  . . . w ç .  Pour exprimer que ui E Wj, on a deux méthodes. La première 
consiste à définir la supervision comme un nombre entier, et dans ce cas ·ui = j équivaut à ui E Wj ; 
cette méthode ressemble à la supervision d'un problème de régression. Cependant, dans le cas 
de la classification, il est plus pratique de définir ui comme un vecteur de taille C, dont seule la 
composante j vaut + l ,  toutes les autres prenant la valeur 0 (on utilise aussi la. valeur - 1  au lieu 
de 0 ) .  

Un classificateur h E 1t produit un résultat h{xi) sur un exemple, ou plus généralement un 
résultat h(x) sur tout élément de l'espace de représentation X. Ce résultat se représente en 
général par un vecteur h de IR.0, qui peut prendre deux aspects. 

• Il peut être binaire, composé entièrement de 0 (ou de - 1 )  sauf pour une coordonnée à +l,  ce 
qui signifie que le classificateur a choisi la classe de x comme celle qui est désignée par cette 
coordonnée. C'est par exemple de cette manière que l'on peut écrire le résultat d'une décision 
par k plus proches voisins ou par un arbre de décision. Dans certains cas, il peut y avoir 
plusieurs coordonnées à + 1 ,  ce qui indique une décision ambigüe, ou toutes les coordonnées 
à 0 (ou à - 1) ,  ce qui indique le refus de décision (ou rejet). 

• Il peut être numérique, corn posé de va.leurs réelles. C 'est par exem pie le cas d'un classificateur 
bayésien (les valeurs sont a.lors comprises entre 0 et 1 )  ou d'un réseau connexionniste. Dans 
ce cas, la décision se fait en choisissant la classe de valeur maximale. 

Dans le cas particulier où C = 2, que nous avons appelé apprentissage de concept, il est 
intéressant d'introduire la notion de marge, à condition que le vecteur de classification h soit 
numérique. 

On dispose dans ce cas cl 'ensembles cl 'exemples et de contre-exemples S = {(xi, ui)}i=l,m., avec 
ui E { + 1 ,  -1} .  Un classificateur h est en général une application X --+ 1R qui attribue clone à 
tout point de l'espace de représentation X une valeur numérique. La marge d'un exemple (x, u) 
vis-à-vis de h est par définition la valeur marge(x, h) = u .h(x) , qui doit être positive si et si 
seulement l'exemple est bien classé par l'hypothèse h. Il est souhaitable par ailleurs qu'il existe 
une relation monotone entre la valeur absolue de la marge et la distance à la surface séparatrice 
que définit h. De la sorte, la marge d'un exemple reflète non seulement sa classification par h, 
mais aussi la qualité de cette classification. Un exemple ayant une grande marge est classé de 
manière fiable par h.  
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2.  Le vote de plusieurs classificateurs 

2 .1  Le principe du vote 

La manière la plus simple de combiner des classificateurs élémentaires est de les faire voter, 
c'est-à-dire de calculer une valeur sur les classes qui tienne compte de l'avis de chacun. 

Supposons disposer de L classificateurs hk, k = 1 ,  L ,  chacun produisant sur un point à classer 
x un vecteur hk de dimension C,  dont la coordonnée courante est notée hkj ,  j = 1, C. Leur vote 
pondéré consiste à créer un vecteur de décision H dont chaque coordonnée est calculée par : 

L 

Hj = L Wk hkj 
k=l 

où les valeurs w,., k = 1 ,  L sont strictement positives et de somme égale à 1. Chacune d'elle 
quantifie le poids relatif de la. décision du classificateur correspondant. La. décision finale est 
donc une combinaison linéaire des décisions élémentaires. 

Il est raisonnable de supposer que tous les classificateurs élémentaires produisent un vecteur de 
décision de même nature, binaire ou numérique. Dans le premier cas, chacun a pris une décision 
ferme et ce sont ces décisions qui sont combinées dans H. Dans le second cas, la décision est 
entièrement reportée sur H. 

On connaît des résultats théoriques sur l'intérêt du vote, pour le cas C = 2. Le plus simple 
à énoncer, que nous donnons informellement, est conforme à l'intuition : si chaque classificateur 
est meilleur que le hasard, et si chacun est indépendant de chaque autre, alors l'efficacité du 
classificateur qui les fait voter avec des poids égaux augmente avec le nombre L de classificateurs 
élémentaires ([HS90]). 

2.2  L'apprentissage à deux étages ( stacked generalization) 

La question restée en suspens dans le vote est évidemment celle du réglage des valeurs wk. 
Elle est traitée dans ce paragraphe de manière élégante : dans l'apprentissage à deux étages, les 
sorties des classificateurs élémentaires sont en effet combinées par une fonction éventuellement 
non linéaire (un méta-classificateur) dont les paramètres sont eux-mêmes appris. 

Par exemple, pour réaliser un classificateur à C classes, on peut utiliser C ( C - 1)  /2 hyperplans 
destinés à séparer chaque paire de classes, produisant en sortie une valeur de marge, puis utiliser 
comme méta-classificateur un réseau connexionniste à C(C - 1)/2 entrées et à C sorties, avec 
une couche cachée de taille intermédiaire (disons 3C pour fixer les idées). Le nombre total de 
paramètres à entraîner vaudra dC ( C - 1) /2 pour les hyperplans, plus environ 3 C3 /2 pour les 
poids des connexions menant à la couche cachée, plus 3 C2 pour les poids menant à la couche de 
sortie. Si le nombre de classes n'est pas trop important, la recombinaison des marges se fera de 
manière efficace, puisqu'apprise par optimisation . 

Cette technique peut s'appliquer au vote par combinaison linéaire du paragraphe précédent. 
Le méta-classificateur est alors un hyperplan dont les poids wk peuvent être ajustés par gradient 
ou par toute technique d'optimisation de manière à minimiser l'erreur apparente ou une fonction 
de perte dépendant des marges des exemples (voir ci-dessous au paragraphe 3.4). 

En pratique, la procédure d'apprentissage à deux étages se déroule en quatre étapes [Wol92b] : 

1 .  Diviser l'échantillon d'apprentissage S en deux parties S1 et S.1. 

2. Réaliser l'apprentissage des L classificateurs élémentaires sur S1 . 
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3. Faire fonctionner ces classificateurs sur S.1. Le résultat est, pour chaque objet de S2, un 
ensemble de L vecteurs binaires ou numériques. 

4. Apprendre les paramètres du méta-classificateur sur un nouvel ensemble d'apprentissage 
dont les objets sont les résultats de l'étape précédente, supervisés par leur vraie classe. 

3. Les codes correcteurs de classes 

3.1  Présentation 

Ce paragraphe décrit une impla.nta.tion générale pour transformer un classificateur à deux 
classes en classificateur à C classes. Plus globalement, il montre comment on peut éclater un 
problème d'apprentissage à C classes en L sous-problèmes à deux classes avant de recombiner 
leurs décisions pour résoudre le problème initial. 

Nous avons dans le chapitre 9, paragraphe 3.5, évoqué comment combiner plusieurs hyperplans 
pour résoudre un problème multiclasse. Un hyperplan sépare en effet l'espace de représentation 
en deux classes, par nature. 

Nous avons fait allusion à deux solutions : la première consiste à définir C hyperplans en 
apprenant à chaque fois une classe contre la réunion des autres. Dans la seconde solution, on 
apprend C(C - 1)/2 hyperplans, autant que de couples de classes. Dans le premier cas, les 
exemples du problème d'apprentissage sont les représentants d'une classe et les contre-exemples 
sont l'ensemble des représentants de toutes les autres classes. Dans le second, les exemples sont les 
représentants d'une classe et les contre-exemples sont les représentants d'une seule autre classe. 
Ensuite, dans un cas comme dans l'autre, une procédure de vote est mise en route. 

Supposons donc disposer d'un ensemble de classificateurs élémentaires, qui s'intéressent à tout 
ou partie des données. Nous allons définir une matrice de codage des classes, qui va permettre 
de transformer l'ensemble des résultats obtenus sur les classificateurs élémentaires en une clas
sification globale. Pour illustrer cela, nous reprenons l'exemple précédent dans les deux cas que 
nous avons décrits. 

3.2 Deux codages naturels 

3.2.1 Une classe contre toutes les autres 

Notons Hj l'hyperplan obtenu par apprentissage en utilisant les exemples de la classe Wj contre 
l'union des exemples des autres classes. Notons par la valeur + 1 le fait qu'un point :i; soit classé 
par Hj comme appartenant à Wj et par -1 la. décision contraire. 

Nous pouvons écrire l'ensemble des décisions sous la forme d'un vecteur v de taille C. Par 
( + l\ 

exemple, le point indiqué par un carré sur la figure 17.l produira le vecteur ��u puisqu'il est 

classé comme w1 par H1, comme w2 par H2 et comme non w3 par H3. De même, le point indiqué 
( + l\ 

par un triangle produira le vecteur 1 -1 1 . 
\-1) 

La matrice W de codage des classes sera définie dans ce cas de manière simple par la matrice 

577 



\/') Q) 

e 
>w 
0 ..-1 
0 N 
@ 
.µ .c. 0) ·;:: >-0.. 0 
u 

578 PARTIE 5 Au-delà de l'apprentissage supervisé 

FIG. 17.l :  Séparation linéaire à plus de deux classes. À gauche, on sépare chaque classe de 
totdes les aittres : il y a C hyperplans. Le point en triangle est attrib1ié à la classe w1 ,  

le point en carré est ambigu entre w1 et w 2 ,  le point central est ambigu entre les trois 
classes. Sur les sept zones, quatre sont arnbig·uës. À droite, on sépare chaque classe de 
chaque œutre : il y a C(�-l) hyperplans. Le point en triangle et le JJOint en carré sont 
attribués à la classe w2, le point central est ambigu entre les trois classes. Sur les sept 
zones, ime seitle est ambig1ië. 

diagonale C x C : (+1 

1 - 1  \- 1 

- 1  
+ 1  
- 1  

Les valeurs de la troisième ligne indiquent par exemple que le premier classificateur doit répondre 
- 1  sur les éléments des classes w1 et w2 et + 1 sur ceux de w3. 

L'attribution d'une classe au vecteur v se fait en calculant le vecteur w de taille C comme la 
multiplication de la matrice W par le vecteur v. On obtient ainsi un vecteur w = Wv dont la 
coordonnée de plus grande valeur indique la classe à choisir. Dans le cas du point indiqué par un 
triangle sur la figure 17 . 1 ,  le calcul donne : 

W =  

(+1 

1 - 1  \- 1  

- 1  
+ 1  
- 1  

Le résultat indique que ce point doit être attribué sans ambiguïté à la classe w1 • 

Dans le cas du point indiqué par un carré, le calcul donne : 

w =  
(+ 1  

1 - 1  \+ l 

- 1  
+ 1  
+ 1  

Le résultat indique que ce point peut être attribué à la classe w1 ou à la classe w2, mais pas à la 
classe w3. La décision est ambigüe. 

3.2.2 Une classe contre une seule autre 

Notons maintenant Hij l 'hyperplan obtenu par apprentissage en utilisa.nt les exemples de la 
classe wi contre ceux de la classe wi. Notons par la valeur + 1 le fait qu'un point x soit classé par 
Hii comme appartenant à w.i et par - 1  le fait qu'il est classé comme appartenant à Wj. 
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Nous pouvons écrire l'ensemble des décisions sous la forme cl 'un vecteur v de taille C ( C-1)  /2 = 

3, en les rangeant dans l'ordre H12, H13, H23 . Par exemple, le point indiqué par un carré sur la 

(- 1'\ 
figure 17.l produira le vecteur 1 +1 I puisqu'il est classé comme w2 par H12 , comme w:� par H13 

\+1) 
(-1\ 

et comme w2 par H23. De même, le point indiqué par un triangle produira le vecteur 1 - 1 1 . \+ 1) 
La matrice W (de taille C x C(C - 1)/2) de codage des classes sera définie dans ce cas par : 

+ l  
0 

- 1  

Par exemple, l'élément de la troisième ligne et deuxième colonne, de valeur -1 ,  indique que la 
troisième classe w3 est classée du côté négatif par le second classificateur H 13 . Les valeurs 0 
indiquent que le classificateur ne fournit pas d'information sur la classe. 

Dans le cas du point indiqué par un triangle, le calcul donne ici : 

w =  

+l  
0 
-1 

0 ' (-1\ 
+l

) 
1 -1

) -1 \+ l 

Le résultat indique que ce point doit être attribué sans ambiguïté à la classe w2 . 
Dans le cas du point indiqué par un carré : 

w =  

+l 
0 

- 1  

Ce qui indique que ce point doit aussi être attribué à la classe w2. 

3.2.3 Le cas C = 4 

Pour éviter une éventuelle confusion, dûe au fait que pour C = 3 on a aussi C(C - 1)/2  = 3 , 
regardons le cas C = 4 .  Dans le premier cas (une classe contre toutes les autres) i l  y a alors quatre 
hyperplans, le vecteur v est de dimension '1, la matrice W reste diagonale de taille C x C = 4 x 4. 

Dans le second cas (une classe contre chaque autre), il y a 4( 4 - 1) /2 = 6 hyperplans, le vecteur 
v est de dimension 6 et la matrice W est de taille 4 x 6. Dans sa colonne correspondant à Hij, 
il y a la valeur + 1 à la ligne de rang i ,  -1  à celle de rang j et 0 partout ailleurs : 

(+ 1 +l +l  0 0 0 ' 
l-�1 0 0 +l  +1 :1) -1 0 -1 0 

0 -1 0 -1  - 1  

3.3 Codes binaires 

Les deux cas particuliers précédents sont extrêmes et présentent des avantages et des inconvé
nients inverses. Dans le premier cas, les ambiguïtés de classement sont nombreuses, mais le calcul 
est rapide. Ajoutons un autre inconvénient, moins apparent : les apprentissages déséquilibrent le 
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nombre d'exemples et de contre-exemples, ce qui peut avoir une influence néfaste si les probabi
lités a priori des classes sont estimées à partir des fréquences dans l'échantillon d'apprentissage. 
On peut se reporter aux paragraphes 6.1 du chapitre 3 et 1 .5 du chapitre 15 pour approfondir ce 
point. En revanche, pour l'apprentissage du type « une classe contre chaque autre » ,  le nombre 
de classificateurs à apprendre est important, mais le classement est en revanche rarement ambigu. 

Il existe plusieurs techniques pour généraliser les deux approches précédentes. Une première 
idée est de fixer a priori le nombre L de classificateurs élémentaires. On peut supposer qu'ils 
produisent comme dans le cas précédent un résultat valant seulement - 1  ou + l .  Cette hypothèse 
sera relâchée dans le paragraphe suivant. 

On va donc construire une matrice W de taille C x L, composée de - 1  et de + l  (le cas 
où certaines valeurs de cette matrice sont égales à 0 sera lui aussi traité dans le paragraphe 
suivant) et procéder comme précédemment : la classification d'un objet x par les classificateurs 
élémentaires Hi, i = l , L) fournit un vecteur v de dimension L.  On calcule ensuite w = W v  et 
on choisit la classe de plus grande valeur dans le vecteur w de dimension C. 

Et maintenant, comment choisir la matrice W ? Elle doit répondre à deux exigences. 

l .  Il faut que ses colonnes soient aussi différentes que possible les unes des autres, pour que les 
tâches cl 'apprentissage réalisées par les classificateurs élémentaires soient également aussi 
différentes que possible . 

2. Il faut aussi que ses lignes soient à distance maximale, de façon à ce qu'un classificateur 
élémentaire qui prend une décision erronée puisse être corrigé par les autres. 

Autrement dit, il faut maximiser la somme des distances inter-lignes et des distances inter
colonnes. La. distance entre deux vecteurs peut être simplement calculée comme la. distance de 
Hamming : la somme sur les composantes de la distance élémentaire entre deux composantes, 
qui est elle-même fixée à 1 si elles sont différentes, à 0 dans le cas contraire. 

Ces constatations rapprochent la construction de W de celle des matrices utilisées dans les 
techniques de codage correcteitr en communications numériques, ce qui explique le titre de ce 
paragraphe. C'est dans cette discipline que l'on a en effet étudié, pour des raisons analogues, 
la construction de matrices binaires sous les mêmes contraintes. Différents algorithmes ont été 
proposés pour résoudre ce problème d'optimisa.tion particulier. 

L'inventeur de la technique des codes correcteurs de classes, T. Dietterich [DB95I, propose sur 
son site Internet un grand nombre de ma.trices W répondant aux contraintes ci-dessus, pour des 
valeurs diverses de L et C. R. Schapire et al. [ASSOO] ont présenté cette méthodologie sous le 
nom de décodeitr de Hamming, avant d'en donner l'extension présentée au paragraphe suivant. 

3.4 Décodage par marges 

Le défaut de la méthode précédente est de n'utiliser pour chaque élément de la matrice W 
qu'une réponse binaire ( + l  ou -1 ) .  Comme on l'a vu, il est d'abord souhaitable d'ajouter des 
valeurs 0 :  une telle valeur signifie que le classificateur élémentaire de la colonne n'a pas d'avis sur 
la classe correspondant à la ligne. Un autre point à considérer est que la plupart des classificateurs 
binaires fournissent une réponse numérique non binaire. Par exemple, un classificateur bayésien 
H.; estime la probabilité Pi = P(xlhi) qu'un objet x réponde à. l'hypothèse h.;. 

La valeur mj est interprétable en terme de marge, une notion que nous avons rappelée au 
début de ce chapitre. Pour un ensemble d'exemples et de contre-exemples S = { (xi, u.; ) }·i=l,m >  
avec u.; E {+1 , - 1 }  et h :  X �  fi. un classificateur, la marge d'un exemple (x, u) vis-à-vis de h 
est, rappelons-le, la valeur marge(x, h) = 11 .. h(x). 
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Chapitre 17 Apprentissage de combinaisons d'experts 

Dans cette optique, l'erreur apparente de h sur S s'écrit : 

1 m 
- L VRAI(marge(xi, h) :S 0) 
m ·i=l 

avec VRAI(P) = 1 si le prédicat P est vrai, 0 sinon. 
Le principe ERM (voir les chapitres 2 et 21)  énonce qu'il faut minimiser l'erreur apparente 

pour chercher le meilleur h dans son ensemble 1i.  Cependant, comme il est difficile de le faire 
exactement ( l'expression mathématique de l'erreur apparente n'est pas dérivable), les algorithmes 
minimisent donc plutôt en pratique des critères fondés sur une Jonction de perte calculée à partir 
d'une fonction [, de la marge, continue et monotone croissante de IR dans IR+. Sur un exem pie 
Xi, pour une hypothèse h, cette fonction de perte vaut C (marge(xi, h)).h(xi). La perte moyenne 
apparente vaut donc, pour une hypothèse h donnée : 

1 m 

- L L(marge(x.; , h)).h(xi) 
rn 

·i=l 

Ceci posé, une matrice de codage peut maintenant être définie comme étant de dimension C x L 
et composée d'éléments valant - 1 ,  0 ou +l .  Les composantes du vecteur v prennent désormais 
des valeurs continues (ce sont des marges) et le calcul w = W v fournit également un vecteur 
avec une valeur réelle pour chaque classe. C'est naturellement la classe de valeur maximale qui 
sera choisie par la règle de classification. Cette approche est appelée décodage par marges, ou 
décodage par fonction de perte. 

On peut associer une perte moyenne apparente à une matrice de codage, puisqu'elle est com
posée par un ensemble de L hypothèses h1, . . .  , hL, par la formule : 

m L 
p(W) = -

1
- L L C(m(xi, hj)).hj (xi) 

mL 
i=l .i= l 

Il s'agit maintenant de construire une matrice W en suivant les mêmes principes que précédem
ment : maximiser la distance entre ses lignes comme entre ses colonnes. La distance de Hamming 
n'est plus utilisable, puisque W n'est plus une rn atrice binaire. Il est cependant facile de la. gé
néraliser. Posons que la distance entre deux 0 vaut 1/2, celle entre deux +1  ou deux -1 vaut 0 
et celle entre + 1  et - 1  (ou le contraire) vaut l. On peut aisément vérifier que la distance entre 
deux vecteurs u et v de dimension d composés de - 1 ,  de 0 et de +l, définie comme la somme 
des distances de leurs composantes, s'exprime alors par : 

d 
� ( u' v ) = L 

1 - ui . . vi 
= 

2 i= I 

d - u . v  
2 

La puissance de correction p(W) d'une matrice W peut alors se mesurer comme la distance 
minimale entre cieux lignes distinctes de cette matrice. On peut calculer que cette valeur vaut 2 
dans le cas « une cla.sse contre toutes les autres » et 02-4°+2 dans le cas « chaque classe contre 
chaque autre ».  L'utilité de cette notion est qu'elle est reliée à l'erreur a.pparente commise pa.r le 
classifica.teur : il a. été montré [ASSOOJ que l'erreur apparente est en effet bornée supérieurement 
par l'expression : 

L p(W) -- ---
C(O) p(W) 

581 



Vl Q) 
0 L.. >w 
0 T"-f 
0 N 
@ 
� ..c Ol ï:::: >a. 0 
u 

582 PARTIE 5 Au-delà de l'apprentissage supervisé 

où ..C(O) est une constante qui désigne la perte moyenne apparente de la matrice entièrement 
composée de valeurs O. 

La borne est d'autant plus petite (et le codage d'autant meilleur) que p(W) est petit, ce qui 
est naturel. Cependant, le facteur p(W) croît malheureusement dans le même sens que p(W) : 
la puissance de correction d'une matrice W ,  comme sa perte moyenne, est d'autant plus grande 
que la proportion de 0 est grande. Il faut donc établir un compromis. 

4. Le boosting d'un algorithme d'apprentissage 

Le mot boosting3 s'applique à des méthodes générales capables de produire des décisions très 
précises (au sens d'une fonction de perte) à partir d'un ensemble de règles de décision « faibles » ,  
c'est-à-dire dont la seule garantie est qu'elles soient u n  peu meilleures que le hasard. Ces méthodes 
s'appliquent aussi bien à l'estimation de densité qu'à la régression ou à la classification. Pour 
simplifier, nous nous concentrons ici sur la tâche de classification binaire. 

Dans sa version « par sous-ensembles », cette technique fait produire à l'algorithme trois résul
tats selon la partie de l'ensemble d'apprentissage sur laquelle il apprend, puis combine les trois 
apprentissages réalisés pour fournir une règle de classification plus efficace. Examinons d'abord 
cette technique avant de voir comment la généraliser à l'aide de distributions de probabilités sur 
les exemples. 

4.1 Le premier algorithme : boosting par sous-ensembles 

Schapire [Sch90] a développé le premier algorithme de boosting pour répondre à une question 
de Kearns : est-il possible de rendre aussi bon que l'on veut un algorithme d'apprentissage 
« faible » ,  c'est-à-dire un peu meilleur que le hasard ? Shapire montra qu'un algorithme faible 
peut toujours améliorer sa performance en étant entraîné sur trois échantillons d'apprentissage 
bien choisis. Nous ne nous intéressons ici qu'à des problèmes de classification binaire. 

L'idée est d'utiliser un algorithme d'apprentissage qui peut être de nature très diverse (un 
arbre de décision, une règle bayésienne de classification, une décision dépendant d'un hyperplan, 
etc.) sur trois sous-ensembles d'apprentissage. 

l .  On obtient d'abord une première hypothèse h1 sur un sous-échantillon S1 d'apprentissage 
de taille m1 < m (m étant la taille de S l'échantillon d'apprentissage disponible). 

2. On apprend alors une deuxième hypothèse h2 sur un échantillon S2 de taille m2 choisi dans 
S - S1 dont la moitié des exemples sont mal classés par h1. 

3 .  On apprend finalement une troisième hypothèse h3 sur m3 exemples tirés dans S - S1 - S2 
pour lesquels h1 et h2 sont en désaccord. 

4. L'hypothèse finale est obtenue par un vote majoritaire des trois hypothèses apprises : 

H = vote rnajoritaire(h1 , h2 , h3 ) 

Le théorème de Schapire sur la « force de l'apprentissage faible » prouve que H a. une perfor
mance supérieure à celle de l'hypothèse qui aurait été apprise directement sur l'échantillon S. 

Une illustration géométrique du boosting selon cette technique de base est donnée dans les 
figures 17.2, 17.3 et 17.4. 

3 La. traduction littérale de ce mot est « stimulation » ou « amplification » (pourquoi pas « dopage » "} ;  le terme 
anglais n'est jamais traduit dans le contexte de l'apprentissage. 
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EB + E8 
+ + ++ 

+ E8 EB 
E8 + + + e E8 

+ E8 + EB 
+EB EB ee E8 EB 
+ E8 E8 + -e E8 EB +-+ e+�=-e e- e e --e+---ee--

FIG. 17.2: À gaiiche : l 'ensemble d 'apprentissage S et le soiis-ensemble S1 (points entoiirés) . À 
droite : l'ensemble S1 et la droite C1 apprise sur cet ensemble. 

+ 
+ + ++ + + 

+ + 
+ EB 

+ EB 
+ + + + 

+-+ +e+ 
e +- e +e 

FIG. 17.3 :  À gœuche : l'ensemble S - S1 et la droite C 1  apprise s·ur S1 . À droite : un ensemble 
S2 inclu.s dans S - S1 parmi les plus informatifs po1tr C1 (points entourés). 

Idéalement, les trois ensembles d'exemples extraits de S devraient le vider de tous ses exemples, 
ce qui revient à dire que la somme des valeurs m1, rn2 et m3 doit approcher m. C'est la façon de 
tirer un profit maximal de S. Mais on conçoit que ce réglage ne soit pas forcément facile à obtenir 
en pratique : si l'algorithme A est performant sur S, rn2 pourra être pris bien inférieur à m 1 ,  alors 
que la proportion pourrait être inverse si A est seulement un peu meilleur qu'un tirage de classe 
au hasard. En général, on règle empiriquement les proportions des trois ensembles en effectuant 
plusieurs essais, jusqu'à ce que tous les éléments de S ou presque participent au processus . 

On peut utiliser récursivement la méthode et procéder avec neuf sous-ensembles, vingt-sept 
sous-ensembles, etc. Mais la meilleure généralisation est de faire glisser la notion de fonction 
caractéristique (qui vaut l sur les points d'un sous-ensemble et 0 partout ailleurs) vers celle de 
distribution de probabilités sur les points de l'ensemble d'apprentissage. Cette technique a déjà 
été employée pour les fenêtres de Parzen (chapitre 15) .  C'est ce que réalise l'algorithme que nous 
présentons maintenant. 

4.2 Le boosting probabiliste et l'algorithme ADABOOST 
Trois idées fondamentales sont à la base des méthodes de boosting probabiliste : 

l .  L'utilisation d'un comité d'experts spécialisés que l'on fait voter pour atteindre une déci-
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+ + + 
+ + ++ + ++ 

+ + 
+ + + 

+ + 
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------

FIG. 17.4: À gauche : l'ensemble S2 et la droite séparatrice C2 apprise sur cet ensemble. Att 

centre : l'ensemble S3 = S - S1 -S2 et la droite séparatrice C3 apprise sur cet ensemble. 
À droite : l 'ensemble S et la combinaison des 3 droites séparatrices apprises sur cet 
ensemble. 

si on. 

2. La pondération adaptative des votes par une technique de mise à jour multiplicative. 

3 .  La. modification de la. distribution des exemples disponibles pour entraîner chaque expert, 
en surpondérant au fur et à mesure les exemples mal classés aux étapes précédentes. 

L'algorithme le plus pratiqué s'appelle ADABOOST (pour adaptive boosting). L'une des idées 
principales (voir l'algorithme 33) est de définir à chacune de ses étapes 1 $ t $ T ,  une nouvelle 
distribution Dt de probabilités a priori sur les exemples d'apprentissages en fonction des résultats 
de l'algorithme à l'étape précédente. Le poids à l'étape t d'un exemple (xi , ui) d'indice i est noté 
Pt(i). Initialement, tous les exemples ont un poids identique, puis à chaque étape, les poids des 
exemples mal classés par l'apprenant sont augmentés, forçant ainsi l'apprenant à se concentrer 
sur les exemples difficiles de l'échantillon d'apprentissage. 

A lgorithme 33 : ADABOOST dans le cas d'un apprentissage de concept 

début 

fin 

S = { (x1 , u1 ) ,  . . .  , (xm, Um. )} , avec ui E { + 1 , - 1 } , i  = l , m  
pour tous les i=l,rn faire Po(xi) - l/m t - 0 
pour t $ T faire 

Tirer un échantillon d'apprentissage St dans S selon les probabilités Pt 
Apprendre une règle de classification ht sur St par l'algorithme A 
Soit êt l'erreur apparente de ht sur St . Calculer <Y.t - � ln l-e, 

- êt 
pour tous les i = 1, m faire 

fin 

( ) pt(x,) -O't · h ( ) (b. 1 ' 
/ ) Pt+ i x.; - ----z,:-e s1 t xi = Ui ien c asse par it 

P (x ) - pt(x;) e+at si h (x ) � u ·  (mal classé par h ) t+ 1 i z, t i r i t · 
(Zt est une valeur de normalisation telle que 2::7:1 p1(xi) = 1 )  

t - t + 1 
fin pour 
Fournir en sortie l'hypothèse finale : H (x) 
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Chapitre 17 Apprentissage de combinaisons d'experts 

À chaque étape t, l'apprenant cherche une hypothèse ht X -? { - 1 ,  + l }  bonne pour la distri
bution Dt sur X .  La performance de l 'apprenant est mesurée par l'erreur apparente4 

Pt ( i)  

On note que l'erreur est mesurée en fonction de la distribution Dt sur laquelle l 'apprenant 
est entraîné. En pratique, soit les poids des exemples sont effectivement modifiés, soit c'est la 
probabilité de tirage des exemples qui est modifiée et l'on utilise un tirage avec remise ( bootstrap). 

Chaque hypothèse h1. apprise est affectée d'un poids l'l':t mesurant l'importance qui sera donnée 
à cette hypothèse clans la combinaison finale. Ce poids est positif si ét � 1/2 (on suppose ici que 
les classes « + » et « - » sont équiprobables et donc que l'erreur d'une décision aléatoire est de 
1/2). Plus l'erreur associée à l'hypothèse ht est faible, plus celle-ci est dotée d'un coefficient O:t 
important5 . 

L'examen des formules de mise à jour des poids des hypothèses dans l'algorithme 33 suggère 
que vers la fin de l'apprentissage, le poids des exemples difficiles à apprendre devient largement 
dominant. Si une hypothèse performante sur ces exemplespeut être trouvée (c'est-à-dire avec 
Et. � 0), elle sera alors dotée d'un coefficient O:t considéra.ble . L'une des conséquences possibles est 
que les exemples bruités, sur lesquels finit par se concentrer l'algorithme, perturbent gravement 
l'apprentissage par boosting. C 'est en effet ce qui est fréquemment observé. 

À la fin de cet algorithme, chaque règle de classification h1 est pondérée par une valeur a:1 
calculée en cours de route. La classification d'un nouvel exemple (ou des points de S pour 
obtenir l'erreur apparente) s'opère en utilisant la règle : 

(t=T ) 
H(x) = signe L O:t h1(x) 

t=l 

(17 .1 )  

En un sens, on voit que le  boosting construit l'hypothèse finale comme une combinaison linéaire 
d'une base de fonctions, dont les éléments sont les hypothèses ht. On retrouve là un thème fré
quent dans les techniques d'apprentissage (par exemple les SV�1I , les méthodes d'approximation 
bayésiennes, etc.). 

4.3 Quelques interprétations de ADABOOST 

4 . 3 . 1  AOABOOST généralise le premier algorithme de boosting 

Le premier algorithme de boosting décrit au paragraphe 4 . 1  utilisait un vote sur trois classifi
cateurs appris sur trois sous-ensembles d'apprentissage. D'une certaine façon, il effectuait trois 
itérations cl' ADABOOST avec des valeurs binaires pour les poids p1, P2 et p3. D e  plus, il choisis
sait le second sous-ensemble comme des exemples pour lesquels le premier classificateur avait la 
performance d'un tirage aléatoire et le troisième comme des exemples pour lesquels le premier 
et le second classificateurs étaient en désaccord. ADABOOST généralise cette idée : à chaque 
étape, le calcul de la. nouvelle pondération est mené de manière à ce que le nouvel ensemble 
d'apprentissage soit mal classé par la combinaison linéaire des classificateurs précédents. 

" Nous reprenons provisoirement la notation ê, des auteurs de ADABOOST pour l'erreur apparente au lieu de 

Rk;niv· 
5 Le terme ADABOOST vient du fait que contrairement aux algorithmes de boosting antérieurs, il n'est pas 

nécessaire de fournir la borne d'amélioration 'Y a priori. AoABOOS'T s'adapte à l'erreur de chaque hypothèse 
faible. 
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586 PARTIE 5 Au-delà de l'apprentissage supervisé 

Plus précisément, après t étapes, le classificateur est défini par : H1 (x) = signe(:L�=l O'rhr (x)) . 
Ensuite, l'algorithme calcule une nouvelle distribution de probabilités D1+1 , qui affecte à chaque 
élément de S1 la probabilité Pt+ l (xi), selon la formule donnée clans l'algorithme 33. 
Schapire et Singer [SS98a, FHT98J ont montré le résultat suivant, qui prouve en effet que les 

poids sont réactualisés d'une manière bien particulière : 

h1 classerait S pondéré par Dt+i comme le hasard. 

4.3.2 ADABOOST est un algorithme d'optimisation 

Rappelons que d'une manière générale, l'a.pprentissage par minimisation du risque empirique 
(ERM) consiste à trouver l'hypothèse (dans une certaine famille) qui minimise une fonction 
de perte sur l'ensemble d'apprentissage. Il est cependant souvent difficile d'utiliser directement 
l'erreur apparente comme fonction de perte, car elle varie de manière non continue. 
L'erreur apparente (ou risque empirique) à la. fin de ADABOOS'T' est égale à6 cr = �l{i : 

H(xi) =/= 7.ti} I .  En notant f(x) = :LJ'=l O:t ht(x), il a été montré qu'elle est bornée de la façon 
suivante (ce résultat vient aussi de [SS98aj) 

l m T 

cr :; -L exp(-u.; f(x.; ) ) = L Z1 
m, 

i=l t= 1 

Nous n'avons pa.s encore explicité Z1, le facteur de normalisation introduit dans l'algorithme. 
Il est facile de calculer que : 

rn. 
Z1 = L D1(i)exp (-a1 u.; h1(xï)) 

·i=l 

La borne sur l'erreur apparente suggère donc de n11mm1ser cette erreur par un algorithme 
glouton, en choisissant à chaque itération a1 et ht de façon à minimiser Z1. Et on peut démontrer 
que c'est bien ce que fait ADABOOST, en choisissant O:t égal à -21 ln l-Ë, ; cet algorithme minimise "' 
donc une expression qui borne supérieurement l'erreur apparente et qui vaut, rappelons-le : 

4.3.3 ADABoosT est (presque) un algorithme bayésien 

Il est également possible de relier ADABOOST à une décision bayésienne. Notons P 1[u = +l lx] 
la probabilité qu'un vecteur x soit classé +l. On peut montrer qu'une bonne estimation de cette 
probabilité s'écrit : 

p . u = +l lx = 
exp(f(x)) 

1 [ ] exp(f(x)) + exp(-f(x)) 

avec comme ci-dessus f (x) = :L'{=1 atht (x) . 
On peut pousser le raisonnement plus loin et modifier l'algorithme ADABOOST pour qu'il 

produise exactement une valeur de probabilité d'appartenance aux deux classes. C'est ce qui a 
été fait dans l'algorithme LocrBoosT [FHT98J. 

6 IEI df:note ici le nombre d'éléments de l'ensemble fini E. 
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Chapitre 17 Apprentissage de combinaisons d'experts 

4.4 Les propriétés de l'algorithme ADABOOST 

4.4.1 Bornes sur l'erreur apparente et sur l'erreur réelle 

Commençons l'analyse de l'erreur apparente de ADABOOST. Écrivons cette erreur Et de h1 

sous la forme : � - "ft, où /t mesure l'amélioration apportée par l'hypothèse ht par rapport à 
l'erreur de base 1/2.  Freund et Shapire ont montré dans [FS97] que l'erreur apparente E:'J' de 
l'hypothèse finale H est bornée par : 

T Il [2Jet(l - et )] 
t=l 

= Il \/i - 4'Yt2 � exp (-2 E
t

· 
'Yt2) 

t=l 

Ainsi, si cha.que hypothèse faible est légèrement meilleure que le hasard, ('Yt 2: 'Y > 0) ,  alors 
l 'erreur a.pparente diminue exponentiellement avec t. 

L'erreur en généralisation de l'hypothèse finale H peut être bornée par une expression faisant 
intervenir son erreur apparente E r ,  le nombre d'exemples d'apprentissage m, ,  la dimension de 
Vapnik-Chervonenkis d11 de l'espace d'hypothèses (voir les chapitres 2 et 2 1  et le nombre T 
cl 'étapes de boosting [FS97j : 

( / T · d'H ) ) 
RRéet(H) = ET + 0 V m 

Cette borne suggère que le boosting devrait tendre à surapprendre lorsque T devient grand, 
puisque le deuxième terme devient grand. Si cela arrive effectivement parfois, il a été observé 
empiriquement que souvent cela ne se produit pas. D e  fait, il apparaît même fréquemment que le 
risque réel tend à diminuer même lontemps après que le risque empirique soit devenu stable, voire 
nul. Cette observation a priori énigmatique s'éclaircit si l'on établit un lien entre le boosting et 
les 11iéthodes à vaste marge (voir le chapitre 9 sur les SVM). 

4.4.2 ADABOOST et les marges 

À la fin de ADABoosT, la marge d'un exemple (x, u) ,  avec 'U 
s'exprime par : 

O' ( ) _ u L,'{'=1 lYt h1(x) 
mar0e x,u  - r Lt= l ex. ,  

± 1  désignant la classe, 

Ce nombre, sous sa forme normalisée donnée ici, est compris clans l'intervalle [-1 ,  +l] et est 
positif seulement si H classifie correctement l'exemple. Nous savons que la marge peut être 
interprétée comme une mesure de confiance dans la prédiction. Il a été prouvé que l'erreur en 
généralisation peut être bornée avec une grande probabilité, pour tout e > 0, par : 

RRéet(H) :::; P [marge(x, u) :::; B] + 0 ( J �;2) 
On note que cette borne est maintenant indépendante de T ,  le nombre d'étapes de boosting. 

De  plus, il a. été montré que le boosting cherche effectivement à augmenter la marge sur les 
exemples ; la raison en est qu'il se concentre sur les exemples difficiles à classer, c'est-à-dire sur 
les exemples dont la marge est la plus faible. Le fait que le risque réel tend à diminuer même 
lontemps après que le risque empirique soit devenu stable signifie que les marges continuent à 
croître, même si le classement de l'ensemble d'apprentissage reste inchangé. 
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588 PARTIE 5 Au-delà de l'apprentissage supervisé 

4.4.3 ADABOOST est (presque) un SVM 

ADABOOST produit un classificateur qui s'écrit H(x) = sign (2:.:��i O:t ht(x)) . Il est inté
ressant d'interpréter ce classificateur comme un hyperplan en dimension T, dont les paramètres 
sont le vecteur des valeurs O:t, pour t de 1 à T. Les T axes de ce nouvel espace de représentation 
sont calculés par la transformation de X par les T fonctions ht· 

Sous cet angle, ADABOOST ressemble à un classificateur SVM. On a vu au chapitre 14 qu'en 
effet les SVtvI calculaient un hyperplan optimal dans un espace transformé (de grande dimension 
en général) .  Le type de transformation n'est pas le même, certes, mais l'hyperplan calculé par 
ADA Boosrr a-t'il quelque chose à voir avec le séparateur SVM ? 

Comme on l'a vu au paragraphe précédent, AoABoosT est, comme les SVM, un algorithme 
de maximisation des marges. Plus précisément, en notant h le vecteur de dimension T com
posé des hypothèses (h1, . . .  , hT) et a le vecteur transposé de dimension T composé des valeurs 
(a:i, . . .  , a:r) , on peut établir ADABOOS'l' cherche la qua.ntité : 

. (a.h(xi))u.; 
max mm --------

°' i l la l l 1 · l l (h) (x)i) l loo 

avec l la l h  = I.:'[=1 lai l  et l l (h)(x)i) l loo = maxf= 1 l(ht) (x)dl · 
La quantité recherchée par un SV l\ll peut s'écrire de manière analogue : 

La ressemblance, au moins formelle, est donc finalement très grande. Les différences sont les 
suivantes : 

• Comme les normes utilisées (L2 pour les SVi\lf et L1 et L00 pour ADABOOST) sont différentes, 
les espaces explorés le sont donc aussi. 

• Les contraintes de l'optimisation sont quadratiques pour les SVM et linéaires pour le boos
ting. 

• La recherche est globale pour les SVM ce qui est rendu possible par l'astuce des fonctions 
noyau permettant de faire des calculs virtuels simples dans des espaces de très grande di
mension. Le boosting effectue une recherche locale gloutonne : il traite une coordonnée h(x) 
à la fois, cette coordonnée devant avoir une corrélation non négligeable (meilleure que le 
hasard) a.vec l'étiquette u. 

Si des liens ont ainsi pu être établis de manière prometteuse entre le boosting et les méthodes 
à large marge, il reste encore à les explorer de manière plus complète et il y a là encore de beaux 
sujets de recherche en perspective (voir par exemple [FS99j pour des références) . 

4.5 Généralisation à une classe, à plus de deux classes et à la régression 

Quand toutes les données d'apprentissage ont la même classe, l'apprentissage se ramène à la 
classification non supervisée (voir le chapitrel8), qui peut s'aborder aussi comme un problème 
d'estimation de densité de probabilité à partir d'observations. Une approche consiste à estimer 
pa.r séparation les quantiles de la distribution multidimensionnelle cherchée. Dans ce cas, on 
cherche dans une certaine famille une surface séparatrice H µ telle que la probabilité d'appartenir 
à la classe unique soit supérieure à µ d'un côté de la surface et inférieure de l'autre côté. Pour 
ADABoosT, on se place du point de vue de l'espace de dimension T et on y cherche un hyperplan, 
comme indiqué au paragraphe 4.4.3. 



\/') Q) 

e 
>w 
0 .-1 
0 N 
@ 
.µ .c. 0) ·;:: >-0.. 0 
u 

Chapitre 17 Apprentissage de combinaisons d'experts 

Quand on pose formellement le problème, on peut le ramener à un problème d'optimisation 
sous contraintes assez semblable à. celui décrit au même paragraphe. 

Il est éga.lement possible d'étendre ADA BOO ST à l'apprentissage d'une règle de classification 
pour un nombre quelconque C de classes. Plusieurs solutions ont été exprimées. L'une des plus 
récentes propose de remplacer le calcul 

1 1 - €t 
O:t f- - ln ---

2 €t 
opéré dans l'algorithme 33 par l'affectation suivante : 

1 1 - €1 
ll't f- - ln -- + Log(C - 1 )  

2 €1 

L'introduction de ce terme n'est pas qu'un artefact, mais a effectivement une signification en 
terme d'optimisation lZRZH06j. D 'autres propositions ont été faites, par exemple dans [ASSOO, 
SS98aj. 

L'algorithme AoABoosT peut également être utilisé pour la régression : à partir d'une méthode 
de régression de base, on construit itérativement une combinaison pondérée cl'occurences de cette 
méthode en modifiant l'échantillon <l'apprentissage. Une bibliographie est donnée dans [MR03]. 

4.6 L'utilisation du boosting 

Le boosting, et particulièrement l'algorithme ADABOOST, a été employé avec succès avec 
de nombreux algorithmes d'apprentissage « faibles ». On l'utilise souvent par exemple avec 
des arbres de décision à profondeur volontairement limitée (dans le cas extrême, les decision 
stmnps, ou « souches de décision » ne font qu'un seul test pour choisir une classe). On utilise 
aussi par exemple C4.5, un système d'apprentissage d'arbre de décision [Qui93] ou RIPPER, 

un système <l'apprentissage de règles). Le boosting a été testé sur des domaines d'application 
variés. En général, l'utilisation du boosting a pour résultat cl 'améliorer souvent sensiblement les 
performances en apprentissage. 

Les avantages du boosting et de ADABOOST en particulier sont qu'il s'agit d'une méthode facile 
à programmer et aisée cl 'emploi. Elle ne nécessite pas de connaissance a priori sur l'algorithme 
cl 'apprentissage « faible » utilisé, et elle peut s'appliquer de fait à n'importe quel algorithme 
cl 'apprentissage faible. Les seuls paramètres à régler sont la taille de l'ensemble cl 'apprentissage m 
et le nombre total d'étapes T, qui peuvent être fixés par l'utilisation cl 'un ensemble de validation 
(voir le chapitre 3) .  De plus, des garanties théoriques sur l'erreur en généralisation permettent de 
contrôler l 'apprentissage. Une autre propriété intéressante du boosting est qu'il tend à détecter 
les exemples aberrants ( outliers) puisqu'il leur donne un poids exponentiellement grand en cours 
cl 'a.pprentissa.ge. Cependant, la contrepartie de ce phénomène est que le boosting est sensible au 
bruit et ses performances peuvent être grandement affectées lorsque de nombreux exemples sont 
bruités. Récemment des algorithmes ont été proposés pour traiter ce problème (comme Gentle 
AdaBoost IHTFOll ou BrownBoost 1Fre991) . 

Nous avons vu au passage que l'adaptation aux problèmes multiclasses n'est pas immédiate, 
mais qu'elle a cependant fait l'objet d'études menant aussi à des algorithmes efficaces. De même, 
il existe des applications de boosting à la régression. 

4. 7 Boosting et théorie P AC 

Les premiers travaux sur le boosting sont historiquement issus du cadre de l'apprentissage 
P AC (probably approxirnately correct, voir les chapitres 2 et 21 ) .  Dans ce cadre, un algorithme 
PAC au sens fort (strong PAC) est défini ainsi : 
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590 PARTIE 5 Au-delà de l'apprentissage supervisé 

• pour toute distribution de probabilité Vx x Vu sur l'espace des exemples (x, u) ,  

• '<1€ > 0 ,  c5 > 0,  

• étant donné un nombre polynomial (fonction de 1/€ et de l/c5) d'exemples i.i.d. suivant 
Vx x Vu, 

• l'algorithme trouve une hypothèse d'erreur :::; € avec une probabilité � 1 - o. 

Les algorithmes d'apprentissage dits faibles ont une définition analogue, mais on leur demande 
seulement de trouver une hypothèse d'erreur € � � - 1, avec 1 strictement positif, donc éven
tuellement juste un peu meilleure que le hasard, en supposant une tâche de classification binaire 
avec la même proportion d'exemples positifs et négatifs. 

La question qui est à l'origine du boosting est la suivante : « est-il est possible d'utiliser un 
algorithme faible pour obtenir un apprentissage de type fort? » 

Comme on l'a vu, Shapire [FS99]a prouvé que la réponse à cette question est positive et a 
conçu le premier algorithme de boosting par sous-ensembles. Freund [Fre99] a ensuite produit un 
algorithme beaucoup plus efficace, également optimal, mais difficile à appliquer. En 1995, Freund 
et Shapire [FS97] ont proposé l'algorithme ADABOOST, efficace et pratique, qui est désormais 
la technique la. plus employée pour améliorer les performances de n'importe quel algorithme 
d'apprentissage supervisé. 

Dans le même temps, d'autres chercheurs ont analysé comment il est possible d'identifier les 
bons experts au sein d'une grande collection d'experts ou bien les bons attributs quand on a un 
grand nombre d'attributs (ces deux problèmes sont reliés). Les algorithmes développés, tels que 
Winnow [LW94] (voir au chapitre 18) ont révélé l'intérêt dans ces problèmes de la mise à jour 
multiplicative des pondérations d'experts, comme le râlise le boosting pour la classification. 

5.  Le bagging 

Le bagging (de boostrap aggregation) est une méthode qui, comme le boosting, combine des 
hypothèses pour obtenir une hypothèse finale. Cependant la méthode est plus simple et généra
lement moins performante. L'idée de base est d'entraîner un algorithme d'apprentissage élémen
taire sur plusieurs bases d'apprentissage obtenues par tirage avec remise7 de m

' (avec m' < m) 
exemples d'apprentissage dans l'échantillon d'apprentissage S. Pour chaque tirage b (pour bag), 
une hypothèse hb est obtenue. L'hypothèse finale est simplement la moyenne des hypothèses 
obtenues sur B tirages au total : 

H(x) 

L'une des justifications de cette méthode est que si les hypothèses hb calculées pour chaque 
tirage b ont une variance importante (donc sont sensibles à l'échantillon des m

' exemples d'ap
prentissage), alors leur moyenne H aura une variance réduite. 

7 Méthode de tirage que l'on appelle boot.strap, voir le chapitre 3. 
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Chapitre 17 Apprentissage de combinaisons d'experts 

6. Les forêts aléatoires ( random forests) 

Le bagging semble performant quand il est appliqué à des fonctions d'estimation de faible biais 
mais de forte variance. C'est le cas en particulier des arbres de décision ou de régression. La mé
thode des forêts aléatoires ( random forests) modifie l'algorithme du bagging appliqué aux arbres 
en ajoutant un critère de dé-corrélation entre les arbres. Les performances de cette méthode sont 
souvent très bonnes, et le fait que l'algorithme soit facile à mettre en œuvre le rend populaire. 

La justification de cette approche est la suivante. Lorsque que l'on calcule la moyenne de B 
variables aléatoires, chacune de variance Cl2, la variance globale est de : tJCl2. Si les variables sont 
seulement identiquement distribuées mais non nécessairement indépendantes, et de corrélation 
par paires p, alors la variance globale est : p Cl2 + I;p Cl2, dans laquelle le second terme tend vers 
0 quand B augmente. 

L'idée de la méthode des forêts aléatoires est ainsi de réduire la corrélation p sans augmenter 
trop la variance. La technique utilisée consiste à sélectionner aléatoirement un sous-ensemble de 
n variables à considérer à chaque étape de choix du meilleur nœud de l'arbre (voir chapitre 13). 
Typiquement, n a comme valeur Vd quand d est la taille de la dimension de l'espace d'entrée, 
c'est-à-dire le nombre de descripteurs. 

7. L'apprentissage en cascade ( cascading) 

Dans l'apprentissage en cascade, les classificateurs élémentaires ne sont pas placés en parallèle 
comme dans le vote ou le boosting, mais en série. Autrement dit, l'organisation est la suivante : 
le premier classificateur élémentaire est lancé sur la donnée. Si le résultat produit est considéré 
comme fiable, il est conservé. Sinon, c'est le second classificateur élémentaire qui traite la donnée. 
Si son résultat est fiable, on le conserve, sinon on passe la main au classificateur élémentaire 
suivant, et ainsi de suite. 

Par exemple, pour C = 2, le premier classificateur est, disons un hyperplan. Si la marge qu'il 
produit en résultat est trop faible, on passe la main à un classificateur bayésien paramétrique. 
Si la différence des probabilités de prédiction entre les deux classes n'est pas suffisante, on lance 
un classificateur par k plus proches voisins. 

Cette technique a un avantage évident : elle optimise le temps de décision, en particulier si 
on ordonne les classificateurs élémentaires par complexité de calcul croissante. Un classificateur 
élémentaire complexe ne sera alors lancé que sur des objets particulièrement difficiles à classer. 
D'une manière générale, les problèmes simples seront résolus rapidement et les problèmes difficiles 
seront examinés avec plus de soin. 

En revanche, elle nécessite une évaluation de la confiance de chaque décision, ce qui est un 
problème analogue à celui de la classification avec rejet, que nous n'avons pas encore abordé 
dans ce livre. Les exemples ci-dessus sont réalistes : la marge ou l'évaluation d'une probabilité 
de classement sont des indicateurs utilisables. On peut aussi évaluer le seuil de fiabilité d'un 
classificateur par un ensemble de validation. Cette seconde technique peut d'ailleurs être intégrée 
dynamiquement au processus de cascade pour éviter de fixer des seuils indépendants du problème 
particulier que l'on est en train de traiter. 

Dans cette optique, l'apprentissage en cascade peut alors se décrire par le schéma suivant. On 
commence par diviser l'ensemble d'apprentissage S en deux parties A1 et V1 . On apprend le 
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592 PARTIE 5 Au-delà de l'apprentissage supervisé 

premier classificateur sur A1 . On classe les éléments de V1 . Cette classification permet de trouver 
les éléments de V1 qui sont non fiables : ils forment un nouvel ensemble S2, que l'on divise en 
deux parties A2 et V2. On apprend le second classificateur sur A2. On classe les éléments de V2. 
Cette classification permet de trouver les éléments de V2 qui sont non fiables, et ainsi de suite. 

Notes historiques et sources bibliographiques 

L'histoire du boosting est évoquée au paragraphe 4.7. De remarquables développements théo
riques ont été effectués sur ces méthodes en particulier sur la capacité de généralisation et les 
liens avec les SVM (chapitre 9). Le mot anglais arcing (de adaptive reweighting and combining) 
est employé pour désigner toutes les méthodes qui sélectionnent ou reponclèrent les données pour 
améliorer la classification. Les deux méthodes de boosting que nous avons vues en font partie. 
Le bagging en fait aussi partie (voir [HTFOl] et le chapitre 3). 

Résumé 

• On a. d'abord vu dans ce chapitre comment combiner plusieurs classificateurs dif
férents pour qu'ils s'entraident à résoudre un problème de classification supervisée. 
L'apprentissage des paramètres de ces combinaisons est appelé méta-apprentissage. 

• On a également exposé les codes correcteurs de classes, qui utilisent une matrice 
de codage des décisions. Ceci permet en particulier d'appliquer des méthodes d 'ap
prentissage de concept (deux classes) à un nombre quelconque de classes. 

• On a abordé ensuite le boosting, qui est une technique <l'apprentissage qui vise à 
rendre plus performant un système d'apprentissage « faible ». Pour cela, le système 
cl 'apprentissage est entraîné successivement sur des échantillons cl 'apprentissage 
surponclérant les exemples difficiles à apprendre. À chaque fois, une hypothèse ht 
est produite, et l'hypothèse finale est une combinaison linéaire de ces hypothèses 
pondérées par des coefficients liés à leur performance. 

• Le boosting est d'un emploi très large et fait l'objet de nombreux travaux et 
applications. 
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C hapitre 1 8  

La classification non supervisée et la 

fouille de données 

Ce chapitre aborde un nouvel aspect de l'apprentissage : le cas où les données ne sont 
pas supervisées par une classe. Dans cette optique, la connaissance que l'on peut en 
extraire est de plusieurs types. On peut chercher comment les données se regroupent 
entre elles, et l'on apprend de la sorte quelle est leur division « naturelle » en classes. 
C'est ce qu 'on appelle la classification non supervisée. On peitt aiissi chercher des 
corrélations entre les valeurs des attributs, et on est dans le domaine de la « fouille 
de données », une discipline que la multiplication des fichiers géants de données fait 
actuellement prospérer. 
L 'apprentissage non supervisée concerne aussi la recherche de variables latentes, que 
ce soit, au sens large, les axes d'inertie sous-jacents aux données ou bien des compo
santes indépendantes oit encore des composantes non négatives. 
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L
ES ANIMAUX se divisent en : a) appartenant à l'empereur, b) embaumés, c) apprivoisés, 
d) cochons de lait, e) sirènes, f) fabuleux, g) chiens en liberté, h) inclus dans la présente 
classification, i) qui s'a.gitent comme des fous, j) innombrables, k) dessinés avec un 
pinceau très fin en poil de chameau, 1) et cœtera, m) qui viennent de casser la cruche, 

n) qui de loin semblent des mouches. 
Cette classification que M. Foucault qualifie de « déconcertante »

1 est due à l 'imagination de 
J.-L. Borges2 . Son étrangeté provient d'abord de ce qu'il ne s'agit pas vraiment d'une « division » 
(en terme formel : d'une partition) des espèces : un animal peut être à la fois un cochon de lait, 
apprivoisé et une possession de l'empereur. Surtout, peut-être, la variété des concepts utilisés 
pour regrouper les espèces est absurde : « s'agiter » ne s'oppose ni ne se compare en rien à 
« être dessiné », par exemple. Et que dire de « inclus dans la présente classification » ou de 
« et cœtera » ? Par contraste, une classification raisonnable des animaux devrait utiliser une 
description comparable de chaque animal (vertébré ou non, et si vertébré, mammifère ou non, 
etc.) et in fine fournir une partition opéra.toire (par exemple, deux espèces sont différentes si elles 
ne sont pas interfécondes, pour des raisons génétiques ou géographiques) . 

Nous avons parlé juq u 'ici dans ce livre de classification supervisée, pour laquelle les éléments de 
l'ensemble d'apprentissage sont pourvus d'une étiquette ou d'une valeur numérique fournies par 
un oracle. Dans ce chapitre, la problématique de la classification est différente : étant donné un 
certain nombre d'objets décrits par des attributs, est-il possible d'identifier les familles dans les
quelles se regroupent ces objets ? C 'est pour ainsi dire le problème auquel l'oracle a été confronté 
avant d'être capable de réaliser un étiquetage. Ce problème s'appelle la classification non super
visée ou le cl-ustering3. Il y a deux manières de l'aborder : soit en construisant une hiérarchie de 
classes ; soit directement en cherchant un nombre fixé de classes. 

Ces cieux méthodes sont assez aisées à pratiquer pour des attributs numériques, quand la 
notion de distance est naturelle. Da.ns le cas d'attributs binaires ou nominaux, un certain nombre 
d'extensions sont cependant possibles. 

Pour finir, ce chapitre abordera une autre problématique de l'apprentissage non supervisé : celle 
de la recherche de corrélations entre attributs et de l'extraction automatique de connaissances 
de bases de données non supervisées, ou fo7Lille de données. 

Nous traitons ici l'apprentissage non supervisé et de la fouille de données de manière rapide. Le 
lecteur désirant approfondir ses connaissances dans ce domaine peut se reporter aux références 
proposées dans la section 7.5. 

1 « On sait ce qu'il y a. de déconcertant Jans la proximité des extrêmes ou tout bonnement le voisinage soudain 
des choses sans rapport ; l'énumération qui les entrechoque possède à elle seule un pouvoir d'enchantement. » 
Les mots et les choses. Gall imard (1966). 

2 La langue analytique de John Wilkins, dans enquêtes, Gallimard (1957}. 
3 On dit. p<Hfois « la coalescence » ou simplement. « la cl1;1ssificat.i<>n ». 
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1. Introduction 

1 .1  Le problème général 

PARTIE 5 Au-delà de l'apprentissage supervisé 

On considère clans ce chapitre des données non superv1sees et clans la prem1ere partie, on 
cherche à trouver une partition de ces données en classes « naturelles ». Ce problème général est 
souvent appelé classification aiLtomatique. Une partition des données en classes signifie simple
ment que chaque donnée se voit attribuer une classe et une seule, autrement dit que les données 
sont partitionnées en classes. 

Définition 18.1 (Partition) 

Soit un ensemble fini S. Une partition 7r de S est iin ensemble de parties de S, non vides et 
disjointes deux à deux, dont l'union est S .  Si s désigne iin élément de S ,  il  existe donc iin uniqiœ 
élément, ou bloc, de 7r comprenant s .  

Dans ce chapitre, compte tenu du contexte, nous emploierons souvent le mot « classe » au 
lieu de « bloc ». La classification automatique est fondée sur l'hypothèse qu'il existe une distance 
entre les objets, ou qu'une distribution de probabilités inconnue les a engendrés. Dans le premier 
cas, les classes vont regrouper les objets proches et seront aussi éloignées entre elles que possible. 
Dans le second, on fera des hypothèses sur la famille à laquelle appartient la distribution ; le cas 
le plus général est celui où les données sont supposées avoir été engendrées par un mélange de 
lois normales, ou mélange de gaussiennes. 

Ce chapitre aborde aussi très brièvement le problème de l'apprentissage multi-vues et du 
co-a.pprentissage. Il traite ensuite plus largement de la fouille de données et des analyses en 
composantes. Dit de manière très générale, ces derniers sujets s'intéssent non pas au regroupement 
des objets, mais plutôt à celui des attributs qui les décrivent. La fouille de données cherche 
les attributs communs aux objets et les « motifs » (ensembles d'attributs) fréquents clans la 
description des données par ces attributs. L'analyse en composantes cherche les combinaisons 
linéaires des attributs qui « expliquent » le mieux les données. Cette dernière problématique a 
été déjà abordée au chapitre 3, paragraphe 1.3, qui traitait de la réduction de la dimension de 
l'espace cl 'entrée. C'est en effet une de ses applications possibles, dans le cadre de l'apprentissage 
supervisé cette fois. 

1 .2  Les difficultés 

Les difficultés de la classification automatique sont de deux ordres : cl 'abord, on ne connaît pas, 
bien sûr, le nombre de classes (le nombre de blocs de la. partition) .  Il est facile de faire converger 
un algorithme vers une des deux classifications triviales : celle a.vec un seul bloc (tous les objets 
sont regroupés dans la même classe) et celle avec autant de classes que de données. Il est plus 
difficile de lui faire choisir le nombre de classes intrinsèque aux données, à supposer qu'il existe. 
De plus, il faut supposer que la représentation en attributs est correcte et bien normalisée. La 
plupart des méthodes donneront un résultat différent si l'un des attributs (ici, numériques) est, 
disons, divisé par dix, alors que la nature des données n'est évidemment pas changée par une telle 
opération. Cela provient du fait que ces méthodes sont basées sur l'utilisation d'une distance, qui 
donne la même importance à toutes les coordonnées, ici les attributs. Changer l'échelle d'un des 
attributs modifie la distance entre objets. Diverses techniques de normalisation, hors du propos 
de cet ouvrage, peuvent être envisagées pour traiter ce problème. 

Dans le cas des méthodes de classification fondées sur des hypothèses probabilistes, souvent rien 
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n'assure a priori que ces hypothèses soient valables. Une hypothèse fréquente est que les données 
de chaque classe viennent d'une distribution de probabilités, que toutes les distributions sont 
du même type (en général gaussien ) ,  mais que leurs paramètres sont diffèrents. Une donnée est 
alors affectée à la classe la plus probable. L'hypothèse gaussienne est loin d'être une évidence, 
contrairement à ce qu'une mauvaise interprétation de la loi des grands nombres peut laisser 
supposer. Par exemple, tracer un histogramme, sur mille ou dix mille personnes, de l'âge où ils 
ont passé leur permis de conduire ne donnera jamais une courbe de type gaussien. Il existe des 
tests sur le caractère gaussien, qui permettent de juger de la qualité de cette hypothèse, et des 
transformations vers une répartition gaussienne, qui sont eux aussi en dehors du propos de ce 
livre. 

Quant à la fouille de données, les difficultés viennent littéralement de ce qu'on ne sait pas ce 
que l'on cherche. On est donc obligé d'éviter une explosion combinatoire par des heuristiques de 
recherche, et ce d'autant plus qu'on s'intéresse en général à des volumes énormes de données. 

2 . Les méthodes de classification fondées sur les distances 

2 .1  Distances entre objets 

Définition 18.2 (Distance) 

Une distance D.. sur un espace E est une application de E x E dans JR.+ qui vérifie les propriétés 
.suivantes : 

1. D..(x, y) = O {:::=? x = y ;  
2. "i :i: , y E E , D.. ( x , y ) = D.. (y,x) (symétrie) ; 
3. "ix, y, z E E D.. (x, y) ::; D.. (x, z) + D.. (z, y) (inégalité triangulaire). 

Une relation qui vérifie les deux premières propriétés mais pas l'inégalité triangulaire est sou
vent appelée une mesure de dissimilarité. Quand on travaille sur des objets qui sont des vec
teurs réels, c'est-à-dire quand E = IRd, la p-di.stance entre deux objets x = (:i; 1 , . . .  , xd ) T et 

y = (y1, . . .  , yd )T s'écrit : 
r 

d 

L'.,(x, Y) � � E lx, - Y• I' 

En général, on prend p = 2 pour calculer la di.stance euclidienne entre deux objets : 

1 d 

L'. (x, y) 
� � E (

,,, - y
,

)
' 

Quand les objets considérés sont des vecteurs binaires (quand E = �d), on peut utiliser la 
distance de Hamming, qui est égale au nombre d'éléments bina.ires différents entre les deux 
objets (éventuellement divisé par d). On verra au para.graphe 5 d'autres distances entre objets 
symboliques. 

Dans IRd , on appelle centre de gravité ou moyenne de m objets x1 = (xu, . . .  , x1d)T, . . .  , 
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598 PARTIE 5 Au-delà de l'apprentissage supervisé 

Xm = (xm 1 , . . .  , Xmd) T l'objet µ de IR.<1 défini par : 

Rappelons que ce nouvel objet g possède la propriété suivante : 
m 

µ = ArgMin L �(y, xi) 
yEIRd i=l 

Autrement dit, le centre de gravité µ d'un ensemble de m points est le point de lRd qui minimise 
la somme des distances euclidiennes aux m points considérés. 

2.2  Finesse d'une partition, qualité d'une partition 

Soit un E ensemble de 'lit objets. Nous allons d'abord définir une relation d'ordre partiel entre 
les partitions de E. 

Définition 18.3 

Une partition 11'i est plus fine qii 'iine partition 1l' j si et seulement si toitt bloc de 1l' j est un bloc de 
11'i ou est l'union de plusieiirs blocs de 11'i· 

Selon la relation d'ordre précédente, la partition la plus fine de S = { x1 ,  . . .  , x111 } est constituée 
de m blocs et s'écrit : 

alors que la partition la moins fine n'a. qu'un bloc et s'écrit : 

Par exemple, pour S = {a, b, c, d, e, f} ,  les deux partitions 

(a, b, c),  (d), (e, f) et (a, b), (c, d), (e, f) 

sont toutes deux plus fines que la partition 

(a, b, c, d), (e, f) 

mais n'ont pas de relation de finesse entre elles. 
Nous nous plaçons maintenant dans lRd, avec m objets partitionnés en C blocs et nous utilisons 

la distance euclidienne �. Notons µ 1, . . .  , µc les centres de gravité des C blocs et of le symbole 
de Kronecker, qui vaut 1 quand i = j et 0 sinon. On définit T, la somme des variances intra 
classes (ou plus simplement la variance ) de la partition considérée, par : 

Le produit mT est donc égal à la somme sur toutes les classes de la distance de tous les points 
de cette classe au centre de gravité de celle-ci. 

Pour deux partitions différentes, mais de même nombre de classes, T est un bon indice de la 
qualité de la classification effectuée, du point de vue du regroupement en terme de distance eu
clidienne. Par exemple, dans la figure 18.1, la partition dessinée par des traits pleins est meilleure 
que celle dessinée par des pointillés : les deux blocs sont plus regroupés et mieux séparés. 

Les notions de variance et de finesse sont reliées dans IR d par la propriété suivante : 
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3 

2 •4 •5 .6 

· 1 ·2 •3 

0 
() 2 3 4 5 

FIG. 18.1: Deiix partitions à deiix classes comme résultats possibles de la classification non su
pervisée de quatre points. 

Propriété 18.1  

Soit tme partition 1f de variance T ( 1f) pltts fine qu'une partition (}' de variance T ( (}') . A lors : 

2.3 L'algorithme des k-moyennes 

L'algorithme dit des k-moyenne.s (ou k-mean.s) cherche à trouver la partition à k blocs qui 
minimise la variance. C 'est une technique empirique, qui n'assure pas la découverte de la. partition 
optimale. 

Donnons un exemple emprunté à Webb [Web99J pour présenter cette méthode. Soient six 
objets numérotés de 1 à 6 dans JR.2, comme sur la figure 18.2. On cherche à les regrouper en deux 
classes, autrement dit à en faire une partition à deux blocs. Pour cela, on commence par en tirer 
deux au hasard, disons les points 5 et 6. 

3 

B2 Bi 
2 •4 o_ <> 06 <• 

A2 A, <> <> 
·1 ·2 •3 

0 
0 2 3 ·I 5 

FIG. 18.2: Un ensemble de points à partitionner à deiix clas.ses et le résultat de la méthode des 
2-moyennes en partant des points 5 et 6. 
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600 PARTIE 5 Au-delà de l'apprentissage supervisé 

La première étape est constituée de deux phases. La première phase va allouer les six points aux 
deux cla.sses sur le critère suivant : ceux qui sont plus près (au sens de la distance euclidienne) du 
point 5 que du point 6 sont da.ns la première classe, les autres dans la seconde. La. première classe 
est donc pour le moment le bloc ( 1 ,  2 ,  3, 4 ,  5)  et la seconde le bloc (6). La seconde phase consiste 
à calculer le centre de gravité de ces deux classes. Le premier, appelé A1 a pour coordonnées 
(1 .6,  2.4),  le second, B1 est le point 6, aux coordonnées (5, 2 ) .  

On recommence les deux phases dans la seconde étape : les six points sont alloués aux deux 
classes en fonction de A1 et de B1. On obtient les blocs ( 1 ,  2 ,  3 ,  4) et (5, 6 ) .  Les centres de gravité 
de ces deux blocs sont A2 et B2, aux coordonnées (2.25,  1.25) et (4.5, 2). 

Une nouvelle étape ne change plus la partition : l'algorithme a convergé. 
Il est intéressant de calculer une qualité globale de la classification en utilisant T,  la somme 

des variances intra classes. Les valeurs successives de ce critère sur les partitions obtenues sont 
les suivantes : 

(1 ,2 ,3 ,4,5), (6) 6.4 
(1 ,2,3,4), (5,6) 4.0 

On peut montrer que l'algorithme des k-moyennes fait en effet diminuer la valeur T, mais rien 
n'assure que le mimimum global soit atteint : la convergence peut en effet mener à un minimum 
local. 

Si on initialise l'algorithme avec les points 2 et 5, la convergence vers la partition ( 1 ,  2, 3), (4 ,  5, 6) 
est réalisée d'entrée pour la valeur T = 3.3 du critère. La première initialisation, avec les points 
5 et 6, converge donc vers un minimum local. 

L'algorithme des k-moyennes est un cas particulier des algorithmes de classification par allo
cation-recentrage. La phase d'allocation est ici le calcul des classes à partir des centres de gravité 
provisoires, et la. phase de recentrage le ca.Icul des nouveaux centres de gravité des classes que 
l'on vient cl 'établir. Cette technique peut se voir de manière encore plus générale comme une 
application particulière de l'algorithme EM, qui sera abordé au paragraphe 3 . 1 .  

Il existe une grande variété d'algorithmes du type k-moyennes, permettant en particulier de 
faire naître et mourir des classes au cours des calculs, ce qui donne de la souplesse à la méthode : 
son inconvénient évident est en effet que l'utilisateur doit donner au départ le nombre de classes, 
ce qui n'est pas très réa.liste. 

Il est aussi possible de choisir le nombre de classes en faisant plusieurs essais avec des valeurs 
différentes et en calculant pour chacune un critère fondé sur un compromis entre la variance et 
le nombre de classes, que nous verrons pour les méthodes hiérarchiques au paragraphe 2.7. 

2.4 Les k-moyennes « en ligne » 
L'algorithme des k-moyennes produit donc après convergence k classes et les k centres de 

gravité correspondants. Appelons ici les centres de gravité simplement des « centres », pour 
donner une version différente de l'algorithme des k-moyennes dans laquelle chaque vecteur est 
présenté tour à tour une seule fois. 

Au départ, k centres sont choisis au hasard. Quand un nouveau point se présente, le centre le 
plus proche de ce point est déplacé, et c'est le seul centre qui est modifié. Ce déplacement se fait 
de manière à ce que la. variance de la classification diminue. 

Cette technique peut être formalisée comme une descente de gradient pour minimiser la va
riance. Nous ne la présentons pas en détail, mais nous la mentionnons comme une version pri
mitive de la technique du paragraphe suivant, dans laquelle plusieurs centres sont modifiés à 
l'arrivée d'un nouveau point. 
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Chapitre 18 La classification non supervisée et la fouille de données 

2.5 Les cartes auto-organisatrices de Kohonen 

2.5.1 Présentation. Un exemple 

Dans cette méthode, les « centres » appartiennent toujours à l'espace de représentation, mais 
il sont souvent en grand nombre et surtout, ils sont contraints selon une certaine topologie. Cela 
veut dire que pour chaque centre il existe un certain nombre d'autres centres désignés comme 
devant appartenir à son voisinage. En général, cette topologie est définie en dimension faible : 
un, deux ou trois. Nous prenons pour illustrer dans la suite la dimension deux et nous supposons 
que nous utilisons cent, centres. 

( 
\ 

1-, 1----c1--.• ·:--·-.: ---... 

'· 

- _.If, " " - - - - , .,,. / ----------�----�--------·· , " ' , , , , ' , : , , "-( Neurone\rainqueur ) 
1 

Grille de 
neurones 

Forme à 
discrétiser 

FIG. 18.3: Méthode des cartes aida-organisatrices. La topologie du réseau de neurones est ici 
définie par une grille où chaque neurone a 4 voisins ait premier degré. La forme à 
discrètiser produit des stim1Lli. Pour chacun d 'eux le vecte1tr de référence le plus proche 
(le vainqueur) est sélectionné et sa position est modifiée ainsi qiie celle de ses voisins. 

En pratique, définir une topologie en dimension deux revient à donner à chaque centre un nom 
µ,i:i différent, avec 1 � i ,  j � 10, et à définir leur voisinage à partir des indices qui apparaissent 
dans leurs noms : ainsi, deux centres µ,ij et µ,kl tels que M ax(li - k l ,  IJ - l i )  = 1 sont consi
dérés comme des voisins directs. Notons V D(µ,ij ) l'ensemble des voisins directs de µ,ij · Alors : 
V D (µ,34 )  = {µ,23 ,  µ,33, µ,43 ,  µ,45, µ,35, µ,25 ,  µ,24, µ,44} · 

L'algorithme se déroule alors de la manière suivante. On tire d'abord au hasard la position 
des cent centres dans l'espace de représentation. À cette étape, naturellement, la topologie des 
centres n'est pas respectée : les voisins (du point de vue de leurs indices) n'ont pas de raison 
d'être physiquement proches. 

Ensuite, on examine tous les points de l'ensemble cl 'apprentissage plusieurs fois, souvent un 
grand nombre de fois. Quand un point x est traité, on commence par identifier le centre qui lui 
est le plus proche en distance euclidienne. Disons que c'est µ,34. On déplace µ,34 dans la direction 
de x d'une certaine quantité et on déplace aussi tous les éléments de V D (µ,34) dans la direction 
de x, d'une quantité plus petite voir figure 18.3). 

Au début de l 'algorithme, il se peut que, même si µ,3,1 est très proche de x, en revanche µ,44 
en soit très éloigné. Mais cela n'a pas d'importance. Après suffisamment cl 'étapes, la topologie 
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602 PARTIE 5 Au-delà de l'apprentissage supervisé 

arbitrairement imposée aux centres va se retrouver dans l'espace de représentation par conver
gence, ce que l'auteur de cette méthode, T. Kohonen, a appelé l'aido-organisation. A la fin, les 
centres µ34 et µ44 seront à faible distance euclidienne. 

Après convergence, on trouve clone les centres clans l'espace de représentation JR.d organisés 
selon des contraintes qui ont été imposées en dimension deux. Il est alors intéressant de les 
visualiser dans un espace de dimension deux, par exemple après une analyse en composantes 
principales (voir le paragraphe 7 .1) .  La densité locale des centres reflète celle des données de 
départ. En fin de compte, on peut considérer cette méthode davantage comme une technique 
de visualisation des données que comme une méthode de classification proprement dite (voir 
figure 18.4). 

-� 

... 

FIG. 18.4: Évoltttion d 'tme carte auto-organisatrice à de'uX dimensions sur des données définies 
également en deux dimensions. À la fin, les centres de la carte reflètent la densité des 
points {nierci à Younes Bennani pour cette figure). 

A lgorithme 34 : La construction d'une carte auto-organisatrice 

début 

fin 

Prendre au hasard les centres µi, pour i = 1, C et choisir 17 positif quelconque 
t � o  
tant que t ::; T faire 

Tirer au hasard une donnée cl 'apprentissage x 
Déterminer l'indice i du centre le plus proche de x 
pour chaque centre µj avec j = 1 ,  C faire 1 Oj � 17 e(µj , µi) t:.(x ,µi) 

µj � µj + oi 

fin pour 
fin tant que 
t � t + 1 

2.5.2 La méthode générale 

D'une manière générale, une topologie sur les centres est définie comme une fonction capable 
de calculer leur proximité dans l'espace de dimension réduite. Prenons C centres µ1 , . . .  , µ0 
et donnons-nous une fonction e(µi, µj) qui prend une valeur de plus en plus petite au fur et 
à mesure que les centres µi et µj s'éloignent dans la topologie que l'on veut leur imposer. Par 
exemple, e (µ.; , µj) peut être une exponentielle décroissante de la distance entre les centres dans 
l'espace de dimension réduite. Au lieu de définir pour chaque centre qui est un voisin et qui ne 
l'est pas, on peut alors considérer que tous les centres sont voisins et utiliser la fonction e pour 
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leur mise à jour. La formule de réactualisation de la valeur des centres devient alors , si le centre 
le plus proche de x est µi : 

La distance euclidienne � est prise dans l'espace de représentation, alors que la fonction e décrit 
la topologie imposée aux centres. Le paramètre 'fJ règle le compromis entre la vitesse et la qualité 
de la convergence. La valeur T est choisie à partir de la quantité T /m (m est la taille de l'ensemble 
d'apprentissage) ,  qui indique le nombre de fois en moyenne que chaque exemple est utilisé. Cette 
quantité T /m peut être de l'ordre de la centaine, car la convergence est souvent lente. 

Il faut noter la méthode de Kohonen est sujette à aboutir à des minima locaux. Par ailleurs, 
comme la plupart des méthodes non supervisées, elle est difficile à vallider car il n'y a pas de 
critère objectif associé à la partition obtenue. 

2.6 La classification hiérarchique de données numériques 

2.6.1 Généralités 

Soit un ensemble S = {x1 . . .  Xm} de rn objets. Nous allons définir formellement une hiérarchie 
sur S,  de deux manières différentes, mais finalement équivalentes. Nous utilisons la relation 
d'ordre de finesse entre partitions en commençant par une définition préliminaire. 

Définition 18.4 

Une chaîne dans l 'ensemble des partitions de S est tm ensemble de partitions { 7r1, . . .  , 7rr} tel que 
pour i = 1, r - 1 on a : 'Tri est plus fine que 'Tri+l · 

Nous pouvons maintenant définir une hiérarchie de partitions de deux manières (leur équiva
lence est facile à montrer) . 

Définition 18.5 (Hiérarchie, 1) 

Une hiérarchie sur S est une chaîne de partitions de S dont la plus fine est P,,,,,, et la moins fine 
est Pi . 

L'autre définition est la suivante : 

Définition 18.6 (Hiérarchie, 2) 

Une hiérarchie H sur S est un sous-ensemble des parties de S tel que : 
• pout tout élément x de S, {x} E H ; 
• potir tout cotiple d'éléments h et h' de H avec h =f:. h', on a : 

- soit h n h' = 0, 
- soit h n h' =f:. 0, alors soit h c h', soit h' c h .  

Par exemple, la. hiérarchie représentée à l a  figure 18.5 peut être vue soit comme la. chaîne de 
partitions 

(a, b , c, d, e , f )  
(a, b ,  c ,  d ) ,  (e, !) 
(a, b , c ) , (d) , (e , f )  
(a, b , c ) , (d), (e) ,  (!) 
(a) ,  (b), (c), (d), (e) ,  (!) 
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hi = {a} 
h2 = {b} 
h3 = {c} 
h4 = {d} 
h5 = {e} 
h6 = {!} 

a 

PARTIE 5 Au-delà de l'apprentissage supervisé 

b 

h1 = S = {a, b, c, d, e, f }  
hs = {a, b ,  c ,  d} 
h9 = {e, f}  
h 10  = {a,  b ,  c }  

h3 

hg 

10 

c d e .f 
FIG. 18.5: Une hiérarchie sur S = {a, b, c, d, e, f}. 

Définition 18.7 (Hiérarchie indicée monotone) 

Une hiérarchie indicée est une hiérarchie H sur un ensemble fini à laquelle on associe une suite de 
nombres réels 1·i. Une hiérarchie indicée est monotone .si pour deux éléments hi et hi+ 1 consécutifs 
dans H, avec hi plus fine que hi+ 1 ,  on a ri ::; ri+ 1 .  

Par exemple, sur la. figure 18.6, l a  hiérarchie de la figure 18.5 a. été indicée de manière monotone 
sur l'axe vertical selon l'association : 

(a, b, c, d, e ,  f) 4.2 
(a, b, c, d) 3 

( e ,f )  1.9 

(a, b,c) 1 .1 
(a),  (b), (c), (d) ,  (e) ,  (f) 0 

Construire une hiérarchie sur un ensemble d'exemples est donc équivalent à trouver une chaîne 
de partitions sur cet ensemble. Si l'on construit une hiérarchie indicée monotone sur cet ensemble, 
on peut obtenir les partitions de la chaîne en « coupant » la hiérarchie pour une valeur de l'indice. 
Par exemple, sur la figure 18.6, la coupure pour la valeur 2.5 de l'indice fournit la partition 
(a, b, c) , (d), (e, f). 

On peut associer à toute hiérarchie indicée H une mesure de dissimilarité entre ses éléments 
de la façon suivante : la dissimilarité o (hi, hj )  entre les parties h; et hj de H prend la va.leur de 
l'indice de la plus petite partie h de H qui contient hi et hj. 

On peut démontrer que cette mesure de dissimilarité possède une propriété forte : elle est une 
distance ultramétrique. 
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4.2 
h1 

3 hs 
2.5 - - - - - - - - hg- - -
1.9 
1 . 1  1 0  

a b c d e 

FIG. 18.6: Une hiérarchie indicée sttr S = {a, b ,  c, d, e, f } .  La co·upttre pour la valettr 2.5 de 
l'indice produit la partition (a, b, c) , (d), (e, !). 

Définition 18.8 (Ultramétrique) 

Une ultramétrique (abrégé de distance iLltramétrique) sur un ensemble Z est ime application de 
Z x Z ---7 IR qiâ vérifie les trois conditions suivantes poitr tous les Zi, Zj et zk de Z : 

• ô(zi, z.i) = 0 ;  

• J(zi, zj) = J(zj , Zi) ; 
• ô(zi , zk )  $ Max(ô(zi , zj) , ô(zj , zk ) ) .  

Par exemple, la hiérarchie indicée de la figure 18.6 place les éléments { a }  et { d} à la distance 
ultramétrique J({a} , {d}) = 3, puisque la plus petite partie de H qui contient {a} et {d} est h8. 
De même, J({d}, {e, f } )  = 4.2 puisque la plus petite partie de H qui contient {d} et {e ,f }  est 
h1. On peut vérifier la propriété ultramétrique : 

J({a}, {e, f } ) :::; Max(J({a} , {d}), J( {d}, {e, f}))  = Max(3,4.2) = 4.2 

En résumé, nous sommes désormais en possession des notions suivantes : 
• Nous avons un ensemble d'exemples S composé de m objets. 

• Cet ensemble est muni d'une distance 6. .,  en général la distance euclidienne. 

• Nous cherchons à construire une hiérarchie indicée H de partitions de S. 
• Nous savons que construire une telle hiérarchie indicée est équivalent à donner une ultramé

trique 8 sur les parties de S présentes dans H. 

• Si la hiéra.rchie indicée construite est monotone, la hiérarchie de partitions trouvée est com
plètement satisfaisante, puisque l'agrégation de deux sous-ensembles d'une partition produit 
une partition d'indice supérieur. 

Il nous faut donc utiliser la distance !::.. sur S pour en déduire une hiérarchie indicée, si possible 
monotone. Pour cela, il faut définir une autre mesure D de dissimilarité, celle-là entre tous les 
couples de parties de S. La première étape est facile : si l'on considère les objets de S comme 
des parties de S comportant un seul élément, on posera naturellement : 

D ({x} , {y} )  = 6.(x, y )  

I l  nous faut ensuite trouver comment définir l a  valeur de D sur n'importe quel couple de sous
ensembles de S. Nous présentons dans les paragraphes suivants quelques indices D qui permettent 
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de construire une hiérarchie sur S. Auparavant, donnons un algorithme constructif qui utilise D 
et dont le résultat est une hiérarchie indicée, mais pas forcément monotone. 

2 .6 .2 Un algorithme général de classification hiérarchique 

Quand on dispose d'une mesure de similarité D entre les parties de S, la construction d'une 
hiérarchie indicée se fait de manière simple par l'algorithme 35. 

Chaque étape de cet algorithme produit un élément de la chaîne de partitions. Le nombre 
maximal d'étapes est m ,  le nombre d'objets. 

Il nous reste maintenant à présenter quelques mesures de dissimilarité ou indices D classiques 
qui produisent par cet algorithme des hiérarchies indicées. 

Algorithme 35 : Algorithme de classification hiérarchique 
Établir la table 1n des valeurs de D (x, y) pour x et y parcourant S. 
répéter 

l. Choisir les deux sous-ensembles h;, hj de S tels que D(hi, hj) est le plus petit nombre 
réel clans la table TD 
2.  Supprimer hj de la table, remplacer hi par hi U hj 
3. Calculer les mesures de similarité D entre hi U h1 et les autres éléments de la table. 

jusqu'à ce que la table TD n'ait plus qu 'tme colonne 

2.6.3 L'indice du lien simple 

Cet indice produit l'ultramétrique dite sons-dominante. Il mesure la distance euclidienne entre 
les deux points les plus proches, l'un clans un bloc de partition, l'autre dans le second. Quand les 
blocs sont réduits à un élément, cet indice mesure la distance euclidienne entre ces deux éléments. 
La hiérarchie indicée trouvée est monotone. 

Reprenons un ensemble à six exemples et donnons la table des distances euclidiennes entre les 
exemples. Cette dernière est aussi la table TD , qui est identique sur les couples d'objets. Comme 
cette table est symétrique, seule une moitié est représentée. 

a b c d e f 
a 0 1 . 1  1 . 1  3 6 5 
b 0 1 . 1  4 5 .5 4.2 
c 0 3 6.5 5.3 
d 0 9 8 
e 0 1 .9 
f 0 

L'algorithme de classification hiérarchique produit successivement les tables ci-dessous (la plus 
petite valeur non nulle de chaque table est en gras) . Notons qu'à la premfre étape, ce ne sont pas 
trois points qui sont regroupés, bien que a, b et c soient deux à deux à la même distance, mais 
deux, comme le veut l'algorithme. Dans un cas pareil, on tire au hasard deux points sur les trois. 

D h11 = {a ,  b} {c} {d} { e }  { !} 
h11 0 1 .1  3 5.5 4.2 
{ c} 0 3 6.5 5.3 
{d}  0 9 8 
{e} 0 1 .9 
{f}  0 
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D h 10  = {a ,  b, c} {d} {e}  
h10 0 3 5.5 
{d} 0 9 
{ e }  0 
{!}  

D hs = h 10  U {d}  
h2 0 
h3 

{! } 
4.2 
8 

1.9 
0 

hg 
4.2 

0 

D h 1 0  {d}  
h4 0 3 

{d} 0 
h3 

D h1 = h10 u hg 
h1 0 

On retrouve donc la hiérarchie indicée des figures 18.5 et 18.6. 

h9 = { e ,  f }  
ll.2 
8 
0 

Cette indice est très simple et semble naturel. Il peut donner des résultats surprenants en 
raison d'un certain « effet de chaîne », qui regroupe parfois des points de manière non naturelle. 
On utilise de préférence pour cette raison des indices un peu plus sophistiqués, comme ceux qui 
sont proposés aux paragraphes suivants. 

2.6.4 L'indice de la distance entre centres de gravité 

Prendre pour indice D la distance euclidienne entre les centres de gravité des blocs fournit une 
hiérarchie non forcément monotone, ce qui n'est en général pas souhaitable. 

Il est facile de la remarquer sur l'exemple sui va.nt : soient les points {a, b, c} de IR 2 de coor
données a =  (0, 0), b = (9,0) et c =  (4.5,8.5) .  La distance la plus petite est entre a et b et vaut 
9 (les deux autres valent environ 9.6). Le centre de gravité du bloc (a , b) , de coordonnées (4.5,0) 
est à une distance de c qui vaut 8.5, strictement inférieur à 9. 

Par conséquent, il se produit ce qu'on appelle une inversion dans la construction de la hiérar
chie : le résultat n'est pas une hiérarchie indicée monotone. 

2.6.5 L'indice de Ward 

Pour tenir compte de la variance des classes et pour éviter l'effet de chaîne dans la classification, 
Ward ISim85I a proposé d'utiliser l'indice suivant, donné ici sous la forme de « formules de 
réactualisation ». Il fournit une hiérarchie indicée monotone. 

Nous sommes à l'étape courante de l'algorithme 35, nous avons choisi les deux blocs les plus 
proches hi et hj et nous cherchons à calculer l'indice entre le nouveau bloc hi U hj et un autre 
bloc hk. Le nombre d'éléments du bloc hi (respectivement : hj, hk) vaut m.; (respectivement : 
'fftj, mk)· 

2. 7 L'évaluation de la partition obtenue 

La classification hiérarchique fournit potentiellement autant de classifications qu'il y a de 
données. Donner une valeur de l'index correspond exactement à donner une partition, donc 
une classification. Mais le choix de cette valeur n'est pas facile. On peut utiliser deux types de 
méthodes pour effectuer ce choix. Premièrement, étudier la progression des valeurs de l'index 
correspondant aux changement du nombre de classes. Dans notre exemple, ces valeurs sont : 1 . 1 ,  
1.9, 3.0 et 4.2. Si  on observe un intervalle nettement plus élevé que les autres, on peut couper la 
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hiérarchie par une valeur située dans cet intervalle. Une seconde technique consiste à mesurer la 
somme T des variances intra-classes et à calculer une va.leur du type 

1 m - C  

T C - 1  

qui combine les deux termes T et C variant en sens inverse. T est nul quand le nombre de classes 
C est égal au nombre m cl 'objets et est maximum quand C vaut l .  Ce critère passe donc par un 
extremum pour un nombre de classes intermédiaire qui représente un bon compromis. D'autre 
critères plus justifiés du point de vue statistique ont été proposés. On peut se reporter au livre 
[DHSOl] pour plus de précisions. 

2.8 Les grandes dimensions : effets étranges et propriétés utiles 

L'analyse de données en grande dimension, i.e. au-delà de 30, pose de grands défis. En effet : 
• De nombreux estimateurs statistiques requièrent un nombre de points exponentiel en la 

dimension de l'espace cl 'entrée. Ainsi, certa.ins modèles, comme les histogrammes, présentent 
des taux d'erreur en O(n-Jfd), ce qui signifie que pour diviser l'erreur par deux, il faut 2d 
fois plus de données ! ! 

• Une autre difficulté est cl 'ordre calculatoire. Le cas du problème de 2-moyenne en est un 
exemple typique. Il s'agit de répartir les m points des données en deux groupes, et donc en 
deux centres, de telle manière à minimiser la moyenne des distances des points à leur centre 
le plus proche. Des méthodes naïves sont de complexité calculatoire en O(md), ce qui est 
astronomique, même pour des petites valeurs de d. De ce fait, des méthodes heuristiques 
sont employées, qui sont malheureusement souvent fondées sur une intuition de ce qui se 
passe en 2D ou en 3D, alors que les espaces de grande dimension présentent de nombreuses 
propriétés contre-intuitives. 

On parle de malédiction 01i de fléau de la dirnensionnalité ( curse of dirnensionality) pour souligner 
l'aspect supposé maléfique apporté par un espace de grande dimension. Pourtant des travaux 
récents commencent à clarifier ces effets et même à proposer d'en tirer parti pour simplifier 
l'analyse des données. Nous citerons ici deux propriétés étranges liées aux espaces de grande 
dimension. 

1. 

2 . 

En grande dimension, le volume d'un solide, disons une hypersphère Bd, tend à se concentrer 
clans sa « peau ». Plus précisément, si l'on tire a.u hasard un point dans une sphère de petite 
dimension d et de rayon 1, il existe une grande chance qu'il soit à une dista.nce inférieure 
à r < 1 - ê du centre de son centre. En revanche, en grande dimension, cette probabilité 
tend vers O. La raison en est que la sphère de rayon r de même centre ne contient qu'une 
fraction 1·d du volume de la sphère unité, et cette fraction tend rapidement vers 0 quand d 
augmente. Pour des valeurs de d assez grandes, la plus grande partie du volume se trouve 
dans une « peau » {x E Jild : 1 - ê � l lx l l  � l }  pour € = 0(1/d). 
En espace de dimension d, par définition, il  existe au plus d vecteurs orthogonaux. Mais 
supposons que l'on soit moins exigeant et que l'on cherche des vecteurs presque orthogo
naux, à 90 • ±ê, alors on peut en trouver un nombre exponentiel. En effet, un ensemble de 
exp(O(ê2d)) vecteurs pris aléatoirement entre le centre et un point de la boule Bd satisfera 
presque sûrement cette propriété. 

On comprend que ces propriétés puissent paraître mettre en péril de nombreuses méthodes de 
recherche de régularités entre les données puisque la plupart sont fondées ultimement sur des 
comparaisons de distances. Si la distance entre deux points pris au hasard est la même que pour 
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n'importe quelle autre paire de points, ce que tend à impliquer la propriété sur la concentration 
du volume dans la peau d'une boule, alors aucune régularité valide ne pourra être découverte. 

Cependant, ces propriétés concernent des points très particuliers, ceux qui sont tirés aléatoire
ment dans l'espace. Les données réelles peuvent être sensiblement différentes. Le péril serait donc 
circonscrit. l\ilais, ne peut-on pas imaginer de tirer parti, au contraire, des propriétés mentionnées 
plus haut pour simplifier l'analyse de données en grande dimension ? L'idée de méthodes récentes 
consiste à a.jouter du bruit pour utiliser ces propriétés. 

Ainsi, un résultat très important est le théorème de Johnson-Lindenstrauss. En substance, il 
affirme que si on prend n'importe quel ensemble de m points dans un espace de grande dimen
sion, et qu'on les projette sur un sous-espace de dimension O(logm) choisi arbitrairement, alors 
la distance entre ces ·m points sera très probablement presque parfaitement préservée. Il s'agit 
là d'un résultat remarquable qui permet par exemple de réduire à O(logm) la complexité calcu
latoire de tâches de clustering ou d'autres types d'analyse qui dépendent du calcul de distances 
entre m points. 

3. Les méthodes de classification par des modèles probabilistes 

3.1  L'estimation d'une somme pondérée de distributions gaussiennes 

On peut faire une analogie raisonnée entre la méthode des k-moyennes et la technique non 
paramétrique du plus proche voisin (chapitre 15, paragraphe 3.3). De même, il est possible de 
faire des hypothèses paramétriques sur la distribution des objets. Souvent, on considère qu'ils sont 
des tirages i.i.d. d'une distribution multigaussienne, encore appelée un mélange de gaussiennes 
(mixture of normal distributions model), c'est-à-dire une somme pondérée de gaussiennes de 
moyennes et de matrices de covariance inconnues. En pratique, cela. revient à supposer que 
chaque classe est une gaussienne avec ses caractéristiques particulières et une probabilité a priori 
plus ou moins forte4. 

Nous avons donné au chapitre 15  la formule d'une distribution gaussienne dans IRd. Nous la 
rappellons ici en notant p (N(µ, Q)) la densité de cette distribution, avec µ sa moyenne et Q sa 
matrice de covariance. 

P (N(µ, Q)) 
1 Q 1-l/2 { 1 T - 1 } exp - -2 (x - µ) Q (x - µ) (27r )d/2 

Un mélange de C gaussiennes s'écrit donc : 

P (N(µ, Q)) 

a.vec I: ki = 1 
j=I,C 

( 18. l )  

(18.2) 

En supposant C connu, il faut estimer les C scalaires k.i, les C matrices symétriques Qi de 
d l C d C d2+2d+2 imension d x d et es vecteurs µi e dimension d pout tout i entre 1 et , soit 2 
paramètres. 

4 Sous ce point de vue l'algorithme des k-moyennes revient à faire l'hypothèse que les classes proviennent de dis
tributions gaussiennes ayant toutes la même matrice de covariance ; les probabilités a priori sont quelconques. 
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On utilise pour cela l'algorithme ENI, que nous avons déjà rencontré au chapitre 12 pour 
l 'apprentissage des HMM. Une explication de la méthode E M et de son application à l'estimation 
des paramètres des mélanges de gaussiennes est donnée en annexe 7. Cette méthode souffre aussi 
de ce que C doit ête fixé à l'avance. Là encore, diverses techniques sont applicables pour trouver la 
meilleure valeur, mais on peut s'appuyer ici sur l'hypothèse paramétrique émise sur la distribution 
des objets. Une technique éprouvée est de maximiser le « critère bayésien d'information » (BIC), 
comme présenté dans [JW98]. 

-- EXEMPLE 

4. 

La figure 18 .7 illustre les performances de cette méthode par comparaison avec celle des 
k-moyennes. On y voit 600 points, 287 tirés selon une première loi normale de moyenne 

T ( ) d . d . 
Q 

(0.1 0.0) 1 d d µ 1 = 1 1 et e matnce e covanance 1 = O.O O.l et 313 se on une secon e e 

moyenne µ{ = (0.8 0.8) et de matrice de covariance (0·g2 
O.
�J . Les deux distributions 

sont supposées équiprobables. Les surfaces d'équidensité de ces distributions sont les cercles 
en trait plein ; la probabilité qu'un point soit tiré à l'intérieur est de 90 %. L'erreur bayésienne 
(le mieux que l'on puisse faire, voir le chapitre 15) vaut ici 13 %. 
Les programmes qui implantent l'algorithme EJ\il et celui des k-moyennes, connaissent les 
400 points et le fait qu'il y ait deux classes à trouver, mais ils ignorent la classe de chaque 
point et la probabilité a priori des classes. 
Sur la figure de gauche est donné le résultat de EM. Il trouve deux distributions gaussiennes 
assez proches des originales. Une probabilité a priori de 0.57 est attribuée à la première classe 
et de 0.43 à la seconde. Les distributions sont représentées pa.r les ellipses en pointillés, qui 
correspondent aux valeurs suivantes : 

� T ( µl = 1 .043 1 .018) 

0.808) 

Q = 
( 0.097 -0.005) 

l -0.005 -0.093 
� T ( µ2 = 0.792 Q = 

(0.025 0.002) 
2 0.002 0.019 

La matrice de confusion de la classification des données initiales est la suivante ; elle donne 
une erreur de 27 % : 

classe 1 classe 2 

classe 1 199 88 
classe 2 1 9  294 

Sur la figure de droite, l'algorithme des 2-rnoyennes sépare les points en deux classes. La 
surface séparatrice est la droite médiatrice des centres de gravité des classes trouvées (en 
pointillés). La matrice de confusion de la classification des données initiales est la suivante 
(ce qui donne une erreur de 34 %)  : 

classe 1 
classe 1 162 
classe 2 10 

classe 2 
125 
308 

Méthodes spectrales de catégorisation 

Comme les sections précédentes l'ont montré, l'une des approches les plus utilisées pour la caté
gorisation est fondée sur une approche générative, c'est-à-dire dans laquelle on cherche à identifier 
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FIG. 18.7: L 'algorithme EM retrouve mi rnélange de distributions gaussiennes, mais l'algorithme 
des 2-moyenne.s est JJlns en difficulté. 

la distribution sous-jacente des données P ,y .  Une méthode standard est d'utiliser un algorithme 
tel que EM (Expectation-Maximisation), (voir l'annexe 7) qui recherche un mélange de distribu
tions. Ce type d'approches souffre de plusieurs inconvénients. D 'abord, l'estimation de densités 
paramétriques requiert la plupart du temps de faire des hypothèses (trop) simplificatrices, par 
exemple, que la distribution de probabilité est gaussienne. Ensuite, la log-vraisemblance peut 
présenter de nombreux minima locaux, ce qui implique d'utiliser une stratégie de recherche à. 
partir de plusieurs initialisations. Les algorithmes tels que la k-moyenne connaissent les mêmes 
problèmes. Une approche différente a été proposée qui utilise des méthodes spectrales pour la 
catégorisation. L'idée générale est d'employer les premiers vecteurs propres d'une matrice dérivée 
des distances entre les points représentant les données. 

Les méthodes spectrales de catégorisation résolvent le problème classique : étant donné un 
ensemble de points {xdi=l..m , avec, souvent, xi E IR.d, et une mesure de similarité entre toutes 
les paires de points (xi, Xj), partitionner les points en groupes ( clusters) tels que les points à. 
l'intérieur d'un groupe soient similaires, tandis que les points de groupes différents soient très 
peu similaires. 

Les algorithmes de catégorisation spectrale prennent comme point de départ un graphe de 
similarité pondéré G(V, E),  où les sommets correspondent aux points et les poids aux similarités 
entre paires de points. Elles calculent alors le Laplacien du graphe (voir le chapitre 14) et trouvent 
une décomposition en valeurs propres de ce Laplacien. Certains algorithmes utilisent directement 
les vecteurs propres trouvés pour calculer une catégorisation k-way. La plupart des algorithmes 
forment une partition binaire des données à partir du deuxième vecteur propre (associé à. la 
deuxième plus grande valeur propre) . En cas de nécessité, la décomposition se poursuit de manière 
récursive sur les sous-groupes identifiés. 

L'algorithme 36 est un exemple de catégorisation spectrale binaire dans lequel la mesure de 
similarité exp(- ll x i;�j 112 ) est utilisée. 

(1 k 
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FIG. 18.8: (a) Un problème simple de catégorisation. (b) la matrice d'affinité. (c) le premier 
vecteur propre. (d) le second vecteur propre (d'après [Wei99J, p.976). 

Algorithme 36 : Algorithme de catégorisation spectrale bipartie 

Données : Échantillon S de m, points {xi}i=l..m avec xi E IRd 
Résul tat : Une bi partition S' et S" des données. 
début 

l. Calcul de la matrice de similarité K :  Kij = exp(- 11x ;;�;ll 2 ) , Vxi, Xj 
<T �· 

fin 

2. Calcul de la matrice D : Di = I:r.::1 K.
;j 

3. Calcul de la matrice laplacienne normalisée : L = I - D-1 K 
4. Trouver le deuxième vecteur propre V2 de L 
5. Calcul des deux parties de S en utilisant v2 

S' = {[i] : v2i > O},  S" = {[i] : v2i s; O} 

5. La classification de données symboliques 

5 . 1  Les données binaires et catégorielles 

Quand on quitte l'espace de représentation IR d, de nouveaux problèmes apparaissent pour 
la classification automatique. Prenons d'abord le cas des données binaires, dans lequel chaque 
exemple objet est un vecteur de JIBd composé de d bits. Quelles mesures de distance peut-on 
proposer dans une telle représentation ? 

La distance la plus simple est celle de Hamming qui mesure le nombre de bits différents entre 
deux objets, divisé par d. Sa valeur est donc toujours comprise entre 0 et l .  Mais on peut proposer 
d'autres mesures qui ne vérifient pas forcément les propriétés de la distance5. Soient deux objets 

5 Rappelions la définition d'une distance, donnée en 3.2 : une distance A sur un espace E X  E est une application 

de E x E dans IR+ si et seulement si elle vérifie les propriétés : 
• A(x,y) = O  Ç==} x = y ; 
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Chapitre 18 La classification non supervisée et la fouille de données 

x et y de IIBd. Notons : 
• a le nombre d'attributs qui sont V R A I  pour x et y ;  

• b le nombre de ceux qui sont V RAI pour x et FAU X pour y ;  

• c le nombre de ceux qui sont FAU X pour x et V RAI  pour y ;  

• d le nombre d'attributs qui sont FAU X pour x et y.  
Les mesures de dissimilarité suivantes entre x et y sont classiques : 

Nom Formule Commentaire 

Hamming c+d est une distance a+b+c+d 

Russel et Rao 1 - a ne vérifie pas la première a+b+c+d 
propriété de la distance 

Jaccard l - -a-a+b+c est une distance 

Yule l _ ad-be 
ad+bc 

Il est difficile d'appliquer l'algorithme non hiérarchique des k-moyennes à des données binaires, 
car il fait appel à la notion de centre de gravité a priori intraduisible dans lffid . Certains auteurs 
ont proposé des techniques empiriques pour contourner la situation. Nous en verrons un exemple 
au paragraphe suivant (dans le cas de la représentation attribut-valeur) qui peut s'appliquer en 
particulier à celui de la logique des propositions. 

En revanche, les algorithmes hiérarchiques peuvent toujours s'appliquer, à condition de savoir 
calculer un indice ultramétrique entre deux ensembles d'objets binaires. Les indices du lien simple 
et de \i\Tard sont en particulier calculables, car ils ne font pas appel au centre de gravité des 
ensembles. Nous verrons aussi au chapitre 2 1  que l'on ne peut pas mesurer la ressemblance entre 
deux objets binaires avec le nombre de propositions logiques qui ne valent par exemple V RAI  
sur les deux que si on limite volontairement l'ensemble des propositions disponibles par u n  biais 
(par exemple, si on décide de n'y mettre que les conjonctions). 

5.2 Les attributs nominaux : la représentation attribut-valeur 

Dans le cas où les attributs sont catégoriels (nominaux), un grand nombre de méthodes hiérar
chiques ont été proposées. Elles sont fondées sur le calcul d'une distance entre objets catégoriels, 
puis sur son extension à un indice ultramétrique. Prenons l'exemple suivant. Un oiseau est défini 
par trois attributs : 

• le fait que son bec soit aplati ou non ; 

• sa taille qui peut prendre trois valeurs : petite, moyenne ou grande ; 
• la co'lÛe'lir de son cou qui peut prendre quatre valeurs roux, orange, gris ou noir. 

Soient deux oiseaux définis par : 

• V :r;, y  E E , � (x,y)  = �(y,x) (symétrie) ; 

• Vx, y , z  E E �(.x,y) ::; �(J;,z) + �(z,y)  (inégalité l;riangulaire). 
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aplati 
X1 VRAI 
x2 FAUX 

PARTIE 5 Au-delà de l'apprentissage supervisé 

taille couleur nom 
moyenne roux nette rousse 
moyenne noir corneille noire 

On peut par exemple généraliser la distance de Hamming par le calcul suivant6 

1 1 0 1 1 
.6.(x1 x2 ) = 1 - ( 1  + 0 + 3) = 1 - -(2 - + 3- + 4-) = -' 

3 2 3 4 3 

Cette formule peut aussi être remplacée par la suivante, qui considère que aplati = V RAI 

et aplati = FAU X sont en quelque sorte deux fois moins différents que couleur = roux et 
couleur = noir, puisqu'il y a deux modalités pour la première variable et quatre pour la seconde : 

Cette dernière expression varie entre 0 et l( � + l + t) = 0.36, mais il est facile de la ramener 
entre 0 et 1 si nécessaire. 

Il est intéressant de noter qu'un certain nombre de méthodes fondées sur les concepts de 
l'espace des versions (voir le chapitre 4) ont été proposées pour construire des classifications non 
hiérarchiques. On a remarqué plus haut que la méthode des k-moyennes n'est pas applicable, 
car la notion de centre de gravité n'existe plus. Mais il est possible de construire des algorithmes 
analogues comme C LU ST ER/2 [MS83j dont l'algorithme est schématiquement donné ci dessous 
(algorithme 37). 

Algorithme 37 : Un algorithme de classification non hiérarchique pour données 
symboliques 
Fixer le nombre de classes : k. 
répéter 

Choisir k objets amorces 
pour chaque amorce faire 
1 Apprendre un ensemble de concepts discriminants vis-à-vis des autres amorces 

fin 
Modifier les concepts pour en déduire un ensemble de partitions sur les objets. 
Choisir la meilleure 

jusqu'à Le test de fin est satisfait 

Un certain nombre de commentaires sont nécessa.ires pour préciser cet algorithme. 
• Le choix des amorces n'est effectué au hasard que la première fois. Quand la partition 

trouvée est meilleure que la meilleure partition courante, on cherche à l'améliorer encore 
en choisissant des objets « au centre » de chaque bloc. Sinon, on cherche à la corriger en 
choisissant des objets « au bord » de chaque bloc . 

• La qualité d'une partition est évaluée par un mélange de critères parmi lesquels on peut 
citer : 

l. l'adéquation d'un concept, c'est-à-dire le nombre d'objets qu'il peut couvrir par rapport 
au nombre d'objets qu'il couvre dans l'ensemble à classer ; 

2. la simplicité d'un concept, que l'on peut mesurer par le nombre d'attributs qui y sont 
présent s ;  

6 Nous ne donnons pas la formule généntle, qui n'ajoute rien â la compréhension. 
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Chapitre 18 La classification non supervisée et la fouille de données 

3. l'intersection des concepts : elle est nulle dans l'ensemble des objets à classer, mais peut 
se mesurer dans l'absolu. 

4. etc. 

5.3 Les données logiques 

Que devient l'apprentissage non supervisé dans des données décrites par des structures sym
boliques complexes comme les formules de la logique des prédicats ou les arbres ? Ce sujet est 
difficile, puisque la notion de distance ou de similarité dans ces espaces de représentation n'est 
pas naturelle. Pourtant, il est la clé du développement de la fouille de données pour la découverte 
de concepts évolués. 

Il existe un certain nombre de travaux de conceptualisation et de réalisation dans ce domaine. Il 
faudrait introduire de nouveaux concepts et de nouvelles définitions pour aborder le sujet, même 
rapidement. Nous préférons donc ici renvoyer le lecteur à l'article de synthèse de G. Bisson dans 
[DKBivIOOJ sur la notion de similarité dans les domaines statistiques et symboliques. C 'est une 
excellente mise en lumière des problèmes et des solutions actuelles. 

6. La fouille de données 

La fouille de données (data mining) est un ensemble de méthodes et un domaine de recherche 
issu de préoccupations sur l'exploitation des bases de données qui se font de plus en plus im
portantes et de plus en plus répandues dans tous les champs d'activités. Jusque vers le milieu 
des années 1990, les recherches en bases de données portaient essentiellement sur l'organisation 
des données, leur représentation, leur stockage, les langages d'interrogation, leur distribution, 
etc. En un mot, sur le stockage et sur l'exploitation directe de toutes les données que l'on 
jugeait utile de conserver. Cependant, ces technologies ne permettaient que de retrouver une 
information stockée, et non pas de découvrir éventuellement des tendances, des régularités, im
plicitement contenues dans les bases de données. Avec l'avènement d'entrepôts de données7 (data 
warehouses ) , il devenait impossible d'envisager que ces tâches de découverte soient entièrement 
réalisées manuellement. Tant le volume de données à traiter que l'impossibilité d'être prêt à tra
quer tout type de régularités potentiellement intéressantes rendaient nécessaire le recours à des 
techniques automatiques. Pour désigner celles-ci, on parle d'extraction de connaissances à partir 
de données (ECD) ou de fouille de données. Le sens de ce dernier vocable est cependant souvent 
restreint à l'étape de recherche de régularités dans les données, indépendamment des étapes de 
prétraitement et de post-traitement des données. 

Les définitions de l'ECD sont nombreuses. Par exemple : c'est un « processus complexe permet
tant l'identification, au sein des données, de motifs valides, nouveaux, potentiellement intéressants 
et les plus compréhensibles possible » [FPSSU96]. C'est aussi « le processus non trivial d 'extrac
tion d 'informations valides, implicites, potentiellement ittiles et itltimement compréhensibles à 
partir de grandes bases de données » [HK06]. 

Un entrepôt de données regroupe des informations hétérogènes en un seul lieu (logique) sous un format de 

données unifié, permettant le maintien facile de ces données et leur exploitation. Les opérations possibles 

incluent le « nettoyage » des données, leur intégration et leur traitement analytique en-ligne ( On-Line Analy
tical Processing (OLAP)), c'est-à-dire des techniques permettant le résumé, l'agrégation de données, ou leur 

visualisation sous différents angles. 
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616 PARTIE 5 Au-delà de l'apprentissage supervisé 

L'ECD a donc pour but de fournir à un utilisateur final de nouvelles connaissances, disséminées 
dans un vaste ensemble de données, qui soient à la fois compréhensibles et utilisables vis-à
vis d'un contexte applicatif particulier. Elle met en jeu un processus intera.ctif de préparation 
des données (sélection de descripteurs, constitution d'une table, discrétisation) , d'extraction de 
connaissances à l'aide d'algorithmes de calcul, de visualisation et d'interprétation des résultats, 
lors d'intera.ctions avec l'expert (voir figure 18.9). 

Pretraiœ ment 
Sélection 

,,--- [J 
Données • Base de : données 

1 
1 

Fouilli! Je données 

Binansotion 

l •1 1 boo�enœs : 
: Donnt'es • 

: prét r:i.itécs 
1 

�--- --- e1 e 1 

1 1 ' f 

la1upre1011on 

1:: --&, 
Motlfs 

�-----------L----------J----------------J------------

FIG. 18.9: Cycle d 'extraction de connaissances à partir de données. 

Les principales étapes d'un processus de fouille de données (ou Knowledge Discovery frorn 
Databases (KDD))  sont les suivantes : 

l .  Le nettoyage des données. Afin d'éliminer le bruit et les données incohérentes. 

2. L'intégration de données. Lorsque les données proviennent de sources différentes. 

3 .  La sélection de données. Recherche des données pertinentes dans la base de données. 

4. La transformation des données. Afin de les mettre dans une forme appropriée pour 
les opérations de recherche de régularités. Cela peut inclure des opérations de résumé ou 
d'agrégation de données. 

5. La fouille de données. Extraction de régularités dans les données. 

6. L'évaluation des régularités. Afin de ne garder que les régularités intéressantes. 

7. La représentation des connaissances extraites. Des techniques de visualisation et 
de représentation sont utilisées pour transmettre le plus clairement possible les régularités 
extraites aux utilisateurs finaux . 

Les applications concernées sont toutes celles qui font appel à la technologie de grandes bases 
de données. Elles sont donc très largement répandues. Elles incluent par exemple l'analyse de 
marchés afin d'affiner des ca.mpagnes de marketing, la détection de fraudes, le contrôle de pro
duction ou encore l'exploitation de données scientifiques, particulièrement en astronomie ou en 
biologie. Les applications récentes se tournent vers les données disponibles sous forme de flux 
(data streams) ou accessibles sur le Web et dans les réseaux sociaux, ouvrant de nouvelles pistes 
et de nouvelles directions de recherche. 

La fouille de données recouvre ainsi l'ensemble des techniques qui permettent de chercher de 
manière automatique des régularités intéressantes dans les bases de données (on parle abusive
ment d' « extraction des connaissances ») .  Le champ couvert est à la fois plus vaste que celui 
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Chapitre 18 La classification non supervisée et la fouille de données 

de l'apprentissage artificiel, en ceci qu'il met par exemple davantage l 'accent sur les étapes de 
prétra.itements ainsi que sur celles de mise en valeur des tendances mises à jour, par exemple par 
des outils sophistiqués de visualisation, mais aussi plus restreint, car il est essentiellement centré 
sur des techniques d'apprentissage non supervisé, ou à partir d'exemples positifs seuls. 

En effet, il y a rarement de notion d'étiquettes dans les bases de données. Tous les champs d'un 
enregistrement se valent (en termes descriptifs) et l'on est intéressé à détecter des corrélations 
entre ces champs, ou descripteurs, sans référence à une classe. 

Comme l'introduction de ce chapitre l'a abondamment souligné, il est impossible de chercher 
des régularités à l'aveuglette, sans avoir d'idées préconçues sur ce qui est cherché. Et, bien sûr, 
toute idée préconçue est empreinte d'arbitraire. 

Le domaine de la fouille de données étant très actif, comme en témoignent l'importance des 
conférences qui lui sont annuellement consacrées (KDD8 , ECl\lfL-PKDD9, ICDM10 , EGC1 1  pour 
n'en citer que quelques unes), il n'est pas possible de fournir un catalogue exhaustif des types 
de régularités recherchées dans les bases de données. Cependant, l'essentiel des applications est 
concerné par les types de régularités suivants : 

• Description de classes ou concepts. L'idée est de chercher une description des objets 
(enregistrements) associés à une classe, c'est-à-dire à une valeur de l'un (ou plusieurs) des 
descripteurs (champs). Par exemple, quel est le profil des auditeurs de France-Culture le 
samedi matin de 9h à lOh ? Ou bien, quel est le profil des produits dont les ventes ont 
augmenté de plus de 10 % l'année dernière ? Les techniques d'apprentissage supervisé peuvent 
naturellement fournir des outils pour découvrir ce type de régularité. Il faut noter que le but 
peut être de décrire et comprendre les données disponibles, comme il peut être de prédire 
quels objets pourraient faire partie de la classe étudiée. 

• Discrimination. Il est également possible que le but soit de trouver ce qui permet de 
distinguer deux classes d'objets dans une base de données. Par exemple, ce qui distingue 
les acheteurs réguliers de produits informatiques des acheteurs très occasionnels, ou bien ce 
qui distinguer les produits dont les ventes ont augmenté de 10 % l'année dernière de ceux 
dont les ventes ont baissé de 30 % . Les techniques d'apprentissage supervisé de concepts 
sont naturellement a priori pertinentes pour cette tâche. 

• Recherche de motifs fréquents, de règles d'association. 
- Les motifs fréquents sont, comme leur nom l'indique, des formes qui apparaissent fré

quemment dans les données. Cela peut concerner des conjonctions cl 'attributs, des sous
séquences, ou des sous-structures. Ce que l'on appelle les frequent itemset ou FIS, dési
gnent généralement des ensembles d'attributs qui sont fréquemment vrais ensemble dans 
les données. Par exemple, pain, moutarde et saucisse. 
Les règles d 'association ( association rules) expriment sous forme de règles certaines cor
rélations en espéra.nt ainsi identifier des causalités par exemple. Ainsi : 

achèt e ( X ,  ordinateur) � achèt e ( X ,  logicie l ) .  

Comme il est possible de trou ver un  très grand nombre de  telles règles clans toute base 
de données, seules celles qui passent un test de validité, à définir, sont proposées par le 
système. 

8 (KDD) A CM S!GKDD International Conference on f(nowledge Discovery and Data Mining, née en 1995. L'une 

des tout.es premières conférences dans le domaine. 

9 (ECML-PKDD) E-uropean Conference on Machine Learnùig f1 E-uropean Conference on Principles and Practice 

of Knowledge Discovery. Née en 198tl pour la partie apprentissage, et en 1997 pour la partie fouille de données. 
10 (ICDM) International Conference on Dat<i .Mining, née en 2001. 
1 1  (EG C) Journées francophones « Extraction et Gestion des Cormaiss<mces ». La. première conférence fra.nco

phone dans le doma.ine, née en 2001 . 
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618 PARTIE 5 Au-delà de l'apprentissage supervisé 

• Les cas aberrants ( outliers) .  Parfois, ce qui est recherché est ce qui sort de la norme. Par 
exemple, si l'on veut identifier les fraudeurs au fisc. Dans ce cas, on utilisera des techniques 
dédiées, comme par exemple certains types de SVM (voir chapitre 14) . 

Les méthodes que nous décrivons dans la suite sont donc dédiées à l'exploitation des bases 
de données. Le vocabulaire utilisé est de ce fait largement influencé par ce dernier domaine. 
Les données traitées sont en général booléennes et non pas continues. L'accent en fouille de 
données a été en particulier mis sur la mise au point d'algorithmes performants pour traiter de 
(très) grosses bases de données. En revanche, les mesures d'intérêt sur les régularités extraites 
sont d'ordre essentiellement heuristique et peu de travaux ont considéré l'aspect statistique de 
l'extraction de régularités, central en induction (mais voir par exemple [PLT04] ) . 

6.1 La recherche de motifs fréquents 

Les méthodes de fouille de données peuvent être envisagées sous deux angles. Soit comme 
appartenant à la famille des méthodes d'apprentissage non supervisé, puisque, en général, l'ap
prentissage ne tient pas compte d'une classification cible, mais cherche des régularités présentes 
dans les données. Soit comme des méthodes d'apprentissage à partir d'exemples positifs seuls 
puisque, généralement, seuls des exemples positifs sont décrits dans les données ( e.g. les clients 
d'une banque ou les complexes connus de protéines) . Dans les deux cas, il est naturel de vouloir 
découvrir des motifs ou patterns communs aux données, ou, au moins, communs à une partie si
gnificative d'entre elles. C 'est ce que l'on appelle les motifs fréqiients ou Freqiient ItemSets (FIS) 
pour des raisons que nous allons voir. Une grande partie des méthodes de fouille de données se 
base sur leur découverte. 

6 . 1 . 1  Vocabulaire, définitions et propriétés 

La recherche de motifs fréquents a pour but d'identifier des caractéristiques communes aux 
exemples ou enregistrements S = { x 1 ,  .. ., Xm } présents dans une base de données et décrits par 
un ensemble d 'attributs 1 2  A = { a1, . . .  , ad} .  

Ainsi, un exemple xi E S, qui correspond à un certain nombre d'attributs de A à valeur « vrai » ,  
peut être vu  comme un sous-ensemble de A et  vérifiera donc aussi xi  Ç A.  Un attribut dont la. 
valeur est « 1 » ou « vrai » est appelé un item. Un ensemble d'items est appelé itemset, d'après 
l'appellation originale américaine. Un itemset est donc un sous-ensemble de tous les attributs 
binaires valant 1 pour un exemple donné. 

Définition 18.1  (Couverture d'un exemple) 

On dira qu'un ensemble d'items 'I couvre un exemple xi si et seulement si 'I Ç xi.  Cela signifie 
que Xi vérifie toittes les conditions booléennes exprimées par les attribitts de 'I. 

-- EXEMPLE; 

Pour illustrer ces notions, l'exemple de la table 18.l représente le résultat d'un sondage fictif 
réalisé auprès de touristes étrangers en visite à Paris. Les objets correspondent à des touristes 
anonymes (x;) et les attributs représentent les lieux visités : les bateaux mouches (BM ),  le 

12 Parce que c'est un cas très répandu, et par souci de simplicité, nous ne considérons ici que le cas des attributs 

booléens (descripteur présent ou non. Par exemple « a acheté du pain » ) . Cependant, les concepts et méthodes 
décrits s'étendent sans problème au cas des attributs ordinaux (c'est-à-dire à valeur entière, par exemple « a  

acheté 2 baguettes » ) . 
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Chapitre 18 La classification non supervisée et la fouille de données 

Attributs 
0 bservations BM CP LO MO ND TE 

X 1  X X X X 

x2 X X X 

X3 X X X X 

X4 X X X X 
X5 X X X X X 

X6 X X X X 
X7 X X 
Xs X X 
X9 X X 

X1Q X X X X X 

TAB. 18.1:  Base de données sur des visites de Paris. 

centre Pompidou (CP), le musée du Louvre (LO), le musée d'Orsay (MO), la cathédrale 
Notre-Dame (ND) et la tour Eiffel (TE). 
Ainsi, en s'appuyant sur le vocabulaire précédent, on peut dire que l'exemple x1 est égal à 
{BiH , L O , iHO, ND} et que l'item CP couvre les exemples x6 et x10. 
{BM, LO} et {MO,TE} sont des itemsets de x5 .  

La notion de motif étend celle d'item. Celle de motif fréquent repose sur les notions de support 
et de fréquence, pour lesquelles il existe quelques légères variantes mathématiques sans grandes 
conséquences sémantiques. 

Définition 18.2 (Motif) 

Un motif est un ensemble d 'items. C'est donc un ensemble d 'attributs dont la valeiir doit être 
vraie. 

Définition 18.3 (Couverture d'un motif) 

La couverture d 'un motif est l'ensemble des exemples coiiverts à la fois par toits les items du 
motif. 

Définition 18.4 (Support d'un motif) 

Le support d'un motif e.st le cardinal de la couverture de ce motif. 

Définition 18.5 (Fréquence d'un motif) 

La fréquence d'un motif e.st égale à son .support divi.sé par le nombre total d 'exernple.s . 

Remarque : Il faut noter que la fréquence est parfois appelée support par certains auteurs. 
La taille t d'un motif mi est définie comme le cardinal de ses items, c'est-à-dire t(mi )  = jni; j .  

Ainsi, la. taille du motif {BM,TE} est égale à 2 .  
On dira. qu'un motif est fréquent si  sa fréquence est supérieure à un seuil défini a priori noté 

f _min. 
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-- EXEMPLE 

PARTIE 5 Au-delà de l'apprentissage supervisé 

Ainsi, en reprenant la base de données de la table 18.1, et en considérant Je motif { B M, LO}, 
nous avons : 

Couverture({BJ\i/,LO}) - {x1, x2 ,X3 ,X5 , x10} ;  
Support({BM, LO}) - 5 ;  
Fréquence( {BM, LO}) - 0.5. 

Une tâche centrale en fouille de données consiste à trouver tous les motifs fréquents (ou 
Frequent ItemSets FIS), c'est-à-dire dont la fréquence est supérieure à f _min. 

Or, d'après la définition d'un motif, NIA , qui représente l'ensemble des motifs que l'on peut 

construire à partir d'un ensemble d'attributs A ,  est exactement l'ensemble des parties de A (sauf 
la partie vide). En effet, il est égal à l'ensemble des motifs de taille 1 ,  plus l'ensemble des motifs 
de taille 2, .. . , plus l'ensemble des motifs de taille D (nombre d'attributs). 

t (�) = 2D - 1 
·i=l  

Ainsi, dans le cas de D = 100 le nombre total de motifs est d'environ 1.27 x 1030. Il est clair 
que l'on arrive très vite à des ensembles qu'aucun ordinateur ne peut traiter directement. 

-- EXEMPLE 
Dans la base de données de la table 18.1 ,  les motifs fréquents au niveau 0.7 (couverture 
d'au moins 70 % ) sont { B M, LO, ND} et tous leurs sous-motifs de taille 2 { B M, LO},  
{BM,ND},  {LO,ND} et de  taille 1 {BM } ,  {LO},  {ND}.  

On observera sur cet exemple que tous les sous-motifs (définis à partir des sous-ensembles des 
items du motif considéré) d'un motif ont un support au moins aussi élevé que celui du motif. 
Cette propriété est essentielle pour concevoir des algorithmes de recherche des motifs fréquents 
efficaces malgré l'immensité de l'espace des motifs à explorer. 

Propriété 18.2 (Antimonotonicité de la couverture et du support) 

Puisque tout sotts-ensemble non vide rn 1  d'un motif fréquent 'lit2 {att niveau f _min) est néces
.sairement également fréquent, nou.s avon.s : 

Couverture(m2) C 
Support(m2) < 

Couverture(rn1 ) 
Support( mi )  

On parle d'antimonotonicité de la coiiverture e t  dit support car leurs relations d'ordre sont in
versées par rapport à celle de l'inclusion des rn otifs entre eux. 

En conséquence de cette propriété, nous avons pour tous motifs rn1 et m2 de JV/ 

Couverture(m2) 
et : Support (ni 1 U m2) < 

Couverture(mi) n Couverture(m2) 
min(Support(m 1),  Support(m2)) 

6.1.2 Algorithmes de recherche de motifs fréquents 

Les algorithmes discutés ici cherchent les (ou des) motifs fréquents au sens d'un seuil de 
fréquence f min prédéfini. Fréquemment, les applications étudiées impliquent des matrices de 
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Chapitre 18 La classification non supervisée et la fouille de données 

données {0,1} très grandes, avec un nombre de transactions (exemples) allant de 105 à 108, voire 
plus, et un nombre d'attributs allant de 102 à 106 . Ces matrices sont souvent très clairsemées, 
car les transactions ne comportent souvent que très peu d'items (par exemple, moins de 0.1%).  

La. méthode la. plus directe de recherche de motifs fréquents serait de calculer tous les motifs 
ainsi que leur fréquence associée. En raison du nombre énorme des motifs possibles, cette méthode 
est vouée à l'échec. Heureusement, la propriété d'antirnonotonicité du support permet d'organiser 
la recherche de manière efficace. En effet, un motif ne peut être fréquent que si tous ses sous
motifs sont fréquents. Il est donc possible d'élaguer l'espace de recherche en n'examinant pas les 
sur-motifs (sur-ensemble d'items) d'un motif non fréquent. 

Ainsi, une méthode de génération ascendante ( bottom-up) est possible. On cherche cl 'abord 
tous les motifs de taille 1 fréquents. Une fois ceux-ci identifiés, on engendre les motifs candidats 
de taille 2 :  ensembles de la forme {rnA , rn B }  où rnA et rnB sont de taille 1 et fréquents. Il faut 
alors ne retenir que les motifs fréquents parmi eux. A partir de là, on peut construire les motifs 
de taille 3 ,  puis sélectionner parmi eux les motifs fréquents. Et ainsi de suite. D'où l'algorithme 
Apriori (voir algorithme 38) décrit pour la première fois, et indépendamment, par [AS94j et 
[MTV94]. 

Algorithme 38 : Apriori : recherche des motifs fréquents 
Données : S collection des exemples x décrits par les attributs A, f min le seuil de 

fréquence minimale fixé 
Résultat : M f l'ensemble des motifs fréquents avec leur fréquence associée 
début 

fin 

i = 0 
Ci = {{Ai}IAi est un item} 
tant que ci :/:- 0 faire 

/* Etape 1 : Passe sur la base de données 

pour rn E C; faire 
/* Tester si  rn est fréquent . Si oui ,  l ' ajouter à M1 
si Fréquence(m) 2: fm.;r. alors 
1 Li -- Li U {m} 

fin si 
fin pour 
/* Etape 2 : Engendrer les motifs candidats d ' ordre supérieur 

i -- i + l  

ci -- motifs de taille i dont tous les sous-motifs sont fréquents 
fin tant que 
M1 -- U(Li) 
retourner Nif 

-- EXEMPLE Fonctionnement de l'algorithme Apriori---------------
En supposant une fréquence minimale seuil de f min = 0.2, à la quatrième étape du traitement 
de notre exemple, on a les motifs fréquents de taille 4 : 

L4 = { {BM, LO, MO,ND} , 0.4), 

({BM, LO, MO, TE},0.2),  

({ENI, CP, LO, ND}, 0.2) } 
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622 PARTIE 5 Au-delà de l'apprentissage supervisé 

Par exemple le 4-itemset ({BJ\4, LO,MO, ND}, 0.4) couvre les exemples x 1 , x 4 , x 5  et x10 .  
On construit alors l'ensemble C5 des motifs candidats de taille 5 à partir des motifs de L4 .  
C5 = {({BM, LO, M 0 ,  ND, TE}, 0 .1) ,  ( {BM, CP, LO, MO, ND}, 0 .1)}  
Aucun de ces rnotifs n'est fréquent au seuil fmin = 0.2 et le processus de recherche s'arrête 
donc là, en retournant Mo.2 = Ui=l .4 (L;). 

La complexité de l 'algorithme Apriori est fonction des deux étapes principales : la formation 
des niotifs candidats par niveau croissant (algorithme en largeur-d'abord, aussi appelé parfois 
levelwise algorithm) ,  et le calcul de leur fréq11,ence dans la base de données. 

La formation des candidats se fait simplement. Supposons que nous ayons la collection Li des 
motifs fréquents au niveau i (c'est-à-dire de taille :::; i). Nous cherchons les motifs candidats de 
taille i + l. Cela peut se faire en considérant tous les couples de motifs { mA, mn} appartenant 
à Li dont l'union est de taille i + l. Il y a donc de l'ordre de IL;l2 ensembles à considérer au 
maximum. Et pour chacun d'eux l'opération d'union est de complexité de l'ordre de ILd. La 
complexité en pire cas est donc en O(ILil3) . En pratique, la complexité est souvent linéaire en 
IL.d car, dans le cas de matrices très clairsemées, il y a peu d'intersection entre les motifs. 

Pour chaque candidat mk, il est aisé de calculer sa fréquence par une passe dans la base de 
données pour compter son support. Le temps requis est de l'ordre de la taille de la base de 
données S. Des structures de données permettent d 'accélérer cette étape si besoin est. 

La complexité totale en pire cas est donc en O(KILi l3 ISI) (où K est la taille maximale des 
motifs fréquents) et, de fait, souvent en O( ILdlSI) , voire moins avec des techniques de calcul 
appropriées aux caractéristiques de la matrice de données. 

6 . 1 .3 Généralisations 

La méthode générale utilisée dans l'algorithme Apriori peut facilement s'étendre à d'autres 
types de données et de motifs à partir du moment où des propriétés essentielles de monotonicité 
ou d 'antimonotonicité sont vérifiées. 

En particulier, une propriété important est que les motifs, quelle que soit leur structure (sé
quence, arbre, . . .  ) , soient des conjonctions de motifs atomiques pris clans un ensemble A, c'est
à-dire que l'ensemble possible M des motifs contienne les motifs du type : mi /\ mk /\ . . .  /\ mr 
où 'rrt1 E A, Vl. Ces conjonctions pouvant aussi être considérées comme des conjonctions de 
contraintes sur les exemples les vérifiant , on a alors naturellement une relation d'ordre antimo
notonique de la couverture et donc du support et de la fréquence au sens où : 

Ces propriétés sont immédiates pour tout un ensemble de types de motifs : motifs ordinaux (at
tributs à valeur entière) , séquences, arbres, etc. Et elles permettent qu'une recherche ascendante 
en largeur d'abord élague aussitôt que possible les branches stériles . 

6.2 Les règles d'association 

Les règles d'association sont l'une des représentations les plus populaires pour l'expression de 
corrélations locales en fouille de données. 

Supposons que le monde qui nous intéresse soit décrit à l'aide de transactions (lignes) dans 
une base de données. Il est fréquent cl 'en tirer un ensemble de variables booléennes dénotant la 
présence (vrai) ou l'absence (faux) d'items de chaque type. Par exemple, les achats d'un client 
dans un supermarché peuvent être décrits par les types d'items qu'ils contiennent. On peut alors 



Vl Q) 
0 L.. >w 
0 ,..-! 
0 N 
@ 
� ..c Ol ï:::: >a. 0 
u 

Chapitre 18 La classification non supervisée et la fouille de données 

être intéressé à découvrir que les clients qui achètent tel type d'ordinateur achètent également un 
antivirus. On pourrait ainsi obtenir, par recherche dans la base de données des achats effectués 
dans le supermarché, une règle de la forme : 

ordinateur => antivirus [support = 3%, confiance = 60%] 

ou encore, en supposant que la base de donnée comporte également des données sur les acheteurs : 

age (x, [50, 75] ) /\ revenu(x, <20 K€) ::::> achète(x,pain) [support = 2%, confiance = 50%] 

Le support et la con.fiance sont deux mesures, parmi d'autres, pour estimer l'intérêt des règles 
considérées. Elles sont destinées à qualifier respectivement l'utilisabilité et la certitude des règles 
découvertes. Par exemple, un support de 3 % pour la. première règle ci-dessus signifie que dans 
3 % des transactions analysées, un ordinateur et un antivirus ont été achetés ensemble. Une 
confiance de 60 % signifie que 60 % des acheteurs qui ont acquis un ordinateur ont également 
acheté un antivirus. 

Typiquement, on cherche des règles qui vérifient un support et une confiance qui sont au-dessus 
de seuils minimaux fixés a priori. On dit que ces règles d'association sont fortes. 

6.2.1 Définition et concepts essentiels 

Définition 18.6 (Couverture, support d'une règle d'association) 

On appelle couverture (oit support) de a1 => a2 la probabilité P(a1 ,  a2) qiie a1 et a2 soient Vrai 
en même temps. Comme P(a1 , a2) = P(a2 , a1 ) ,  la couverture de a1 => a2 est la même que celle 
de a2 => a1 . 

Définition 18.7 (Confiance d'une règle d'association) 

On appelle confiance de ai => a2 la probabilité P(a2 l a1) que a2 soit vérifiée quand ai l'est. 

6.2.2 Calcul des règles d'association à partir des motifs fréquents 

La recherche de règles d'association peut être décomposée en deux étapes principales : 

1. La recherche de moti.f.s fréquent.s. Par définition, ces motifs, ou itemsets, ont une fréquence 
au moins aussi grande que le seuil de support minimum : f _min. 

2. La recherche de règles d 'a.ssociation fortes à partir de.s motifs fréquents qui vérifient à la 
fois un support et une confiance minimales. 

Nous avons vu dans la section 6.1 que la recherche des motifs fréquents pouvait se faire effica
cement en tenant compte de l'antimonotonicité du support. 

Une fois que les motifs fréquents (satisfaisant un support minimal) ont été extraits, il est 
relativement facile d'engendrer les règles d'association fortes. On cherche en effet les règles de 
confiance supérieure à un seuil donné, sachant, encore une fois, que la confiance s'exprime comme : 

où n_support(a) dénote le nombre de transactions contenant a. 
On peut alors engendrer les règles d'association fortes comme suit : 

• pour tout motif fréquent e, engendre tous les sous-ensembles non vides de e ;  
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624 PARTIE 5 Au-delà de l'apprentissage supervisé 

• pour tout sous-ensemble non vide s de e, produire en sortie la règle « s :::::;,. ( e \ s) » si 
n suppm·t(e) > . f . ' . f . t 1 'l . . l d fi . , n=suppot·t.(s) _ rnin_con iance, ou min_ con iance es e sem rmrurna e con ance exige. 

Comme les règles sont engendrées à partir de motifs fréquents, elles satisfont automatiquement 
au seuil de support minimal. Les motifs fréquents peuvent être stockés à l'avance dans des tables 
de hachage a.vec leur nombre d'occurrence associé afin d'accélérer leur manipulation. 

-- EXEMPLE Génération des règles d'association -----------------

Soit une table de transactions (table 18.2. 

Attributs 
0 bservations al a2 a3 a4 a5 

X1 al  a2 a5 
X2 a2 a4 
X3 a2 a3 
X1! al  a2 a4 
X5 al  a3 
x6 a2 a3 
X7 al a3 
X3 al a2 a3 a5 
Xg al  a2 a3 

TAB. 18.2: Une table de transactions. 

Supposons que la table contienne le motif fréquent e = { a l ,  a2, a5}. Quelles règles d 'associa
tion peuvent être engendrées? 

Les sous-ensern bles non vides de {al,  a2, a5} sont : {al,  a2 }, {al,  a5}, { a2, a5}, {al} ,  { a2} et 
{a5} .  

Les règles d'association correspondantes sont les suivantes, avec leur confiance associée : 

al /\ a.2 => a5 

al /\ a5 => a2 
a2 /\ a5 => al 
al => a2 /\ a5 

a2 => al /\ a5 
a5 => al. /\ a2 

con.fiance = 2/4 = 50% 
con.f ia.nce = 2/2 = 100% 
confiance = 2/2 = 100% 
confiance = 2/6 = 33% 
con.fiance = 2/7 = 293 
confiance = 2/2 = 100% 

6.2.3 L'évaluation des règles d'association 

L'un des gros avantages des notions de support et de confiance est leur grande intelligibilité ce 
qui est très séduisant pour l'utilisateur non expert. Leur utilisation exclusive présente cependant 
certains inconvénients et limites. 

D'abord, elles ont tendance à engendrer un grand nombre de règles, dont beaucoup n'ont pas 
d'intérêt car elles n'apportent pas d'information nouvelle. Par exemple, il se peut que l'on soit 
intéressé par des règles exceptionnelles (cas des services des impôts qui cherchent les fraudeurs). 
On peut alors être tenté cl 'abaisser les seuil de support minimal, mais cela. provoque généralement 
une explosion du nombre de règles produites. 

De même, on peut avoir des règles a :::::;,. b avec P(bla) = P(b), ce qui signifie que a et b sont 
indépendants. 
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Il est donc nécessaire d'avoir recours à d'autres mesures d'intérêt. Nous reportons le lecteur 
intéressé à [LT04, LTP07] pour une revue et une analyse d'un grand nombre de mesures exis
tantes. 

Par ailleurs, il faut être conscient, que, à l'instar du test multiple (voir section 4 .1  du chapitre 2) 
ou de la recherche d'hypothèses rendant compte au mieux des données d'apprentissage, il existe le 
risque qu'une règle d'association soit trouvée intéressante, alors qu'elle présente accidentellement 
les propriétés recherchées. Étant donné le grand nombre de règles produites, il faut pouvoir 
quantifier la proportion de ces règles dues à des corrélations fortuites. Une analyse statistique, 
par exemple du type de celle de Vapnik est alors nécessaire (voir par exemple [TLOl]). 

6.3 Autres problèmes en fouille de données 

La recherche de règles d'association est une opération de base en fouille de données. Cepen
dant, d'autres tâches sont également importantes, dont certaines sont encore à la frontière de la 
recherche. 

Ainsi, dans les techniques décrites, on a. ignoré la possibilité que les bases de données soient 
entachées d'imperfections et qu'en conséquence les données soient bruitées. L'analyse de la qualité 
des règles produites en présence d'un certain taux de bruit demande d'étendre les techniques 
d'analyse évoquées plus haut et qui sont elles-mêmes ignorées la plupart du temps des praticiens. 

Un problème qui provoque de nombreux travaux depuis quelques années est celui de la dé
couverte des « sous-groupes » (subgroup discovery ) .  Il s'agit essentiellement de découvrir des 
sous-ensembles de variables en inter-relation, vérifiant à la fois chacun des critères d'intérêt 
de nature statistique, mais ayant également des propriétés globales, telles que par exemple ces 
sous-ensembles soient peu nombreux, se recouvrent peu, mais couvrent au mieux l'ensemble des 
transactions de la base de données. De manière intéressante, ces travaux redécouvrent de nom
breux concepts caractérisant l'apprentissage dans des espaces d'hypothèses structurés par une 
relation de généralité (chapitre 4 en particulier). 

Un autre problème important est celui de la. recherche de motifs fréquents et de règles d'as
socia.tions quand les descripteurs ne sont plus seulement des variables booléennes, mais peuvent 
prendre des valeurs numériques. Ainsi, on peut être intéressé non seulement au fait qu'un acheteur 
ait acquis des actions d'une certaine entreprise, mais aussi combien. On parle alors de recherche 
dans des multi-ensembles, par contraste aux techniques décrites qui traitent les ensembles d'items. 

Plus généralement, le type des motifs ou des régularités recherchés peut inclure les motifs 
séquentiels (ou épisodes) , les motifs structurés ou hiérarchiques, etc. Si les techniques de base 
restent similaires, il fa.ut cependant les adapter avec soin pour qu'elles conservent leur faible coût 
calculatoire et qu'elles puissent être employées dans des grosses bases de données. 

Un autre problème est celui de l'extraction automatique de liens catisaux. Il s'agit là d'un 
problème notoirement difficile, déjà discuté dans le cadre des réseaux bayésiens (chapitre 1 1 ) .  

Pour finir, nous signalerons aussi les travaux pour réaliser des fouilles de données incrémentales 
qui puissent s'adapter aux flux de données (voir aussi le chapitre 20) . 

7. Les analyses en composantes 

Les méthodes utilisant un dictionnaire de fonctions de base présupposent la sélection de ces 
fonctions. 
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Deux démarches existent. Soit utiliser un code linéaire choisi a vriori, comme les transformées 
de Fourier ou les représentations en ondelettes. Soit utiliser des représentations dépendantes des 
données, qui sont ajustées automatiquement aux statistiques des entrées. De telles représenta
tions sont apprises directement à partir des données en optimisant des mesures qui quantifient 
leurs propriétés désirables. Cette classe de méthodes inclue l'analyse en composantes principales 
(ACP), l'analyse en composantes indépendantes (ICA) [Hyv99, HOOO, HKOOlbJ et la factorisa
tion non négative en matrices (NMF ) JLS99J. 

7.1 Analyse en composantes principales (ACP) 

L'analyse en composantes principales (ACP) est une technique linéaire optimale de réduction 
de dimension au sens des moindres carrés. À partir d'un ensemble S de m exemples (vecteurs) 
d'apprentissage S = (x1, . . .  , xm) définis dans l'espace d'entrée X, on calcule la moyenne (µ = 
� L:;�1 xi) et la. matrice de covariance (:E = � 2:::7�1 (xi - µ) (xi - µ)T ) . On peut alors définir 
une matrice de projection P composée des p vecteurs propres de E associés aux valeurs propres 
les plus grandes. La représentation d'un vecteur x dans le sous-espace projeté de X s'obtient 
par : Xp = pT (x - µ) .  

L'idée de base de l'analyse en composantes principales (ACP) est de trouver les composantes 
c/>1 ,  </>2, . . .  , </>p qui rendent compte au mieux de la variance du signal par p composantes trans
formées linéairement. La méthode consiste à chercher les p vecteurs propres correspondant aux 
p plus grandes valeurs propres de la matrice de covariance. Mais cette méthode suppose que le 
signal est fortement (totalement gaussien) car seule cette partie du signal est prise en compte. 

L'analyse en composantes principales produit des représentations globales et non locales de 
l'espace d'entrée : des sous-espaces propres. 

7.2 Analyse en composantes indépendantes (ACI) 

L'analyse en composantes indépendantes (ACI) (Independent Component Analysis ou ICA, en 
anglais) et la séparation de sources (Blind So11.rce Separation ou BSS) concernent la recherche de 
signaux indépendants à partir de mesures qui en sont des combinaisons linéaires. Par exemple, 
dans le cas des sonars passifs qui tapissent les océans en certains lieux stratégiques, les micro
phones enregistrent des signaux qui sont des combinaisons provenant de plusieurs sources telles 
que bancs de crevettes, hélices de sous-marins, bateaux de pêche, etc. Chaque senseur mesure 
une combinaison différente puisque placé en un endroit distinct des autres. Le but est alors de 
séparer et d'identifier les différentes sources de sons. 

On trouve ce problème à chaque fois qu'il existe un ensemble de signaux engendrés indépendam
ment (que l'on appelle sources ou encore variables latentes), s = [s1 , . . .  , sn]T ] , un milieu assurant 
un mélange linéaire A et un certain nombre d de mesures : x = [x1 , . . .  , xd]T , avec x = A s. 
Ainsi, chaque mesure Xj résulte d'une combinaison linéaire de signaux : Xj = aJ1s1 + . . .  + aJnSn. 

Le vecteur SO'urce s E IR/' est supposé tiré d'une densité de distribution p(s), dont les coor
données sont indépendantes, c'est-à-dire : 

(18.3) 

où Pi (si) représente la densité marginale de Si· 

Les sources s ne sont pas observées directement, et la forme des distributions de probabilités 
Pi(si) est inconnue. Seul le mélange x E JRd est observé. 

La tâche de l'analyse en composantes indépendantes est alors de trouver la matrice de mélange 
A, et donc les sources indépendantes s, à partir de l'observation d'un ensemble de vecteurs x. 
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Il faut noter que, dans ce modèle linéaire, les sources ne peuvent être identifiées qu'à une 
permutation et une normalisation près. 

7.2.1 Principe des méthodes d'ACI 

Les méthodes d'analyse en composantes indépendantes reposent sur un théorème central li
mite classique en théorie des probabilités selon lequel La distrib·ution d 'une somme de variables 
aléatoires indépendantes tend vers une distrib·ution ga·ussienne, sous certaines conditions. 

Ainsi, supposons que le vecteur de données x ait une distribution vérifiant le modèle x = A s, 

c'est-à-dire soit un mélange de composantes indépendantes. Nous supposerons de plus, pour 
simplifier, que ces composantes sont toutes de même distribution. Nous allons maintenant voir 
comment estimer chaque composante indépendante si. 

Soit une combinaison linéaire des mesures Xj que nous noterons y = w T x = L:i w.ixi où 
x est un vecteur de poids à déterminer. Si w était une des lignes de la matrice inverse de A, 

cette combinaison linéaire serait en fait égale à l'une des composantes indépendantes recherchées 
Si puisque s = A - i x. Dans l'ignorance de la matrice de mélange A ,  il est cependant possible 
d'estimer les vecteurs w .  

En effet, on peut poser y = w T x = w T As = z T s.  Donc y est une combinaison linéaire de si 
dont les poids sont donnés par zi . En conséquence du théorème central limite cité plus haut, cette 
combinaison est da.vantage gaussienne que chacune de ces composantes, sauf dans le cas où y est 
en fait égale à l'une seulement des composantes. Il faut donc chercher à minimiser le caractère 
gaussien de w T x en jouant sur le vecteur w .  Le paysage cl 'optimisation associé dans l'espace à 
n dimensions des vecteurs w présente 2n minima locaux, deux par composantes (correspondant 
à si et -si) . La recherche de ces minima est grandement facilitée par le fait que les composantes 
sont décorrélées. On peut en effet contraindre la recherche à trouver des estimations décorrélées 
avec les précédentes. 

Il reste à préciser la mesure du caractère gaussien utilisée. 

7.2.2 Mesures d'indépendance statistique 

Pour simplifier, on supposera que les variables y sont centrées (de moyenne nulle) et de variance 
unité. Il est facile de normaliser y pour se trouver dans ce cas. 

Plusieurs méthodes de mesure d'indépendance statistique ont été proposées. 
• Kurtosis. La mesure la plus classique du caractère non gaussien d'une distribution est le 

moment d'ordre 4, encore appelé kiirtosis. Pour une variable aléatoire y : 

• 

Kurt(y) = E{y4 } - 3(E{y2} )2 

Pour une variable de distribution gaussienne, E{y4} = 3(E{y2 } )' 2 ,  le kurtosis est nul. Le 
kurtosis, ou plutôt sa valeur absolue, est très utilisé dans l'analyse en composantes indépen
dantes, en raison de sa simplicité à la fois théorique et calculatoire. !vialheureusement, le 
kurtosis est très sensible aux valeurs aberrantes et n'est clone pas robuste . 
Néguentropie. La nég1tentropie est une quantité d'information liée à l'entropie. L'entropie 
d'une variable aléatoire peut être interprétée comme une mesure de l'information apportée 
par cette variable. Plus la variable prend des valeurs d'allure aléatoire, imprévisible et non 
structurée, plus grande est son entropie. De fait, l'entropie est liée à la longueur de codage 
minimale des valeurs prises par la variable (voir la. section 11) .  Pour une variable discrète Y : 

H(Y) = - I: P(Y = ai) log P(Y = ai) 
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628 PARTIE 5 Au-delà de l'apprentissage supervisé 

où les ai sont les valeurs possibles de Y. Dans le cas d'une variable continue y de densité 
J (y) ,  l'entropie (différentielle) est : 

H(y) = - J f(y) log f(y)dy 

Un résultat fondamental de la théorie de l'information est qu'une variable gaussienne est 
d'entropie maximale parmi toutes les distributions de même variance. L'entropie peut donc 
être employée pour mesurer le caractère gaussien cl 'une distribution. En fait, la néguentropie 
J est utilisée car elle est nulle pour une variable gaussienne et positive pour les autres : 

J(y) = H(Ygauss) - H(y) 

où y gauss est une variable aléatoire gaussienne de même matrice de covariance que y. Si la 
néguentropie est un estimateur optimal du caractère gaussien du point de vue de la théorie 
statistique, elle est malheureusement difficile à calculer. C'est pourquoi on lui préfère souvent 
des approximations. 

• Information mutuelle. L'information mutuelle entre n variables aléatoires Yi >  i 
est définie comme : 

1 . . .  n 

n 

i=l 

où y est le vecteur dont les composantes sont les Y·i · L'information mutuelle est équivalente 
à la divergence de Kullback-Leibler entre la densité jointe f(y) et le produit de ses densités 
marginales, ce qui est une mesure naturelle d'indépendance. Cette quantité est positive, sauf 
dans le cas de variables indépendantes. 

D 'autres mesures d'indépendance ont été proposées, dont par exemple le principe Infomax 
utilisé dans des perceptrons multi-couches (voir le chapitre 10) .  Pour davantage de détails sur 
ces mesures et sur l 'analyse en composantes indépendantes en général, voir par exemple [HOOOj. 

7 .2.3 Algorithmes et applications 

Plusieurs algorithmes existent pour l'analyse en composantes indépendantes, dont l'algorithme 
FastICA réputé pour sa rapidité et disponible sous forme de bibliothèque Matlab13. L'analyse en 
composantes indépendantes a été appliquée aux problèmes de séparation de sources (identification 
de m sources produisant par mélange linéaire un signal mesuré en m points) et d'extraction de 
composantes d'un signal. 

-- EXEMPLE Analyse d'images par ACI ----------------------

L'ana.lyse d'images entre dans ce dernier cadre. L'idée est alors d'extraire un code, c'est-à-dire 
un catalogue, constitué d'« images de base », dans lequel toute image du domaine considéré 
(correspondanL à une certaine famille de distribuLions de probabilités) peut être représentée 
fidèlement. 

Étant données la complexité des calculs et la taille limitée souhaitée pour le caLalogue 
d'images de base, les expériences réalisées ne Lravaillent pas directement sur les images, mais 
sur des « imagettes » (par exemple 8 x 8 ou 12 x 12).  Les figures 18.10 et 18.11 montrent 
respectivement la décomposition linéaire d'une imagette 12 x 12 et une base d'imagettes 
obtenues par ICA à partir d'images en couleurs14 . 

13 Le paquage Ma.tlab FastTCA est disponible sur http : //www .cis .hut. f i/projects/ica/fastica/. 

1•1 Transpiuents fournis par Patrick Hoyer et Aa.po Hyvarïnen. 
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Chapitre 18 La classification non supervisée et la fouille de données 

FIG. 18.10: Principe de décomposition linéaire d 'une imagette 
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FIG. 18.11: Base d 'imagettes 12 x 12 de base obtenue par Patrick Hoyer et Aapo Hyvrïnen sur 
une base d 'images en co·uleurs (signal RGB). 

Les résultats obtenus de cette manière sont intéressants, car ils sont en particulier confron
tables avec les champs perceptifs des neurones tels qu'on peut essayer de les interpréter. 
D'un autre côté, la limitation au traitement d 'irnagettes oblitère peut-être des corrélations 
spatiales à plus grande échelle importantes pour le domaine. C'est pourquoi, en s'inspirant 
de l'analyse ICA (analyse en composantes indépendantes) mais en employant la technique ré
cemment développée en fouille de données des FlS (Frequent Item Sets), une attaque directe 
peut être essayée. C'est la méthode FrsICA (voir !Jou02, Jcs+o3, CSM041). 

7.2.4 Lien avec la technique de « projection pursuit » 

La technique appelée projection p·urstLit (ou po·urs•uite de projections en français) vise à dé
couvrir des projections linéaires intéressantes (c'est-à-dire révélant une structure) de données 
multidimensionnelles sur des sous-espaces de petite dimension [FT74, Fri87j. Ces projections 
peuvent être utilisées pour permettre des visualisations révélatrices des données, ou bien comme 
étape pour de l 'estimation de densité ou la régression. Le concept d'axes intéressants sur lesquels 
projeter les données dépend naturellement des applications, mais il est en général admis que les 
axes sur lesquels les données ont une distribution gaussienne sont les moins intéressants. L'al
gorithme de pours1Lite de projection cherche donc à identifier les axes sur lesquels les données se 
projettent en ayant une distribution la moins gaussienne possible. C'est exactement ce que l'on 
fait dans l'estimation en analyse en composantes indépendantes, et l' ACJ peut être considérée 
comme un cas particulier de po1trsuite de projection. Encore une fois, la différence est notable avec 
l'objectif de l'analyse en composantes principales qui vise à conserver au maximum l'information 
au sens des moindres carrés (voir figure 18.12). 
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630 PARTIE 5 Au-delà de l'apprentissage supervisé 

La technique de pour:mite de projection s'applique aussi lorsque le nombre de sources est 
inférieur au nombre de mesures. De plus, poursuite de projection ne fait pas d'hypothèse sur le 
modèle génératif des données, ce qui le rend moins sensible à des a priori erronés. 

Pour une analyse de cette technique et des approches algorithmiques, nous reportons le lecteur 
en particulier à [JL95]. 
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FIG. 18.12: Poursuite de projection. Les données sont clairement séparées en deux groupes. 
L 'analyse en composantes principales privilégie l 'axe d 'inertie principale, sttr leqttel 
la projection des deux groupes se confond. La poursuite de projection, en revanche, 
privilégie l 'axe sur lequel la projection des données sépare a·u mie·ux les deux rmages 
de points. 

7.3 Analyse en composantes non négatives (Nl\tlF) 

L'analyse en composantes non négatives (NMF) (non-negative ·matrix factorization, en an
glais) impose que la décomposition des formes ou exemples s'opère par addition uniquement de 
primitives. En d'autres termes, dans l'expression des exemples, de dimension d, sous la forme : 

r r r 

[L </J1aWai, L 4>2aWai , · · · ' L  </Jda'Wai] T 
a=l a=l a=l 

dans laquelle les </Jja sont des primitives de base, tous les coefficients w1k doivent être � O. 
Étant donnée une base d'exemples S exprimée sous la forme d'une matrice [S] de taille d x m 

(où d est la dimension de l'espace d'entrée X et m le nombre d'exemples d'apprentissage), il est 
possible de trouver une matrice <P de formes de base <f>Jk et une matrice de codage W telles que : 

r 
[SJ i.i � ( <P W )ij = L </Jia 'Waj (18.4) 

a=l 

Les matrices <P et W sont respectivement de dimensions d x r et r x m. On choisit généralement 
r de telle manière que (d + m) r < dm.  Chaque colonne de la matrice <P contient un vecteur 
de base, et chaque colonne de la matrice W contient les poids permettant l'approximation de la 
colonne correspondante de [S] en utilisant la base spécifiée par <P .  
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Dans l 'analyse en composantes principales (ACP), chaque colonne de la matrice cp représente 
un vecteur propre et la matrice W représente les projections des exemples sur ces vecteurs 
propres. Contrairement à l'ACP, la factorisation non négative (NMF) contraint les poids à être 
:;::: O. Cela conduit à des primitives de base qui représentent des formes locales dans l'espace X, 
et dont la combinaison linéaire additive permet la description des exemples (voir la figure 18.13). 

NMF 
1 1 1 1 1 • •  1 •J_ • -'---�-.a--:.1 �-·-• , . 1 1 1 1 1 1 · - · 1 1 --t-..(-...... -1--1-�;-i;-i-I 1 .. -•I 1 1 

--r- --,--�--'T'--r-• 1 1 ., 1 - · 1' "'1 - 1 1 1 --�--�--·--�---.---P--"' ·1 .. J� 1 1 t.- 1---�--·--1--1L--t--..... --1 ,. , ... r- -.  .. x ' 1 1 · - · 1 --·--·--�--�--.... _ ..... __ � 1 1 · - •t l 1 1 ... 1 1 1 · -

= 

FIG. 18.13: Un exemple de codage de visages en 1ttilisant une factorisation non négative (tiré 
de /LS99j) 

Afin de permettre l'estimation des matrices de factorisation cl> et W,  il faut définir une fonction 
objectif. Une fonction possible et souvent utilisée est : 

d m 
F I: I:Uski log(cI> W).;j - (cI> W)ij] 

i=l j=l 

Cette fonction objectif est liée à la vraisemblance d'engendrer les exemples de S à partir de 
la base de primitives cl> et des codages spécifiés dans W (on suppose que chaque composante 
des exemples est obtenue par addition d'un bruit de Poisson au produit (cp W)i1 ) .  Une approche 
itérative permettant d'atteindre un maximum local de cette fonction est prescrite grâce aux 
règles suivantes : 

L 
[S]ij 

cp,h r- cp•a W hJ . m • (cl> W)ij .. .i 

Les matrices cl> et W sont initialisées par des matrices positives aléatoires. La procédure 
converge (voir [1899, LSOObJ pour plus d'information) et produit généralement un codage par
cimonieux (peu de coefficients ha.i non nuls). La factorisation non négative a été utilisée pour le 
codage de visages, mais aussi pour l'analyse de textes. 
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632 PARTIE 5 Au-delà de l'apprentissage supervisé 

7.4 Analyses en variables latentes 

L'analyse en variables latentes est un outil statistique pour décrire et modéliser la struc
ture sous-jacente de données multivariées. Elle est utilisée lorsque l'on suppose que les données 
peuvent être expliquées par un petit nombre de facteurs non observables. Le principe sous-jacent 
est simple. Si une variable latente gouverne un certain nombre de variables observées, alors le 
conditionnement sur cette variable explicative rend les variables observées statistiquement indé
pendantes. Le problème de l'analyse en variables latentes est donc d'identifier un ensemble de 
variables explicatives satisfaisant cette condition pour un ensemble de variables observées. 

7.4.1 Analyse sémantique latente (LSA) 

L'analyse sémantique latente (Latent Semantic Analysis ou LSA en anglais) a été motivée à 
l'origine par des applications de recherche d'information (information retrieval) dans des bases de 
documents textuels à partir de requêtes également exprimées à l'aide de mots. Un des problèmes 
rencontrés dans ces applications est que les mots de la requête peuvent être totalement différents 
de ceux présents dans les documents alors même que les concepts couverts sont proches. Par 
exemple, on aimerait qu'une requête portant sur la « découverte de connaissances » puisse 
ramener des documents clans lesquels il est question de « fouille de données ». L'idée est alors de 
passer par un espace intermédiaire dans lequel les termes exprimeraient davantage les distinctions 
sémantiques sous-jacentes aux documents (et aux requêtes). La projection des termes de la 
requête et de ceux des documents dans cet espace permettrait un meilleur rapprochement entre 
les concepts évoqués dans la requête et ceux évoqués par les documents. 

Cette projection est calculée en décomposant la matrice N de termes-document,s par décom
position en valeurs singulières (Singiûar Value Decomposition ou SVD en anglais) : N = U :E yT , 
où U et V sont des matrices orthogonales UTU = yTy = 1 et la matrice diagonale :E contient 
les va.leurs singulières de N .  L'approximation LSA de N est calculée en mettant à 0 toutes les 
valeurs singulières de :E sauf celles de plus hautes valeurs. On obtient ainsi 'Ê, qui est de rang K 
optimal au sens de la norme L2 sur les matrices, et l'approximation N = U'ÊVT � U:EVT = 
N .  Pour plus de détails et de références, nous reportons le lecteur à [LFL98J. 

7.4.2 Modèles graphiques 

Les modèles graphiques, dont les réseaux bayésiens sont l'exemple le plus notable, font par
tie des méthodes à variables latentes. Nous renvoyons le lecteur au chapitre 11  pour plus de 
précisions. 

7.5 Propriétés des bases de primitives de représentation 

Lorsque l'on utilise une base de primitives pour représenter des données, il est intéressant de 
considérer un certain nombres de propriétés afin de déterminer si cette base est adéquate pour 
l'application en vue . 

• Complétude. La représentation à l'aide des primitives permet-elle de reconstruire complè
tement l'entrée ? On parle alors de représentation complète. Il faut noter que la notion de 
représentation sur-complète (over-complete basis en anglais) est distincte puisqu'elle désigne 
une représentation dans laquelle le nombre de primitives de base excède (de bea.ucoup) la 
dimension de l'espace d'entrée. 

• Parcimonie. Un codage est parcimonieux (sparse coding en anglais) si chaque forme d'en
trée est codée par un petit sous-ensemble des primitives de représentation. Il est fréquent 
que la parcimonie d'un codage soit liée à son caractère sur-complet. 
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Chapitre 18 La classification non supervisée et la fouille de données 

• Redondance. Une représentation est redondante s'il est possible de reconstruire une forme 
d'entrée, même en l'absence de certaines parties du codage. Dans ce cas, le codage d'une 
forme d'entrée n'est pas unique. En général, la. parcimonie d'un codage est associée à sa. 
non-redondance. 

Notes historiques et sources bibliographiques 

Les sources philosophiques de la classification sont anciennes et nombreuses et la classification 
automatique est toujours l'objet de débats de fond. L'argument de D. Hume, relayé par J .-L. 
Borges, est en effet simple et confondant : « Il n'existe pas de classification de l'univers qui ne soit 
arbitraire et conjecturale. La raison en est fort simple : nous ne savons pas ce qu'est l'univers ». 
Sur un plan opérationnel, s'il ne s'agit que d'opposer les classes par leur nature géométrique 
et statistique (et non pas de découvrir leur nature cachée) ,  les travaux remontent à Pearson 
(1894). Les mesures statistiques et les algorithmes ont été développés en particulier dans le 
cadre des sciences naturelles, mais aussi en reconnaissance de formes et en statistique appliquée. 
Les besoins actuels de la fouille de données ont fourni une nouvelle impulsion à ce domaine, 
en particulier par l'introduction des techniques de découverte des associations entre attributs 
binaires, l'étude des mélanges supervisés et non supervisés et l'invention du co apprentissage. 
L'ouvrage de Jain et Dubes [JD88j est une somme théorique et pratique constamment citée en 
classification automatique « classique » .  !vlais les ouvrages en français sont nombreux et reflètent 
la vigueur de ce domaine en France : [Cel89, Ler81 ,  Sap90, Jam89, Leb95, BDOO]. 

On peut dire que le concept de fouille de données est né avec le livre édité par Pia.tetsky-Sha.piro 
et Frawley en 1991 [PSF91] qui recensait des articles portant sur ce sujet émergent. Celui édité par 
Fayyad, Piatetsky-Shapiro, Smyth et Uthurusamy en 1995 [FPSSU96j, a définitivement installé 
le domaine dans les préoccupations des chercheurs. Depuis, de nombreux ouvrages ont paru sur 
la fouille de données. On citera ici des ouvrages généraux tels que [HMSO l ,  HK06, CPSK07j. 

Les analyses en composantes ont fait l'objet d'un nombre grandissant de publications, de 
conférences et de tutoriels ces dernières années. On citera ici en particulier les deux excellents 
ouvrages [HKOOla, Sto04] principalement dédiés à l'analyse en composantes indépendantes, mais 
exposant des principes généraux importants et s'appliquant plus largement. 

Finalement, on ne pourra que fortement conseiller la lecture d'un excellent ouvrage de vulga
risation portant sur le développement de l'analyse en ondelettes, mais qui, ce faisant re-situe de 
manière très claire les fondements de l'analyse [Hub95]. 

Résumé 

• Il existe des méthodes pour séparer en classes un ensemble cl 'apprentissage non supervisé. 

• Ces méthodes peuvent induire une hiérarchie de partitions sur l'ensemble ou une partition avec 
un nombre donné de classes. 

• Ces méthodes s'appliquent naturellement aux données numériques, mais peuvent s'étendre aux 
données binaires ou symboliques. 
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634 PARTIE 5 Au-delà de l'apprentissage supervisé 

• D'autres techniques, à la base de la fouille de donnés, permettent d'extraire des associations 
logiques entre les attributs. Leur raffinement autorise la prise en compte d'intervalles. 

• Les analyses en composantes cherchent à réduire la dimensionnalité des donnés en extrayant 
des combinaisons linéaires des attributs. 
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C hapitre 1 9  

L'apprentissage semi-supervisé 

Les techniques d 'apprentissage décrites .fusqu 'ici supposaient essentiellement que les 
données étaient soit étiquetées, cas de l 'apprentissage supervisé, soit non étiquetées, 
cas de l'apprentissage non supervisé. Cependant un nombre croissant d'applications 
comportent à la fois des exemples étiquetés et des exemples non étiquetés. En est-on 
alors réduit à adopter l'une ou l'autre des deux familles de techniques d'apprentissage 
en se résignant à perdre les informations présentes dans le type de données que l'on 
ne pourra pas traiter ? 
Les travaux récents essaient de répondre à ce défi par le développement de méthodes 
poiivant s 'accommoder et tirer parti des deux types de données. C'est ce qtte l'on 
appelle l 'apprentissage semi-supervisé. Il est encore loin d'être totalement compris et 
demande de prendre des précautions. Mais il est essentiel à la fois pour faire face aux 
nouvelles applications, mais aussi pour le développement conceptuel du domaine de 
l'apprentissage. 
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1 .  Présentation 

Supposons à nouveau dans ce chapitre que la tâche d'apprentissage vise à savoir ét iqueter des 
exemples pour lesquels il n'y a pas d'étiquette connue, soit parce qu'il est difficile et coûteux 
d'obtenir ces étiquettes, soit parce qu'il s'agit d'exemples non encore observés. On peut envi
sa.ger, et il existe, des situations dans lesquelles certains exemples ont été étiquetés, on parlera. 
d'exemples supervisés, et d'autres exemples qui ne l'ont pas été, ce sont les exemples non su
pervisés. Ainsi, pour entraîner un trieur de spams, on dispose souvent d'une base d'exemples de 
courriels ét iquetés, et d'une énorme masse de courriels non étiquetés. 
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Chapitre 19 L'apprentissage semi-supervisé 

Le cadre classique de l'induction supervisée ne prévoit que l'utilisation des exemples supervisés 
pour guider la recherche d'une règle de prédiction. Pourtant, a priori, il semble qu'à tout le moins 
la considération des exemples non supervisés ne peut pas nuire à l'induction, et qu'éventuelle
ment, elle pourrait apporter des informations sur la tâche. C 'est de cette intuition que procède 
l'étude de l'apprentissage semi-supervisé (semi-supervised Learning). Plus précisément, bien sou
vent les régularités du problème n'impliquent pas seulement la forme de la fonction cible, mais 
aussi La relation de cette Jonction avec La distribu,tion des données. Or les exemples non supervisés 
apportent une information sur celle-ci. D'où leur utilité potentielle si ! 'on sa.it les utiliser. 

De fait, quelques travaux pionniers ont proposé clans les années quatre-vingt-dix des méthodes 
attrayantes, tandis que certaines expériences montraient l'intérêt de ce type d'apprentissage. 
Cependant, d'autres expériences nous ont également averti que la prise en compte d'exemples non 
supervisés pouvaient parfois dégrader les performances par rapport à un apprentissage purement 
supervisé. Il est donc devenu clair qu'une analyse plus fondamentale était nécessaire afin de 
mieux comprendre les conditions permettant non seulement d'espérer, mais de garantir, des 
améliorations de performances. 

Ce chapitre présente à la fois des algorithmes d'apprentissage semi-supervisé et les prolégo
mènes d'une analyse fondamentale. Il s'agit là d'un des champs de recherche les plus intéressants 
pour une évolution du domaine de l'apprentissage artificiel au-delà du cadre supervisé à partir 
de données i.i.d. classiques et pour le traitement de nouvelles applications. Il peut également 
éclairer l'apprentissage humain qui fonctionne fréquemment en mode semi-supervisé. 

1 . 1  Définition et illustration 

L'apprentissage semi-supervisé cherche à extraire une règle de décision ou de régression d'un 
ensemble d'apprentissage, a.vec une particularité : cet ensemble contient à la fois des objets 
supervisés, c'est-à-dire étiquetés, et d'autres qui ne le sont pas. 

On pourrait penser que la présence supplémentaire d'objets non supervisés ne peut rien ap
porter à l'apprentissage supervisé ; en réalité, il est souvent possible de les utiliser pour améliorer 
la règle de classification apprise sur les exemples supervisés. 

-- EXEMPLE Apprentissage semi-supervisé sur IR ------------------

Soient des points d'apprentissage placés sur la droite des réels, certains étant supervisés, 

FIG.  

avec une étiquette prise dans {O,  1} ,  d'autres étant non supervisés (voir la figure 19.1). En 
supposant que tous les points a.ient le même poids, le seuil de décision calculé pour les deux 
exemples supervisés passe au milieu (ligne en pointillés) . En revanche, en prenant en compte 
les pointl:> non supervisés, et en supposant qu'ils soient issus de deux gaussiennes, le seuil est 
déplacé afin de ne pas passer au milieu de nuages de points (ligne continue). Intuitivement, 
la seconde règle de décision est meilleure que la première. 

- 1  0 
1 
1 X 

19. l :  Les points (1) et (2) sont supervisés, les autres non. � est la distance entre le seuil de 
décision calctilé à partir des exemples supervisés seuls (trait en pointillés) et le swil 
obtemt en tenant compte des exemples non supervisés (trait continu). 
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638 PARTIE 5 Au-delà de l'apprentissage supervisé 

L'écart entre les règles de décision, et l'amélioration éventuelle de la performance en généra.
lisation, dépendent évidemment de la représentativité des points supervisés et des points non 
supervisés. Une question esL d'ailleurs de déterminer à part;ir de quelle taille d'échantillon 
supervisé il devient inutile de tenir compte des exemples non supervisés. 

-- EXEMPLE Apprentissage semi-supervisé sur IR2 (auto-apprentissage) --------

Prenons un autre exemple simple. Les objets d'apprentissage sont ici des éléments de 1R2 • 
Les exemples supervisés sont notés p;;i.r l'étiquette de leur classe ( + ou -) et les objets non 
supervisés sont indiqués par des points. 
La première opération consiste à apprendre une règle de classification sur les exemples super
visés. Ensuite, on classe les objets non supervisés selon cette règle. C'est ce qui est montré 
à. la figure 19.2 (à. droite). Les objets non supervisés sont indiqués après cette opéra.tion 
avec leur classe ($ ou 6) .  Dans un troisième temps, puisque tous les objets sont désormais 
supervisés, on peut recommencer l'apprentissage sur la totalité (figure 19.3). La règle de dé
cision est modifiée et l'utilisation d'un ensemble de test montrerait qu'elle a été effectivernenL 
améliorée. 

• + 
+ + ++ 

+ • 
• + + + 

+ • + • 
+• • • 
+ • • +•-• t=+ •+� =--; 

--•+-
-- · ·--

+ 
+ 

+ $ 
+ + ++ + œ 

� 
El:i 

+ $ El:i El:i Ej; El:i 0 8 + 8 $ EJj e e - e - ee 

FIG. 19.2: À gauche : l 'ensemble d 'apprentissage, composé d'exemples supervisés et d'objets non 
s1ipervisés. A tL centre : la règle de classification calctilée sur les exemples supervisés. 
À droite : la classification des objets non stipervisés selon cette règle. 

FIG. 19.3: L 'avprentissage d 'une règle de décision sur les exemples supervisés et les objets non 
s1ivervisés désormais classés par la règle précédente. La no1ivelle règle de classification 
obtemte est meilleure. 

Cet exemple est exagérément simplifié à deux titres. Le premier est que l'utilisation des 
objets non supervisés est trop naïve. La plupart du temps, dans ce type de méthode, on pro
gresse par étapes plus prudentes en étiquetant des petites fractions successives des données 
non supervisées (cette méthode est appelée a'uto-apprentissage ;  nous y reviendrons dans 
la suite de ce chapitre.) Le second est que la méthode semble à juste titre peu fiable : il 
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Chapitre 19 L'apprentissage semi-supervisé 

est facile d'imaginer des éeha.ntillons qui dégraderaient le résultat plutôt que de l'améliorer, 
quelques précautions que l'on prenne. Cependant, cet exemple montre que l'apprentissage 
semi-supervisé peut parfois être opératoire. Peut-on donner cl 'une manière générale les condi
tions de l'efficacité de ce type d'apprentissage ? 

En première approche, il semble nécessaire que les objets non supervises apportent une in
formation complémentaire mais non contradictoire aux exemples supervisés. Pour être moins 
vague, il faudra poser des hypothèses sur la répartition des exemples et sur celle des objets : 
des propriétés de convergence pourront alors en être induites. Il est donc nécessaire de donner 
une modélisation statistique de ce type d'apprentissage pour espérer en formuler des propriétés. 
Nous revenons sur cette question au paragraphe 1.3. 

1 .2  Quelques notions de base 

La définition du paragraphe précédent peut se formaliser comme suit. On dispose d'un en
semble d'apprentissage composé de m objets, parmi lesquels l sont supervisés. On a donc, en les 
ordonnant : 

Les éléments supervisés seront, selon le vocabulaire établi, appelés des exemples et les autres 
seront appelés des objets (on précisera non supervisés si nécessaire). Nous nous intéressons au 
cas de la classification, c'est-à-dire que les éléments ui appartiennent à un ensemble fini C. 

L'apprentissage semi-supervisé peut avoir deux buts un peu différents. 

1 .  Soit chercher à classer uniquement les objets de l 'ensemble {xi}·i=t+ l,m · On parle alors 
d'apprentissage transductif. 

2. Soit trouver une fonction capable de classer tout objet de l'espace de représentation. On 
est alors dans le cas classique de l'apprentissage ind1ictif. 

L'apprentissage transductif pourrait être traité comme une problématique en soi, mais il est 
désormais traditionnel de le classer dans l'apprentissage semi-supervisé. L'apprentissage semi
supervisé inductif, qui correspond à l'exemple du paragraphe précédent, vise a priori plus de 
généralité et semble donc plus difficile. On peut déjà remarquer qu'après avoir réalisé un ap
prentissage transductif, on se retrouve apparemment dans une situation d'apprentissage inductif 
classique. Nous verrons sur un exemple, au paragraphe 5.2.5 comment on peut aller un peu plus 
loin que cette idée simple. 

1.3 Les principes des méthodes 

Plaçons-nous d'abord dans le cas de l'apprentissage inductif. Pour que les objets non supervisés 
puissent aider les exemples à apprendre une règle de classification, il faut, dans un modèle 
statistique, que leur distribution puisse apporter de l'information sur les classes, bien que leur 
classe soit inconnue. Autrement dit, il faut que leur classification non supervisée (voir chapitre 18) 
produise des classes corrélées statistiquement avec celles des exemples. 

Comme on traite un mélange entre données supervisées et non supervisées, on peut envisager 
deux approches, selon que l'on aborde le problème comme une induction compliquée par les 
données non supervisées, ou comme une classification non supervisée facilitée par des contraintes 
exprimées sous la forme d'exemples. La première approche inclut l'auto-apprentissage, mais aussi 
d'autres algorithmes, dits génératifs, conune l 'identification au maximum de vraisemblance des 
paramètres des classes (modélisées en général comme des processus gaussiens). La seconde inclut 
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une sorte de symétrique de l'auto-apprentissage (algorithme cluster and label), et des méthodes 
basées sur la théorie des graphes. 

Quant aux méthodes transductives, elles sont fondées sur la théorie des graphes ou sur les 
techniques de maximisation des marges qui sont des extensions des SVM que nous avons étudiées 
au chapitre 14. 

Les paragraphes suivants décrivent brièvement les méthodes en question. 

2 .  Les modèles génératifs apprentissage dans l'espace joint X x Y 

Rappelons que les modèles génératifs supposent que l'information acquise permet d'engendrer 
de nouvelles données dont la distribution ne peut pas être distinguée des données réelles. Le 
modèle cherché est de la forme p(x, y) = p(y) p(xly) ,  où p(xly) est un mélange de distributions 
identifiable, par exemple un mélange de gaussiennes. À partir d'échantillons de données non 
supervisées de grande taille, dépendant de la dimension de l'espace d'entrée , les composantes 
du mélange peuvent être identifiées. Il suffit alors d'un exemple étiqueté par composante pour 
déterminer complètement le modèle génératif. En cela, les modèles génératifs constituent l'une 
des plus anciennes méthode d'apprentissage semi-supervisé. 

De plus, la technique de base pour identifier les composantes de mélange est l'algorithme EM 
qui fonctionne à partir d'exemples supervisés et non supervisés (voir l'annexe 7). 

2 . 1  L'utilisation de l'algorithme EM 

D'une manière générale, comment utiliser la partie supervisée Ssup des exemples pour étiqueter 
Snonsup, la partie non supervisée ? Nous allons décrire une procédure fondée sur l'algorithme EM�, 
qui a été instanciée sur un certain nombre d'applications diverses. Rappelions que l'algorithme 
EJ\1, dont l'annexe 7 donne une descrition, a déjà été présenté comme utile pour l'apprentis
sage des HMM (chapitre 12) et pour l'estimation des paramètres des mélanges de distribution 
gaussiennes, au paragraphe 3.1 de ce même chapitre. 

Pour simplifier, plaçons-nous dans le cas de deux classes, ce qui n'est en aucune façon limitatif, 
et donnons une version informelle du déroulement de cette méthode. 

Il faut d'abord disposer d'un algorithme d'apprentissage fondé sur l'estimation de paramètres 
d'un modèle statistique. Typiquement, cet algorithme suppose par exemple que la distribution 
a priori de chacune des classes est gaussienne : les paramètres à estimer sont alors la. moyenne 
et la matrice de covariance de la distribution de chaque classe. Ce problème a été traité dans 
le cas supervisé au chapitre 15 .  Par conséquent, une fois l'apprentissage par estimation des 
paramètres réalisé sur les données étiquetées Ssup• on peut calculer pour chacune des deux classes 
la probabilité estimée d'avoir engendré chaque exemple de Ssup et de Snonsup· 

Il est maintenant possible d'étiqueter chaque exemple par la règle MAP du maximum à pos
teriori de la classification bayésienne. Chaque exemple se verra donc attribuer l'étiquette de la 
classe qui a. la. plus grande probabilité de l'avoir engendré. 

On peut désormais apprendre deux nouveaux modèles de classes sur l'ensemble des données, en 
utilisant l'étiquetage que l'on vient de réaliser. Ces deux nouveaux modèles permettront un nouvel 
étiquetage en deux classes de l'ensemble des données par le principe M AP, ce qui permettra de 
calculer deux modèles modifiés, et ainsi de suite. Cette boucle sera poursuivie jusqu'à ce qu'aucun 
exemple ne change plus d'étiquette. 

Plus largement, on peut considérer la classe de chaque exemple comme une variable cachée et 
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utiliser l 'algorithme ENI pour l'estimer, avec pour résultat l'étiquetage de chaque exemple par 
une classe. Ceci conduit à l'algorithme général 39. 

Cette méthode généra.le a été particularisée pour l'apprentissage dans des problèmes variés où 
l'étiquetage est coüteux, comme en traitement de la langue naturelle écrite ou orale. On a ainsi 
réalisé l'apprentissage de modèles statistiques de séquences pour la la syntaxe et le vocabulaire en 
reconnaissance de la parole, celui de modèles gaussiens naïfs pour la classification des sites web, 
etc. Dans le cas où les modèles statistiques utilisés sont les modèles bayésiens naïfs, l'algorithme 
se réécrit sous une forme qui permet d'y ajouter des sophistications [BM98j. 

Algorithme 39 : Algorithme supervisé non supervisé 
Apprendre les modèles initiaux des classes sur S8up 
S � S 8up U Snon8·up 
répéter 

Étape E (estimation) étiqueter S par le principe NI AP 
selon les modèles courants des classes 

Étape M (maximisation) : estimer les modèles des classes à partir de cet étiquetage 
jusqu'à ce que la convergence des modèles des classes soit réalisée 

Nous allons traiter ces méthodes en présentant d'abord un exemple simple. Cependant , à partir 
des principes sous-jacents, on peut construire des systèmes cl 'apprentissage aussi sophistiqués que 
les modèles statistiques le permettent. Nous ferons donc ensuite quelques commentaires sur ces 
extensions. 

-- EXEMPLE Application de l'algorithme E M  en apprentissage semi-supervisé ----

Nous prenons un problème à deux classes ( C = 2), chacune cl 'elles étant supposée être 
modélisée correctement par une distribution gaussienne. Nous savons depuis le chapitre 15  
comment estimer au maximum de vraisemblance les pa.ramètres de ces distributions quand 
tous les exemples sont étiquetés. La question est d'étendre cette technique à un ensemble 
d'apprentissage semi-supervisé. 
Nous disposons de l'ensemble d'apprentissage S = {(xi, ui )};=1,1 U {x; }i=L+i ,m et nous pre
nons le modèle suivant : nous supposons que la. première classe est engendrée par un processus 
gaussien N(µ1,E1) et la seconde par N(µ2 , 'E2 ). Nous cherchons à estimer l'ensemble des 
pa,ramètres 8 = (µ1,µ2, E ·1 , E2) .  Rappelons que µ,1 désigne le vecteur moyenne dans llld de 
la première classe et que E1 est sa matrice (d x d) de covariance, Ces deux éléments suffisent 
à définir la première classe, sous l'hypothèse gaussienne. De même pour la seconde classe, 
L'expression P(xlti, 8) dénote donc la probabilité que, dans le modèle de paramètres 8, l'objet 
x ait pour supervision la. classe de valeur u. On sa.it estimer au maximum de vraisemblance 
8 de façon à ce que P(xlu, 8) soit la meilleure (c'est un résultat que nous avons donné au 
chapitre 15). Mais ce résultat n'est applicable que si tous les exemples sont étiquetés. Notons 
maintenant la probabilité a priori de la classe d'étiquette u par 1ï,, et introduisons le nouvel 
ensemble de pararnèLres 1ï = {1ïi}i=I,z (rappelons que nous traitons un problème à deux 
classes) . 

Pour n'importe quelles valeurs ê et 1i' de 8 et de 1r, on peut écrire, par la règle de Bayes : 

(19 .1)  

Par conséquent, si l'on possède une estimation 1i' et ê des inconnues de notre problème, on 
est capable de fournir une règle de classification. 
À défaut de pouvoir agir directement, on peut considérer les étiquettes absentes dans l'en
semble S.,. comme des données manq'ttantes et utiliser l'algorithme ENI (voir l'annexe 7) 
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pour les estimer itérativernent. La technique sera comparable à l'utilisation de cet algorithme 
dans la classification non supervisée, mais elle fera usage de l'information supplémentaire qui 
est donnée par les étiquettes de l'ensemble s_.. 
lnforrnellement, l'algorithme EM fonctionne comme suit. D'abord on initialise 11' et 8 par 
un calcul direct sur s • .  Puis on démarre le cycle suivant : premièrement (étape E), on 
utilise la formule 19.l pour affecter des éLiquettes à tous les objets de Sns · Deuxièmement 
(éLape M),  on met à jour les estimations de 7ï et de (J sur l'ensemble de toutes les données, 
qui sont maintenant étiquetées. On  revient. à l'étape E et on boucle jusqu'à convergence. 
Rappelons que les deux classes sont supposées gaussiennes. Les paramètres à apprendre sonc 
8 = (µ1 , µ2 ,E1 , E2), les caractéristiques des distributions, et 11' = {11';}i=i,2 , la probabilité a 
priori des classes. 

Algorithme 40 : Algorithme EM pour l'apprentissage semi-supervisé 
Données : un ensemble d'apprentissage semi-supervisé S = {(xi,ui)}i=l,I U {xd·i=t+1,m 
Résultat : une estimation de 7r et de 8 
début 

Init ialiser 7r et e par estimation sur Ss 
tant que la convergence n'est pas réalisée faire 

Étape E : Affecter des étiquettes à tous les objets de Sns par la formule 19.l 
Étape !VI : Mettre à jour les estimations de 7r et de 8 sur l'ensemble de toutes les 
données (qui sont maintenant toutes étiquetées) . 

fin tant que 
fin 

2.2 Extensions 

Ce qui a été présenté ci-dessus peut directement être étendu à un nombre de classes supérieur à 
deux et à des gaussiennes multidimensionnelles. D 'autre part, l'algorithme EM permet d'estimer 
des données cachées sous des hypothèses très variées. Il n'y a donc pas de raison de se limiter à 
des classes gaussiennes. Plusieurs extensions sont donc envisageables. 

On peut par exemple supposer que chaque classe est elle-même un mélange de distributions 
gaussiennes . Dans ce cas, le nombre de variables cachées augmente et leur nature change, mais 
la méthode de résolution est toujours applicable. On peut aussi supposer que la distribution 
des classes suit une autre loi, plus simple comme un modèle bayésien naïf (voir le chapitre 15, 
paragraphe 1.1) ou différente comme un processus dépendant du temps. C'est ainsi qu'on peut 
réaliser l'apprentissage semi-supervisé de modèles de M arkov cachés, par extension de l'appren
tissage supervisé présenté au chapitre 12. Tl est à noter que la. version de base de cet apprentissage 
utilise déjà l'algorithme EM . 

On peut aussi observer que si E!VI est une manière efficace de maximiser la valeur P(xlu, B) 
quand il y a des variables cachées, ce n'est pas la seule. On peut alternativement utiliser des 
méthodes d'optimisation comme les algorithmes génétiques, par exemple. 

2.3 Quelques leçons 

La méthode EM fonctionne sur la base d'hypothèses a priori sur les modèles des données, 
par exemple, qu'elles soient issues de gaussiennes. Sans ces hypothèses, la méthode ne peut pas 
fonctionner. iviais si ces hypothèses ne sont pas en accord avec la vraie distribution, inconnue, 
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des données, les résultats peuvent alors être mauvais, voire complètement erronés. Il faut donc 
être très attentif à l'adéquation des hypothèses a priori par rapport au monde. 

Par ailleurs, l'estimation par EM peut mener à des optima locaux, et, encore une fois, à des 
erreurs si le choix du modèle n'est pas le bon. 

Finalement, la convergence est plus aléatoire si le nombre de variables cachées est trop impor
tant, autrement dit quand le nombre d'objets non étiquetés est trop grand relativement à celui 
des exemples. Dans ce cas, il est parfois utile de sous-pondérer les premiers. 

2.4 La méthode cluster and label 

Une méthode quelque peu différente des approches génératives consiste à utiliser une étape de 
classification non supervisé ( clustering) sur l'ensemble des données, supervisées et non supervi

sées, avant d'étiqueter les nuages de points ainsi identifiés à l'aide des exemples supervisés. 
Ici encore, ces approches fonctionnent bien si le biais des méthodes de clustering employées 

épouse bien la vraie distribution des données . 

D'un certain côté, cette méthode est symétrique de l'auto-apprentissage (voir section 3) : elle 
part des objets non étiquetés de Sns avant d'utiliser l'étiquetage des exemples de Ss. La technique 
de base est décrite dans l'algorithme 41 .  

Algorithme 41 : Algorithme cluster and label pour l'apprentissage semi-supervisé 
Données : un ensemble d'apprentissage semi-supervisé 
début 

fin 

S = {(xi, Ui) }i=l,l U { xi}i=l+l ,m 
Étape cluster. Utiliser un algorithme de classification non supervisé pour classer S en 
ignorant les étiquettes de S8 . 
Étape label. Donner à chaque classe une étiquette : celle qui est majoritaire parmi des 
points de Ss qui se trouvent dans cette classe. 

L'un des avantages de la méthode cluster and label est qu'elle ne requiert pas d'hypothèses 
fortes sur la distribution des données. Il faut cependant ne pas oublier que tout algorithme de 
clustering s'appuie sur des présupposés sur les données, même s'ils ne sont pas aussi forts que 
dans les méthodes génératives. Par ailleurs, un biais a priori plus faible se paye nécessairement 
soit par la nécessité d'un plus grand échantillon d'apprentissage, soit par un apprentissage moins 
performant. 

Nous avons décrit ici le plus simple des algorithmes de cluster and label. Il est clair qu'il 
est possible de faire appel à des algorithmes de clustering plus complexes, par exemple par 
catégorisation hiérarchique, permettant de rendre compte de structures de données plus riches, 
tout en conservant le principe du mariage de l'approche non supervisée et d'un étiquetage grâce 
aux données supervisées. 

3. L'auto-apprentissage 

La méthode de principe (algorithme 42) est très simple : par une méthode d'apprentissage quel
conque, on induit une règle de classification à partir des l exemples de l'ensemble {(xi , 'ui)}i=l ,l· 
Ensuite, on prend le point suivant (ou au hasard) dans l'ensemble des objets {xi}ï=l+l,m et on le 
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644 PARTIE 5 Au-delà de l'apprentissage supervisé 

classe par la règle courante. On apprend alors une nouvelle règle de classification sur l'ensemble 
des exemples augmenté d'une unité. Tout ceci est effectué (m - l) fois, jusqu'à disparition des 
objets non supervisés. 

Algorithme 42 : Algorithme d'auto-apprentissage 

Données : un ensemble d'apprentissage semi-supervisé S = {(xi,ui)}i=l ,I U {xd·i=l+i,m 
Résultat : une règle de classification hm 
début 

fin 

j f- l 
pour j < m faire 

Apprendre une règle de classification hj sur {(xi, ui) }i=l,j 
Classer x:i+l par hi 
j <- j + l  

fin pour 
Apprendre la règle de classification finale hm sur les m exemples désormais tous 
supervisés . 

Un certain nombre de variantes sont possibles. En particulier, on peut classer systématiquement 
tous les objets restants et a.jouter à l'ensemble supervisé celui dont la classification est considérée 
comme la plus fiable. On peut aussi ajouter les objets par groupes et non pas un par un. 

L'avantage de cette méthode est qu'elle permet d'inclure1 avec simplicité n'importe quelle tech
nique d'apprentissage supervisé pour opérer un l'apprentissage semi-supervisé. Elle fonctionne 
bien dans nombre de cas et elle est employée par exemple pour construire des trieurs de spams 
dont la qualité augmente avec l'expérience. En revanche, sa convergence n'est assurée ni théori
quement, ni pratiquement. Elle dépend beaucoup des premiers étiquetages : c'est la raison de la 
première variante donnée ci-dessus. 

4. Le co-apprentissage 

4.1 L'apprentissage multi-vue et le co-apprentissage 

Jusqu'ici, comme il est usuel en apprentissage artificiel, nous avons généralement supposé que 
chaque exemple ou donnée était représenté comme un unique vecteur dans un espace de descrip
teurs ou comme un unique graphe lorsque l'information était de type relationnel. Cependant, 
dans de nombreux problèmes réels, un même exemple peut être décrit de différentes 
manières, par exemple par différents vecteurs ou par différents graphes ou par un mélange de 
ces deux représentations. Une question est alors de savoir comment apprendre à partir de ces 
représentations « multi-vues » et d'exploiter leur richesse. 

Un exemple typique est celui de la catégorisation de pages web. En effet, une même page 
peut être décrite soit par les hyperliens qui la lient à d'autres pages, soit par les mots qui la 
composent. La première description conduit à considérer un graphe dirigé dans lequel chaque 
sommet représente une page web et chaque arc orienté un hyperlien. La seconde description se 
prête à considérer les pages comme des vecteurs dans un espace euclidien où chaque élément 

1 Le terme anglais pour cette propriété wrnpper rnethod, évoque un emballage. 
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Chapitre 19 L'apprentissage semi-supervisé 

d'un vecteur correspond par exemple au nombre d'occurrences d'un mot clans la page (approche 
« sac de mots » ) .  

Une manière de combiner ces deux représentations pourrait alors être de pondérer les arcs par 
une mesure de similarité entre les vecteurs de mots représentant les pages liées. Cependant, cette 
approche met trop l'accent sur les liens puisque la similarité entre pages non directement liées 
n'est pas prise en compte. 

Une autre approche consiste à définir des fonctions noyau (voir le chapitre 14) pour chacune 
des représentations, puis à les combiner de manière convexe pour obtenir une fonction noyau 
générale [JCSTOl ,  ZPD06j. 

Nous présentons dans ce paragraphe deux techniques récentes qui permettent, sous certaines 
hypothèses, de superviser totalement un ensemble d'apprentissage composé cl 'une partie super
visée et d'une partie non supervisée. C'est particulièrement utile dans le cas où l'étiquetage 
par expert, qui coûte cher, doit être fait sur des grandes quantités de données, comme pour le 
traitement de la langue écrite ou orale. 

4.2 Le cas de deux jeux indépendants d'attributs : le co-apprentissage 

Une première technique peut s'appliquer quand on dispose sur les données d'assez d'attributs 
pour les partager en deux sous-ensembles statistiquement indépendants. Blum et Mitchell [BM98J 
proposent l'exemple de la classification des pages Web des sites universitaires en classes telles 
que pages personnelles des étudiants, page d 'accueil d 'un département, po.ge de description d '11,n 
cours, etc. Les deux jeux de descripteurs sont les suivants : 

• Un vecteur entier de dimension égale à la taille du dictionnaire utilisé (le nombre de mots 
différents possibles), dont la valeur d'une coordonnée est le nombre d'apparitions clans la 
page 'i\Teb. Cette description en « sac de mots » est très utilisée en linguistique automatique 
et donne en général des résultats plutôt bons2 si on considère qu'elle ne tient pas compte de 
l'ordre des mots. 

• Un autre vecteur sac de mots qui ignore le texte de la page et décrit ses références à cl 'autres 
pages (ses hyperliens). 

Ces deux descriptions sont indépendantes et pourtant les mots qui composent les hyperliens 
d'une page donnée sont d'une certaine façon une bonne description de cette page3 . 

Notons cl 'une manière générale ces deux ensembles cl 'attributs indépendants X1 et X2 et notons 
Ssup la partie supervisée de l'ensemble d'apprentissage et Sn.ons•up la partie non supervisée. La 
technique dite de co-apprentissage ( co-training) se déroule comme indiqué dans l'algorithme 43. 
Elle y est décrite pour l'apprentissage d'un concept (deux classes), mais son extension est immé
diate. 

Le cœur de la méthode repose sur le choix des exemples en nombre p1 + n1 + P2 + n2 que l'on 
rajoute à chaque étape à S.s·up· Il faut pour les choisir classer par A et B tout l'ensemble Sr.ons'Up · 
On retient alors les p1 exemples pour lesquels A est « le plus sûr » qu'ils sont positifs. De même 
pour les n1 négatifs : ce sont ceux pour lesquels la décision de A est la plus sûre. C'est également 
ainsi que p2 et n2 autres exemples sont sélectionnés par B. Un algorithme de classification peut 
en effet avoir une mesure naturelle de « sûreté », par exemple une probabilité, dans le cas d'une 
classification bayésienne, une distance à l'hyperplan appris dans le cas cl 'une décision linéaire, 
etc. 

2 Pour la tâche d'apprentissage du concept « page de description d'un cours », un classificateur bayésien naïf 

a été entraîné sur douze pages \;veb avec une description en sac de mots. Il a une performance de l'ordre de 

87 % de bonne classification sur un ensern ble de test de cieux cent cinqua.nte pages. 

3 Les résultats expérimenta.ux montrent que la. cla.ssiflca.tion obtenue sur ce jeu d'a.ttributs est presque équivalente 
â celle obtenue sur la même tâche avec l'<wtre jeu d'attributs. 
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646 PARTIE 5 Au-delà de l'apprentissage supervisé 

A lgorithme 43 : Algorithme de co-apprentissage 

répéter 
Apprendre un classificateur A sur Ssup Apprendre un classificateur B sur Ssup Classer 
Snonsup par A ; 

Classer Snonsup par B ; 
Choisir les p1 exemples positifs et n1 exemples négatifs de Snonsup les plus sûrs pour A 
Choisir par B P2 exemples positifs et n2 exemples négatifs de Snons·up les plus sûrs 
pour B Ajouter ces p1 + n1 + P2 + n2 nouvellement classés à Ss·up 

jusqu'à la convergence est réalisée; 

La justification empirique de cette méthode peut s'énoncer ainsi : si le classificateur A trouve 
dans les données non supervisées un exemple très proche d'un des ses exemples d'apprentissage, il 
a de bonnes chances de le classer correctement. Mais cela ne signifie en rien que le classificateur B 
l'aurait classé correctement, puisque les jeux d'attributs X1 et X2 sont indépendants : être proches 
dans le premier espace n'implique pas que l'on soit proches dans le second. Par conséquent, A a 
ajouté à Ssup un exemple supervisé qui va apporter de l'information à B .  

Les expériences montrent que cette technique est efficace4. Son analyse théorique dans le 
cadre P AC prouve sa convergence sous certaines conditions. Cette méthode possède aussi des 
liens statistiques avec les méthodes de rééchantillonnage (voir le chapitre 17) .  En pratique, il est 
important de noter que l'indépendance effective des deux jeux d'attributs est déterminante pour 
son succès. 

5.  L'utilisation d'hypothèses fondamentales sur les données 

Pour que les exemples non étiquetés puissent fournir une information complémentaire à l'in
formation apportée par les exemples supervisés, il faut qu'ils se traduisent par des contraintes 
supplémentaires sur le choix des fonctions de décision candidates. Pour cela, il faut, d'une part, 
que des hypothèses a priori soient faites sur la distribution des données non supervisées, et, 
d'autre part, que ces hypothèses aient un lien avec la vraie distribution des données. 

L'une ou l'autre de deux hypothèses fondamentales est généralement utilisée pour fonder les 
méthodes proposées : 

• Dans la première, on suppose que la distribution Px des données correspond à un mélange de 
distributions convexes (par exemple un mélange de gaussiennes) et que chaque composante 
de ce mélange correspond à une étiquette. Cela implique que les changements d 'étiquettes 
se font dans les régions entre les composantes, et donc, essentiellement dan.s des zones de 
moins forte densité. 

• Dans la seconde, on suppose qu'à l'intérieur de l'espace des entrées X, les données sont 
définies sur un sous-espace (manifold) de dimension inférieure à celle de X .  0 n représente 
ce sous-espace à l'aide d'un graphe mettant en jeu les exemples connus, supervisés et non 
supervisés, et on suppose que la Jonction d'étiquetage de ces points vér�fi,e une certaine 
continuité. 

4 Le même concept appris sur un ensemble de deux cent cinquante pages étiquetées par co-apprentissage (dont 

douze étaient étiquetés au début) classe un ensemble de test indépendant en moyenne avec 95 % de succès. 
Les attributs sont maintenant. l'union des ensembles X1 et X2 IBM98]. 
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Chapitre 19 L'apprentissage semi-supervisé 

Ces hypothèses, quoique intuitivement attrayantes et raisonnables, ne sont pas, pour le mo
ment, étayées par une analyse formelle les justifiant comme suffisantes ou nécessaires pour garan
tir le succès de l'apprentissage semi-supervisé. Il semble clair que si p(x) et p(ylx) ne partagent 
pas de paramètres, l'apprentissage semi-supervisé ne peut pas améliorer l'apprentissage supervisé 
classique, mais ce n'est là qu'une condition minimale. 

Par ailleurs, de nombreuses méthodes cl 'apprentissage cherchent directement à optimiser une 
fonction de décision liée à la probabilité conditionnelle p(ylx) sans utiliser p(x) qui est la com
posante sur laquelle les données non supervisées peuvent apporter de l'information. Comment 
alors ces méthodes discrimina.tives peuvent elles profiter des données non supervisées ?  

La plupart d'entre elles s'appuient sur l'hypothèse que la fonction de décision (la frontière) ne 
passe pas dans les régions de haute densité dans X. C'est le cas, par exemple, de la. méthode des 
séparateurs à vastes marges transcluctif (TSV.tvI ou parfois s:�VM pour Semi-Supervised SVM). 

5 . 1  Éviter les zones de forte densité 

5 . 1 . 1  Les SVM transductifs et semi-supervisés (S3VM) 

• 

FIG. 19.4: SVM calculé avec les exemples supervisés {à gauche) ; SVM calculé en tenant compte 
des exemples non supervisés, en s1tpposant que les mtages de points des deux classes 
sont séparés (à droite). 

Nous nous intéressons ici au cas de la classification binaire, c'est-à-dire à deux classes. Nous 
avons vu au chapitre 14 que la méthode des séparatrices à vaste marge (SV.îvI)  permet de traiter 
de tels problèmes de manière bien fondée et adaptée à une large classe de problèmes. Suppo
sons maintenant qu'au lieu de ne disposer que d'un échantillon d'exemples supervisés, S9, nous 
disposions également de la connaissance d'exemples non supervisés, S,,,9 ,  ceux sur lesquels nous 
attendons d'être interrogés. De quelle manière peut-on modifier la méthode des SVM pour tirer 
parti de la connaissance de Sns ? 

La figure 19.4 fournit une intuition de ce que l'on pourrait souhaiter. A la vue en effet des 
exemples non supervisés, il semble que la séparatrice optimale calculée à partir des exemples 
supervisés gagnerait à être modifiée pour mieux séparer les deux « nuages » de points. Cette 
stratégie repose naturellement sur un présupposé qui est que les classes + et - sont séparables 
dans l'espace des entrées X ou dans l'espace de redescription il>(X)  (voir chapitre 14). Nous 
reviendrons sur ce point. 

Formellement, rappelons que la recherche de la séparatrice à marge maximale peut s'exprimer 
par le problème d'optimisation portant sur le vecteur directeur de l'hyperplan séparateur w de 
telle manière qu'il permette de classer au mieux les exemples supervisés, tout en autorisant que 
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648 PARTIE 5 Au-delà de l'apprentissage supervisé 

quelques exemples ne soient pas bien placés, ce que permet l'introduction de variables ressort Ç : 

( l 

� min L ç.; + ,\ l lw l l2 w,b,Ç i=l (19.2) 
l tel que Ui(w T Xi + b) > 1 - çi i = 1 . . .  ) l 

Le paramètre ,\ permet de contrôler l'importance relative de la recherche de la marge maximale 
(terme w l l2 )  et de minimiser la tolérance aux exemples mal placés (terme L!=i Çi) .  

Le problème d'optimisation ainsi défini est quadratique, avec un optimum global et est appelé 
forme primale. 

Il est possible de montrer que ce problème est équivalent à : 

l 
min 
w,b L max( l  - ui(w T x.; + b) ,O) + ,\ l lw l l2 (19.3) 

i=l 

lorsque l'on utilise la fonction de coût en coude (hinge loss) (voir chapitre 14) : 

t(x,u,h(x)) = max(l - u(wTx + b) , 0) (19.4) 

Comment alors incorporer une contrainte sur le problème d'optimisation correspondant au 
présupposé que les deux classes soient bien séparées? 

Il nous faut une fonction de coût s'appliquant aux exemples non supervisés et favorisant la 
séparation des nuages de points. Une traduction de ces contraintes consiste à prendre pour 
étiquette putative y associée à un exemple non supervisé x la. prédiction qui serait faite par un 
séparateur linéaire, à savoir : y = signe(h(x)). On peut alors prendre pour fonction de perte : 

e(x, y, h(x)) max(l - y(w T x + b) , O) 
max ( 1 - signe( w T x + b) ( w T x + b), 0) 
max(l - lw T x + b l , 0) 

où nous utilisons le fait que : signe(z) · z = lz l . 

(19.5) 

Cette fonction de coût a une forme de « chapeau » (voir figure 19.5). Elle ne pénalise évidem
ment pas les exemples pour être du mauvais côté de la séparatrice puisque ce ne peut être le cas 
pour des exemples étiquetés putativement par cette même fonction. En revanche, elle pénalise 
les exemples proches de la séparatrice. 

f(x, y, h(x)) 

1 
·2 ·1 h(x) 

FIG. 19.5: La fonction de coût en chapeau. 
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Chapitre 19 L'apprentissage semi-supervisé 

On obtient ainsi le risque empirique régularisé adapté à l'apprentissage semi-supervisé : 

ArgMin{ t max(l - u;(w T X; + b) ,O) + À1 l lw l l2 + À2 f rnax(l - lw T x.1 + bl , O) } 
w , IJ  i=I j=l+l 

Rh;que empirique supervisé Risque e1upiriq ue non supervisé 

(19.6) 
où h est déterminé par les coefficients w et b du séparateur linéaire. 

En pratique, il arrive parfois que ce critère conduise au choix d'une séparatrice mettant une 
grande partie des exemples non supervisés, sinon tous, dans la même classe. Un moyen de corriger 
ce déséquilibre, généralement inadapté, est d'imposer que la proportion des classes soient approxi
mativement la même que celle des exemples supervisés. On complète alors le critère inductif 19.6 
par la contrainte : 

1 rn 1 l -- I: h(x) = - I: 1.li 
m - l l j=l+l i=l 

(19.7) 

Il faut noter que l'utilisation de la fonction de perte en chapeau conduit à un critère inductif 
non convexe (puisqu'il comporte une addition de critères non convexes) et de ce fait difficile à 
optimiser. Une partie des travaux sur les S3VMs porte donc sur la. recherche de méthodes efficaces 
pour trouver de bons optima locaux de ce critère. D'a.utres fonctions de perte ont également été 
proposées, mais elles conduisent toutes à des critères non convexes (voir jZhu08], pour plus de 
détails). 

Par ailleurs, les S3VMs peuvent conduire à de mauvais résultats si le présupposé selon lequel 
les classes sont bien séparées est en défaut. 

Finalement, nous sommes restés ici dans le cadre de SVM opérant directement dans l'espace 
de description des exemples X.  Mais l'approche se transpose sans problème à la recherche d'un 
séparatrice linéaire dans l'espace de redescription <I>(X). 

5.2 Méthodes à base de graphes 

5.2.1 Le principe 

Dans ces méthodes, l'idée est de représenter les données sous forme d'un graphe (11, E), dont 
l'ensemble 11 des sommets sont les objets d'apprentissage et les arcs (les éléments de E) repré
sentent la similarité entre deux objets. Le graphe est donc pondéré par une matrice W dont 
chaque élément Wii mesure la similarité entre l'objet i et l'objet j dans S, l'échantillon d'ap
prentissage supervisé et non supervisé. 

Les valeurs W i.i peuvent être simplement binaires : une valeur nulle efface l'arc entre les 
sommets, alors que la présence d'un arc indique par exemple que x; est parmi les k plus proches 
voisins de Xj. Un tel graphe est orienté (i et j ne jouent pas des rôles symétriques). l\iJais ces 
valeurs peuvent aussi être continues, par exemple calculées (étant donné une certaine norme et 
un paramètre lj) de la manière suivante : 

llx; -x.; 112 
wij = e- 2'72 (19.8) 

Dans ce dernier cas, le graphe est complètement connecté. La construction du graphe est en 
soi une étape importante qui doit bénéficier de toute connaissance préalable du domaine. 

Dans cette représentation, les étiquettes des objets de S5 n'apparaissent pas encore. On les 
place comme une information supplémentaire sur les sommets correspondants du graphe G. 
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La technique de base est d'utiliser la structure du graphe pour étendre cet étiquetage à tous 
les sommets, en partant des points supervisés pour lesquels l'étiquette est donnée. La plupart 
des algorithmes cherchent à optimiser un comprorn is entre la fidélité a'!tX données d 'apprentissage 
(les points initialement étiquetés devraient conserver leur étiquette au cours de la propagation) 
et une notion de continuité dans l'étiquetage (intuitivement, un sommet non étiqueté proche de 
sommets étiquetés de la classe wi et éloigné de tous les autres recevra l'étiquette wi et pourra 
la propager à son tour) (voir figure 19.6). C'est l'essence des méthodes inductives régularisées, 
ici traduites par des critères spécifiques dans le cadre de données situées sur un graphe, comme 
nous le verrons ci-dessous. 

Évidemment, certains conflits apparaîtront dans ce processus. Savoir les régler est l'essentiel des 
problèmes posés par ces méthodes. Nous verrons comment traiter ce problème par des algorithmes 
itéra.tifs, puis par des méthodes d'optimisation globale. 

FIG. 19.6: Les points x1 et xz sont supervisés avec des étiquettes différentes, les aittres non. 
L 'étiquette de x3 est plus proche de celle de x 2  que de celle de x1 puisq'lte x2 est plus 
proche dans le graphe que X 3 .  

Il est à noter qu'il s'agit ici a priori d'apprentissage transductif, puisque seuls les objets 
cl 'apprentissage non étiquetés peuvent être classés par un tel processus. Cependant, certaines 
techniques peuvent être appliquées au cas de l'apprentissage semi-supervisé, c'est-à-dire pour 
calculer l'étiquette de points non observés. Nous reviendrons sur ce point au paragraphe 5.2.5. 

5.2.2 Critères transductifs régularisés sur graphe 

Plusieurs critères transductifs ont été proposés pour exprimer le compromis entre la fidélité 
aux données supervisées et le biais vers une continuité des étiquetages sur le graphe. Nous en 
présentons succinctement trois . 

Le critère MinCut 

Le critère t\tJinCut suppose que les étiquettes des données, et donc des nœuds du graphe, sont 
prises dans { + 1,  - 1 } .  Dans ce cadre, les exemples positifs sont considérés comme des « sources » 

et les exemples négatifs comme des « puits ». L'objectif est de bloquer le flot entre sources et 
puits en coupant un ensemble d'arcs de poids total minimal. Cela conduit à une partition du 
graphe, chaque partie étant étiquetée par +l ou - 1  selon l'étiquette du seul nœud étiqueté qu'elle 
contient (voir la figure 19. 7). 

On cherche donc une fonction h :  X --4 { - 1 ,  + l } ,  telle que les étiquettes des exemples super
visés soient respectées et telle que les étiquettes des autres exemples soient décidées sur la base 
d'une partition MinCut du gra.phe. 

L'un des défauts du critère MinCut est qu'il conduit facilement à des minima de même valeur. 
Par exemple, dans la figure 19.6, s'il y avait un seul lien entre les nœuds X2 et x4, il y aurait 
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FIG. 19.7: Les points x1 et x2 sont s1ipervisés avec des étiquettes différentes, les autres non. En 
supposant que les arcs sont tous affectés d 'un poids unitaire, la partition du graphe se 
fait sur l'arc coupé. De ce fait, l'étiquette de x3 sera celle de x2 . 

deux partitions apparemment également bonnes du graphe (celle de la figure et une autre avec 
séparation entre x2 et X4) . 

Critère avec fonction harmonique 

Le critère utilisant une fonction harmonique permet en grande partie d'éliminer le problème 
des minima globaux multiples en assouplissant le problème d'optimisation. On utilise en effet 
une fonction harmonique h, donc à valeur dans rn., au lieu de la fonction indicatrice à valeur dans 
{-1 ,  l } .  

La. fonction h est définie de telle manière que les étiquettes des exemples supervisés soient 
respectées, tandis que les étiquettes des exemples non supervisés résultent d'une moyenne har
monique, pondérée par les poids des liens, des valeurs des étiquettes des points voisins . 

i = 1 ,  . . .  l 

(19.9) 
j = l + l , .  . .  m 

Le problème d'optimisation est alors : 

( � Argl\IIinh:h(x)EIR (19.10) i,j=l 

l tel que : pour i = 1 . . .  l 

ce qui exprime que les étiquettes supervisées doivent être respectées (deuxième ligne) et que 
l'étiquette d'un point doit être proche des étiquettes des points proches au sens des poids Wij 

(première ligne) . 
Ce problème cl 'optimisation a une solution analytique qu i est unique et est un optimum global. 

En revanche, les étiquettes produites sont des réels. Il faut donc les transformer en étiquettes 
valides (E {- 1, + l}) ,  ce que l'on réalise souvent grâce à une fonction seuil (par exemple si 
h(x) > 0 alors prédire y =  1 ,  et si h(x) < 0 a.lors prédire y =  -1) .  

Remarque (Analogie avec une marche aléatoire) 

La fonction harmon ique peut aussi être interprétée comme une ma.rche aléatoire, ce qui est à la source 
de certaines fonctions noyau définies sur les graphes (voir chapitre 14). En effet, imaginons une particule 

651 



\/') Q) 

e 
>w 
0 ..-1 
0 N 
@ 
.µ .c. 
0) 
·;:: 
>-0.. 
0 
u 

652 PARTIE 5 Au-delà de l'apprentissage supervisé 

placée sur le point xi qui est non supervisé. Soit la marche aléatoire spécifiée pa.r la probabilité qu'une 

particule en X; aille en x.i proportionnelle à wij : 

La marche aléat.oire continue jusqu'à ce que la particule pa.rvienne en un point supervisé x1,;.  La valeur 

de la fonction harmonique en x;, h(x,), est alors égale à la probabilité que la particule atteigne un point 

supervisé d 'étiquet.te positive. 

Une procédure itérative (dite de propagation des étiquettes) permet de calculer la fonction 
harmonique en chaque point. Pour cela, on initialise les points { x.;}i=I, .. . ,l avec leur valeur super
visé, et les autres avec une valeur tirée aléatoirement clans [O, l]. On réévalue alors itérativement 
les valeurs des points non supervisées par la moyenne pondérée de leurs voisins : 

Il est prouvé que cette procédure itérative produit des valeurs convergeant vers la fonction 
harmonique, quelles que soient les valeurs choisies initialement pour les points non supervisés. 

Plus formellement, la méthode standard de propagation des étiquettes est donnée dans l 'algo
rithme 44. Elle fonctionne pour deux classes, notées + et - . Les valeurs Ûs = {û.;}i=l ,m affectées 
aux éléments d'apprentissage prennent des valeurs continues au cours du calcul et c'est le signe 
de la valeur finale (après convergence) qui détermine la classe attribuée à xi. On remarque que 
l'étiquette des exemples de Ss est délibérement préservée. 

Algorithme 44 : Algorithme de propagation des étiquettes. 

début 
Calculer la matrice W d'après l'équation 19.8 
Calculer la matrice diagonale D par Dii <--- 'L J W ii 
Initialiser les étiquettes : Û0(7.Li, . . .  , u1, rand[O,lj, . . .  , rand[0,1 1) 
t ,.._ 0 
tant que la convergence n'est pas réalisée faire 

û1+1 ,.._ n-1w ût 
ût+i ,.._ u s s 
t <-- t + l  

fin tant que 
Affecter à xi le signe de û! 

fin 

Dans la variante dite cl' extension des étiquettes (label spreading), en revanche, on ne préserve 
pas nécessairement l'étiquette des points supervisés. La méthode est détaillée par l'algorithme 
45. Elle fait appel à une matrice classique en théorie des graphes, le laplacien normalisé (voir 
le chapitre 14). Sa convergence est assurée ; elle se produit expérimentalement en un nombre 
d'itérations entre m 2 et m 3 . 

Critère avec régularisation sur variété 
Les méthodes MinCut et par fonction harmonique décrites ci-dessus présentent deux inconvé

nients. Elles sont transductives, c'est-à-dire qu'elles ne permettent pas d'extrapoler à des points 
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Chapitre 19 L'apprentissage semi-supervisé 

A lgorithme 45 : A lgorithme d'extension des étiquettes 

début 
Calculer la matrice W d'après l'équation 19.8 
Calculer la matrice diagonale D par D;; <- 2:1 W.;1* 

Calculer le laplacien .C ,_ D-1/2wD-112 

Initialiser les étiquettes : û0(u1, . • .  , v,1, 0, . . .  , O) 
t ,_ 0 
Choisir la va.leur du paramètre l'i'. entre 0 et l .  
tant que la convergence n'est pas réalisée faire 1 û1+1 ,_ üLÛt + ( 1  - n)Û0 

t <- t + l  
fin tant que 

Affecter à xi le signe de û! 
fin 

non vus dans X. Par ailleurs, elles ne tolèrent pas facilement des données supervisées incorrecte
ment étiquetées, ce qui arrive pourtant fréquemment. L'approche par régularisation sur variété 
(manifold regularization) répond à ces deux limita.tions. 

Il s'agit d'une approche inductive produisant une fonction h définie sur X (h : X ---7 IR), qui, de 
plus, doit satisfaire un critère régularisé prenant en compte à la fois une certaine continuité sur 
le graphe des points d'apprentissage, mais aussi une condition de régularité sur X. La régularité 
sur X est fréquemment traduite par une condition sur la norme f2 de la fonction h : l lh l l 2 = 

JxEX h(x)2dx. 
Le critère inductif régularisé devient alors : 

l 

hs = Arg�1Iin L (Yi - h(x; )) 2 + C1 l lh l l 2 + C2 h T Lh 
h:X�JR i=l 

( 1 9 . 1 1 )  

où h est le vecteur des étiquettes (h(x1), . . .  , h(x1 ) ) ,  L est l a  matrice du  laplacien de  graphe (voir 
section 5.3.7 du chapitre 14), et les coefficients c1 ,, c2 2: 0 contrôlent l'importance des termes de 
régularisation. 

Le théorème de représentation (voir chapitre 14) assure qu'il existe une représentation de 
dimension finie (au plus de taille m) de l'hypothèse optimale h. Toute fonction h définie sur le 
graphe peut être décomposée en : 

m 
h (19.12) 

;,=1 

où les a; sont les coefficients à valeur réelle, et les </Ji sont les vecteurs propres de la matrice 
L = D - W. Le terme de régularisation de h sur le graphe s'écrit a.lors : 

m 
(19.13) 

i= l  

où les Ài sont les valeurs propres de L. 
Le terme h TLh est petit si les valeurs a.; ou Ài sont petites pour tous les i. Or puisque les 

fonctions </>i sont d'autant plus régulières sur le graphe que leur valeur propre Ài associée est 
proche de 0, intuitivement, cela signifie que h doit prendre ses grands coefficients a.i sur les </>i 
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654 PARTIE 5 : Au-delà de l'apprentissage supervisé 

associées aux petites valeurs >.i, c'est-à-dire être décomposable en termes de fonctions régulières, 
ce qui est exactement ce que l'on attend (voir les figures 19.8 et 19.9 pour des exemples de 
graphes et de spectre associé). 

0--0--0--0--0 

FIG. 19.8: Un graphe correspondant à de·ux chaînes déconnectées. 

eJmm1mttw 

FIG. 19.9: Le spectre dtt graphe de la figttre 19.8 {laplacien de graphe non normalisé) avec les 
valettrs propres et les fonctions de base associées. Pfos la valettrs propre a ttne valeur 
élevées, plus la fonction de base associée est irrégulière. 

5.2.3 Méthodes itératives 

Dans ce paragraphe, l'ensemble d'apprentissage s'écrira 

S = Ss U Sns {(xi, Û.; )}·i= l,l U { (xi , û.; )}i=l+l ,m. 

pour indiquer que des étiquettes Û.; sont attribuées à tous les éléments de S au cours du processus. 
En principe, on doit avoir fi;, = {ûdi=l ,l exactement égal à Us = {tti }i=l,L> mais il peut être utile 
de relâcher (prudemment) cette contrainte, par exemple si les classes se recouvrent. 

5.2.4 Optimisation directe 

L'affectation d'étiquettes aux sommets de Sns doit respecter la géométrie du graphe et l'éti
quetage des exemples de S8• La conservation de cette seconde contrainte peut s'exprimer de la 



Vl Q) 
0 L.. >w 
0 ,..-! 
0 N 
@ 
� ..c Ol ï:::: >a. 0 
u 

Chapitre 19 L'apprentissage sem i-supervisé 

manière suivante. Soit Û Ûs U Ûns un étiquetage calculé sur tous les sommets. La quantité 
suivante doit être minimale, nulle si possible : 

i= 1 

La consistance avec la géométrie du graphe et une hypothèse naturelle sur une certaine régularité 
des données impliquent qu'il faut que des points proches aient une forte probabilité d'avoir la 
même étiquette. Ceci peut se traduire en écrivant qu'il faut dans la mesure du possible minimiser 
une autre quantité : 

m m 

i= 1 j= 1 

Cette dernière expression peut se développer et se recalculer comme Û T (D - W) Û. Les éléments 
D et W ont été définis dans l'algorithme 44 ; l'expression (D -W) est le laplacien non normalisé 
du graphe. Le problème revient donc à trouver le jeu d'étiquettes (û1 , . . .  , Ûm) qui minimise le 
critère suivant (une somme pondérée de ces deux termes) : 

C = al lÛs - Us l l  + ( 1  - a)ÛT (D - W)Û (19.14) 

Différentes méthodes sont possibles pour cela, dans les détails desquelles nous ne rentrons pas. Les 
commentaires bibliographiques de ce chapitre orienteront le lecteur vers des références adéquates. 

5.2.5 Extension à l'apprentissage inductif 

Nous sommes partis d'un ensemble d'apprentissage S = Ss U Sns = {(xi ,  ui)}i=l,l U {x;}i=L+l ,m 
qui, après apprentissage transductif, est devenu : { (xi, ûd}·i=l,l U {(xi,ûi)}i=L+i,m avec des éti
quettes Ûi attribuées à tous les éléments de S au cours du processus. Rappelons que certaines 
étiquettes des exemples de S8 peuvent avoir changé. 

Soit un nouvel objet x dont nous ignorons l'étiquette. Pour la déterminer, il est évidemment 
possible d'utiliser n'importe quelle méthode d'apprentissage de règle de classification sur S5 : 
par exemple calculer un SV lvl ou utiliser la règle des k plus proches voisins. Une autre solution, 
en principe meilleure, est d'enlever les étiquettes des éléments de Sns , de lui a.jouter x et de 
recommencer l'apprentissage semi-supervisé. 

Le coût de la seconde méthode peut être trop élevé pour étiqueter seulement un objet. Un 
manière intermédiaire de procéder est de réécrire le critère précédent en lui ajoutant l'étiquette 
inconnue u de x, mais de garder les valeurs û1 à Ûm qui le minimisaient sans cette étiquette. 
On n'a plus qu'à le minimiser par rapport à u, ce qui se fait en le dérivant par rapport à cette 
variable. L'expression analytique est facile à établir et le calcul exact est immédiat. 

6 .  Quelques directions pour l'apprentissage semi-supervisé 

6.1 Apprentissage actif pour le cadre semi-supervisé 

Une partie des travaux en apprentissage actif concerne l'apprentissage à partir d'un ensemble 
fourni a priori de données non étiquetées. Le problème de l'apprenant est alors de trier ces 
données pour limiter le nombre de requêtes à l'oracle afin de converger le plus rapidement possible 
sur une bonne hypothèse. 
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656 PARTIE 5 Au-delà de l'apprentissage supervisé 

Il existe donc une parenté avec l'apprentissage semi-supervisé. Cependant, les travaux rappro
chant ces deux problèmes sont encore très rares. L'article de [Zhu08j fournit quelques références. 

6.2 Régression semi-supervisée 

On peut noter que les méthodes à base de graphe estiment d'abord une fonction continue sur 
les points non supervisés avant d'utiliser un seuillage pour déterminer la classe des exemples. 
Ces méthodes peuvent donc naturellement servir pour une tâche de régression. Nous n'entrons 
pas davantage dans les détails ici, mais reportons le lecteur à [Zhu08] pour des références aux 
quelques travaux existants dans ce domaine. 

6.3 Apprentissage semi-supervisée en ligne 

L'apprentissage en ligne est capable de prendre en compte les données au fur et à mesure de 
leur arrivée pour affiner ou pour adapter la fonction de décision calculée. La plupart des travaux 
portent soit sur l'apprentissage en ligne supervisé, soit sur l'apprentissage en ligne non supervisé. 
Pourtant, il est fréquent que les données arrivent en flux et que, parmi celles-ci, la plupart soient 
non étiquetées. C'est le cas par exemple pour un robot autonome. Lorsqu'il est impossible de 
stocker toutes ces données, comment utiliser au mieux le flux de données ? 

Très peu de travaux traitent de ce problème à ce jour5. Une idée utilisée dans [GLZ08j est 
d'adapter les approches batch de l'apprentissage semi-supervisé qui utilisent un critère inductif 
convexe (ce qui exclut les S3VM comme nous l'avons vu). En effet, clans ce cas, il est possible de 
recourir à des méthodes d'optimisation par programmation convexe en ligne. 

On peut dire qu'il s'agit là d'un domaine complètement ouvert pour des approches innovantes. 

6.4 Analyse PAC de l'apprentissage semi-supervisé 

Alors que la théorie de l'induction supervisée classique peut maintenant être considérée comme 
mûre, la théorie de l'apprentissage semi-supervisée en est encore à un stade explora.toire. Les 
travaux dans ce domaine sont récents et encore peu nombreux. Parmi ceux-ci, l'analyse de Balcan 
et Blum [BB09j, dessine un cadre à la fois général et fidèle à l'intuition qui a fondé l'apprentissage 
semi-supervisé. 

L'une des limites, et des forces, de l'analyse classique est qu'elle ne considère pas la distribution 
des exemples Px · Il s'agit d'une analyse contre toute distribution. Mais ce sont justement des 
hypothèses émises a priori sur la forme de cette distribution qui autorisent l'apprentissage semi
supervisé. 

L'idée de la nouvelle théorie est d'ajouter un critère traduisant l'espoir que la distribution des 
exemples est telle que celle qui est attendue. Par exemple, que les frontières entre les classes 
passent bien par les zones de basse densité. Les auteurs définissent le critère de compatibilité qui 
estime la compatibilité de l'hypothèse candidate avec la distribution des données non supervisées . 
En supposant que les données respectent cette compatibilité, il est alors possible de réduire la 
taille de l'espace des hypothèses à considérer. Deux volets sont à considérer. D'une part, le degré 
auquel la fonction cible obéit effectivement aux hypothèses a priori sur la distribution. D'autre 
part, le degré auquel la distribution des données permet d'éliminer des hypothèses candidates. 
Ainsi, par exemple, si les données ne forment pas de clusters (sorte de distribution uniforme sur 
un sous-espace de X) ,  alors toutes les fonctions candidates sont également (in-)compatibles avec 
les données. 

5 Octobre 2009. 
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Chapitre 19 L'apprentissage semi-supervisé 

La traduction de cette mesure de compatibilité se fait par l'intermédiaire d'une fonction de 
coût prenant en compte des données non étiquetées. Une des possibilités étant la fonction de 
coût en chapeau utilisée pour les S3VM (section 5.1 .1 ) .  

Le modèle théorique obtenu permet de calculer le nombre cl 'exemples supervisés et non super
visés pour apprendre, presque sûrement, avec un certain niveau de performance. On peut ainsi 
montrer que, dans des circonstances favorables, le nombre d'exemples supervisés requis peut être 
très petit. 

7. Conclusion et petite discussion 

L'apprentissage semi-supervisé consiste à savoir quand et comment utiliser les données non 
supervisées pour mieux apprendre la dépendance entre un espace cl 'entrée X et un espace de 
sortie Y. Les techniques développées visent souvent d'abord à étiqueter les données non su
pervisées avant, éventuellement, de généraliser à l'espace X tout entier. C'est en raison de ce 
possible découplage en deux étapes que l'apprentissage semi-supervisé a été souvent comparé à 
l 'apprentissage transductif qui, lui, ne vise qu'à prédire les étiquettes d'exemples non supervisés 
connus à l'avance. 

L'apprentissage transcluctif a été mis en avant par Vapnik en 1998 pour des raisons « philo
sophiques » très attra.yantes. Puisque clans de nombreux cas, on connaît à l'avance les points 
de X sur lesquels on va être interroger, est-il judicieux clans ces cas là cl'a.pprenclre une fonc
tion h définie sur l'ensemble de l'espace <l'entrée X ?  Cela semble faire appel à une information 
plus importante, et clone plus difficile à acquérir, que ce que nous avons besoin. De même qu'il 
vaut mieux apprendre directement une fonction de décision plutôt que de faire le détour par 
l'apprentissage de la distribution génératrice des données p x y ,  de même pourrait-on imaginer 
d'apprendre à ne prédire que sur les points sur lesquels nous serons interrogés. 

Vapnik argumente que la transduction fonctionne si les points sur lesquels on va être interrogé 
permettent une factorisation non triviale de l'espace des hypothèses et donc une réduction de 
l 'espace à explorer. De plus les bornes de généralisation peuvent être beaucoup plus précises car 
ne portant pas sur une distribution de probabilité Px inconnue. 

Sans que les algorithmes d'apprentissage transductif semblent encore très convaincants sur 
leur supériorité, l'argument philosophique sur lequel ils s'appuient est très intéressant et mérite 
considération. On peut attendre des progrès sur cet apprentissage, y compris clans des directions 
non envisagées par Vapnik. C'est un souhait que l'on peut formuler. 

Résumé 

• L'apprentissage semi-supervisé traite un ensemble <l'apprentissage partiellement 
supervisé et cherche à tirer parti de la partie supervisée comme de la partie non 
supervisée pour apprendre une loi générale de classification . 
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658 PARTIE 5 Au-delà de l'apprentissage supervisé 

• Le co-apprentissage est l'une des premiers exemples d'apprentissage semi
supervisé. Il consiste à construire deux modèles prédictifs fondés sur deux vues 
différentes des données, et d'utiliser chaque modèle pour sélectionner les données 
non supervisées dont l'étiquette prédite semble la plus sûre et fournir ces données 
à l'autre méthode d'apprentissage. 

• La méthode de SVM transductif utilise à la fois les données supervisées et les 
données non supervisées pour maximiser la marge. 

• Les méthodes récentes incluent des méthodes basées sur des graphes qui expriment 
les relations entre les données et utilisent ce graphe pour propager une information 
sur les étiquettes des points non supervisés. 

• Pour que les données non supervisées puissent être utiles à l 'apprentissage, il est 
nécessaire de formuler des suppositions sur les données. Deux suppositions ont été 
essentiellement énoncées jusqu'ici. La première appelée « hypothèse de cluster » 

ou de manière équivalente « hypothèse de lissa.ge » suppose que deux données 
appa.rtenant à un même cluster ont la même étiquette. Elle est à la base des 
SVlVI transductifs. La seconde, « hypothèse de sous-variété », suppose que les 
données définies en grande dimension appartiennent en fait à une variété de petite 
dimension, et que sur cette variété deux points proches ont des étiquettes proches. 
Elle est à la base des méthodes utilisant des graphes. 

• L'apprentissage transductif cherche à classer seulement la partie non supervisée 
de l'ensemble d'apprentissage. L'apprentissage inductif cherche une loi générale 
valable dans tout l'espace de représentation. 
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C hap itre 20 

Vers de nouvelles tâches et de 

nouvelles questions 

Ce chapitre fournit un panorama non exhaustif mais évocateur de nouvelles directions 
de recherche visant à dépasser certaines de.s limitations du paradigme dominant en 
apprentissage artificiel. 
Celui-ci concerne e.ssentiellement l'apprentis.sage supervi.sé dan.s lequel on cherche une 
fonction as.sociant une étiquette à une entrée. Il .suppose que le.s données .sont ti
rées aléatoirement suivant une distribution stationnaire. De plus, les étiquettes sont 
simples, correspondant à une classe o·u un réel. 
Un grand mouvement se développe pour sortir de ce cadre classique. Ainsi, dans 
l'apprenti.ssage actif, on étudie un apprenant pouvant sélectionner se.s exemples pour 
apprendre plus vite. De ce fait, les données ne sont plus tirées aléatoirement. C'est 
également souvent le cas dans l'apprentissage en ligne et à partir de flux. À l'exi
gence de pouvoir fournir iine décision à n'importe qiiel moment, s 'ajoitte dans ces cas 
la possibilité que l'environnement puissent changer. Cela renouvelle profondément les 
problèmes à résoudre et les concepts à mettre en œuvre. De même, on commence à en
visager l'apprentissage produisant des étiquettes structurées, comme des arbres ou des 
séquences par exemple. Finalement, de nouvelles tâches d 'apprentissage apparaissent 
soiis la pression de noiwelles applications, comme c'est le cas pour l'apprentissage 
collaboratif. 
Ces nouveaux cadres et leurs qiiestions s 'accompagnent d 'un glissement de paradigme 
en apprentissage artificiel. Ce chapitre de fin d'ouvrage est ainsi une invitation à 
explorer d 'autres horizons. 
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Chapitre 20 Vers de nouvelles tâches et de nouvelles questions 

1. Apprentissage actif 

Excepté pour le cas de l'apprentissage par renforcement, cet ouvrage a essentiellement rendu 
compte de protocoles d'apprentissage dans lesquels l'apprenant est passif, recevant les données, 
supposées tirées aléatoirement, que veut bien lui fournir la nature ou l'expert. La différence est 
notable avec les agents cognitifs naturels qui agissent sur le monde et sont en partie responsables 
du flot de données leur parvenant. Ne passe-t-on pas ainsi à côté d'une source d 'informa.tion, l'ex
périmentation, qui pourrait modifier la puissance de l'apprentissage, et peut-être rendre compte 
de la différence entre les exigences des théorèmes d'apprenabilité et l'efficacité souvent constatée 
des apprentissages effectifs ? 

Il se pourrait que, d'une part, il existe des concepts apprenables seidernent dans un protocole 
actif et non dans le protocole passif. Cela signifierait que le caractère passif de l'apprentissage 
impliquerait une limite d'ordre fondamental sur le transfert d'information en apprentissage ; 
et, d'autre part, que les concepts apprenables dans le protocole passif s'apprennent plus vite 
(requérant moins d'exemples et/ou moins de ressources calculatoires) en utilisant une stratégie 
d 'apprentissa.ge a.ctif. 

Quatre questions fondamentales se posent ainsi à propos de l'apprentissage actif : 

l .  Est-il possible d'apprendre des régularités qui seraient non apprenables en 1dilisant un 
apprentissage passif ? 

2 .  Peut-on apprendre plus rapidement, c'est-à-dire avec moins d'exemples d'apprentissage, des 
régularités apprenables avec un apprentissage passif? 

3. Comment procéder po1tr sélectionner au mieux les exemples d'apprentissage ? 

4. Comnient évaluer l'apprentissage alors que les données ne sont plus distribuées aléatoire
ment et identiquement ? Cette question a naturellement un impact sur le critère inductif à 
utiliser clans l'apprentissage actif. 

La réponse à la première question est négative. La possibilité de poser des questions ou de 
réaliser des expériences ne permet pas cl 'apprendre des concepts cibles qui ne le seraient pas 
apprenables par l'apprentissage passif. 

En revanche, en réponse partielle à la. seconde question, il est facile d'exhiber un exemple dans 
lequel l'apprentissage actif est nettement plus efficace que l'apprentissage passif. 

-- EXEMPLE Différence d'échantillonnage entre apprentissages passif et actif -----
On suppose que les données sont disposées sur la droite des réels suivant une distribution 
px , et que l'espace des hypothèses est constitué des fonctions seuil, 11. = { h,,,} 

hw(x) = { � 
h111 (x) = 1 si x > w, et 0 autrement. 

ifx ;::: w 
ifx < w 

• • • • • w 
+ • 

FIG. 20. 1 :  Apprentissage d'un concept .senil sur la droite. 

+ + • • 

La théorie statistique de l'apprentissage prédit que si la fonction cible appartient à H, alors il 
suffit de tirer un échantillon aléatoire de données, suivant la dü;tribution px , de taille 0 (1/;;) 
pour obtenir une hyµothèse de taux d'erreur d'au µlus e (suivant Pxy)·  
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662 PARTIE 5 Au-delà de l'apprentissage supervisé 

Supposons maintenant que m points non étiquetés soient tirés suivant la distribution px. 

Sur la droite des réels, leurs étiquettes inconnues formenL une séquence de 'O' suivie d'une 
séquence de ' l '. Le but est de trouver un point w pour lequel se produit la transiLion entre 
les deux séquences. Une simple recherche binaire permet de trouver un tel point en deman
dant l'étiquette de seulement O (log m) exemples. L'apprentissage actif peut clone fournir un 
avantage exponentiel sur le nombre d'étiquettes nécessaires. On notera. cependant que cette 
effica.cité s'appuie sur une connaissa.nce a priori du type de concept cible. 

Dans le cas général, néanmoins, la supériorité de l'apprentissage actif n'est pas garantie. Les 
travaux de recherche tant expérimentaux que théoriques essaient de cerner les conditions sous 
lesquelles cette supériorité existe et son importance. Nous y reviendrons dans la section 1.3 . 

1 . 1  Protocoles d'apprentissage actif 

Les scénarios d'apprentissage actif se distinguent suivant que : 

l .  L'apprenant est libre de ses « questions » à la nature. On parle de requ�tes constructives 
car l'apprenant construit lui-même ses questions ou, plus largement, ses expériences. 

2 .  L'apprenant est contraint de choisir les exemples d'apprentissage dans un ensemble prédé
terminé d'exemples. Ce scénario, appelé apprentissage actif par sélection se subdivise 
lui-même en cieux sous-scénarios : 
• Le scénario dans lequel il pré-existe un ensemble d'exemples non étiquetés dans lequel 

l'apprenant peut sélectionner ceux pour lesquels il désire connaître l'étiquette (pool-based 
active Learning ) 

• Le scénario dans lequel les exemples non étiquetés arrivent en séquence ou flux et l'ap
prenant doit décider pour chaque nouvel exemple s'il en demande l'étiquette ou non 
( stream-based active learning ) . 

Dans le premier scénario, l'apprenant peut demander l'étiquette de n'importe quel exemple 
possible dans l'espace d'entrée X. Ainsi, clans le cas de l'apprentissage des mouvements possibles 
d'un robot, il est possible pour l'apprenant de demander quelles sont les coordonnées de la main 
du robot étant donnée en entrées n'importe quelle valeur des commandes de chaque degré de 
liberté du bras mécanique [CGJ96j. Ce type de scénario peut cependant être délicat lorsque 
l'étiqueteur est un expert humain. En effet, il se peut que la requête ainsi construite ne soit 
pas étiquetable. Par exemple, un système d'apprentissage pour la reconnaissance de chiffres 
manuscrits pourrait trouver qu'un exemple particulièrement intéressant est celui correspondant 
à un mélange de '4' et de '8'. Malheureusement, l'exemple ne pourra pas être étiqueté et une 
requête aura été dépensée pour rien IBK92I. En revanche, IKW .J+ 041 décrit une application 
récente prometteuse dans laquelle un « robot scientist » décide lui-même quelles expériences 
biologiques réaliser. JI peut s'agir par exemple d'un mélange de solutions chimiques constituant 
un milieu nutritif et d'un mutant de levure. Une étiquette correspond alors à savoir si le milieu est 
très favorable à la croissance de la levure ou non. Les essais de ce scénario, qui utilise une méthode 
de programmation logique inductive (voir chapitre 5) pour l'apprentissage, montre un gain très 
significatif par rapport à un scénario expérimental naïf. Nous ne nous intéresserons cependant 
pas da.vantage à ce scénario dans la suite de cette section, même s'il est très intéressant, car il 
est moins traité pour le moment, en partie pour des raisons théoriques 1. 

' Dans ce cadre en effet, par contraste avec l'a.pprentissage actif par sélection, on ne peut plus rien dire sur la 
distribution sous-jacente Px . 
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Chapitre 20 Vers de nouvelles tâches et de nouvelles questions 

Un autre facteur important dans la définition du scénario d'apprentissage concerne le type de 
qiiestions que l'apprenant peut poser à la nature. Les théoriciens de l'apprentissage ont principa
lement étudié les protocoles suivants : 

• Le protocole de requêtes binaires arbitraires ( arbitrary binary queries ) : l'apprenant 
peut poser des questions arbitraires binaires (oui / non) sur les concepts et sur la distribution 
sous-jacente des exemples. Plus précisément, l'apprenant peut soumettre une requête qui est 
un sous-ensemble de :F x P,y et demander à l'oracle si le concept cible f et la distribution 
appartiennent à ce sous-ensemble. Ainsi, par ses questions, l'apprenant peut éliminer une 
partie des concepts cibles et des distributions possibles [KMT93j. 

• Le protocole de requêtes d'appartenance ( membership qiiery ) : l'apprenant peut choisir 
n'importe quel exemple dans X et demander à l'oracle s'il appartient ou non au concept cible. 
Il s'agit donc d'un protocole d'apprentissage actif constructif. La question fondamentale est 
alors de calculer le nombre minimal de questions nécessaires pour identifier la meilleure 
hypothèse. ([Ang88j) 

• Le protocole de requêtes d'équivalence ( eqitivalence query ) : « Ce concept est-il équi
valent au concept cible ? ». L'apprenant peut proposer une hypothèse h, et l'oracle, soit 
l'informe que l'hypothèse est logiquement équivalente à la fonction cible, soit lui fournit un 
contre-exemple infirmant l'hypothèse. 1Ang88j 

• Le protocole de requêtes statistiques ( statistical q1i,ery model) : l'apprenant ne peut 
avoir accès directement aux exemples étiquetés, mais peut poser des questions sur les sta
tistiques des exemples étiquetés (par exemple 3/4 des 52 exemples sont positifs). Ce modèle 
est particulièrement utile dans le cas de données dont l'étiquette peut être erronée (bruit de 
classification) [K\!94]. 

1 .2  Méthodes et algorithmes de sélection des exemples 

Les algorithmes existants d'apprentissage actif opèrent tous selon le même schéma. Que ce 
soit parmi un ensemble d'exemples non étiquetés (Sns) (approche pool-based) ou face à chaque 
nouvel exemple d'un flux (approche stream-based),  ils évaluent l'information que peut apporter 
l'exemple courant et décident s'ils le retiennent pour requête de son étiquette ou pas. L'algorithme 
générique est donc le suivant : 

Algorithme 46 : Algorithme générique d'échantillonnage actif 
Notations : 
• h : une hypothèse prédictive munie d'un algorithme d'apprentissage 
• S,. et S,,5 : des ensembles d'exemples étiquetés (supervisés) et non étiquetés 
• n : le nombre d'exemples d'apprentissage souhaité 
• s. : échantillon d'apprentissage courant (a.vec IS .• I < n) 
• Une fonction Utile : X x rt --+  IR qui estime l'utilité d'un exemple x pour l'apprentissage d'une 

hypothèse 
tant que JS .• I < n faire 

(A) Apprendre : explorer 1t grâce à S, (et éventuellement S,.s) 
(B) Rechercher l'exemp le q = ArgMax..,e u  Utile(u, 'H)  

(C)  Retirer q de S,,,. et demander son étiquette .f(q) à l'oracle 

(D) Ajouter (q, .f(q)) à S� 
fin tant que 

Les méthodes diffèrent par la définition de la fonction Ut ile. L'apprentissage actif vivant encore 
sa période exploratoire dans laquelle manque un socle théorique solide et général, de nombreuses 
approches de nature heuristique ont été proposées. On peut grossièrement distinguer : 
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664 PARTIE 5 Au-delà de l'apprentissage supervisé 

• Les approches qui considèrent l'hypothèse co1J,rante ht entretenue par l'apprenant et qui 
s'appuient sur certaines mesures prenant en compte cette hypothèse et les données pour 
choisir la prochaine donnée à examiner : ht x Sns --> Xt+l · 

• Les approches qui prennent en compte l 'ensemble des hypothèses candidates (par exemple 
l'espace des versions) et cherchent à en réduire le « volume » : 'H1 x Sns --> x1+ 1 

1.2.1 Méthodes considérant l'hypothèse courante : ht x Sns --> Xt+l 

Les méthodes qui considèrent l'hypothèse courante ht pour évaluer le mérite des exemples non 
étiquetés s'appuient généralement sur une mesure de l'incertitude de l'hypothèse par rapport à 
ces exemples potentiels. L'idée intuitive sous-jacente est d'examiner en priorité les exemples pour 
lesquels l'hypothèse est la plus incertaine sur l'étiquette à leur attribuer. 

Échantil lonnage par mesure d'incertitude 
L'une des techniques d'apprentissage actif les plus employée consiste à sélectionner l'exemple 

pour lequel l'hypothèse courante est la plus incertaine. Cette approche proposée par [LG94J se 
traduit facilement dans le cas où l'hypothèse associe un degré de certitude à l'étiquette calculée 
comme dans les modèles probabilistes. On testera alors en priorité les exemples pour lesquels le 
degré de probabilité est le plus proche de 0.5 ou bien ceux pour lesquels l' incertitude est la plus 
grande : 

* { 1 } x!Nc = Argmax . 
xes... ArgMax p(ylx) 

yEY 

Une méthode plus générale utilise l 'entropie des étiquettes possibles comme mesure d 'incerti
tude : 

x�NT = Argma.x{- 2=, P(y,;jx; h)  log P(Y·i lx ; h ) } xes.... i 

Les deux mesures sont équivalentes dans le cas de la classification binaire. 
Une troisième approche apparentée consiste à utiliser la proximité des exemples avec la frontière 

de décision comme estimation de l'incertitude de leur classification. 

Échantillonnage par réduction de la variance ou par information de Fisher 

Une méthode liée à la précédente pour le cas de la régression a été proposée dans [CGJ96J. 
L'idée est de minimiser l'erreur en généralisation. En s'appuyant sur la décomposition de l'erreur 
par lGBD92 I qui fait ressortir le bnJ,it, le biais et la variance (voir section 4.2 du chapitre 2), ils 
proposent de réduire le seul terme contrôlable avec les exemples qui est la variance. 

Pour cela., la distribution des sorties de l'hypothèse courante h1 est estimée quand l'exemple 
candidat est étiqueté et ajouté à l'ensemble d'apprentissage Ss. L'exemple sélectionné est alors 
celui qui réduit au maximum la variance future. L'article [CGJ96J décrit cette approche dans le 
cas de perceptrons multicouches. Elle est assez coüteuse en calculs. 

Une approche analogue pour la classification, basée sur l'information de Fisher, a été proposée 
dans [ZOOO]. 

L'information de Fisher(1890-1962) est une mesure de la quantité d'informations qu'une va
riable observable X apporte sur un paramètre inconnu B dont la fonction de vraisemblance 
dépend. Formellement, l'information de Fisher est la variance du score, soit encore le second 
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moment du score, c'est-à-dire la dérivée de la log-vraisemblance par rapport à e. On a donc : 

'I(fJ) = 1E{ [� log f(x; 0)] 2 IB} [)f) 

L'information de Fisher peut aussi s'écrire : 

J I 82 
'I(fJ) = - p(x) p(ylx; B) ô 2 log p(ylx; B) 

X • y f} 

et peut doue s'interpréter comme l'incertitude sur la distribution p(x) par rapport aux paramètres 
de l'hypothèse considérée. Pour des hypothèses à plusieurs paramètres, l'information de Fisher 
prend la forme d'une matrice de covariance. On sélectionne alors l'exemple candidat qui minimise 
le ratio de l'information de Fisher : 

x;15 = Argmin tr('Ix(B)- 1'Is,,. (B)) 
xES,,. 

où 'Ix (O) est la matrice d'information de Fisher pour un exemple candidat non étiqueté x E Sns> 
et 'Is,,. est la matrice analogue intégrée sur l'ensemble des exemples non étiquetés. La fonction 
tr(-) est la somme des termes diagonaux de la matrice. L'équation correspond donc au produit 
de la matrice inverse de 'Ix ( B) et de 'Is,. • .  

L'intérêt du ratio de ) 'information de Fisher est que 'Ix ( B) n'indique pas seulement à quel 
point l'hypothèse courante est incertaine à propos de l'étiquette de l'exemple x (i.e. la magnitude 
des éléments diagonaux de la matrice) , mais qu'on peut aussi en tirer une information sur les 
paramètres de l'hypothèse qui sont le plus liés à cette incertitude. D e  même, la matrice 'Is,.. 
fournit la même information à propos de l'ensemble des exemples non étiquetés. 

En minimisant le ratio de Fisher, on tend à sélectionner les exemples associés à une variance 
de l'hypothèse la plus proche possible de la variance induite par l'ensemble des exemples non 
étiquetés SM. L'article [ZOOO] fournit une justification théorique plus détaillée. 

Les méthodes par réduction de variance ou par minimisation du ratio de Fisher sont très 
apparentées dans leur objectif : la minimisation d'une variance. Elles sont malheureusement 
aussi toutes les deux coflte1JJ:1es en termes de calcul car elles requièrent l'inversion de matrices 
dont la taille K est le nombre de paramètres du modèle dont sont issues les hypothèses. Le coût 
général de ces stratégies de sélection active des exemples est de complexité en O( ISnsl K3). C 'est 
pourquoi des méthodes approchées ont été développées. 

Échantillonnage par estimation de réduction de l'erreur 
Plutôt que de chercher à réduire indirectement l'erreur en généralisation en minimisant le 

terme de variance, des méthodes directes ont été explorées. L'idée est alors d'estimer l'erreur de 
généralisation qui résulterait de la prise en compte d'un nouvel exemple d'apprentissage x E S,.� 
qui serait étiqueté, et de sélectionner l'exemple conduisant à l'erreur estimée la plus faible . 

Ainsi les auteurs de [RivIOl ]  ont été les premiers à proposer une telle stratégie pour de la 
classification de texte en utilisant un classifieur bayésien naïf. Ceux de [ZLG03j ont combiné cette 
approche avec de l'apprentissage semi-supervisé et ont ainsi obtenu des gains très significatifs 
par rapport à un échantillonnage aléatoire ou basé sur l'incertitude (voir plus haut). 

Malheureusement, cette approche est aussi la plus coûteuse. Non seulement elle requiert que 
soit estimée la future erreur de généralisation sur S,.8 pour chaque exemple possible, mais une 
nouvelle hypothèse doit être calculée pour chaque étiquette possible de chaque exemple, et, pour 
l'estimation de l'erreur en généralisation, il doit être fait de même pour tous les exemples de S,w 
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666 PARTIE 5 Au-delà de l'apprentissage supervisé 

Heureusement, pour quelques classes de modèles (espaces cl 'hypothèses H),  les calculs peuvent 
être rapides. 

Échantillonnage par maximisation de l'espérance de changement d'hypothèse 

Une technique possible cl 'apprentissage actif consiste à sélectionner l'exemple qui conduirait 
au plus grand changement cl 'hypothèse si on connaissait son étiquette. Afin de mesurer cette 
variation de l'hypothèse courante, une technique est de mesurer le gradient qui résulterait de la 
prise en compte de cet exemple. Les expériences réalisées ont montré qu'un gain pouvait ainsi être 
obtenu sur le nombre d'exemples à prendre pour l'apprentissage, mais la technique est cependant 
coûteuse en termes de calcul. 

Il est à noter que l'approche par mesure d'incertitude peut avoir tendance à sélectionner des 
exemples aberrants ( outliers ), ce qui n'est pas Je cas des approches par réduction de variance ou 
par réduction de l'erreur. 

Ce n'est pas non plus le cas des approches qui considèrent l'ensemble des hypothèses candidates 
que nous examinons maintenant. 

1.2.2 Méthodes considérant l'ensemble des hypothèses candidates : 'H1 x Sns � Xt+i 

Plutôt que de ne s'appuyer que sur l'hypothèse courante considérée par l'apprenant, une autre 
méthode d'apprentissage actif consiste à examiner directement l'objectif de l 'apprentissage qui 
est de réduire au plus vite Je nombre d'hypothèses qui peuvent rendre compte du monde. C'est 
ce que le joueur de Mastermind, par exemple, essaie de faire en proposant des exemples et en en 
demandant l'étiquette par l'ora.cle2 . 

Nous avons vu au chapitre 4 que l'esvace des versions est l'ensemble des hypothèses de H qui 
sont cohérentes avec les données cl 'apprentissage, c'est-à-dire dont le risque empirique est nul. 
Une approche pour l'apprentissage actif est donc de sélectionner les exemples d'apprentissage 
qui conduisent à la plus grande réduction possible de cet espace des versions. C'est ce que Tom 
�vlitchell avait déjà évoqué lorsqu'il avait défini l'espace des versions et l'algorithme d'élimination 
des candidats (voir chapitre 4) .  Idéalement, avait-il souligné, clans le cas de l'apprentissage de 
concept (où il n'y a que deux classes) ,  il faudrait choisir les exemples qui permettent d'éliminer 
la moitié de l'espace des versions une fois que leur étiquette est connue. Cependant, il ne donnait 
pas de méthode pour déterminer ces exemples maximalement discriminants. 

Échantillonnage par mesure de réduction de l'espace des versions 

Cohn, Atlas et Ladner ont proposé en 1994, [CAL94], le concept de région d 'incertit·ude dans 
X pour désigner l'ensemble des exemples pour lesquels les hypothèses de l'espace des versions 
courant ne sont pas d'accord sur leur étiquette. Il est clair qu'en choisissant l'un de ces exemples 
et en demandant son étiquette, on est certain d'éliminer des hypothèses de l'espace des versions, 
à savoir toutes celles qui n'avaient pas prédit l'étiquette révélée par la requête. 

La région d'incertitude est recalculée après chaque requête jusqu'à ce que le budget en nombre 
de requêtes ait été atteint ou jusqu'à ce que l'espace des versions ait été suffisamment réduit. 
Ce protocole est compatible avec l'approche constructive des exemples comme avec l'approche 
sélective. 

Le principal obstacle à sa mise en œuvre vient de la difficulté de calculer la région d'incerti
tude qui peut rapidement être prohibitive quand l'espace des hypothèses est complexe. Ainsi, la 
figure 20.2 montre que même clans le cas simple de concepts définis comme des hyperrectangles 

La notion d'étiquette est cependant plus complexe dans le cas du Mastermind puisqu'elle est composée et 
prend en compte l>� couleur et l(;l. position des pions de la combinaison testée pa.r le joueur. 
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FIG. 20.2: On S'uppose q'ue l'espace des concepts consiste en les rectangles définis sur l'espace 
des exemples. À ganche sont représentés quelques exeniples vositifs (étiquetés '1 ') et 
q11,elques exemples négatifs ( étiqv,etés 'O '), ainsi que certains concepts co,ndidats co
hérents avec ces données. À droite est représentée la région d'incertitude associée, 
c 'est-à-dire l'ensemble des points de X potir lesquels les concepts candidats ne sont 
pas tous d 'accord S'ur leur étiqnette (tiré de (CAL94/). 

de X, la représentation de la région d'incertitude peut impliquer un grand nombre de paramètres 
(les coins des hyperrectangles maximaux et minimaux cohérents avec les données d'apprentissage 
vus jusque-là). 

[CAL94j montre comment implémenter cette technique dans le cas du perceptron multicouches. 

Échantillonnage par mesure de désaccord au sein d'un comité 
Une autre approche [SOS92j visant à réduire l'espace des versions consiste à échantillonner des 

hypothèses dans l'espace des versions, afin d'obtenir un comité d 'hypothèses dont on espère qu'il 
est représentatif, et de faire ensuite voter ce comité pour déterminer l'étiquette des exemples 
candidats. Les exemples pour lesquels le comité est le plus en désaccord sont alors sélectionnés. 

Cependant, cette approche, très séduisante sur le plan théorique, pose des problèmes pratiques 
et calculatoires. Il faut en effet être capable cl 'échantillonner des hypothèses dans l'espace des 
versions qui soient représentatives de toutes ses régions. Il faut de plus définir et calculer une 
mesure de désaccord entre les hypothèses du comité. 

Plusieurs méthodes ont été proposées pour l'échantillonnage des hypothèses (voir [Set09] pour 
des références). De même, pour des mesures de désaccord, pour lesquelles deux grandes approches 
existent. 

La première utilise une mesure d'entropie sttr le vote : 

* { " V(yï) V(yï) } XvE = Argmax - L -C log -C 
X . • 

(20.1) 

où C est le nombre d'hypothèses dans le comité, Y·i décrit toutes les étiquettes possibles de xi, 

et V (Yi) est le nombre de votes correspondant à une étiquette possible Yi · 
Une deuxième mesure est définie par une divergence de Kullback-Leibler entre la distribution 

des étiquettes prédites pour les exemples non étiquetés par une hypothèse donnée ph0 et par 
l'ensemble du comité Pc· 

c 

x�L = Arg:1a.x � L D (phJ IPc ) 
c=l 

(20.2) 
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668 PARTIE 5 Au-delà de l'apprentissage supervisé 

L'exemple jugé le plus informatif étant celui qui maximise le désaccord entre une hypothèse du 
comité et le consensus généra.l. 

La méthode de sélection par comité ( q1iery-by-committee) a été analysée par Freund et ses 
collègues [FSST97J. Dans le cas où les données sont supposées placées uniformément sur la sur
face d'une sphère unité dans Illd centrée à l'origine, et où le concept cible est supposé être un 
hyperplan passant par l'origine, il a été montré qu'il était possible d'apprendre une hypothèse 
d'erreur de généralisation de é après avoir observé O(� log �) dans un flux de données et avoir 
demandé O(d log �) étiquettes, ce qui constitue un gain exponentiel par rapport à l'échantillon
nage aléatoire normalement requis de O(�) exemples. Il peut être montré qu'il s'agit là d'un 
résultat optimal : il suffit de calculer le nombre de disques sphériques de rayon ê qui peuvent être 
réparties sur une sphère unité dans ffid. Ce résultat remarquable doit cependant être tempéré 
par la difficulté de mise en œuvre de la méthode. 

Tong et Koller [TKOOJ ont proposé une méthode adaptée pour l 'apprentissage actif de SVM 
(Séparateurs à Vastes Marges, voir chapitre 14) dans laquelle plusieurs critères géométriques sont 
utilisés pour estimer le « volume » de l'espace des versions et pour choisir l'exemple conduisant 
à sa plus grande diminution. 

Les méthodes cherchant à diminuer le plus rapidement l'espace des versions sont fondées sur 
l'hypothèse que le concept cible se trouve dans l'espace des versions, c'est-à-dire en particulier 
que les données ne sont pas bruitées. Il est possible de relâcher ces contraintes, mais cela pose 
des problèmes. Cependant, malgré ses difficultés pratiques, ce point de vue sur l'apprentissage 
actif est celui qui conduit aux analyses théoriques actuelles car il se prête aux approches de type 
PAC (voir chapitres 2 et 21 ) .  

Position par rapport aux « plans d'expériences » 
En statistique, les plans d'expérience sont des organisations séquentielles de tests, ou des tests 

séquentiels, destinés à examiner la dépendance d'une variable de sortie sur des facteurs externes, 
par exemple, la dépendance du risque cardiovasculaire à la prise d'aspirine, et dont le déroulement 
dépend des résultats courants du test. À la différence de l 'apprentissage actif, le système ne choisit 
pas lui-rnêrne les expériences à réaliser, mais se contente de déterminer quand une série de tests 
est suffisamment concluante par rapport à une question. On citera en particulier à cet égard le 
test séquentiel de Wald. 

1.3 Analyse théorique 

Une question fondamentale est celle de savoir si l'apprentissage actif est efficace, c'est-à-dire 
s'il permet d'apprendre plus rapidement (avec la même précision) que l'apprentissage passif. De 
fait, la question devrait même être plus précise. Il ne s'agit en effet pas seulement de compter le 
nombre d 'exemples d'apprentissage requis dans chacun des scénarios : actif ou passif. Idéalement, 
il faudrait aussi tenir compte dit coût calculatoire qu'implique une méthode d'apprentissage actif 
pour sélectionner les exemples les plus informatifs . 

Empiriquement, de nombreuses études indiquent que l'apprentissage actif peut réduire no
tablement le nombre d'exemples d'apprentissage. Cependant, certaines expériences montrent a 
contrario que ce n'est pas nécessairement le cas. De plus, il faut se méfier du biais de publication 
qui pousse à publier surtout les résultats positifs. 

Que dit alors l'analyse théorique ? On aimerait qu'elle nous permette de calculer des bornes 
sur le nombre de requêtes nécessaires pour apprendre approximativement et presque certaine
ment les concepts cibles (cadre de l'apprentissage PAC). Cependant, une première difficulté est 
que la théorie classique de l'apprentissage s'appuie sur le fait que la distribution des exemples 
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d'apprentissage est supposée la même que la distribution des exemples test, ceux sur lesquels 
la vraie valeur de l'apprentissage sera mesurée. De plus, il est supposé que les exemples sont 
indépendants les uns des autres, ce qui est essentiel pour invoquer les théorèmes de type central 
limite qui sont au cœur de tous les calculs de bornes. Or ces deux suppositions sur le tirage des 
données se trouvent invalidées dans l'apprentissage actif. Comment alors procéder? 

Les premiers travaux théoriques sur l'apprentissage actif se sont placés dans le cadre de l'ap
prentissage par requêtes constructives (voir [Ang03j pour une revue récente). Toute une série de 
travaux récents ont exploré l'apprentissage actif sélectif dans lequel l'apprenant dispose d'une 
information sur la. vraie distribution des exemples grâce à l'ensemble des exemples non étiquetés 
Sns· Les résultats obtenus dépendent d'hypothèses a priori sur les données ou sur l'espace des 
hypothèses 1t : 

• Espace 1t de taille finie ou non (dans ce dernier cas, on tient compte de la dimension de 
Vapnik-Chervonenkis dn , voir chapitre 21) .  

• Cas réalisable ( la fonction cible f appartient à 7-l) ou agnostique (f peut ne pas appartenir 
à 7-l). 

• Distribution des exemples uniforme ou pas dans X. 
• La tâche concerne l'apprentissage de concept, de classification multi-classe ou la régression. 

La plupart des études portent sur un cadre particulier défini par un choix des possibilités 
décrites ci-dessus et sur un type particulier d'apprentissage (e.g. apprentissage de perceptron 
linéaire). 

L'un des résultats les plus généraux obtenu [BHW08] montre que l'apprentissage actif surpasse 
l'apprentissage passif (en terme d'économie en nombre d'exemples requis pour apprendre) pour 
presque toutes les classes de concepts de d'H finie, avec un gain exponentiel : 0 Cog(111.) au lieu 
de 0 (:) . Il existe cependant toujours des cas très particuliers pour lesquels le gain est nul. 

Il faut noter que les méthodes et surtout les analyses théoriques différent beaucoup entre 
l'apprentissage pour la classification et l'apprentissage pour la régression. 

Par ailleurs, les méthodes et analyses supposent que le concept cible est fixe et la distribution 
des exemples stationnaires. Lorsque ce n'est pas le cas, on entre dans le cadre de l'apprentissage 
en ligne pour lequel des méthodes spécifiques d'apprentissage actif restent à imaginer. 

2 .  Apprentissages en ligne, incrémental et par transferts 

Les premiers systèmes d'apprentissage étaient presque tous incrémentaux. Ils apprenaient au 
fur et à mesure que les exemples étaient disponibles. C 'était ainsi le cas du perceptron (voir cha
pitre 9), du programme Checker de Samuel [Sam59], du programme AR.CH de Winston [Win70], 
ou de l'algorithme d'élimination des candidats (voir chapitre 4) pour n'en citer que quelques-uns. 
Plusieurs raisons y concourraient. D'abord, nombre de ces programmes visaient à modéliser l'ap
prentissage humain, qui se fait essentiellement de manière incrémentale. Ensuite, les ressources 
calculatoires des premiers systèmes ne permettaient pas la mémorisation et le traitement de 
grosses bases d'exemples. Cet état de fait a été entièrement bouleversé à partir des années 1980, 
en partie sous la pression d'une justification de la. recherche par les applications et en raison 
des capacités accrues des ordinateurs. Les nouveaux algorithmes développés : arbres de décision, 
réseaux connexionnistes, Séparatrices à Vastes M arges, systèmes d'inférence grammaticaux, et 
bien d'autres, sont tous des systèmes dits batch learners en anglais, ce qui signifie qu'ils traitent 
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les données cl 'un seul coup en optimisant un critère inductif sur l'ensemble de la base d'exemples. 
Lorsque des données nouvelles deviennent disponibles, ces systèmes reprennent leur apprentissage 
de zéro en incorporant ces nouveaux exemples dans la base d'apprentissage. 

Cela ne pose pas de vrais problèmes tant que les ressources permettent ce retraitement à 
chaque fois que de nouvelles données arrivent et surtout tant que l'on suppose que les données 
sont générées par un processus stationnaire et indépendamment les unes des autres (distribution 
i.i.d. pour identiquement et indépendamment distribuée). A partir du moment où l'on envisage 
des apprentissages à partir de flux de données rapides et à horizon lointain (long-life learning), 
en revanche, il faut réexaminer non seulement les algorithmes et leurs propriétés computation
nelles, mais aussi les fondements des théories statistiques de l'apprentissage sous-jacents à ces 
algorithmes. Cette section décrit certaines des directions étudiées actuellement pour développer 
une nouvelle science de !'apprentissages. 

2 . 1  Apprentissage(s) en ligne 

Si l'apprentissage en ligne est maintenant évoqué dans de nombreux contextes, il recouvre en 
fait des concepts et des aspects différents. 

l .  Aspect computationnel. On parle d'apprentissage en ligne pour désigner des algorithmes 
d'apprentissage capables de traiter les données au fur et à mesure de leur arrivée sans avoir 
à traiter à nouveau les anciens exemples. 

2 .  Cadre théorique de l'apprentissage en ligne. Il désigne un scénario dans lequel l'al
gorithme reçoit séquentiellement des données non étiquetées et doit calculer leur étiquette 
avant de recevoir la « vraie » étiquette. Le critère à minimiser est la perte cumulée de 
l'algorithme sur la séquence d'apprentissage. 

3. Cadre théorique de l'apprentissage en ligne contre toute séquence. Au cadre 
théorique précédent on peut ajouter l'objectif d'une minimisation du critère contre toute 
séquence cl 'apprentissage possible, et comparer l'algorithme au meilleur algorithme cl 'ap
prentissage « batch » pris dans un ensern ble cl 'apprenants de référence. 

4. Environnement changeant. Les scénarios précédents supposent en général que l'environ
nement est stationnaire. Si l'environnement change au cours du temps, alors l'apprentissage 
doit être adaptatif. L'environnement peut être formalisé à l'aide de la distribution sur les 
exemples Pxy qui peut être décomposée en : Px PylX •  une composante décrivant la distri-

5. 

bution des descriptions et l'autre la dépendance entre la sortie et l'entrée. De ce fait, on 
distingue souvent les variations qui peuvent affecter l'une, l'autre ou les deux composantes : 
• Lorsque p ,\' varie, ce que les statisticiens appellent la distribution des variables expli

cati'Ues, mais pas Py1x ,  on parle de déplacement covarié (covariate shift) .  Comme nous 
l'avons vu à la section 1 ,  l'apprentissage actif conduit naturellement au déplacement 
co-varié. 

• Lorsque la dépendance fonctionnelle entre l'espace d'entrée et l'espace de sortie varie : 
Py1x , on parle de dérive de concept (concept drift) . 

Apprentissage à horizon infini ( long-life learning ou continuous learning ) . Lorsque le 
système apprenant est censé s'adapter sur une longue durée, il faut également envisager 
que les tâches d'apprentissage, et les environnements (e.g. les capteurs) puissent changer. 
On parle alors d'apprentissage multitâche et d'apprentissage par transfert. 

Nous examinons rapidement ces divers aspects dans la suite. 

Ajoutons cependant cl 'autres distinctions. On parle souvent indifféremment d'apprentissage 
en ligne et cl' apprentissage incrémental. Nous proposons de restreindre la signification de ce 
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dernier à l 'apprentissage d'un concept ou d'une compétence cible par un apprentissage progressif, 
éventuellement cumula.tif, l'accent étant alors mis sur la séquence de sous-tâ.ches d'apprentissage 
et sur la trajectoire suivie par l'apprenant. L'apprentissage en ligne est plus général au sens où 
le concept cible peut évoluer au cours du temps. 

Par ailleurs, dans la suite, nous nous concentrons essentiellement sur l'apprentissage supervisé. 
Rappelons cependant que l'apprentissage non supervisé, pour des raisons de complexité calcula
toire, et l'apprentissage par renforcement, par nature, sont des apprentissages incrémentaux ou 
en ligne suivant les cas. 

2.2 Les contraintes calculatoires de l'apprentissage en ligne 

Ces dernières années ont vu l'émergence dans tous les domaines de bases de données énormes 
et en croissance rapide (e.g. santé, biologie, télécommunications, physique des particules, Web, 
. . .  ) . Pour les exploiter, des méthodes de recherche de régularité, de détection de rupture ou de 
suivi de tendance sont nécessaires ( large-scale learning) ,  avec des coûts en calcul et en mémoire 
faibles. Idéalement, ces coûts doivent être de l'ordre de O(m) c'est-à-dire linéaires avec le nombre 
d'exemples m. De fait, afin de rendre possible un apprentissage en ligne, il faut que le coût soit 
constant avec chaque nouvel exemple. Il s'agit là d'une contrainte très forte sur l'apprentissage. 

2.2.1 Méthodes de gradient stochastique 

Les méthodes de gradient stochastique mettent à jour incrémentalement l'hypothèse courante 
en minimisant une approximation stochastique du gradient ne tenant compte que de l'exemple 
d'apprentissage courant. Bien que ces méthodes requièrent davantage d'itérations pour converger 
que les méthodes déterministes traditionnelles ( batch), chaque itération est en elle-même plus 
simple, ne retraitant pas l'ensemble des données d'apprentissage. 

Un algorithme hors ligne ou en batch minimise le risque empirique Rm (h) selon 

(20.3) 

où \7 h expr dénote le gradient de expr en fonction de h,  et où "fk, le taux d'apprentissage, 
est > O. Des études ont montré que (hk - h)2 converge en e-k, où k dénote le kème passage 
de l'échantillon d'apprentissage. 

En revanche, une procédure de gradient stochastiq?.Le en ligne met à jour l'hypothèse cou
rante sur la base d'un exemple unique (xt, yt) , tiré généralement aléatoirement à chaque 
itéra.tion . 

(20.4) 

La convergence est rapide jusque vers la zone d'un bon optimum, mais lente après, en 
raison des fiuctua.tions introduites par la considération de chaque exemple. 

Lorsque les données sont abondantes, redondantes ou issues de flux de données potentiellement 
non stationnaires, les méthodes de gradient stochastiques sont plus efficaces que les méthodes 
d'optimisation classiques. En effet, bien que les méthodes hors ligne ( batch) convergent plus 
rapidement vers un bon minimum du risque empirique que le gradient stochastique, celui-ci est 
beaucoup moins coûteux en calculs. Cela signifie qu'avec les mêmes ressources, il peut traiter un 
échantillon d'apprentissage plus important et donc optimiser un risque empirique mieux informé. 
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Les études IBB08, BL051 ont ainsi montré que des méthodes de gradient stochastique permettent 
d'examiner de l'ordre de O(m log log m) exemples quand une méthode hors ligne peut en traiter 
m. Par exemple, si m = 10 000, le gra.dient stochastique peut traiter 22000 exemples. l\lfême si 
l'optimisation en ligne est de moins bonne précision, elle s'appuie sur un risque nettement mieux 
informé, ce qui la rend finalement plus performante. 

L'essentiel des travaux de recherche dans ce domaine portent sur le contrôle du pas d'appren
tissage ou pas de gradient durant l'apprentissage. 

2.2.2 Vers une analyse théorique de l'apprentissage à grande échelle 

Afin de rendre compte du compromis complexité calcttlatoire - précision des algorithmes d'ap
prentissage, Léon Bottou et Olivier Bousquet !BB08j ont proposé d'étendre la formule classique 
exprimant la compromis biais-variance. L'erreur totale t:r résulterait ainsi de trois termes : 

+ 
IE [RRéeJ(h*) - RRéeJ(f)] 
IE [RRéeJ (Îi) - RR.ée1 (h*)] 

(erreur d'approximation) 
(erreur d'estimation) 
(erreur cl 'optimisation) 

(20.5) 

où f est la fonction cible, h* est l'hypothèse optimale dans H, h est l'hypothèse minimisant 
le risque empirique, et hopt est l'hypothèse trouvée en tenant compte des ressources allouée à 
l'optimisation du risque empirique. 

Si l'erreur d'optimisation est plus élevée dans le cas du gradient stochastique en ligne, en 
revanche l'erreur d'estimation serait plus faible car s'appuyant sur un risque empirique mieux 
informé avec les mêmes ressources calculatoires. Plus généralement, Bousquet et Bottou défi
nissent le régime de l'apprentissage à grande échelle ( large-scale learning) comme étant celui où 
le terme cl 'erreur d'optimisation, donc les contraintes calculatoires, prennent le pas sur les deux 
autres termes. 

Ce type d'analyse prenant en compte les ressources calculatoires est certainement à développer. 

2.2.3 Algorithmes pour les flux de données 

Partant de prémisses différentes, les chercheurs en bases de données ont également étudié 
comment traiter les flux de données à ressources constantes. Une question essentielle concerne 
l'établissement de « résumés » des données en taille mémoire constante, en s'adaptant au mieux, 
s'il y a lieu, aux variations des régularités dans le flux de données. 

Comme il s'agit d'un champ de recherche important et un peu à part, nous le traitons à la 
section 3.  

2 .3 Déplacement covarié ( Covariate shift) : P,y varie 

Pour diverses raisons, les données utilisées en apprentissage peuvent différer de celles qui seront 
rencontrées en phase de généralisation. l\ilême si les dépendances qui lient les entrées aux sorties 
pour un phénomène étudié restent stationnaires, c'est-à-dire que les étiquettes des exemples 
restent constantes (en supposant une dépendance déterministe) , la distribution des entrées peut 
changer au cours du temps et donc être différente entre la phase d'apprentissage et la phase de 
généralisation. On parle alors de déplacement covarié. 

Par exemple, même si les caractéristiques de certaines ma.ladies sont fixes (e.g. gastro-entérites) , 
leur prévalence peut varier en cours d'année selon les saisons. De même, l'échantillon d'appren
tissage peut être biaisé pour faciliter l'apprentissage, par exemple en rééquilibrant des classes 
de fréquences très différentes, ou bien en adoptant un protocole d'apprentissage actif. Dans tous 
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ces cas, l'échantillon d'apprentissage ne peut plus être considéré comme résultant d'un tirage 
indépendant et identiquement distribué selon une vraie distribution Px également représentative 
de la distribution en généralisa.tion. Il en résulte que le risque empirique classique n'est plus un 
substitut valable du risque réel. 

'I 

X 

FIG. 20 .3: Dan.s nn monde dan.s leq1œl les dépendances cible.s p(y lx) sont stationnaire.s, il pe11,t 
arriver q'l.te l'échantillon d'apprentissage n'ait pas la même distribution dans l 'espace 
des entrées px q1te l 'échantillon de test caractérisée par ime distrib1ttion p X '  (respec
tivement correspondant à des points en gris clair et en gris foncé}. Dans cette figure, 
l 'espace des entrées est l 'axe des x, tandis q·ue l'espace des sorties est l 'espace des y. 
{emprunté de /QCSSL09/). 

Soit Px la distribution de l'échantillon d'apprentissage et Px' la. distribution en généralisation. 
La performance en généralisation dépend a priori de : 

l .  la performance de l'hypothèse apprise mesurée par rapport à Px 

2. la similarité entre les distributions Px et Px' ·  
Une solution qui a été proposée pour récupérer l a  consistance de l'apprentissage (voir chapitre 

21 )  est de pondérer les exemples d'apprentissage par leur importance, c'est-à-dire le rapport entre 
la densité en généralisation et la. densité en apprentissage : Px,/Px · On obtient alors le principe 
inductif de minimisation du risque empirique pondéré var l'importance (importance weighted 
ERtvl)  [SKM07J : , [ 1 � py,(x) ] h* = Arg.Min - 6 ' .e(h(xi) , Yi) 

hE?t rn . Px(x) 
i=l 

(20.6) 

En dehors de considérations sur la stabilité de ce critère qui impose certaines modifications, 
ce nouveau critère inductif nécessite l'estimation de l'importance P,v'  /Px. Cependant l'approche 
naïve consistant à estimer d'abord les densités en apprentissage et en test, puis à calculer leur 
rapport est de fait généralement irréalisable puisque l'estimation de densité est notoirement 
difficile, spécialement dans le cas d'espace d'entrée de grande dimension. C'est pourquoi des 
approches plus récentes cherchent à court-circuiter ces estimations de densité pour calculer plus 
directement l'importance (voir par exemple jSNK+ü7j) . 

Cependant, il est important de réaliser que ces approches, aussi attrayantes qu'elles paraissent, 
ne s'accompagnent d'aucunes garanties quant à leur performance. De fait, il a été montré par Shai 
Ben-David3 que les approches actuelles peuvent échouer totalement et que nous manquons pour 
le moment de concepts nous permettant de mesurer et de caractériser l'adaptation de domaine, 
à la fois dans le cadre du déplacement co-varié, qui est restreint, et dans un cadre plus large qui 
inclue la dérive de concept. 

3 Dans le workshop Learning /rom non-TID Data : Theory, Algorithms and Practice à. ECML-PKOD-2009, qui 
peut être visionné à http : //videolectures . net/ ecmlpkdd09_ben_david_ ttu/. 
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2.4 Dérive de concept : Pyix varie 

Une des raisons de l'intérêt croissant pour l'étude de l'apprentissage en milieu non stationnaire 
est le développement de sources de données arrivant en flux sur de longues périodes de temps. 
C'est le cas par exemple lorsque l'on cherche à suivre les changements de goûts ou d'habitudes 
de clients, de même que pour les systèmes de recherche d'informations ou de recommandations 
qui doivent s'adapter aux variations d'intérêts, parfois brusques, des utilisateurs. Le système 
apprenant doit donc être capable de réviser continûment son modèle du monde. 

Ici encore, nous nous plaçons principalement dans le cadre de l'apprentissage supervisé. Le 
problème d'apprentissage peut alors être défini comme suit. On suppose que les données arrivent 
séquentiellement une par une ou en petits lots. Dans chacun de ces lots, les données sont iden
tiquement et indépendamment distribuées selon une distribution « locale » Pxy (t).  On dit qu'il 
y a dérive de concept (concept drift) lorsque la distribution Pyix varie avec le temps t .  Le but 
de l'apprenant est de prédire l'étiquette de chaque nouvel exemple dans le flot de données et de 
minimiser sa perte cumulée, c'est-à-dire, souvent, le nombre total d'erreurs de prédiction. 

Afin de pouvoir analyser l'apprentissage clans ce cadre, il faut ajouter des présupposés sur 
le processus sous-jacent de génération des données. Généralement, on suppose que ce processus 
évolue continûment, ou, du moins, que les données courantes ressemblent davantage aux don
nées récentes qu'à des données plus anciennes. Cette sorte de cohérence temporelle a plusieurs 
expressions formelles qui traduisent que les données récentes apportent davantage d'information 
que les données plus anciennes. 

D'un point de vue algorithmique, il existe deux grandes approches tirant parti de ce présupposé 
et visant à la fois à maintenir constantes les ressources calculatoires nécessaires pour traiter 
chaque nouvel exemple, et à s'adapter aux variations de l'environnement. L'une qui maintient 
une fenêtre temporelle, de taille fixe ou variable, des données observées le plus récemment et 
au-delà de la.quelle les données sont oubliées. L'autre qui pondère les données en fonction de leur 
âge et de leur utilité estimée pour la tâche de prédiction. 

Quelle que soit l'approche adoptée, le même compromis doit être résolu entre la. tentation d'être 
très réactif aux changements de l'environnement, ce qui implique d'être prêt à oublier rapidement 
les données même peu anciennes, et la tentation d'être robuste aux variations accidentelles et 
également d'estimer le plus précisément possible les régularités sous-jacentes, ce qui implique au 
contraire de conserver le plus possible de données. La plupart des travaux portant sur la dérive 
de concept cherchent à optimiser ce compromis, souvent pa.r des heuristiques, en contrôlant la 
mémoire du passé. 

II faut noter qu'une stratégie possible consiste à apprendre directement les variations qui ca
ractérisent l'environnement plutôt que de chercher à adapter, toujours avec retard, un modèle 
courant. Cela modifie profondément le problème cl u contrôle de la mémoire et pose d'intéressants 
problèmes pour modifier en conséquence le critère inductif. (Voir ISKS07J pour un cadre d'ap
prentissage des variations appelé tracking. Voir également JCor09j pour plus cl 'informations sur 
les approches en dérive de concept et en apprentissage en ligne en général) . 

2.5  L'apprentissage par transfert entre tâches 

Dans les organismes naturels, l'apprentissage se construit toujours sur cl 'autres apprentissages. 
Cela. se traduit par des effets parfois bénéfiques, parfois néfastes, mais on ne peut étudier un a.p
prentissa.ge isolément du passé du système apprenant. On parle de transfert (aussi priming effect, 
en sciences cognitives) lorsqu'un apprentissage influence un autre apprentissage. C'est le cas, par 
exemple, quand quelqu'un apprend à jouer aux échecs après avoir appris à jouer aux dames, ou 
apprend à jouer du piano après avoir appris à jouer de la flûte, ou encore lorsque l'on apprend 
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une seconde langue. Comme l'a dit Stuart Russell clans un cours sur l'intelligence artificielle, 
l'apprentissage cumula.tif ou l'apprentissage par transfert est peut-être le problème fondamental 
que doit résoudre l'apprentissage artificiel. C'est pourtant un sujet extra.ordinairement peu étu
dié par comparaison avec l'apprentissage isolé ou en une fois (one-shot learning) à l'exception de 
quelques papiers pionniers [Car97b, Sch94, TM95j. 

Récemment, cependant, un regain d'intérêt s'est manifesté pour ce sujet et plusieurs ateliers 
( workshops) de grandes conférences lui ont été dédiés. Il faut néanmoins noter que ce qui est 
appelé apprentissage par transfert (transfert learning) désigne encore essentiellement le trans
fert entre tâches cl 'induction supervisée avec les mêmes espaces cl 'entrée et de sortie, ce qui est 
loin d'épuiser toutes les situations de transfert en apprentissage. Un vocable a été inventé pour 
désigner ce cadre plus généra.1, celui d'apprentissage continu ( continuous learning, ou aussi life
long learning ) . Par ailleurs, l'apprentissage par transfert est naturellement lié à la question de 
la meilleure organislition d 'tme séquence d'apprentissages, et donc à l'apprentissage cunwlatif, 
voire incrémental, qui s'appuie sur l'apprentissage de tâches simples avant celui de tâches plus 
complexes. Il entretient également des liens évidents avec le raisonnement par analogie. Peut
être l'un des signes du manque de maturité de ce domaine, mais aussi de sa. richesse et de sa. 
nécessité, est la multiplicité des appellations sous lesquelles il apparaît : apprendre à apprendre 
( learning to learn),  apprentissage multi-tâche ( multi-task learning) ,  transfert de connaissances 
( knowledge transfer), adaptation de domaine ( dornain adaptation), transfert inductif ( ind·uctive 
tranfer), méta apprentissage ( meta learning), apprentissage incrémental ( incrernental learning), 
etc. 

Étant donné qu'un problème cl 'apprentissage est défini en partie par le triplet (X, Y, px y),  
dont le dernier élément peut lui-même être décomposé en px · P y l A' ,  ainsi que par la disponibilité 
d'exemples étiquetés ou non étiquetés dans chacun des problèmes, tout un ensemble de situations 
de transfert différentes peuvent être distinguées. Nous renvoyons le lecteur à [PY081 pour une 
typologie, sans doute encore incomplète et imparfaite. 

L'apprentissage par transfert pose deux grandes questions : 

l .  Comment mesurer le degré de relation ( relatedness) entre deux problèmes d'apprentissage ? 

2. Corn nient et qu.oi transférer entre les problèmes ? 

Ces deux questions sont encore compliquées par le fait qu'elles ne sont pas indépendantes. La 
mesure de la. ressemblance dépend de ce qui peut être transféré, et ce qui peut être transféré 
dépend de la mesure de ressemblance. 

De très nombreuses propositions ont été faites ces dernières années pour répondre à ces ques
tions. Elles sont généralement très liées au domaine d'application étudié, et il reste à identifier 
des principes fondamentaux et des concepts théoriques pour commencer à maîtriser ce grand 
chantier. 

Parmi les obstacles à une étude générale et une synthèse figurent l'absence de critères d'éva
luation bien définis et, corrélativement, le manque de corpus de test permettant de comparer 
les différentes approches. Il y a là un champ de recherche largement ouvert et dont les résultats 
seront importants tant pour les applications en attente de méthodes que pour le développement 
conceptuel de l'apprentissage artificiel. 

2.6 Quelle analyse théorique ? Le cas de l'apprentissage en ligne 

Comme nous l'avons vu, il n'existe pas pour le moment de cadre théorique général permettant 
de situer et de caractériser les apprentissages par transfert. Cependant, dans le cas de l'appren
tissage en ligne, les théoriciens ont essayé de se débarrasser de l'hypothèse fondamentale que 
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les données d'apprentissage (et de test) étaient engendrées par un tirage indépendamment et 
identiquement distribué. 

Dans l'apprentissage en ligne ( on-line learning), on suppose que le processus se décompose en 
épisodes. Dans chacun de ceux-ci, un nouvel exemple est fourni à l'apprenant qui, selon le modèle 
étudié, doit soit prédire son étiquette, soit émettre une hypothèse. Il reçoit alors une pénalité qui 
est fonction de l'écart entre la réponse produite et la réponse désirée. Un cas typique est celui 
clans lequel chaque erreur vaut l .  On évalue l'apprentissage par le nombre d'erreurs produites 
par l'apprenant avant d'avoir identifié le concept cible. C'est le modèle 'rrtistake-boimd [Blu94]. 

Deux problèmes liés se posent pour définir ce cadre. D'une part, de quel lien suppose-t-on 
l'existence entre le passé et l'avenir ? D'autre part, comment évalue-t-on la qualité cl 'un appre
nant ? 

Dans la théorie statistique de l'apprentissage, on suppose qu'une même distribution fixe régit 
les exemples d'apprentissage et les exemples à venir. Si on conserve cette hypothèse dans le cadre 
de l'apprentissage en ligne, alors il n'y a aucune différence fondamentale entre l'apprentissage 
hors ligne ou batch et l'apprentissa.ge en ligne. La distribution sur l'espace des exemples induit 
une distribution sur les séquences d'apprentissage possibles, qui, par exemple, rend très peu 
probables les séquences dans lesquelles tous les exemples négatifs seraient fournies avant les 
exemples positifs. 

Mais les théoriciens formés à l'informatique fondamentale sont obsédés par les études de pire 
cas. Ils souhaiteraient clone caractériser un apprenant par son comportement dans le cas des 
séquences d'apprentissage les plus défavorables. Or il est facile de montrer que si l'ordre des 
exemples est choisi par un adversaire tenant compte de l'état de l'apprenant, alors cet adversaire 
peut forcer des performances de l'ordre de celles qui seraient obtenues en répondant au hasard. 
Il faut donc avoir recours à des critères de performances relatifs et des bornes associées (relative 
loss bo1mds). 

Principalement deux types de scénarios ont été explorés. 
• Le premier s'appelle apprentissage incréniental avec nombre d 'erre11,rs ( rnistake-bo11,nd lear

ning 11iodel ) . Il est assez naturel. On se demande combien cl 'erreurs peut-on être amené à 
commettre dans le pire des cas (le pire concept cible et la séquence cl 'exemples la plus désa
vantageuse) pour identifier un concept cible. Plus formellement, à chaque étape, un exemple 
x E X =  {O ,  l }d est fourni à l'algorithme qui doit prédire sa classe 0 ou 1 avant de recevoir sa 
véritable étiquette. L'algorithme est pénalisé pour chaque erreur de prédiction commise. Le 
but est cl 'avoir un apprenant produisant le moins d'erreurs possible. On suppose générale
ment que la présentation des exemples est sous le contrôle cl 'un adversaire. Dans ce modèle, 
on s'intéresse particulièrement aux algorithmes qui pour tout concept c dans un espace de 
concepts cible C et pour toute séquence d'exemples, ne font pas plus de poly(d, taille(c))4 
erreurs avec un temps de calcul par étape en poly(d, taille(c)). On dit alors que l'algorithme 
apprend C dans le modèle incrémental avec nombre d'erreurs. 

• Le second est le modèle d 'apprentissage incrémental avec perte relcitive ( relcitive loss bound 
rnodel) . Il se rapporte à toute une lignée de travaux dans des domaines connexes comme 
l'apprentissage de stratégies mixes optima.les dans les jeux itérés, le problème du codage 'uni
versel en théorie de l'information, celui des portefe1lilles 1J,ni11ersels en prédiction financière, 
et plus généralement le problème de la prédiction 1miverselle. Dans cette approche, on s'in
téresse aux propriétés de la prédiction d'une séquence (et non cl 'une population de séquences 
générée par un modèle probabiliste, ce qui mène à des espérances de pertes). La mesure de 
performance d'un algorithme de prédiction ne peut plus alors se faire dans l'absolu et doit 

•1 C'est.-à-dire une fonction polynomiale de d et de l<� b;i.ille de descripl�ion du concept c. 
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être établie par comparaison avec une population F de prédicteurs, que l'on appelle aussi 
des experts. On cherche alors quelle est la. perte ou regret maximal de la. stratégie d 'a.ppren
tissage par rapport au meilleur expert de F. Notons que la. notion de regret renvoie aussi 
à ce qui est perdu par rapport à un apprenant (expert) qui aurait eu toutes les données 
d'un coup (apprentissage batch) .  Parfois, on parle <l'apprentissage à partir d'avis d'experts 
(using expert advices). Les résultats connus sont encore parcellaires, mais il faut retenir que 
les pertes calculées dépendent de certaines propriétés métriques de la population d'experts 
F. 

L'idée est de supposer l'existence d'un ensemble de n d'experts (ou d'hypothèses). Pour 
chaque nouvel exemple x ,  chaque expert fournit une prédiction y. L'algorithme <l'appren
tissage A n'a accès qu'à ces « avis » des experts pour former sa propre prédiction YA. Il 
apprend alors la bonne prédiction Y * ·  On cherche à ce que l'algorithme A obtienne une 
performance presque aussi bonne que le meilleur expert clans l'ensemble. Si L(e) est la perte 
de l'expert e, et L(A) la perte de l'algorithme <l'apprentissage, il est souvent possible de 
prouver : 

L(A) $ min L(e) + log(n) (20.7) 
e 

sur toutes les séquences <l'apprentissage possibles. 

Il faut noter le caractère nouveau de ce type d'étude. Il n'y a plus <l'hypothèse selon laquelle 
les données sont indépendamment et identiquement distribuées (i.i.cl . ) ,  et il n'y a pas de sup
position sur la valeur des experts : ceux-ci peuvent être médiocres. L'inégalité (20.7) ne tient 
pas en probabilité seulement, elle tient toujours, quelle que soit la séquence d'apprentissage 
rencontrée. 
Ce cadre, s'il se révèle intéressant pour toutes les applications de gestion de portefeuille 
par exemple, clans lesquelles il est possible de combiner les avis cl 'experts et de quantifier 
la performance à chaque épisode, est cependant limité et ne conduit pas à la conception 
de nouvelles méthodes d'apprentissage performantes. Sa généralité, l'apprentissage contre 
toute séquence d'exemples, est aussi une source de faiblesse. Si  ce n'est sans doute pas le 
dernier mot sur ce problème, cette approche est cependant intéressante (voir [CBL06] pour 
la monographie la plus complète à ce jour sur ce sujet). 

Un intérêt fondamental de ces travaux prenant en compte le caractère généralement incrémen
tal des apprentissages, est qu'ils vont sans cloute conduire à renouveler profondément l'approche 
théorique de l'apprentissage dans la mesure où l'on s'y affranchit d'hypothèses sur la distribu
tion des exemples et en particulier sur l'hypothèse i.i.d. (distribution indépendante et identique) 
[AWOl, Blu97, CBFH+97, CBLOl, CT91, :tvIF98j . 

3. Apprentissage à partir de flux de données 

Ces dernières années, les progrès en matières de technologie ont permis la mesure automatique 
de données produites en continu dans des expériences ou des observations scientifiques (accé
lérateurs de particules, observations satellitaires), dans les réseaux de senseurs comportant des 
milliers de nœucls, ou bien liées aux quantités de méta-données disponibles sur le trafic clans les 
réseaux de communication ou de distribution cl 'énergie et clans les grilles de calcul. Ces déve
loppements apportent de grandes quantités de données qui croissent à un rythme lui-même en 
augmentation. On parle de ffox de données (data streams ). Formellement, un flux de données 
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est une séquence ordonnées de points ou observations (x1 , x2 , . . .  , xm) qui sont observés dans cet 
ordre, et qui ne peuvent l'être qu'une seule fois, ou un petit nombre de fois. 

Ces données doivent être traitées et analysées pour des raisons diverses : contrôle de système, 
découverte de régularités ou de tendances dans les données ou détection de situations alarmantes. 
Cependant, la quantité massive de données généralement en jeu ne permet pas d'en envisager un 
stockage préalable. Il faut au contraire opérer en utilisant des ressources de calcul et de mémoire 
sub-linéaires par rapport à la taille des entrées5, en cherchant malgré tout à garantir la qualité des 
résultats obtenus. De plus, seuls des accès mémoire linéaires sont possibles, les accès aléatoires 
aux données étant trop coûteux. Ces contraintes d'espace mémoire et de coût en calculs rendent 
nécessaire la conception de nouvelles techniques d'analyse des données, en particulier la capacité 
de « résumer » les données afin de laisser suffisamment d'espace mémoire pour traiter les données 
à venir. 

Les applications et algorithmes liés à l'apprentissage en présence de flux sont en plein dévelop
pement et il n'est pas possible d'en décrire le paysage, même approximativement, dans cet ou
vrage. Nous nous concentrons donc sur quelques questions typiques qui permettent de mettre 
en évidence les difficultés nouvelles et des techniques de résolution propres à ce nouveau do
maine d'applications. Il est ainsi évident que l'échantillonnage et des comptages divers sont des 
opérations fondamentales pour l'apprentissage. Par ailleurs, les tâches de découverte de règles 
d'association, de détection de rupture de tendance et de classification non supervisée ( clustering) 
sont particulièrement présentes da.us les applications. 

3 . 1  Échantillonnage et comptage 

Une opération fondamentale en apprentissage concerne la constitution d'un échantillonnage 
de données représentatif, par exemple un tirage aléatoire et uniforme dans l'univers des données. 
Cela est facile lorsque que l'ensemble des données est fini, par exemple lorsqu'il s'agit de tirer 
100 éléments parmi 1 000, mais comment opérer lorsque le flux de données croît continuellement ? 
Supposons que l'on tire 100 éléments parmi les 1 000 premiers éléments du flux, que faire lorsqu'un 
million d'éléments arrivent en plus ? Conserver les mêmes 100 éléments au risque de ne plus du 
tout être représentatif du flux de données ? 

Plusieurs solutions ont été proposées pour conserver un échantillon uniforme à partir d'un flux 
de données. 

3 . 1 . 1  Algorithme du reservoir sarnpling 

L'idée sous-jacente à l'algorithme du reservoir sarnpLing [Vit85] remonte aux années 1980 et 
même sans doute avant. 

Supposons que l'on doive constituer un échantillon de m éléments tirés uniformément dans 
un flux de données dont la taille instantanée est n, alors l'algorithme est le suivant. Tant que 
n � m, tirer tous les éléments du flux. Par la. suite, lorsque n > m, tirer aléatoirement le i-ème 
élément du flux avec une probabilité de l/i et s'il est retenu remplacer au hasard un élément de 
l'échantillon précédent . 

Lorsque rn = 1, il est facile de montrer que la probabilité que le i-ème élément du flux a une 
probabilité d'être retenu de 1 /n. En effet, cette probabilité est égale à la probabilité que le i-ème 
élément soit tiré multiplié par la probabilité que i survive jusqu'à la. fin. 

1 i i + l  n - 2  n - 1  1 
- x -- x -- x . . .  x -- x -- = -
i i + l  i + 2  n - 1  n n 

5 Idéalement en complexité poly-logarithmique, c'est-à-dire en O((logm logn)"), a.vec m le nombre d'éléments, 
n le nombre de types d'éléments, et c une cons tan te 
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Le cas de m :f 1 s'obtient par m répétitions indépendantes de cet algorithme. 

Dans le contexte d'applications mettant en jeu plusieurs senseurs (e.g. nœuds d'un réseau, 
machines d'une grille de calcul), l'inconvénient de cet algorithme est qu'il est difficile à paralléliser 
et à appliquer sur plusieurs flux simultanément. D'où l'invention d'un autre algorithme . 

3.1.2 Algorithme du min-wise sampling 

Pour chaque élément dans un des flux, tirer aléatoirement un nombre compris dans [O, l]. 
Retenir les m éléments qui ont les plus petits nombres associés. Il est clair que chaque élément a 
la même probabilité d'être associé à l'un des m plus petits nombres. La distribution qui résulte 
de ce tirage est donc uniforme [NGSA04[. 

3 . 1 .3 Calcul d'entropie sur les flux 

L'entropie empirique d'une séquence S de caractères s'obtient en déterminant la fréquence 
empirique f,; de chaque caractère i et en calculant H(S) = l:�=l f;. iog2 f;., où k est le nombre 
de caractères différents et n la longueur de la séquence. 

On utilise souvent une telle estimation d'entropie pour détecter les anomalies dans les flux de 
données. 

Quand le nombre de types de caractères rn est très grand, il faut utiliser une autre approche. 
Une méthode consiste à choisir aléatoirement une position i dans le flux, puis à compter le 
nombre r d'occurrences du caractère ai dans la suite des n caractères du flux. La quantité 
X =  rlog2 ; - (r - 1) log2 ,.�1 est alors un estimateur non biaisé de H(S) : E[X] = H(S) dont 
la variance est Var[X] = O(log2 n). La qualité de l'estimation peut être améliorée en répétant 
plusieurs fois la procédure et en prenant la moyenne des résultats. En invoquant les bornes de 
Chebyshev, on montre que le nombre de répétitions nécessaires pour garantir une erreur bornée 
par e/ H2 dans plus de 75 % des cas est Var[X]/JE2 [X], ce qui dans le cas de l'estimation de 
l'entropie signifie log2 n/ H2(S). Il existe donc un problème potentiel pour le cas d'une entropie 
très faible. 

Heureusement, l'analyse du cas d'une entropie faible montre qu'elle doit résulter d'un flux 
dans lequel un caractère est très largement prépondérant. Il suffit alors de l'enlever du flux pour 
pouvoir obtenir une estimation plus précise de H (S) [CCM07J. 

3 .1 .4  Calcul de résumés sur les flux 

Tous les problèmes d'estimation ne peuvent pas être résolus à l'aide d'échantillonnages. Par 
exemple, le calcul du nombre d'éléments distincts dans un flux requiert l'examen de tous les 
éléments du flux. On appelle résitmé (sketch en anglais), une structure de données compacte qui 
résume le flux par rapport à une requête. Le fait que l'algorithme de traitement voit tous les 
éléments du flux même s'il ne les retient pas permet de calculer des résumés, éventuellement de 
manière approchée seulement. 

3.2 Recherche de règles d'association 

Un problème classique en fouille de données est celui de la recherche de règles d 'association. 
Rappelons qu'il s'agit de chercher des règles de la forme X ---4 y (un ensemble X d'items associé 
à un item y) dans une collection de transactions ti, chacune d'entre elles étant un sous-ensemble 
d'items possibles, par exemple un ensemble de produits achetés dans un supermarché. Le S7J,pport 
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680 PARTIE 5 Au-delà de l'apprentissage supervisé 

d'une règle est défini comme la fraction des transactions contenant tous les items de la règle : 

l { i lX U {y} Ç tdl 
lti l  

La confiance d'une règle est définie comme le rapport du nombre de transactions contenant tous 
les membres de la règle sur le nombre de transactions contenant les items prémisses de la règle : 

l { ilX U {y} Ç td l 
lt; IX ç ti l 

En général, l'objectif consiste à trouver (toutes) les règles de support et de confiance excé
dant des seuils spécifiques, d'où le terme de recherche de Frequent Items Sets (FIS). Comme le 
nombre de telles règles est exponentiel par rapport au nombre d'items possibles, des stratégies de 
recherche spécialement conçues doivent être utilisées. Le problème est rendu encore plus difficile 
lorsque les transactions sont observées dans un flux et que les ressources en calcul et en mémoire 
sont limitées. 

Le problème d'identifier les 1-itemsets fréquents (ensembles de taille 1) est déjà ardu lorsque 
l'ensemble des items possibles est très grand. Plusieurs approches ont été proposées. À des fins 
cl 'illustration, nous n'en évoquons qu'une ici : l'algorithme Space-Saving [MAA05]. Cet algorithme 
peut fournir un ensemble de 1-itemsets fréquents avec une erreur de moins de E en utilisant une 
mémoire de taille O(�).  Le principe consiste à maintenir un ensemble de k = 1/e items avec 
leur nombre d'occurrences associé. Pour chaque item, s'il a déjà été rencontré, son compteur est 
incrémenté de un, sinon l'algorithme remplace l'item associé au compteur le plus petit en prenant 
pour nombre cl 'occurrences la valeur de ce compteur plus un. 

Une méthode pour trouver les ensembles d'items fréquents est décrite dans [MM02j. Pour 
chaque nouvelle transaction observée, l 'ensemble de tous les sous-ensembles d'items est produit 
et stocké dans une structure compacte basée sur les tris. Lorsque l'espace mémoire est rempli, 
un algorithme d'élagage est utilisé a.fin de retirer les itemsets les moins fréquents. L'algorithme 
calcule l'erreur commise sur les nombres associés à chaque itemset. Cette technique est efficace, 
mais il n'existe pas, pour le moment, de borne d'erreur en pire cas sur l'espace mémoire requis 
pour atteindre une précision donnée. 

Les recherches sur ces questions sont en plein essor et concernent aussi la recherche d 'itemsets 
dans les séquences ordonnées et la recherche de formes séquentielles dans les flux de transactions. 

3.3 Détection de ruptures 

Un problème important dans le traitement des flux de données est celui de détecter les chan
gements dans la distribution sous-jacente du processus engendrant les données. Une approche 
consiste à utiliser la divergence de Kullback-Leibler (ou entropie relative) pour mesurer la dis
tance entre distributions. L'avantage de cette méthode est qu'elle est bien fondée, et qu'elle ne 
requiert pas de s'appuyer sur des modèles paramétrés des distributions . 

L'idée est de comparer les distributions correspondant à une fenêtre temporelle de référence et à 
la fenêtre courante, toutes deux comprenant n points. Afin de ne pas avoir à faire cl 'hypothèse sur 
la distribution sous-jacente, la méthode décrite dans [DKVY06] propose de partitionner l 'espace 
des entrées en sous-régions de poids (nombre d'éléments) à peu près égaux. Il est alors possible 
de calculer la probabilité discrète pour la fenêtre de référence p( i ) ,  et de même pour la fenêtre 
courante q(i). La distance de Kullbak-Leibler est alors calculée par : 

� p(i) 
D(pllq) = L p(i) log2 -. 

. q(  i) 
t 
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Chapitre 20 Vers de nouvelles tâches et de nouvelles questions 

Afin de déterminer si la distance observée est statistiquement significative, une méthode de 
bootstrapping [Efr82] peut être utilisée. Ici, elle consiste à engendrer deux fenêtres virtuelles en 
tirant aléatoirement les points des fenêtres de référence et courante et à calculer la divergence de 
K ullback-Leibler résultante. Si la distance mesurée pour les vraies fenêtres dépasse la distance 
calculée pour des couples de fenêtres virtuelles engendrées aléatoirement plus d'un certain nombre 
de fois qui peut être calculé pour un certain intervalle de confiance, alors on conclut que la 
distribution sous-jacente a changé dans le fiux. 

Comme il est possible de calculer la divergence de Kullback-Leibler de manière incrémentale, 
l'ensemble de la procédure peut être implanté de manière efficace. D'autres approches utilisant 
des histogrammes ou des méthodes à noyaux sont également étudiées actuellement. 

3.4 Classification non supervisé 

Lorsque les données sont très mal connues, en particulier lorsqu'il n'est pas encore question de 
leur attribuer des étiquettes, une des premières approches pour en cerner les caractéristiques est 
d'en chercher une description par classification non supervisée ou ch.Lstering. Grossièrement, le 
clustering consiste à trouver une partition (généralement disjointe) des données telle que, suivant 
une mesure de similarité à définir, des objets similaires soient rassemblés dans une même partie 
(ou groupe) et que les parties soient aussi dissimilaires que possible (voir chapitre 18). 

À l'exception de quelques méthodes incrémentales, les algorithmes classiques de classification 
non supervisée calculent la partition en s'appuyant sur la base entière des données. Cependant, les 
flux de données ne peuvent être appréhendés de cette manière. En effet, d'une part, le volume des 
données ne permet pas de les traiter toutes ensemble, cl 'autre part, un fiux devant se considérer 
comme un processus non fini, évoluant avec le temps, la structure sous-jacente en termes de 
regroupements peut elle-même évoluer. Les algorithmes de classification non supervisée sur les 
fiux de données doivent donc permettre de calculer une partition en fonction d'un certain empan 
temporel (par exemple, clusters sur une semaine, un mois, une année), ainsi que d'adapter la 
partition calculée en fonction des évolutions temporelles. 

La classification non supervisée présente un défi dans le cas des flux de données, car il faut 
trouver une manière adaptée de représenter les données de manière économique, tout en pré
servant la capacité à représenter fidèlement la structure des données et sa possible évolution. 
Plusieurs approches ont été proposées depuis la fin des années 1990. La plupart reposent sur le 
calcul et le maintien de points représentatifs, les k-moyennes, qui sont les « centres » des clusters 
(voir par exemple lGon85j). Le problème est alors de choisir le nombre adéquat de centres, et 
de savoir éventuellement le faire évoluer en fonction des variations de la distribution des don
nées au cours du temps. De plus, cette méthode ne permet pas facilement de répondre à des 
requêtes portant sur des périodes de temps d'ampleurs différentes (quels étaient les clusters sur 
le dernier mois ou la dernière année ?) .  D'autres méthodes, telles que CltLStrearn [AHWY03], 
défendent l'idée d'une hiérarchie de représentations. Les données sont d'abord résumées par des 
micro-clusters en nombre limité, mais cependant plus important que le nombre naturel de clus
ters. Ces micro-clusters s'adaptent ainsi à la micro-structure des données, et maintiennent une 
information sur leur évolution temporelle. Ils permettent ensuite, lors d'une requête, de calculer 
les macro-clusters d'intérêt pour l'utilisateur. 

Quelle que soit l'approche, il faut idéalement pouvoir quantifier le degré d'approximation 
garanti en fonction de la taille mémoire autorisée (nombre de centres, écarts-type ou seuil, statis
tiques temporelles, etc.) et de la dynamique du signal. C'est ce que s'efforcent de faire les auteurs 
des méthodes proposées dans la littérature scientifique. 

681 



Vl Q) 
0 .... >w 
0 ....... 
0 N 
@ 
.µ ..c Ol ·;:: >a. 0 
u 

682 PARTIE 5 Au-delà de l'apprentissage supervisé 

4. Apprentissage de sorties structurées 

Les tâches d'apprentissage supervisé classiques concernent la prédiction de sorties « simples » : 
{ - 1 ,  1 }  (apprentissage de concept), une valeur parmi un petit ensemble, par exemple {a ,  b, . . . , z} 
(apprentissage multi-classe) ,  un réels IR (régression). Pourtant, dans de nombreux cas, on aime
rait prédire un objet structuré en sortie et non une étiquette à une dimension. 

Ainsi, dans l'analyse de texte, la tâche cl 'étiquetage grammatical ( « part-of-speech tagging » )  
consiste à associer à une portion de texte ( e.g. « le chien poursuivait le chat ») la séquence 
d'étiquette gra.mmaticale correspondante (e.g. Déterminant Nom Verbe Déterminant Nom) . La 
tâche d'analyse (parsing) consiste à associer l'arbre de dérivation grammatical à un texte (fi
gure 20.4) . 

Le chien poursuivait le chat 

y 

/s� 
GN GV 

/ .  / \� 
Det N V Det N 

1 1 1 1 1 Le chien poursuivait le chat 

FIG. 20.4: Analyse d'1m texte en termes d'arbre de dérivations. 

De même, la tâche de prédiction de structure secondaire d 'ARN consiste à associer à une 
séquence de nucléotides une structure secondaire présumée (figure 20.5). 

AUGAGUAUAAGUUAAUGGUUAAAG 
UAAAUGUCUUCCACACAUUCCAUC 
UGAUUUCGAUUCUCACUACUCAU � • 

FIG. 20.5: Prédiction de la structure secondaire associée à tme séqttence de nucléotides . 

Ces quelques exemples montrent que les méthodes classiques d'apprentissage supervisé ne sont 
pas bien adaptées à ce type de tâche. Même dans le cas de l'étiquetage grammatical, qui est le 
plus simple, apprendre à a.ssocier à chaque mot (ou morceau de texte) une étiquette impliquerait 
d'ignorer une source importante d'information, à savoir le voisinage de chaque étiquette. Ainsi, 
la séquence Det Det Verbe est impossible, mais un système qui opérerait sur chaque mot indé
pendamment ne pourrait tirer profit de cette connaissance. Il est donc nécessaire de considérer 
les relations qui lient les éléments des formes y de l'espace de sortie Y. 
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Chapitre 20 Vers de nouvelles tâches et de nouvelles questions 

4.1 Les problèmes à résoudre 

Soit donc la tâche d'inférer une étiquette complexe ou structurée y E Y à partir d'une entrée 
x E X, elle-même éventuellement structurée. On suppose que l'on dispose d'un échantillon d'ap
prentissage S = { (x1 , y1 ) ,  . . .  , (xm , Ym ) }  engendré à partir d'une distribution inconnue Pxy· On 
cherche à estimer la fonction f : X --) Y entre l'espace d'entrée X et l'espace de sortie Y. 

Trois problèmes sont alors à résoudre : 

l .  L 'espace de sortie est généralement immense, constitué de toutes les structures possibles. 
De ce fait , il est peu probable, sinon impossible, d'avoir observé au moins un exemple d'ap
prentissage pour chaque sortie possible. En revanche, il existe souvent des interdépendances 
entre les éléments de l'espace de sortie. L'approche classique consistant à apprendre une 
fonction hy : X --) IR pour chaque classe y indépendamment, puis à combiner ces fonctions 
pour obtenir une fonction de décision générale, n'est donc pas réalisable. 

2. La fonction de perte doit maintenant pou voir refléter la distance entre strnctures et non 
entre deux étiquettes univariées. 

3. JI faut pouvoir capturer les dépendances complexes entre les entrées et les sorties, mais aussi 
dans l 'espace de sortie lui-même puisque, d'une part, il existe des contraintes qui doivent 
informer l'apprentissage (e.g. on ne peut avoir Det Det Verbe), et, d 'autre part, toutes les 
sorties ne peu vent figurer dans l'échantillon d'apprentissage et il faut donc pou voir réaliser 
une sorte d'extrapolation entre sorties. 

4.2 La fonction de perte 

La fonction de prédiction recherchée h est évaluée en fonction d'une fonction de perte !. quan
tifiant une distance, en termes de coût de mauvaise décision, entre deux formes de sortie : 
e : y X y --) IR.. Les fonctions de perte les plus courantes incluent : 

• la fonction classique 0 - 1 perte : !.(y, y) = 0 et e(y, y') = 1 si y :/= y' ; 
• la distance de Hamming entre séquences : elle mesure la fréquence d'éléments différents entre 

deux séquences (de même longueur) ; 
On peut généraliser cette distance à la distance d'édition, qui fait intervenir un calcul de 
programmation dynamique pour sa détermination ; 

• la F-mesure (pour l'analyse en dérivation grammaticale par exemple ou la recherche de do
cuments). Elle mesure une moyenne harmonique entre la précision et le rappel (chapitre 3) : 

precision · rappel 
F(h) = 2 -----

precision + rappel 

Plus généralement, les fonctions de perte entre structures opèrent par combinaison de mesures 
de distance entre sous-éléments des formes y et y' comparées. C'est justement ce que permettent 
les fonctions noyati entre structures développées ces dernières années (voir le chapitre 14) ,  et une 
partie importante des recherches sur l'apprentissage de sorties structurées porte sur l'emploi et 
la conception de ces fonctions noyau (voir [BHS+ 07] pour un panorama de recherches récentes 
sur ce sujet). 

4.3 Les approches 

À partir du moment où les fonctions noyau font leur apparition dans le paysage conceptuel, 
il devient naturel d'invoquer également les méthodes utilisant ces fonctions noyau (voir 
chapitre 14). 
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684 PARTIE 5 Au-delà de l'apprentissage supervisé 

Rappelons très brièvement que dans ces approches, des méthodes linéaires de décision ( e.g. 
SVM) ou d'analyse (e.g. ACP) sont utilisées gràce au passage par un espace de redescription 
des entrées <I>(X) .  Par exemple, dans le cas des SVlVI ,  la. fonction de décision recherchée prend la. 
forme : 

h(x) = sign ((w, <I> (x))) 
L'utilisation de l'astuce des noyaux permet de ne pas avoir à manipuler directement l'espace 
de redescription, qui n'intervient en fait que dans des produits scalaires. Ainsi, en utilisant une 
fonction noyau 1;; (x ,x') = (<I>(x), <I>(x')), la fonction de décision prend la forme : 

m 
h(x) = 2:::: ai 1;;(x, xi) 

i=l  

où les O:i sont les multiplicateurs de Lagrange apparaissant dans l'expression duale du problème 
d'optimisation associé au problème d'apprentissage. 

Il est alors tentant d'étendre cette approche au cas de l'apprentissage de sortie structurées, en 
utilisant les fonctions noyau pour rendre compte des interdépendances entre sorties et/ou entre 
entrées et sorties. Deux grandes approches ont été proposées dans ce contexte. 

1- La première, par estimation d'un noyau de dépendance dans Y, consiste à traduire les 
similarités dans l'espace de sortie grâce à une fonction noyau 1;;y ( - , · ) : Y x Y ---+ IR. Comme nous 
l'avons vu au chapitre 14, cette fonction noyau induit un espace de redescription <I>(Y) dans un 
espace de Hilbert à noyau auto-reproduisant fiy. 

Dans cette approche, l'apprentissage consiste à apprendre une fonction h' : X ---+ <I> (Y) ainsi 
qu'une fonction de « décodage » h" : <I>(Y) ---+ Y, de telle manière que la fonction recherchée soit 
donnée par h = h" o h' (figure 20.6). 

<I>(Y) c fiy 

FIG. 20.6: Fonctions entre les espaces X, Y et <I>(Y) 

Il est à noter que la détermination de la fonction de décodage est un problème en soi et n'est 
résolu pour le moment que pour certaines fonctions noyau. 

2- La. deuxième approche, plus générale, dite par mesure de compatibilité, considère une 
fonction de discrimination définie conjointement sur les espaces d'entrée et de sortie : F : X x Y ---+ 
IR, où F(x, y)  peut être interprétée comme une mesure de compatibilité de x et y .  Une telle 
fonction induit la fonction hypothèse h : X ---+ Y par : 

Yi = h(x) = argmax F(x, y) 
yEY 

(20.8) 

Par analogie avec les méthodes à noyau, l'espace des fonctions F est souvent restreint aux 
fonctions linéaires sur un espace de redescription w défini sur l'espace conjoint X x Y 

F(x, y ;w)  = (w, w (x,y)) (20.9) 
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L'espace de redescription \[J doit refléter les interdépendances entre X et Y et au sein de Y afin 
de permettre la généralisation à des étiquettes non vues en a.pprentissage. 

On cherche alors à obtenir une fonction noyau K. : (X x Y)2 � IR, exprimant une similarité 
sur l'espace conjoint X x Y, c'est-à-dire telle que K{x, y , x',y') = (IJl(x, y) ,  IJl (y,y')) .  

Il est alors possible cl 'envisager d'exprimer la fonction de compatibilité F comme : 

F(x,y) 
m 
L 0: i K. (X' y ) Xi ) y i )  
i= l 

{20.10) 

En fonction de la tâche étudiée {e.g. classification hiérarchique, analyse grammaticale, ... ) ,  il 
est possible de décomposer la fonction noyau K(x, y, xi, Yi) de diverses manières afin de rendre 
les calculs réalisables. 

Par exemple, dans la classification hiérarchique qui consiste à ranger des éléments dans une 
hiérarchie de concepts, on peut utiliser la décomposition : K{x, y, xi, Yi ) = K(x, xi )  K(y, yi) ,  c'est
à-dire un découplage partiel entre les espaces d'entrée et de sortie. 

Plus généralement, ces approches essaient de ré-exprimer des modèles adaptés pour rendre 
compte de distributions sur l'espace conjoint X x Y en termes de fonctions noyau. C'est le cas 
des modèles graphiques tels que champs markoviens aléatoires ( JvJ arkov Random Fields) ,  champs 
conditionnels aléa.toires ( Conditional Randorn Fields) et de modèles linéaires de mélanges de 
distributions ( G enaralized Linear 1\llodels in i\lfoltiple Views) . 

Nous renvoyons le lecteur à l'ouvrage [BHS+ 07] et en particulier à son chapitre 5 pour des 
exemples de telles fonctions noyau et de leur décomposition. La thèse de Ulf Brefeld (2007) est 
également intéressante à consulter. 

4.3.1 Le cas de l'apprentissage multi-instance 

Il se peut que l'on veuille apprendre à reconnaître des « objets » ayant certaines propriétés 
quand ces propriétés sont dues à certaines conformations ou manifestations de ces objets, mais 
pas nécessairement à toutes. Ainsi, par exemple, on voudra apprendre que telle molécule dont on 
connaît la formule brute a un caractère cancérigène parce qu'au moins l'une de ses conformations 
est cancérigène. De même, un trousseau de clés est utile parce qu'il contient une clé au moins 
permettant d'ouvrir la. porte. La difficulté de ce type d'apprentissage vient du fait que l'apprenant 
ne sait pas quelle conforma.tion est responsable de l'étiquette de l'objet et qu'il doit cependant 
apprendre à prédire ces étiquettes. Il faut noter que l'apprentissage multi-instance introduit une 
dissymétrie entre les exemples négatifs et les exemples positifs. En effet, toutes les sous-structures 
(e.g. clés) d'un exemple négatif {e.g. trousseau) peuvent être étiquetées comme négatives. En 
revanche, un exemple positif implique qu'une des sous-structures au moins est positive, mais on 
ne sait pas laquelle. 

Ce type d'apprentissage a été décrit par [DLLP97] dans le cadre de la reconnaissance de 
molécules cancérigènes. Il correspond à bien d'autres situations pratiques. Conceptuellement, cet 
apprentissage est intéressant à étudier car il est associé à des langages de représentation dont le 
pouvoir expressif doit être intermédiaire entre celui de la logique des propositions et celui de la 
logique des prédicats. Il est ainsi envisageable d'échapper aux limites de l'un et aux problèmes 
de calculabilité de l'autre. La thèse de Yann Chevaleyre [CheOl] est une bonne introduction à 
l'apprentissage m ulti-instance ( m1ûti-insta:nce learning). 
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686 PARTIE 5 Au-delà de l'apprentissage supervisé 

5. Apprentissage pour le filtrage collaboratif 

Il semble que le nombre de choix qui nous sont ouverts augmente constamment. Films, livres, 
recettes, nouvelles du monde, autant d'ensembles dans lesquels nous devons opérer une sélection 
sans avoir la possibilité de considérer toutes les informations nécessaires. Comment alors choisir ? 
Sur une base individuelle, seule l'expérience accumulée sur la valeur de choix passés pourrait nous 
aider à guider nos choix futurs. Un processus d'amélioration au mieux linéaire, en supposant que 
les critères et ensemble de choix restent constants. Heureusement, nous ne sommes pas seuls face 
aux mêmes choix. Ainsi, si quelqu'un a des goûts similaires aux nôtres et qu'il a aimé tel film 
récent, les chances que nous aimions également ce film semblent plus grandes qu'en l'absence 
de cette information. Il est donc possible de tirer profit des informations disponibles sur les 
choix des autres agents pour induire des préférences sur nos propres choix. Avec maintenant la 
disponibilité cl 'Internet et de grandes bases de données sur les préférences des utilisateurs, il 
devient envisageable d'étendre à grande échelle, la notion de bouche à oreille. La formalisation 
et l'exploitation de cette intuition sont l'objet des travaux en filtrage collaboratif. 

5 .1  Les approches 

Comme dans l'induction supervisée, on retrouve les approches utilisant un espace d'hypothèses 
et les approches opérant directement dans l'espace des utilisateurs ou des items. 

Le but du filtrage collaboratif est de suggérer de nouveaux items ou de prédire l'utilité d'items 
inconnus pour un utilisateur donné , en se fondant sur les évaluations déjà exprimées (éventuelle
ment implicitement) par cet utilisateur à propos d'autres items. On supposera ainsi qu'il existe 
une liste de m utilisateurs U = { u1,  u2, . . .  , Um} et une liste de n items 'I = { i1 ,  iz, . . .  , in}. 

Chaque utilisateur u1 a exprimé une évaluation sur un sous-ensemble 'I-u, d'items. On notera X( 
l 'évaluation de l'item ij par l'utilisateur Ut, et Predl,j la prédiction d'utilité pour l'utilisateur 'Ul 
de l'item i1. 

5.1.1 Les approches par modèle de l'utilisateur 

L'approche classique pour les systèmes de recommandation consiste à construire des modèles 
des utilisateurs en fonction cl 'informations les concernant, comme leur intervalle de revenus, leur 
niveau culturel, leur âge, leurs habitudes culturelles, etc., et à utiliser ces modèles pour prédire 
la réponse cl 'un utilisateur ainsi caractérisé face à un objet ou item (livre, restaurant, .. . ) . 

Une technique courante est ainsi de construire un modèle régressif linéaire afin de prédire 
l 'appréciation d'un utilisateur 'Ut pour un item i.i> par exemple : 

Il est également possible <l'apprendre la fonction pred en utilisant des SVM (voir chapitre 14) 
ou des méthodes de classification bayésienne. 

Cependant cette approche comporte plusieurs difficultés. Outre le problème du choix du mo
dèle (par exemple comment prendre en compte le paramètre date clans l'année clans un modèle 
linéaire ?) , et celui du passage à l'échelle lorsque le nombre d'utilisateurs et d'items est énorme, 
il peut être très difficile d'incorporer dans le modèle des variables cruciales pour l'ap
préciation. Par exemple, il se peut qu'une recette de cuisine soit préférée à une autre, décrivant 
pourtant la confection du même plat, parce qu'elle est plus lisible, plus facile à comprendre. :tvlais 
comment un système va-t-il pouvoir mesurer cette facilité ? Faudra-t-il prévoir de décrire tous 
ces facteurs critiques souvent implicites : lisibilité, atmosphère, effet de mode , . . .  Cela devient 
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vite inenvisageable. C 'est pourquoi on va plutôt utiliser des approches avec variables latentes, 
non explicitées, mais permettant d'organiser les utilisateurs ou les items. 

5.1.2 Les approches par similarité et plus proches voisins 

On peut distinguer les approches centrées 'utilisate'urs et les approches centrées items. 

Dans l'approche centrée utilisateurs, un utilisateur est caractérisé par les appréciations 
qu'il a déjà émises à propos de certains items. Par exemple, la note qu'il a attribuée aux res
taurants dans lesquels il a déjà dîné. Lorsque cet utilisateur va chercher l'appréciation probable 
qu'il porterait sur un nouveau restaurant, le système de recommandation va identifier les autres 
utilisateurs dont le profil est le plus proche de l'utilisateur en fonction des notes exprimées, et va 
ensuite à partir de ces « plus proches voisins » ,  utiliser leurs notes (s'il y en a) sur le restaurant 
visé pour calculer une recommandation. 

La correspondance entre les utilisateurs et les items se représente généralement sous la forme 
d'une table. 

Jean 
Marie 
Christian 

Il Jtern 1 Item 2 Itern 3 Item 4 

- 2 7 8 
4 1 - 7 
3 8 - 4 

. . . 

. .. 

... 

On suppose que les appréciations vont de 0 à 10 (très mauvais à excellent) et que le tiret « - » 
représente l'absence d'évaluation. En effet, la plupart des utilisateurs ne vont noter qu'un très 
petit nombre d'items (par exemple Ama.zon vend des millions de livres, un lecteur même assidu 
ne peut en noter au plus que quelques milliers). Dans de nombreux cas, la matrice sera donc 
creuse, voire très creuse. 

Supposons que nous voulions maintenant utiliser cette matrice pour calculer une similarité 
entre utilisateurs puis pour induire Pred(ut, i1) pour un utilisateur v.1 et un item i1 donnés. Il 
faut alors étudier les questions suivantes : 

• Quelle mesure de similarité utiliser ? 
• Combien de « voisins » prendre pour référence ? 
• Quelle méthode de combinaison d'avis employer pour inférer une nouvelle évaluation ?  

Mesure de similarité entre utilisateurs 

Chaque utilisateur peut être considéré comme un vecteur incomplet dont nous ne connaissons que 
quelques composantes. Il est cependant possible de calculer une similarité entre de tels vecteurs 
en se restreignant aux seules composantes qu'ils ont en commun. 

Si l'on suppose que les notes attribuées par les utilisateurs Ui et Uj aux items sont des variables 
aléatoires xi et x.i qui suivent une distribution conjointe inconnue, il est possible de définir le 
coefficient de corrélation entre Xi et XJ par la formule de Bravais-Pearson : 

p = 
Jv ar(Xi)Var(Xj) 

avec Cov(X.; , XJ )  = IE [(X.; - IE(Xï ) )  (XJ - IE(XJ))] . 
Cette corrélation prend ses valeurs dans [- 1 ,  + 1], une valeur positive indiquant que les variables 

varient dans le même sens, tandis qu'une valeur négative signifie que les individus qui ont des 
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scores élevés pour la première variable auront tendance à avoir des scores faibles pour la deuxième 
et inversement. 

En disposant d'un échantillon de taille n, (X.;1 , XJ ) , (X(,Xj), . .  . , (X[", Xji )  tiré d'une distri
bution conjointe, la quantité : 

r = 

est une estimation de p. 

-- EXEMPLE Calcul de la similarité -----------------------

Selon cette mesure, la similarité entre Jean et 1\llarie est : 

r(Jean, Marie) 
(2 - 5)(1 - 4) + (8 - 5)(7 - 4) 

../(2 - 5)2 + (8 - 5)2 ../(1  - 4)2 + (7 - 4)2 

(-3)(-3) + (3)(3) 
= 

18 
= 1 Jg + 9 Jg + 9 18 

avec XJeon = (2 + 8)/2 = 5 et x�forie = (1 + 7)/2 = 4 quand on prend les articles notés en 
commun. 

Entre Jean et Christian, elle est : r(Jean, Christian) = ./�s��s = - 1 2/(3 · 2 · 2) = - 1  
Et entre Marie et Christian : r(JMarie, Christian) = ./ - 1} = -4/(v2 · Vl4) :::::: -0.756 18· 1 4 
Il apparaît ainsi que Jean et Marie sont positivement corrélés, tandis que Jean et Christian, 

de même que Marie et Christian, sont des paires corrélées négativement. Il faut not.er que 
s'il peut sembler étrange que Jean et Christian soient parfaitement négativement corrélés, il 
fau L prendre en corn pte leur moyenne sur les corn posantes 2 et .:.! : à savoir 5 pour Jean et 6 
pour Christian. Par rapport à ces moyennes, les notes de Jean pour les items 2 et 4 sont -3 
et +3, tandis que pour Christfon elles sont 2 et -2. 11 y a bien tendance exactement inverse. 

De fait, il a été empiriquement observé que la corrélation de Pearson n'est pas la mesure de 
corrélation la mieux adaptée pour le filtrage collaboratif, un meilleur choix étant de prendre 
la corrélation de Pearson à la puissance 2.5 [BHK98J. 

Calcul d'une recommandation 

La plupart des algorithmes de recommandations utilisent une combinaison des évaluations 
d'utilisateurs proches au sens de la mesure de similarité employée. Par exemple, l'approche la 
plus simple consiste à retenir les k plus proches voisins au sens de cette similarité r et de calculer 
une moyenne pondérée de leurs évaluations pour fournir une prédiction d'utilité. 

(20. 1 1 )  

OÙ Xl (resp. Xu) est la moyenne des notes attribuées par l 'utilisateur 'Ut (resp. Uv) à t01.LS les 
items. 
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-- EXEMPLE Calcul d'une recommandation ----------------------
Supposons que nous voulions prédire la note que donnerait Jean à l'item 1 et que nous 
prenions J\fo.rie et Christian comme voisins . 

. . 1 7  ( 1 · (4 - 4)) + (-1 · (3 - ri)) 
Pred(Jean, item 1) = - + = 5.67 + l � 6.67 3 1 + 1  

Intuitivement, puisque Christian n'a pas aimé l'item 1, et qu'il est négativement corrélé avec 
Jean, alors cela devrait amener à penser que Jean va plutôt aimer item 1, d'où une valeur 
accordée à item 1 supérieure à la moyenne de Jean. L'évaluation de Marie, quant à elle, ne 
modifie rien car elle évalue l'ilem 1 à sa moyenne : 4. 

L'approche centrée items est duale de l'approche centrée utilisateurs. Elle consiste en effet à 
utiliser une mesure de similarité entre items pour déterminer les k items les plus similaires à l'item 
ii pour lequel on cherche à calculer Pred( Ut, ii ) . On utilise alors une formule de pondération qui, 
dans le cas le plus simple, est : 

-- EXEMPLE 

X"i 
+ L�=l r(ij,iv) (X! - xv)  

L�=l lr(ij, iv) I  
(20.12) 

Supµosons que nous voulions prédire la note que donnerait Jean à l'item 1 et que nous 
prenions Item 2 et Item 4 comme voisins (Item 3 ne peut pas être voisin de Item 1 car il ne 
partage aucune composante utilisateur) . 
En utilisant la mesure de corrélation de Pearson, on trouve que r(Itern 1, Item 2) = - 1  et 
r(Hem 1, Item -1) = 1. 0 n a alors : 

( 
4 + 3  (-1 · (2 - l l/3)) + (1 · ( 8 - 1 9/3)) 

Pred Jean. Item 1 ) = -- + � 3.5 + l .67 = 5 . 17 , 2 1 + 1  

On observe que, en utilisant ces formules de similarité et de combinaison, le résultat n'est 
pas le même que dans l'approche centrée utilisateur. 

5.2  Les difficultés 

Les difficultés liées au filtrage collaboratif proviennent essentiellement : 
• de la dimen.sion de la matrice utilisateurs-items qui peut éventuellement être énorme (typi

quement de l'ordre de 104 lignes x 105 colonnes) ; 
• du caractère cre'!tX de cette matrice (typiquement avec moins de 1 % d'entrées) ; 
• du choix à effectuer de la mesure de similarité, en particulier si les données comportent des 

relations . 
Par ailleurs, il n'est pas facile de mesitrer la performance d'un système de filtrage-collaboratif, 

ce qui est nécessaire pour identifier la technique la mieux adaptée à une tâche particulière. 

5.2.1 Traitement des matrices 

Afin de traiter de très grandes matrices, dans lesquelles la liste des items est relativement peu 
variable comparée à la liste des utilisateurs, plusieurs techniques sont employées. 

L'une d'elles consiste à précalculer les voisins dans l'espace des items (peu variables) afin de 
limiter les calculs en ligne de pred( v.i, ii). Une autre consiste à effectuer une classification non 
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supervisée préalable des items (ou des utilisateurs) afin de limiter effectivement la dimensionalité 
du problème. Cette technique entraîne cependant souvent une dégradation des performances, 
mais elle n'a sans doute pas dit son dernier mot. Finalement, des techniques de réduction de 
dimensionalité classiques sont également utilisées en prétraitement (voir chapitres 3 et 18) . 

5.2.2 Mesures de similarité 

Le choix de la mesure de similarité est naturellement crucial dans l'approche par voisinage. 
Elle doit d'abord s'appuyer sur une sélection avisée des descripteurs utilisés. Généralement, 
cet ensemble de descripteurs découle directement de la base de données disponible (par exemple, 
pour une base de films : aute1J,r, titre, acteurs, prodv,cteur . . .  ) . Il se peut cependant que l'ensemble 
d'attributs pertinents ne soit pas facile à déterminer. Par exemple, dans le cas d'items décrits par 
des textes (articles, recettes . . .  ) , les mots ne doivent pas prendre tous le même poids. Il est alors 
fréquent de les pondérer grâce au score tf-idf ( Term Freqiiency x Inverse Doctiment Freqttency) . 

• Étant donnée la fréquence fii du terme t ;, dans le document d1, TFii = M f;,f . . . . . axk kJ 
• De même, étant donné n.i le nombre de documents mentionnant le terme i et N le nombre 

total de documents, 1 D Fi = log !::!_. n, 
• Le score tf-idf pour le terme ti et le document di est Wi:i = T Fi.i x ID Fi. 
• Le profil d'un document (item) est alors caractérisé par l'ensemble des termes de score tf-iclf 

les plus élevés avec leur score. 
Les mesures de similarité les plus populaires [HKR02] sont le coefficient de corrélation de 

Pearson exposé plus haut (ou sa version simplifiée cosinus) et le coefficient de corrélation 

de rang de Spearman. Celui-ci compare deux variables Xi et X.i après transformation de 
leurs réalisations (X.f,Xf, . . . , X� )  et (X.J , XJ, . . .  , Xj) en liste de rangs (rgf , rgf , . . .  , rg:1 )  et 
(rgj , rgJ, . . .  , rgj) dans lesquelles rg[n est le rang de l'élément xr1 dans la liste x, ordonnée 
selon une certaine relation d'ordre (par exemple l'ordre de préférence de films) . 

Le coefficient de corrélation est basé sur la différence des rangs obtenus par les réalisations sur 
les deux variables selon la formule : 

6 °" n D2 
_ l 0m=l rs - -

n(n2 - 1 )  
(20.13) 

où D représente la différence de rang sur les deux variables pour une observation donnée. 

-- EXEMPLE Coefficient de corrélation de rang de Spearman -------------

r.((1.8, 3.4, 2.5, 4.1), (6.0, 1 .2, 2.2, 3.7)) r.((1, 3, 2, 4), (4, 1 ,  2, 3)) 

6 (32 + 22 + 0 + 12) 1 - 4 (42 - 1) = -0.4 

Les deux variables sont donc négativement corrélées. 

L'a.vantage du coefficient de Spearrnan est qu'il est non paramétrique, c'est-à-dire qu'il ne fait 
aucune présupposition sur la distribution de fréquence des varia.bles. Il ne suppose pas non plus, 
à l'inverse du coefficient de Pea.rson, que la relation entre les variables est linéaire. 

Il est possible que les données disponibles impliquent l'existence de relations au-delà du graphe 
bipartites des utilisateurs et des items. Ainsi, dans la figure 20.7, on suppose que les items, outre 
qu'ils sont liés avec les utilisateurs, appartiennent à des catégories (C1 ou C2). 

Dans ce cas, des mesures de similarité plus sophistiquées permettent de tenir compte de la 
structure de graphe entre les éléments du domaine (voir section 4 du chapitre 18). 
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U1 
'U2 
'U3 C1 
'U4 C2 
'U5 

'U6 

FIG. 20.7: Graphe montrant les relations entre ittilisatwrs, items et catégories dans 1me hypo
thétique base de données. On vo'udrait pouvoir exprimer le fait que l 'évaluation d 'un 
utilisateur à propos d 'un item devrait propager une information sur son évaluation po
tentielle d 'autres items de la même catégorie. P011r cela il fa1d une mesure de similarité 
prenant en compte la structure de graphe. 

5.2.3 Évaluation des algorithmes de filtrage collaboratif 

L'évaluation des algorithmes de prédiction en filtrage collaboratif procède généralement par 
validation croisée. On découpe les données disponibles en sous-ensembles et on utilise tous ces 
sous-ensembles sauf un pour l 'apprentissage, et le dernier pour la mesure de performance, et on 
répète ce procédé plusieurs fois en changeant le sous-ensemble utilisé pour le test (voir cha.pitre 3). 

En pratique, la démarche peut être la suivante : 

1 .  On choisit, aléatoirement, un certain nombre d'utilisateurs, par exemple, la moitié de ceux
ci. Ces utilisateurs sont employés par l'a.lgoritbme d'apprentissage. Les autres utilisa.teurs 
constituent un ensemble test. 

2. Les utilisateurs de l'ensemble test sont alors considérés un à un. Pour chaque utilisateur 
u ,  on ne fournit à l 'algorithme qu'une partie des évaluations, par exemple, toutes les éva
luations sauf une. On note l'utilisateur ainsi amputé de son évaluation sur l'item i par 
'U�. 

3. On mesure alors l'erreur commise par l'algorithme lorsqu'il tente de prédire la note accordée 
par l'utilisateur à l'item i :  pred( u', i ) ,  par rapport à la vraie évaluation x!,. : lpred( u' , i )-x�I ·  

4 .  En calculant la moyenne sur tous les utilisateurs de l'ensemble test et tous les articles qu'ils 
ont notés, on obtient la mesure All-But 1 Mean Average Error (MAE). 

La mesure :MAE est la plus employée, mais IHKTR041 propose une revue des méthodes d'éva
luation existantes. 

Il est à noter qu'il n'est pas facile de comparer plusieurs algorithmes de recommandation entre 
eux, en particulier lorsque l'évaluation a lieu en ligne, c'est-à-dire alors même que le système est 
employé par les utilisateurs. Il exite en effet des boucles de rétroaction entre les recommandations 
produites par le système et les préférences exprimées par les utilisateurs. Par exemple, un item 
populaire sera souvent recommandé, donc souvent évalué par les utilisateurs, et son poids dans 
les mesures de similarité et le calcul des recommandations ultérieures sera de ce fait augmenté, 
ce qui biaisera le système. 

Finalement, la précision des prédictions n'est pas le seul critère important d'évaluation d'un 
système. D'abord, les évaluations des utilisateurs varient généralement avec le temps. Une grande 
précision de prédiction est donc illusoire. Ensuite, le temps de calcul est souvent un facteur 
déterminant. Les utilisateurs ne sont pas prêts à attendre beaucoup plus qu'une seconde (trois 
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secondes semble le maximum bien toléré) les recommandations. Par ailleurs, ce qui compte le 
plus n'est pas la. précision des évaluations prédites, mais le classement et le fait qu'il n'y ait pas 
de faux positifs dans les items recommandés. Or, finalement, cette contrainte entre en conflit a.vec 
une autre attente des utilisateurs. En effet, il ne suffit pas de recommander aux utilisateurs ce 
qu'ils attendent. Supposons que l'utilisateur soit un admirateur de Jacques Brel; si le système lui 
recommande 10 disques de Jacques Brel, il aura l'impression que le système ne lui apporte rien. 
Il faut donc que le système soit capable de suggérer des « nouveautés ». Dans le cadre musical, 
des systèmes tels que Music Access ou Music Browser, dus à François Pachet, représentent des 
tentatives très intéressantes de prise en compte de la similarité entre morceaux musicaux et des 
goûts exprimés de l'utilisateur pour soit organiser une liste de morceaux musicaux, soit suggérer 
l'écoute de morceaux inconnus. 

5.2.4 Limitations générales 

D'autres difficultés sont à considérer : 
• Le filtrage collaboratif court le risque de la sur-adaptation, ne recommandant jamais d'items 

qui ne figurent pas dans le profil initial de l'utilisateur. Si l'on ne peut reprocher au système de 
ne pas deviner les centres d'intérêt potentiellement multiples de l'utilisateur, il est cependant 
intéressant de chercher à élargir les recommandations offertes. 

• Une difficulté liée à la précédente est celle de la construction d'un profil pour les nouveaux 
utilisateurs. Comment intégrer un nouvel utilisateur rapidement sans lui demander de ren
seigner une fiche qui peut vite sembler trop longue à remplir ? 

Une approche qui peut répondre en partie à ces problèmes est d'utiliser des évaluations impli
cites des utilisateurs. Ainsi, au lieu de demander explicitement à un utilisateur de noter des items, 
il devient possible avec les technologies actuelles d'évaluer ces notes en mesurant des indices, tels 
que les achats effectués sur un site, le temps passé sur des pages du site, etc. 

Notes historiques supplémentaires 

La notion fondamentale d'apprentissage actif a une longue histoire en apprentissage arti
ficiel. À notre connaissance, mais il conviendrait de mener une recherche plus approfondie, les 
premiers à parler d'apprentissage actif sont Simon et Lea [SL74] et Winston [Win75]. Simon et 
Lea argumentent ainsi que l'apprentissage artificiel est différent d'autres tâches de résolution de 
problème dans la mesure où l'apprentissage implique à la fois une recherche dans l'espace des 
hypothèses et dans l'espace des exemples. De ce fait, l'exploration de l'espace des hypothèses 
peut avoir un impact sur la recherche dans l'espace des exemples. vVinston, quant à lui, déter
mine que les meilleurs exemples d'apprentissage sont les nuances critiques ( near-rnisses) dans 
le cadre de son système ARCH basé sur une représentation des exemples et des hypothèses par 
réseau sémantique. Plus tard, des résultats théoriques ont montré qu'une réduction substantielle 
du nombre d'exemples d'apprentissage requis pouvait être obtenue par un échantillonnage bien 
informé [Ang88, Val84] .  Le terme d'apprentissage actif a été utilisé plus récemment par Cohn 
et ses collègues [CAL94] pour décrire les protocoles dans lesquels c'est l'apprenant lui-même qui 
sélectionne les exemples potentiellement les plus informa.tifs. 

Le terme collaborative filtering fut proposé par David Golberg et ses collaborateurs chez 
Xerox en 1992 [GNOT92]. 

Deux ans plus tard, en 1994, Paul Resnick du l\IIIT ( M as.sachusetts Institute of Technology) 
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et ses collaborateurs de l'Université du Minnesota proposèrent l'architecture GroupLens6 pour 
recommander des articles dans les newsgroup. 

La librairie Amazon a popularisé le filtrage collaboratif avec « sa fonction : les utilisateurs 
qui ont aimé ce livre ont aussi aimé tel autre livre ». L'ingénieur responsable de ce projet, Greg 
Linden, a d'ailleurs un blog très intéressant (en anglais). 

En 1998, Brin et Page publièrent leur algorithme PageRank et lancèrent Google. La même 
année, chez r-.1Iicrosoft, John S. Breese et ses collaborateurs publièrent un article charnière, Em
pirical Analysis of Predictive Algorithms for Collaborative Filtering [BHK98] dans lequel figure 
une comparaison détaillée des divers algorithmes de filtrage collaboratif. 

Avant 2001, les algorithmes de filtrage collaboratif étaient soit basés sur les réseaux bayésiens, 
les réseaux de neurones, etc., soit sur une approche utilisateur-utilisateur. En 2001, Amazon 
innovait avec la publication d'un brevet introduisant le filtrage collaboratif basé sur l'article ; la 
même année, le groupe GroupLens publiait aussi, indépendamment, le même type d'algorithme 
[SKKROl j . 

En 2006, la compagnie Netflix a annoncé qu'elle accorderait un prix d'un million de dollars à 
celui qui améliorerait de 10 % leur outil de recommandation. La compagnie rend ainsi disponible 
un ensemble de données qui permettent de tester des systèmes. La compétition prendra fin en 
2011. 

Résumé 

• Un apprenant actif a l'initiative du choix des exemples d'apprentissage. De nom
breuses approches heuristiques ont été développées. Même si l'avantage en termes 
de nombre d'exemples requis pour apprendre n'est pas garanti, il s'observe cepen
dant généralement. Les études théoriques doivent élargir le cadre i.i.d. classique 
pour en rendre compte. C 'est encore un champ de recherche ouvert et . . .  actif. 

• L'apprentissage en ligne concerne l'apprentissage à partir de flux de données, éven
tuellement issus de distributions non stationnaires. Là aussi, le cadre classique i.i.d. 
doit être dépassé. Il y a là l'occasion d'un renouvellement important du paradigme 
de l'apprentissage artificiel qui s'ajoute à l'enjeu de pouvoir traiter de nombreux 
nouveaux domaines d'application. 

• Dans le cadre de l'apprentissage à partir de flux de données, l'un des problèmes 
les plus importants est de calculer des résumés des données passées qui s'adaptent 
aux variations du processus génératif. Il y a là de très intéressantes questions de 
calcul et d'informatique qui ont produit de nombreux algorithmes très astucieux. 

• L'apprentissage supervisé peut viser à calculer des étiqiœttes complexes, telles que 
des arbres ou des séquences. Dans ce cadre, il faut en particulier savoir mesurer 
des distances entre structures et rendre compte des dépendances à l'intérieur de 
l'espace de sortie Y et avec l'espace des entrées X. Les méthodes à noyaux sont 
actuellement les plus étudiées pour cette tâche. 

6 voir http://www.inf.ed .ac . uk/teaching/courses/tts/papers/resnick . pdf 
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• L'apprentissage pour le filtrage collaboratif introduit un nouveau type d'appren
tissage. Il requiert le calcul de similarité entre items et entre utilisateurs à partir 
d'une ma.trice énorme et très creuse. L'estimation des performances est un pro
blème en soi, demandant une métrique spécifique, rendant compte du caractère en 
ligne de la tâche et évitant les boucles de rétro-action trompeuses. Il s'agit d'un 
champ de recherche promis à un bel avenir. 
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C hapitre 2 1  

Analyse de l ' induction : 

approfondissements et ouvertures 

Le chapitre 2 a exposé les notions et les principes de base permettant d 'aborder les 
méthodes développées en apprentissage artificiel et présentées dan.s cet ouvrage. Cer
taines d 'entre elles cependant se réfèrent à une analyse théorique plus poussée, s 'ap
puyant en particulier sur les travaux de Vapnik. Ceux-ci sont présentés ici ainsi que 
les approches relevant de principes de contrôle de l'espace d 'hypothèses : principe de 
minimisation du risque structurel, théorie de l'estimation bayésienne, théorie de la 
régularisation, principe de compression de l 'information. Le lectettr trouvera ainsi un 
complément d'informations utiles pour aller plus loin dans l'étude de ces méthodes. 
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Le chapitre 2 a introduit les grands principes inductifs : principe de minimisation du risque 
empirique, principe de la décision bayésienne, principe de compression de l'information, et les 
approches dérivées de sélection de modèles qui prennent en compte l'espace d'hypothèses. Ces 
principes, intuitivement raisonnables, offrent-ils des garanties de performance ? Pour ce qui est 
du principe de minimisation du risque empirique (Empirical Risk Minimization : ERM), l'étude 
théorique rapportée dans le chapitre 2 avait montré l'intérêt d'une « analyse dans le pire cas » ,  
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Chapitre 21 Analyse de l'induction approfondissements et ouvertures 

valable quelle que soit la distribution des exemples et pour n'importe quelle fonction cible. Cette 
analyse PAC (apprentissage Probablement Approximativement Correct), menée dans le cas d'es
paces de fonctions indicatrices de cardina.l fini et pour des fonctions de perte comptant le nombre 
d'erreurs de classification, a conduit à l'utilisation d'une convergence uniforme, s'appuyant sur la 
preuve que pour toutes les hypothèses de l'espace 1t ,  il y a convergence du risque empirique me
suré sur l'échantillon d'apprentissage et du risque réel. Est-il possible de généraliser cet,te étude ? 
C'est ce que des travaux, dus en grande partie à Vladimir Vapnik, ont permis de réaliser. Il est 
important de les connaître car ils ont débouché sur des concepts de pouvoir heuristique puissant 
(la dimension de Vapnik-Chervonenkis) et sur de nouveaux algorithmes généraux et performants 
(les séparateurs à vastes marges et leurs dérivés (SVM), voir le chapitre 9) . 

Nous allons aborder successivement le cas d'espaces d'hypothèses indicatrices de cardinal infini, 
puis celui d'espaces de fonctions quelconques avec des fonctions de perte également quelconques. 

1 . 1  Le cas où H est infini 

Le chapitre 2 a montré que l'analyse de la consistance du principe de minimisation du risque 
empirique dans le cas d'un espace d'hypothèses fini ( l1t l  < oo), faisait intervenir le cardinal de 
1t. Ainsi, le risque réel associé à une hypothèse (et donc en particulier à l'hypothèse minimisant 
le risque empirique : h5) est borné, en probabilité, par le risque empirique de cette hypothèse 
plus un terme qui est fonction de la richesse de 1t, et que l'on nomme souvent capacité de 1t 

'Vh E 1t, 'Vo :s; 1 : g(log l1t l ,J ,m)  
'--....,..--" ] > 1 - 0 (21.1) 

Terme exprima.nt l a.  richesse d e  7t 

Comment obtenir une preuve dans le cas d'un espace 1t de taille infinie ? Nous allons voir que 
le principe général est de réd1lire ['infini au cas fini par 1.me sorte de discrétisation. 

Il est intéressant de revenir à l'essence du problème de la prédiction à partir cl 'un échantillon de 
données d'apprentissage. Idéalement, l'espace des fonctions hypothèses considérées coïnciderait 
avec les régularités pouvant régir le monde. Il ne resterait plus qu'à obtenir quelques observations 
sur le monde pour déterminer la bonne régularité. Une faible variation de l'échantillon d'appren
tissage ne devrait pas changer fondamentalement l'hypothèse faite sur le monde. Le cas inverse 
est celui dans lequel de nombreuses hypothèses s'accordent bien aux données d'apprentissage 
mais ne produisent pas du tout les mêmes prédictions sur le reste des points de X (voir fi
gure 21 . 1 ) .  En un sens, étant donné l'espace de fonctions 1t, la donnée des points d'apprentissage 
ne fournit aucune information sur la valeur des autres points, non vus, de X. Toute prédiction est 
alors éminemment fragile et il n'est plus possible de garantir une quelconque cohérence entre la 
performance en apprentissage et la performance en généralisation. C'est l'écart maximal possible 
entre ces deux performances que cherche à borner la théorie statistique de l'apprentissage. 

Il faudrait donc pouvoir évaluer la variabilité des prédictions des hypothèses qui s'accordent 
bien aux données d'apprentissage afin de mesurer le potentiel de différence de prédiction. C'est ce 
que cherchent à faire les différentes mesures de capacité de l'espa.ce 1t. Dans une autre optique, les 
approches par régularisation cherchent à limiter la possibilité de grande variabilité des prédictions 
possibles. 

Différentes mesures ont été proposées pour estimer la capacité d 'a.daptation de 1t en fonction 
d'un échantillon de données. Nous citons rapidement ici quelques grandes familles d'approches, 
renvoyant le lecteur à l 'abondante littérature sur ce sujet (voir par exemple [AB96, BvLR, Her02, 
MS ,  STC04, SC08, Vap95, Vid03j pour ne citer que des livres). 
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698 PARTIE 5 Au-delà de l'apprentissage supervisé 

- 1  

FIG. 21 .1 :  Par plusieurs points passent une infinité de polynômes {ici, seuls qttatre ont été tracés). 
Lequel doit-on choisir pour interpoler à des données inconnues ? 

1 .2  Mesurer la capacité grâce à un échantillon virtuel. 

Va.pnik et Chervonenkis ont proposé de ramener le cas d'un espace d'hypothèses infini a.u cas 
fini en introduisant un échantillon virtuel (ou échantillon « fantôme » )  sur lequel on mesure la 
variabilité des étiquettes qui peuvent être produites par l'ensemble des hypothèses de Ji .  Cela ne 
s'applique directement qu'au cas de la classification, et spécialement de la classification binaire 
dans laquelle les étiquettes ne peuvent prendre que les valeurs - 1  ou + l .  

L'idée est que, même si Ji contient un nombre infini d'hypothèses, le nombre d'étiquetages 
différents que peuvent induire les hypothèses de Ji est fini. Par exemple, sur un échantillon de 
m points, il ne peut y avoir que 2m étiquetages binaires possibles. Il s'agit alors de vérifier que 
la croissance du nombre d'étiquetages, appelé coefficient de pulvérisation (shattering coefficient) 
et noté N(Ji, 'm) ,  ne reste pas exponentielle lorsque la taille rn de l'échantillon virtuel croît . En 
effet , intuitivement , en se rapportant au cas où IH I  est fini, on voit que le terme équivalent à 
log IH I  dans les équations 2.61 ou 2.65 croîtrait sans limite, ne permettant pas de borner l'écart 
entre risque empirique et risque réel. 

Théorème 21.1  

Une condition nécessaire et  suffisante pour que le principe MRE soit consistant pour l'espace 
d'hypothèses Ji est que : 

log {N(H, m)}  
-� 0 

Dans ce cas en effet, la probabilité suivante tend vers 0 : 

pm (sup IRR.ée1(h) - REmp(h)I > .:) :::; 2N(H, 2m) exp ( -m .:2 /4) 
hE'H 

(21.2) 

(21.3) 

Et en utilisant cette inégalité pour borner, en probabilité, le risque réel, on obtient, avec une 
probabilité d'au moins 1 - o, et pour n'importe quelle fonction h E Ji : 

RR.ée1 (h) :::; REmp(h) + V ±. (log{2N(H , 2m)} - log{o}) 
m, 

(21.4) 

Il suffit pour cela d 'égaler le terme de droite de l'équation 21.3 avec o > O.  
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Chapitre 2 1  Analyse de l'induction approfondissements et ouvertures 

La dimension de Vapnik-Chervonenkis 
L'un des inconvénients du coefficient de pulvérisation est qu'il est très difficile à évaluer. La 

dimension de Vapnik-Chervonenkis permet de caractériser par un seul nombre le comportement 
de la croissance du coefficient de pulvérisation. Dans le cas de la classification binaire, la dimen
sion de \fapnik-Chervonenkis est égale à la taille du plus grand échantillon de points {xi}i=l.. .dvc 
tel que l'on puisse trouver une hypothèse h E 1-i pouvant s'accorder à chaque étiquetage pos
sible de ces dvc points (c'est-à-dire que 1-i permet de réaliser les 2d\·c étiquetages possibles) . Si  
dvc = oo ,  alors l'induction devient impossible, c'est-à-dire qu'il ne peut plus y avoir de garantie 
sur la performance en généralisation. 

Théorème 21.2 

Une condition nécessaire et suffisante pour que le principe MRE soit consistant pour l'espace 
d'hypothèses 1-i est que dvc (1-i ) < oo .  

Nous renvoyons à l a  section 10 des annexes pour le détail d e  l'analyse de Va.pnik. 

Une propriété importante du coefficient de pulvérisation et de la dimension de Vapnik-Chervo
nenkis est qu'ils ne dépendent pas de la distribution sous-jacente des données Pxy, ni de la 
dimension de X .  Ils ne dépendent que de la classe d'hypothèses 1-i. C 'est à la fois une force , par 
la généralité du résultat, et une faiblesse car les bornes obtenues sont très larges, valables dans le 
pire des cas. Une connaissance plus précise de la distribution des données permettrait d'obtenir 
des bornes plus serrées, et, souvent, plus réalistes. 

La complexité de Rademacher 
Soit a1, a2 , . . .  une collection de variables aléatoires indépendantes prenant leur valeur dans 

{ -1, + 1} avec une probabilité de 0.5. On parle de variables de Rademacher. 

Définition 21.1 (Complexité de Rademacher) 
La complexité de Rademacher d 'une classe de fonctions indicatrices 1-i est définie par : 

R(1-i) = JE [ sup _!:,_ f O'i h(xi)] 
hE1-t m. i= 1 

(21 .5) 

L'expression de la complexité de Rademacher1 peut paraître compliquée, mais son interpréta
tion est en fait simple et intuitive. Le terme de somme 2:7:1 ai h(xi) mesure de fait la corrélation 
entre les variables O'i et les étiquettes h(xi)· Plus la corrélation est élevée, plus cette somme prend 
une grande valeur. Le sup correspond à l'idée que l'on recherche la fonction h dans 1-i qui est la 
mieux corrélée aux variables O'i · Finalement, on prend l'espérance de cette corrélation maximale 
sur l'ensemble des valeurs possibles des variables O'i et des points Xi. Cela signifie que l'on cherche 
à quel point on peut trouver une hypothèse de 1-i qui s'accorde aux ai quelles que soient leurs 
valeurs, et quels ques soient les points dans X. Si la complexité de Rademacher est élevée, cela 
signifie que l'espace des hypothèses 1-i est prêt à s'adapter à tout étiquetage de n'importe quelle 
collection de points xi. 

La complexité de Rademacher mesure en un certain sens la capacité de 1-i à rendre compte 
de données bruitées. Il est clair que l'on veut contrôler cette capacité. De fait, on a un théorème 
bornant en probabilité, le risque empirique pour n'importe quelle hypothèse h E 1-i : 

1 Prononcer Radernaker. 
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700 PARTIE 5 Au-delà de l'apprentissage supervisé 

Théorème 21.3 

Potir tout o > 0, on a avec tme probabilité d 'au moins 1 - o 

\::/h E 1t :  

on a également : 

\::/h E 1t :  

V log(l/o) 
RRêet(h) :::; REmp(h) + 2R(7t) + 

2m 

/ 2 log(2/o) Raéet(h) < REmp(h) + 2R(7t) + V 
m, 

(21.6) 

(21.7) 

La borne de l'équation 21 .  7 est particulièrement intéressante car elle utilise une estimation 
empirique Ri::mp(H) de la complexité de Rademacher, mesurée sur un échantillon d'apprentissage. 
Elle est donc assez facilement calculable, et, de plus, elle permet ainsi d'introduire une information 
sur la distribution Px des données. 

La complexité de Rademacher, et, encore plus, la complexité empirique, mieux informée, per
mettent d'obtenir des bornes beaucoup plus serrées que les mesures de capacité classiques vues 
précédemment. 

L 'astuce de la symétrisation 

Notre but n'est pas, dans ce chapitre, d'entrer dans les détails techniques des démonstrations 
utilisées pour prouver des convergences uniformes et obtenir des bornes de généralisation. Il peut 
cependant être éclairant de connaître les grandes idées utilisées dans ces preuves. La symétrisation 
est l'une d'elles. 

Vapnik et Chervonenkis ont eu recours à un échantillon virtuel pour réduire le calcul de la 
capacité d'espaces d'hypothèses infinis à un calcul fini. La symétrisation va plus loin. 

D'une part, elle relie la déviation de la moyenne empirique (le risque empirique) à l'espérance 
(le risque réel) à la déviation de deux moyennes empiriques sur deux échantillons indépendants 
et de même taille. D 'autre part, elle relie cette dernière déviation à la probabilité d'obtenir une 
complexité de Rademacher élevée par permutation des exemples entre les échantillons. 

Le principe est toujours de borner la queue d'une distribution correspondant à la probabilité 
qu'une hypothèse apparemment bonne sur les données (et donc pouvant être sélectionnée par un 
algorithme guidé par la minimisation du risque empirique) soit de fait « mauvaise », c'est-à-dire 
encourant un risque réel supérieur au risque empirique plus une certaine déviation. Cette idée 
est sous-jacente à la plupart des analyses décrites dans ce chapitre. 

Les détails à propos de cette technique de preuve peuvent être trouvés dans de nombreux 
ouvrages et publications, par exemple dans [HW02, Her02, SS02j. 

1.3 Le cas d'un espace de fonctions réelles 

Lorsque 1t est un espace de fonctions indicatrices (prenant leurs valeurs dans { -1 ,  1 } ) ,  l H 15 1 ,  
l'espace des fonctions hypothèses réduites à l'espace de  départ S, est fini pour tout ensemble fini 
de points S. Lorsque 1t est un espace de fonctions définies sur IR, même pour S fini, IH151 peut 
être infini. Cependant, nous avons seulement besoin de pouvoir assurer que l'ensemble !His 1 ne 
contienne pas trop d'éléments qui prennent de.s valeur.s trop différente.s. Au lieu de la cardinalité 
de l1tisl ,  on utilise alors la notion de couverture pour mesurer cette diversité. 
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Chapitre 21 Analyse de l'induction approfondissements et ouvertures 

Les nombres de couverture 
Les nombres de couverture ( covering numbers) jouent le rôle du coefficient de pulvérisa.tion 

dans le cas de la. régression pour lequel h prend ses valeurs dans 1R et non dans { - 1 ,  l} .  L'idée 
est d'estimer la taille N d'un échantillon de fonctions « représentatives » permettant d'approcher 
un nombre infini de fonctions hypothèses. 

En effet, en notant 'His les fonctions hypothèses réduites à l'espace de départ S, la fonction 
de croissance 11(7-l) correspond à : 

(21.8) 

L'e:-coitvertiire d'un ensemble S dans X est un ensemble de points de X tels que l'union de 
toutes les f-boules autour de ces points contiennent S. 

Il faut d'abord définir une métrique entre fonctions. Ici, cette métrique est a.léatoire car elle 
dépend de l'échantillon de points sur laquelle on « projette » ces fonctions. Couramment, les 
métriques utilisées sont : 

dm(!, f')  

ou bien : 

qui correspond à la norme l00 . 

1 I = -l{f(xi) =fa f (xi) 
rn 

i = l, . . .  , m } I  (21 .9) 

(21 . 10) 

Il faut bien noter que c'est une distance entre vecteurs, ici le vecteur de points induits par 
l'échantillon Sm . 

On dit alors qu'un ensemble de fonctions fi, f2, . . .  , f N couvre l'espace de fonctions 7-l avec un 
rayon de c si : 

(21 . 1 1 )  

où  B (Ji, ê) est la  boule de rayon ê autour de la  fonction k Ce qui signifie que pour toute fonction 
h E 7-l, il existe une fonction fi de la couverture telle que : dm (h, fi) :::; c. 

On peut alors définir le nombre de couverture empirique N('H,c,Sm) 

Définition 21.2 (Nombre de couverture empirique) 

Le nombre de couverture empirique N('H, c , Sm )  défi.ni pour un rayon c, pour un échantillon de 
taille rn et pour une distance dm est la taille minimale d 'un ensemble de fonctions permettant de 
cotwrir 7-l à l 'échelle c. 

Le nombre de couverture découle de la. notion précédente en élimina.nt la dépendance sur un 
écha.ntillon de points pa.rticuliers, c'est-à-dire en prenant le supremum sur tous les échantillons 
possibles de taille m. On peut alors définir le nombre de couverture N00 (7-l,c ,m)  

Définition 21.3  (Nombre de couverture) 

Le nombre de couverture N00 (7-l, ê, m) défini pour un rayon ê et pour une distance dm est : 

N00 (7-l, c, m) = sup N('H , c , Sm ) (21 .12) 
S.,, 

On notera que, contrairement au concept de coefficient de pulvérisation ou de dimension de 
Vapnik-Chervonenkis, cette mesure de capacité de 7-l est dépendante d'une échelle, notée ici ê. 
Le nombre de couverture mesure la richesse de la classe de fonctions 7-l à l'échelle ê. 
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702 PARTIE 5 Au-delà de l'apprentissage supervisé 

FIG . 21 .2 :  À gauche : 20 fonctions à valeurs réelles sur IR, et deux points d'apprentissage x1 et 
x2 (croix). À droite : une couverture (pas la plus petite) de l'espace F des fonctions. 
Dans le cas présent où m = 2 (deux points d'apprentissage), chaque fonction f E F 

est caractérisée par deux nombres f (xi) et f (x2) , et peut donc être représentée par 
un point du plan. Chaque point noir correspond à une fonction Î de la couverture 
Fy ((x1,x2))  et les carrés en grisés de côté 2 'Y correspondent aux fonctions couvertes 
(figure aimablement fournie par Ralf H erbrich, tiré de son livre /H er02/, p .142). 

Un résultat typique de convergence uniforme utilisant la mesure du nombre de couverture a 
la forme : 

pm (sup IRRéet(h) - REmp(h)I > e) $ c1 (m )N00 (1t , e, m )  exp(-ef3m/c2) 
hEH. 

où c1 (m), c2 et /3 dépendent des caractéristiques de la tâche d'apprentissage. 

(21 .13) 

À l'instar du coefficient de pulvérisation, le nombre de couverture est très difficile à évaluer. De 
la même manière qu'avec la dimension de Vapnik-Chervonenkis, on cherche donc à avoir recours 
à un nombre permettant de caractériser le comportement du nombre de couverture lorsque la 
taille m de l'échantillon d 'apprentissage croît . Plusieurs quantités ont été proposées, telle que la 
pseudo-dimension due à Pollard, la dimension de Vapnik-Chervonenkis pour les fonctions réelles 
ou sa généralisation dépendante de l'échelle : la fat-shattering dimension. Nous renvoyons le 
lecteur intéressé à [AB96] ou à [Her02] , entre autres nombreuses publications, pour avoir plus de 
détails sur ces mesures. 

2. Principes inductifs contrôlant l'espace des hypothèses 

L'analyse a montré que le critère de minimisation du risque empirique ne peut être employé 
sans précaution, il est nécessaire de contrôler l'espace des hypothèses considéré par le système 
apprenant. Sous l'influence des statisticiens, on parle souvent de sélection automatique de modèle. 

Le mot « modèle » est particulièrement polysémique en apprentissage artificiel. Il peut désigner 
en effet : 

1 .  L 'espace des fonctions hypothèses considéré par l'algorithme d'apprentissage à un moment 
donné. 

2 .  Une famille d 'algorithmes d'apprentissage paramétrée par un ou plusieurs hyper-paramètres. 
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Chapitre 21 Analyse de l'induction approfondissements et ouvertures 

3 .  Le résv.ltat de l'apprentissage (la fonction apprise) qui est effectivement un modèle du 
monde. 

Le problème de la sélection de modèle concerne le choix de l'espace d'hypothèses permettant de 
minimiser l'erreur totale, c'est-à-dire l'erreur d'approximation plus l'erreur d'estimation. Cette 
optimisation peut s'opérer « à la main », ou bien de manière automatique, grâce à des critères 
ou des techniques particulières. C'est de cela qu'il est question dans cette section. 

y y y . 

• 

FIG. 21.3: Trois hypothèses rendant compte d'une série de points (xi, Yi) · La première hypothèse 
est choisie dans l 'espace des droites du plan, la deuxième dans un espace de fonctions 
plus riche (e.g. des polyn6mes de degré 5 au plus) et la troisième dans un esvace encore 
plus riche. 

y y 
variution 

? �  . 

X 

FIG. 21.4: Le problème de l'induction vise, in fine, à pouvoir faire des prédictions pour des valeurs 
x1 non vues en apprentissage. Si l'hypothèse retenue après apprentissage est issue d 'un 
espace de fonction trop riche, elle dépend trop de l'échantillon d 'apprentissage et cela 
peut conduire à de grandes variations dans les prédictions. 

La figure 21.3, à propos d'une tâche de régression, montre comment des hypothèses différentes 
vont être trouvées en fonction de la richesse de l'espace des fonctions 'H considéré. Plus cet espace 
est riche et plus faible sera l'erreur empirique de la meilleure hypothèse. Malheureusement, la 
prédiction de la. valeur y1 pour un exemple x1 non vu en apprentissage va devenir de plus en plus 
dépendante de l'échantillon d'apprentissage (figure 21.4) .  L'erreur d'approximation décroît au 
détriment de l'erreur d'estimation qui augmente. La question de la sélection de modèle consiste 
à choisir le bon espace 'H ou bien la meilleure régularité pour l'hypothèse sélectionnée Îi. 

Nous commençons par décrire des mesures de pénalité proposées pour corriger le degré d'a.dap
tation aux données par la capacité de l'espace des hypothèses. Ces mesures peuvent être utilisées 
dans une procédure de sélection manuelle. D'autres procédures réalisent un ajustement automa
tique de l'espace des hypothèses. 
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704 PARTIE 5 : Au-delà de l'apprentissage supervisé 

Finalement, il faut souligner qu'une approche très employée pour opérer le choix de l'espace 
des hypothèses est celle de la validation croisée ou celle du bootstrap. Ces approches sont décrites 
dans le chapitre 3. 

2 . 1  Mesures de pénalité liées aux espaces d'hypothèses considérés 

En statistique, le problème de la sélection de modèle est connu depuis longtemps, au moins 
de manière empirique. Dans les années 70, la question de la correction du biais introduit par le 
principe du maximum de vraisemblance a été posée explicitement et divers critères d 'information 
ont été introduits pour pénaliser le sur-apprentissage possible avec les modèles plus complexes. 
On peut les distinguer en fonction des présupposés sur lesquels ils se fondent. Deux approches, en 
particulier, ont été développées. La première, incluant le critère AIC, est fondée sur la distance 
de K ullback-Leibler entre la densité vraie et la densité estimée, la seconde, inclua.nt le critère 
BIC, sur l'analyse bayésienne. 

2.1 .1  Le critère AIC (An Information Criterion dû à Akaike) 

Solornon Kullback (1907-1994.) et Richard Leibler (1914-2003), deux cryptanalystes américains, 
ont publié en 1951 [KL51] un article devenu célèbre montrant comment mesurer une information 
liée au concept de statistique suffisante de Fisher. L'information dite de Kullback-Leibler est une 
quantité fondamentale en science avec des racines remontant au concept d'entropie de Boltzmann 
( 1844-1906). 

Soit f la densité de probabilité vraie ; f n'est pas paramétrée puisqu'il ne s'agit pas d'un 
modèle mais de la réalité. Soit h le modèle utilisé pour approcher cette densité. L'information de 
K ullback-Leibler IKL(f, h), ou dKL(J, h) pour divergence de Kullback-Leibler, est définie comme 
la perte d'information lorsque l'on utilise h au lieu de f. Pour les fonctions continues, elle est 
définie comme : 

(21.14) 

où l'on a souligné la dépendance de h sur un vecteur de paramètres B. Il est à noter que cette 
mesure n'est pas symétrique (malgré le nom de distance de Kullback-Leibler qui lui est parfois 
donnée) . Il s'agit bien d'une perte d'information qui est donc « dirigée » de la densité estimée à 
la densité vraie. 

Selon cette mesure, la meilleure hypothèse est celle qui perd le moins d'information par rapport 
aux a.utres hypothèses clans l'espace des hypothèses considéré. JI faut donc minimiser dKL (!, h) 
par rapport à h indexé par B. 

Le problème de la sélection de modèle (c'est-à-dire d'espace d'hypothèses) est cependant dif
férent. D'une part, on ne connaît pas la densité vraie f ,  d'autre part, on ne connaît pas la valeur 
de h (plus précisément h0, la meilleure hypothèse dans l'espace des hypothèses indexé par B), 
puisque celle-ci doit être estimée en fonction des données. On est donc amené à comparer des 
modèles (espaces d'hypothèses) sur la base d'estimations de la meilleure hypothèse dans chacun 
de ces modèles, estimations qui conduisent à des incertitudes. On est donc amené à minimiser 
une espérance cl'informa.tion de Kullback-Leibler, plutôt qu'une information de Kullback-Leibler 
connue. 

On peut ré-écrire l'equation 21.14 en : 

dKL(J, h) = ;· f (x) log(f (x)) dx - J f (x) log ho(x) dx 
X X (21 . 15 )  

C - IE1[log(h11(x))] 
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Chapitre 21  Analyse de l'induction approfondissements et ouvertures 

Ainsi, c'est seulement l'espérance d'information relative IE1[log(he(x))] qui doit être évaluée 
pour chaque modèle. 

Akaike [Aka73, Aka.74, Aka.81, Aka.83, Aka85] a. montré qu'il fallait estimer 

(21 .16) 

où l'espérance interne est juste IE1[log(h0(x))] avec e remplacée par son estimation par maximum 
de vraisemblance à partir des données S. 

En étudiant cette équation, Akaike a trouvé une relation entre l'information de Kullback
Leibler et la théorie de la vraisemblance. Ainsi, la log-vraisemblance maximale conduit à une 
estimation biaisée de IEylEx[log(hô(s) (x))], mais ce biais est de l'ordre de K le nombre de pa
ra.mètres à estimer dans le modèle utilisé. Cette observation fonda.mentale permet d'obtenir un 
estimateur presque non biaisé de IEylEx[log(hÔ(S) (x))] pour des échantillons grands, qui est : 

log(.C (tÎ IS) )  - K. 
Il est ainsi possible d'unifier l'évaluation de la qualité de l'estimation (ici par maximum de 

vraisemblance ou par minimisation du risque empirique) et la sélection de modèle. 

Définition 21.4 (Critère d'information de Akaike, AIC) 

AIC -2 log(.C (Ô IS))  + 2K (21.1 7) 

Les coefficients 2 étant présents pour des raisons historiques. 
En pratique, le critère d'information de Akaike doit être utilisé pour trier les modèles possibles 

à partir des données S disponibles. On retient le modèle le meilleur selon ce classement. Il ne faut 
cependant pas oublier que l'estimation de la. meilleure hypothèse dans une classe d'hypothèses 
(un modèle) est incertaine, et, en toute rigueur, il faudrait tenir compte de la variance associée 
dans la sélection de modèle. 

Si les modèles considérés n'incluent pas la vraie densité f, le critère AIC tend à choisir des 
modèles de plus en plus complexes avec la taille de l'échantillon d'apprentissage S et donc à 
favoriser le sur-apprentissage. Cette observation a conduit à des pénalisations de second ordre 
(voir par exemple [BA04] et les références citées pour plus de détails) . 

2.1 .2 Le critère BIC (Bayesian Information Criterion) 

Le critère BIC [Sch78] peut être dérivé d'une ana.lyse bayésienne. Soit un échantillon de données 
S et un ensemble de modèles {1ii} dont les paramètres associés sont (Ji· Selon la formulation 
bayésienne, on compare les modèles via la probabilité a posteriori P (HIS) du modèle 1i, ce qui 
requiert la connaissance de la distribution a priori P:H sur les modèles. On a alors : 

P(H IS) oc p(Sl1i) P:H avec : p(Sl1i) = j p(Sl1i, fJ) p(B) dB 

où B est la valeur possible du vecteur de paramètres associé à une hypothèse du modèle 1i. 
Nous utilisons ici la terminologie des statistiques, car le critère BIC vient de ce domaine, mais 
le praticien de l'apprentissage artificiel peut aussi penser à f3 comme à une hypothèse h E 1i 
paramétrée par B. Chaque espace d'hypothèses {1ii} ou modèle implique un vecteur de paramètre 
associé (Ji· 

La comparaison des modèles 1ii et 1i.i peut se faire par le calcul du rapport p(Sl1ii)/p(Sl1i.i ) 

aussi appelé facteur de Bayes. 
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706 PARTIE 5 Au-delà de l'apprentissage supervisé 

En supposant que p( B IS) suit approximativement une loi normale de moyenne ë et de matrice 
de covaria.nce E, on peut estimer iJ par maximum de vraisemblance 8rv1AP et E par A l'inverse de 
l 'Hessien de - log p(BMAP IS) (puisque c'est la ma.trice de covariance pour une densité normale) . 
On a alors : 

log p(S) 
m 

log p(SIBrvIAP ) + log p (BrvIAP ) + - log(211') 
2 

facteur d'Occam 

1 
- log IA I  
2 

( 2 1 . 1 8) 

En supposant que la loi normale sur les paramètres est large (densité de probabilité a priori 
diffuse) et que la matrice hessienne est de rang complet, alors l'équation 2 1 .18 peut se simplifier 
en : 

1 
log p(S) � log p(S IBMAP) - -K logm 

2 
(21 .19)  

où K est le nombre de paramètres de t9 et m la taille de l'échantillon d'apprentissage S. 
Il est apparent que ce critère BIC pénalise davantage la complexité des modèles que le critère 

AIC. 
Le critère BIC suppose que le vrai modèle (ce qui est une abstraction) appartient aux modèles 

considérés. Lorsque l'échantillon de données est relativement réduit, l 'utilisation du critère BIC 
conduit à du sous-apprentissage. 

2 . 1 .3 Le principe de minimisation de la longueur de description (MDLP) 

Un principe inductif intuitif consiste à préférer parmi les hypothèses capables d'expliquer les 
données d'apprentissage celle qui est la plus simple, c'est-à-dire dont l'expression est la plus 
économique. Cela correspond au principe du rasoir d'Occam (voir la page 124). Il repose sur 
deux idées fondamentales. La première selon laquelle apprendre quelque chose à partir de don
nées signifie identifier des régularités sous-jacentes. La seconde que l'identification de régularités 
permet de comprimer l'expression des données. On en conclut donc que plus il est possible de 
comprimer l'expression de données (sans perdre d'information), mieux on connaît ces données. 
Une troisième idée relève de l'induction, à savoir que lorsque l'on sait quelque chose à propos 
d'un échantillon de données, il est possible cl 'utiliser cette connaissance pour prédire de futures 
données. Ainsi, la compression et la prédiction, c'est-à-dire l'induction, semblent intrinsèquement 
liées. 

-- EXEMPLE Induction d'automate -------------------------

Supposons que nous étudiions un phénomène caractérisé par des séquences d'observations : 0 
avec une éLiquette '+' ou '-' fournie par un oracle. Nous décidons d'en rendre compte à l'aide 
d'un automate déterministe à éta�s finis (DFA : Delerministic Pinile slate Automalon). La 
simplicité (ou plutôt sa complexité) d'un automate sera mesurée par son nombre d'états. 

Les séquences suivantes sont positives, ce qui correspond au fait qu'elles sont reconnues par 
l'automate recherché : 0, 000, 00010, 00000000 0 ;  les séquences suivantes sont négatives, donc 
rejetées par l 'automate : i;, OO, 0000, 000000 . 
11 existe une infinité d 'automates cohérents avec ces séquences. La figure 21 .5(a) montre 
l'automate trivial qui code simplement ces séquences. La figure 21.5(b) montre l'automate 
le plus simple permettant de rendre compte de ces données. Lequel des deux devons-nous 
préférer pour prédire l'étiquette de nouvelles séquences d'observations? Notre intuition nous 
souffle que le second est meilleur. Avons-nous raiso n ?  

Nous avons vu au chapitre 2 que le  principe de  minimisation de description minimale (MDLP) 
se traduit par : 
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(a) 
O O� 

0 

a=n 
(b)  0 

FIG. 21.5: En (a) l'automate trivialement cohérent avec les données. En (b) l'automate le plus 
simple cohérent avec les données. 

Définition 21.1 (Principe de longueur minimale de description, MDLP) 

La meilleure théorie, ou hypothèse, ou le meilleur modèle, rendant compte d 'un échantillon d 'ap
prentissage minimise la somme de detix quantités : 

1. la longuetLr, mestirée en bits, de la description de la théorie ; 

2. la longiœur, mesurée en bits, de la description des données lorsqti 'elles sont décrites à l'aide 
de la théorie. 

Formellement, cela signifie que, selon ce principe, l 'hypothèse optimale h * vérifie : 

h* = ArgMin{K(h) + K (Sm l h ) }  (21.20) 
he7t 

où K (h) mesure la longuetir de description de h, et K (Sm lh) mesure la longuetir de description 
des données Sm en utilisant l 'hypothèse h (la théorie) potLr les coder. 

2.1.4 Conclusion partielle 

Doit-on conclure des résultats qui précèdent qu'il faut toujours mieux choisir une hypothèse 
succincte pour rendre compte de données ? La réponse est non. Plusieurs études se voulant pro
vocatrices ont d'ailleurs montré qu'une hypothèse succincte pouvait se révéler moins performante 
qu'une hypothèse aussi bonne sur les données d'apprentissage, mais plus complexe. De fait, la 
préférence pour la simplicité des hypothèses s'assimile à un biais a priori, qui peut, ou non, être 
approprié. Pourquoi alors est-ce un biais naturel chez les êtres humains et que l'on trouve souvent 
satisfaisant? 

La réponse à cette question comporte au moins deux volets. Le premier est qu'à côté du pouvoir 
prédictif d'une hypothèse ou d'une théorie, nous recherchons sou vent son caractère explicatif et 
donc compréhensible. Une hypothèse s'accordant parfaitement aux données, mais compliquée, 
est souvent moins satisfaisante qu'une hypothèse moins parfaite mais intelligible. À partir du 
moment où l'on parle d'intelligibilité, il faudrait aussi faire intervenir le reste des connaissances 
préalables dans lesquelles s'inscrit la nouvelle connaissance apprise. Les théorèmes de compression 
ne disent évidemment rien sur cet aspect des choses. 

Le deuxième volet nous ramène au sens profond des théorèmes de pertinence du principe 
ERM. Pourquoi en effet une hypothèse simple serait meilleure en prédiction qu'une hypothèse 
plus complexe s'accordant aussi bien aux données?  Rien dans les théorèmes de Vapnik ne permet 
de l'expliquer. Rien, sauf ceci. Que la classe des hypothèses simples à exprimer dans un langage, 
dans tout langage, est forcément restreinte, quel que soit le langage utilisé. Si donc l'on trouve 
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une hypothèse « simple » qui s'accorde bien aux données d'apprentissage, c'est que, dans un 
espace H limité, on a trouvé une bonne hypothèse au sens du risque empirique. Les théorèmes 
de Vapnik, qui prennent en compte la richesse de l'espace des hypothèses, affirment alors que 
la probabilité est grande que cette hypothèse se comporte bien à l'avenir. La simplicité d'une 
hypothèse est relative au langage utilisé pour l'exprimer, mais ce qui compte vraiment c'est la 
richesse de la classe des hypothèses à laquelle elle appartient. Si par chance on trouve une bonne 
hypothèse dans une classe restreinte, alors l'espoir est grand qu'elle soit bonne en général. C'est 
ce que Judea Pearl avait déjà remarqué dans un article de 1978 [Pea78] injustement oublié et qui 
préemptait bien des travaux ultérieurs sur ce sujet. 

2.2  La théorie de la régularisation 

Nous avons vu que l'analyse du problème de l'induction montre que le principe naïf de mini
misation du risque empirique (ERM) est insuffisant et qu'il faut l'amender pour tenir compte de 
la « capacité » de l'espace d'hypothèses H à décrire des fonctions quelconques. La théorie de la 
régularisation prescrit le même remède mais en partant d'un souci différent. 

D'abord, il faut noter que l 'induction d'une fonction f à partir d'un échantillon S de données 
en nombre limité peut être vue comme un problème inverse. Le problème direct correspondrait 
à chercher l'image inconnue u; d'une valeur xi par une fonction f connue. C'est généralement 
un problème simple. Le problème inverse consiste à chercher une fonction f inconnue qui rende 
compte des couples de valeurs S = {z1  = (x1 , u1) ,  .. ., Zm = (xm , 'Um )} .  Il s'agit, selon les mathé
maticiens, d'un problème mal posé. Rappelons qu'un problème bien posé (au sens de Hadamard) 
présente les propriétés suivantes : 

1 .  Existence : pour toute fonction cible f ayant engendré les données, il existe une fonction h 
dans l'espace H de fonctions considéré solution du problème inverse. 

2. Unicité : la solution h est unique. 

3. Continuité : la solution h dépend continùment de f . 
L'induction est un problème mal posé dans la. mesure où la solution obtenue par minimisation 

du risque empirique n'est en général pas unique. Par exemple, il existe une infinité de polynômes 
(de degré suffisamment grand) passant par un nombre fixe de points, et annulant donc le risque 
empirique (mesuré par exemple par un écart quadratique) (voir figure 21 .1) .  Il peut également être 
mal posé dans le cas où les données sont bruitées ou engendrées par un mécanisme si complexe 
que la classe 1-{ des hypothèses ne permet pas de trouver une fonction rendant parfaitement 
compte des données (non existence). 

La théorie de la régularisation, initiée par Tikhonov et Arsenin (1977) et développée en par
ticulier par Poggio et Girosi [GJP95j dans le cadre de l'apprentissage, consiste à transformer le 
problème de l'induction en un problème bien posé (et si possible facile à résoudre effectivement) 
en utilisant des connaissances a priori pour contraindre l'espace des hypothèses. 

2.2.1 Le principe général 

La théorie de la régularisation suggère de transformer le problème mal posé de la recherche 
d'une hypothèse h rendant compte des données d'apprentissage S en un problème de recherche 
d'une hypothèse h soumise à des contraintes additionnelles, c'est-à-dire : 

1 .  minimisant le risque empirique RE,r.p (h) ; 

2 .  et soumis à une contrainte éf>(f) s; J-l où if> est une fonctionnelle incorporant des connais
sances a, priori sur la solution recherchée et /.L est un paramètre. 
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Sous des conditions assez larges sur <I>,  il est possible de montrer que la solution au problème 
de minimisation ci-dessus existe, est unique et dépend continûment des données. 

La question est alors de savoir quelle forme de connaissance a priori, tradtâte par la fonction
nelle <I>, il fa'ut imposer? 

Intuitivement, l'idée est encore une fois de contraindre l'espace des hypothèses en pénalisant 
la classe des hypothèses si complexes qu'elles peuvent s'accorder à n'importe quel échantillon de 
données de taille m. Deux approches sont utilisées : 

1 .  L'approche paramétrique dans laquelle on cherche à contraindre le nombre de paramètres 
des hypothèses. Par exemple, on cherchera des réseaux connexionnistes à petit nombre de 
connexions. 

2 .  L'approche non paramétriq'Ue qui caractérise la complexité d'une fonction hypothèse h par 
une mesure de sa dynamique dans le domaine fréquentiel. On parle alors de la régularité 
de la fonction (le terme anglais utilisé est smoothness). En un sens, il s'agit de préférer 
les fonctions les plus « lisses » parmi toutes celles qui rendent compte des données (par 
exemple, dans le cas des polynômes, on favorisera les polynômes de degré plus faible). 

2.2.2 La méthode des multiplicateurs de Lagrange 

La. minimisation des problèmes sous contrainte du type : {minimiser une fonctionnelle : F (h) 
sous la contrainte : G(h) :::; µ 

se résout en faisant appel à la méthode des multiplicateurs de Lagrange. 
On construit d'abord le problème d'optimisation sous-contraint : 

RReg(h) = F (h) + À G(h) 

(21.21) 

(21.22) 

où À est un paramètre portant le nom de multiplicateur de Lagrange. Le point selle de cette 
fonctionnelle fournit alors la solution du problème cl 'optimisation. La fonctionnelle doit être 
minimisée en fonction de h et maximisée en fonction de À. 

La solution canonique du problème d'optimisation ci-dessus passe par deux étapes : 

l .  Pour chaque valeur de À > 0, trouver le minimum m(>.) du problème sous-contraint (21.22) 

2. Trouver la valeur À =  ,\ pour laquelle : G(rn(À)) = µ. 
Le minimum du problème contraint est : m(5.) .  

2.2.3 Le réglage du poids de la  pénalisation 

Cependant, on applique généralement la théorie de la régularisation différemment. On choisit 
une fonctionnelle de pénalisation G(h) correspondant à des connaissances a priori sur les hypo
thèses souhaitables, et compatible avec les techniques efficaces d'optimisation. On cherche alors 
une hypothèse h minimisant : 

RReg(h) = REmp (h) + À G(h) (21 .23) 

À agit comme un paramètre de contrôle permettant de régler le compromis entre la fidélité 
aux données d'apprentissage mesurée par le premier terme de l'équation, et la régularité de la 
solution h mesurée par le second terme. Cela définit un nouveau principe inductif : choisir une 
hypothèse h minimisant le risque pénalisé. 
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Normalement, tant la fonctionnelle de pénalisation G que le paramètre ,\ devraient traduire des 
connaissances a priori, c'est-à-dire externes aux données d'apprentissage. Cependant, en général, 
il est difficile d'avoir suffisamment d'informa.tion a priori sur la. bonne classe d'hypothèses, et l'on 
ajuste clone également en partie le terme de pénalisation, ce qui permet de corriger une mauvaise 
estimation a priori mais constitue aussi une erreur en terme d'induction. On risque en effet à 
nouveau un phénomène de surapprentissage. Le plus souvent, la fonctionnelle G est choisie a 
priori, tandis que le paramètre .À est ajusté en fonction des données d'apprentissage. 

Une procédure classique consiste à sélectionner plusieurs classes d'hypothèses (ou plusieurs 
valeurs du paramètre de contrôle ..\) et à. réaliser l'apprentissage dans chacune des classes. On 
sélectionne alors la classe (ou la valeur de ..\) qui minimise le risque mesuré sur l'échantillon de test. 
Il faut cependant être conscient que le risque mesuré sur l'échantillon de test est nécessairement 
optimiste, puisque cet échantillon est juge et partie, ayant servi à la fois à estimer les performances 
des classes de modèles et à en sélectionner une. Pour obtenir une estimation non biaisée du risque 
réel, il faut clone avoir recours à un échantillon de données n'ayant servi ni à ) 'apprentissage, ni 
au test. Ce troisième type d'échantillon est appelé échantillon de validation. 

2.2.4 Applications de la méthode de régularisation 

Le principe de régularisation a été employé pour justifier, souvent a posteriori, des méthodes 
visant à contrôler l'application du principe de minimisation du risque empirique dont la ten
dance au surapprentissage était connue des praticiens. Nous évoquons rapidement ici certaines 
de ces méthodes renvoyant le lecteur à des ouvrages spécialisés pour plus de détails (par exemple 
[Bis95I ) .  

• Pénalisation des poids dans tm réseau connexionniste ( weight decay) . Cette méthode consiste 
à pénaliser les réseaux connexionnistes dont les poids des connexions sont élevés. Il faut en 
effet des poids importants pour qu'un réseau puisse présenter une forte dynamique apte 
à s'adapter à n'importe quel échantillon de données. Le terme de régularisation est de la 
forme : 

connexions .i 
w� J 

• Règle d'arrêt avant terme (early stopping rule) . Cette méthode est appropriée clans le cadre de 
l'apprentissage par optimisation itérative du risque telle qu'elle s'effectue dans les réseaux 
connexionnistes, et en particulier les perceptrons multicouches. Elle consiste à stopper le 
processus d'optimisation avant qu'il y ait convergence vers l'optimum local. La justification 
invoquée est que le nombre effectif de degrés de liberté du réseau s'accroîtrait au fur et à 
mesure de l'apprentissage. En le stoppant avant terme, on éviterait l'obtention d'un modèle 
trop complexe. 

• Apprentissage avec bruit. Son principe est de bruiter les données d'apprentissage durant l'ap
prentissage (éventuellement en les bruitant différemment à chaque passe). Intuitivement, il 
s'agit de rendre plus difficile l'obtention d'un modèle suffisamment complexe pour s'accorder 
aux données d'apprentissage. On espère ainsi que l'apprentissage résultera clans un modèle 
rendant compte des régularités profondes plutôt que des détails. [Bis95] (pp.346-349) montre 
que l'on peut effectivement exhiber une procédure de régularisation équivalente, ce qui jus
tifie l'approche. 

2.3 L'analyse bayésienne et le point de vue de la régularisation 

0 n peut définir pour chaque modèle, c'est-à-dire pour chaque classe d'hypothèses Hi, sa densité 
de probabilité a priori : P?-t ( - ) définie sur l'ensemble des échantillons d'apprentissage possibles S. ,, 
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Chapitre 21 Analyse de l'induction approfondissements et ouvertures 

Les classes d'hypothèses les plus spécifiques (souvent caractérisées par peu de paramètres ou par 
des paramètres à domaine de validité limité) sont associées à des densités de probabilité nulles 
ou quasi nulles sur une grande partie de l'espace des échantillons, mais sont en revanche bien 
adaptées pour des régions étroites de cet espace. Par contraste, les modèles très versatiles peuvent 
représenter une large région de l'espace des échantillons. Lorsque l'on normalise ces densités de 
probabilité, on obtient ainsi une figure telle que 21.6, dans laquelle la classe d'hypothèses H3 est 
supposée plus spécifique, et donc moins riche en possibilité de description, donc moins complexe, 
que les classes 'H2 (de complexité intermédiaire) ou 'H1 de plus grande complexité. 

� 
:0 Cil .0 e a. 
Q) -c 
� 
ëii c: Q) 0 

1 
1 
1 

/' . ._ 1 

,. ' � / �_,._ .,_,._.,. - �f 
So 

p(SIHa) 

p(S IH2)  
"" p(S l 1i 1 )  - -

'- ' • >-. • 
s 

FIG. 21..6: Sélection de modèle par l'approche bayésienne. On considère trois classes de modèles 
'H1 , 'H2 et 'H3. Pour chacun d 'entre eux on a représenté la probabilité a posteriori 
des jeux de données S possibles. Pour un jett de données partictûier So, on détermine 
alors sa probabilité a posteriori pour les trois modèles. Ici, c 'est le modèle de complexité 
intermédiaire qui l'emporte. 

La probabilité des hypothèses après observation de l'échantillon d'apprentissage S est donnée 
par la formule : 

p(Sjhj ) Px,(hj) 

p(S) 
(21.24) 

dans laquelle on souligne l'appartenance d'une hypothèse hj à une classes d'hypothèses Hi· 

Pour un échantillon de données particulier, disons S0, on peut ainsi calculer la probabilité a 
posteriori de chaque classe d'hypothèses. Dans le cas de la figure 21.6 et pour le jeu de données 
So, c'est la classe d'hypothèses 'H2 qui fournit l'hypothèse la plus probable a posteriori. Sans 
qu'il soit facile de le démontrer, en moyenne sur les échantillons d'apprentissage S, ce sont les 
classes d 'hypothèses de pouvoir explicatif intermédiaire qui sont les meilleures. Celles qui sont 
très simples ayant par nature un domaine de validité étroit, et celles qui sont complexes étant 
en général dominées par des classes moins généralistes. 

L'approche bayésienne conduit ainsi naturellement à prendre en compte une certaine forme de 
complexité des classes d'hypothèses et est donc une forme de principe d'induction avec régulari
sation. 
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712 PARTIE 5 Au-delà de l'apprentissage supervisé 

2.4 La minimisation du risque structurel (SRM) 

Au terme de l'étude sur la cohérence du principe de minimisation du risque empirique, c'est
à-dire du lien entre le risque empirique minimal, le risque réel associé et le risque réel optimal, 
Vapnik et ses collègues ont obtenu des bornes, valables pour toute fonction cible et pour toute 
distribution des exemples, sous la forme générale (pour le cas du problème de classification) : 

(21.25) 

où d'Hd' la dimension de Vapnik-Chervonenkis, mesure la ca.pacité de l'espace d'hypothèses 1id· 

h?/ est l'hypothèse de risque empirique minimal dans l'espace 1id et iP est une fonction de la. 
taille de l'échantillon d'apprentissage m et de la dimension de Vapnik-Chervonenkis qui mesure 
un intervalle de confiance. On a une équation générale similaire pour le cas de la régression : 

(21 .26) 

Sur cette base, Vapnik propose un nouveau principe inductif baptisé principe de rninirnisation 
d'!t risque structurel (Structural Risk Minirnization : SRM) reposant sur deux idées (voir figure 
21 .  7). 

l. La capacité d'une classe d'hypothèses 1i va être mesurée par sa dimension de Vapnik
Chervonenkis d'H. Il est alors possible de définir une structure sur les classes d 'hypothèses2 

consistant en une séquence enchâssée de classes d'hypothèses 1id : 1i l Ç 1i2 Ç . . .  Ç 1id Ç 

. . . telle que chaque classe 1id est de dimension de Vapnik-Chervonenkis d'H0 finie avec : 
d'H, � d'H.2 � . . .  � d'Hd � . . .  

2 .  Le choix, par ERM, de la meilleure hypothèse h';/, et donc du meilleur espace d'hypothèses, 
se fait en sélectionnant l'espace Hd· qui offre la meilleure garantie de risque (selon les 
équations (21.25) et (21.26), soit plus précisément les équations (22.36) et (22.38)). Sous 
l'hypothèse que l'intervalle de confiance donné par ces équations est serré, on peut espérer 
ainsi obtenir une bonne approximation du risque réel associé aux hypothèses choisies, et 
donc pouvoir sélectionner la meilleure d'entre elles en connaissance de cause. 

Discussion 

De nombreuses variantes et implémentations de l'idée générale exposée ci-dessus ont été pro
posées et testées (voir par exemple [BBM96j, [KMNR95J pour une excellente étude comparative 
de plusieurs méthodes de sélection de modèles, [LZ96, Mei97, MM96, STBWA96, STBWA98, 
YB981 ) .  Le principe SRM et l'idée essentielle de pénalisation ou de régularisation peuvent être 
appliqués à de nombreuses classes de modèles ( e.g. fonctions polynomiales de degré variable, 
perceptrons multicouches, fonctions trigonométriques, fonctions de Fourier, etc.) ainsi qu'à des 
procédures d'apprentissage elles-mêmes ( e.g. le choix des conditions initiales d'un réseau de neu
rones, le choix du critère d'arrêt, etc. Une bonne revue figure dans [CM98J pp.115-119) .  Cela 
met en évidence deux points importants pour la mise en pratique de l'approche SRM. Premiè
rement, le choix de la classe de modèles n'est pas spécifié par le principe SRM et fait partie des 
choix résultant de connaissances a priori sur le domaine ou de biais subjectifs de l'expérimen
tateur. Deuxièmement, si la procédure d'apprentissage elle-même peut présenter des aspects qui 

2 Plus précisément sur les classes de fonctions de perte associées. Mais pour ne pas surcharger les concepts 

généraux, nous n'en tenons pas compte ici. Bien sûr, dans la pratique, il faudra faire attention à ce point (voir 
par exemple 1Vap95, V>�p98]). 
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Chapitre 21  Analyse de l'induction approfondissements et ouvertures 

Risque 

Optimum 

RJsque 
empirique 

H 

FIG. 21 .7:  Le principe SRM. 

introduisent des facteurs de régularisation, il n'est plus possible de ne considérer que la seule 
régularisation introduite par la dimension de Vapnik-Chervonenkis. Cela complique alors consi
dérablement l'estimation du bon facteur de régularisation, et explique les approches cherchant à 
déterminer celui-ci de manière empirique en fonction des conditions particulières d'apprentissage. 

Par ailleurs, il existe des critères théoriques sur les structures de classes d'hypothèses (H. 1 Ç 
H.2 Ç . . .  Ç rtd Ç . . .  ) dictant comment il faut régler la séquence dn1 :::; d'H2 :::; • • •  :::; d'Hd :::; . . .  
pour que la. convergence vers une bonne approximation de la fonction cible f soit rapide en 
fonction de l'indice d'Hd. Ce réglage dépend de la taille de l'échantillon d'apprentissage. L'idée 
principale est qu'au fur et à mesure qu'augmente la dimension d'Hd de l'espace cl 'hypothèse, il 
faut aussi augmenter la « régularité » (souvent mesurée par le degré de dérivabilité) des fonctions 
hypothèses. La conséquence est que si la fonction cible n'est pas très « régulière », il n'est pas 
possible de garantir une convergence rapide des espaces d'hypothèses rtd vers la fonction cible. 
Vapnik (dans [Vap95] pp.97-100) propose alors une idée intéressante d'approximation locale, 
en certains voisinages d'intérêts, de la fonction cible pour garantir une convergence rapide de 
la capacité d'approximation. Il s'agit là d'une idée très séduisante et qui mérite des travaux 
complémentaires. 

2.5  La marge comme mesure de capacité et outil de régularisation 

Le concept de marge est devenu ces dernières années un principe unificateur dans l'analyse 
de nombreuses techniques de classification binaire comme les séparateurs à vastes marges, mais 
aussi le boosting et les réseaux de neurones. En effet , la marge, ou niveau de confiance, est un 
outil central pour estimer la performance à venir d'un classifieur, plutôt que l'erreur empirique. 
C'est en faisant appel à cette notion qu'une explication de la résistance du boosting au sur
apprentissage a été avancée [SFBL98J. Ainsi, alors même que l'erreur empirique est annulée, 
l'augmentation du nombre cl 'étapes de boosting accroît la marge entre les exemples des deux 
classes, ce qui resserre le lien entre risque empirique, ici devenu nul, et risque réel (voir chapitre 
17). 

Plus formellement, ce concept est issu cl 'une longue démarche. Comme nous l'avons vu, le 
problème est cl 'établir un lien entre le risque empirique, mesuré sur l'ensemble d'apprentissage 
(supposé i.i.d.), et le risque réel ou espérance de risque. Pour cela, il faut faire intervenir des 
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714 PARTIE 5 Au-delà de l'apprentissage supervisé 

FIG. 21.8: Séparatrice linéaire de marge maximale entre les points d 'apprentissage de deux 
classes. 

caractéristiques de l'espace des hypothèses envisagées. La dimension de Vapnik-Chervonenkis, 
comme mesure du pouvoir discriminant d'un ensemble d'hypothèses, permet un tel lien. Cepen
dant, il est assez grossier ca.r il s'a.pplique à des fonctions binaires et ne prend pas en compte la 
sensibilité des fonctions sous-jacentes. Par exemple, une fonction de décision binaire peut être 
obtenue par seuillage d'une fonction à valeur réelle : Te (h) qui prend la valeur 1 si h prend une 
valeur de sortie ;?: B et 0 ou -1 sinon. C 'est pourquoi Vapnik en 1979 a introduit la marge comme 
facteur caractérisant la sensibilité des fonctions sous-jacentes, obtenant ainsi de nouvelles bornes 
liant les risques empiriques et réels. Cette analyse supposait néanmoins que tous les points, y 
compris les points test, soient du bon côté de la marge, ce qui rendait les résultats irréalistes. 

Ceci a alors motivé l'introduction cl 'une analyse des fonctions à valeurs réelles sensibles à 
une granularité d'intérêt (scale sensitive), à savoir la fat-shattering dimension et les nombres de 
couverture. Cette nouvelle analyse plus précise conduit, dans le cas des fonctions de classification 
binaire, à la prise en compte de la marge dans les bornes obtenues. 

Ainsi, pour des fonctions h E 7-i à valeur réelle et définies sur une boule de X de rayon R, il 
existe une consta.nte c telle que pour toute distribution de probabilité sur X, toute marge p et 
pour toute fonction h de marge au moins p sur un tirage de m exemples d'apprentissage, on a 
avec une probabilité supérieure à 1 - 8 : 

RR.ée1 (h) 
c (R2 2 ( m )  ( 1 )) - - log - + log -

rn p2 p 8 

La leçon générale à retenir est qu'il faut essayer d'avoir une erreur empirique faible tout en 
maintenant la marge la plus grande possible. Dans le cas des fonctions de décision linéaire, comme 
les séparateurs à vastes marges (chapitre 14), il faut chercher à maximiser la marge tout en ayant 
le moins de d'exemples d'apprentissage possibles qui ne soient pas du bon côté de la marge. 
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Chapitre 21  Analyse de l'induction approfondissements et ouvertures 

3. Prise en compte de l'algorithme d'apprentissage dans la théorie 

L'étude du principe inductif par minimisation du risque empirique conduite dans les sections 
précédentes mettait entièrement l'accent sur l'espace des hypothèses 1-i utilisé. L'idée était de 
mener une étude en convergence uniforme, c'est-à-dire de borner la distance entre RRéeI (h) et 
REmp(h) pour toute hypothèse h E 1-i simultanément. En revanche, l'algorithme d'apprentissage 
n'était pas vraiment pris en compte. Il était supposé capable de trouver miraculeusement la 
meilleure hypothèse Îis E 1-i selon le critère inductif choisi en fonction de l'échantillon S fourni. 

Un certain nombre d'analyses récentes prennent en compte le comportement de l 'algorithme 
d 'apprentissage sur les données disponibles pour calculer la distance entre RRéeI(h) et REmp(h), 

sans faire appel à une caractérisation de l'espace des hypothèses 1-i. Parmi ces approches figurent : 
• L'analyse par compression de l'échantillon d'apprentissage. 
• Le cadre de la fonction de félicité ( ltickiness framework). 
• L'analyse par stabilité du risque empirique. 

Par ailleurs, d'autres propriétés de l'algorithme d'apprentissage ont été considérées. Par exemple : 
• La complexité calculatoire de l'apprentissage dans la première approche PAC. 
• Le fait que l'algorithme d'apprentissage ne parvient pas nécessairement à identifier la meilleure 

hypothèse Îis selon le critère inductif, ce qui introduit donc un terme d'erreur supplémen
taire. 

• La variation du taux de couverture des hypothèses dans l'apprentissage de concept et l'im
pact de phénomène de transition de phase sur l'apprentissage quand celui-ci est guidé par 
le gradient du taux de couverture. 

Cette section décrit rapidement ces cadres d'analyse. La plupart d'entre eux sont l'objet de 
recherches actives. 

3.1  Sélection de modèle à partir des données (the luckiness framework) 

L'étude de l'induction par minimisation du risque empirique s'est concentrée sur une analyse 
de la convergence uniforme du risque empirique vers le risque réel pour un espace d'hypothèses 
1-i. Les bornes de généralisation obtenues expriment la probabilité que l'hypothèse minimisant le 
risque empirique ait un risque réel proche de ce risque empirique, ce qui, en vertu de la conver
gence uniforme, permet de supposer qu'elle n'est pas loin de minimiser le risque réel. L'intérêt 
de cette analyse est qu'elle s 'applique à tout algorithme d 'apprentis.sage et à toute distribution 
possible des données. L'inconvénient est qu'elle conduit à des bornes très larges, généralement 
très éloignées des comportements de convergence observés expérimentalement. Au prix de devoir 
faire quelques hypothèses supplémentaires sur le monde et sur l'algorithme d'apprentissage, on 
aimerait pouvoir obtenir des bornes de généralisation plus adaptées aux situations effectivement 
rencontrées. Ces informations supplémentaires peuvent se décliner en : 

• Informations .sur les données. L'échantillon de données d'apprentissage fournit en effet des 
informations sur la distribution effective Pxy· 

• Informations sur l'algorithme d 'apprentis.sage. En effet, d'une part l'algorithme d'apprentis
sage peut ne pas implémenter exactement la minimisation du risque empirique, soit parce 
que l'optimisation n'est pas parfaite, soit parce que l 'algorithme cherche le minimum d'un 
risque régularisé. D'autre part, l'algorithme peut chercher des régularités dans le monde plus 
ou moins adaptées aux données. 

L'une des motivations pour chercher un nouveau cadre d'analyse a été la mise au point des 
Séparateurs à Vastes Marges (Support Vector Machines) (SVM, voir chapitres 9 et 14). Ces mé-
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716 PARTIE 5 A u-delà de l'apprentissage supervisé 

thodes exhibent en effet souvent de très bonnes performances en généralisation alors même que la 
dimension de Vapnik-Chervonenkis de l'espace des hypothèses associé est très grande, voire infi
nie. Vapnik [Vap98] avait cru pouvoir justifier ces très bonnes performances par la mise en œuvre 
automatique d'une minimisation du risque structurel (SRM). En effet, les fonctions séparatrices 
des données de plus grande marge ont une dimension de Vapnik-Chervonenkis inférieure à des 
fonctions séparant les données avec une marge plus faible. Cependant, le SRM n'est applicable 
que dans la mesure où la stratification des espaces d'hypothèses est déterminée a priori, indé
pendamment des données. Or la notion de marge est entièrement dépendante d'un échantillon 
de données fixé. La minimisation du risque structurel ne peut donc pas être invoquée. Comment 
alors expliquer le bon fonctionnement des SVM ? 

Plusieurs stratégies ont été proposées pour mieux rendre compte des performances effectives 
des algorithmes d'apprentissage. Parmi elles, la compression de Littlestone et Warmuth [LW86], 
le concept de stabilité algorithmique de Bousquet et Elisseeff [BE02], et le cadre de la fonction 
de félicité (ltickiness framework) ,  du à Shawe-Taylor et al. [STBWA98], puis étendu au cadre 
de la fonction de félicité algorithmiqtie par Herbrich et Williamson [HW02]. Nous décrivons 
succinctement le cadre de la fonction de félicité algorithmique dans la suite. 

L'idée est, comme pour la minimisation du risque structurel, de stratifier l'espace des hypo
thèses en sous-espaces de capacité croissante, mesurée par un nombre de couverture. Dans le 
nouveau cadre, la stratification est cependant définie a posteriori, après observation de données 
d'apprentissage, et en tenant compte des hypothèses qui peuvent être considérées par l'algo
rithme d'apprentissage utilisé A. L'espoir est que nous serons chanceux et que la fonction cible 
apparaîtra parmi les premiers espaces d'hypothèses de la stratification. 

Définition 21.5 (Fonction de félicité algorithmique) 

Une fonction de félicité L associe un réel à un couple (algorithme d'apprentissage, échantillon de 
données) : A x S __. JR. 

Plus grande est la valeur de la fonction de félicité, plus élevée est la probabilité que l'algorithme 
A se comporte bien sur la distribution de données dont est issu l'échantillon S par un tirage i.i.d . .  

Le principe de l'analyse est d'ordonner, sur le critère de la fonction de félicité, les hypothèses 
qui peuvent être apprises à partir de l'échantillon d'apprentissage. Il est alors possible de com
parer le nombre de projections des hypothèses apprenables sur les donnés d'apprentissage au 
nombre maximum d'étiquetages possibles (voir les nombres de couverture plus haut). Comme, 
pour l'analyse basée sur la dimension de Va.pnik-Chervonenkis, si ce nombre est inférieur au 
nombre maximal, il existe une forte probabilité que ce que l'algorithme A a appris à partir de 
l'échantillon d'apprentissage S soit, de fait, une bonne hypothèse. Les détails de la démonstration, 
très technique, peuvent être trouvés en particulier dans [HV•/02, MP03]. 

Si la fonction de félicité choisie est « correcte », les bornes calculées sont valides et sont beau
coup plus étroites que les bornes obtenues par l'analyse classique indépendante des données. 
Cette fonction de félicité (qui inclue des contraintes telles que la régularité des hypothèses pro
duites ou bien l'ampleur des marges séparatrices pour les classifieurs linéaires) n'est cependant 
pas facile à déterminer en pratique. Sa définition est en fait plus ou moins équivalente à la déter
mination d'une bonne distribution a priori dans les méthodes bayésiennes, qui est notoirement 
un problème difficile. 

Pour les bayésiens, l'idée est de définir a priori une distribution de probabilité sur l'espace des 
hypothèses 1t en favorisant les hypothèses dont on « parie » qu'elles auront une erreur faible. 
On peut alors obtenir des bornes d'erreur plus précises si ces hypothèses sont effectivement les 
meilleures sur les données, au prix d'avoir des bornes moins précises sinon. 
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Chapitre 21 Analyse de l'induction approfondissements et ouvertures 

3.2 Analyse par la capacité à comprimer l'échantillon d'apprentissage 

L'idée de base de ce type d'analyse est de regarder quelle proportion d'exemples, tirés d'un 
échantillon d'apprentissage S de taille rn lui même issu d'un tirage i.i.d . , aurait permis à l'al
gorithme d'apprentissage considéré d'obtenir la même hypothèse finale. Éventuellement, l'ordre 
des exemples pourra être pris en compte s'il s'agit d'un apprentissage en ligne. 

Ainsi, par exemple, l 'algorithme du Perceptron (voir chapitre 9) n 'utilise que les exemples 
qui permettent d'adapter ses coefficients. Les autres exemples sont inutiles et ne changent pas 
le résultat de l'apprentissage.  De même, les Séparateurs à Vastes Marges n'utilisent que les 
exemples critiques ou encore exemples support pour déterminer la séparatrice entre les deux 
classes d'exemples (voir figure 21 .8 et le chapitre 14). Dans les deux cas, l'algorithme d'appren
tissage aurait pu n'observer que m' � m exemples d'apprentissage pour calculer son hypothèse 
finale. 

Intuitivement, cela signifie que l'algorithme d'apprentissage avait un biais a priori bien « ali
gné » avec les données d'apprentissage, et correspondant de fait à une classe d'hypothèses res
treinte. Il n 'est pas étonnant alors que le risque empirique mesuré soit représentatif du risque 
réel. 

Une analyse assez simple (voir par exemple [Her02J, pp.176-182) conduit à des bornes du type : 

1n Jln( (;,:', ) m' ! ) + 2 ln( m )  + ln ( t ) 
RRéeJ(h) < REmp (h) + · ( ) m - m' 2 m - m' 

(21.27) 

On notera. que cette borne est d'autant plus serrée que m' est petit. En fait, les bornes obtenues 
deviennent meilleures que celles dues à une analyse en convergence uniforme lorsque m' < m/2. 

Une remarque plus essentielle est que cette borne ne prend pas en compte l'espace 1-i, par 
exemple sa taille 1 1-fl ou sa dimension de Vapnik-Cervonenkis d?-t· En un certain sens, le rai
sonnement est similaire à celui de l'analyse par la fonction de félicité, mais le raisonnement 
est beaucoup plus simple et ne nécessite pas la mise en œuvre d'une convergence uniforme sur 
l'espace des versions V1t (S) (l'ensemble des hypothèses de risque empirique nul) impliquant des 
difficultés techniques telles que l'introduction d'une régularité probable. 

3.3 Les analyses par stabilité du risque empirique 

À côté des analyses mettant en jeu des convergences uniformes sur 1-i, de celles estimant la 
complexité de l'espace de recherche (par exemple à l'aide du nombre de couverture) et de celles 
utilisant des informations a posteriori, comme l'analyse de la félicité ou celle de la compression, 
une autre approche s'appuie sur la propriété de stabilité des algorithmes d'apprentissage. 

L'idée sous-jacente est toujours celle du théorème de la limite centrale et de ses dérivées 
puissantes appelées « inégalités de concentration » selon laquelle une variable aléatoire dépendant, 
de manière « douce », de nombreuses variables indépendantes, mais pas trop de chacv,ne d'elles, 
est essentiellement constante (et, très probablement, proche de son espérance). Déclinée dans 
le contexte de l'apprentissage et du principe de minimisation du risque empirique, la variable 
aléatoire d'intérêt correspond à la différence entre le risque empirique de l'hypothèse h retournée 
par l'algorithme d'apprentissage et son risque réel. Il peut être montré que si l'écart entre les 
deux risques est à peu près constant, alors cet écart est nul . 

Plus précisément, un algorithme est uniformément f3 stable si l'omission cl 'un seul exemple de 
l 'échantillon d'apprentissage ne change pas la perte de l 'hypothèse apprise sur n'importe quel 
point de X x Y : f(fis (x) , y) de plus que f3 et cela quel que soit l'échantillon d'apprentissage S. En 
notant /3m le terme f3 considéré comme une fonction de la taille de l'échantillon d 'apprentissage , 
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718 PARTIE 5 Au-delà de l'apprentissage supervisé 

on dira qu'un algorithme d'apprentissage est stable si la valeur de /3m décroît en l/m. Cela signifie 
qu'a.ucun exemple ne peut avoir une influence supérieure aux autres. 

L'apprentissage par plus proches voisins, qui consiste à conserver en mémoire les exemples 
d'apprentissage et à décider de l 'étiquette de nouveaux exemples sur la base de l'étiquette de leurs 

plus proches voisins est typiquement un algorithme sta.ble. Il s'agit cependant d'une condition 
assez forte qui exclue notamment que des exemples aberrants ( outliers) puissent jouer une rôle 
supérieur aux autres exemples. 

Les algorithmes stables ont la propriété que le risque empirique de l'hypothèse apprise est très 
proche du risque leave-one-out (voir cha.pitre 3) qui est un estimateur non biaisé du risque réel. 
On peut interpréter ceci comme le fait que les algorithmes stables n'explorent pas l'ensemble de 
toutes les fonctions possibles de 1-f.., mais seulement un sous-espace, ce qui revient à une sorte de 
régularisation. Pour être stable, ces algorithmes compensent les erreurs inévitables commises sur 
certains points d'apprentissage par une plus grande régularité des hypothèses apprises. 

En conséquence, les bornes de généralisation ne mentionnent plus des caractéristiques de l'es
pace Ji ,  mais le degré de stabilité de l'algorithme considéré. Les détails de cette élégante analyse 
peuvent se trouver en particulier dans IBE02 I et dans 1Her02]. 

Notons cependant que l'existence d'un algorithme stable ne signifie pas qu'il s'agit d'un bon 
algorithme d'apprentissage, mais seulement que le risque empirique de l'hypothèse retournée est 
représentatif de son risque réel. A la limite, un algorithme renvoyant la même fonction constante 
quel que soit l 'échantillon d'apprentissage est maximalement stable ; il est aussi maximalement 
stupide. 

L'analyse de l'influence d'un exemple d'apprentissage sur la stabilité de l'apprentissage n'est 
qu 'un exemple du type d'analyse plus général consistant à étudier comment l'hypothèse produite 
par un algorithme change en fonction de perturbations des paramètres en jeu. 

3.4 Sélection de modèle et complexité calculatoire 

Dans tout ce qui précède sur l'analyse de l'induction, nous n'avons pris en compte que l'ex
pressivité des espaces d'hypothèses considérés. Or, dans les travaux pionniers de Leslie Valiant 
( 1949-. . .  ) 1Val84, PV88I, à partir de 1984, celui-ci prenait également en compte la difficulté cal
culatoire à trouver une bonne hypothèse dans un espace d'hypothèses donné. Nous renvoyons le 
lecteur au chapitre 21 pour une description plus détaillée du « modèle de Valiant ». Notons que 
cette notion de complexité calculatoire peut avoir un impact sur la sélection de modèle comme 
il a été montré récemment. 

C'est ainsi que par exemple [BDEL03j ont montré que des échantillons de données d'appren
tissage peuvent être très difficiles à apprendre en explorant un espace d'hypothèses H1 (e.g. 
hyperrectangles) alors qu'elles sont très faciles à apprendre en explorant un autre espace H2 ( e.g. 

boules). Plus précisément, alors qu'il est très coüteux de trouver une hypothèse proche de la 
meilleure hypothèse possible dans 1-f..1 ,  cela peut être très facile dans H2.  Dans ce cas, le choix de 
l 'espace des hypothèses ne doit pas seulement prendre en compte les caractéristiques intrinsèques 
de l'espace des hypothèses, en particulier sa capacité, quelle qu'en soit la mesure, mais a.ussi la . 
difficulté du problème d'optimisation dans cet espace, étant donnés les données et l'algorithme 
d'apprentissage. 

3.5 Erreur induite par les imperfections de l'algorithme de recherche dans 1-{ 

L'ana.lyse classique des algorithmes d'apprentissage pa.r rn inimisation du risque empirique fait 
intervenir les facteurs suivants : la fonction optimale de Bayes f (x) = Argminy JE[C(y, y) lx], la 
fonction optimale h* E 1-f.. ,  la fonction de Ji minimisant le risque empirique : Îis . 
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Chapitre 21 Analyse de l'induction approfondissements et ouvertures 

L'erreur de biais est due au fait que généralement h* =f f à cause du choix de H qui souvent 
n'inclue pas f.  L'erreur d 'approximation vient de ce que la fonction hs minimisant le risque 
empirique est une variable aléatoire dépendant du tirage de l 'échantillon d'apprentissage S et 
n'a. pas de raison de coïncider avec h*. 

Cependant, cette analyse suppose que l'algorithme identifie hs miraculeusement. De fait , la 
recherche de hs implique une exploration de 1t qui peut être coüteuse. Si les contraintes de 
temps ne permettent pas d'identifier hs, alors l'algorithme retourne une hypothèse hs qui peut 
être différente de hs. La différence lEs [RRée1(hs) - RRée1(Ïis )J, où l'espérance est prise sur choix 

aléatoire de l 'échantillon d'apprent issage S, est appelée erre·ur d 'optimisation. On voit qu'encore 
une fois, les propriétés de l'algorithme d'apprentissage interviennent dans sa. performance. 

Une idée avancée par Bottou [1 965-.. ] et Bousquet [1975- .. J, [BB08J, est qu'il est intéressant de 
prendre en compte cette erreur d'optimisation pour distinguer deux régimes possibles d'appren
tissage : 

• Le régime petite échelle dans lequel l'apprentissage est principalement contraint par le 
nombre d'exemples d'apprentissage disponibles. Dans ce cas, le temps calcul n'étant pas 
le facteur limitant, on peut ignorer l 'erreur d'optimisation. 

• Le régime grande échelle, caractéristique par exemple de l'apprentissage en-ligne à partir 
de flux de données, dans lequel le facteur limitant à chaque instant est le coût calculatoire. 
Dans ce cas, il peut être plus judicieux de ne pa,<; dépenser trop de ressources à diminuer 

l'erreur d'optimisation au détriment de la. prise en compte d'exemples d'apprentissa.ge. En 
effet, l'analyse de cas particuliers, tels que les algorithmes de descente de gradient, montre 
que l'on gagne davantage à prendre en compte l'information supplémentaire apportée par 
des exemples nouveaux qu'à trop essayer de réduire l'erreur d'optimisation. 

Ce type d'analyse est encore préliminaire mais mérite d'être développée. 

3.6 Induction guidée par gradient et phénomènes de transition de phase 

Les analyses décrites précédemment prennent en compte des propriétés générales sur l'espace 
des hypothèses 1t ou sur l'exploration de sous-espaces de 1t .  II est possible, tout en restant très 
général, cl 'aller plus loin et de prendre en compte des caractéristiques plus précises des algorithmes 
d'apprentissage. 

Par exemple, dans le cas de l'apprentissage de concept, c'est-à-dire de la classification bi
naire, la grande majorité des algorithmes opèrent par essais et erreurs en étant guidés par le 
gradient d'une fonction du risque empirique. Plus précisément, ces algorithmes cherchent des 
hypothèses qui étiquettent comme positif (presque) tous les exemples d'apprentissage positifs, et 
étiquettent comme négatif (presque tous) les exemples d'apprentissage négatifs. En un certain 
sens, ces algorithmes cherchent des hypothèses qui satisfont aux contraintes imposées par les 
exemples d'apprentissage. On peut donc les considérer comme des algorithmes de satisfaction de 
contraintes. Pour chaque couple (hypothèse, échantillon S), l'algorithme cherche si l'hypothèse 
est cohérente avec les exemples de S. Et tant que l'algorithme n'a pas trouvé une hypothèse 

satisfaisante, il continue cl 'explorer 1t. 

Dans le cas de l'apprentissage de concept, cet apprentissage se fait généralement par modifi
cation de l'hypothèse candidate en la généralisant ou en la spécialisa.nt (voir chapitre 4) grâ.ce 
à des opérateurs spécialisés. Les opérateurs permettant cl 'obtenir de meilleures hypothèses que 
l'hypothèse candidate sont utilisés et ainsi de suite. 

Malheureusement, depuis le début des années 1990, l'étude des problèmes de satisfaction de 
contraintes a montré que de nombreux problèmes sont sujet à une transition de phase, c'est-à-dire 
qu'en moyenne sur des problèmes tirés aléatoirement selon certains paramètres, les problèmes 
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720 PARTIE 5 Au-delà de l'apprentissage supervisé 

FIG. 21.9: Taux de couverfare des exemples par des hypothèses dans le cas de la programmation 
logiqne indv.ctive, ici en fonction de de1J,x para.mètres : m ,  le nombre de symboles de 
prédicats dans h, et L, le nombre total de constantes dans l'exemple. On voit que le 
tatix de cotivertitre passe brtitalement de 1 ù O. 

sont soit toujours satisfiables, soit quasiment jamais satisfiables. Dans le cadre de l'apprentissage 
de concept, des études empiriques stimulées par ces travaux, ont montré que ce phénomène de 
transition de phase se manifeste également pour des cadres cl 'apprentissage usuels, par exemple 
l'apprentissage d'hypothèses formulées en logique du premier ordre (chapitre 5) ou l'appren
tissage de grammaires (chapitre 7). En pratique, cela signifie que dans ces apprentissages, les 

hypothèses considérées par les algorithmes, soit étiquettent comme positifs (presque) tous les 
exemples, soit étiquettent comme négatifs (presque) tous les exemples. De ce fait, un algorithme 
explorant l'espace des hypothèses ne peut plus être guidé par gradient puisque toutes les hypo
thèses considérées autour d'une hypothèse candidate ont le même risque empirique. 

Ce phénomène qui explique un certain nombre d'échecs en apprentissage devrait être mieux 
compris par l'utilisation d'idées et de méthodes de la physique statistique qui ont porté leurs fruits 
dans le domaine des problèmes d'optimisation et de satisfaction de contraintes (voir [GSClOJ). 

4. Autres types d'analyses 

4.1 Analyse de la physique statistique 

L'analyse de Vapnik de l'induction par minimisation du risque empirique (ERM) à partir d'un 
échantillon aléatoire de m exemples conduit à des courbes d'erreur en généralisation bornées 
par O(dx/m) (dans le cas de la discrimination et d'une fonction cible appartenant à l'espace 
d'hypothèses 'H de dimension de Vapnik-Chervonenkis drt) ou par 0 ( d'H / m )  (clans le cas de la 
discrimination et d'une fonction cible n'a.ppartenant pas à 'H).  Rappelons que ces bornes, obtenues 
dans le cadre d'une analyse dans le pire cas, sont universelles : elles sont valables pour tout espace 
'H d'hypothèses, pour toute distribution de données et pour toute fonction cible. Par ailleurs, il 
a été montré que ces bornes sont essentiellement les meilleures possibles dans le pire cas, dans le 
sens où, pour tout espace 'H, il existe une distribution de données sur X pour laquelle la borne 
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inférieure sur l'erreur de généralisation est égale à la borne supérieure donnée ci-dessus. Dès 

lors, on pourrait croire que le comportement réel en généralisation des algorithmes d'induction 
est décrit soit par la. forme fonctionnelle d1-f. /m soit par J d1-f. /m. Il se trouve que l'on peut 
observer toute une variété de comportements ne correspondant pas à ces formes fonctionnelles. 
Ainsi, bien souvent, des erreurs en généralisation (risques réels) faibles sont obtenues pour des 
échantillons d'apprentissage beaucoup plus faibles que ceux prédits par la théorie (parfois même 
pour des échantillons de taille < d1-f. , c'est-à-dire pour lesquels aucune borne en généralisation 

n'est valide en théorie) . On observe également parfois des courbes d'apprentissage présentant de 
brutales transitions (voir la figure 21.10) réminiscentes des phénomènes de transitions de phase 
en physique. 

Risque empirique 
(erreur en apprentissage) 

Risque réel 
(erreur en généralisation) 

a 

FIG. 21.10: Un exemple de courbe d 'apprentissage présentant une transition brutale vers iine er
reur en généralisation nulle. On étudie donc les caractéristiques de l'espérance de 
risque en fonction du rapport O'. = m/N, rn étant le nombre d'exemples dans l 'échan
tillon d 'apprentissage et N le nombre de degrés de liberté gouvernant H (typiquement, 
le nombre de connexions dans un réseau de neurones, sans qu 'il soit établi que cela 
constitue des degrés de liberté indépendants). 

Plusieurs explications de ces phénomènes ont été proposées. Par exemple : 
• L'algorithme d'apprentissage (e.g. un réseau connexionniste) n'accéderait effectivement qu'à 

un sous-espace de l'espace des hypothèses H, dont la dimension de Vapnik-Chervonenkis se
rait inférieure à d1-f.. Il faudrait donc prendre en compte la dimension de Vapnik-Chervonenkis 
du sous-espace réellement exploré. Il y a là d'ailleurs une direction de recherche intéressante 
visant à prendre en compte la stratégie d'exploration de l'algorithme. 

• La distribution des données serait en général beaucoup plus favorable que la distribution 
la pire possible. Cela a motivé des travaux dédiés à l'étude de distributions particulières. 
Surtout, c'est là l'une des sources de l'excitation autour des séparateurs à vastes marges 
(voir chapitre 9 et plus généralement des méthodes à base de fonctions noyau. 

Afin d'ana.lyser ces phénomènes dont il semble difficile de rendre compte par l'approche de 

Vapnik, certains théoriciens ont eu recours à des méthodes issues de la. physique statistique. L'idée 
essentielle est de considérer l'espace H des hypothèses comme un ensemble d'états possibles d'un 
système (physique) soumis à la contrainte d'une séquence d'apprentissage donnée. À chaque état 
(hypothèse) peut être associée une énergie (risque empirique) . On cherche alors quelles sont les 
caractéristiques de cet espace d'états, et, en particulier, pour chaque état possible, la probabilité 
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de s'y retrouver après une exploration stochastique guidée par l'énergie. Ainsi, au lieu d'étudier le 
risque réel associé à la pire hypothèse minimisant le risque empirique, comme dans l'approche en 
pire cas, on étudie l'espérance du risque réel dans un espace d'hypothèses sous une distribution 
de probabilité reflétant la performance en apprentissage de chaque hypothèse. Il s'agit donc bien 
d'une analyse du principe inductif ERM, mais d'une analyse en cas moyen sur l'ensemble de 
l'espace d'hypothèses en supposant donnés un échantillon d'apprentissage S et une densité de 
pro habilité a priori sur 'H. 

L'étude de l'espérance de risque réel (équation (21.28)) 

E'H. (RRéez(h))  = ! RRéez(h) p(hlS) dh 
' hE 'H. 

(21.28) 

conduit à examiner la distribution de Gibbs sur l 'espace des hypothèses et son évolution en fonc

tion de l'échantillon d'apprentissage S. Cette grandeur dépend de l'échantillon d 'apprentissa.ge 
Sm (ce que les physiciens associent à un « désordre gelé » pour indiquer que le système a évolué 
sous la contrainte fixée posée par Sm) ·  Il est intéressant de chercher à s'affranchir de cette dépen
dance en étudiant l'espérance du risque réel moyennée sur tous les échantillons d'apprentissage : 

(21.29) 

Le problème est que le calcul de cette grandeur est en général très difficile. Il n'est résolu que pour 
des cas particuliers par l'emploi de méthodes encore mal maîtrisées. Deux idées sont essentielles 
pour aborder ce calcul : 

1. Ce qui est important, c'est une sorte de capacité associée à chaque degré de liberté de l'es
pace cl 'hypothèses. On étudie donc les caractéristiques de l'espérance de risque en fonction 
du rapport o: = m/N, m étant le nombre d'exemples dans l'échantillon d'apprentissage et 
N le nombre de degrés de liberté gouvernant 'H (typiquement, le nombre de connexions 
dans un réseau de neurones, sans qu'il soit établi que cela constitue des degrés de liberté 

indépendants). Lorsque l'on fait tendre m ->  oo en gardant a constant, on parle alors de li-
11iite thermodynamique. Les courbes d'apprentissage sont établies en examinant l'espérance 
de risque en fonction du rapport a. 

2. On espère que, comme en physique des verres de spin, les propriétés macroscopiques des 
systèmes cl 'apprentissage (par exemple leur risque réel) présentent des propriétés d' atdo
moyennage. Cela signifie que lorsque les contraintes (l'échantillon d'apprentissage) sont 
engendrées par une même distribution, les propriétés macroscopiques qui en découlent sont 
les mêmes et ne dépendent donc pas de la réalisation particulière d'un échantillon d 'ap
prentissage. Cela signifie, qu'à la limite de N _. oo ,  tous les échantillons cl 'apprentissage 
sont équivalents et l'on peut alors obtenir facilement des propriétés génériques des systèmes 
d'apprentissage . 

Du fait de la difficulté technique des méthodes de calcul mises en jeu et de leurs domaines de 
validité souvent restreints quand ils ne sont pas incertains, les résultats obtenus sont parcellaires. 
Nous n'entrerons pas ici dans leur détails. 

L'approche de la physique statistique qui cherche à étudier des propriétés typiques du principe 
ERivI plutôt que des bornes de confiance est potentiellement très intéressante, et ce d'autant plus 
qu'on peut également obtenir par ce biais des informations sur la dynamique de l'apprentissage et 
non seulement sur ses propriétés asymptotiques. C'est pourquoi nous croyons utile de l'évoquer 
dans cet ouvrage. 
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Cependant, cette approche qui repose sur la mise à jour de propriétés d'automoyennage dans 
les systèmes cl 'apprentissage, pose des problèmes redoutables et implique la mise en œuvre de 
techniques difficiles et dont les domaines de validité sont encore imprécisément connus. Cela 
explique sans doute le petit nombre de publications la concernant. Sans être exhaustifs, nous 
pouvons citer en particulier [Gar88, HKS94, HKST96, LTS89, OH91, SST92, WRB93J. 

4.2 Apprentissage et analyse des systèmes dynamiques 

Un apprenant est un système caractérisé par un certain état qui évolue en fonction de cet 
état et des entrées dues à l 'environnement. On peut donc le caractériser comme un système 
dynamique. Lorsque l 'apprenant est soumis à une séquence d'entrées, il suit une trajectoire le 
faisant passer cl 'un état cl 'origine e0 à un état final e f.  On peut alors chercher ce qui caractérise 
ces trajectoires. La physique des systèmes dynamiques nous apprend que la trajectoire suivie par 
un système rend extrémale une quantité que l'on appelle action et qui est l'intégrale le long de 
la  trajectoire d'une quantité appelée Lagrangien (à ne pas confondre avec les multiplicateurs de 
Lagrange). Si l'on connaît le Lagrangien d'un système, on peut calculer sa trajectoire pour toute 
séquence d'apprentissage. 

Ce qui est intéressant, c'est que cette approche permet de relier la notion d'information avec 
celle d'apprentissage. En effet, considérons maintenant un apprenant tel que, étant donné un état 
initial e0, quel que soit l'ordre dans lequel est présenté un échantillon cl 'apprentissage, il parvienne 
au même état final e 1 .  En d'autres termes, l'apprenant est insensible à l'ordre de présentation des 
données. Cela correspond à un invariant sur la trajectoire qui est lié à un invariant de l'action et 
du Lagrangien. Cette invariance implique des relations spécifiques entre information et prise en 
compte de cette information par l'apprenant. Notamment, le système ne peut oublier n'importe 
comment l'information qui lui a été fournie. On peut ainsi établir un lien entre information, 
système d'apprentissage et oubli. Après tout, il est curieux que la notion d'oubli n'apparaisse 
qu'ici dans un livre sur l'apprentissage. Apprentissage - oubli / oubli - apprentissage, l'un est-il 
pourtant dissociable de l'autre ? 

Il y a encore tellement de choses à apprendre sur l'apprentissage l 

4.3 Discussion sur l'analyse classique : variantes et perspectives 

Voici donc le terme d'un ouvrage volumineux que beaucoup de spécialistes trouveront trop 
court, tant il y a de choses qui n'ont pas été exposées. La science de l 'aprentissage artificiel a 
en effet été fructueuse. Un cadre théorique s'est vigoureusement développé, solidement enraciné 
dans les théories statistiques de lois de convergence, la théorie bayésienne et la théorie de la 
complexité algorithmique. De nombreux algorithmes et techniques d'apprentissage ont été mis 
au point, que les praticiens de multiples domaines sont avides d'employer (génomique, fouille de 
données en entreprise, études de marché, etc.). La communauté des chercheurs et des praticiens 
de l 'apprentissage artificiel est active et reconnue institutionnellement : avec des postes dans les 
universités et les laboratoires, des conférences et des revues spécialisées. Pourtant cette science, 
si vive, si féconde, répond-elle à toutes les interrogations sur l 'apprentissage? 

Lorsque l'on prend du recul, on peut être surpris par l'image de l 'apprentissage qu'elle des
sine. On s'y intéresse en effet à des agents isolés, recevant passivement des données produites 

de manière aléatoire par une Nature indifférente. Ces agents ne cherchent pas vraiment à com
prendre le monde où ils se trouvent, mais tentent « seulement » d'être bons en moyenne (voir la 
figure 21 .11 ) .  D 'ailleurs, ils n'évoluent pas. Une seule dose de données ingurgitée d'un seul coup, 
et c'en est fini pour toujours. La science de l 'apprentissage est une science du statique et non du 
dynamique l Ce n'est pas plus une science de l'information ou de la connaissance : l'expression 
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des connaissances préalables est très pauvre, se résumant essentiellement à des a priori sur les 

fonctions cible possibles et à l'algorithme utilisé ; les connaissances produites consistent le plus 
souvent en des procédures de décision, parfois complètement opaques comme dans les réseaux 
connexionnistes. Il ne s'agit évidemment pas ici de dénoncer les recherches menées en apprentis
sage artificiel, mais il est clair que le paradigme actuel, par ailleurs si puissant, est notoirement 
limité. Il y a encore des révolutions scientifiques à mener pour les esprits audacieux. Sans décrire 
ces révolutions à venir, il est intéressant de voir que certaines directions de recherche actuelles 

tendent à élargir le cadre dominant. 
Sans tout bouleverser, que peut-on remettre en cause dans le cadre classique ? 
• Le critère de performance. La plupart du temps, ce critère cherche à définir l'écart 

entre l 'état de la Nature, la fonction cible par exemple, et son estimation par l'agent ap
prenant. Cet écart, qui fonde toutes les approches relevant de la théorie de l'approximation, 
a deux aspects. D'une part, une mesure de distance ponctuelle, par exemple une distance 
quadratique entre un point prévu et un point fourni par l'oracle. D 'autre part, une densité 
de distribution sur l 'espace X x U des points. À partir de là, l'écart prend la forme d'une 
espérance : l'intégrale des distances ponctuelles pondérées par la distribution. 
Il faut noter que ce critère n'est pas tourné vers l'identification ou la compréhension de la 
fonction cible. Il vise en effet à l'efficacité, mais pas à la précision, comme l'illustre la fi

gure 21 . 11 .  Intuitivement, il serait en effet intéressant de dédier des ressources de l 'apprenant 
(par exemple des questions à poser, ou bien des paramètres : centres de fonctions noyau, 
etc.) à l'aproximation dans les régions de forte dynamique, mais le critère de performance 
en espérance conduit à consacrer les ressources aux régions de fortes densités. 

FIG. 21 . 1 1 :  Le critère de performance habituel, mesurant une espérance, privilégie l'aproximation 
dans les régions de forte densité de données et non dans les régions de forte dyna
miqiœ. De ce fait, la fonction identifiée par minimisation dit risqiie empirique, ici 
iine droite, peut être très différente de la fonction cible. 

D'autres critères de performance peuvent être intéressants. Par exemple, la performance d'un 
système d'apprentissage, l'écart précédemment défini, peut éventuellement varier en fonction 
d'autres paramètres, comme le taux de faux positifs admis, ou la confiance du système dans 
sa prédiction. Ce n'est alors plus un nombre, comme le taux d'erreur, qui caractérise un 

système, mais une courbe, voire une surface. On parle alors d'optimisation multicritère et la 
comparaison entre systèmes d'apprentissage doit faire intervenir l'ensemble des paramètres. 
On peut aussi vouloir prendre en compte la complexité compittationnelle d'un apprentissage 
afin de traduire qu'il doit s'effectuer dans un temps raisonable, compatible avec les exigences 
de fonctionnement dans le monde. C'est ce que tente de capturer un versant du modèle 

d'apprentissage PAC (voir chapitre 2) qui pose qu'un apprentissage n'est possible que s'il est 
de complexité au plus polynomiale en un certain nombre de para.mètres3 . Pour le moment, 

3 Plus formellement, on dit qu'une classe de concepts :F définie sur un espace d'exemples X est apprenable avec 

un espace d'hypothèses 1i par un apprenant A ssi pour tout f E :F, toute distribution D x sur X,  un taux 

d'erreur e tel que 0 < e < 1/2 et un taux de confiance o tel que 0 < o < 1/2, et à partir d'un échantillon 
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Chapitre 2 1  Analyse de l'induction approfondissements et ouvertures 

cette caractérisation formelle des apprentissages réalisables a surtout permis de montrer 

que certains apprentissages étaient non a.pprenables dans ce cadre. L'accumulation de ces 
résultats négatifs a lassé même les théoriciens, et ce d'autant plus qu'ils se fondent sur 
des bornes souvent grossières que la réalité des applications pratiques semble ignorer. Les 
théorèmes sur les vitesses de convergence dans l'analyse de Vapnik ont remplacé ce type 
d'investigations. 
Cependant, les critères de performances évoqués ci-dessus privilégient le point de vue des 
systèmes d'apprentissages « à un coup », batch-learning, dans lesquels la performance n'est 
mesurée qu'après l'apprentissage. C'est évidemment très restrictif. La plupart des organismes 
naturels, les organisations sociales et les institutions, mais aussi certains systèmes artificiels, 
ne peuvent survivre que s'ils apprennent en permanence et que leur performance tout au 
long de leur existence est correcte, et pas mesurée seulement une fois à la fin. Il est donc 

important de définir des mesures de performances qui puissent s'appliquer tout au long de 
la tra.jectoire des états suivie par l'apprenant. 
Finalement, il faudra bien un jour envisager des mesures de performances plus sophistiquées, 
prenant en compte à la fois l'intelligibilité des connaissances produites par l 'apprenant , mais 
aussi la manière dont elles peuvent s'inscrire dans les connaissances antérieures, dans les 
connaissances de la collectivité, humaine ou non, et s'interféconder avec elles. Ce jour-là, 
l'apprentissage artificiel pourra renouer un dialogue fécond avec d'autres sciences de l'ap

prentissage, comme la psychologie ou la didactique. Il reste pour cela du chemin à parcourir. 

• Le protocole d'apprentissage. Il règle le protocole des interactions entre l 'apprenant 
et son environnement, celui-ci incluant éventuellement un oracle ou professeur dans le cas 

de l'apprentissage supervisé. Nous avons largement examiné les protocoles d'apprentissage 
supervisé, non supervisé et par renforcement. Ils n'épuisent cependant pas l'ensemble des 
possibilités et d'autres types d'apprentissages sont envisagés comme l'apprentissage incré
mental ou en ligne (on-line learning), l'apprentissage actif ou les apprentissages collaboratifs. 

• Le type d'analyse théorique. La majorité des études théoriques prennent comme base 
l'hypothèse de données tirées aléatoirement et indépendamment suivant une distribution 
fixe (tirage i.i.d.) . C'est en effet le seul cadre dans lequel on sache établir des théorèmes 
de convergence uniforme sur des fonctions de distribution. Malheureusement, ou heureu
sement, l'environnement d'un agent obéit rarement à cette hypothèse. L'agent modifie les 

distributions de données par son action, la tâche d'apprentissage évolue, la Nature elle-même 
change. On retombe là sur le probème de la définition d'autres protocoles d'apprentissage et 
d'autres critères de performance. L'approche théorique de l'apprentissage va devoir regarder 
ailleurs que dans la théorie statistique. 

Notes historiques et bibliographiques 

L'historique de l'analyse de l'apprentissage par Vapnik a déjà été abordée dans les chapitres 2 

et 9. Nous nous intéressons donc ici aux autres sujets de ce chapitre. 

L'idée que l'induction pouvait être vue comme l'approximation d'une fonction multivariable 

d'apprentissage de taille m, l'apprenant A produit avec une probabilité au moins (1 - ô) une hypothése h E 'H 
telle que RRt;et ::; e: (où le risque est calculé par un taux d'erreur) en un temps polynomial en 1/e:, 1/.5, m et 
taille(/). 
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726 PARTIE 5 Au-delà de l'apprentissage supervisé 

régulière à partir de données n'est pas nouvelle. Sa formalisation est cependant apparue pro

gressivement et c'est vraiment Girosi et Poggio qui se sont faits les champions de ce point de 
vue en essaya.nt de montrer que toutes les autres approches théoriques peuvent s'y ramener (voir 

[GJP95] par exemple). Ils ont notamment étudié les propriétés d'un certain nombre de critères de 
pénalisation ainsi que des modèles dans lesquels les variables d'entrées sont d'abord prétraitées 
par des fonctions de base, dont les fonctions à base radiale. Le cours de Girosi au ivIIT est à cet 
égard intéressa.nt à consulter. 

La théorie de l'estimation bayésienne est bien présentée dans [DHSOl, Bis95, Bis06, CL96] 
avec des détails historiques dans la première référence. La difficulté de sa mise en œuvre lui fait 
préférer des versions simplifiées (voir les chapitres 2 et 15). 

Les liens entre induction et économie d'expression d'un modèle sont très anciens comme le 
montre le principe du rasoir d'Occam. C'est Solomonoff (1926-2009) [Sol64] qui le premier en 
1963 exposa une théorie de l'induction basée sur l'idée d'utilisation d'une probabilité a priori liée 
à la. complexité de Kolmogorov. Le principe de longueur de description minima.le (MDLP) a été 
introduit indépendamment par Wallace et Boulton [WB85] d'une part, et par Rissanen [Ris78] 
d'autre part. De nombreux travaux de nature plutôt empirique ont cherché à en tester le champ 
d'application. Par ailleurs, les débats théoriques actuels portent sur les liens entre le MDLP et 
la théorie bayésienne : celui-ci est-il premier par rapport à celle-ci ? (voir les passionnants débats 
sur ce sujet à NIPS-2001). 

Résumé 

L'analyse de l'induction supervisée nécessite d'établir le lien entre le risque empirique 
et le risque réel. Plusieurs étapes et directions d'analyse ont été développées au cours 
des années. Elles font toutes ressortir les nécessaires limites de l'espace des hypothèses 
considéré et, éventuellement, de l'algorithme d'apprentissage. 

À la suite des premiers travaux de Va.pnik sur des espaces finis de fonctions (voir 
chapitre 2), des analyses ont porté sur des espaces de cardinal infini et, particulière
ment, sur des fonctions à va.leur réelle. Ces études mettent en œuvre des théorèmes 
de concentration de la mesure. 

Généralement, toutes les approches de l'induction mettent en exergue une « régu
larisation » du principe inductif en pénalisant la considération d'hypothèses à forte 
dynamique. 

Ces analyses ont conduit au développement de nouveaux principes inductifs adapta
tifs, dont le structural risk minimisation, et la maximisation de la marge. 

Des analyses récentes cherchent à prendre en compte également la méthode d 'explo
ration de l'espace des hypothèses conduite par l'algorithme d'apprentissage. 

L 'avenir est également à des études s'appliqua.nt à des données qui ne soient plus 
identiquement et indépendamment distribuées, comme dans l'ana.lyse classique. 
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C hapitre 22 

Annexes techniques 

1 .  Exemples de fonctions de perte en induction 

Bien que les problèmes d'apprentissage liés à la classification, la régression ou l'estimation 

de densité soient apparemment très différents, impliquant des espaces d'entrée et de sortie de 
nature diverse, ils peuvent cependant être analysés à l'intérieur du même cadre d'un problème 
d'optimisation du risque réel. Il suffit pour cela d'introduire des fonctions de perte adaptées à 
chaque cas. Cette annexe présente certaines d'entre elles. 

1 . 1  La reconnaissance de formes ou classification 

On appelle problème de discrimination, ou d'apprentissage deconcept un problème d'appren
tissage de règle de classification pour lequel l'espace de sortie est binaire : U = {O,  l } .  Il y a donc 
seulement deux classes possibles : l'une vérifiant le concept à apprendre et l 'autre définissant 

son opposé. L'espace de sortie de la machine Y n'a donc besoin de prendre que deux valeurs 
et l 'espace'H des fonctions hypothèses est alors celui des fonctions indicatrices, prenant leur va
leur dans {O,  l}) . Il est alors courant de prendre une fonction de perte qui mesure l'erreur de 
classification pour chaque forme présentée à l 'apprenant : 

l('ui, h(xi)) = { � 
Avec cette fonction de perte, le risque 

si 'Ui = h(xi) 

si ui =/:- h(xi) 

RRéet(h) = J. l(u, h(x))dF(x, u) 
Z = x x n  

(22.1) 

mesure la probabilité de mauvaise classification (mis-classification). Le problème de discrimina
tion est donc celui de l'apprentissage d'une fonction indicatrice minimisant la probabilité d'erreur 
lorsque la distribution des formes F(x, u) est inconnue et que seul est fourni un échantillon de 
données.Il est important de noter que ce type de fonction de perte n'est pas forcément celui qui 
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730 PARTIE 6 : A nnexes techniques 

doit être employé pour tous les problèmes de classification. Pour reprendre l'exemple du diag
nostic de l'appendicite, il est beaucoup plus coûteux socialement et financièrement de passer à 
côté d'une appendicite que d 'en diagnostiquer une à tort. Il faut donc dans ce cas définir une 
fonction de perte qui rende compte de cette asymétrie. De même les problèmes de classification 
impliquant plus que deux classes appellent d'autres fonctions de perte. 

1 .2  La régression 

La régression consiste à estimer une fonction f à valeurs réelles, connaissant un échantillon 
fini de couples (x, u = f (x)) ou (x, u = f(x + bruit)) (voir figure 22.1). 

La fonction f à estimer peut donc être consi
dérée comme la somme cl 'une fonction déter-
ministe et cl 'un signal d'erreur aléatoire de 
moyenne nulle (et le plus souvent considéré 
comme une gaussienne). 

u = f (x) + € (22.2) 

X 
x* On peut aussi décrire ce phénomène en considé

rant que la fonction déterministe est la moyenne 
de la probabilité conditionnelle sur l'espace de 
sortie U. TA B. 22 . 1 :  La régression linéaire en supposant 

un bruit gaiissien de moyenne nulle. 
f(x) = j u p(ujx) du (22.3) 

L'espace des fonctions hypothèses 1-i de l'apprenant peut ou non inclure l'espace des fonctions 

cibles :F. Une fonction de perte usuelle pour la régression est la fontion erreur quadratique (L2) : 

2 L(ui , h(xi)) = (ui - h(x.;)) (22.4) 

L 'apprentissage consiste alors à trouver la fonction h E 1-i minimisant la fonctionnelle de 
risque : 

!. 2 RRéet (h) = (u - h(x)) dF(x, u) 
Z=X X U  

(22.5) 

sur la seule base de l'échantillon d'apprentissage. Cette fonctionnelle, le risqtte réel, mesure la 
précision des prédictions de l'apprenant . 

Remarque 

Sous l'hypothèse que le signal d'erreur est une gaussienne centrée en 0, ce risque peut aussi être écrit en 
fonction de la capacité de l'apprenant à approximer la fonction cible f(x) (et non la sortie u), comme le 
montre le calcul suivant : 

RRte1(h) = j (u - f (x) + f (x) - h(x))2 p(x, tl) dxdu 

= J (u - J(x))2 dxdu + J (h(x) - J(x))2 p(x) dx 

+ 2 j (tl - f (x))(f (x) - h(x)) p(x, u) dxdu. 

(22.6) 
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Chapitre 22 Annexes techniques 

Sous l'hypothèse que le bruit est de moyenne nulle, le dernier terme dans la somme ci-dessus s'écrit : 

J (u - f (x))(f (x) - h(x)) p(x, u) dxdu = J (€(j(x) - h(x)) p(u!x) p(x) dxdu 

Le risque peut donc être réécrit comme : 

= j (f(x) - h(x)) [j f p (tt lx)du] p(x) dx 

= j (f (x) - h(x))E - f(t:lx) p(x) dx 0 

RRt<.et(h) = J (u - f(x))2 p(x, u) dxdu + J (h(x) - f(x))2 p(x) dx 

(22.7) 

(22.8) 

Le premier terme ne dépend pas de la. fonction d'approximation h et peut être écrit en fonction de la 
variance sur le bruit : 

J (u - J(x))2p(x, u) dxdu = J €ip(ulx) p(x) dxdu 

En substituant (22.9) dans (22.8), on obtient : 

= j [j i:2p (ulx)du] p(x) dx 

= j E.(e2lx) p(x) dx 

Rnéei(h) = f E.(€2lx) p(x) dx + J (h(x) - f(x))2 p(x) dx 

(22.9} 

(22.JO) 

Le risque pour le problème de régression (sous l'hypothèse de fonction de perte L2 et de bruit de moyenne 
nulle) a donc une contribution exprimant la variance du bruit et une contribution exprimant la précision 
de la fonction d'approximation. Comme la variance du bruit est indépendante de la fonction d'approxi
mation, la minimisation du second terme de (22.10) est équivalent à la minimisation du risque(voir le 
paragraphe 22.5). Ainsi, chercher à obtenir le risque de prédiction optimal est équivalent à la recherche 
de l'approximation l a  plus précise de l a  fonction cible inconnue f.  

1.3 L'estimation de densité 

Un autre problème in ductif important consiste à estimer une densité de probabilités dans 

l'espace d'entrée X à partir d'un échantillon de données {a;i }1:::;i:::;m · Dans ce cas, il n'y a pas 
nécessité de considérer un espace de sortie, et la sortie h(x) de l'apprenant représente une densité 
sur X .  La fonction de perte usuelle dans ce cas est la fonction : 

l ( h (X)) = - ln h (X) (22.11) 

donnant la fonctionnelle de risque : 

RRée1(h) = J - ln h(x) p(x)dx (22.12) 

Il est établi que la densité optimale h* minimise cette fonctionnelle de risque. Par ailleurs, si la. 

densité cible f t/. Ji, alors on peut montrer que la solution h minimisant l'espérance de risque 
ou risque réel est caractérisable : c'est celle dont la divergence de Kullback-Leibler avec la vraie 
densité f est la plus faible (voir la définition de la divergence de Kullback-Leibler dans la section 
1.3.5 du chapitre 3). 
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732 PARTIE 6 : A nnexes techniques 

2.  Le calcul de l'intervalle de confiance de l'estimation de la pro

babilité d'une règle de classification 

Étant donnés un taux d'erreur réel RnéeL(h) ,  et un échantillon de test de taille t, le nombre 
d'erreurs terr mesuré sur un échantillon T distribué de manière i.i.d. (suivant la même distribution 
que l'échantillon d'apprentissage S) suit une loi binomiale : 

B( te, .. ,. IR Réel (h) ' t)  

!:!. lerr ! (t - lerr) ! R . (! )ter.- ( l  _ R 
, (! )) (t-t

e>'r) 
t ! Reet i Reel i 

L'expression ci-dessus donne la probabilité que terr observations dans un échantillon de test 
de taille t soient mal classées, étant donné que le taux d'erreur réel est Rnéet(h). En utilisant le 
théorème de Bayes, nous pouvons « retourner » cette équation pour obtenir ce qui nous intéresse, 
c 'est-à-dire une estimation du taux d'erreur réel connaissant le nombre d'erreurs mesuré sur T : 

P(RRéel (h) lterr , t) 

En supposant que P(RnéeL(h), t) ne varie pas avec Rnéet(h) et que P(terr lRnéeL(h), t) suit une 
distribution binomiale, nous avons une distribution bêta pour Rnéet(h) : 

P(RRéet(h)lten> t) Be(RRéet(h)) lte;·r + 1, t - te,.,. + 1)  

� RRéet (h)terr (1 - RRéel (h)) (t-t..-r) 

J RRéet(h)te,., (1 - RRéet(h))(t-t,,.,.)dRnée1(h) 

où Be(xlfr, /3) = [f(O'. + /3)/(r(O'.)r(,B))] xn--l ( 1 - x).B- 1 . Cette densité de probabilité a posteriori 
fournit toute l'information qui peut être tirée de l'erreur mesurée RRéet(h) .  On utilise cependant 

généralement un résumé de cette information sous la forme d'intervalles de confiance autour 
d'une valeur estimée. 

Si les échantillons d'apprentissage et de test aléatoires sont indépendants alors la précision 

de l 'estimation ne dépend que du nombre t d'exemples de l'ensemble de test et de la valeur de 
Rnéet(h).  Une approximation suffisante dans le cas où t est assez grand (au delà de la centaine) 
donne l'intervalle de confiance de RnéeL(h) à x% par la formule : 

La fonction ((x) a en particulier les valeurs suivantes : 

X 50 % 
((x) 0.67 

68 % 80 % 
1.00 1.28 

90 % 
1.64 

95 % 98 % 99 % 
1.96 2.33 2.58 
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Chapitre 2 2  Annexes techniques 

3. Estimation d'une densité de probabilité en un point. 

Soit une distribution de probabilités de densité p(x) clans JRd. La probabilité P qu'un vecteur 
tiré selon cette distribution se trouve à l'intérieur d'une région fermée n vaut : 

P = l p(x)dx (22.13) 

Soit {x1 , x2 , . . . , xm }  un ensemble de m points tirés indépendamment selon p. La probabilité 
que km cl 'entre eux se trouvent à l'intérieur de la région n est donnée par : 

Soit km/rn la variable aléatoire qui mesure la proportion du nombre de points qui sont clans 
la région n. Cette variable aléatoire dépend de la loi binômiale donnée ci-dessus. Sa moyenne et 
sa variance sont connues : 

E(km/m) = P 

E(km/m - P)2 = _P_(l_-_P_) 
m 

Par la loi des grands nombres, nous savons que : 

km/m, converge vers P quand m augmente 

(22.14) 

(22.15) 

km/m est un bon estimateur de P, dans la mesure où il est non biaisé et où sa variance diminue 

rapidement avec l'augmentation de m. 
D'autre part, en supposant que p est continue dans la région R et que cette région est assez 

petite autour du point x pour que p n'y varie presque pas, on a, en notant V le volume de la 
région n : 

P = J p(x)dx � p(x) J dx = p(x)V 
R R 

Les équations précédentes (22.15 et 22.16) mènent, pour m assez grand, à :  

( ) 
P km/m 

p x � - � ---
V V 

(22.16) 

En pratique, pour assurer la convergence quand 'lit augmente, on fait dépendre la région n du 
nombre de points 'lit : on la note maintenant Rm et son volume 11,n· On a donc l'estimation 
suivante : 

( ) 
k111 /m, 

p x � ---

Vm 
Pour que cette estimation converge vers p(x) quand m augmente, il faut : 

• assurer que l'approximation de l'équation 22. 16 reste valide, donc avoir : 

• assurer que celle de l'équation 22.15 le reste aussi, donc avoir : 

lim k111 = OO  ni-.oo 
• enfin, assurer que p(x) reste à une valeur finie : 

km 
lim - = 0 m-.oo m 
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734 PARTIE 6 A nnexes techniques 

4. L'estimation des paramètres d'une distribution gaussienne. 

On se place ici, pour éviter des formules fastidieuses, dans un espace monodimensionnel. Une 
distribution gaussienne dépend alors seulement de deux paramètres scalaires : sa moyenne µ et 
sa variance CY. La variable x est aussi un scalaire, c'est pourquoi elle n'est pas notée ici comme 
un vecteur x. Elle s'écrit : 

ou : 

1 x - µ . 
N(x, µ, CY) = ( 1-)exp((- 1/2)( --)2 

V 27ifJ fJ 

(x - µ)2 
Log(N(x,µ,CY) )  = -Log(CY) - Log(27r) -

2CY2 

L'estimateur au maximum de vraisemblance suppose que tous les échantillons d'apprentissage 
S = { x 1, x

2
, . . . , Xm } sont tirés indépendamment. On cherche donc dans l'ensemble des distribu

tions gaussiennes de paramètres fJ et µ celle qui maximise le produit de ses valeurs sur les points 
d'apprentissage. Ceci est équivalent à trouver les paramètres pour lesquels l'expression : 

m 
T(µ, rJ, m) = L Log(N(xki µ, CY))  

k=l 
est maximale. On est donc amené à chercher les valeurs µ et rJ telles que : 

d'où : 

ô 
ôµ 

T(m, (!, m) = 0 

ô 
Ô(!

T(µ, CY ,m)  = Ü 

m :L _x_k_-_µ_ = o 
(j2 

k=l 
m 

"'""' Xk - µ 
-'fit/(j + L,, 2 = 0 

(j k=l 
Finalement, la solution au problème de l'estimation au maximum de vraisemblance est donnée 
par les valeurs suivantes : 

et : m 
(j = � :L (xk - µ) 'lit k=l 

En revenant au cas général multiclasse en dimension d, il faut estimer au maximum de vraisem
blance pour chaque classe de numéro i un vecteur moyenne µi et une matrice de covariance Qi ; 
on retrouverait, en développant des calculs analogues, les formules : 

f7ï = 

et : 
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5. Pourquoi et comment la règle du PPV converge-t-elle ? 

5 .1  Pourquoi ? 

Soit S = { x1, x2 , .. . , Xm } l'échantillon cl 'apprentissage, x le point dont on cherche la classe par 
la règle du 1 - ppv et x0 le point de X le plus proche de x. Notons B(x, p) la sphère de rayon p 
centrée en x. La probabilité qu'un point de S se trouve clans B(x, p) vaut : 

P(p) = j p(x)dx 
B(x,p) 

La. probabilité qu'aucun point de l 'ensemble d 'apprentissage S ne se trouve dans B(x, p) est égale 
à (1  - P(p))m qui tend vers zéro quand m augmente. Par conséquent, x0 tend en probabilité vers 

x, ce qui assure la convergence désirée. 

5.2  Comment ? 

L'erreur moyenne réalisée par la règle du 1 - ppv peut se calculer en remarquant qu'en attri
buant à x la. classe de xo, on commet l'erreur : 

c c 

errppv = P[w(x) =/:- w(xo)] = L P[x E wi, xo r:J. wd = L P(wi 1 x) [l  - P(wi 1 xo)] 
·i= l  i=l 

Quand la taille rn de l'ensemble cl 'apprentissage augmente, on a vu ci-dessus que xo tend en 
probabilité vers x, ce qui implique que P(wi 1 xo) tend vers P(wi 1 x) .  Par conséquent : 

c 

lim errppv = 1 L P(wi 1 x)[l - P(w.i 1 x)]p(x)dx 
m - oo  ]R d  i=l  

Prenons le cas à deux classes ( C = 2) .  Soit w1 (x) la classe que donnerait la décision bayésienne 
et w2(x) l'autre. L'erreur bayésienne vaut : 

err" = err(wi) = f' p(w2(x) 1 x)p(x)dx lœ:_d 
L'erreur par la décision du 1-ppv, en vertu du calcul précédent, vaut pour C = 2 : 

errppv = P(w1 1 x)[l - P(w1 1 x)] + P(w2 1 x)[l - P(w2 1 x)] 

d'où : 

errppv = 2P (w2(x) 1 x)[l - P (w2(x) 1 x)] $ 2P(w2(x) 1 x) 

D'où la formule clans le cas de deux classes : 

lim errppv $ 2err* 
rtt� OO  
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6. Pourquoi la règle de décision bayésienne est-elle optimale ? 

Appelons h * la règle de décision bayésienne, celle qui affecte au point x la classe : 

w*(x) = ArgMax(P(wi 1 x) )  

Soit h0 la  règle idéale de décision, affectant x à sa  vraie classe h0(x) et soit h une règle de 
décision quelconque affectant x à la classe h(x). On cherche à montrer que l 'erreur moyenne 
err(h*) commise par h* est inférieure ou égale à err(h), commise par h, soit : 

( P(h*(x) ::j:. h0(x)) p(x) dx ::; ( P(h(x) ::j:. h0(x)) p(x) dx }Rd }Rd 
Or, pour toute règle h : 

donc : 

P(h(x) ::j:. ho(x)) = 1 - P (h(x) 1 x) 

err(h) = 1 - ( P(h(x) 1 x) p(x) dx }Rd 
De la. définition de la règle h*, on déduit immédiatement : 

Vx E !Rd, P(h*(x) 1 x) 2: P(h(x) 1 x) 
Par conséquent , la valeur : 

err(h) - err(h*) = 1 - ( (P(h(x) 1 x) - P(h(x) 1 x)) p(x) <lx J[f.d 
est toujours positive ou nulle, ce qui établit la relation cherchée. 

7. Apprentissage par estimation-maximisation 

L'algorithme estimation-maximisation (EM) est une procédure générale pour apprendre la 
valeur de paramètres cachés de certains processus probabilistes. C'est en particulier en l'utilisant 

que les paramètres des HMM peuvent être appris (voir le chapitre 12) .  Mais cette procédure est 
aussi utile dans l'apprentissage des réseaux bayésiens (chapitre 11) ,  dans la classification non 
supervisée (chapitre 18) et dans l'apprentissage semi-supervisée (chapitre 19). Nous allons le 
présenter ici sur un exemple simple, puis revenir sur son application à l 'apprentissage des HMM 
et au mélange de distributions gaussiennes. 

7.1 Un exemple 
Nous disposons de deux pièces de monnaie truquées A et B, avec des probabilités respectives 

PA et PB de tomber sur Pile et 1 - PA et 1 - PB de tomber sur Face. Nous connaissons les 
valeurs PA et PB. Nous demandons à un huissier de procéder en secret aux opérations suivantes : 

• tirer un nombre µ au hasard entre 0 et 1 ; 
• répéter N fois les manipulations suivantes : 

- choisir la pièce A avec la probabilité µ ou la pièce B avec la probabilité ( 1  - µ) ; 
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- lancer la pièce choisie ; 
- enregistrer le résultat du lancer : Pile ou Face. 

Une fois l'affaire terminée, l'huissier nous communique la séquence des N valeurs Pile ou Face 
qu'il a notées. Notre problème est alors le suivant : estimer la. valeur du paramètre caché p, à 
partir de la suite 0 = ( 01 , . . .  0 N )  de ces observations. Chaque observation oi vaut donc Pile 
ou Face. Si nous connaissions quelle pièce a été utilisée à chaque lancer, nous pourrions estimer 
µ par la valeur : 

NA 
N -

Nombre de lancers de la pièce A 
N 

r..1Iais ce n'est pas le cas : nous ne connaissons que le résultat des tirages. Nous pouvons cependant 
calculer µ par une technique itérative, l 'algorithrne EM1 . 

7 .2 Application de l'algorithme EM à l'exemple 

Initial isation 
Donner une valeur arbitraire µ0 strictement comprise entre 0 et 1.  

Étape t 
• Estimation 

On utilise les observations 0 pour calculer une estimation de NA. 
On note : 
- µt l'estimation courante (à l'étape t )  de µ ;  
- PA ( Oi) la probabilité de l 'évènement O.; sachant que la pièce A était utilisée ; 
- PB ( Oi) la probabilité de l 'évènement O.; sachant que la pièce B éta.it utilisée ; 
- Et(A 1 0) l 'estimation courante du nombre NA de tirages de la pièce A ;  
Cette dernière valeur peut se calculer en fonction des trois précédentes par l'expression : 

Mais les valeurs PA ( Oi) et PB ( Oi) sont inconnues. L'estimation de leurs valeurs est le cœur 
de l'algorithme. 

• Maximisation 

On calcule une nouvelle estimation de p, : 

Test d'arrêt 

Et(A 1 0) 
N 

Pour résoudre le problème, il faut donc déterminer les valeurs PA(Oi) et PB(O.;). On utilise 
pour cela la notion de statistiqv,e suffisante. 

7 .3 Statistique suffisante 

Pour notre exemple, l 'ordre dans lesquels les O.; sont apparus dans l'ensemble 0 des observa
tions n'a pas d'importance : le nombre P d'observations Pile dans 0 suffit. On dit qu'il s'agit 

1 E pour estimation (ou en <•nglais Expecl<Llion), M pour m>�ximis;ttion. 
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d'une statistique suffisante pour estimer le paramètre caché µ.  Cette observation permet de calcu
ler explicitement Et(A 1 0) de la façon suivante. On décompose d'abord la formule précédente sur 
les tira.ges ayant donné Pile et ceux ayant donné Face, en nombres respectifs P et F. C'est-à-dire 
que PA (Oi) devient soit PA(Pile), soit PA(Face). 

f,, µt PA (Pile) 

. µ1 P A(Pile) + (1  - 1i 1 )  Ps(Pile) ·i=l 
p 

2: µt PA (Face) 
+ 

i= l µt PA (Face) + (1  - µt) PB (Face) 

En remarquant que PA (Pile) = PA et PA (Face) = 1 - PA et en utilisant le fait que les tirages 
sont indépendants : 

= 

= p ll·t PA 

µ, p A + ( 1  - µt) p 8 

On a donc maintenant une formule pour calculer E1 (A 1 0) en fonction de µt et de valeurs 
connues. 

7.4 Plus généralement 

Algorithme 47 : Algorithme EM 

début 

fin 

Définir une statistique suffisante pour estimer l'ensemble A des paramètres cachés ; 
Initialiser A ; 
t f- 1 ;  
tant que At =/- At+ 1 faire 

Estimation 
Utiliser les observations pour calculer la statistique suffisante de At ; 
Maximisation 
Calculer At+i comme une estimation au maximum de vraisemblance de A à partir 
des résultats de l'étape t d'estimation ; 

fin tant que 
t f- t + l  

On démontre que l'algorithme EM décrit dans l'algorithme 47 fait croître la vraisemblance de 
Ap vis-à-vis des données. Par conséquent, il converge vers un optimum local. 

7.5 Retour sur l'exemple 

Prenons PA = 0.2 et PB = 0.6. L'huissier effectue N = 100 tirages et fournit une série 0 
d'observations comportant P = 50 Pile et F = 50 Face. Quelle est la valeur de µ que produit 
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l 'algorithme EM? La récurrence de base est la suivante, en regroupant les deux phases en une 

seule : 

f.kt+l = _l_ (P f.ktP A + F f.kt(l - p A)  
) 

p + F /Lt p A + ( 1 - µt ) p B µt ( 1 - p A) + ( 1 - µt) ( 1 - p B)  

D'où, pour deux initialisations de µ : 

µo 0.800 0.100 

µl 0.730 0.109 

M 0.659 0 .118 
µ3 0.593 0.127 

µ4 0.536 0.135 

µ5 0.488 0.144 

µ10 0.351 0.18:3 

/l20 0.273 0.228 

/1•30 0.256 0.243 

/l40 0.252 0.248 

/t50 0.250 0.249 

µ60 0.250 0.250 

Ce résultat est conforme à l'intuition : il faut que l'huissier ait tiré en moyenne 4 fois plus souvent 

la pièce B que la pièce A pour avoir rétabli l'équilibre entre le nombre de Pile et celui de Face. 
Il se trouve que, pour cet exemple très simple, on peut en réalité estimer directement p car la 
proportion de Pile est en effet une estimation de : 

µ p A + (1 - µ p B )  

Dans notre application numérique : 

1/2 = µ. 0.2 + ( 1  - µ) 0.6 

d'où : 

µ = 0.25 

7.6 L'apprentissage des paramètres des H M M  

Les formules de réestimation des paramètres de modèles d e  i\llarkov cachés donnés au cha
pitre 12, bien que beaucoup plus compliquées en apparence, ne sont pas fondamentalement 
différentes de celles présentées ci-dessus. 

Prenons le cas de la réestimation d'une probabilité de transition, donnée par la formule2 : 

N IOk l-1 
2:: 2:: ��(i,j) 
k=l t=l 

aij = -------
N IOk l-1 

2:: 2:: Î;(i) 
k=l t=l 

avec : 

• Ç�(i, j )  la probabilité, étant donnés une phrase Ok et un HMM A, que ce soit l'état s.; qui ait 
émis la lettre de rang t de Qk et l'état Sj qui ait émis celle de rang t + 1 ;  

2 0n se reportera au Chapil;re 12 pour le détail des notations. 
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• "/� ( i)la probabilité que la lettre de rang t de la phrase Qk ait été émise par l'état Sj . 

aij, la. valeur réestimée de ai1, est une composante du paramètre caché A =  (A ,  B,  7r) qui définit 
le HMM cherché. Elle est calculée par un comptage sur la base d'apprentissage 0 ;  ce comptage 
calcule une statistique suffisante pour estimer la probabilité qu'est réellement aij· En effet, aij 
compte la proportion des transitions empruntées entre si et s.i parmi toutes celles qui quittent 

si, dans l'émission de chaque phrase Ok de 0. La normalisation assure que sur leur ensemble, 
les aij somment à l .  

De la sorte, l'algorithme EM réestime tous les paramètres cachés du HMM cherché. Comme 
les formules de réestimation sont conformes aux hypothèses, la convergence vers un optimum 
(éventuellement local)est assurée. 

7.7 L'apprentissage des paramètres de distributions multigaussiennes 

On dispose d'une collection S = {x1,  . . .  , xm }  d'exemples, qui sont des vecteurs de IRd. On 
fait l'hypothèse que ces vecteurs sont des tirages aléatoires d'un mélange de k distributions 
gaussiennes N1 , ... Nk · On cherche à estimer les paramètres de chaque distribution, ainsi que la 
façon dont elle sont mélangées. 

Le tirage d'un exemple pourrait se décrire ainsi : d'abord, choisir aléatoirement une des k 
distributions. Ensuite, tirer l'exemple selon cette distribution. Par conséquent, pour définir le 
mélange, il suffit de se donner les k valeurs qui sont les probabilités que l'une des k distributions 
soit tirée. 

Un exemple Xi doit donc se décrire de manière plus complète par 

où : 
• Xi est le vecteur observé ; 
• pour j = 1 ,  k, Zij vaut 1 si xi a été généré par Ni· Les valeurs Zij sont cachées à l'observateur. 
Pour simplifier, nous prenons d = 1. Nous supposons aussi que les k distributions, de moyennes 

µ 1 ,  . . . , µk > ont la même variance a. La méthode se généralise sans trop de difficultés à d quelconque 
et à des matrices de covariances différentes pour chaque gaussienne. L'algorithme EJ\.1 s'applique 
comme décrit dans l'algorithme 48. Il a pour résultat le vecteur h = (µ1 ,  .. ., tLk) et les estimations 
des valeurs zil, zik. Ces dernières quantités sont donc les probabilités avec lesquelles on tire les 
gaussiennes Ni , pour j = 1 ,  k .  

8. Optimisation par descente de gradient 

Introduction 

Soit une fonction réelle f(u) , avec u E D C IR.d. On cherche à trouver la valeur u* du vecteur 

u telle que : 
f (u*) = ArgMin f (u) 'UED 

Autrement dit, on cherche une va.leur u* pour laquelle la fonction f prend la. va.leur minimum sur 
son domaine. Les méthodes d'optimisation itérative consistent, d'une manière générale, à partir 
d'une valeur u0, puis à construire une suite de valeurs un telles que : 
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A lgorithme 48 : Mélange de k gaussiennes 

début 
Initialiser aléatoirement h = (µ1, .. ., tid 
tant que le processus n'a pas convergé faire 

Estimation 

Calculer les estimations E(zii) de zi1 , . . .  E(zik) de ziken supposant que l'hypothèse 
coura.nte sur h est la bonne : 
Estimation 

for j = 1, k do 

Donc : 

end 

Maximisation 

p(x = Xi 1 µ = µ.i) 

--•- (x · - µ f e 2u2 r J 
E(zij ) � 'Ç""' k - _t_. (x · - µ )2 

L-n= l e ·217'}. J 11, 

Calculer une nouvelle estimation de h = (µ1 , .. ., µk) en supposant que zi.i est égale à 
E(ziJ) 
for j = 1, k do 

end 

fin tant que 

fin 

La construction d'une telle suite permettra de trouver u* si F remplit des conditions que nous 
allons énoncer au fur et à mesure. 

Définition 

Notons �1• (un) la valeur cl u graclientde f au point un.  Rappelons que cette valeur est un vecteur 

de 1R.d. Les techniques de descente de gradient sont des méthodes d'optimisation itérative pour 
lesquelles on choisit 

ô un+l = un - O'.n- (tin ) 
ôu 

(22.17) 

avec <Xn réel positif. En particulier, si l'on choisit <Xn de sorte que : 

(22.18) 

la méthode porte le nom de gradient à descente maximale. Une visualisation intuitive de cette 
technique peut être proposéeainsi : un randonneur dans le brouillard cherche à redescendre le 
plus vite possible de la montagne où il est perdu. Il observe les alentours et choisit de prendre la 
direction de la plus grande pente descendante. Si la pente est faible dans cette direction, il sera 
obligé de recommencer l'opération à peu de distance : le relief est en effet difficile à deviner dans 
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la zone où i l  se trouve. Si la pente est forte et la montagne assez régulière, il peut par contre 
raisonnablement penser que le profil du terrain ne va pas se modifier immédiatement ; il peut 
parcourir plus de chemin dans la direction choisie. 

Le cas idéal 

On dit qu'une fonction f : D � IR est a;-convexe, si, par définition, il existe un réel positif a; 
tel que : 

û: 'Vu E D, V'v E D ,  V'o E {0, l }  : f ( ( 1  - o)u + ov) S ( 1  - o)f(u) + of(v) + 2 o(l - o) llu - vJl2 

Supposons f différentiable et a-convexe. En prenant pour an la solution de l'équation 22.18 et 
en notant (. ,  . ) le produit scalaire, on a : 

soit : 

(�(un+ l ) , �(u,. )) = 0 
âu âu 

Ce qui signifie que chaque pas de descente maximale se fait dans une direction orthogonale au 

précédent. On peut alors démontrer que : 

lim (Jlun+l - unl l ) = 0 
n�+oc 

La suite u,. tend donc vers une limite. De plus, cette limite est la valeur cherchée u*, qui mini
mise f. 

NB : la démonstration demande au passage que la fonction f soit lipschitzienne, c'est-à-dire 
que 

Vu E D, V·u E D, 3c E IR :  J lf(tL) - f(v) JI S c  llu - v JI 

Par conséquent, si les propriété de f sont assez fortes, la descente de gradient amène au point 
cherché. On peut aussi démontrer que la convergence est encore vraie pour o:,. fixé à une valeur 
positive bornée par une constante dépendant de o: et de c. 

Le cas général : quelques problèmes 

La propriété d 'a-convexité est très forte. Intuitivement, elle signifie que le gra.phe de la fonction 

f a une courbure supérieure en tout point à la parabole g(v) = l/2œJ lvJ l2. La. propriété d'être 
lipschitzienne est moins exigeante : elle implique une régularité qui n'est pas rare en pratique. 
Quand on cherche à minimiser une fonction, on ignore en général si elle vérifie les deux propriétés 
précédentes. La plupart du temps, on peut au mieux la supposer dérivable. Que donne alors la 
méthode de la descente de gradient ? 

La figure 22. l donne une intuition de la méthode et de ses problèmes. Elle représente le graphe 
d'une fonction dérivable sur le domaine D = [O, l] . On y voit trois cas caractéristiques : 

• Si u,. se trouve dans la partie droite du graphe, le gradient :u (un) est positif et grand. Par 
conséquent, en prenant 

â un+i = u" - cx-(·un ) ôu 
avec ex réel positif, on obtiendra par exemple un+ 1 au point indiqué. À cet endroit, le gradient 
y est plus petit , quoique toujours positif. Le point suivant un+2, calculé avec la même valeur 
de Œ, sera donc plus proche de 'Un+l que 'Un+l l'était de Un· On assiste de la sorte à la 
convergence de la suite vers la valeur minimale 7L* cherchée. 
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f(U) 

w 

0 

Wn 
1 

1 

U l  Uopt u 

FIG. 22.1: Une ill'Ustration de la méthode de descente de gradient. 

• Construisons maintenant une autre suite à partir du point vn,  avec une valeur supérieure 
pour a:. Cette suite converge aussi, mais il y a deux différences avec le cas précédent : 
- La suite n'est plus strictement croissante ou décroissante, mais converge par valeurs alter
nativement supérieures et inférieures à la valeur finale. 

- La valeur atteinte n'est pas le minimum cherché , mais un rninirn'Um local u�:�al. Cette 
erreur de convergence est le résultat de l'affaiblissement des propriétés de f. Dans la. 
pratique, ce cas se rencontre très souvent. 

• À partir du point wn, en prenant a: encore plus grand, par contre la suite va diverger. 

En pratique 

Rappelons que dans le cas général u est un vecteur. En général , son domaine D sera convexe, 
par exemple défini par un hyperrectangle : 

D = {zm·in < X < zmax . . .  zmin < X < zmax} 1 - 1 - 1 ' > d  - d - d  

De nombreuses méthodes ont été proposées pour pallier les faiblesses présentées sur l'exemple 
monodimensionnel de la figure 22.l. En ce qui concerne le réglage de la valeur de a:, on peut 
par exemple utiliser la technique de la descente maximale, qui calcule au mieux cette valeur, 
ou en prendre une approximation (en général, faire décroître cx avec n) . On peut également 
faire intervenir la dérivée seconde de f. Il est plus difficile d'éviter les minima locaux. On peut 
évidemment appliquer plusieurs fois la méthode en faisant varier les para.mètres de l'algorithme 
(réglage de a:, point de départ) et choisir le minimum des minima locaux trouvés. On peut aussi 
introduire des perturbations aléatoires dans le calcul de la suite Un , pour tenter de la faire sortir 
des zones où elle converge vers un minimum local. [Fle80j est une bonne référence pour la théorie 
et la pratique des méthodes d'optimisation (en particulier par descente de gradient) . 
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9. La rétropropagation du gradient de l'erreur 

Dans cette annexe, nous montrons comment établir les formules de la section 3.2 qui dictent 
le changement de poids d'un réseau de neurones entraîné par la règle de la rétropropagation de 
l'erreur. 

9 . 1  Notations 

neurone de biais 
1Jo - J 

w(O,j) 

Y1 

X Y3 

Yn 

1 
1 
1 
1 

- - - - - � ...._ .... .... 1 Yk Uk 
.... .... 1 

.... .... 1 .... .... D 
FIG. 22.2: Dissection d 'un réseau multicouche. Pour l'entrée x, le neurone j prend l'état O"j et 

produit la sortie Yj· Sur la couche de sortie, l'erre'!tr mes·urée vaut Ex . 

Nous notons O"j l'état d'activation du neurone j à la présentation du vecteur d'entrée x. De 
la même façon, nous notons Yj la sortie du neurone j ,  w(i ,j )  le poids de la connexion entre les 
neurones i et j .  Sur la couche de sortie, pour le neurone k, on peut comparer la valeur uk désirée 
et la valeur Yk produite. 
Nous notons source(j) l'ensemble des neurones connectés au neurone j et dest(j) l'ensemble 

des neurones auxquels j se connecte. 

9.2 Fonctionnement du système 

Rappelons tout d'abord les équations de base régissant le fonctionnement du réseau. La règle 
de propagation dans le réseau est la suivante, pour un neurone j quelconque : 

•iEsou·rce(j) 

w(i ,j )  · Yi 

La fonction de sortie f permet de calculer y1 en fonction de a1 

(22.19) 

(22.20) 

Cette fonction f doit être continue, croissante, bornée et dérivable. On utilise souvent une fonc
tion sigmoïde définie par : 

1 
.f (u) = 1 + e-"'" (22.21)  
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1,0 
0,9 
0,8 
0,7 -
0,6 
0,5 
0,4 
0,3 
0,2 
0,1 
0,0 

'i' î '7 ';' 1 

FIG. 22.3: La fonction sie:moïde d 'éqnation Yi = f (cri) = 1 Cette fonction est varamétrée � l+e- .x", · 
par sa pente à l'origine À. Pour À très grand, on retroiive la fonction seuil. Pour À 
très petit, cette fonction est pratiqiiement linéaire dans une vaste région autour de 
l 'origine. Les sigmoïdes de cette figure correspondent à À =  1 ,  2 ,  10 poitr cri E [-5, 5]. 

avec À réel positif. 
Cette fonction répond à l'équation différentielle : 

En effet : 

!' = Àf (1 - !) 

1 
f(u) = 1 + e->-u 

I -(-Àe-ÀU) f (u) = 
(1 + e-""' )2 

/ ) 
1 1 f (u = À 1 + e-A·u (1 - 1 + e-A·u ) = Àf(u)(l - f(u)) (22.22) 

On peut remarquer que, quand À est très grand, f se rapproche de la fonction signe ; quand À 
est très petit, mais non nul, f est quasi linéaire autour de l'origine et de valeurs bornées entre 0 
et l .  

On considèrera ici pour simplifier la fonction sigmoïde de paramètre À égal à l .  Prendre À 
quelconque introduirait simplement un coefficient de proportionnalité dans les calculs qui suivent. 

9.3 Calcul du gradient 

Nous cherchons à faire évoluer le réseau de façon à minimiser un coût Ex pour chaque vecteur 
d'entrée x. On utilise ici le critère des moindres carrés : 

1 2: E - -X - 2 
jEsort.ie 

2 
(·uj - Yj) (22.23) 

Nous cherchons le gradient de Ex par rapport aux poids du réseau, c'est-à-dire les valeurs 
ôEx 

ôw(i,j) 
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Pour plus de clarté, nous pouvons omettre l'indice x dans les équations qui viennent. Nous 
définissons, pour chaque neurone j, la quantité : 

ôE 
oj = 

ÔŒJ 

Le cas des neurones de sortie 

Comme E dépend de w(i, j )  seulement par l'intermédiaire de Œj , la formule des dérivations 
partielles chaînée permet d 'écrire3 : 

ôE ôE ÔŒj 
--- = -- · = Ôj · Yi 
ôw(i,j) ÔŒ.i ôw(i , j) 

Lorsque j est un neurone de sortie, avec f définie comme dans l'équation (22.21) (et >. égal 
à 1),  on a, en remarquant que Yj ne dépend que de Uj : 

D 'après les équa.tions 22.20 et 22.22 : 

Puisque j est un neurone de sortie, d'après l'équation 22.23 : 

ôE 
-
â 

= 1/j - 7J,j 
Yj 

Donc, pour un neurone de sortie : 

ô . = 1/ . . ( 1  - y . ) . (y. - v .. ) .1 <J .1 .1 .1 

et finalement : 
ôE 

Ô (
. ') = Yj · ( 1  - Yj) · (YJ - Uj) · Yi 

'W i, J 

Le cas des neurones cachés 
Lorsque j est un neurone caché, on calcule Ôj par rétropropagation. La remarque fonda.mentale 

est que la contribution de chaque neurone formel j sur la sortie est propagée vers la sortie à 
travers les éléments de la couche dest(j). 

Comme E dépend de w( i, j) seulement par l'intermédiaire de Œ.i , la formule des dérivations 
partielles chaînée permet d'écrire : 

âE ôE ÔŒJ 
--- = -- · = Ôj · Yi 
âw(i ,j)  Ôuj âw(i ,j)  

Comme E dépend de tous les états Œk> pour k E dest(j) ,  et que chaque Œk dépend (en ce qui 
concerne les variables qui nous intéressent) seulement de Y} (et donc seulement de Œj),  on peut 
aussi écrire : 

ôE 2: âE . ÔŒk . ÔŒj 

ÔŒk ÔŒj Ôw(i ,j)  
kEdest(:i) 

âw(i, j )  

3Toutes les dérivées s<>nt notées cornrne pa.rtielles, par abus de langage. 
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En sortant le terme non dépendant de k de la somme dans la seconde expression de 8!(�,j) , en 
égalant les deux expressions, et en utilisant la définition de oj et de ok > on obtient : 

kEdest(j) 

Cela peut s'interpréter par le fait que la « responsabilité » o.i de la cellule j dans l'erreur est 
propagée à ses successeurs ok avec un poids w(j, k) .  
On peut maintenant terminer les calculs : 

et finalement : 

Conclusion 

= 
kEdest(j) 

L Ok . �Ük . �Yj 
âyi O<YJ kEdest(j) 

= I: s k . w (j, k) . y j . ( 1 - v j )  

kEdest(j) 

y j . ( 1 - y j )  . I: s k . w (j, k) 
kEdest(j) 

En résumant, on a donc les valeurs : 
• Pour les neurones de sortie : 

ôE 
Ô ( . . ) 

= Yi ·  Ôj = Yi ·  Yi · (1 - YJ) · (yj - uJ )  w 'L,.1 
• Pour les neurones cachés : 

ôE 
ô (

" .
) 

= Yi ·  Ôj = Yi ·  Yj · ( 1  - YJ) · L ôk · w (j, k) 
w i,J kEdest(.i) 

Finalement, pour modifier w(  i, j) ,  il faut lui additionner une quantité dans la direction opposée 
au gradient : 

ôE 6.w(i, ,i )  = -a â ( 
. .  

) 
= - a · Yi · Ôj w i , J  

où a ,  compris entre 0 et 1 est le pas de déplacement, aussi appelé le taux d'apprentissage. 

10. L 'analyse de l'induction de Vapnik 

10.1 Cas où IH I  = oo et F Ç 1i 

Dans le cas où le nombre d'hypothèses est fi.ni, on comprend que l'on puisse borner la pro
babilité que l'on trouve parmi elles une hypothèse apparemment correcte sur l'échantillon d 'ap
prentissage et pourtant médiocre en général. Lorsque la classe d'hypothèses contient un nombre 
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infini cl 'éléments, il semble que l'on ne puisse pas dire grand-chose. Pourtant, intuitivement, on 
sent qu'il doit pouvoir exister des classes d'hypothèses de cardinal infini mais d'expressivité lüni
tée, pour lesquelles la performance sur l'échantillon d'apprentissage peut servir d'indicateur de 
la performance réelle. Nous allons voir dans cette section une caractérisation possible de cette 
diversité qui peut servir à établir le lien entre risque empirique et risque réel. 
L'idée générale est la même que pour le cas où H est de cardinalité finie (voir section 4.3 du 

chapitre 2). Il s'agit d'essayer de borner la probabilité d'avoir une hypothèse apparemment bonne, 
c'est-à-dire ici de risque empirique nul (hypothèse consistante) sur l'échantillon d'apprentissage, 
qui soit en fait de risque réel > é : 

Pv2 {S : 3 h E H :  RBmp(h) = 0 & RRée1(h) > é} (22.24) 

Une idée essentielle consiste à chercher une mesure effective de la variabilité de 1i en la. mettant 
à l'épreuve sur un ensemble de points test tirés aléatoirement. Le risque réel sera alors évalué en 
utilisant un autre échantillon que l'échantillon cl 'apprentissage, qui sera lui aussi issu cl 'un tirage 
i.i.d. (formes tirées aléatoirement dans X suivant une même distribution) . Nous le nommerons 
naturellement échantillon de test, noté T. L'avantage est que l'on pourra alors compter les diffé
rents étiquetages de ces points que permet l'espace des fonctions hypothèses 1i, et à partir de là 
caractériser la variabilité effective de 1i. 
On voudrait donc remplacer l'étude de l'expression (22.24) par celle de : 

Pv2 {S : 3 h E 1i :  R�111P (h) = 0 & Rfmp(h) = 0 > é }  (22.25) 

où nous notons R�mp (h) (resp. Rfmp (h)) le risque empirique de l'hypothèse h mesuré sur l'échan
tillon S (resp. T). 
Une application des inégalités de Chernoff4 avec m > 2/e:, permet de borner l'expression (22.24) 

par une probabilité relative à l'expression (22.25). Plus précisément, si on note ST l'échantillon 
constitué de la concaténation de S et de T, et R��P(h) le risque empirique de h mesuré sur ST, 
on peut obtenir la borne : 

Pvx {S : 3 h E 1i : R�111p(h) = 0 et RRëe1(h) > é} 
{ S ST é } < 2Pvx ST : 3h E 1i : REinp (h) = 0 et REmp(h) > 2 (22.26) 

Répétons que cette nouvelle borne représente un progrès considérable dans la solution du pro
blème initial. En effet, nous sommes maintenant ramenés à un comptage sur les étiquettes pos
sibles de 2m points par les fonctions de 1i, au lieu d'avoir à considérer l'ensemble infini des 
fonctions de 1i. 
Soit un échantillon i.i.d. suivant V;i: de 2m points, dont l 2: êm/2 sont mal étiquetés par 

l'hypothèse h. Le nombre de cas possibles pour lesquels aucune de ces erreurs n'intervient dans 
les m premiers points est : C�)C�m · Or C!n /C�m :::; 1/21 , puisque : 

c�n 
c�m 

= 
i=l-1 
II . i=/-1 

rn - i  < II (�) = 2-
2rn - i -

2 21 i=O 

La probabilité que cela arrive pour n'importe quel échantillon de taille 2m et pour n'importe 
quelle hypothèse est bornée par le nombre d'étiquetages différents de 2m points par des fonctions 

" Pour les détails de la démonstration assez longue dont les développements dépassent le cadre de notre ouvrage, 
il est suggéré de se reporter à IA 892] pp.90-94 ou à IKV94l pp.59-61, ou encore à [A 896] pp.42-50. IDGL96) 
offre aussi au chapitre 12 une exposit,ion très complète de h:i, question. 
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de H. En d'autres termes, on évalue maintenant la richesse de l'espace d'hypothèses par le nombre 
de dichotomies différentes qu'il peut induire au maximum sur un échantillon aléatoire de 2m 
points. On appelle ce nombre la fonction de croissance de 1-{ : GH (2m ) . 

Pox {S : 3 h E H :  R�mp(h) = 0 et RRée1 (h) > ê} :S: 2 GH(2m)Tem/2 (22.27) 

Cette équation est très importante. Elle nous montre que la. probabilité qu'il existe une ma.u
vaise hypothèse (pour laquelle le risque empirique nul est trompeur) est bornée par un produit 
de deux termes, dont l'un est une exponentielle décroissante en m. 
I l nous faut donc étudier le second terme : la fonction de croissance. En effet, l'inégalité ci

dessus n'est utile que si la fonction de croissance croît à un rythme sub-exponentiel 
pour laquelle la borne tend vers zéro rapidement. 

10.2 Fonction de croissance et dimension de Vapnik-Chervonenkis 

Définition 22.1 (Fonction de croissance) 

La fonction de croissance G'H ( m) définit le nombre maximal de dichotomies qtâ peuvent être 
induites par l'espace des fonctions indicatrices 1-{ sur un échantillon de taille rn sur X .  

I l  est important de noter que cette définition invoque l'échantillon le plus grand pour lequel 
il est possible de réaliser toutes les dichotomies (et non pas n'importe quel échantillon tiré 
aléatoirement) . 
Cette fonction est indépendante de toute distribution de probabilités sur X et ne dépend que de 

l'espace H. Pour m points, le nombre maximal possible de dichotomies, c'est-à-dire d'étiquetages 
possibles, est de 2m . Nous avons donc : GH ( rn) :S: 2m . 
On dit d'un ensemble de points {x1, . . .  , Xm} pour lequel 1-{ permet d'induire les 2m dichoto

mies possibles qu'il est pulvérisé (shattered set). Dans ce cas, G'H(m) = 2"\ c'est-à-dire que 1-{ 
permet de réaliser n'importe quelle fonction indicatrice de ces rn points. 

-- EXEMPLE Séparatrices linéaires dans le plan -------------------

La figure 22.4 illustre un espace d'entrée X de dimension 2 avec ici 4 points :  x l , x2, x3 , x4 .  
Les bornes des fonctions hl et h2 sont indiquées par des ellipses. D'après cette figure, les 
fonctions hl et h2 induisent respectivement les dichotomies : 

'D1 = {S_ = {x3},S+ = {x1 , X2, x4}} et 'D2 = {S_ = {x1 ,xz} ,S+ = {x3,X4}} 
L'ensemble des dichotomies possibles de l'ensemble S de ces -l points est : l�s 1 = 24 = 16 .  

Pour la  classe 1t des concepts définis par les séparatrices linéaires, i l  est aisé de voir que tout 
ensemble de trois points non colinéaires peut être pulvérisé. La figure 22.5(a) montre l'une 
des huit dichotomies possibles de trois points du plan. Le lecteur pourra facilement vérifier 
que les sept autres dichotomies sont également réalisables par une hypothèse de 1t .  Nous 
avons donc : Grt (3) = 23. 
Nous montrons qu'il est impossible de pulvériser un ensemble de quatre points quelconques 
par des séparatrices linéaires en considérant les deux cas génériques (l'un où tous les points 
sont sur l'enveloppe convexe, l'autre où seuls trois points définissent l'enveloppe convexe) 
(figure 22.5(b) et ( c)) pour lesquels il n'existe pas de séparatrice linéaire permettant d'induire 
les dichotomies correspondantes. 

Nous avons donc : G1t(4) :::; 24 D 
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• Xz 

FIG. 22.4: Un espace d 'entrée X de dimension 2 avec les dichotomies induites par de1ix fonctions 
h1 et h2 .  

(a) (b) (c) 
+. 

+. + 
• 

• 

• • 

+. + • 

FIG. 22.5: (a) Une dichotomie et 1me réalisation par une séparatrice linéaire. {b) et {c) Dichoto
mies irréalisables par des séparatrices linéaires. 

-- EXEMPLE Rectangles parallèles aux axes dans le plan ---------------

Il est également possible de réaliser toutes les dichotom ies possibles de trois points du plan 
pa.r des rectangles parallèles aux axes. Seul le cas dégénéré où le point négatif est exactement 
au milieu des points positifs rend impossible cette dichotomie (voir la figure 22.6 (a)) pour un 
exemple) . Par ailleurs, il existe un échantillon de quatre points pour lesquels il est possible 
de réaliser tous les étiquetages possibles à l'aide de rectangles parallèles aux axes (voir la 
figure 22.6 (a), nous laissons au lecteur le soin de le vérifier pour les quinze autres étique
tages). Cependant, il n'est pas possible de former toutes les dichotomies de quatre points 
quelconques, corn me l'illustre la figure 22.6 (b). L'existence d'un seul échantillon de quatre 
points pouvant être pulvérisé suffit à borner la fonction de croissa.nce pa.r le bas G'H ( 4) = 24. 
S i  nous considérons m:ünten:wt n'importe quel échantillon de cinq points, l'un de ces points 
est nécessairement ni en position extrême ga.uche, ni en position extrême droite, ni en posi-
tion extrêrne haute, ni en µosition extrême basse (voir ligure 22.6 (d)). Si nous étiquetons 
ce µoint non extrémal par un -, et les quatre autres µoints par + ,  alors il est. impossible 
de trouver un rectangle permettant de couvrir ces 4 points sans couvrir le cinquième. D'où 
G'H (5) = 24 . o 

Définition 22.1 

On appelle dimension de Vapnik-Chervonenkis (ou dimension entière) d'un espace de fonc
tions binaires 1t qtie l'on note dllc(1t) le cardinal cfo phis grand ensemble de points de l 'es
pace d 'entrée X qu 'il est possible de pulvériser. Si il n'y a pas de maximmn, par convention 
dvc(1t) = oc. 
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(a) (b) (c) (d) 

+. +. +. +. 

• • • + • • 

+. +. +. •• + • 

FIG. 22.6: (a) Exemple de trois points dont la dichotomie est réalisable par au moins un rectangle. 
(b) Exemple de trois points ne pouvant être distingués grâce à tm rectangle. Mais il 
s 'agit du seul cas, correspondant à un cas dégénéré du cas général à trois points (a). 
( c) Une dichotomie de quatre points et une réalisation par un rectangle parallèle aux 
axes. ( d} Une dichotomie irréalisable. 

En d'autres termes, la dimension de Vapnik-Chervonenkis d'un ensemble de fonctions de dis
criminations est le nombre maximal d'exemples d'apprentissage dont il est possible d'apprendre 
n'importe quel étiquetage. Cela signifie qu'il existe un ensemble de points au moins dont le 
cardinal est égal à d11c (7i) et sur lequel la « souplesse » de 7i est totale. 
La dimension de Vapnik-Chervonenkis est donc par définition liée à la fonction de croissance 

par la relation : 

dvc(H) = max {rn E N (22.28) 

-- EXEMPLE Séparatrices linéaires dans le plan -------------------

D'après l'exemple 10.2, la dimension de Vapnik-Chervonenkis pour les fonctions séparatrices 
linéaires du plan est égale à 3. 

Le lecteur pourra démontrer que la dimension de Vapnik-Chervonenkis des séparatrices li
néaires sur JRd est égale à d + l .  

Il nous reste à voir en quoi la. dimension de Va.pnik-Chervonenkis est plus précisément reliée 
à la fonction de croissance pour nous permettre de trouver les conditions de croissance subex
ponentielle de cette dernière lesquelles, rappellons-le, sont nécessaires pour garantir l'utilité du 
principe inductif ERAf. 

10.3 Le lemme de Sauer : un lemme sauveur 

Nous avons vu que la fonction de croissance G'H.(m) est bornée par 2rn. Mais est-ce que toute 
valeur est possible en dessous de cette limite (voir figure 22. 7) ? Le lemme démontré indépen
damment par Sauer (1972), Shelah (1972) et Vapnik et Chervonenkis (1971) montre que ce n'est 
pas le cas si la dimension de Vapnik-Chervonenkis est finie. 
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m 

FIG. 22. 7: Le comportement de la Jonction de croissance. Nous avons tracé le logarithme en base 
2 de la fonction de croissance en fonction du nombre de points dans l'espace d'entrée 
X. Jusqu'à d'fi, la dimension de Vapnik-Chervonenkis de 1-i, G'H(m) = 2m , d'où le 
tracé linéaire. Mais pour des valeurs de rn ;::::: d'H ,  qiœlle est l'enveloppe maximale des 
dichotomies possibles de rn points dans X par des fonctions de 1-i ? 

Théorème 22.1 (Lemme de Sauer) 

Soient 1-i un espace de fonctions hypothèses indicatrices sur l'espace d'entrée X, d1i. sa dimension 
de Vapnik-Chervonenkis, d'H = dvc(?-i), et m points quelconques dans X .  Alors5 : 

d'H 
G'H(m) < 2:.: en: < 

i=O 

( ed1.: ) d"" d 
" 

E O (m "" )  (22.29) 

Démonstration. Nous allons d'abord borner le nombre de dichotomies réalisables sur un échan
tillon S de m points quand d'H = d < m par une somme de combinaisons, puis nous montrerons 
que cette somme est bornée par une fonction polynomiale de m. C'est la première partie de la 
démonstration qui est la plus importante, et la plus intéressante. 
Supposons par hypothèse que la fonction de croissance G'H ( m) soit bornée par une fonction 

ef>dn (m).  Soit 11"'fi(S) l'ensemble des dichotomies de S réalisables à l'aide des fonctions de 1-i, et 
soit x un point de S. Nous voudrions calculer 17rd'H (S)I à partir de 17rd'H (S - x) I ,  et ainsi obtenir 
une expression récursive de 17rd"" (S) I . 
La différence entre 17rd'H (S) I et l7rd'H (S - x) I provient des ensembles de dichotomies de S qui 

ne diffèrent que par l'étiquette de x, mais qui sont donc non distinguées dans 11"'fi (S - x) . Elles 
correspondent à un ensemble Ds-x de dichotomies dans 7rH(S - x) . Nous avons : 

Il faut donc compter le nombre de ces paires de dichotomies de Ds-œ.· Quelle est la. dimension 
de Vapnik-Chervonenkis de cet ensemble ? 
Il est facile de voir qu'elle est nécessairement strictement inférieure à d'H. En effet, si elle était 

égale à d'H (si toutes les dichotomies de 11"'fi ( S -x) étaient réalisables), alors toutes les dichotomies 
de S le seraient aussi, puisque pour chaque dichotomie de 11"'fi (S - x) on peut étiqueter x de 
deux manières différentes. Et donc on aurait d'H = d + 1 , ce qui contredirait notre hypothèse de 
départ. 
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Nous avons donc : lef>d'H (S) I = lef>d'H (S - x) I  + IDs-œ l , soit encore : 

ef>d(m) = <l>d(m - 1 )  + ef>d-1(m - 1 )  

avec ef>d(O) = ef>o(m) = 1 (ce qui est évident) .  
I l  est a.lors facile de montrer que : ef>d( m) = "Lr1:o c�/1.. 
Le deuxième temps de la démonstration est simplement technique. 
Pour 0 $ i $ d et m 2:: d :  (m/d)d (d/m)i 2:: 1 ,  d'où : 

en utilisant des développements en série limitée classiques. 0 

Le comportement de la fonction de croissance G1-l (rn) est donc contrôlé par la dimension de 
Vapnik-Chervonenkis d1-f.. De manière a priori surprenante, pour m > d1-f., il n'y a donc pas 
de fonction de croissance possible au-dessus de la borne polynomiale (eni/d1-f.)d'H .  Par exemple, 
il n'est pas possible d'avoir une fonction de croissance en Jm. La dimension de Vapnik
Chervonenkis correspond à une borne fondamentale de la capacité d'expression d'un 
ensemble de fonctions hypothèses. 

Croît en 2111 : ,' ,' 
croissance cxponc1�����7,' 

Croît en nf'H: 
croissance en fonction polynomiale 

m 

FIG. 22.8: Le comportement de la fonction de croissance d 'après le lemme de Sa'Uer. On a tracé 
ici le logarithme en ba.se 2 de la fonction de croissance. 

La figure 22.8 illustre le comportement de la fonction de croissance d'après le lemme de Sauer. 
Il est intéressant d'en prendre le logarithme Népérien : 

En reprenant l'équation 22.27, nous arrivons à l'équation fondamentale : 

Pvx {S : 3 h E H :  R�mp(h) = 0 & RRéet(h) > ê}  $ 2 G1-l(2rn)Tem/2 

$ 2 ( 2::) dx Tem/2 

(22.30) 

(22.31) 
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Cette équation montre que si la dimension de Vapnik-Chervonenkis dx est finie, alors la conver
gence du risque empirique vers le risque réel est exponentiellement rapide, d'après le terme en 
2-ôm/2, et ceci uniformément pour n'importe quelle fonction h E 1-i. 

À partir de cette équation, on peut aussi calculer la taille minimale d'un échantillon d 'appren
tissage pour que la probabilité dénotée par l'équation 22.31 soit inférieure à ô : 

( 1 1 dx 1 ) m = 0 - ln - + - ln -
ê ô ê ê (22.32) 

-- EXEMPLE Application numérique -----------------------

Soit d·H. = 3, la dimension de Vapnik-Chervonenkis de l'espace d'hypothèses (il s'agit par 
exemple de l'espace des séparatrices linéaires du plan, telles qu'un perceptron pourrait les 
réaliser). On veut une erreur d'approximation limitée à €  = 1 % pour un seuil de confiance 
de 95 % (o = 5 %). Alors, il faut avoir un échantillon d 'apprentissage de taille m � 2425. 

Voyons maintenant comment traduire l'équation 22.31 en une borne d'erreur pour toute hy
pothèse h consistante. 

Théorème 22.2 {Théorème P AC pour les espaces infinis de fonctions indicatrices) 

Soit 1-i un espace de fonctions indicatrices de dimension de Vapnik-Chervonenkis dx. Pour toute 
distribution de probabilités D sur X x { -1,  1} ,  avec une probabilité 1 - 8 sur les échantillons S 
de m exemples tirés aléatoirement sur Z, toute hypothèse h E 1-i cohérente avec l'échantillon S 
est d 'erreiir réelle bornée par : 

2 ( 2em 2) 
RRéeJ(h) $ - dx ln -- + ln -

m dx 8 

pourvu que dx $ m et m > 2/ ê. 

(22.33) 

Ce théorème montre que la taille de l'échantillon d'apprentissage requise pour assurer (en 
probabilité) une bonne généralisation est une fonction linéaire de la dimension de Vapnik

Chervonenkis de l'espace d'hypothèses quand on choisit une hypothèse cohérente, et ceci 
fa.ce à toute distribution des exemples. 

10.4 L'analyse de Vapnik et Chervonenkis pour des fonctions quelconques 

L'analyse précédente est limitée sur un certain nombre de points. Elle ne s'applique en effet : 
• qu'à des fonctions indicatrices, donc à des applications d'apprentissage de fonctions de dis
crimination (apprentissage de concepts) ; 

• qu'à des fonctions de perte comptant le nombre d'erreurs de classification (fonction de perte 
pour la discrimination) ; 

• qu'au cas où l'espace d'hypothèses 1-i contient l'espace de fonctions cible F, ce qui permet 
d'assurer l'existence d'au moins une hypothèse cohérente avec l'échantillon d'apprentissage. 

Les travaux de Vapnik et Chervonenkis, menées avec opiniâtreté sur une longue période (1968-
1998 environ), ont permis de lever ces limita.tions et de fournir une approche générale du problème 
de l'induction pour des espaces infinis de fonctions hypothèses quelconques (ou presque) utilisant 
des fonctions de pertes quelconques (ou presque) , y compris dans le cas où les espaces 1-i et F 
ne coïncident pas. Cette analyse sert actuellement de cadre de référence pour toute la théorie de 
l'apprentissage. 
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Nous en donnons un rapide aperçu dans ce qui suit, reportant le lecteur intéressé aux nom
breuses publications concerna.nt ce sujet, et en particulier à [Vap95] pour un petit livre d'un 
a.bord facile résuma.nt l'approche, et à [Va.p98] pour une description détaillée. Le lecteur motivé 
pourra également se reporter avec profit à [AB96J qui donne de nombreuses preuves. [DGL96J est 
également une référence intéressante, qui ne traite toutefois que des problèmes de classification 
binaire. 

10.4.1 Le théorème fondamental de la théorie de l'apprentissage selon Vapnik 

Rappelons que selon Vapnik, le problème central de l'induction est de chercher quelle relation 
existe entre une hypothèse sélectionnée selon le principe inductif ERJ\!l, qui minimise le risque 
empirique, et l'hypothèse optimisa.nt le risque réel. II s'agit en particulier d'étudier les condi
tions de pertinence du principe ERJVJ correspondant aux équations (2.55) et (2.51). Vapnik et 
Chervonenkis [Vap82, VC91] ont montré le théorème suivant. 

Théorème 22.3 (Théorème fondamental de pertinence de l' ERM, Vapnik) 

Potir des fonctions de perte bornées, le principe de minimisation dti risqtie empiriqtœ (ERM) est 
pertinent si et seulement si le risque empiriqtœ converge uniformément vers le risque réel ati sens 
suivant : 

lim P [ sup IRRéel(Îis) - Remp ( Îis ) I  > é] = 0, 't/ ê > 0 
m � oo  ... hseH 

(22.34) 

À nouveau, insistons sur ce point : ce théorème6 signifie quelque chose de très profond et de 
très importa.nt : la pertinence du principe de minimisation du risque empirique est déterminée 
par la pire des fonctions hypothèse de 1-i, c'est-à-dire celle dont l'écart entre le risque empirique 
mesuré et le risque réel est le plus grand. C'est là l'essence des convergences uniformes. Nous 
nous trouvons ici dans une théorie qui spécifie des garanties de généralisation face à n'importe 
quelle distribution des exemples tirés dans l'échantillon d'apprentissage (d'où la. convergence en 
probabilité et le seuil de confiance o) et face à la pire des fonctions hypothèse possibles, au sens 
où, choisie selon le principe inductif ERM, elle se révèlerait de fait la. moins bonne. 

Un théorème de convergence uniforme nécessite une propriété sur l'ensemble 1-i des fonctions 
hypothèse. Pour assurer la pertinence du principe ERJ\.f par l'équation (22.34), il faut donc se 
donner une mesure de diversité sur 1-i. L'une de ces mesures de diversité ou de richesse de l'espace 
d'hypothèses est évidemment la dimen.sion de Vapnik-Chervonenki.s. C'est elle qui a permis à 
Va.pnik et Chervonenkis d'énoncer une loi des grands nombres pour les espaces fonctionnels. 

Théorème 22.4 {Conditions nécessaires et suffisantes pour la pertinence de l' ERM) 

L 'équation suivante fournit une condition nécessaire et suffisante pour la pertinence du principe 
ERM, ainsi qu 'une garantie de convergence rapide, indépendamment de la distribution de proba
bilité.s .sur le.s échantillon.s S. 

lim 
ln G?-l (m ) 

= 0 
m -> oo  1n 

(22.35) 

Nous retrouvons ici la nécessité, soulignée dans l'analyse PAC, que la fonction de croissance 
croisse moins vite qu'une fonction exponentielle de la. taille m de l'échantillon. 

6 Pour une preuve partielle, se reporter par exem pie <;\ [Hay99] p.93. 
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10.4.2 Bornes utiles sur la capacité de généralisation 

En reprenant la figure 22.9, les questions centrales clans l'analyse du principe inductif ERM et 
de sa consistance sont : 

l .  Quel est le risque réel associé à l'hypothèse Îis qui minimise le risque empirique, et quelle 
est la relation liant RRéel (Îis) et REmp (Îis)  ? 

2. Quelle est la proximité entre le risque réel RRéei(
Îis) associé à l'hypothèse hs sélectionnée 

par le principe inductif ERM et le risque réel optimal RRée1(h*) ? 

Les réponses à ces questions peuvent être obtenues par le calcul de bornes de taux de convergence 
découlant de l'analyse théorique conduite par Vapnik et Chervonenkis. Ces bornes sont fonctions 
de la taille m de l'échantillon <l'apprentissage, des propriétés de l'espace de fonctions hypothèse Ji 
et de celles des fonctions de perte l(ui, h(xi)). Nous nous limitons ici à la présentation de résultats 
concernant les fonctions de perte positives bornées (correspondant aux problèmes de classifica
tion) . Des bornes pour d'autres fonctions de perte sont discutées notamment clans [Vap95] et 
[Vap98] . 

Risque 

FIG. 22.9: Reprise de la figure 2. 9. 

Les fonctions de perte positives bornées. On suppose que la fonction de perte l(ui, h(xi)) 
est bornée par B quelle que soit la fonction hypothèse h,  les exemples xi et les réponses désirées 
Ui· 
Alors les réponses aux questions ci-dessus sont fournies par les bornes suivantes : 
l. 

2. 

L'inégalité suivante est vérifiée avec une probabilité :2: 1 - 8 simultanément pour toutes les 
fonctions de Ji, et en particulier la fonction Îis minimisant le risque empirique (condition 
de convergence uniforme) : 

où : 

( J 4REmp (h) ) 
l +  l + ---B€ 

GH(2m ) - ln8/4 dH [ln !:; + l] - ln8/4 
€ = 4 = 4 ___ ;.:;.__ ____ _ 

m m 

(22.36) 

L'inégalité suivante est valide avec une probabilité :2: 1 - 28 pour la. fonction hs qui mini
mise le risque empirique : 

J - ln 8 BE ( ;--4 ) RRée1 (hs )  - RR.ée1t (h * )  :S B  · -- + - 1 + \ 1 + -
2m 2 € 

(22.37) 
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Il faut noter que la fonction de perte classique en classification prenant ses valeurs dans {O, l } ,  
la borne B est égale à 1 dans c e  cas. Par ailleurs, dans le cas de l'analyse PA C où le risque 
empirique optimal est nul, on obtient pour l'équation 22.36, l'expression suivante : 

d'H[ln t: + 1] - lnô/4 
Rrue1(h) � REmp(h) + 2 ----------

m 
(22.38) 

Il ressort de ces inégalités le message important que si la dimension de Vapnik-Chervonenkis de 
l'espace d'hypothèses est finie, alors l'erreur d'estimation entre RRée1(hs) et RRée1(h*) converge 
vers zéro au rythme de 0 ( J dn � m )  dans le cas général et de 0 ( dn � m ) dans le cas où 'H 

comprend la fonction cible f*, et ceci po1tr toute distrib1ition sur X x U. 

La beauté de ce résultat et sa puissance proviennent de sa nature « pour toute distribution » 
et du fait que les propriétés de la classe 'H des fonctions hypothèses sont reflétées à travers un 
seul paramètre : sa dimension de Vapnik-Chervonenkis. 
Il est important de souligner, que d'après [Vap95J en p.81, ces bornes ne peuvent pas être 

significativement améliorées. Ce sont des bornes supérieures assez serrées dans la mesure où 
les bornes inférieures connues sont du même ordre de grandeur (de l'ordre de .J d'H /m au lieu 
de .J (dH/m) ln (dH/m)) et donc les bornes supérieures ci-dessus sont optimales à un facteur 
logarithmique près, et sont par conséquent d'importance pratique aussi bien que théorique. 

Remarque 

Afin de pouvoir appliquer les bornes de la théorie à des problèmes pratiques, il faut pouvoir estimer 
de manière précise la dimension de Vapnik-Chervonenkis de J'espace d'hypothèses concerné. Malheu
reusement, l'estimation analytique de la dimension de Vapnik-Chervonenkis n'est possible que pour des 
classes de fonctions simples. Il faut donc souvent avoir recours à des estimations heuristiq·ues de d'H. , par 
exemple en observant le risque empirique sur des échantillons de données indépendants et de tailles diffé
rentes, comme le propose Vapnik dans [VLC9-1J. Le problème de l'évaluation empirique de la dimension 
de Vapnik-Chervonenkis est; un sujet; de recherche important. 

Remarque 

Ce chapitre a essentiellement pour but d'introduire Je lecteur à un certain nombre de questions fonda
mentales sur l'induction. Nous avons à cet effet laissé sous silence certaines subtilités. C'est ainsi que 
pa.r exemple, nous avons supposé que la tâche de classification binaire était réalisée par un apprenant 
implémentant des fonctions indicatrices. Lorsque, pour cette même tâche, l'apprenant implémente des 
fonctions à valeur réelle, alors de nouvelles analyses plus fines du principe ERM peuvent être conduites. 
Ce son� en part.iculier les analyses portant sur les classifieur·s à large marge (large m<irgin classifiers). 
Une réalisation concerne les machines à vastes marges décrites dans le chapitre 9. 

10.5 Discussion 

Finalement, le principe inductif de minimisation du risque empirique (ERN!) est-il légitime ? 
Les analyses théoriques (PA C pour les fonctions indicatrices et de Vapnik et Chervonenkis pour 
les fonctions quelconques) montrent que cela dépend de la taille de 1 'échantillon d 'apprentissa.ge 
et plus précisément du rapport m/ d'H qui prend en compte la dimension de Vapnik-Chervonenkis 
de l'espace des fonctions hypothèse 'H .  Si en effet nous considérons les inégalités (22.36) et (22.38), 
nous voyons apparaître deux cas : 

• m/d'H est grand. Dans ce cas, e est petit, et le second terme des inégalités (22.36) et (22.38) 
devient petit. Le risque réel est alors proche du risque empirique, et dans ce cas une valeur 
faible du risque empirique garantit (en probabilité) une valeur faible du risque réel. 
Le principe ERN! est alors justifié. 
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• m/dn est petit. Dans ce cas, une faible valeur du risque empirique ne garantit rien sur la 
va.leur du risque réel. Pour minimiser le risque réel, il faut aussi minimiser le terme de droite 
des inégalités (22.36) et (22.38) en prenant en compte les deux termes simultanément. Or le 
premier terme dépend d'une fonction spécifique dans Ji, tandis que le second terme dépend 
de l'ensemble des fonctions Ji par l'intermédiaire de sa dimension de Vapnik-Chervonenkis. 
Pour minimiser le terme de droite de ces inégalités, il faut donc ma.intenant faire de dn un 
para.mètre de contrôle. Nous verrons cette idée à l'œuvre dans un nouvea.u principe inductif 
proposé par Vapnik : le principe de minimisation du risque structurel ( SRM : Structural 
Risk Minimization), voir la section 2.4. 

1 1 .  L'induction par compression d'information 

1 1 . 1  La théorie de l'induction selon Solomonoff 

Da.ns un pa.pier visionnaire, Solomonoff en 1964 [Sol64] a. proposé une formalisation du pro
blème de l'induction. Selon lui, tout problème d'inférence inductive peut être considéré comme 
un problème d'extrapolation d'une séquence de symboles binaires. Soit l'espace S des séquences 
infinies de symboles binaires, et une distribution a priori µ sur S, avec µ(x) dénotant la pro
babilité d'une séquence commençant avec x. Alors, étant donnée une séquence observée x, le 
problème inductif est de prédire le procha.in symbole dans la séquence. Cela peut se faire soit 
par prédiction directe du prochain symbole, soit pa.r identification d'une règle sous-jacente à la. 
séquence permettant de prédire le prochain symbole. On peut exprimer la probabilité que la 
séquence x se poursuive par le symbole a sachant que la séquence initiale est x par : 

µ(xa) IL (alx) = -µ(x) 
(22.39) 

La tâche centrale de l'inférence inductive est alors de trouver une approximation de µ per
mettant d'estimer la probabilité conditionnelle qu'un segment x soit suivi d'un segment y. Ceci 
est dans le cas généra.! impossible. Il faut donc trouver des moyens d'approcher µ de manière 
raisonnable. 

11 .2  La complexité de Kolmogorov 

La complexité algorithmique, souvent appelée complexité de Kolmogorov du nom de l'un de 
ses inventeurs, cherche à mesurer la complexité intrinsèque d'une chaîne de bits. 

Définition 22.2 (Complexité algorithmique) 

La complexité algorithmique d'une chaîne de bits x est définie comme la longueur (mesurée 
en bits) du plus coiirt programme qui, sans données supplémentaires, permet à iine machine de 
Tttring universelle U d'écrire la chaîne x et de s 'arrêter. 

Formellement, cela s 'écrit : 
K(x) = Min [U (p ) = x] 

l(p) 

où l(p) est la longueur, mesurée en bits, du programme p. 

(22.40) 

La complexité algorithmique est une mesure de !'incompressibilité de x. Considérons par 
exemple une chaîne x constituée uniquement de n 1. Cette chaîne est intuitivement très simple. 
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Et de fait, il est facile cl 'écrire un programme pour la produire. Ce programme est essentielle
ment une boucle qui sera exécutée n fois. Le programme est donc de longueur proportionnelle à 
log2 n soit en O(log2 n). Nous noterons cette complexité de Kolmogorov par K(x ) = log2 n .  Un 
autre exemple est celui de l'expression du nombre transcendantal 7r, dont la séquence binaire : 
11 .001001000011111 101101010001.. . apparemment aléatoire est en fait simple : la taille du plus 
petit programme capable de produire cette séquence est petite et constante, indépendante du 
nombre de bits produits. On a donc K(n) = 1 . En revanche, une séquence réellement aléatoire 
ne peut pas être produite par un programme plus court que la séquence elle-même. Dans ce cas, 
on a donc : K(x ) = lx l .  
Sans faire justice de toutes les implications et subtilités de la théorie de la complexité algorith

mique (nous renvoyons pour cela le lecteur à la « somme » de Li et Vitanyi [LV97j), il suffit pour 
nous de savoir qu'elle est liée profondément à une mesure de probabilité universelle. En effet, 
on peut associer à chaque programme p, c'est-à-dire chaîne de bits, sa probabilité de production 
par un tirage aléatoire de bits avec probabilité 1/2. Cette probabilité est : Pr(p) = 2-I(l>), où 
l(p) est la longueur de la chaîne de bits correspondant à p. Cela signifie qu'un programme court 
est plus probable qu'un programme long. Si un programme court produit une séquence longue, 
celle-ci ne peut être aléatoire puisqu'elle a une description simple. On est ainsi amené à définir 
la pro habilité universelle d'une chaîne x par : 

Pu(x) = L. Tl(p) 
p:U(v)=x 

(22.41) 

C'est la probabilité qu'un programme p tiré aléatoirement suivant une distribution de probabilités 
1/2 produise la suite x par la machine de Turing universelle U. Cette probabilité, sans être 
exactement indépendante de la machine employée, en dépend relativement peu. Par a.illeurs, il 
est clair que cette probabilité est dominée par la probabilité TK(x) du plus court programme 
pouvant produire la séquence x. Maleureusement, la taille K(x) de ce plus court programme est 
non calculable effectivement. En effet, le seul moyen de trouver ce plus court programme serait 
d'essayer tous les programmes possibles, or l'exécution de certains d'entre eux risque de ne jamais 
se terminer. Il semble ainsi que nous soyons ramenés au problème précédent : nous ne pouvions 
définir une mesure de probabilité universelle µ, et nous ne pouvons pas plus définir la complexité 
algorithmique d'une chaîne de bits qui aurait pu nous permettre de calculer µ. Cependant, ce 
lien très profond entre mesure de probabilité et complexité algorithmique a fourni le terreau sur 
lequel ont été développés plusieurs procédés inductifs de nature plus heuristique. 

11.3 Le principe de longueur de description minimale (M DLP) 

Le principe de longueur minimale de description, ( Afinimum Description Length principle ou 
1V!DLP), peut s'expliquer par une analogie avec la théorie de l'information et la transmission de 
message entre un émetteur et un récepteur. 
Supposons qu'un agent, appelé émetteur, veuille transmettre des données à un autre agent, 

appelé récepteur, de la manière la plus économique, c'est-à-dire en limitant autant que possible 
le nombre de bits transmis sur le canal qui les relie (une ligne téléphonique par exemple). In
tuitivement, une manière de faire consisterait à d'abord transmettre une description générale 
des données ( e.g. « je viens de voir passer deux oiseaux style corbeau ») puis à transmettre ce 
qui dans les données ne correspond pas au modèle, c'est-à-dire les exceptions ( e.g. « sauf que 
l'un avait le bec jaune et l'autre le bout des ailes rouges » ) .  Il existe bien sür un compromis 
entre la complexité du modèle transmis et ce qu'il faut indiquer comme exception. Si le modèle 
transmis est très général (em e.g. « j'ai vu des objets volants » ) , il faudra founir beaucoup d'in
formations pour décrire exactement les données à partir de ce modèle. Inversement, si le modèle 
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est très précis (e.g. « j'ai vu un oiseau noir, de la taille d'un corbeau environ, de plumage noir 
a.vec le bec jaune, et un autre oiseau . . .  » ) , il sera coûteux à transmettre, ne factorisant pas les 
généralités présentes dans les données. Le meilleur compromis consiste à trouver un modèle tel 
que la somme de sa description, et celle des irrégularités par rapport à ce modèle, soit la plus 
économique possible. C'est l'essence du principe de longueur de description minimale. 

Définition 22.3 (Principe de longueur minimale de description MDLP) 

La meilleure théorie, ou hypothèse, ou le meilleur modèle, rendant compte d'un échantillon d 'ap
prentissage minimise la somme de : 

1. la longueur, mesurée en bits, de la description de la théorie ; 
2. la longueur, mesurée en bits, de la description des données lorsqu 'elles sont décrites à l'aide 

de la théorie. 
Formellement, cela signifie qtie l'hypothèse optimale h* vérifie : 

h* = ArgMin L(h) + L(xlh) 
hE1t 

(22.42) 

où L(h) mesure la longueur de description de h, et L(xlh) mesure la longueur de description des 
données x en utilisant l'hypothèse h pour les coder. 

Avec ce principe, on retrouve l'idée essentielle des principes inductifs contrôlant la complexité 
des hypothèses, à savoir qu'il faut faire place à un compromis entre la complexité de l'espace 
d'hypothèses mis en œuvre pour rendre compte des données et la fidélité aux données elles-mêmes. 
Un modèle des données trop précis peut ne pas avoir de bonnes performances en généralisation, 
de même qu'un modèle trop général. 
Il est facile de voir que le principe de longueur minimale de description est lié à la règle de 

Bayes. En effet, d'après cette règle : 

Pr(hlx) Pr(xlh) Pr(h) 
Pr(x) 

Soit, en prenant l'opposé du logarithme de chaque côté de l'équation : 

- log Pr(hlx) - logPr(xlh) - logPr(h) + log Pr(x) 

En tenant compte du fait que le facteur Pr(x) est indépendant de l'hypothèse mise en œuvre pour 
rendre compte des données, maximiser Pr(hlx ) , comme le préconise le principe du maximum de 
vraisemblance, revient à minimiser le terme de droite de l'équation précédente, soit : 

- log Pr(xlh) - log Pr(h) 

Idéalement, la mesure de probabilité à utiliser serait la mesure universelle µ et donc celle de 
la complexité algorithmique K .  C'est-à-dire qu'il faudrait prendre Pr(y) comme étant égal à 
2-K(y) pour une séquence arbitraire y. On choisirait alors l'hypothèse h minimisant : 

K(xih) + K(h) 

À défaut de pouvoir utiliser la mesure de probabilité µ ou la mesure de complexité algorithmique 
K, le principe de longueur minimale de description préconise de définir un code book raisonable 
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permettant la description de l'univers considéré, puis de coder les hypothèses et les données à 
l 'aide de ce code book. La mesure de complexité, ou de longueur de description, s'effectue a.lors 
en référence au code ainsi défini, chaque élément de ce code étant associé à un coût fixé par 
l'utilisateur. On retrouve alors l'équation (22.42) relative au MDLP. 

-- EXEMPLE Régression par des polynômes ---------------------

On suppose que l'on a un échantillon de données S = {(:r,1 , u1),  (x2 , u2), . . .  , (xm, u,,, )} ,  dans 
lequel les formes xi et les étiquettes ui sont des nombres réels. On cherche à pouvoir prédire 
la valeur u pour une forme x donnée. Pour cela, on fait l'hypothèse que l'on peut rendre 
compte des données avec un polynôme. En général, plus le degré du polynôme est élevé, 
plus l'adéquation aux données est étroite (au sens par exemple des moindres carrés) . À la 
limite, pour tout ensemble de m points (xi, ui), il est possible de trouver un polynôme de 
degré m - l passant exactement p:�r les m points. Mais ce polynôme n'aura en général :wcun 
pouvoir prédictif (le lecteur peut s'en eonvaincre aisément en essayant de prédire les cours 
de la bourse de cette manière). Supposons que l'on cherche une hypothèse sous la forme d'un 
polynôme Pk de degré k. Pour décrire un tel polynôme, il faut k + 1 coefficients que nous 
supposerons décrits avec une précision de d bits. Une hypothèse, c'est-à-dire un polynôme, 
sera alors décrite par : k d + O(log k d) bits. (Le deuxième terme de la somme provient de 
considérations techniques sur le fait que le programme à fournir à la mach ine de Turing doit 
être autodélim itant.) 
Il faut maintenant examiner le coût de description des données (xi, u;) à l'aide d'un polynôme. 
En général, on agit comme si le polynôme correspondait au vrai modèle sous-jacent aux 
données et que celles-ci étaient distribuées suivant une loi gaussienne autour de la valeur 
prédite par le polynôme : ui = pk(xi) + ê avec e une variable centrée en Jh (x) et de 
variance consta.nte. Dans ce cas la probabilité d'observer la. valeur ui au lieu de pk(xi) est de 
l'ordre de e-<r>•(x;)- ,., )2 . À l'aide de la mesure de probabilité universelle, cette grandeur est 
codée sur s (pk (x;) - 1.ti)2 bits, où s est une constante de normalisation. 
Comme l'erreur cornmise par l'hypothèse Pk au sens des moindres carrés est : 

erreur(p,J = L (Jh(X;) - u;)2 

on trouve, en négligeant le terme O (log k d) que le coût d'expression des données S à l'aide 
du polynôme Pk est de : 

k d + s · erreur(p,,) 

La meilleure hypothèse est, selon le principe de minimisation de longueur de description 
(MDLP), le polynome (Pk qui minimise cette expression. D 

Le principe MDLP a été appliqué dans de nombreux autres contextes. Nous citerons par 
exemple le choix d'arbres de décision (voir chapitre 13) pour lequel Quinlan et Rivest [QR89J ont 
proposé une mesure de coût des arbres prenant en compte les nœuds de l'arbre et les branchements 
possibles, ainsi que les exceptions. Dans un contexte différent de celui de l'induction, [Cor96J 
propose d'utiliser une version du MDLP pour rendre compte du raisonnement par analogie, 
considéré comme une forme de transmission économique d'information. Si le MD LP a permis 
d'obtenir des résultats clans plusieurs applications, il n'en reste pas moins une technique largement 
empirique, dans laquelle on a rempla.cé la nécessité de fournir des probabilités a priori, comme 
dans l'approche bayésienne, par celle de concevoir un codebook avec ses coûts associés. Pour le 
moment on ne connaît pas de technique fondée rigoureusement pour résoudre ce problème. Par 
ailleurs, la recherche d'une description la plus courte est connue comme étant un problème NP
complet dans de nombreux formalismes. Il est donc nécessaire d'avoir recours à des techniques 
heuristiques de recherche d'hypothèses. 

761 



Vl Q) 
0 L.. 
>w 
0 T"-f 
0 N 
@ 
� ..c 
Ol 
ï:::: 
>a. 
0 
u 

762 PARTIE 6 A nnexes techniques 

11.4 Analyse : compression et pouvoir inductif 

Si intuitivement il semble satisfaisant de penser qu'un modèle « simple » des données est plus 
susceptible qu'un modèle complexe de décrire les régularités sous-jacentes, et donc de permettre 
des prédictions, cela ne suffit pas à garantir le lien entre compression des informations et pouvoir 
inductif. Sans entrer clans les détails de ce lien ici, nous mentionnerons deux études se rapportant 
à cette question. 

11.4.1 Un théorème de Vapnik 

Dans son livre de 1995 [Vap95] en pp.102-105, Vapnik donne une preuve justifiant le principe 
de longueur minimale de description pour la tâche de classification. Il montre que le coefficient 
de compression obtenue, c'est-à-dire le rapport r(h) entre la taille de description comprimée des 
données et la taille de leur description brute, est lié à la probabilité cl 'erreur de classification sur 
des données futures. La preuve, sans être difficile, dépasse le cadre du présent ouvrage, et nous 
n'en donnons que le résultat. Elle repose sur un argument de convergence uniforme appliqué au 
codebook utilisable pour décrire l'espace des fonctions de classification. 

Théorème 22.5 (MDLP et probabilité d'erreur en classification, Vapnik,1995)) 

Si, en utilisant un codebook structuré, on trouve une hypothèse h permettant de comprimer l'ex
pression de la chaîne de bits u 1 ,  u2, . . .  , Um des étiquettes des formes d'apprentissage x 1 ,  X2, . . .  , Xm 

d 'un facteur R(h), alors, avec probabilité ati moins 1 - 'T], la probabilité d 'erreur de classification 
par l 'hypothèse h est bornée par : 

ln 1J RRéet(h) < 2 (r(h) ln 2 - -) 
m 

Ce théorème est intéressant dans la mesure où, par contraste avec les théorèmes de pertinence 
de l' ERM, il ne fait pas intervenir directement de propriétés statistiques des données, ni de risque 
empirique (nombre d'erreurs de classification en apprentissage) .  Malheureusement, ce théorème 
ne dit pas comment construire un bon codebook. Nous en verrons une raison en analysant le 
No-Free-Limch theorem (5 .1 ) . 

11.4.2 Les algorithmes d'Occam en apprentissage PAC 

Le lien entre compression d'information et généralisation a été également étudié dans le cadre 
de l'apprentissage de fonctions indicatrices, c'est-à-dire de concepts. Dans ce cadre, en supposant 
que les exemples x soient définis sur {O, l}d ou sur IRd, que l'échantillon d'apprentissage S com
porte m exemples étiquetés suivant une fonction cible f :  ((x1, f (x1)) ,  (x2, f (x2)), . . .  , (xm, f(xm ) ) ,  

alors un algorithme d'Occam est un algorithme qui, prenant S en entrée, produit une hypothèse 
h E 7t cohérente avec S et qui est succincte au sens où taille(h) est une fonction croissant 
suffisamment lentement en fonction de d, taille(!) et m .  Plus précisément : 
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Définition 22.4 (Algorithme d'Occam) 
Soient deux constantes a: ;,:::: 0 et 0 $ f3 < l .  On dit qu 'un algorithme d 'apprentissage est un 
algorithme d'Occam si, à partir d'un échantillon d 'apprentissage étiqiieté par un concept cible f, 
il prodttit ·une hypothèse h vérifiant : 

1. h est cohérente avec S 

2. taille{h) $ (d · taille(J))o: rn/3 

Il est clair que si m » d, alors les rn bits correspondants aux étiquettes de x 1 , x2 ,  . . .  , Xm 
sont effectivement comprimés en une chaîne d'au plus rn/3 bits. Sinon, il faut bien exprimer que 
l'hypothèse la plus courte peut dépendre au moins linéairement de taille(f). 

Il existe alors un théorème prouvant qu'un tel algorithme, si on lui fournit un échantillon de 
taille 1 

m ;,:::: a ( ; 1og j + cd · tai�le(J))0 ) 1-11 ) 

où a est une constante > 0, produit une hypothèse h de probabilité d'erreur de classification en 
généralisation $ <: avec une probabilité 1 - 8 où 8 $ l .  

U n  lien est donc établi là aussi entre compression et induction, même si la portée de ce théorème 
est limitée par le fait qu'il ne s'applique que pour des espaces d'hypothèses 1i de cardinal fini. 
Pour plus de détails, on se reportera. par exemple à [KV94]. 
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flux de données 
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reservoir sampling, 678 
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fouille de données, xv, 132, 615-625 
fréquence d'un motif, 619 

généralisé maxirnalernent spécifique, 1-16 
généralité (relaLion de), 1-12 
générative (approche), 47, -193 
Gauss-Markov (théorème de), 305 
Gini (critère de), 41-l 
gradient stochastique, 671-672 
grammaire formelle, 226 
grammaire hors-contexte. 227 
grammaire k-réversible, 242 
grammaire régulière, 227 
grande dimension (phénomènes), 90, 608 
graphe 

laplacien de, 474, 653 
G-set, 150 

Hadamard Jacques, 18 
heuristiques de contrôle, 20L 206 
Hilbert 

espace de, -137, -138 
hinge loss, 448 
HMM,  107, 383-405 

apprentissage des paramètres d 'un, 398 
ergodique, 391 

gauche-droite, 391 
probabilité d'observation, 390 
probabilité de transition, 390 
probabilités initiales, 390 

Hoeffding 
inégalité de, 6-l 

Hopfield 
réseaux de, 348 

hors politique 
apprentissage par renforcement, 551 

hypothèse 
cohérente, l..t4 
complète, 142, 144 
correcte, 142, 144 

hypothèse nulle, 115  
hypothèse optimale, -15 

i.i.d. (tirage), 19 
identification, 180 

Index 

inductive logic programming (ILP ), voir program-
mation logique inductive (PLI) 

inférence grammatica.le, 219-261. 
information de Fisher, 664 
information mutuelle, 37-l, 628 
instance, 85 
intelligibiliLé, 124 
inter-construction, 180 
intervalle de confiance, 1 1 6  
inLra-construction, 180 
invention de prédicat, 180 
inversion de la résolution, 179-182 
itemsets, 132 
itemsets fréquents, 1 1  J 

jackkni.fe, 118 
jeu de Go, 563- 56-l 
J ohnson-Lindenstrauss 

théorème de, 609 

k-plus-proches-voisins (règle des), 511 ,  515 
Karush-Kuhn-Tucker (conditions de), '145 
KDD (knowledge discovery in databases), voir 

extraction de connaissances des données 
kernel methods, 320, 429- 486 
kernel trick, -134 
Kullback-Leibler (divergence de), 95, 680, 70-l 
kurtosis, 627 

lagrangien, 4-14 
langage engendré par une grammaire, 226 
langage hors-contexte, 227 
langage régulier, 227 
Langley Pat, 19 
laplacien 

d'un graphe, -175 
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large-scale lea.rning, 7 1 9  

large-scale learning, 672 

learning to rank, 98 

leave-one-out, 118 

Levi-Strauss Claude, 12 

LEX, 155-156 

linéaire pa.r morceaux (modèle), 317 

log-vra.isemblance, 51 

logique de description, 1 .1 0  

logique des prédicats, 1 1 0  

logique des propositions, 109 

loi des grands nombres, 63 

macro-opérateurs, 201, 206 

MAE (mean avera.ge error), 691 

marge, 580 

marge d'un exemple, 587 

marge douce, 448 

marge géométrique, 4-13 

Markov 
condit.ion de, 359 

couverture de, 364 

équivalence de, 364 

prncessus décisionnels de, 538 

Markov blanket, 95-96 

matrice de codage des classes, 577 

matrice de confusion, 115 

matrice de Gram, -141 

matrice positive semi-définie, -135 

maximum a. posteriori (MAP), 55 

maximum de vraisemblance, 50, 56 

.Maximum Likelihood Estimator (.MLE), 56 

MDLP (Minimum Description Length Principle), 
52, 375, 497, 706-707, 759-761 

mélange de gaussiennes, 741 

membership q'uery, voir protocole de requêtes cl 'ap-
partenance 

mémoire associative, 348 

mesure de dissirn ilarité, 597 

méta-apprentissage, 573 

méta-paramètre, 573 

méthodes à noyaux, 320, 429-486 

méthodes e-gloutonnes, 550 

méthodes non paramétriques, -195, 509 

méthodes semi-paramétriques, 523 

discrimination logistique, 523 

mélange de distributions, 525 

méthodes spectrales, 6 1 0-6 1 1  

min-wise sampling, 679 

minimisation du risque empirique, 49, 50 

minirnisat.ion du risque structurel (SRM), 712-

713 

mixture models, 319, 609- 6 1 0  

modèle 

sélection automatique, 702 

modèle de mélange, 319, 609-610 

modèle de Markov caché, voir HMM 
modèles graphiques, 107 

moindres carrés (estimation des), 302 

Monte Carlo (méthode de), 547 

mot engendré par une grammaire, 226 

motif, 619 

couverture de, 619 

fréquence de, 619 

support de, 619 

motifs fréquents, 6 1 7-622 

mots dérivés selon une gram maire, 226 

multiplicateurs de Lagrange, 444, 709-710 

mutation, 272, 273 

néguentropie, 627 

neurone formel, 328 

no-.free-lunch theorem, 74-78, 273 

nombre de couverture, 701-702 

non-ncgative mcttrix factorizcition {NMF), 630 

non-paramétriques (méthodes), 495, 509 

Novikoff 
théorème de, 313 

noyau 
ANOVA, 463 

arbres, 471 

astuce des, 434 

de convolution, 469 

de Fisher, 477 

diffusion, 47-1 

gaussien, -164 

génératif, 476- -177 

graphes, 471 

reproduisant, 439 

séquences, 468 

spectre, 467 

sur des ensembles, 465 

sur des séquences, 466 

sur des textes, -166 

toutes sous-séquences, 469 

universel, 459 

noyaux (méthodes à), 320, 429-486 

observation, 14 

Occam (algorithme d'), 762-763 

Occam (rasoir d'), 706 

o.fJ-policy 
a.pprentissage par renforcement, 551 

on policy 
apprentissage par renforcement, 550 

one-class S \!M, 455 

ontologie, 1 0 6  

opérateurs de généralisation, 147-149 

opérateurs de spécialisation, 148 
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optimisation de performance, 17 
oracle, 14 

parcimonieux (codage), 632 
Pearson (corrélation de), 687 
performance (mesure de) , 268 
pertinence du MRE, 66 
physique statistique (analyse de la) , 720-723 
plan d'expériences, 668 
pointwise estimation, 55 
politique, 531, 535 
politique optimale ,  542 
POMDP (Partially Observable MDP), 561 
pool-based active lear-ning, 662 
poursuite de projections, 629 
prédiction, 15 
prédiction de séquence, 281 
prétraitement des données, 88 
présentation 

complète, 23.t 
négative, 234 
positive, 234 

précision, 120 
pression sélective, 27 4 
principe de longueur minimale de description, 52, 

375, 497, 706-707, 759-761 
principe de minimisation du risque structurel, 

758 
problèmes trompeurs, 280 
processus décisionnels de Markov, 538 
processus de Markov, 386 
PRODIGY, 207 
PROGOL, 189-190 
programmation évolutive, 267 
programmation génétique, 267, 281-290 
programmation logique inductive (PLI), 161-197 
proie-prédateur, 292 
projection purs'uit, 629 
protocole d 'apprentissage, 1 5  
protocole de requêtes d'appartenance, 663 
protocole de requêtes binaires arbitraires, 663 
protocole de requêtes d'équivalence, 663 
protocole de requêtes statistiques, 663 
pseudo-dimension, 702 
puissance du test, 116 

Q-lecirning, 551 

query-by-committee, 668 

raisonnement à partir de cas (RàPC) , 211-212 
random .forests, 591 
ranking, 60, 98 
rappel, 120 
recall, 120 
reconnaissance des formes, xv 

redescription, 91  
espace de ,  -!33 

reformula.tion, 209 

Index 

règle de production d'une grammaire, 226 
règles d'association, 110-111, 617, 622-625, 679-

680 
confiance, 680 
support, 679 

règles de contrôle, 201 
régression, 58-59, 301-302 

aux moindres carrés, 495 
de but, 203 

régression linéaire, 301-306 
régularisation 

exemple, -!20 
théorie de la., 708-710 

rempla.cement, 276 
renforcement (signal de), 534, 535 
représentation duale, -!32 
représent;ation par attribut-valeur, 109 
representer theorem, -!-!O 
réseaux bayésiens, 95, 107, 35-!-380 

équivalence de Markov, 364 
apprentissage des, 369-377 
condition de Markov, 359 
couverture de Markov, 36-1 
cl-séparation, 361- 363, 368 
diagnostic, 367 
explication, 367 
fonction de score, 37 4 
méthode des arbres de jonction , 368 
méthode EM, 372 
méthodes de conditionnement, 368 
méthodes de Monte Carlo, 368 
raisonnement dans les, 365-368 

réseaux connexionnistes, 325-352 
apprentissage, 334-345 
architecture multicouche, 330 
choix de l'architecture, 3-!5 
exemple de fonctionnement, 332 

réseaux de neurones 
profonds, 346-34 7 

reservoir sampLing, 678 
reservoir corrtp'uling, 348-351 
resubstitution (estimation de l'erreur), 114 
résumés (calcul sur les flux), 679 
rétropropagation du gradient de l'erreur, 340 
ridge regression, 320, 321 
risque empirique, 50 
risque réel, -15 
RKHS, voir espace de Hilbert à noyau reprodui

sant; 
robot simulé, 288-290 
ROC (courbe), 121  


